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  Mojemu Ojcu, Inayatullahowi Khanowi, który cały czas motywuje mnie do dalszej nauki i poszerzania horyzontów.


  O autorze


  Imran Ahmad jest certyfikowanym instruktorem Google i od wielu lat naucza w ramach Google oraz Learning Tree. Tematy, które wykłada Ahmad, obejmują Pythona, uczenie maszynowe, algorytmy, big data i uczenie głębokie. W swojej pracy doktorskiej przedstawił nowy, oparty na programowaniu liniowym algorytm o nazwie ATSRA, którego można używać, by optymalnie dysponować zasobami w chmurowych środowiskach obliczeniowych. Przez ostatnie cztery lata Ahmad pracował nad kluczowym projektem z zakresu uczenia maszynowego, realizowanym w specjalistycznym laboratorium analiz federalnego rządu Kanady. Polega on na stworzeniu algorytmów uczenia maszynowego w całości automatyzujących proces imigracji. W tej chwili Ahmad zajmuje się pracą nad algorytmami używającymi GPU do optymalnego trenowania złożonych modeli uczenia maszynowego.


  O recenzencie


  Benjamin Baka to programista full-stack pasjonujący się najnowszymi, eksperymentalnymi technologiami i technikami czystego kodu. Od dziesięciu lat zbiera doświadczenie w językach takich jak C++, Java, Ruby czy Python. Niektóre z jego projektów można znaleźć na GitHubie. W tej chwili zajmuje się fascynującymi technologiami w mPedigree.


  Przedmowa


  Algorytmy od zawsze odgrywały ważną rolę zarówno w teorii, jak i praktyce obliczeń. W tej książce koncentruję się na wykorzystaniu algorytmów do rozwiązywania problemów realnego świata. Aby w pełni z nich skorzystać, niezbędne jest głębsze zrozumienie ich logiki i matematyki. Zaczniemy od wprowadzenia do algorytmów, a następnie zajmiemy się technikami ich projektowania. Dalej poznasz programowanie liniowe, klasyfikację i pozycjonowanie stron internetowych, grafy, a nawet algorytmy uczenia maszynowego i związane z nimi logikę oraz matematykę. Książka ta obejmuje także studia przypadku, takie jak prognozowanie pogody, klasteryzację wiadomości z platform społecznościowych czy silniki poleceń filmów. Wszystkie one pozwolą Ci przekonać się, jak optymalnie używać przedstawionych tu algorytmów. Po przeczytaniu tej książki nabierzesz pewności w korzystaniu z algorytmów do rozwiązywania rzeczywistych problemów obliczeniowych.


  Dla kogo jest ta książka?


  To książka dla poważnych programistów! Niezależnie od tego, czy jesteś doświadczonym programistą, chcącym lepiej zrozumieć matematykę kryjącą się za algorytmami, czy też osobą z ograniczonym doświadczeniem w programowaniu lub data science, chcącą dowiedzieć się, jak wykorzystać sprawdzone w boju algorytmy do poprawy swojego kodu — ta książka Ci się przyda! Doświadczenie w programowaniu w Pythonie jest niezbędne, a znajomość data science jest użyteczna, ale nie niezbędna.


  Co znajdziesz w książce?


  Rozdział 1., „Wprowadzenie do algorytmów” — podsumowuje podstawy algorytmów. Rozpoczyna się on od sekcji poświęconej podstawowym pojęciom niezbędnym do zrozumienia mechanizmów działania różnych algorytmów. Omawiam tam, jak ludzie zaczęli posługiwać się algorytmami do matematycznego sformułowania pewnych klas problemów. Wspominam także ograniczenia różnych algorytmów. W kolejnej sekcji wyjaśniam sposoby określania logiki algorytmu. Ponieważ w książce posługuję się Pythonem w celu pisania algorytmów, przedstawiam także instrukcję, jak skonfigurować środowisko służące do pracy nad zamieszczonymi przeze mnie przykładami. Następnie przechodzę do sposobów pomiaru efektywności algorytmów i możliwości ich porównania. Wreszcie pochylam się nad sposobami walidacji poszczególnych implementacji algorytmu.


  Rozdział 2., „Struktury danych w algorytmach” — poświęcony jest wymaganiom algorytmów dotyczącym struktur danych w pamięci do przechowywania tymczasowych danych. Algorytmy mogą przetwarzać wiele danych, dokonywać wielu obliczeń lub robić jedno i drugie. Niemniej jednak w przypadku każdego typu algorytmu wybór właściwej struktury danych jest kluczowy dla optymalnej implementacji. Wiele algorytmów opiera się na logice iteracyjnej i rekursji, więc wymaga specjalistycznych struktur danych, które ze swej natury są iteracyjne. Ponieważ posługuję się tu Pythonem, w tym rozdziale koncentruję się na strukturach dostępnych w tym języku do implementacji algorytmów omawianych w dalszych rozdziałach.


  Rozdział 3., „Algorytmy sortowania i wyszukiwania” — przedstawia kluczowe algorytmy służące do wyszukiwania i sortowania. Mogą one stanowić podstawę dla innych, bardziej złożonych rozwiązań. Zaczynam od wprowadzenia algorytmów sortowania i porównuję różne podejścia. Następnie prezentuję kilka algorytmów wyszukiwania i porównuję ich efektywność oraz złożoność. Rozdział ten kończy się praktycznym zastosowaniem tych algorytmów.


  Rozdział 4., „Projektowanie algorytmów” — zawiera omówienie kluczowych zagadnień z zakresu projektowania algorytmów. Wskazane zostają także różne ich rodzaje, a ich wady i zalety podlegają analizie. Przyswojenie sobie tych pojęć jest ważne z perspektywy projektowania optymalnych algorytmów złożonych. W pierwszej części rozdziału prezentuję różne rodzaje projektów algorytmów. Następnie proponuję rozwiązanie klasycznego problemu komiwojażera. W dalszej części omawiam programowanie liniowe i jego ograniczenia. Wreszcie przedstawiam praktyczny przykład użycia programowania liniowego do planowania zasobów i mocy przerobowych.


  Rozdział 5., „Algorytmy grafowe” — dotyczy algorytmów opartych na grafach, które są często używane w informatyce. Istnieje wiele problemów, które najlepiej przedstawić właśnie grafami. Z tego rozdziału dowiesz się, jak można przedstawić graf i jak go przeszukiwać. Przeszukiwanie grafu oznacza systematyczne przechodzenie po jego krawędziach, tak by dotrzeć do każdego jego wierzchołka. Algorytm przeszukujący graf może zebrać mnóstwo informacji na temat struktury grafu. Wiele takich algorytmów zaczyna od przeszukania grafu wejściowego w celu zebrania tych informacji strukturalnych. Wiele innych rozwija ten podstawowy sposób wyszukiwania. Techniki przeszukiwania grafu stanowią sedno dziedziny algorytmów grafowych. Na początku rozdziału przedstawiam dwie najbardziej powszechne reprezentacje obliczeniowe grafów — listę sąsiedztwa i macierz sąsiedztwa. Następnie prezentuję prosty algorytm wyszukiwania wszerz i pokazuję, jak stworzyć odpowiednie dla niego drzewo. Kolejna sekcja prezentuje algorytm wyszukiwania w głąb i wskazuje standardowe rezultaty dotyczące kolejności przeszukiwania wierzchołków w tym rozwiązaniu.


  Rozdział 6., „Algorytmy nienadzorowanego uczenia maszynowego” — wprowadza algorytmy nienadzorowanego uczenia maszynowego. Podlegają one takiej klasyfikacji, ponieważ model czy algorytm stara się sam nauczyć struktur, wzorców i relacji w zbiorze danych bez nadzoru człowieka. Zaczynam od omówienia metod klasteryzacji. Są to metody uczenia maszynowego, które mają na celu znalezienie podobieństw i relacji między próbkami w zbiorze danych, a następnie pogrupowanie ich w oparciu o ich atrybuty czy cechy. W kolejnych sekcjach pokazuję sposoby zmniejszenia wymiarowości służące ograniczeniu liczby cech, jakie bierzemy pod uwagę. Dalej prezentuję algorytmy wykrywania anomalii. Na koniec poświęcam nieco miejsca regułom asocjacyjnym, które stanowią technikę eksploracji danych wykorzystywaną do analizy dużych zbiorów danych transakcyjnych w celu wykrycia wzorców i reguł. Wzorce te oddają ciekawe relacje i skojarzenia między różnymi elementami w transakcji.


  Rozdział 7., „Tradycyjne algorytmy uczenia nadzorowanego” — opisuje tradycyjne algorytmy uczenia nadzorowanego związane ze zbiorem problemów uczenia maszynowego, w którym istnieją zbiory danych z etykietami i atrybutami wejściowymi oraz odpowiadające im etykiety wyjściowe lub klasy. Te dane wejściowe i wyjściowe są używane do wyuczenia uogólnionego systemu, z którego można skorzystać w celu przewidzenia rezultatu dla zupełnie nowych danych. Jako pierwsze wprowadzam pojęcie klasyfikacji w kontekście uczenia maszynowego. Następnie przedstawiam najprostszy z algorytmów uczenia maszynowego, tj. regresję liniową. Po nim przychodzi kolej na jeden z najważniejszych — tj. drzewo decyzyjne. Wskazuję jego zalety i wady i kończę rozdział omówieniem dwóch innych algorytmów: maszyny wektorów nośnych i algorytmu XGBoost.


  Rozdział 8., „Algorytmy sieci neuronowych” — rozpoczyna się od przedstawienia głównych pojęć i komponentów sieci neuronowej, która staje się coraz ważniejszą techniką uczenia maszynowego. Następnie omawiam różne rodzaje sieci neuronowej i objaśniam różne funkcje aktywacji, które się w nich stosuje. Szczegółowo omawiam także algorytm propagacji wstecznej, który stanowi najczęściej stosowany sposób konwergencji problemu sieci neuronowej. Dalej pochylam się nad techniką uczenia transferowego, dzięki której można znacznie uprościć i częściowo zautomatyzować proces trenowania modelu. Na koniec spoglądam na wykorzystanie uczenia głębokiego w celu detekcji obiektów w danych multimedialnych na rzeczywistym przykładzie.


  Rozdział 9., „Algorytmy przetwarzania języka naturalnego” — dotyczy algorytmów przetwarzania języka naturalnego (NLP). Krok po kroku treść przechodzi od aspektów teoretycznych do praktycznych. Najpierw przedstawiam kwestie podstawowe, potem matematykę, na której się one opierają. Następnie omawiam najczęściej używane sieci neuronowe z myślą o zaprojektowaniu i implementacji kilku ważnych przypadków użycia dotyczących danych tekstowych. Wskazuję także ograniczenia NLP. Rozdział kończy się studium przypadku, w którym trenuję model do rozpoznawania sentymentu w recenzjach filmowych.


  Rozdział 10., „Silniki poleceń” — koncentruje się na silnikach poleceń, które stanowią sposób modelowania informacji dostępnych odnośnie do preferencji użytkownika, a następnie wykorzystania ich do przedstawienia opartych na tych danych poleceń. Podstawą tego mechanizmu zawsze jest zarejestrowana interakcja między użytkownikiem a produktem. Rozdział rozpoczyna się od definicji podstawowych pojęć związanych z silnikami poleceń. Potem prezentuję podstawowe ich typy. Wreszcie pokazuję, jak można użyć tej techniki do podpowiadania produktów różnym użytkownikom.


  Rozdział 11., „Algorytmy danych” — poświęcony jest algorytmom opartym na danych. Rozdział ten rozpoczyna się od wskazania kilku kwestii dotyczących danych. Następnie przedstawiam kryteria klasyfikacji danych. Potem przechodzę do stosowania algorytmów w przetwarzaniu strumieniowym i kwestii kryptograficznych. Na koniec natomiast przytaczam praktyczny przykład pozyskiwania wzorców z wiadomości na Twitterze.


  Rozdział 12., „Kryptografia” — przedstawia algorytmy związane z kryptografią. Rozpoczynam go od omówienia tła tej dziedziny. Następnie przechodzę do algorytmów szyfrowania symetrycznego. Szczegółowo wyjaśniam funkcje skrótów MD5 i SHA i zwracam uwagę na ograniczenia i słabości wynikające z implementacji algorytmów symetrycznych. Dalej analizuję szyfrowanie asymetryczne i ich wykorzystanie do tworzenia certyfikatów cyfrowych. Rozdział zamyka przykład podsumowujący zawarte tu techniki.


  Rozdział 13., „Algorytmy przetwarzania danych w dużej skali” — wyjaśnia, jak tego rodzaju algorytmy obsługują dane, które nie mieszczą się w pamięci jednego węzła i obejmują przetwarzanie wymagające wielu procesorów. Najpierw określam, jakie algorytmy najlepiej sprawdzą się w wykonaniu równoległym. Następnie wskazuję, jakie problemy mogą pojawić się przy zrównoleglaniu algorytmów. Przedstawiam także architekturę CUDA i pokazuję, jak procesor graficzny lub ich zbiór może przyspieszyć algorytm, a także zaznaczam, jakich zmian należy dokonać, by wydajnie korzystać z mocy procesora graficznego. Na koniec następuje omówienie obliczeń w klastrach i struktury danych RDD od Apache Spark, która pozwala na tworzenie bardzo szybkich implementacji standardowych algorytmów.


  Rozdział 14., „Uwagi praktyczne” — rozpoczyna się od ważnego tematu transparentności i możliwości wyjaśnienia algorytmu, co staje się wymaganiem coraz ważniejszym, w miarę jak rośnie potrzeba wyjaśnienia logiki automatycznie podjętej decyzji. Następnie poruszam kwestę etyki stosowania algorytmów i ryzyka stronniczości przy ich implementacji. Potem szczegółowo omawiam techniki pracy nad problemami NP-trudnymi. Na koniec podsumowuję sposoby implementacji algorytmów i związane z tym rzeczywiste wyzwania.


  Aby skorzystać z tej książki, potrzebujesz…


  
    
      
        	
          Rozdziały

        

        	
          Wymagane oprogramowanie (wraz z wersją)

        

        	
          Licencja

        

        	
          Wymagania sprzętowe

        

        	
          System operacyjny

        
      


      
        	
          1 – 14

        

        	
          Python, wersja 3.7.2 lub nowsza

        

        	
          Darmowa

        

        	
          Min. 4 GB RAM, zalecane 8 GB i więcej

        

        	
          Windows / Linux / Mac

        
      

    
  


  Jeśli korzystasz z cyfrowej wersji tej książki, radzę przepisywać kod lub skorzystać ze wskazanego niżej repozytorium. Pozwoli to uniknąć możliwych błędów związanych z kopiowaniem i wklejaniem kodu.


  Pliki z przykładami kodu i kolorowe wersje ilustracji


  Pliki z zamieszczonymi w książce przykładami kodu oraz kolorowe wersje ilustracji możesz znaleźć w formie archiwum pod adresem https://ftp.helion.pl/przyklady/40algo.zip. Po zapisaniu archiwum na swój dysk rozpakuj je do wybranego folderu.


  Konwencje typograficzne stosowane w książce


  W książce stosuję różne konwencje typograficzne.


  Kod w tekście wskazuje na odwołania do kodu pojawiąjące się w treści rozdziałów, nazwy tabel baz danych, nazwy katalogów z plikami, nazwy samych plików, ścieżki, przykładowe adresy URL, dane pochodzące od użytkownika czy treści z Twittera. Oto przykład: „Do stosu dodajemy nowy element przy użyciu metody push, a usuwamy, korzystając z metody pop”.


  Blok kodu oznaczamy następująco:


  
    define swap(x, y):

  


  
    buffer = x

  


  
    x = y

  


  
    y = buffer

  


  Kiedy zależy mi, żebyś zwrócił szczególną uwagę na pewien fragment bloku kodu, odpowiednie linie wyróżniam następująco:


  
    define swap(x, y):

  


  
    buffer = x

  


  
      x = y

  


  
      y = buffer

  


  Polecenia wpisywane w linii komend terminala oznaczam w ten sposób:


  
    pip install a_package

  


  Pogrubienie oznacza nowe pojęcie lub ważny termin, np. „Jednym ze sposobów zmniejszenia złożoności algorytmu jest poświęcenie dokładności na rzecz stworzenia algorytmu aproksymacyjnego”.


  
    
      	
        Ostrzeżenia i ważne informacje oraz wskazówki będą się pojawiać w takich ramkach.

      
    

  



  I. Wstęp i podstawowe algorytmy


  Ta część jest wprowadzeniem do podstawowych aspektów algorytmów. Dowiemy się z niej, czym jest algorytm, jak go zaprojektować, i poznamy struktury danych wykorzystywane w algorytmach. W tej części przedstawię też szeroki horyzont algorytmów sortowania i wyszukiwania wraz z algorytmami do rozwiązywania problemów z grafami. Podzieliłem te treści na pięć rozdziałów:


  
    	Rozdział 1., „Wprowadzenie do algorytmów”.


    	Rozdział 2., „Struktury danych w algorytmach”.


    	Rozdział 3., „Algorytmy sortowania i wyszukiwania”.


    	Rozdział 4., „Projektowanie algorytmów”.


    	Rozdział 5., „Algorytmy grafowe”.

  


  1. Wprowadzenie do algorytmów


  W książce tej przedstawiam informacje niezbędne, by rozumieć, klasyfikować, wybierać i implementować ważne algorytmy. Poza wyjaśnieniem stojącej za nimi logiki poruszam tu także tematy struktur danych, środowisk programistycznych i środowisk produkcyjnych odpowiednich dla poszczególnych klas algorytmów. Skupiam się na współczesnych algorytmach uczenia maszynowego, które stają się coraz ważniejsze. Poza logiką algorytmu omawiam także praktyczne przykłady zastosowania algorytmów do rozwiązania rzeczywistych problemów.


  W tym rozdziale pochylam się nad podstawami algorytmiki. Zaczynam od podstawowych pojęć niezbędnych do zrozumienia funkcjonowania poszczególnych algorytmów. Sekcja ta podsumowuje to, jak ludzie zaczęli korzystać z algorytmów, by matematycznie opisać pewną klasę problemów. Zaznaczam także ograniczenia niektórych z nich. W kolejnej sekcji wyjaśniam różne sposoby opisania logiki algorytmu. Ponieważ do pisania algorytmów wykorzystuję tutaj język Python, wskazuję też, jak skonfigurować środowisko umożliwiające uruchomienie zawartych tu przykładów samemu. Następnie przechodzę do analizy możliwości zmierzenia i porównywania efektywności algorytmów. Rozdział kończy się omówieniem sposobów walidacji poszczególnych implementacji danego algorytmu.


  Podsumowując, z tego rozdziału dowiesz się:


  
    	co to jest algorytm,


    	jak sformułować logikę algorytmu,


    	czym są pakiety w Pythonie,


    	jakimi technikami projektuje się algorytmy,


    	jak analizuje się efektywność algorytmu,


    	jak się go waliduje.

  


  Co to jest algorytm?


  Najprościej mówiąc, algorytm to zbiór reguł przeprowadzania pewnych obliczeń mających na celu rozwiązanie problemu. Projektuje się go, by zwracał rezultaty dla dowolnych, poprawnych danych wejściowych na podstawie ściśle określonej procedury. Słownik języka polskiego PWN tak definiuje to pojęcie:


  Algorytm to ściśle określony ciąg czynności, których wykonanie prowadzi do rozwiązania jakiegoś zadania.


  Projektowanie algorytmu to wysiłek stworzenia jak najbardziej efektywnego, matematycznego przepisu, którego można z powodzeniem użyć do rozwiązania realnego problemu. Z przepisu tego można skorzystać w charakterze podstawy do opracowania bardziej generycznego rozwiązania matematycznego, które może zostać zastosowane do szerszego zbioru podobnych problemów.


  Fazy algorytmu


  Różne fazy tworzenia, dostarczenia, a wreszcie także użycia algorytmu przedstawiłem na poniższym rysunku:
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  Jak widać, proces rozpoczyna się od zrozumienia wymagań na podstawie definicji problemu, która szczegółowo określa, co należy osiągnąć. Gdy problem jest już jasno zdefiniowany, możemy przejść do fazy wytwarzania.


  Obejmuje ona dwie części:


  
    	Fazę projektowania. Na tym etapie wymyśla się i dokumentuje architekturę, logikę i szczegóły implementacyjne algorytmu. Gdy podejmujemy się zadania projektowania algorytmu, musimy mieć na uwadze zarówno jego dokładność, jak i efektywność. W poszukiwaniu rozwiązania konkretnego problemu często napotkamy kilka alternatyw. Praca projektowa to iteracyjny proces obejmujący porównywanie parametrów różnych możliwych algorytmów. Niektóre z nich mogą zapewniać proste i szybkie rozwiązania, ale uzyskiwane kosztem dokładności. Inne mogą być niezwykle dokładne, ale ze względu na ich złożoność czas ich wykonania może być niezadowalający. Niektóre z tych złożonych algorytmów mogą być bardziej efektywne niż inne. Zanim dokonamy wyboru, musimy uważnie przestudiować wszystkie nieuniknione kompromisy, na jakie będzie trzeba pójść przy każdym z rozwiązań. Zaprojektowanie efektywnego algorytmu zyskuje na znaczeniu szczególnie w przypadku złożonych problemów. Poprawnie zaprojektowany algorytm doprowadzi do wydajnego rozwiązania, które będą charakteryzowały zarówno satysfakcjonująca efektywność, jak i rozsądna dokładność.


    	Fazę kodowania. Na tym etapie zaprojektowany algorytm zamieniany jest w program komputerowy. Ważne jest, by rzeczywisty program implementował całą logikę i architekturę zaleconą w fazie projektowania.

  


  Obie te fazy ze swej natury są iteracyjne. Stworzenie projektu, który jest w stanie sprostać zarówno wymaganiom funkcjonalnym, jak i niefunkcjonalnym może pochłonąć wiele czasu i wysiłku. Wymagania funkcjonalne to te, które wskazują, jakie są właściwe dane wyjściowe przy konkretnych danych wejściowych. Wymagania niefunkcjonalne odnośnie do algorytmu dotyczą przeważnie efektywności przy danym rozmiarze danych. Walidację i efektywność algorytmów omawiam w dalszej części tego rozdziału. Walidacja algorytmu polega na upewnieniu się, że algorytm odpowiada na wszystkie wymagania funkcjonalne. Analiza efektywności dotyczy natomiast tego, czy algorytm spełnia główne wymaganie niefunkcjonalne — efektywność.


  Gdy algorytm jest już zaprojektowany i zaimplementowany w wybranym przez Ciebie języku programowania, jego kod jest gotowy do dostarczenia. Dostarczenie algorytmu polega na zaprojektowaniu konkretnego środowiska produkcyjnego, w jakim kod zostanie uruchomiony. Środowisko to musi być dopasowane do danych i wymagań obliczeniowych algorytmu. Przykładowo w przypadku algorytmów wielowątkowych niezbędny będzie klaster z odpowiednią liczbą węzłów komputerowych do efektywnego wykonania algorytmu. Z kolei w przypadku algorytmów operujących na dużych zbiorach danych potrzebne będzie zaprojektowanie potokowego przetwarzania napływających danych oraz strategii użycia pamięci podręcznej i przechowywania danych. Projektowanie środowiska produkcyjnego omawiam bardziej szczegółowo w rozdziałach 13., „Algorytmy przetwarzania danych w dużej skali” i 14., „Uwagi praktyczne”. Gdy środowisko produkcyjne jest zaprojektowane i zrealizowane, a algorytm dostarczony, może on przyjmować dane wejściowe, przetwarzać je i produkować dane wyjściowe zgodnie z wymaganiami.


  Określenie logiki algorytmu


  Przy projektowaniu algorytmu ważne jest znalezienie różnych sposobów określenia jego szczegółów. Wymagana jest umiejętność uchwycenia zarówno jego logiki, jak i architektury. Ogólna zasada jest taka sama jak w przypadku budowania domu — niezbędne jest określenie struktury algorytmu, zanim się go zaimplementuje. W przypadku bardziej złożonych algorytmów rozproszonych wczesne planowanie rozproszenia logiki po klastrach w momencie wykonania kodu jest ważne dla iteracyjnego i efektywnego procesu projektowania. Odpowiedziami na te potrzeby są pseudokod i plan wykonania, które omawiam w kolejnej sekcji.


  Zrozumienie pseudokodu


  Najprostszym sposobem wskazania logiki algorytmu jest stworzenie jego wysokopoziomowego opisu o szkieletowej strukturze — czyli pseudokodu. Zanim jednak spiszesz logikę w formie pseudokodu, warto rozpisać sobie główne kroki w języku naturalnym. Następnie polszczyznę trzeba zamienić na pseudokod, który jest ustrukturyzowaną notacją ściśle odpowiadającą logice i przepływowi algorytmu. Dobrze napisany pseudokod algorytmu powinien opisywać jego główne kroki z odpowiednią dozą szczegółowości, balansując między poziomem detalu niemającym bezpośredniego związku z główną ścieżką i strukturą algorytmu. Poniższy rysunek przedstawia sekwencję kroków:
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  Zwróć uwagę, że gdy napiszesz pseudokod (co będzie wynikało z kolejnej sekcji), jesteś już gotów do napisania kodu algorytmu w wybranym przez siebie języku programowania.


  Praktyczny przykład pseudokodu


  Poniższy przykład przedstawia pseudokod algorytmu alokacji zasobów SRPMP. W obliczeniach klastrowych często dochodzi do sytuacji, w której należy wykonać równoległe zadania na zbiorze dostępnych maszyn, łącznie nazywanych pulą zasobów. Algorytm ten przypisuje zadania do zasobów i tworzy zbiór mapowań Ω. Zwróć uwagę, że poniższy pseudokod przedstawia logikę i przepływ algorytmu, co omawiam w kolejnej sekcji.


  
     1:  BEGIN Mapping_Phase

  


  
     2:  Ω = {}

  


  
     3:  k = 1

  


  
     4:  FOREACH Τᵢ∈T

  


  
     5:    ωᵢ = RA(Δk, Τᵢ)

  


  
     6:    add { ωi,Ti} to Ω

  


  
     7:    state_changeTi [STATE 0: Idle/Unmapped] → [STATE 1: Idle/Mapped]

  


  
     8:    k=k+1

  


  
     9:    IF (k>q)

  


  
    10:      k=1

  


  
    11:    ENDIF

  


  
    12:  END FOREACH

  


  
    13:  END Mapping_Phase

  


  Przyjrzyjmy się temu pseudokodowi linia po linii.


  
    	Rozpoczynamy mapowanie od wykonania algorytmu. Zbiór mapowań Ω jest pusty.


    	Pierwsza partycja zostaje wybrana jako pula zasobów dla zadania Τi, (patrz linia 3 kodu powyżej). Algorytm TRPS (Television Rating Point) iteracyjnie wywołuje algorytm RA (Rheumatoid Arthritis) dla każdego zadania Τi z jedną z partycji wybraną jako pula zasobów.


    	Algorytm RA zwraca zbiór zasobów wybranych dla zadania Τi, co przedstawione jest jako ωi (patrz linia 5 kodu powyżej).


    	Τi oraz ωi zostają dodane do zbioru mapowań (patrz linia 6 kodu powyżej).


    	Stan Τi zmienia się z STATE 0: Idle/Mapping na STATE 1: Idle/Mapped (patrz linia 7 kodu powyżej).


    	Zwróć uwagę, że w pierwszej iteracji, k = 1, wybrana zostaje pierwsza partycja. Przy każdym kolejnym przebiegu pętli wartość k rośnie, aż do k>q.


    	Jeśli wartość k przewyższa q, zostaje ustawiona ponownie na 1 (patrz linia 9 i 10 kodu powyżej).


    	Procedura ta jest powtarzana, aż zostaje ustalone mapowanie pomiędzy wszystkimi zadaniami i zasobami. Będzie ono przechowywane w zbiorze mapowań Ω.


    	Gdy każdemu z zadań przypisany jest zbiór zasobów podczas fazy mapowania, zadania są wykonywane.

  


  Korzystanie z fragmentów kodu (snippetów)


  W miarę jak rośnie popularność prostych, ale przedstawiających duże możliwości języków programowania, takich jak Python, coraz częściej stosuje się inne podejście, tj. przedstawianie logiki algorytmu bezpośrednio w języku programowania, ale w nieco uproszczonej wersji. Podobnie jak pseudokod, ten wybrany kod ujmuje całą ważną logikę i strukturę proponowanego algorytmu, ale pomija szczegóły kodu. Taki uproszczony kod nazywamy snippetem. Wszędzie, gdzie to możliwe, w przykładach zawartych w tej książce używam właśnie snippetów, a nie pseudokodu, dzięki czemu oszczędzam jeden krok w pracy. Przyjrzyjmy się poniższemu prostemu snippetowi, który zawiera funkcję w Pythonie, z jakiej można skorzystać, by zamienić wartości dwóch zmiennych.


  
    define swap (x, y)

  


  
      buffer = x

  


  
      x = y

  


  
      y = buffer

  


  
    
      	
        Trzeba mieć świadomość, że snippety nie zawsze mogą zastąpić pseudokod. W pseudokodzie możemy czasem ująć jednym wyrażeniem wiele linii kodu, dzięki czemu oddamy logikę algorytmu bez rozpraszania się niepotrzebnymi szczegółami implementacyjnymi.

      
    

  



  Stworzenie planu wykonania


  Pseudokod i snippety nie zawsze wystarczą, by oddać całą logikę związaną z bardziej złożonymi algorytmami rozproszonymi. Przykładowo algorytmy rozproszone trzeba często podzielić na kilka faz w środowisku uruchomieniowym, a każda z nich ma ściśle określoną kolejność. Właściwa strategia podzielenia większego problemu na optymalną liczbę faz z zachowaniem odpowiednich ograniczeń kolejności odgrywa kluczową rolę w efektywnym wykonaniu algorytmu.


  Także tę strategię musimy jakoś przedstawić, by oddać całość logiki i strategii algorytmu. Plan wykonania jest jednym ze sposobów doprecyzowania, jak algorytm zostanie podzielony na zbiór zadań. Zadaniem mogą być mapowania lub reduktory, które łączy się w bloki nazywane etapami (stages). Poniższy diagram przedstawia plan wykonania stworzony przez środowisko uruchomieniowe Apache Spark, zanim wykona się algorytm. Widać na nim zadania w środowisku uruchomieniowym, na jakie zostanie podzielone wykonanie naszego algorytmu.


  Zauważ, że na powyższym diagramie jest pięć zadań, które podzielono na dwa etapy: Stage 11 i Stage 12.
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  Wprowadzenie do pakietów w Pythonie


  Gdy algorytm jest już zaprojektowany, pora zaimplementować go zgodnie z projektem w jednym z języków programowania. W tej książce mój wybór padł na język Python. Podejmując decyzję, kierowałem się tym, że Python jest językiem elastycznym i dostępnym w ramach open source. Python jest także preferowany w coraz ważniejszych infrastrukturach obliczeń chmurowych, takich jak Amazon Web Services (AWS), Microsoft Azure czy Google Cloud Platform (GCP).


  Oficjalna strona główna języka to https://www.python.org/, gdzie znajdziesz instrukcję instalacji oraz przydatny przewodnik dla początkujących.


  Jeśli nie miałeś wcześniej do czynienia z tym językiem, warto poświęcić chwilę, by przejrzeć wspomniany przewodnik dla początkujących. Podstawy zrozumienia Pythona pozwolą Ci lepiej uchwycić koncepcje prezentowane w tej książce.


  Zakładam, że będziesz używał bieżącej wersji Pythona 3. W momencie, gdy piszę te słowa, jest to wersja 3.7.3 i to z niej będę korzystał do uruchomienia kodu przykładów i ćwiczeń zawartych w tej książce.


  Pakiety w Pythonie


  Python to język do wielu zastosowań. Pomyślano go tak, by standardowa instalacja dostarczała samych podstaw funkcjonalności. Będziesz musiał doinstalować dodatkowe pakiety, odpowiadające wymaganiom Twojego przypadku użycia. Najprostszym narzędziem do tego będzie instalator pakietów pip. Do instalowania kolejnych pakietów służy w nim polecenie pip.


  
    pip install pakiet_a

  


  Pakiety, które zostały już zainstalowane, należy okresowo aktualizować, by uzyskać dostęp do najnowszych funkcjonalności. Służy do tego flaga upgrade:


  
    pip install pakiet_a --upgrade

  


  Dystrybucją Pythona służącą do obliczeń naukowych jest Anaconda, którą można pobrać ze strony http://continuum.io/downloads.


  Poza poleceniem pip do instalowania nowych pakietów w dystrybucji Anaconda mamy także możliwość korzystania z poniższego polecenia w tym samym celu:


  
    conda install pakiet_a

  


  Aby zaktualizować zainstalowane pakiety, Anaconda udostępnia polecenie:


  
    conda update pakiet_a 

  


  Istnieje całe mnóstwo pakietów w Pythonie do różnych zastosowań. Te, które są ważne w kontekście algorytmów, opisuję w sekcji poniżej.


  Ekosystem SciPy


  Python do zastosowań naukowych — SciPy (Scientific Python) — to zespół pakietów stworzonych dla społeczności naukowej. Obejmuje on wiele funkcji, łącznie z szerokim wyborem generatorów liczb pseudolosowych, procedurami numerycznymi służącymi do przeprowadzania podstawowych operacji algebry liniowej i mechanizmami optymalizacji. SciPy to pakiet wszechstronny, a z biegiem lat w społeczności powstało wiele jego rozszerzeń mających dopasować ten pakiet do szczególnych potrzeb.


  Wskazane poniżej pakiety to część najważniejszych komponentów tego ekosystemu:


  
    	NumPy. Niezwykle ważny pakiet używany do algorytmów, tworzenia wielowymiarowych struktur danych takich jak tablice i macierze. NumPy zawiera zestaw typów danych opartych na tablicach i macierzach, które są kluczowe dla statystyki i analizy danych. Szczegóły tego pakietu można poznać na stronie: http://www.numpy.org/.


    	scikit-learn. Rozszerzenie do uczenia maszynowego to jedna z najbardziej popularnych bibliotek ekosystemu SciPy. Dostarcza ona wielu ważnych algorytmów uczenia maszynowego: klasyfikacji, regresji, klasteryzacji i walidacji modeli. Szczegóły tego pakietu można poznać na stronie: http://scikit-learn.org/.


    	pandas. Biblioteka typu open source. Zawiera ona złożone tabelaryczne struktury danych, które są szeroko wykorzystywane w danych wejściowych, wyjściowych i procesowaniu danych w wielu algorytmach. Biblioteka pandas zawiera wiele użytecznych funkcji i jest wysoko zoptymalizowana pod kątem efektywności. Szczegóły tego pakietu można poznać na stronie: http://pandas.pydata.org/.


    	Matplotlib. Ten pakiet stanowi wszechstronne narzędzie do wizualizacji. Dzięki niemu dane można przedstawiać w formie wykresów liniowych, punktowych, słupkowych, kołowych czy histogramów i wielu innych. Szczegóły tego pakietu można poznać na stronie: https://matplotlib.org/.


    	Seaborn. Ten pakiet przypomina popularną bibliotekę ggplot2 w języku R. Opiera się on na Matplotlib i oferuje zaawansowany interfejs do rysowania zjawiskowych grafów statystycznych. Szczegóły tego pakietu można poznać na stronie: https://seaborn.pydata.org/.


    	iPython. Pakiet z rozbudowaną, interaktywną konsolą, zaprojektowaną, by ułatwić pisanie, testowanie i debugowanie kodu w Pythonie.


    	Uruchomienie programów w języku Python. Interaktywny tryb programowania w Pythonie jest przydatny do uczenia się i eksperymentowania z kodem. Programy w tym języku można zapisywać jako zwykłe pliki tekstowe z rozszerzeniem .py i uruchamiać je z wiersza poleceń.

  


  Programowanie w Pythonie z Jupyter Notebook


  Inną możliwością pisania kodu w Pythonie jest wykorzystanie środowiska Jupyter Notebook. Jupyter Notebook udostępnia przeglądarkowy interfejs użytkownika do wytwarzania kodu. To właśnie z niego korzystam do prezentowania przykładów kodu w tej książce. Możliwość dokonywania anotacji i opisywania kodu tekstem i grafiką sprawia, że jest to doskonałe narzędzie do przedstawiania i wyjaśniania algorytmów, a także świetna pomoc w nauce.


  Aby zacząć pracować z tym narzędziem, musisz uruchomić proces Jupyter-notebook na swoim komputerze, otworzyć okno swojej ulubionej przeglądarki i przejść pod adres http://localhost:8888.


  Bloki, jakie widać w Jupyter Notebook, nazywamy komórkami.


  Techniki projektowania algorytmów


  Algorytm to matematyczne rozwiązanie rzeczywistego problemu. Gdy pracujemy nad projektem lub usprawnieniami algorytmów, powinniśmy mieć na uwadze trzy poniższe kwestie:


  
    	Czy algorytm zwraca rezultat, jakiego oczekujemy?


    	Czy robi to w optymalny sposób?


    	Jak efektywny będzie ten algorytm zastosowany do większych zbiorów danych?
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  Ważne, by dobrze zrozumieć złożoność problemu, zanim zaprojektuje się jego rozwiązanie. Jeśli dokładnie scharakteryzujemy problem pod kątem jego potrzeb i złożoności, łatwiej będzie nam zaprojektować właściwe rozwiązanie. Algorytmy możemy podzielić na poniższe rodzaje w zależności od cech problemu, z jakim mają sobie poradzić:


  
    	Algorytmy przetwarzające duże ilości danych. Tego rodzaju algorytmy projektuje się ze szczególną troską o pracę z gigantycznymi zbiorami danych. Oczekuje się przy tym, że wymagania dotyczące procesowania będą uproszczone. Algorytm kompresji zastosowany do olbrzymiego pliku to dobry przykład algorytmu przetwarzającego duże ilości danych. W takim przypadku wielkość danych jest znacznie większa niż pamięć jednostki obliczeniowej (pojedynczego węzła czy klastra) i konieczne może być zaprojektowanie iteracyjnego sposobu przetwarzania danych, by zapewnić efektywność procesowania danych zgodną z wymaganiami.


    	Algorytmy dokonujące wielu obliczeń. Tego rodzaju algorytmy z kolei stawiają wysokie wymagania w zakresie mocy obliczeniowej, ale nie operują na dużych zbiorach danych. Prostym przykładem jest algorytm znajdujący bardzo dużą liczbę pierwszą. Odkrycie strategii, która umożliwi podzielenie wykonywania algorytmu na etapy tak, by chociaż ich część mogła zostać zrównoleglona, jest kluczowe dla osiągnięcia jak najlepszej efektywności algorytmu.


    	Algorytmy przetwarzające duże ilości danych i dokonujące na nich wielu obliczeń. Istnieją algorytmy, które operują na wielkich zbiorach danych i wymagają znacznych zasobów obliczeniowych. Algorytmy stosowane do analizy sentymentu w plikach wideo udostępnianych na żywo stanowią dobry przykład sytuacji, w której zarówno dane, jak i moce obliczeniowe do skutecznego wykonania zadania są olbrzymie, by skutecznie wykonać zadanie. To właśnie one pochłaniają najwięcej zasobów i wymagają ich inteligentnej alokacji oraz uważnego projektowania.

  


  W uściśleniu złożoności i wymagań problemu pomaga szczegółowa analiza jego aspektu obliczeniowego i aspektu danych, czym zajmiemy się w kolejnej sekcji.


  Wymiar danych


  Aby określić wymiar danych problemu, będziemy przyglądać się rozmiarowi wejścia, szybkości jego narastania i różnorodności struktury oraz treści, których definicje zamieszczam poniżej.


  
    	Rozmiar wejścia. To oczekiwana wielkość zbioru danych, jaki algorytm będzie przetwarzał.


    	Szybkość narastania. To oczekiwane tempo generowania nowych danych podczas używania algorytmu. Może ona wynosić zero.


    	Różnorodność treści i struktury. Określa ona, z jak wieloma różnymi typami danych będzie musiał pracować dany algorytm.

  


  Poniższy rysunek prezentuje te trzy aspekty bardziej szczegółowo. Środek diagramu przedstawia najprostsze dane — w niewielkiej ilości, o niskiej szybkości narastania i niewielkim zróżnicowaniu. W miarę jak oddalamy się ku obrzeżom wykresu, rośnie złożoność danych. Rośnie ona w jednym lub wielu wymiarach. Przykładowo w zakresie szybkości narastania najprostszy będzie wsadowy tryb procesowania, następnie cykliczny i zbliżony do czasu rzeczywistego. Wreszcie tryb czasu rzeczywistego jest najbardziej wymagający pod względem szybkości narastania danych. Zbiór zapisów wideo z kamer działających w czasie rzeczywistym będzie charakteryzował się dużym rozmiarem wejścia, szybkim narastaniem i dużą różnorodnością, w związku z czym będzie wymagał odpowiedniego projektowania umożliwiającego efektywne przechowywanie i przetwarzanie danych. Z drugiej strony prosty plik .csv stworzony w programie Microsoft Excel będzie miał mały rozmiar wejścia, w zasadzie nie będzie narastał, a jego różnorodność będzie niewielka.
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  Wymiar obliczeniowy


  Wymiar obliczeniowy dotyczy zasobów procesowania i mocy obliczeniowej, jakie są niezbędne do rozwiązania danego problemu. Wymagania związane z przetwarzaniem algorytmu wskażą, jaki rodzaj projektu będzie najbardziej efektywny w danym przypadku. Przykładowo algorytmy uczenia głębokiego wymagają zwykle procesorów wielkiej mocy, więc należy mieć na uwadze możliwość wykorzystania wielowęzłowej i zrównoleglonej architektury.


  Praktyczny przykład


  Przyjmijmy, że chcesz przeprowadzić analizę sentymentu na plikach wideo. Tego typu analiza polega na próbie oznaczenia poszczególnych części nagrania konkretnymi ludzkimi emocjami, takimi jak smutek, radość, strach, szczęście, frustracja czy ekscytacja. Jest to zadanie wymagające wielu obliczeń i dużej mocy obliczeniowej. Jak zobaczysz na rysunku poniżej, zaprojektowanie jego wymiaru obliczeniowego opiera się na podzieleniu przetwarzania na pięć zadań tworzących dwa etapy. Całość przygotowania i przekształcania danych została zaimplementowana w trzech mapperach. W tym celu dzielimy wideo na trzy partycje, nazywane podziałkami. Po tym, jak wykonają się mappery, wynikowe, przetworzone pliki stanowią dane wejściowe dla dwóch agregatorów, nazywanych reduktorami. Aby przeprowadzić wymaganą analizę sentymentu, reduktory grupują wideo na podstawie emocji. Wreszcie rezultaty łączy się w dane wyjściowe.


  
    
      	
        Zwróć uwagę, że liczba mapperów wprost przekłada się na zrównoleglenie w środowisku uruchomieniowym algorytmu. Optymalna liczna mapperów i reduktorów zależy od charakterystyki danych, rodzaju algorytmu, z którego należy skorzystać, i ilości dostępnych zasobów.
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  Analiza efektywności


  Analiza efektywności algorytmu to ważna część procesu projektowania. Jednym ze sposobów oszacowania jego efektywności jest przeanalizowanie jego złożoności.


  Teoria złożoności to badania nad tym, jak skomplikowane są różne algorytmy. Aby był użyteczny, algorytm musi mieć wszystkie trzy kluczowe cechy:


  
    	Musi być poprawny. Algorytm na niewiele się zda, jeśli nie dostarczy Ci poprawnych odpowiedzi.


    	Dobry algorytm powinien być zrozumiały. Nawet najlepszy algorytm nie przyda Ci się, jeśli będzie zbyt skomplikowany, byś mógł zaimplementować go na komputerze.


    	Dobry algorytm powinien być efektywny. Jeśli algorytm zwraca poprawną odpowiedź, ale jej uzyskanie zajmuje tysiąc lat i wymaga miliarda terabajtów pamięci, nie będziesz miał z niego pożytku.

  


  Istnieją dwa rodzaje analizy określającej złożoność algorytmu:


  
    	Pamięciowa złożoność obliczeniowa. Szacuje wymagania dotyczące pamięci niezbędnej do wykonania algorytmu.


    	Czasowa złożoność obliczeniowa. Szacuje czas, jaki zajmie wykonanie algorytmu.

  


  Analiza pamięciowej złożoności obliczeniowej


  Pamięciowa złożoność obliczeniowa określa ilość pamięci, jaką algorytm zużyje do przetworzenia danych. Podczas przetwarzania danych wejściowych algorytm musi przechowywać tymczasowe struktury danych w pamięci. To, jak algorytm jest zaprojektowany, ma wpływ na liczbę, typ i wielkość tych struktur. W dobie rozproszonych obliczeń i przy rosnących zbiorach danych myślenie o pamięciowej złożoności obliczeniowej jest coraz ważniejsze. Wielkość, typ i liczba struktur danych pozostających przejściowo w pamięci będzie określała wymagania co do pamięci niezbędnej na maszynach obliczeniowych. Współczesne struktury danych przetwarzane w pamięci w procesie rozproszonych obliczeń, takie jak RDD (Resilient Distributed Dataset), wymagają wydajnego mechanizmu alokacji zasobów, który bierze pod uwagę różne wymagania dotyczące pamięci na poszczególnych etapach wykonywania algorytmu.


  Analiza pamięciowej złożoności obliczeniowej jest konieczna, jeśli chcesz cieszyć się efektywnym projektem algorytmu. Jeśli nie przeprowadzi się jej na etapie projektowania, niewystarczające zasoby pamięci przeznaczone na dane tymczasowe doprowadzą do tzw. efektu rozlania, który może mieć duży wpływ na wydajność i efektywność algorytmu.


  W tym rozdziale zajmę się jednak bardziej szczegółowo czasową złożonością obliczeniową. Złożoności pamięciowej poświęcę więcej miejsca w rozdziale 13., „Algorytmy przetwarzania danych w dużej skali”, w którym omówię algorytmy operujące na zasobach rozproszonych o złożonych wymaganiach odnośnie do środowiska uruchomieniowego.


  Czasowa złożoność obliczeniowa


  Czasowa złożoność obliczeniowa określa, jak dużo czasu będzie potrzebne, by algorytm wykonał swoje zadanie w zależności od swojej struktury. W przeciwieństwie do złożoności pamięciowej, złożoność czasowa nie zależy od czynników sprzętowych. Zależy ona wyłącznie od struktury samego algorytmu. Końcowym celem analizy czasowej złożoności obliczeniowej jest uzyskanie odpowiedzi na niezwykle ważne pytania: Czy ten algorytm będzie się dobrze skalował? Jak dobrze poradzi sobie ze znacznie większymi zbiorami danych?


  Aby odpowiedzieć sobie na te pytania, musimy określić wpływ zwiększenia rozmiaru wejścia na efektywność algorytmu i upewnić się, że algorytm, który rozważamy, nie tylko zwraca poprawne rezultaty, ale też dobrze się skaluje. Efektywność algorytmu staje się coraz ważniejsza, w miarę jak rosną zbiory danych w świecie big data.


  W wielu wypadkach będziemy mogli wybierać spośród kilku podejść do projektowania algorytmu. W takiej sytuacji celem przeprowadzenia analizy czasowej złożoności obliczeniowej będzie uzyskanie odpowiedzi na pytanie:


  Jeśli mamy przed sobą problem i więcej niż jeden algorytm, które rozwiązanie będzie optymalne pod kątem czasu?


  Wyróżniamy dwa podstawowe podejścia do obliczania czasowej złożoności obliczeniowej algorytmu:


  
    	Poimplementacyjne profilowanie algorytmu. Przy tym podejściu implementuje się kilka dobrze rokujących algorytmów, a następnie porównuje się ich efektywność.


    	Przedimplementacyjne oszacowanie teoretyczne. Przy tym podejściu dokonuje się matematycznego oszacowania przed uruchomieniem algorytmu.

  


  Zaletą podejścia teoretycznego jest fakt, że zależy ono wyłącznie od struktury samego algorytmu. Moce sprzętu, na którym uruchamiany jest algorytm, dobór oprogramowania dokonany w środowisku uruchomieniowym czy język programowania użyty przy implementacji nie są brane pod uwagę.


  Szacowanie efektywności


  Efektywność typowego algorytmu będzie zależała od typu danych wejściowych. Dla przykładu, jeśli dane są już posortowane w sposób zgodny z kontekstem problemu, jaki staramy się rozwiązać, algorytm może działać jak błyskawica. Jeśli do uzyskania pomiaru bazowego użyjemy posortowanych danych, otrzymamy nierealistycznie wysoką efektywność, która nie będzie oddawać rzeczywistego zachowania algorytmu w większości przypadków. Aby poradzić sobie z zależnością algorytmu od danych wejściowych, w analizie efektywności algorytmu bierze się pod uwagę wiele różnych rodzajów przypadków.


  Przypadek optymistyczny


  W przypadku optymistycznym dane dostarczone jako wejście dla algorytmu są tak zorganizowane, by umożliwić najwyższą efektywność. Analiza przypadku optymistycznego dostarcza informacji o najkrótszym możliwym czasie wykonania.


  Przypadek pesymistyczny


  Innym sposobem oszacowania efektywności algorytmu jest wskazanie najdłuższego czasu potrzebnego do wykonania zadania dla danych warunków. Analiza przypadku pesymistycznego jest przydatna, ponieważ pozwala zagwarantować, że niezależnie od warunków efektywność algorytmu zawsze będzie lepsza niż wartość, jaka wynika z tej analizy. Tego typu oszacowania są szczególnie ważne w przypadku złożonych algorytmów operujących na dużych zbiorach danych. Analiza przypadku pesymistycznego dostarcza informacji o najdłuższym możliwym czasie wykonania.


  Przypadek średni


  Taka analiza zaczyna się od podzielenia możliwych danych wejściowych na grupy. Następnie przeprowadza się analizę efektywności dla danych wejściowych reprezentatywnych dla każdej z grup. Wreszcie, wylicza się średnią efektywność ze wszystkich grup.


  Analiza przypadku średniego bywa niedokładna, ponieważ trzeba w niej wziąć pod uwagę różne kombinacje i możliwości danych wejściowych dla algorytmu, co nie zawsze jest łatwe.


  Wybór algorytmu


  Skąd wiadomo, które rozwiązanie jest lepsze? Skąd wiadomo, który algorytm wykonuje się szybciej? Dobre wskaźniki pozwalające udzielić odpowiedzi to czasowa złożoność obliczeniowa i notacja dużego O (o której więcej w dalszej części rozdziału).


  Aby przekonać się, w jaki sposób te wskaźniki mogą być przydatne, zastanówmy się nad prostym przykładem, w którym mamy za zadanie posortować listę liczb. Możemy wybierać spośród kilku stworzonych w tym celu algorytmów. Musimy wybrać ten najwłaściwszy.


  Po pierwsze, trzeba zauważyć, że jeśli lista nie ma zbyt wielu elementów, długie rozważania co do wyboru właściwego algorytmu sortującego są bezcelowe. Jeśli zatem lista składa się z zaledwie 10 elementów (n=10), nie ma znaczenia, z którego algorytmu skorzystamy, ponieważ nawet przy bardzo źle zaprojektowanym algorytmie nie zajmie to więcej niż kilka mikrosekund. Gdy natomiast lista urośnie do miliona elementów, wtedy decyzja odnośnie do algorytmu zyskuje na znaczeniu. Bardzo źle zaprojektowany algorytm może się w takiej sytuacji wykonywać nawet kilka godzin, podczas gdy dobrze zaprojektowany poradzi sobie z zadaniem w kilka sekund. W przypadku pracy z dużymi zbiorami danych warto więc zainwestować trochę czasu i wysiłku w wykonanie szczegółowej analizy efektywności i wybranie poprawnie zaprojektowanego algorytmu, który wykona postawione przed nim zadanie skutecznie i wydajnie.


  Notacja dużego O


  Notacja dużego O służy do opisania czasu działania algorytmu, gdy rośnie rozmiar danych wejściowych. Jest ona jednym z najbardziej popularnych sposobów przeprowadzania analizy przypadku pesymistycznego. W tej sekcji omówię poszczególne rodzaje tej notacji.


  Złożoność stała [O(1)]


  Jeśli wykonanie algorytmu zajmie tyle samo czasu niezależnie od wielkości danych wejściowych, cechuje go złożoność stała. Przedstawia się ją jako O(1). Weźmy za przykład uzyskanie dostępu do n-tego elementu tablicy. Niezależnie od wielkości tablicy uzyskamy dostęp do tego elementu w stałym czasie. Poniższa funkcja zwróci pierwszy element tablicy i ma stałą złożoność O(1):


  
    def getFirst(myLIst):

  


  
      return myList[0]

  


  Rezultat przedstawia się następująco:
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  Do przykładów operacji o stałej złożoności należą także:


  
    	Dodanie nowego elementu do stosu za pomocą metody push lub usunięcie elementu za pomocą pop — niezależnie od wielkości stosu, dodanie czy usunięcie elementu zawsze zajmą tyle samo czasu.


    	Uzyskanie dostępu do tablicy mieszającej (o czym będzie mowa w rozdziale 2., „Struktury danych w algorytmach”).


    	Sortowanie kubełkowe (o którym będzie mowa w rozdziale 2., „Struktury danych w algorytmach”).

  


  Złożoność liniowa [O(n)]


  Algorytm cechuje liniowa złożoność czasowa O(n), jeśli czas wykonania jest wprost proporcjonalny do rozmiaru danych wejściowych. Prostym przykładem będzie zsumowanie wartości elementów w jednowymiarowej strukturze danych:


  
    def getSum(myList):

  


  
      sum = 0

  


  
      for item in myList:

  


  
        sum = sum + item

  


  
      return sum

  


  Zwróć uwagę na główną pętlę w algorytmie. Liczba przebiegów pętli rośnie liniowo wraz ze wzrostem wartości n, co skutkuje złożonością O(n). Widać to na rysunku poniżej.
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  Do podobnych przykładów działań na tablicach należą:


  
    	wyszukiwanie elementu,


    	znajdowanie wartości minimalnej pośród elementów tabeli.

  


  Złożoność kwadratowa [O(n²)]


  Algorytm charakteryzuje kwadratowa złożoność czasowa, jeśli jego czas wykonania jest proporcjonalny do kwadratu rozmiaru danych wejściowych. Za przykład może posłużyć zsumowanie wartości elementów dwuwymiarowej tablicy:


  
    def getSum(myList):

  


  
      sum = 0

  


  
      for row in myList:

  


  
        for item in row:

  


  
          sum += item

  


  
      return sum

  


  Zwróć uwagę na zagnieżdżoną wewnętrzną pętlę w głównej pętli tej funkcji. To właśnie ta zagnieżdżona pętla jest powodem, dla którego czasowa złożoność obliczeniowa powyższego kodu to O(n²):
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  Innym popularnym przykładem jest sortowanie bąbelkowe (o którym będzie mowa w rozdziale 2., „Struktury danych w algorytmach”).


  Złożoność logarytmiczna


  Algorytm charakteryzuje logarytmiczna złożoność obliczeniowa, gdy czas jego wykonania jest proporcjonalny do logarytmu z rozmiaru danych wejściowych. Przy każdym przebiegu rozmiar danych wejściowych maleje o stałą podstawę. Przykładem logarytmicznej złożoności obliczeniowej jest algorytm wyszukiwania binarnego. Wykorzystuje się go do znajdowania konkretnego elementu w jednowymiarowej strukturze danych, takiej jak lista w Pythonie. Elementy w takiej strukturze danych muszą być posortowane malejąco. Algorytm wyszukiwania binarnego zaimplementowałem w poniższej funkcji searchBinary:


  
    def searchBinary(myList,item):

  


  
        first = 0

  


  
        last = len(myList)-1

  


  
        foundFlag = False

  


  
        while( first<=last and not foundFlag):

  


  
            mid = (first + last)//2

  


  
            if myList[mid] == item :

  


  
                foundFlag = True

  


  
            else:

  


  
                if item < myList[mid]:

  


  
                    last = mid - 1

  


  
                else:

  


  
                   first = mid + 1

  


  
        return foundFlag

  


  Główna pętla wykorzystuje fakt, że lista jest posortowana. Dzieli ona listę na pół przy każdym przebiegu, aż do momentu znalezienia wyniku:
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  Po zdefiniowaniu funkcji testujemy ją pod kątem wyszukiwania konkretnych elementów w liniach 11 i 12. Algorytm wyszukiwania binarnego omawiam szczegółowo w rozdziale 3., „Algorytmy sortowania i wyszukiwania”.


  Pamiętaj, że spośród czterech typów notacji dużego O efektywność O(n²) jest najsłabsza, a O(logn) — największa. Efektywność O(logn) uznaje się zresztą za złoty standard efektywności wszystkich algorytmów (niestety, nie zawsze udaje się go osiągać). Z kolei złożoność O(n²) nie jest tak zła jak O(n³), ale algorytmów, które ją wykazują, i tak nie można używać w odniesieniu do dużych zbiorów danych, ponieważ tego rzędu złożoność czasowa skutecznie ogranicza ilość danych, jakie algorytm będzie w stanie realistycznie przetworzyć.


  Jednym ze sposobów zmniejszenia złożoności algorytmu jest poświęcenie dokładności na rzecz stworzenia algorytmu aproksymacyjnego.


  Cały proces oceny efektywności algorytmu ma naturę iteracyjną, co widać na rysunku poniżej.
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  Walidacja algorytmu


  Walidacja algorytmu potwierdza, że rzeczywiście dostarcza on matematycznego rozwiązania problemu, przed jakim stoimy. Proces ten powinien sprawdzać rezultaty dla tak wielu wartości i typów danych wejściowych, jak to tylko możliwe.


  Algorytmy dokładne, aproksymacyjne i randomizowane


  Walidacja algorytmu zależy także od rodzaju algorytmu, ponieważ to on dyktuje techniki testowe. Na początek należy rozróżnić algorytmy deterministyczne i randomizowane.


  W przypadku algorytmów deterministycznych, dla konkretnych danych wejściowych, algorytm zawsze zwróci dokładnie takie same dane wyjściowe. Jednak dla pewnych klas algorytmów jako dane wejściowe przyjmuje się także pewną sekwencję liczb losowych, co powoduje, że dane wyjściowe są inne przy każdym wykonaniu algorytmu. Przykładem takiego algorytmu jest algorytm k-średnich (algorytm centroidów), któremu poświęcam więcej miejsca w rozdziale 6., „Algorytmy nienadzorowanego uczenia maszynowego”.
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  Algorytmy można także podzielić na poniższe dwa rodzaje w zależności od założeń czy przybliżeń używanych do uproszczenia logiki, które przyspiesza wykonanie algorytmu:


  
    	Algorytmy dokładne. Dokładne algorytmy mają wygenerować ścisłe rozwiązanie bez wprowadzania jakichkolwiek założeń lub przybliżeń.


    	Algorytmy aproksymacyjne. W sytuacji, gdy złożoność problemu jest zbyt duża dla dostępnych zasobów, możemy uprościć problem poprzez dokonanie pewnych założeń. Algorytmy oparte na takich uproszczeniach czy założeniach nazywamy algorytmami aproksymacyjnymi. Nie dają nam one rozwiązań o tej samej dokładności co algorytmy dokładne.

  


  Przyjrzyjmy się przykładowi, by zobaczyć różnicę między algorytmem dokładnym a aproksymacyjnym — w oparciu o problem komiwojażera, opublikowany w 1930 roku. Komiwojażer stawia przed Tobą zadanie znalezienia najkrótszej drogi pomiędzy wszystkimi miastami z listy miejsc, które sprzedawca musi odwiedzić, i powrotu do punktu wyjścia. Pierwsze podejście będzie obejmowało wygenerowanie wszystkich permutacji zbioru miast i wybranie kombinacji miast połączonej najkrótszą trasą. Złożoność obliczeniowa tego podejścia wyniesie O(n!), gdzie n to liczba miast. Jasne jest, że taka złożoność eliminuje możliwość skorzystania z takiego algorytmu przy jakiejkolwiek liście dłuższej niż 30 miast.


  Jeśli mamy do czynienia z dłuższą listą, jednym ze sposobów zmniejszenia złożoności jest wprowadzenie przybliżeń i założeń.


  W przypadku algorytmów aproksymacyjnych ważne jest, żeby ustalić wymagania co do dokładności algorytmu. Walidacja algorytmu aproksymacyjnego polega na sprawdzeniu, czy błąd wyniku mieści się w akceptowalnych ramach.


  Możliwość wyjaśnienia


  Kiedy algorytm używany jest w przypadkach o krytycznej wadze (np. w oprogramowaniu urządzeń podających leki pacjentom), ważne jest, żeby być w stanie wyjaśnić przyczynę powstania każdego konkretnego rezultatu w dowolnym momencie. Jest to konieczne, żeby upewnić się, że decyzje podejmowane na podstawie wyniku wykonania algorytmu są wolne od przekłamań.


  Zdolność dokładnego wskazania mechanizmów, które zachodzą bezpośrednio lub pośrednio przy generowaniu rezultatu, nazywamy możliwością wyjaśnienia algorytmu. Algorytmy stosowane w przypadkach o krytycznej wadze należy weryfikować pod kątem występowania skłonności i uprzedzeń. Analiza etyczna stała się standardową praktyką procesu walidacji algorytmów, które mają wpływ na decyzje dotyczące ludzkiego życia.


  Tego typu zdolność do wyjaśnienia bardzo trudno osiągnąć w odniesieniu do algorytmów uczenia maszynowego. Przykładowo jeśli bank korzysta z algorytmu do podjęcia decyzji w sprawie udzielenia klientowi kredytu hipotecznego, chce, by był on transparentny i umożliwiał wskazanie powodów i ich wzajemnej relacji, które przyczyniły się do takiej decyzji. W przypadku uczenia głębokiego nie zawsze jest to możliwe.


  Zdolność do wyjaśnienia poszczególnych algorytmów jest dziedziną rozległych badań. Jedną ze skutecznych technik jest metoda LIME (Local Interpretable Model-Agnostic Explanations) opublikowana w 2016 r. w ramach międzynarodowej konferencji poświęconej wiedzy i dziedzinie data mining — Special Interest Group on Knowledge Discovery (SIGKDD) — jako dorobek społeczności Association for Computing Machinery (ACM). Metoda ta opiera się na wprowadzaniu małej zmiany w danych wejściowych w każdym egzemplarzu, a następnie próbie określenia lokalnych ram decyzji dla tego egzemplarza. Dzięki temu można ocenić wpływ każdej zmiennej w egzemplarzu.


  Podsumowanie


  W tym rozdziale poznałeś podstawy algorytmów. Zaczęliśmy od kolejnych faz powstawania algorytmu. Omówiliśmy różne sposoby określania logiki algorytmu, które potrzebne są do dobrego projektu. Następnie przekonaliśmy się, jak projektuje się algorytmy. Poznaliśmy dwa sposoby analizowania efektywności algorytmu, a wreszcie przyjrzeliśmy się rozmaitym aspektom walidacji.


  Po zapoznaniu się z tym rozdziałem powinieneś rozumieć pseudokod algorytmu. Powinieneś znać różne etapy jego tworzenia i dostarczenia. Miałeś też szansę dowiedzieć się, jak korzystać z notacji dużego O do oceny złożoności obliczeniowej.


  W kolejnym rozdziale poznasz struktury danych używane w algorytmach. Zaczniemy od tych dostępnych w Pythonie. Następnie dowiesz się, jak wykorzystać je, by tworzyć bardziej zaawansowane struktury, takie jak stosy, kolejki i drzewa, których będzie trzeba użyć przy bardziej złożonych algorytmach.


  2. Struktury danych w algorytmach


  Algorytmy wymagają pewnych pamięciowych struktur danych, które umożliwiają przechowywanie tymczasowych danych podczas dokonywania obliczeń. Wybranie właściwych struktur ma olbrzymie znaczenie dla wydajności implementacji. Pewne klasy algorytmów opierają się na logice rekursyjnej czy iteracyjnej i powinny korzystać z przystosowanych do tego struktur danych. Przykładowo algorytm rekurencyjny można łatwiej zaimplementować, z lepszą efektywnością, jeśli użyje się zagnieżdżonych struktur danych. W tym rozdziale omawiam struktury danych w kontekście algorytmów. Ponieważ w tej książce posługuję się Pythonem, skupiam się na strukturach danych dostępnych w tym języku, ale przedstawione tu pojęcia można z powodzeniem zastosować w innych językach, takich jak Java czy C++.


  Po przeczytaniu tego rozdziału powinieneś rozumieć, jak Python obsługuje złożone struktury danych i które z nich wybrać w zależności od specyfiki typu danych.


  Oto główne zagadnienia poruszane w tym rozdziale:


  
    	struktury danych w Pythonie,


    	abstrakcyjne typy danych,


    	stosy i kolejki,


    	drzewa.

  


  Struktury danych w Pythonie


  W każdym języku programowania struktury danych służą do przechowywania złożonych danych i operowania na nich. W Pythonie struktury danych pełnią funkcję pojemników do zarządzania danymi, ich organizowania i wyszukiwania w sposób efektywny. Wykorzystuje się je do przechowywania grup danych, nazywanych kolekcjami, które powinny być przetwarzane razem. W Pythonie mamy do dyspozycji pięć struktur danych, które mogą pomieścić kolekcje:


  
    	Listy. Uporządkowane, mutowalne sekwencje elementów.


    	Krotki. Uporządkowane, niemutowalne sekwencje elementów.


    	Zbiory. Nieuporządkowane kontenery na unikatowe elementy.


    	Słowniki. Nieuporządkowane kontenery na pary klucz-wartość.


    	Ramki danych. Dwuwymiarowe struktury do przechowywania dwuwymiarowych danych.

  


  Każdej z nich poświęcę po jednej sekcji poniżej.


  Lista


  W Pythonie lista to podstawowa struktura danych do przechowywania mutowalnej sekwencji elementów. Typy elementów przechowywanych na liście nie muszą być takie same.


  Aby stworzyć listę, należy objąć elementy danych nawiasami kwadratowymi [], a każdy z nich oddzielić od kolejnego przecinkiem. Przykład poniżej przedstawia kod tworzący czteroelementową listę zawierającą różne typy:


  
    >>> aList = ["Jan", 33, "Warszawa", True]

  


  
    >>> print(aList)

  


  
    ['Jan', 33, 'Warszawa', True]

  


  Lista w Pythonie jest poręcznym sposobem tworzenia jednowymiarowej struktury danych, do której można dodawać dane na różnych etapach obliczeń algorytmu.


  Zastosowanie list


  Funkcje pomocnicze w strukturach danych ułatwiają zarządzanie danymi na listach.


  Spójrzmy, jak można z nich skorzystać:


  
    	
      Indeksowanie list. Pozycja elementu na liście jest deterministyczna, więc można korzystać z indeksu, by uzyskać dostęp do elementu zajmującego daną pozycję. Poniższy kod obrazuje właśnie tę koncepcję:

      
        >>> bin_colors = ["Czerwony", "Zielony", "Niebieski", "Żółty"]

      


      
        >>> bin_colors[1]

      


      
        'Zielony'

      


      Czteroelementową listę stworzoną w tym kodzie widać także na poniższym rysunku:


      [image: Obraz3183.TIF]


      Zwróć uwagę, że indeksowanie list w Pythonie rozpoczyna się od 0, więc do wartości "Zielony", która jest drugim elementem, odnosimy się poprzez indeks 1, tj. bin_color[1].

    


    	
      Wycinek listy. Możemy uzyskać podzbiór elementów listy poprzez wskazanie zakresu interesujących nas indeksów. W ten sposób powstaje wycinek. Poniższy kod przedstawia, jak zrobić to w praktyce:

      
        >>> bin_colors = ["Czerwony", "Zielony", "Niebieski", "Żółty"]

      


      
        >>> bin_colors[0:2]

      


      
        ['Czerwony', 'Zielony']

      

    

  


  Pamiętaj, że listy to jedne z najbardziej popularnych, jednowymiarowych struktur danych w Pythonie.


  
    
      	
        Przy uzyskiwaniu wycinku listy podaje się dwie liczby — pierwszą, wskazującą początkowy indeks wycinka (łącznie), i drugą — wskazującą indeks końcowy (wyłącznie). Biorąc pod uwagę powyższy przykład, wyrażenie bin_colors[0:2] będzie zawierało bin_colors[0] i bin_colors[1], ale nie bin_colors[2]. Trzeba pamiętać o tym, korzystając z list w Pythonie, ponieważ wielu użytkowników tego języka skarży się na nieintuicyjność takiego zapisu.

      
    

  



  Przeanalizujmy poniższy fragment kodu:


  
    >>> bin_colors = ["Czerwony", "Zielony", "Niebieski", "Żółty"]

  


  
    >>> bin_colors[2:]

  


  
    ['Niebieski', 'Żółty']

  


  
    >>> bin_colors[:2]

  


  
    ['Czerwony', 'Zielony']

  


  Jeśli indeks początkowy nie jest jawnie podany, Python domyśli się, że chodzi o początek listy. Podobnie, gdy nie podamy indeksu końcowego — Python będzie wiedział, że interesuje nas koniec listy. Koncepcję tę ilustruje kod powyżej.


  
    	
      Indeksowanie ujemne. W Pythonie można posługiwać się ujemnymi indeksami, które liczone są od końca listy. Przedstawia to poniższy kod:

      
        >>> bin_colors = ["Czerwony", "Zielony", "Niebieski", "Żółty"]

      


      
        >>> bin_colors[:-1]

      


      
        ['Czerwony', 'Zielony', 'Niebieski']

      


      
        >>> bin_colors[:-2]

      


      
        ['Czerwony', 'Zielony']

      


      
        >>> bin_colors[-2:-1]

      


      
        ['Niebieski']

      


      Jest to szczególnie użyteczne, gdy nasz punkt odniesienia stanowi ostatni element listy, a nie pierwszy.

    


    	
      Zagnieżdżanie. Element listy może być typem prostym lub złożoną strukturą danych, co pozwala na zagnieżdżanie list. Otwiera to ważne możliwości przed algorytmami iteracyjnymi i rekursyjnymi.

      Przyjrzyj się poniższemu kodowi, który przedstawia listę w liście (zagnieżdżanie):


      
        >>> a = [1, 2, [100, 200, 300], 6]

      


      
        >>> max(a[2])

      


      
        300

      


      
        >>> a[2][1]

      


      
        200

      

    


    	
      Iterowanie. Python umożliwia iterowanie po elementach listy za pomocą pętli for, co widać na poniższym przykładzie:

      
        >>> bin_colors = ["Czerwony", "Zielony", "Niebieski", "Żółty"]

      


      
        >>> for aColor in bin_colors:

      


      
                print (aColor + " kwadrat")

      


      
        Czerwony kwadrat 

      


      
        Zielony kwadrat

      


      
        Niebieski kwadrat

      


      
        Żółty kwadrat 

      


      Powyższy kod przechodzi przez każdy element listy i wyświetla jego wartość na ekranie.

    

  


  Funkcje lambda


  Na listach można używać także różnych funkcji lambda. Są one szczególnie ważne w kontekście algorytmów, ponieważ umożliwiają stworzenie funkcji w locie. Czasami w literaturze fachowej nazwa się je także funkcjami anonimowymi. W tej sekcji pokażę ich zastosowania.


  
    	
      Filtrowanie danych. Aby filtrować dane, musimy zdefiniować predykat, czyli funkcję, która dla pojedynczego egzemplarza danej wejściowej zwróci wartość Boolean (prawdy lub fałszu). Poniższy kod przedstawia jej zastosowanie:

      
        >>> list(filter(lambda x : x > 100, [-5, 200, 300, -10, 10, 1000]))

      


      
        [200, 300, 1000]

      


      Zwróć uwagę, że w 
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