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    O autorze


    Doktor Imran Ahmad obecnie pracuje jako ekspert naukowy ds. obróbki danych w Advanced Analytics Solution Center (A2SC) w strukturach Rządu Federalnego Kanady, gdzie zajmuje się algorytmami uczenia maszynowego w aplikacjach o krytycznym znaczeniu.


    W swojej pracy doktorskiej z 2010 roku opisał liniowy algorytm programistyczny zoptymalizowany pod kątem najbardziej efektywnego przydzielania zasobów w ekspansywnych środowiskach przetwarzania w chmurze. W 2017 roku dr Ahmad stworzył framework do analizy w czasie rzeczywistym o nazwie StreamSensing. Narzędzie to stało się podstawą kilku jego artykułów naukowych opisujących sposób jego użycia do przetwarzania danych multimedialnych w obrębie różnych paradygmatów uczenia maszynowego.


    Ponadto dr Ahmad jest wykładowcą w Carleton University w Ottawie, a w ostatnich latach stał się także znanym instruktorem w zakresie technologii Google Cloud i AWS.


    Jestem głęboko wdzięczny mojej żonie Naheed, mojemu synowi Omarowi i mojej córce Anum, za niesłabnące wsparcie. Specjalne ukłony dla mich rodziców, w szczególności dla ojca, Inayatuallaha, za niestrudzone zachęcanie do ciągłej nauki. Ponadto dziękuję Karanowi Sonawane, Riannie Rodrigues i Denim z Packt za cenne wskazówki.


    O recenzentach


    Aishwarya Srinivasan wcześniej pracowała jako ekspert naukowy ds. obróbki danych w zespole Google Cloud AI Services, gdzie zajmowała się budową rozwiązań z dziedziny uczenia maszynowego dla klientów. Ma tytuł doktora w dziedzinie naukowej obróbki danych Columbia University oraz 450 000 obserwujących na LinkedIn. Została wyróżniona jako najważniejszy głos w sprawie naukowej obróbki danych na LinkedIn wśród influencerów w tej dziedzinie (2020 rok) oraz otrzymała tytuł Women in AI Trailblazer of the Year.


    Tarek Ziadé jest francuskim programistą z Burgundii. Pracował w kilku dużych firmach z branży oprogramowania, między innymi w Mozilli i Elastic, gdzie tworzył usługi sieciowe i narzędzia dla programistów. Tarek założył francuską grupę użytkowników Pythona, Afpy, i napisał kilka popularnych książek o tym języku oraz usługach sieciowych.


    Nieocenione wsparcie, za które chciałbym podziękować, stanowi moja rodzina: Freya, Suki, Milo, Amina i Martine. Wszystkie te osoby zawsze mi pomagają.


    Brian Spiering rozpoczął karierę programisty w szkole podstawowej, kiedy w języku BASIC tworzył programy, które śmieszyły jego rówieśników i denerwowały dorosłych. Później zdobył doktorat z psychologii kognitywnej w University of California w Santa Barbara. Obecnie uczy programowania i sztucznej inteligencji.

  


  
    Przedmowa


    W 2014 roku z entuzjazmem przyjąłem nową funkcję eksperta naukowego ds. obróbki danych, mimo że miałem doktorat z ekonomii. Niektórzy mogą to uważać za radykalną zmianę dziedziny badań, ale dla mnie to była naturalna droga rozwoju. Niemniej jednak dla osób tradycyjnie postrzegających ekonomię praca w tym zawodzie jest zupełnie czym innym niż naukowa obróbka danych.


    Na początku mojej przygody w nowej dziedzinie przeczesałem niezliczoną ilość materiałów dostępnych w internecie. Sama ich objętość sprawiała, że znalezienie odpowiednich treści graniczyło z cudem. W wielu publikacjach brakowało praktycznych informacji, które były mi potrzebne, przez co od czasu do czasu popadałem w zwątpienie.


    Jednym z jasnych punktów, które oświetlały moją drogę, był mój starszy kolega Imran. Jego łatwe do zrozumienia wskazówki i porady miały dla mnie kluczowe znaczenie. Pokazał mi źródła, dzięki którym podniosłem poziom swojej wiedzy, oraz sam hojnie obdarowywał mnie informacjami z własnego bogatego doświadczenia. Miał dar zrozumiałego objaśniania skomplikowanych tematów.


    Imran jest nie tylko ekspertem naukowym ds. obróbki danych, lecz także wizjonerem, liderem i wziętym inżynierem. Uwielbia znajdować innowacyjne rozwiązania, w szczególności gdy wiążą się z tym jakieś trudności. Wyzwania tylko dodają mu energii. Ten naturalny przywódca z wielką łatwością porusza się w obrębie zawiłych projektów. Jego wielki wkład w rozwój sztucznej inteligencji i uczenie maszynowe są godne największego uznania. Co więcej, Imran ma umiejętność nawiązywania kontaktu ze słuchaczami i poczucie humoru.


    Te zdolności wyraźnie dodają blasku książce 50 algorytmów, które powinien znać każdy programista. Nie jest ona jedynie prostą listą algorytmów – właśnie dzięki talentowi Imrana do objaśniania złożonych tematów w przystępny sposób. Do realnych zastosowań opisanych tutaj technik zalicza się wszystko: od przewidywania pogody po budowę systemów polecania filmów.


    Ta książka wyróżnia się kompleksowym podejściem do algorytmów – nie koncentruje się tylko na metodyce, ale dodatkowo przedstawia uzasadnienia. Jest to skrzynia pełna skarbów dla osób, które popierają odpowiedzialne podejście do sztucznej inteligencji oraz rozumieją wagę przejrzystości danych i uświadamiania sobie istnienia tendencyjności.


    50 algorytmów, które powinien znać każdy programista to lektura obowiązkowa dla każdego, kto naukowo zajmuje się obróbką danych. Jeśli wchodzisz w tę dziedzinę albo chcesz rozszerzyć zasób swoich umiejętności, to ta książka jest doskonałym wyborem jako jedna z pozycji do przestudiowania.


    Dr Somaieh Nikpoor


    Główny ekspert naukowy ds. obróbki danych i sztucznej inteligencji w rządzie Kanady


    Wykładowca kontraktowy w Sprott School of Business, Carleton University

  


  
    Wprowadzenie


    W świecie komputerów siłą napędową wszystkiego, od podstawowych teorii po praktyczne rozwiązania, są algorytmy. W tym uaktualnionym wydaniu jeszcze bardziej zagłębiamy się w dynamiczny świat algorytmów, poszerzając zakres o rozwiązywanie palących problemów realnego świata. Zaczniemy od wprowadzenia do algorytmów, a następnie zajmiemy się licznymi technikami ich projektowania. Potem pokażemy programowanie liniowe, klasyfikację stron internetowych, grafy i uczenie maszynowe. Aby być na bieżąco z osiągnięciami technologii, szeroko opisaliśmy sieci sekwencyjne, modele LLM, LSTM i GRU, a obecnie także techniki kryptografii i wdrażania wielkoskalowych algorytmów w środowiskach przetwarzania chmurowego.


    Ponadto w książce tej szczegółowo opisuję algorytmy systemów rekomendacji, które mają kluczowe znaczenie w obecnej erze cyfrowej. Aby w pełni z nich skorzystać, niezbędne jest zrozumienie ich logiki i matematycznych podstaw. Jako przykłady opisuję praktyczne studia przypadków z szerokiego spektrum dziedzin, od prognozowania pogody, przez analizę tweetów, po rekomendacje filmów i zgłębianie niuansów modeli LLM.


    Wiedza zdobyta dzięki tej książce pozwoli Ci z większą pewnością siebie wdrażać algorytmy rozwiązujące nowoczesne problemy obliczeniowe. Wejdź na drogę rozszyfrowywania i wykorzystywania algorytmów w dzisiejszym nieustannie zmieniającym się świecie cyfrowym.


    Dla kogo jest ta książka?


    To książka dla programistów pragnących pisać efektywne algorytmy rozwiązujące realne problemy. Poznasz w niej zarówno klasyczne i powszechnie znane algorytmy, jak i najnowsze zdobycze z dziedzin uczenia maszynowego oraz kryptografii. Choć znajomość języka programowania Python jest przydatna, to nie jest obowiązkowa.


    Wystarczy umiejętność programowania w jakimkolwiek języku. Ponadto, jeśli nie jesteś programistą, ale masz smykałkę do zagadnień technicznych, w tej książce poznasz szeroki świat algorytmów rozwiązujących praktyczne problemy.


    Co znajdziesz w książce?


    Część I. Wstęp i podstawowe algorytmy


    Rozdział 1., „Wprowadzenie do algorytmów” — wprowadza do podstaw algorytmów. Rozpoczyna się od objaśnienia podstawowych pojęć dotyczących algorytmów. Omawiam w nim, jak ludzie zaczęli posługiwać się algorytmami do formułowania problemów oraz wskazuję ograniczenia różnych algorytmów. Ponieważ w książce posługuję się Pythonem w celu pisania algorytmów, przedstawiam także instrukcję, jak skonfigurować środowisko tego języka, służące do pracy nad zamieszczonymi przeze mnie przykładami. Następnie przechodzę do sposobów pomiaru efektywności algorytmów i możliwości ich porównania.


    Rozdział 2., „Struktury danych w algorytmach” — zawiera opis struktur danych w kontekście algorytmów. Ponieważ przykłady napisałem w Pythonie, w tym rozdziale używam struktur danych tego języka, ale omawiane koncepcje z równym powodzeniem można stosować także w Javie czy C++. W tym rozdziale pokazuję metody pracy ze złożonymi strukturami danych w Pythonie oraz podpowiadam, które struktury powinny być używane do przechowywania różnych typów danych.


    Rozdział 3., „Algorytmy sortowania i wyszukiwania” — zaczyna się od wprowadzenia algorytmów sortowania i porównania różnych podejść do ich projektowania. Następnie prezentuję kilka praktycznych przykładów algorytmów wyszukiwania.


    Rozdział 4., „Projektowanie algorytmów” — zawiera omówienie dostępnych opcji podczas projektowania algorytmów z naciskiem na znaczenie sporządzenia charakterystyki rozwiązywanego problemu. Następnie przedstawiam słynny problem komiwojażera, na podstawie którego pokazuję, jak zastosować opisane wcześniej techniki projektowania. Wreszcie przedstawiam techniki programowania liniowego i omawiam jego zastosowania.


    Rozdział 5., „Algorytmy grafowe” — zawiera opis metod reprezentacji struktur danych za pomocą grafów. Opisuję w nim garść podstawowych teorii, technik i metod odnoszących się do algorytmów grafowych, takich jak analiza teorii sieci czy przeszukiwanie grafów. Na koniec przedstawiam studium przypadku użycia algorytmów grafowych do przeprowadzania analiz w celu wykrywania oszustw.


    Część II. Algorytmy uczenia maszynowego


    Rozdział 6., „Algorytmy nienadzorowanego uczenia maszynowego” — zawiera objaśnienie metod wykorzystania uczenia nienadzorowanego do rozwiązywania realnych problemów. Poznasz podstawowe algorytmy i metodyki, takie jak algorytmy klasteryzacji i zmniejszenia wymiarowości czy reguły asocjacyjne.


    Rozdział 7., „Tradycyjne algorytmy uczenia nadzorowanego” — opisuje tradycyjne algorytmy uczenia nadzorowanego z użyciem klasyfikatorów i regresorów. Omawiam ich możliwości na podstawie problemów świata realnego. Przedstawiam sześć algorytmów klasyfikacyjnych oraz trzy techniki regresji. Na koniec porównuję uzyskane za ich pomocą wyniki w celu podsumowania wiadomości.


    Rozdział 8., „Algorytmy sieci neuronowych” — przedstawia główne pojęcia i składniki typowej sieci neuronowej. Następnie omawiam różne rodzaje sieci neuronowych i objaśniam używane w nich funkcje aktywacji. Szczegółowo analizuję także algorytm propagacji wstecznej, który stanowi najczęściej stosowany sposób szkolenia sieci neuronowej. Na koniec omawiam wykorzystanie uczenia głębokiego do oznaczania fałszywych dokumentów na rzeczywistym przykładzie.


    Rozdział 9., „Algorytmy przetwarzania języka naturalnego” — dotyczy algorytmów przetwarzania języka naturalnego (NLP). Przedstawiam w nim podstawowe zagadnienia oraz metody przygotowywania danych do wykonywania zadań związanych z NLP. Następnie opisuję koncepcje wektoryzacji danych tekstowych i wektorowej reprezentacji słów. Rozdział kończy się szczegółową analizą studium przypadku.


    Rozdział 10., „Modele sekwencyjne” — jest poświęcony technikom szkolenia sieci neutronowych pod kątem danych sekwencyjnych. Opisuję w nim podstawowe modele sekwencyjne oraz główne techniki i metody pracy z nimi. Na koniec zastanawiam się, jak można wykorzystać uczenie głębokie w celu udoskonalenia technik przetwarzania języka naturalnego.


    Rozdział 11., „Zaawansowane algorytmy modelowania sekwencyjnego” — zawiera opis ograniczeń modeli sekwencyjnych oraz tego, jak dzięki ich rozwojowi problemy te zostały przezwyciężone. Zagłębiam się bardziej szczegółowo w zaawansowane aspekty modeli sekwencyjnych, co pozwala zrozumieć metody tworzenia złożonych konfiguracji. Najpierw opisuję podstawowe elementy, takie jak autokodery i modele Sequence-to-Sequence (Seq2Seq). Następnie przyglądam się mechanizmom atencji i transformatorom, które stanowią podstawę opisanych jako następne dużych modeli językowych (LLM).


    Część III. Tematy zaawansowane


    Rozdział 12., „Systemy rekomendacji” — zawiera opis systemów rekomendacji i ich wewnętrznych mechanizmów działania. Są one wykorzystywane do podsuwania użytkownikom mogących ich zainteresować produktów lub treści, ale nie są pozbawione wad. Omawiam ich mocne i słabe strony. Na koniec pokazuję, jak można użyć systemów rekomendacji do rozwiązania realnego problemu.


    Rozdział 13., „Algorytmy przetwarzania danych” — jest poświęcony algorytmom przetwarzania danych i podstawowym koncepcjom klasyfikacji danych. Opisuję w nim algorytmy przechowywania i kompresji danych oraz efektywnego zarządzania nimi, co pomaga zrozumieć kompromisy, jakich przyjęcie jest niezbędne podczas projektowania i implementacji algorytmów tego typu.


    Rozdział 14., „Kryptografia” — przedstawia algorytmy związane z kryptografią. Rozpoczynam go od omówienia tła tej dziedziny. Następnie przechodzę do algorytmów szyfrowania symetrycznego. Szczegółowo wyjaśniam funkcje skrótów MD5 i SHA i zwracam uwagę na ograniczenia i słabości każdej z nich. Dalej analizuję szyfrowanie asymetryczne i jego wykorzystanie do tworzenia certyfikatów cyfrowych. Rozdział zamyka przykład podsumowujący opisane tu techniki.


    Rozdział 15., „Algorytmy przetwarzania danych w dużej skali” — zawiera opis algorytmów przetwarzania danych w dużej skali i wskazuje infrastrukturę niezbędną do ich efektywnego działania. Przedstawiam różne strategie przetwarzania danych z różnych źródeł, a także omawiam ograniczenia przetwarzania równoległego wynikające z prawa Amdahla oraz pokazuję, jak wykorzystywać procesory graficzne. Lektura tego rozdziału pozwala zapoznać się z podstawowymi strategiami projektowania algorytmów wielkoskalowych.


    Rozdział 16., „Uwagi praktyczne” — zawiera opis problemów związanych z objaśnianiem algorytmów, czyli stopnia, w jakim można objaśnić ich wewnętrzne mechanizmy w zrozumiały sposób. Następnie poruszam kwestię etyki stosowania algorytmów i ryzyka stronniczości przy ich implementacji. Potem szczegółowo omawiam techniki pracy nad problemami NP-trudnymi. Na koniec przedstawiam czynniki, jakie należy brać pod uwagę przed wyborem algorytmu.


    Pliki z przykładami kodu i kolorowe wersje ilustracji


    Pliki z zamieszczonymi w książce przykładami kodu oraz kolorowe wersje ilustracji możesz znaleźć w formie archiwum pod adresem https://ftp.helion.pl/przyklady/50alg2.zip. Po zapisaniu archiwum na swój dysk rozpakuj je do wybranego folderu.


    Konwencje typograficzne stosowane w książce


    W książce stosuję różne konwencje typograficzne.


    Kod w tekście wskazuje na odwołania do kodu pojawiające się w treści rozdziałów, nazwy tabel baz danych, nazwy katalogów z plikami, nazwy samych plików, ścieżki i przykładowe adresy URL. Oto przykład: „Spróbujemy utworzyć prosty graf za pomocą pakietu networtx Pythona”.


    Pogrubienie oznacza nowe pojęcie lub ważny termin, np. „Python to jeden z języków, których można używać w różnych środowiskach chmurowych, takich jak Amazon Web Services (AWS) czy Google Cloud Platform (GCP)”.


    Kursywą oznaczone są nazwy i rozszerzenia plików, nazwy folderów, ścieżki adresowe oraz elementy interfejsu widoczne na ekranie.
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            Ostrzeżenia i ważne uwagi są prezentowane w ten sposób.
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            W ten sposób są prezentowane wskazówki i przydatne sztuczki.

          
        

      
    

  


  Część I

  Wstęp i podstawowe algorytmy


  Ta część jest wprowadzeniem do podstawowych aspektów algorytmów. Dowiemy się z niej, czym jest algorytm, jak go zaprojektować, i poznamy struktury danych wykorzystywane w algorytmach. W tej części przedstawiam też algorytmy sortowania i wyszukiwania wraz z algorytmami do rozwiązywania problemów z grafami. Podzieliłem te treści na pięć rozdziałów:


  
    	Rozdział 1., „Wprowadzenie do algorytmów”.


    	Rozdział 2., „Struktury danych w algorytmach”.


    	Rozdział 3., „Algorytmy sortowania i wyszukiwania”.


    	Rozdział 4., „Projektowanie algorytmów”.


    	Rozdział 5., „Algorytmy grafowe”.

  


  
    Rozdział 1

    Wprowadzenie do algorytmów


    Algorytm trzeba zobaczyć, aby w niego uwierzyć.


    — Donald Knuth


    W książce tej przedstawiam informacje niezbędne, by rozumieć, klasyfikować, wybierać i implementować ważne algorytmy. Poza wyjaśnieniem stojącej za nimi logiki poruszam tu także tematy struktur danych, środowisk programistycznych i środowisk produkcyjnych odpowiednich dla poszczególnych klas algorytmów. To jest drugie wydanie tej książki i skupiam się w nim na współczesnych algorytmach uczenia maszynowego, które stają się coraz ważniejsze. Poza logiką algorytmu omawiam także praktyczne przykłady zastosowania algorytmów do rozwiązania rzeczywistych problemów.


    W tym rozdziale pochylam się nad podstawami algorytmiki. Zaczynam od podstawowych pojęć niezbędnych do zrozumienia funkcjonowania poszczególnych algorytmów. Aby nakreślić perspektywę historyczną, sekcja ta podsumowuje to, jak ludzie zaczęli korzystać z algorytmów, by matematycznie opisać pewną klasę problemów. Zaznaczam także ograniczenia niektórych z nich. W kolejnej sekcji wyjaśniam różne sposoby opisania logiki algorytmu. Ponieważ do pisania algorytmów wykorzystuję tutaj język Python, wskazuję też, jak skonfigurować środowisko Pythona umożliwiające uruchomienie zawartych tu przykładów samemu. Następnie przechodzę do analizy możliwości zmierzenia i porównywania efektywności algorytmów. Rozdział kończy się omówieniem sposobów walidacji poszczególnych implementacji danego algorytmu.


    Podsumowując, z tego rozdziału dowiesz się:


    
      	co to jest algorytm,


      	fazy algorytmu,


      	środowisko programistyczne,


      	jakimi technikami projektuje się algorytmy,


      	jak analizuje się efektywność algorytmu,


      	jak się go waliduje.

    


    Co to jest algorytm?


    Najprościej mówiąc, algorytm to zbiór reguł przeprowadzania pewnych obliczeń mających na celu rozwiązanie problemu. Projektuje się go, by zwracał rezultaty dla dowolnych, poprawnych danych wejściowych na podstawie ściśle określonej procedury. Słownik języka polskiego PWN tak definiuje to pojęcie:


    Algorytm to ściśle określony ciąg czynności, których wykonanie prowadzi do rozwiązania jakiegoś zadania.


    Projektowanie algorytmu to wysiłek stworzenia jak najbardziej efektywnego, matematycznego przepisu, którego można z powodzeniem użyć do rozwiązania realnego problemu. Z przepisu tego można skorzystać w charakterze podstawy do opracowania bardziej generycznego rozwiązania matematycznego, które może zostać zastosowane do szerszego zbioru podobnych problemów.


    Fazy algorytmu


    Różne fazy tworzenia, dostarczenia, a wreszcie także użycia algorytmu przedstawiłem na rysunku 1.1:
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    Rysunek 1.1. Różne fazy budowy, realizacji i używania algorytmu


    Jak widać, proces rozpoczyna się od zrozumienia wymagań na podstawie definicji problemu, która szczegółowo określa, co należy osiągnąć. Gdy problem jest już jasno zdefiniowany, możemy przejść do fazy wytwarzania.


    Obejmuje ona dwie części:


    
      	Fazę projektowania. Na tym etapie wymyśla się i dokumentuje architekturę, logikę i szczegóły implementacyjne algorytmu. Gdy podejmujemy się zadania projektowania algorytmu, musimy mieć na uwadze zarówno jego dokładność, jak i efektywność. W poszukiwaniu najlepszego rozwiązania konkretnego problemu często napotkamy kilka alternatyw. Praca projektowa to iteracyjny proces obejmujący porównywanie parametrów różnych możliwych algorytmów. Niektóre z nich mogą zapewniać proste i szybkie rozwiązania, ale uzyskiwane kosztem dokładności. Inne mogą być niezwykle dokładne, ale ze względu na ich złożoność czas ich wykonania może być niezadowalający. Niektóre z tych złożonych algorytmów mogą być bardziej efektywne niż inne. Zanim dokonamy wyboru, musimy uważnie przestudiować wszystkie nieuniknione kompromisy, na jakie będzie trzeba pójść przy każdym z rozwiązań. Zaprojektowanie efektywnego algorytmu zyskuje na znaczeniu szczególnie w przypadku złożonych problemów. Poprawnie zaprojektowany algorytm doprowadzi do wydajnego rozwiązania, które będą charakteryzowały zarówno satysfakcjonująca efektywność, jak i rozsądna dokładność.


      	Fazę kodowania. Na tym etapie zaprojektowany algorytm zamieniany jest w program komputerowy. Ważne jest, by program komputerowy implementował całą logikę i architekturę zaleconą w fazie projektowania.

    


    Wymagania problemu biznesowego można podzielić na funkcjonalne i niefunkcjonalne. Wymagania funkcjonalne to te, które bezpośrednio określają spodziewane cechy i zachowania rozwiązań. Natomiast wymagania niefunkcjonalne dotyczą wydajności, skalowalności, użyteczności i dokładności algorytmu. Ponadto określają oczekiwania w zakresie bezpieczeństwa danych. Powiedzmy na przykład, że firma obsługująca karty kredytowe poprosiła nas o zaprojektowanie algorytmu, który potrafi wykrywać oszustwa wśród transakcji. Wymagania funkcjonalne w tym przypadku będą definiowały oczekiwany sposób działania przez szczegółowe określenie, jakie wyniki powinny zostać uzyskane dla określonych danych wejściowych. W tym przykładzie na wejściu mogą pojawić się dane transakcji, a na wyjściu może zostać zwrócona flaga binarna oznaczająca transakcję jako uczciwą albo nieuczciwą. Z kolei wymagania niefunkcjonalne mogą określać czas reakcji każdej z prognoz, jak również akceptowalny poziom dokładności. Jako że w tym przykładzie mamy do czynienia z danymi finansowymi, w skład wymagań niefunkcjonalnych wejdą także kwestie dotyczące uwierzytelniania i autoryzacji użytkowników oraz poufności danych.


    Celem wymagań funkcjonalnych i niefunkcjonalnych jest precyzyjne określenie, co ma zostać zrobione. Natomiast projektowanie rozwiązania to czynność mająca na celu określenie, jak to zrobić. Z kolei implementacja projektu to rzeczywiste rozwiązanie w wybranym języku programowania. Opracowanie rozwiązania, które w pełni zaspokaja zarówno wymagania funkcjonalne, jak i niefunkcjonalne, może wymagać dużo pracy i czasu. Wybór języka programowania i środowiska programistycznego lub produkcyjnego może być podyktowany czynnikami związanymi z rodzajem problemu. Na przykład języki C i C++ są niższego poziomu niż Python, więc mogą się lepiej sprawdzić w przypadkach, gdy wymagany jest skompilowany kod z niskopoziomowymi technikami optymalizacji.


    Gdy algorytm jest już zaprojektowany i zaimplementowany, można przystąpić do jego wdrażania. Wdrażanie algorytmu polega na zaprojektowaniu konkretnego środowiska produkcyjnego, w jakim kod zostanie uruchomiony. Środowisko to musi być dopasowane do danych i wymagań obliczeniowych algorytmu. Przykładowo w przypadku algorytmów wielowątkowych niezbędny będzie klaster z odpowiednią liczbą węzłów komputerowych do efektywnego wykonania algorytmu. Z kolei w przypadku algorytmów operujących na dużych zbiorach danych potrzebne będzie zaprojektowanie potokowego przetwarzania napływających danych oraz strategii użycia pamięci podręcznej i przechowywania danych. Projektowanie środowiska produkcyjnego omawiam bardziej szczegółowo w rozdziałach 15., „Algorytmy przetwarzania danych w dużej skali” i 16., „Uwagi praktyczne”.


    Gdy środowisko produkcyjne jest zaprojektowane i zaimplementowane, a algorytm wdrożony, może on przyjmować dane wejściowe, przetwarzać je i produkować dane wyjściowe zgodnie z wymaganiami.


    Środowisko programowania


    Gdy algorytm jest już zaprojektowany, pora zaimplementować go zgodnie z projektem w jednym z języków programowania. W tej książce mój wybór padł na język Python. Podejmując decyzję, kierowałem się tym, że Python jest językiem elastycznym i dostępnym w ramach open source. Może być także używany w różnych środowiskach chmurowych, takich jak Amazon Web Services (AWS), Microsoft Azure czy Google Cloud Platform (GCP).


    Oficjalna strona główna języka to https://www.python.org/, gdzie znajdziesz instrukcję instalacji oraz przydatny przewodnik dla początkujących.


    Podstawy Pythona pozwolą Ci lepiej uchwycić koncepcje prezentowane w tej książce.


    Zakładam, że będziesz używał bieżącej wersji Pythona 3. W momencie, gdy piszę te słowa, jest to wersja 3.12 i to z niej będę korzystał do uruchomienia kodu przykładów i ćwiczeń zawartych w tej książce.


    Pythona używam we wszystkich przykładach, które uruchamiam za pomocą programu Jupyter Notebook. W dalszych rozdziałach przyjmuję założenie, że Python jest już zainstalowany oraz że Jupyter Notebook został poprawnie skonfigurowany i działa.


    Pakiety w Pythonie


    Python to język do wielu zastosowań. Został pomyślany tak, aby zawierał bibliotekę standardową, dzięki której użytkownik nie musi pobierać żadnych osobnych pakietów. Biblioteka ta zawiera jednak tylko podstawowe składniki funkcjonalności. Zważywszy na fakt, że będziemy pracować nad specyficznymi problemami, być może będzie konieczne zainstalowanie dodatkowych pakietów. Oficjalny zbiór pakietów zewnętrznych Pythona nazywa się PyPI (ang. Python Package Index). Można w nim znaleźć pakiety zarówno w postaci kodu źródłowego, jak i w formie skompilowanej. Obecnie w repozytorium tym znajduje się ponad 113 000 pakietów Pythona. Najprostszym sposobem na ich instalację jest użycie systemu zarządzania pakietów o nazwie pip (ang. Pip Installs Python). Na szczęście od wersji 3.4 Pythona program ten jest zainstalowany domyślnie. Aby sprawdzić jego wersję, wystarczy wykonać poniższe polecenie:

    pip --version




    Do instalowania dodatkowych pakietów służy polecenie pip.

    pip install NazwaPakietu




    Pakiety, które zostały już zainstalowane, należy okresowo aktualizować, by uzyskać dostęp do najnowszych elementów funkcjonalności. Służy do tego flaga upgrade:

    pip install NazwaPakietu --upgrade




    Z kolei poniższe polecenie pozwala zainstalować konkretną wersję pakietu:

    pip install NazwaPakietu==2.1




    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            Dodawanie odpowiednich wersji bibliotek stało się elementem konfiguracji środowiska programowania w języku Python. W zapanowaniu nad nimi pomaga funkcja tworzenia pliku wymagań, który zawiera listę wszystkich potrzebnych pakietów. Jest to zwykły plik tekstowy zawierający nazwy bibliotek i określający ich wersje. Oto przykładowa zawartość takiego pliku:

            scikit-learn==0.24.1



            tensorflow==2.5.0



            tensorboard==2.5.0




            Zwyczajowo plik o nazwie requirements.txt umieszcza się w katalogu głównym projektu. Można go wykorzystać do konfiguracji środowiska programowania przez instalację wszystkich bibliotek w odpowiedniej wersji za pomocą następującego polecenia:

            pip install -r requirements.txt



          
        

      
    


    Teraz przyjrzymy się najważniejszym pakietom, których będziemy używać w tej książce.


    Ekosystem SciPy


    Python do zastosowań naukowych — SciPy (Scientific Python) — to zespół pakietów stworzonych dla społeczności naukowej. Obejmuje on wiele funkcji, łącznie z szerokim wyborem generatorów liczb pseudolosowych, procedurami numerycznymi służącymi do przeprowadzania podstawowych operacji algebry liniowej i mechanizmami optymalizacji.


    SciPy to pakiet wszechstronny, a z biegiem lat w społeczności powstało wiele jego rozszerzeń mających dopasować ten pakiet do szczególnych potrzeb. Jest też bardzo szybki, ponieważ działa jako cienkie opakowanie zoptymalizowanego kodu napisanego w C/C++ lub Fortranie.


    Wskazane poniżej pakiety to część najważniejszych komponentów tego ekosystemu:


    
      	NumPy. Niezwykle ważny pakiet używany do algorytmów, tworzenia wielowymiarowych struktur danych takich jak tablice i macierze. NumPy zawiera zestaw typów danych opartych na tablicach i macierzach, które są kluczowe dla statystyki i analizy danych. Szczegóły tego pakietu można poznać na stronie: http://www.numpy.org/.


      	scikit-learn. Rozszerzenie do uczenia maszynowego to jedna z najbardziej popularnych bibliotek ekosystemu SciPy. Dostarcza ona wielu ważnych algorytmów uczenia maszynowego: klasyfikacji, regresji, klasteryzacji i walidacji modeli. Szczegóły tego pakietu można poznać na stronie: http://scikit-learn.org/.


      	pandas. Zawiera złożone tabelaryczne struktury danych, które są szeroko wykorzystywane w danych wejściowych, wyjściowych i procesowaniu danych w wielu algorytmach. Biblioteka pandas zawiera wiele użytecznych funkcji i jest wysoko zoptymalizowana pod kątem efektywności. Szczegóły tego pakietu można poznać na stronie: http://pandas.pydata.org/.


      	Matplotlib. Ten pakiet stanowi wszechstronne narzędzie do wizualizacji. Dzięki niemu dane można przedstawiać w formie wykresów liniowych, punktowych, słupkowych, kołowych czy histogramów i wielu innych. Szczegóły tego pakietu można poznać na stronie: https://matplotlib.org/.

    


    Jupyter Notebook


    Jako zintegrowanego środowiska programistycznego będziemy używać programów Jupyter Notebook i Google Colaboratory. Instrukcje ich instalacji i obsługi znajdują się w dodatkach A i B.


    Techniki projektowania algorytmów


    Algorytm to matematyczne rozwiązanie rzeczywistego problemu. Gdy pracujemy nad projektem lub usprawnieniami algorytmów, powinniśmy mieć na uwadze trzy poniższe kwestie:


    
      	Czy algorytm zwraca rezultat, jakiego oczekujemy?


      	Czy robi to w optymalny sposób?


      	Jak efektywny będzie ten algorytm zastosowany do większych zbiorów danych?

    


    Ważne, by dobrze zrozumieć złożoność problemu, zanim zaprojektuje się jego rozwiązanie. Jeśli dokładnie scharakteryzujemy problem pod kątem jego potrzeb i złożoności, łatwiej będzie nam zaprojektować właściwe rozwiązanie. Algorytmy możemy podzielić na poniższe rodzaje w zależności od cech problemu, z jakim mają sobie poradzić:


    
      	Algorytmy przetwarzające duże ilości danych. Tego rodzaju algorytmy projektuje się ze szczególną troską o pracę z gigantycznymi zbiorami danych. Oczekuje się przy tym, że wymagania dotyczące procesowania będą uproszczone. Algorytm kompresji zastosowany do olbrzymiego pliku to dobry przykład algorytmu przetwarzającego duże ilości danych. W takim przypadku wielkość danych jest znacznie większa niż pamięć jednostki obliczeniowej (pojedynczego węzła czy klastra) i konieczne może być zaprojektowanie iteracyjnego sposobu przetwarzania danych, by zapewnić efektywność procesowania danych zgodną z wymaganiami.


      	Algorytmy dokonujące wielu obliczeń. Tego rodzaju algorytmy z kolei stawiają wysokie wymagania w zakresie mocy obliczeniowej, ale nie operują na dużych zbiorach danych. Prostym przykładem jest algorytm znajdujący bardzo dużą liczbę pierwszą. Odkrycie strategii, która umożliwi podzielenie wykonywania algorytmu na etapy tak, by chociaż ich część mogła zostać zrównoleglona, jest kluczowe dla osiągnięcia jak najlepszej efektywności algorytmu.


      	Algorytmy przetwarzające duże ilości danych i dokonujące na nich wielu obliczeń. Istnieją algorytmy, które operują na wielkich zbiorach danych i wymagają znacznych zasobów obliczeniowych. Algorytmy stosowane do analizy sentymentu w plikach wideo udostępnianych na żywo stanowią dobry przykład sytuacji, w której zarówno dane, jak i moce obliczeniowe do skutecznego wykonania zadania są olbrzymie, by skutecznie wykonać zadanie. To właśnie one pochłaniają najwięcej zasobów i wymagają ich inteligentnej alokacji oraz uważnego projektowania.

    


    W uściśleniu złożoności i wymagań problemu pomaga szczegółowa analiza jego aspektu obliczeniowego i aspektu danych, czym zajmiemy się w kolejnej sekcji.


    Wymiar danych


    Aby określić wymiar danych problemu, będziemy przyglądać się rozmiarowi wejścia, szybkości jego narastania i różnorodności struktury oraz treści, których definicje zamieszczam poniżej.


    
      	Rozmiar wejścia. To oczekiwana wielkość zbioru danych, jaki algorytm będzie przetwarzał.


      	Szybkość narastania. To oczekiwane tempo generowania nowych danych podczas używania algorytmu. Może ona wynosić zero.


      	Różnorodność treści i struktury. Określa ona, z jak wieloma różnymi typami danych będzie musiał pracować dany algorytm.

    


    Rysunek 1.2 prezentuje te trzy aspekty bardziej szczegółowo. Środek diagramu przedstawia najprostsze dane — w niewielkiej ilości, o niskiej szybkości narastania i niewielkim zróżnicowaniu. W miarę jak oddalamy się ku obrzeżom wykresu, rośnie złożoność danych. Rośnie ona w jednym lub wielu wymiarach. Przykładowo w zakresie szybkości narastania najprostszy będzie wsadowy tryb procesowania, następnie cykliczny i zbliżony do czasu rzeczywistego. Wreszcie tryb czasu rzeczywistego jest najbardziej wymagający pod względem szybkości narastania danych. Zbiór zapisów wideo z kamer działających w czasie rzeczywistym będzie charakteryzował się dużym rozmiarem wejścia, szybkim narastaniem i dużą różnorodnością, w związku z czym będzie wymagał odpowiedniego projektowania umożliwiającego efektywne przechowywanie i przetwarzanie danych.
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    Rysunek 1.2. Trzy aspekty danych: rozmiar, szybkość narastania i różnorodność


    Przeanalizujemy trzy przykładowe przypadki użycia związane z posiadaniem trzech różnych typów danych:


    
      	Zaczniemy od prostego przypadku przetwarzania danych pochodzących z pliku CSV. W tej sytuacji rozmiar, szybkość narastania i różnorodność będą niskie.


      	W drugim przypadku dane pochodzą z nadawanego na żywo strumienia z kamery wideomonitoringu. Teraz rozmiar, szybkość narastania i różnorodność danych będą dość wysokie, o czym trzeba pamiętać podczas projektowania algorytmu.


      	Trzecim przypadkiem jest typowa sieć czujników. Załóżmy, że źródłem danych jest sieć czujników temperatury zainstalowanych w dużym budynku. Choć szybkość narastania danych w takich przypadkach jest zazwyczaj bardzo wysoka (nowe dane są generowane bardzo szybko), ich spodziewana ilość jest raczej niewielka (ponieważ każdy element zawiera tylko 16 bitów, z których 8 bitów zajmuje wynik pomiaru, a pozostałe 8 bitów jest przeznaczone na metadane, np. znacznik czasu i współrzędne geograficzne).

    


    Wymagania dotyczące mocy obliczeniowej, ilości miejsca do przechowywania danych oraz odpowiedniego oprogramowania w każdym z przedstawionych przypadków są inne i ogólnie rzecz biorąc, zależą od rozmiaru danych wejściowych, szybkości ich narastania oraz różnorodności. Dlatego pierwszym krokiem projektowania algorytmu powinno być sporządzenie charakterystyki danych.


    Wymiar obliczeniowy


    Aby scharakteryzować wymiar obliczeniowy, analizujemy wymagania związane z przetwarzaniem, jakie muszą zostać spełnione, aby rozwiązać dany problem. Wymagania związane z przetwarzaniem algorytmu wskażą, jaki rodzaj projektu będzie najbardziej efektywny w danym przypadku. Przykładowo złożone algorytmy wymagają zwykle dużej mocy obliczeniowej, więc należy mieć na uwadze możliwość wykorzystania wielowęzłowej i zrównoleglonej architektury. Nowoczesne algorytmy uczenia głębokiego zazwyczaj wykonują intensywne obliczenia i mogą wymagać wykorzystania mocy procesora graficznego lub TUP, o czym jest mowa w rozdziale 16.


    Analiza efektywności


    Analiza efektywności algorytmu to ważna część procesu projektowania. Jednym ze sposobów oszacowania jego efektywności jest przeanalizowanie jego złożoności.


    Teoria złożoności to badania nad tym, jak skomplikowane są różne algorytmy. Aby był użyteczny, algorytm musi mieć wszystkie trzy kluczowe cechy:


    
      	Musi być poprawny. Dobry algorytm powinien dostarczać poprawnych odpowiedzi. Aby zdobyć pewność, że algorytm działa poprawnie, należy go dokładnie przetestować, zwłaszcza w warunkach brzegowych.


      	Powinien być zrozumiały. Nawet najlepszy algorytm na niewiele się przyda, jeśli będzie zbyt skomplikowany, byś mógł zaimplementować go na komputerze.


      	Powinien być efektywny. Jeśli algorytm zwraca poprawną odpowiedź, ale jej uzyskanie zajmuje tysiąc lat i wymaga miliarda terabajtów pamięci, nie będziesz miał z niego pożytku.

    


    Istnieją dwa rodzaje analizy określającej złożoność algorytmu:


    
      	Pamięciowa złożoność obliczeniowa. Szacuje wymagania dotyczące pamięci niezbędnej do wykonania algorytmu.


      	Czasowa złożoność obliczeniowa. Szacuje czas, jaki zajmie wykonanie algorytmu.

    


    Przyjrzymy się im po kolei.


    Analiza pamięciowej złożoności obliczeniowej


    Pamięciowa złożoność obliczeniowa określa ilość pamięci, jaką algorytm zużyje do przetworzenia danych. Podczas przetwarzania danych wejściowych algorytm musi przechowywać tymczasowe struktury danych w pamięci. To, jak algorytm jest zaprojektowany, ma wpływ na liczbę, typ i wielkość tych struktur. W dobie rozproszonych obliczeń i przy rosnących zbiorach danych myślenie o pamięciowej złożoności obliczeniowej jest coraz ważniejsze. Wielkość, typ i liczba struktur danych pozostających przejściowo w pamięci będzie określała wymagania co do pamięci niezbędnej na maszynach obliczeniowych. Współczesne struktury danych przetwarzane w pamięci w procesie rozproszonych obliczeń wymagają wydajnego mechanizmu alokacji zasobów, który bierze pod uwagę różne wymagania dotyczące pamięci na poszczególnych etapach wykonywania algorytmu. Złożone algorytmy są z natury iteracyjne, tzn. nie pobierają wszystkich danych do pamięci na raz, tylko wprowadzają je stopniowo do struktur danych. Aby obliczyć pamięciową złożoność obliczeniową, najpierw należy sklasyfikować typ algorytmu iteracyjnego, którego zamierzamy użyć. Algorytm taki może wykorzystywać jeden z poniższych trzech typów iteracji:


    
      	Iteracja konwergentna. W miarę postępu wykonywania algorytmu ilość przetwarzanych danych w każdej kolejnej iteracji maleje. Innymi słowy, pamięciowa złożoność obliczeniowa algorytmu zmniejsza się w trakcie jego działania. Największą trudnością jest poradzenie sobie z wymaganiami pamięciowymi początkowych iteracji. Do wykonywania takich algorytmów najlepiej nadają się nowoczesne skalowalne infrastruktury chmurowe, takie jak AWS i Google Cloud.


      	Iteracja dywergentna. W miarę postępu wykonywania algorytmu ilość przetwarzanych danych w każdej kolejnej iteracji rośnie. Jako że pamięciowa złożoność obliczeniowa rośnie z każdą iteracją, należy zdefiniować ograniczenia, które zapobiegną destabilizacji systemu. Można na przykład ograniczyć liczbę iteracji albo ustawić limit rozmiaru początkowego zbioru danych.


      	Iteracja płaska. W miarę postępu wykonywania algorytmu ilość przetwarzanych danych w każdej kolejnej iteracji pozostaje niezmienna. Jako że pamięciowa złożoność obliczeniowa się nie zmienia, infrastruktura nie musi być elastyczna.

    


    Aby obliczyć pamięciową złożoność obliczeniową, musimy skoncentrować się na jednej z najbardziej złożonych iteracji. W wielu algorytmach ilość potrzebnych zasobów stopniowo maleje w miarę zbliżania się do rozwiązania. W takich przypadkach początkowe iteracje wymagają najwięcej zasobów, więc są najbardziej miarodajne pod względem szacowanej złożoności pamięciowej. Po dokonaniu wyboru szacujemy całkowitą ilość pamięci wykorzystywaną przez algorytm, wliczając pamięć zajmowaną przez tymczasowe struktury danych, na potrzeby działania i wartości wejściowe. W ten sposób uzyskamy dobre przybliżenie zapotrzebowania algorytmu na zasoby pamięciowe.


    Poniżej znajduje się parę wskazówek, jak minimalizować pamięciową złożoność obliczeniową algorytmów:


    
      	Staraj się projektować algorytmy iteracyjnie, kiedy tylko to możliwe.


      	Podczas projektowania algorytmu iteracyjnego w miarę możliwości wybieraj większą, a nie mniejszą liczbę iteracji. Większa liczba bardziej precyzyjnych iteracji powinna zajmować mniej pamięci.


      	Algorytmy powinny zapisywać w pamięci tylko te informacje, które są na bieżąco potrzebne. Wszystko, co niepotrzebne, powinno być natychmiast usuwane z pamięci.

    


    Analiza pamięciowej złożoności obliczeniowej jest konieczna, jeśli chcesz cieszyć się efektywnym projektem algorytmu. Jeśli nie przeprowadzi się jej na etapie projektowania, niewystarczające zasoby pamięci przeznaczone na dane tymczasowe doprowadzą do tzw. efektu rozlania, który może mieć duży wpływ na wydajność i efektywność algorytmu.


    W tym rozdziale zajmę się jednak bardziej szczegółowo czasową złożonością obliczeniową. Złożoności pamięciowej poświęcę więcej miejsca w rozdziale 15., „Algorytmy przetwarzania danych w dużej skali”, w którym omówię algorytmy operujące na zasobach rozproszonych o złożonych wymaganiach odnośnie do środowiska uruchomieniowego.


    Czasowa złożoność obliczeniowa


    Czasowa złożoność obliczeniowa określa, jak dużo czasu będzie potrzebne, by algorytm wykonał swoje zadanie w zależności od swojej struktury. W przeciwieństwie do złożoności pamięciowej, złożoność czasowa nie zależy od czynników sprzętowych. Zależy ona wyłącznie od struktury samego algorytmu. Końcowym celem analizy czasowej złożoności obliczeniowej jest uzyskanie odpowiedzi na dwa ważne pytania:


    
      	Czy ten algorytm będzie się dobrze skalował? Dobrze zaprojektowany algorytm powinien być w stanie w pełni wykorzystać nowoczesną infrastrukturę elastycznych środowisk chmurowych. Powinien wykorzystywać dostępne procesory, rdzenie przetwarzające, procesory graficzne i pamięć. Na przykład algorytm szkolenia modelu problemu uczenia maszynowego powinien być w stanie stosować techniki rozproszone, kiedy ma dostęp do większej liczby procesorów.

        Algorytmy takie powinny także korzystać z procesorów graficznych i dodatkowej pamięci, jeśli stanie się dostępna podczas ich działania.

      


      	Jak ten algorytm poradzi sobie z większymi zbiorami danych?

    


    Aby odpowiedzieć sobie na te pytania, musimy określić wpływ zwiększenia rozmiaru wejścia na efektywność algorytmu i upewnić się, że algorytm, który rozważamy, nie tylko zwraca poprawne rezultaty, ale też dobrze się skaluje. Efektywność algorytmu staje się coraz ważniejsza, w miarę jak rosną zbiory danych w świecie big data.


    W wielu wypadkach będziemy mogli wybierać spośród kilku podejść do projektowania algorytmu. W takiej sytuacji celem przeprowadzenia analizy czasowej złożoności obliczeniowej będzie uzyskanie odpowiedzi na pytanie:


    Jeśli mamy przed sobą problem i więcej niż jeden algorytm, które rozwiązanie będzie optymalne pod kątem czasu?


    Wyróżniamy dwa podstawowe podejścia do obliczania czasowej złożoności obliczeniowej algorytmu:


    
      	Poimplementacyjne profilowanie algorytmu. Przy tym podejściu implementuje się kilka dobrze rokujących algorytmów, a następnie porównuje się ich efektywność.


      	Przedimplementacyjne oszacowanie teoretyczne. Przy tym podejściu dokonuje się matematycznego oszacowania przed uruchomieniem algorytmu.

    


    Zaletą podejścia teoretycznego jest fakt, że zależy ono wyłącznie od struktury samego algorytmu. Moce sprzętu, na którym uruchamiany jest algorytm, dobór oprogramowania dokonany w środowisku uruchomieniowym czy język programowania użyty przy implementacji nie są brane pod uwagę.


    Szacowanie efektywności


    Efektywność typowego algorytmu będzie zależała od typu danych wejściowych. Dla przykładu, jeśli dane są już posortowane w sposób zgodny z kontekstem problemu, jaki staramy się rozwiązać, algorytm może działać jak błyskawica. Jeśli do uzyskania pomiaru bazowego użyjemy posortowanych danych, otrzymamy nierealistycznie wysoką efektywność, która nie będzie oddawać rzeczywistego zachowania algorytmu w większości przypadków. Aby poradzić sobie z zależnością algorytmu od danych wejściowych, w analizie efektywności algorytmu bierze się pod uwagę wiele różnych rodzajów przypadków.


    Przypadek optymistyczny


    W przypadku optymistycznym dane dostarczone jako wejście dla algorytmu są tak zorganizowane, by umożliwić najwyższą efektywność. Analiza przypadku optymistycznego dostarcza informacji o najkrótszym możliwym czasie wykonania.


    Przypadek pesymistyczny


    Innym sposobem oszacowania efektywności algorytmu jest wskazanie najdłuższego czasu potrzebnego do wykonania zadania dla danych warunków. Analiza przypadku pesymistycznego jest przydatna, ponieważ pozwala zagwarantować, że niezależnie od warunków efektywność algorytmu zawsze będzie lepsza niż wartość, jaka wynika z tej analizy. Tego typu oszacowania są szczególnie ważne w przypadku złożonych algorytmów operujących na dużych zbiorach danych. Analiza przypadku pesymistycznego dostarcza informacji o najdłuższym możliwym czasie wykonania.


    Przypadek średni


    Taka analiza zaczyna się od podzielenia możliwych danych wejściowych na grupy. Następnie przeprowadza się analizę efektywności dla danych wejściowych reprezentatywnych dla każdej z grup. Wreszcie, wylicza się średnią efektywność ze wszystkich grup.


    Analiza przypadku średniego bywa niedokładna, ponieważ trzeba w niej wziąć pod uwagę różne kombinacje i możliwości danych wejściowych dla algorytmu, co nie zawsze jest łatwe.


    Notacja dużego O


    Notacja dużego O po raz pierwszy została opisana przez Bachmanna w 1894 roku w artykule naukowym na temat aproksymacji wzrostu algorytmu. Oto fragment tego tekstu:


    „…za pomocą symbolu O(n) wyrażamy wielkość, której rząd w stosunku do n nie przekracza rzędu n”. (Bachmann 1984, str. 401).


    Notacja dużego O umożliwia opis tempa wzrostu złożoności obliczeniowej algorytmu w długiej perspektywie czasowej. Mówiąc prościej, ta notacja pokazuje, w jaki sposób rośnie czas wykonywania algorytmu w miarę zwiększania rozmiaru danych wejściowych. Wyjaśnię to dokładniej na przykładzie dwóch funkcji: f(n) i g(n). Jeśli mówimy f = O(g), to mamy na myśli, że w miarę jak n zbliża się do nieskończoności, stosunek pozostaje [image: ] ograniczony. Innymi słowy, niezależnie od rozmiaru danych wejściowych f(n) nie będzie rosnąć nieproporcjonalnie szybciej od g(n).


    Spójrzmy na konkretne funkcje:


    f(n) = 1000n2 + 100n + 10


    i


    g(n) = n2


    Obie zbliżają się do nieskończoności wraz z wartością n. Sprawdzimy, czy f = O(g) przez podstawienie wartości do wzoru.


    Najpierw obliczymy [image: ].


    Po podstawieniu wartości otrzymujemy: [image: ]


    Jest jasne, że wartość [image: ] jest ograniczona i nie zbliża się do nieskończoności, w miarę jak zbliża się do niej n.


    Zatem f(n) = O(g) = O(n2).


    Człon (n2) oznacza, że złożoność tej funkcji rośnie jako kwadrat wejściowej wartości n. Jeśli podwoimy liczbę elementów wejściowych, to złożoność wzrośnie czterokrotnie.


    Podczas posługiwania się notacją dużego O przestrzegaj następujących pięciu zasad.


    Zasada 1:


    Kiedy algorytm operuje na strukturze sekwencyjnej, wykonując funkcję f(n) po funkcji g(n), to ogólny poziom złożoności zadań jest sumą tych dwóch. Przedstawiamy to tak: O(f(n)+g(n)).


    Zasada 2:


    W przypadku algorytmów o podzielonej strukturze, gdy jedno zadanie zostaje podzielone na kilka podzadań, jeśli każde z tych podzadań ma złożoność obliczeniową f(n), to całkowita złożoność algorytmu wynosi O(f(n)), przy założeniu, że podzadania są wykonywane równocześnie lub nie są zależne od siebie wzajemnie.


    Zasada 3:


    Jeśli algorytm rekurencyjny wywołuje siebie z ułamkiem rozmiaru danych wejściowych, powiedzmy: f(n/2) lub f(n/3), i wykonuje inne operacje w g(n) krokach, to łączny poziom złożoności można przedstawić jako O(f(n/2)+g(n)) lub O(f(n/3)+g(n)), zależnie od ułamka.


    Zasada 4:


    Jeśli algorytm przyjmujący zagnieżdżone struktury rekurencyjne dzieli dane wejściowe na mniejsze porcje, które przetwarza rekurencyjnie, a każdą z nich dalej dzieli na jeszcze mniejsze porcje i przetwarza w taki sam sposób, to ogólny poziom złożoności będzie zbiorczą reprezentacją tych zagnieżdżonych operacji. Na przykład jeśli problem o rozmiarze n zostaje podzielony na podproblemy o rozmiarze n/2, które z kolei zostają przetworzone w podobny sposób, to złożoność tego algorytmu można wyrazić tak: O(f(n)×g(n/2)).


    Zasada 5:


    Podczas wyznaczania złożoności obliczeniowej algorytmu ignoruj operacje mnożenia przez wartość stałą. Jeśli k jest wartością stałą, to O(kf(n)) jest tym samym co O(f(n)).


    Ponadto O(f(k × n)) jest równoważne z O(f(n)).


    Zatem O(5n2) = O(n2).


    Oraz O((3n2)) = O(n2).


    Pamiętaj:


    
      	Za pomocą notacji dużego O określa się tylko szacunkowy poziom złożoności obliczeniowej.


      	W przypadku mniejszych zbiorów danych złożoność obliczeniowa może być nieistotna, ponieważ nawet mało efektywny algorytm będzie w stanie szybko poradzić sobie z zadaniem.


      	Złożoność T(n) to więcej niż oryginalna funkcja. Dobrze wybrana złożoność T(n) spróbuje stworzyć ścisłą górną granicę dla F(n).

    


    Poniższa tabela zawiera zestawienie różnych rodzajów notacji dużego O opisanych w tym podrozdziale.


    
      
        
        
        
      

      
        
          	
            Klasa złożoności

          

          	
            Nazwa

          

          	
            Przykładowe operacje

          
        


        
          	
            O(1)

          

          	
            Stała

          

          	
            Dodawanie, pobieranie elementu, ustawianie elementu

          
        


        
          	
            O(logn)

          

          	
            Logarytmiczna

          

          	
            Szukanie elementu w posortowanej tablicy

          
        


        
          	
            O(n)

          

          	
            Liniowa

          

          	
            Kopiowanie, wstawianie, usuwanie, iteracja

          
        


        
          	
            O(n2)

          

          	
            Kwadratowa

          

          	
            Pętle zagnieżdżone

          
        

      
    


    Złożoność stała (O(1))


    Jeśli wykonanie algorytmu zajmie tyle samo czasu niezależnie od wielkości danych wejściowych, cechuje go złożoność stała. Przedstawia się ją jako O(1). Weźmy za przykład uzyskanie dostępu do n-tego elementu tablicy. Niezależnie od wielkości tablicy uzyskamy dostęp do tego elementu w stałym czasie. Poniższa funkcja zwróci pierwszy element tablicy i ma stałą złożoność O(1):

    def getFirst(myList):



        return myList[0]



    get_first([1, 2, 3])



    1



    get_first([1, 2, 3, 4, 5, 6, 7, 8, 9, 10])



    1




    Parę uwag:


    
      	Dodanie nowego elementu do stosu za pomocą metody push lub usunięcie elementu za pomocą pop — niezależnie od wielkości stosu dodanie czy usunięcie elementu zawsze zajmą tyle samo czasu.


      	Jeśli chodzi o uzyskiwanie dostępu do elementów tablicy mieszającej, pamiętaj, że ta struktura przechowuje dane w formacie asocjacyjnym, zazwyczaj w postaci par klucz – wartość.

    


    Złożoność liniowa (O(n))


    Algorytm cechuje liniowa złożoność czasowa O(n), jeśli czas wykonania jest wprost proporcjonalny do rozmiaru danych wejściowych. Prostym przykładem będzie zsumowanie wartości elementów w jednowymiarowej strukturze danych:

    def getSum(myList):



        sum = 0



        for item in myList:



            sum = sum + item



        return sum




    Zwróć uwagę na główną pętlę w algorytmie. Liczba przebiegów pętli rośnie liniowo wraz ze wzrostem wartości n, co skutkuje złożonością O(n). Widać to w poniższym przykładzie.

    get_sum([1, 2, 3])



    6



    get_sum([1, 2, 3, 4])



    10




    Do podobnych przykładów działań na tablicach należą:


    
      	wyszukiwanie elementu,


      	znajdowanie wartości minimalnej pośród elementów tabeli.

    


    Złożoność kwadratowa (O(n²))


    Algorytm charakteryzuje kwadratowa złożoność czasowa, jeśli jego czas wykonania jest proporcjonalny do kwadratu rozmiaru danych wejściowych. Za przykład może posłużyć zsumowanie wartości elementów dwuwymiarowej tablicy:

    def getSum(myList):



        sum = 0



        for row in myList:



            for item in row:



                sum += item



        return sum




    Zwróć uwagę na zagnieżdżoną wewnętrzną pętlę w głównej pętli tej funkcji. To właśnie ta zagnieżdżona pętla jest powodem, dla którego czasowa złożoność obliczeniowa powyższego kodu to O(n²):

    get_sum([[1, 2], [3, 4]])



    10



    get_sum([[1, 2, 3], [4, 5, 6]])



    21




    Innym popularnym przykładem jest sortowanie bąbelkowe (o którym będzie mowa w rozdziale 2., „Struktury danych w algorytmach”).


    Złożoność logarytmiczna


    Algorytm charakteryzuje logarytmiczna złożoność obliczeniowa, gdy czas jego wykonania jest proporcjonalny do logarytmu z rozmiaru danych wejściowych. Przy każdym przebiegu rozmiar danych wejściowych maleje o stałą podstawę. Przykładem algorytmu o logarytmicznej złożoności obliczeniowej jest algorytm wyszukiwania binarnego. Wykorzystuje się go do znajdowania konkretnego elementu w jednowymiarowej strukturze danych, takiej jak lista w Pythonie. Elementy w takiej strukturze danych muszą być posortowane malejąco. Algorytm wyszukiwania binarnego zaimplementowałem w poniższej funkcji searchBinary:

    def search_binary(my_list,item):



        first = 0



        last = len(my_list)-1



        found_flag = False



        while( first<=last and not found_flag):



            mid = (first + last)//2



            if my_list[mid] == item:



                found_flag = True



            else:



                if item < my_list[mid]:



                    last = mid - 1



                else:



                    first = mid + 1



        return found_flag



    searchBinary([8,9J10J100J1000J2000,3000]J 10)



    True



    searchBinary([8,9J10J100J1000J2000,3000]J 5)



    False




    Główna pętla wykorzystuje fakt, że lista jest uporządkowana. W każdej iteracji dzieli ją na pół, aż uzyska wynik.


    Po zdefiniowaniu funkcji testujemy ją pod kątem wyszukiwania konkretnych elementów. Algorytm wyszukiwania binarnego omawiam szczegółowo w rozdziale 3., „Algorytmy sortowania i wyszukiwania”.


    Pamiętaj, że spośród czterech typów notacji dużego O efektywność O(n²) jest najsłabsza, a O(logn) — największa. Z kolei złożoność O(n²) nie jest tak zła jak O(n³), ale algorytmów, które ją wykazują, i tak nie można używać w odniesieniu do dużych zbiorów danych, ponieważ tego rzędu złożoność czasowa skutecznie ogranicza ilość danych, jakie algorytm będzie w stanie realistycznie przetworzyć. Na rysunku 1.3 pokazano w postaci wykresu efektywność algorytmów o czterech omówionych typach złożoności obliczeniowej.
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    Rysunek 1.3. Wykres różnych typów złożoności obliczeniowej wyrażonej w notacji dużego O


    Jednym ze sposobów zmniejszenia złożoności algorytmu jest poświęcenie dokładności na rzecz stworzenia algorytmu aproksymacyjnego.


    Wybór algorytmu


    Skąd wiadomo, które rozwiązanie jest lepsze? Jak się dowiedzieć, który algorytm działa szybciej? Odpowiedzi na te pytania można uzyskać dzięki analizie złożoności obliczeniowej algorytmu.


    Aby pokazać, kiedy jest to przydatne, omówię prosty przykład, w którym celem jest posortowanie listy liczb. Istnieje wiele gotowych algorytmów, które to robią. Problem polega na tym, który z nich wybrać.


    Po pierwsze należy zauważyć, że jeśli lista liczb jest niezbyt długa, to nie ma znaczenia, który algorytm wybierzemy do jej posortowania. Jeżeli więc mamy 10 liczb na liście (n = 10), to każdy algorytm, jaki wybierzemy, nawet bardzo prosty, załatwi sprawę w ciągu paru mikrosekund. Jednak w miarę zwiększania wartości n wybór odpowiedniego algorytmu nabiera znaczenia. Słabo zaprojektowany algorytm może potrzebować kilku godzin, podczas gdy dobrze zaprojektowany może wykonać to samo zadanie w ciągu paru sekund. Zatem w przypadku dużych zbiorów danych warto poświęcić trochę czasu na analizę wydajności i wybór odpowiedniego algorytmu.


    Walidacja algorytmu


    Walidacja algorytmu potwierdza, że rzeczywiście dostarcza on matematycznego rozwiązania problemu, przed jakim stoimy. Proces ten powinien sprawdzać rezultaty dla tak wielu wartości i typów danych wejściowych, jak to tylko możliwe.


    Algorytmy dokładne, aproksymacyjne i randomizowane


    Walidacja algorytmu zależy także od rodzaju algorytmu, ponieważ to on dyktuje techniki testowe. Na początek należy rozróżnić algorytmy deterministyczne i randomizowane.


    W przypadku algorytmów deterministycznych, dla konkretnych danych wejściowych, algorytm zawsze zwróci dokładnie takie same dane wyjściowe. Jednak dla pewnych klas algorytmów jako dane wejściowe przyjmuje się także pewną sekwencję liczb losowych, co powoduje, że dane wyjściowe są inne przy każdym wykonaniu algorytmu. Przykładem takiego algorytmu jest algorytm k-średnich (algorytm centroidów), któremu poświęcam więcej miejsca w rozdziale 6., „Algorytmy nienadzorowanego uczenia maszynowego” (rysunek 1.4).
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    Rysunek 1.4. Algorytmy deterministyczne i randomizowane


    Algorytmy można także podzielić na poniższe dwa rodzaje w zależności od założeń czy przybliżeń używanych do uproszczenia logiki, które przyspiesza wykonanie algorytmu:


    
      	Algorytmy dokładne. Dokładne algorytmy mają wygenerować ścisłe rozwiązanie bez wprowadzania jakichkolwiek założeń lub przybliżeń.


      	Algorytmy aproksymacyjne. W sytuacji, gdy złożoność problemu jest zbyt duża dla dostępnych zasobów, możemy uprościć problem poprzez dokonanie pewnych założeń. Algorytmy oparte na takich uproszczeniach czy założeniach nazywamy algorytmami aproksymacyjnymi. Nie dają nam one rozwiązań o tej samej dokładności co algorytmy dokładne.

    


    Przyjrzyjmy się przykładowi, by zobaczyć różnicę między algorytmem dokładnym a aproksymacyjnym — w oparciu o problem komiwojażera, opublikowany w 1930 roku. Komiwojażer stawia przed Tobą zadanie znalezienia najkrótszej drogi pomiędzy wszystkimi miastami z listy miejsc, które sprzedawca musi odwiedzić, i powrotu do punktu wyjścia. Pierwsze podejście będzie obejmowało wygenerowanie wszystkich permutacji zbioru miast i wybranie kombinacji miast połączonej najkrótszą trasą. Jasne jest, że taka złożoność eliminuje możliwość skorzystania z takiego algorytmu przy jakiejkolwiek liście dłuższej niż 30 miast.


    Jeśli mamy do czynienia z dłuższą listą, jednym ze sposobów zmniejszenia złożoności jest wprowadzenie przybliżeń i założeń.


    W przypadku algorytmów aproksymacyjnych ważne jest, żeby ustalić wymagania co do dokładności algorytmu. Walidacja algorytmu aproksymacyjnego polega na sprawdzeniu, czy błąd wyniku mieści się w akceptowalnych ramach.


    Możliwość wyjaśnienia


    Kiedy algorytm używany jest w przypadkach o krytycznej wadze (np. w oprogramowaniu urządzeń podających leki pacjentom), ważne jest, żeby być w stanie wyjaśnić przyczynę powstania każdego konkretnego rezultatu w dowolnym momencie. Jest to konieczne, żeby upewnić się, że decyzje podejmowane na podstawie wyniku wykonania algorytmu są wolne od przekłamań.


    Zdolność dokładnego wskazania mechanizmów, które zachodzą bezpośrednio lub pośrednio przy generowaniu rezultatu, nazywamy możliwością wyjaśnienia algorytmu. Algorytmy stosowane w przypadkach o krytycznej wadze należy weryfikować pod kątem występowania skłonności i uprzedzeń. Analiza etyczna stała się standardową praktyką procesu walidacji algorytmów, które mają wpływ na decyzje dotyczące ludzkiego życia.


    Tego typu zdolność do wyjaśnienia bardzo trudno osiągnąć w odniesieniu do algorytmów uczenia maszynowego. Przykładowo jeśli bank korzysta z algorytmu do podjęcia decyzji w sprawie udzielenia klientowi kredytu hipotecznego, chce, by był on transparentny i umożliwiał wskazanie powodów i ich wzajemnej relacji, które przyczyniły się do takiej decyzji. W przypadku uczenia głębokiego nie zawsze jest to możliwe.


    Zdolność do wyjaśnienia poszczególnych algorytmów jest dziedziną rozległych badań. Jedną ze skutecznych technik jest metoda LIME (ang. Local Interpretable Model-Agnostic Explanations) opublikowana w 2016 r. podczas międzynarodowej konferencji poświęconej wiedzy i dziedzinie data mining — Special Interest Group on Knowledge Discovery and Data Mining (SIGKDD) — jako dorobek społeczności Association for Computing Machinery (ACM). Metoda ta opiera się na wprowadzaniu małej zmiany w danych wejściowych w każdym egzemplarzu, a następnie próbie określenia lokalnych ram decyzji dla tego egzemplarza. Dzięki temu można ocenić wpływ każdej zmiennej w egzemplarzu.


    Podsumowanie


    W tym rozdziale poznałeś podstawy algorytmów. Zaczęliśmy od kolejnych faz powstawania algorytmu. Omówiliśmy różne sposoby określania logiki algorytmu, które potrzebne są do dobrego projektu. Następnie przekonaliśmy się, jak projektuje się algorytmy. Poznaliśmy dwa sposoby analizowania efektywności algorytmu, a wreszcie przyjrzeliśmy się rozmaitym aspektom walidacji.


    Po zapoznaniu się z tym rozdziałem powinieneś znać różne etapy tworzenia i wdrażania algorytmu. Miałeś też szansę dowiedzieć się, jak korzystać z notacji dużego O do oceny złożoności obliczeniowej.


    W kolejnym rozdziale poznasz struktury danych używane w algorytmach. Zaczniemy od tych dostępnych w Pythonie. Następnie dowiesz się, jak wykorzystać je, by tworzyć bardziej zaawansowane struktury, takie jak stosy, kolejki i drzewa, których będzie trzeba użyć przy bardziej złożonych algorytmach.

  


  
    Rozdział 2

    Struktury danych w algorytmach


    Algorytmy wymagają pewnych pamięciowych struktur danych, które umożliwiają przechowywanie tymczasowych danych podczas dokonywania obliczeń. Wybranie właściwych struktur ma olbrzymie znaczenie dla wydajności implementacji. Pewne klasy algorytmów opierają się na logice rekursyjnej czy iteracyjnej i powinny korzystać z przystosowanych do tego struktur danych. Przykładowo algorytm rekurencyjny można łatwiej zaimplementować, z lepszą efektywnością, jeśli użyje się zagnieżdżonych struktur danych. W tym rozdziale omawiam struktury danych w kontekście algorytmów. Ponieważ w tej książce posługuję się Pythonem, skupiam się na strukturach danych dostępnych w tym języku, ale przedstawione tu pojęcia można z powodzeniem zastosować w innych językach, takich jak Java czy C++.


    Po przeczytaniu tego rozdziału powinieneś rozumieć, jak Python obsługuje złożone struktury danych i które z nich wybrać w zależności od specyfiki typu danych.


    Oto główne zagadnienia poruszane w tym rozdziale:


    
      	struktury danych w Pythonie,


      	struktury Series i DataFrame,


      	macierze i operacje na macierzach,


      	abstrakcyjne typy danych.

    


    Struktury danych w Pythonie


    W każdym języku programowania struktury danych służą do przechowywania złożonych danych i operowania na nich. W Pythonie struktury danych pełnią funkcję pojemników do zarządzania danymi, ich organizowania i wyszukiwania w sposób efektywny. Wykorzystuje się je do przechowywania grup danych, nazywanych kolekcjami, które powinny być przetwarzane razem. W Pythonie mamy do dyspozycji kilka ważnych struktur danych do przechowywania kolekcji. W tabeli 2.1 znajduje się ich zestawienie.


    Tabela 2.1. Struktury danych w Pythonie


    
      
        
        
        
      

      
        
          	
            Struktura danych

          

          	
            Opis

          

          	
            Przykład

          
        


        
          	
            Lista

          

          	
            Uporządkowana sekwencja elementów, którą można zagnieżdżać i modyfikować

          

          	
            ["Jan", 33,"Toruń", True]

          
        


        
          	
            Krotka

          

          	
            Uporządkowana sekwencja elementów, której nie można modyfikować

          

          	
            ('Czerwony','Zielony',

            'Niebieski','Żółty')

          
        


        
          	
            Słownik

          

          	
            Nieuporządkowana kolekcja par

            klucz – wartość

          

          	
            {'marka': 'Apple', 'kolor': 'czarny'}

          
        


        
          	
            Zbiór

          

          	
            Nieuporządkowana kolekcja elementów

          

          	
            {'a', 'b', 'c'}

          
        

      
    


    Każdej z nich poświęcę po jednej sekcji poniżej.


    Lista


    W Pythonie lista to podstawowy typ danych do przechowywania sekwencji elementów, które można modyfikować. Typy elementów przechowywanych na liście nie muszą być takie same.


    Aby stworzyć listę, należy objąć elementy danych nawiasem kwadratowym [], a każdy z nich oddzielić od kolejnego przecinkiem. Przykład poniżej przedstawia kod tworzący czteroelementową listę zawierającą różne typy:

    list_a = ["Jan", 33,"Toruń", True]



    print(list_a)



    ['Jan', 33, 'Toruń', True]




    Lista w Pythonie jest poręcznym sposobem tworzenia jednowymiarowej struktury danych, do której można dodawać dane na różnych etapach obliczeń algorytmu.


    Zastosowanie list


    Funkcje pomocnicze w strukturach danych ułatwiają zarządzanie danymi na listach.


    Spójrzmy, jak można z nich skorzystać:


    
      	
        Indeksowanie list. Pozycja elementu na liście jest deterministyczna, więc można korzystać z indeksu, by uzyskać dostęp do elementu zajmującego daną pozycję. Poniższy kod obrazuje właśnie tę koncepcję:
        bin_colors = ['Czerwony', 'Zielony', 'Niebieski', 'Żółty']




        Czteroelementową listę stworzoną w tym kodzie widać także na rysunku 2.1.
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        Rysunek 2.1. Czteroelementowa lista w Pythonie


        Teraz wykonamy ten kod:

        bin_colors[1]



        'Zielony'




        Zwróć uwagę, że indeksowanie w Pythonie rozpoczyna się od 0, co oznacza, że pierwszy indeks w każdej strukturze danych ma wartość 0. W związku z tym do wartości "Zielony", która jest drugim elementem, odnosimy się poprzez indeks 1, tj. bin_colors[1].

      


      	
        Wycinek listy. Możemy uzyskać podzbiór elementów listy poprzez wskazanie zakresu interesujących nas indeksów. W ten sposób powstaje wycinek. Poniższy kod przedstawia, jak zrobić to w praktyce:
        bin_colors[0:2]



        ['Czerwony', 'Zielony']



      

    


    Pamiętaj, że listy to jedne z najbardziej popularnych, jednowymiarowych struktur danych w Pythonie.


    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            Przy uzyskiwaniu wycinku listy podaje się dwie liczby — pierwszą, wskazującą początkowy indeks wycinka (łącznie), i drugą — wskazującą indeks końcowy (wyłącznie). Biorąc pod uwagę powyższy przykład, wyrażenie bin_colors[0:2] będzie zawierało bin_colors[0] i bin_colors[1], ale nie bin_colors[2]. Trzeba pamiętać o tym, korzystając z list w Pythonie, ponieważ wielu użytkowników tego języka skarży się na nieintuicyjność takiego zapisu.

          
        

      
    


    Przeanalizujmy poniższy fragment kodu:

    bin_colors=['Czerwony','Zielony','Niebieski','Żółty']



    bin_colors[2:]



    ['Niebieski', 'Żółty']



    bin_colors[:2]



    ['Czerwony', 'Zielony']




    Jeśli indeks początkowy nie jest jawnie podany, Python domyśli się, że chodzi o początek listy. Podobnie, gdy nie podamy indeksu końcowego — Python będzie wiedział, że interesuje nas koniec listy. Koncepcję tę ilustruje kod powyżej.


    
      	
        Indeksowanie ujemne. W Pythonie można posługiwać się ujemnymi indeksami, które liczone są od końca listy. Przedstawia to poniższy kod:
        bin_colors = ['Czerwony','Zielony','Niebieski','Żółty']



        bin_colors[:-1]



        ['Czerwony', 'Zielony', 'Niebieski']



        bin_colors[:-2]



        ['Czerwony', 'Zielony']



        bin_colors[-2:-1]



        ['Niebieski']



      

    


    Jest to szczególnie użyteczne, gdy nasz punkt odniesienia stanowi ostatni element listy, a nie pierwszy.


    
      	
        Zagnieżdżanie. Element listy może być dowolnego typu danych, co pozwala na zagnieżdżanie list. Otwiera to ważne możliwości przed algorytmami iteracyjnymi i rekursyjnymi.

        Przyjrzyj się poniższemu kodowi, który przedstawia listę w liście (zagnieżdżanie):

        a = [1,2,[100,200,300],6]



        max(a[2])



        300



        a[2][1]



        200



      


      	
        Iterowanie. Python umożliwia iterowanie po elementach listy za pomocą pętli for, co widać na poniższym przykładzie:
        for color_a in bin_colors:



            print(color_a + " kwadrat")



        Czerwony kwadrat 



        Zielony kwadrat



        Niebieski kwadrat



        Żółty kwadrat 



      

    


    Powyższy kod przechodzi przez każdy element listy i wyświetla jego wartość na ekranie. Teraz usuniemy ostatni element ze stosu za pomocą funkcji pop().


    Dodawanie i usuwanie elementów listy


    Przyjrzymy się metodom modyfikowania list za pomocą operacji dodawania i usuwania elementów.


    Dodawanie elementów za pomocą metody append()


    Aby dodać nowy element na końcu listy, należy użyć metody append(), która wstawia nowy element w najbliższym dostępnym miejscu w pamięci. Jeśli lista jest już pełna, Python rozszerza jej alokację pamięci, replikuje poprzednie elementy do tej nowej przestrzeni i dopiero wtedy wstawia kolejny element.

    bin_colors = ['Czerwony','Zielony','Niebieski','Żółty']



    bin_colors.append(Fioletowy')



    print(bin_colors)



    ['Czerwony','Zielony','Niebieski','Żółty','Fioletowy']




    Usuwanie elementów za pomocą metody pop()


    Aby wyjąć element z listy, w szczególności ostatni, można użyć metody pop(). Pobiera ona element o określonym indeksie (lub ostatni, jeśli nie zostanie podany indeks). Elementy, które znajdowały się za wyjętym elementem, zostają przesunięte, aby zachować ciągłość struktury w pamięci:

    bin_colors.pop()



    print(bin_colors)



    ['Czerwony','Zielony','Niebieski','Żółty']




    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            Zwróć uwagę, że nie podałem indeksu, więc metoda pop() usunęła ostatni element z tablicy, którym był kolor 'Fioletowy' dodany w poprzednim przykładzie.

          
        

      
    


    Funkcja range


    Dzięki funkcji range można łatwo wygenerować długą listę liczb. Używa się jej do automatycznego uzupełniania listy sekwencją liczb.


    Z funkcji tej korzysta się prosto. Możemy użyć jej, określając liczbę elementów, jaka jest nam potrzebna. Domyślne początkiem sekwencji będzie zero, a krok będzie wynosił jeden:

    x = range(4)



    for n in x:



      print(n)



    0 1 2 3




    Możemy także podać liczbę końcową i krok:

    odd_num = range(3,30,2)



    for n in odd_num:



      print(n)



    3 5 7 9 11 13 15 17 19 21 23 25 27 29




    Dzięki zastosowaniu funkcji range w sposób wskazany powyżej uzyskamy liczby nieparzyste od 3 do 29.


    Do iteracyjnego przeglądania list można używać funkcji for:

    for i in odd_num:



        print(i*100)



    300 500 700 900 1100 1300 1500 1700 1900 2100 2300 2500 2700 2900




    Za pomocą funkcji range() możemy wygenerować listę liczb losowych. Na przykład poniższy kod symuluje dziesięć rzutów kostką:

    import random



    dice_output = [random.randint(1, 6) for x in range(10)]



    print(dice_output)



    [6, 6, 6, 6, 2, 4, 6, 5, 1, 4]




    Czasowa złożoność obliczeniowa list


    Czasową złożoność różnych funkcji list można podsumować przy użyciu notacji dużego O następująco:


    
      	Wstawianie elementu. Wstawianie elementu na końcu listy zazwyczaj ma stałą czasową złożoność obliczeniową, którą oznacza się jako O(1). To znaczy, że czas wykonywania tej operacji jest mniej więcej taki sam niezależnie od rozmiaru listy.


      	Usuwanie elementu. W najgorszym przypadku operacja usuwania elementu z listy może mieć czasową złożoność obliczeniową O(n). Wynika to z tego, że w najbardziej pesymistycznej sytuacji program musi przejrzeć całą listę, aby usunąć wybrany element.


      	Tworzenie wycinków. Czasowa złożoność obliczeniowa operacji pobierania wycinka listy może być proporcjonalna do rozmiaru tego wycinka, a więc wynosi O(n).


      	Pobieranie elementu. Znalezienie elementu w liście bez użycia indeksu w najgorszym przypadku może wymagać przejrzenia wszystkich elementów tej listy, a więc czasowa złożoność obliczeniowa tej operacji wynosi O(n).


      	Kopiowanie. Utworzenie kopii listy wymaga jednorazowego dostępu do każdego jej elementu, a więc czasowa złożoność obliczeniowa tej operacji wynosi O(n).

    


    Krotka


    Drugą strukturą danych, która może posłużyć do przechowywania kolekcji, jest krotka. W przeciwieństwie do list krotki są niemutowalnymi strukturami danych (tylko do odczytu). Krotki obejmują kilka elementów otoczonych nawiasami okrągłymi ().


    Podobnie jak w przypadku listy, również elementy krotek mogą być różnych typów. Możliwe jest także przechowywanie w nich złożonych typów danych. Można zatem stworzyć krotkę krotek, co daje szansę zagnieżdżania struktur danych. Możliwość tworzenia zagnieżdżonych struktur jest szczególnie przydatna w kontekście algorytmów iteracyjnych i rekursywnych.


    Poniższy kod pokazuje, jak stworzyć krotkę:

    bin_colors=('Czerwony','Zielony','Niebieski','Żółty')



    print(f"Drugi second krotki jest {bin_colors[1]}")



    Drugi element krotki jest Zielony



    print(f"Elementy znajdujące się po trzecim elemencie to: {bin_colors[2:]}")



    Elementy znajdujące się po trzecim elemencie to: ('Niebieski', 'Żółty')



    # Zagnieżdżona krotka



    nested_tuple = (1,2,(100,200,300),6)



    print(f"Największa wartość wewnętrznej krotki to {max(nested_tuple[2])}")



    Największa wartość wewnętrznej krotki to 300




    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            Wszędzie, gdzie to możliwe, należy wybierać niemutowalne struktury danych (takie jak krotki), a nie mutowalne (takie jak listy) ze względu na wydajność. Zwłaszcza gdy mamy do czynienia z dużymi zbiorami danych, niemutowalne struktury danych są zauważalnie szybsze od mutowalnych. Kiedy struktura danych zostaje przekazana do funkcji jako niemutowalna, nie trzeba tworzyć jej kopii, ponieważ funkcja nie może jej zmienić. Zatem wynik może odnosić się do wejściowej struktury danych. Nazywa się to transparentnością referencyjną i wpływa pozytywnie na efektywność. Za możliwość zmieniania elementów listy przychodzi zapłacić, musimy więc dobrze zastanowić się, czy taka opcja jest potrzebna. W przeciwnym wypadku wybór powinien paść na implementację przy użyciu krotek tylko do odczytu, co będzie rozwiązaniem znacznie szybszym.

          
        

      
    


    Zwróć uwagę, że w powyższym kodzie a[2] odnosi się do trzeciego elementu, który jest krotką (100, 200, 300), ponieważ indeksowanie w Pythonie zaczyna się od zera. Z kolei a[2][1] odnosi się do drugiego elementu tej krotki, czyli 200.


    Czasowa złożoność obliczeniowa krotki


    Czasową złożoność obliczeniową różnych funkcji krotek można podsumować następująco (w notacji wielkiego O):


    
      	Dostęp do elementu. Krotki pozwalają na bezpośredni dostęp do swoich elementów przez indeksowanie. Ta operacja ma stałą złożoność obliczeniową O(1), co oznacza, że czas jej wykonywania jest taki sam niezależnie od rozmiaru struktury danych.


      	Tworzenie wycinków. Operacja pobierania wycinka krotki ma złożoność obliczeniową proporcjonalną do rozmiaru tego wycinka, a więc wynosi O(n).


      	Pobieranie elementu. Znalezienie elementu w krotce bez użycia indeksu w najgorszym przypadku może wymagać przejrzenia wszystkich elementów tej krotki, a więc czasowa złożoność obliczeniowa tej operacji wynosi O(n).


      	Kopiowanie. Utworzenie kopii krotki wymaga przejrzenia po kolei wszystkich elementów, a więc czasowa złożoność obliczeniowa tej operacji wynosi O(n).

    


    Słowniki i zbiory


    W tej sekcji opisuję zbiory i słowniki, czyli struktury używane do przechowywania danych, które nie mają konkretnego sposobu uporządkowania. Słowniki i zbiory są do siebie podobne, ale różnią się tym, że w słowniku przechowuje się pary klucz – wartość. Natomiast zbiór to kolekcja kluczy, które nie mogą się powtarzać.


    Przyjrzymy się im pojedynczo.


    Słowniki


    Przechowywanie par klucz – wartość jest niezwykle przydatne w algorytmach rozproszonych. W Pythonie kolekcje takich par przechowuje się w strukturze danych nazywanej słownikiem. Aby stworzyć słownik, należy wybrać klucz jako atrybut, który najlepiej sprawdzi się w funkcji identyfikatora danych w procesie ich przetwarzania. Ograniczeniem wartości kluczy jest to, że muszą być typu nadającego się do mieszania. Do mieszania nadają się takie typy obiektów, na których można wywoływać funkcję mieszającą generującą kod mieszający, który nie może się zmieniać przez cały czas swojego istnienia. Dzięki temu klucze się nie powtarzają i ich wyszukiwanie jest szybkie. Dobrym wyborem do użycia jako klucze słownika są wartości typów liczbowych i płaskich typów niezmiennych. Wartość może być elementem dowolnego typu, np. liczbą lub łańcuchem znaków. Python umożliwia także używanie złożonych typów danych, takich jak listy, jako wartości w słownikach. Możemy także tworzyć zagnieżdżone słowniki, jeśli wybierzemy słownik jako typ danych wartości.


    Aby stworzyć prosty słownik, który przypisuje kolor różnym zmiennym, musimy otoczyć parę klucz – wartość nawiasem klamrowym {}. W przykładzie poniżej tworzymy prosty słownik zawierający trzy pary klucz – wartość:

    bin_colors = {



       "kolor_ręczny" : "Żółty",



       "kolor_zaakceptowany" : "Zielony",



       "kolor_odmowny" : "Czerwony"



    }



    print(bin_colors)



    {'kolor_ręczny': 'Żółty', 'kolor_zaakceptowany': 'Zielony', 'kolor_odmowny': 'Czerwony'}




    Trzy pary klucz – wartość z powyższego kodu widzimy także na rysunku 2.2.


    [image: ]


    Rysunek 2.2. Pary klucz – wartość w prostym słowniku


    Przyjrzyjmy się w tej chwili, jak uzyskać dostęp do wartości danego klucza i jak ją zmienić:


    
      	Aby uzyskać dostęp do wartości odpowiadającej kluczowi, można skorzystać z metody get lub użyć klucza jako indeksu:
        bin_colors.get("kolor_zaakceptowany")



        'Zielony'



        bin_colors["kolor_zaakceptowany"]



        'Zielony'



      


      	Aby zmienić wartość odpowiadającą kluczowi, powinniśmy skorzystać z poniższego kodu:
        bin_colors["kolor_zaakceptowany"] = "Fioletowy"



        print(bin_colors)



        {'kolor_ręczny': 'Żółty', 'kolor_zaakceptowany': 'Fioletowy', 'kolor_odmowny': 'Czerwony'}



      

    


    Zwróć uwagę, że powyższy kod pokazuje Ci, jak zaktualizować wartość związaną z kluczem, który istnieje już w słowniku.


    Podczas iteracji przez słownik zazwyczaj potrzebne są zarówno klucze, jak i wartości. W Pythonie operację tę można wykonać za pomocą metody .items():

    for k,v in bin_colors.items():



        print(k,'->',v+' kolor')



    kolor_ręczny -> Żółty kolor



    kolor_zaakceptowany -> Fioletowy kolor



    kolor_odmowny -> Czerwony kolor




    Aby usunąć element ze słownika, użyjemy funkcji del:

    del bin_colors['kolor_zaakceptowany']



    print(bin_colors)



    {'kolor_ręczny': 'Żółty', 'kolor_odmowny': 'Czerwony'}




    Czasowa złożoność obliczeniowa słownika


    Poniżej znajduje się lista przedstawiająca czasową złożoność obliczeniową różnych operacji na słownikach w Pythonie:


    
      	Dostęp do wartości według klucza. Słowniki są stworzone do szybkiego wyszukiwania. Kiedy mamy klucz, to średnia złożoność obliczeniowa operacji dostępu do niej jest stała, czyli wynosi O(1). Nie dotyczy to tylko rzadkiego przypadku wystąpienia kolizji wartości mieszających.


      	Wstawianie pary klucz – wartość. Dodawanie nowej pary klucz – wartość to zazwyczaj bardzo szybka operacja o złożoności obliczeniowej O(1).


      	Usuwanie pary klucz – wartość. Usuwanie ze słownika pozycji o znanym kluczu ma średnią złożoność obliczeniową O(1).


      	Wyszukiwanie klucza. Dzięki mechanizmom mieszania złożoność obliczeniowa operacji sprawdzania istnienia klucza jest zazwyczaj stała — O(1). Jednak w najgorszym przypadku, szczególnie gdy wystąpi wiele kolizji wartości mieszających, może wynieść O(n).


      	Kopiowanie. Tworzenie duplikatu słownika wymaga przejrzenia wszystkich par klucz – wartość po kolei, w wyniku czego złożoność obliczeniowa tej operacji wynosi O(n).

    


    Zbiór


    Zbiór jest blisko spokrewniony ze słownikiem. Jest on nieuporządkowaną kolekcją elementów różnego typu. Jednym ze sposobów na zdefiniowanie zbioru jest umieszczenie wartości w nawiasie klamrowym {}. Przyjrzyjmy się poniższemu blokowi kodu:

    zielone = {'trawa', 'liście'}



    print(zielone)



    {'trawa', 'liście'}




    Cechą charakterystyczną zbiorów jest fakt, że przechowują one wyłącznie unikatowe elementy. Jeśli spróbujesz dodać do zbioru element, który już w nim jest, Python zignoruje takie żądanie, co widać poniżej:

    zielone = {'trawa', 'liście', 'liście'}



    print(zielone)



    {'trawa', 'liście'}




    Aby wyjaśnić, jakich operacji można na nich dokonywać, zdefiniujmy dwa przykładowe zbiory:


    
      	zbiór o nazwie żółte, który zawiera żółte rzeczy;


      	zbiór o nazwie czerwone, który zawiera czerwone rzeczy.

    


    Niektóre rzeczy mogą być wspólne dla tych dwóch zbiorów. Same zbiory i ich relację można przedstawić za pomocą diagramu Venna pokazanego na rysunku 2.3.
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    Rysunek 2.3. Diagram Venna pokazujący sposób przechowywania elementów w zbiorach


    Jeśli chcemy zaimplementować te dwa zbiory w Pythonie, kod będzie wyglądał następująco:

    żółte = {"słońce", "tulipany", "liście"}



    czerwone = {"tulipany", "krew", "róże", "liście"}




    Poniższy kod przedstawia operacje możliwe na zbiorach w Pythonie:

    print(f"Suma zbiorów rzeczy żółtych i czerwonych to {żółte|czerwone}")



    Suma zbiorów rzeczy żółtych i czerwonych to {liście, krew, słońce, tulipany, róże}



    print(f"Część wspólna zbiorów rzeczy żółtych i czerwonych to {yellow&red}")



    Część wspólna zbiorów rzeczy żółtych i czerwonych to {'tulipany', 'liście'}




    Jak widać na tym przykładzie, zbiory w Pythonie umożliwiają takie operacje jak unie i intersekcje. Jak wiadomo, operacja unii łączy wszystkie elementy obu zbiorów, a intersekcja zwróci tylko elementy znajdujące się w obu zbiorach. Zapamiętaj więc:


    
      	dzięki żółte|czerwone uzyskamy unię dwóch zdefiniowanych uprzednio zbiorów,


      	dzięki żółte&czerwone uzyskamy część wspólną tych zbiorów.

    


    Jako że zbiory są nieuporządkowane, ich elementy nie mają indeksów. To oznacza, że nie możemy się do nich odwoływać.


    Zbiór elementów możemy przejrzeć za pomocą pętli:

    for x in żółte:



        print(x)



    słońce



    tulipany



    liście




    Za pomocą słowa kluczowego in możemy też sprawdzić, czy dana wartość znajduje się w zbiorze.

    print("liście" in żółte)



    True




    Czasowa złożoność obliczeniowa zbiorów


    Poniższa tabela przedstawia czasową złożoność obliczeniową operacji na zbiorach.


    
      
        
        
      

      
        
          	
            Operacja

          

          	
            Złożoność obliczeniowa

          
        


        
          	
            Dodanie elementu

          

          	
            O(1)

          
        


        
          	
            Usunięcie elementu

          

          	
            O(1)

          
        


        
          	
            Kopiowanie

          

          	
            O(n)

          
        

      
    


    Kiedy użyć słownika, a kiedy zbioru


    Powiedzmy, że szukamy struktury danych do przechowywania książki telefonicznej, w której będziemy zapisywać numery telefonów pracowników firmy. W tym przypadku odpowiednią strukturą danych będzie słownik. Nazwiska pracowników będą kluczami, a numery telefonów — wartościami.

    employees_dict = {



        "Irena Kowalska": "555-555-5555",



        "Jan Nowak": "212-555-5555",



    }




    Gdybyśmy jednak chcieli przechowywać tylko imiona i nazwiska pracowników bez możliwości ich powtarzania się, użylibyśmy zbioru:

    employees_set = {



        "Irena Kowalska",



        "Jan Nowak"



    }




    Struktury danych Series i DataFrame


    Przetwarzanie danych to jedna z podstawowych czynności wykonywanych przez większość algorytmów. W Pythonie dane są zazwyczaj przetwarzane przez różne funkcje i struktury danych dostępne w bibliotece pandas.


    W tej sekcji przyglądam się dwóm ważnym strukturom danych z tej biblioteki, których będziemy używać do implementacji różnych algorytmów w dalszej części tej książki:


    
      	Series: jednowymiarowa tablica wartości


      	DataFrame: dwuwymiarowa struktura do przechowywania danych tabelarycznych

    


    Najpierw przyjrzymy się strukturze Series.


    Series


    Jeśli chodzi o bibliotekę pandas, Series jest jednowymiarową tablicą wartości jednego typu. Można ją porównać do pojedynczej kolumny w arkuszu kalkulacyjnym, która zawiera różne wartości jednej zmiennej.


    Przykładowa definicja struktury typu Series:

    import pandas as pd



    person_1 = pd.Series(['Jan',"Mężczyzna",33,True])



    print(person_1)



    0 Jan



    1 Mężczyzna



    2 33



    3 True



    dtype: object




    Ze strukturami danych opartymi na strukturze Series w bibliotece pandas wiąże się pojęcie osi, które oznacza reprezentację sekwencji wartości w określonym wymiarze. Struktura Series ma tylko oś 0, ponieważ ma tylko jeden wymiar. W następnej sekcji zobaczysz, jak koncepcja ta ma się do struktur danych o nazwie DataFrame.


    DataFrame


    DataFrame (ramka danych) to bazująca na strukturze Series struktura danych reprezentująca dwuwymiarowe dane tabelaryczne. Wykorzystuje się ją do przetwarzania tradycyjnych, ustrukturyzowanych danych. Przyjrzyjmy się poniższej tabeli:


    
      
        
        
        
        
      

      
        
          	
            ID

          

          	
            Imię

          

          	
            Wiek

          

          	
            Decyzja

          
        


        
          	
            1

          

          	
            Fares

          

          	
            32

          

          	
            True

          
        


        
          	
            2

          

          	
            Elena

          

          	
            23

          

          	
            False

          
        


        
          	
            3

          

          	
            Steven

          

          	
            40

          

          	
            True

          
        

      
    


    Przedstawmy teraz zawarte w niej dane za pomocą ramki danych.


    Prostą ramkę można stworzyć za pomocą poniższego kodu:

    employees_df = pd.DataFrame([



        ['1', 'Fares', 32, True],



        ['2', 'Elena', 23, False],



        ['3', 'Steven', 40, True]])



    employees_df.columns = ['id', 'imię', 'wiek', 'decyzja']



    print(employees_df)



      id    imię  wiek  decyzja



    0  1   Fares    32     True



    1  2   Elena    23    False



    2  3  Steven    40     True




    W powyższym kodzie zmienna df.columns to lista określająca nazwy kolumn. W strukturze DataFrame pojedyncza kolumna lub pojedynczy wiersz nazywają się osiami.


    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            Ramki danych są popularnym sposobem implementowania tabelarycznych struktur danych także w innych językach programowania. Do przykładów należą R i framework Apache Spark.

          
        

      
    


    Tworzenie podzbioru ramki danych


    Zasadniczo istnieją dwa główne sposoby stworzenia podzbioru ramki danych:


    
      	wybór kolumn,


      	wybór wierszy.

    


    Przeanalizujmy każdy z nich.


    Wybór kolumn


    W algorytmach uczenia maszynowego dobór właściwego zbioru cech jest niezwykle ważnym zadaniem. Spośród wszystkich cech, jakie mamy do dyspozycji, nie wszystkie mogą być konieczne na danym etapie algorytmu. W Pythonie dobór cech precyzujemy za pomocą wyboru kolumn, na czym skupia się ta sekcja.


    Do kolumny można uzyskać dostęp poprzez jej nazwę, tak jak widać poniżej:

    df[[imię,'wiek']]



         imię  wiek



    0   Fares    32



    1   Elena    23



    2  Steven    40




    Pozycja kolumny w ramce danych jest deterministyczna, więc dostęp do niej można uzyskać także poprzez wskazanie indeksu kolumny:

    df.iloc[:,3]



    0     True



    1    False



    2     True




    W powyższym kodzie uzyskujemy dostęp do wszystkich wartości w kolumnie o indeksie 3.


    Wybór wierszy


    Każdy wiersz w ramce danych odpowiada poszczególnemu punktowi danych w dziedzinie Twojego problemu. Potrzebujemy możliwości wyboru wierszy, by tworzyć podzbiory elementów danych w dziedzinie problemu. Taki podzbiór można wyznaczyć na dwa sposoby:


    
      	poprzez wskazanie pozycji,


      	poprzez wskazanie filtru.

    


    Podzbiór wierszy uzyskany w wyniku wskazania pozycji stworzymy następująco:

    df.iloc[1:3,:]



      id    imię  wiek  decyzja



    1  2   Elena    23    False



    2  3  Steven    40     True




    Taki kod zwróci drugi i trzeci wiersz oraz wszystkie kolumny. Została w nim użyta metoda iloc, która umożliwia dostęp do elementów po indeksach liczbowych.


    Aby stworzyć podzbiór w oparciu o filtr, musimy użyć co najmniej jednej kolumny jako kryterium wyboru. Przy użyciu tego podejścia możemy stworzyć następujący podzbiór:

    df[df.wiek > 30]



      id    imię  wiek  decyzja



    0  1   Fares    32     True



    2  3  Steven    40     True



    df[(df.wiek > 35) & (df.decyzja == True)]



      id    imię  wiek  decyzja



    2  3  Steven    40     True




    Powyższy kod tworzy podzbiory wierszy, które spełniają warunki wskazane w filtrze.


    Analiza czasowej złożoności obliczeniowej zbiorów


    Przyjrzymy się złożoności obliczeniowej niektórych podstawowych operacji na strukturach DataFrame.


    
      	Operacje wyboru

        
          	
            Wybór kolumny: dostęp do kolumny ramki danych, często odbywający się za pośrednictwem notacji z nawiasem lub kropką (dla nazw kolumn bez spacji) ma złożoność obliczeniową O(1).

            Pozwala to na szybkie odnoszenie się do danych bez kopiowania.

          


          	Wybór wiersza: operacja wyboru wierszy za pomocą takich metod, jak .loc[] i .iloc[], w szczególności z użyciem wycinków, ma złożoność obliczeniową O(n), gdzie n jest liczbą wierszy, do których uzyskujemy dostęp.

        

      


      	Operacje wstawiania

        
          	Wstawianie kolumn: dodanie nowej kolumny do ramki danych ma zazwyczaj złożoność obliczeniową O(1). Jednak rzeczywisty czas operacji może się różnić w zależności od typu i rozmiaru wstawianych danych.


          	Wstawianie wierszy: operacja dodawania wierszy za pomocą takich metod jak .append() lub .concat() może mieć złożoność obliczeniową O(n), ponieważ często wymaga przemieszczeń i realokacji elementów.

        

      


      	Operacje usuwania

        
          	Usuwanie kolumn: operacja usunięcia kolumny z ramki danych za pomocą metody .drop() ma złożoność obliczeniową O(1). Nie usuwa ona kolumny od razu, tylko powoduje oznaczenie jej do usunięcia przez system usuwania nieużytków.


          	Usuwanie wierszy: podobnie jak wstawianie wierszy, operacja usuwania wierszy może mieć złożoność obliczeniową O(n), ponieważ ramka danych musi przearanżować swoją strukturę.

        

      

    


    Macierz


    Macierz to dwuwymiarowa struktura danych ze stałą liczbą kolumn i wierszy. Do dowolnego elementu macierzy można dostać się poprzez wskazanie kolumny i wiersza.


    W Pythonie macierze można tworzyć za pomocą metody array z modułu numpy lub z list. Konstrukcje modułu numpy są znacznie szybsze, ponieważ są homogenicznymi kolekcjami elementów przechowywanych w ciągłym obszarze pamięci. Poniżej znajduje się przykładowy kod tworzący macierz z tablicy numpy:

    import numpy as np



    matrix_1 = np.array([[11, 12, 13], [21, 22, 23], [31, 32, 33]])



    print(matrix_1)



    [[11 12 13]



     [21 22 23]



     [31 32 33]]



    print(type(matrix_1))



    <class 'numpy.ndarray'>




    Powyższy kod utworzy macierz o trzech kolumnach i trzech wierszach.


    Operacje na macierzach


    Macierze umożliwiają wiele operacji do przetwarzania danych. Spróbujmy dla przykładu dokonać transpozycji powyższej macierzy. Skorzystamy z funkcji transpose(), która zamieni kolumny na wiersze, a wiersze na kolumny:

    print(matrix_1.transpose())



    array([[11, 21, 31],



           [12, 22, 32],



           [13, 23, 33]])




    Operacje na macierzach są często wykorzystywane w pracy z danymi multimedialnymi.


    Notacja dużego O i macierze


    Podczas analizy efektywności operacji notacja dużego O daje ogólne rozeznanie w kwestii jej zmian zależnie od rozmiaru danych.


    
      	Dostęp: dostęp do elementu, zarówno do listy Pythona, jak i tablicy z modułu numpy, ma stałą złożoność obliczeniową O(1). Jest tak, ponieważ dzięki indeksowi możemy odwoływać się do elementów bezpośrednio.


      	Dodawanie na końcu: dodawanie elementu na końcu listy w Pythonie w średnim przypadku ma złożoność obliczeniową O(1). Jednak w tablicach z modułu numpy w najgorszym przypadku operacja ta ma złożoność obliczeniową O(n), ponieważ jeśli zabrakuje ciągłego miejsca, cała tablica musi zostać skopiowana w nowe miejsce w pamięci.


      	Mnożenie macierzy: w tym przypadku struktura z modułu numpy sprawdza się najlepiej. Mnożenie macierzy może być bardzo wymagające. Tradycyjne metody mają czasową złożoność obliczeniową rzędu O(n3) dla macierzy n×n. Natomiast numpy ma zoptymalizowane algorytmy, takie jak algorytm Strassen, które znacznie przyspieszają wykonywanie 
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