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    O autorze
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    O recenzentach


    Surendra Pepakayala jest twórcą profesjonalnego oprogramowania, z ponad 20-letnim doświadczeniem zdobywanym podczas pracy w USA i Indiach. Ma na swoim koncie wiele aplikacji dla biznesu różnej skali, od startupów do międzynarodowych korporacji. Świadczy usługi konsultingowe dla małych i średnich firm, pomagając im w wykorzystywaniu nowoczesnych technologii — chmur, data science, uczenia maszynowego, sztucznej inteligencji — jako narzędzi zwiększających konkurencyjność na rynku. Zasiada ponadto w ciałach doradczych wielu organizacji technologicznych. Może się poszczycić prestiżowymi certyfikatami, między innymi TOGAF, CRISC i CGEIT.


    Jen Stirrup jest strategiem i technologiem danych, posiadaczką tytułów Microsoft Most Valuable Professional (MVP) i Microsoft Regional Director, aktywną członkinią społeczności technicznej, lektorką, blogerką i autorką. Jest założycielką firmy Data Relish, dostarczającej rozwiązania z zakresu inteligencji biznesowej i sztucznej inteligencji dla klientów na całym świecie. Często gości w programach BBC jako ekspertka w temacie analizy danych.

  


  
    Przedmowa


    Data science to dyscyplina naukowa łącząca w sobie uczenie maszynowe, statystykę i eksplorację danych (ang. data mining), a jej celem jest wydobywanie nowej wiedzy z istniejących danych, poprzez stosowanie odpowiednich algorytmów i analizy statystycznej. W tej książce opisuję szczegółowo siedem najważniejszych algorytmów tej kategorii. Każdy rozdział rozpoczyna się od przedstawienia koncepcji leżącej u podstaw opisywanego algorytmu i zilustrowania tej koncepcji na prostym przykładzie; w dalszej części następują bardziej rozbudowane przykłady i ćwiczenia, służące poszerzeniu wiedzy na temat konkretnego typu analiz.


    Do kogo kierujemy tę książkę?


    Ta książka przeznaczona jest dla Czytelników dążących do zbudowania solidnej wiedzy w zakresie data science; dla jej zrozumienia pożądane jest pewne doświadczenie w programowaniu w języku Python oraz podstawowa wiedza z zakresu statystyki. Publikacja powinna okazać się szczególnie użyteczna dla programistów, którzy zaimplementowali już jeden czy dwa algorytmy data science i chcieliby poszerzyć swe umiejętności w tym zakresie.


    Co zawiera ta książka?


    Rozdział 1. — „Klasyfikacja na podstawie najbliższego sąsiedztwa” — poświęcony jest klasyfikowaniu danych w oparciu o poszukiwanie k najbardziej podobnych elementów.


    Rozdział 2. — „Naiwny klasyfikator bayesowski” — to omówienie zastosowania twierdzenia Bayesa do obliczania prawdopodobieństw związanych z danymi należącymi do konkretnej klasy.


    Treścią rozdziału 3. — „Drzewa decyzyjne” — jest organizacja kryteriów podejmowania decyzji w postaci gałęzi drzewa decyzyjnego i wykorzystywanie go do przyporządkowywania elementów danych do klas reprezentowanych przez jego liście.


    W rozdziale 4. — „Lasy losowe” — rozważana jest problematyka klasyfikowania danych w oparciu o zespół („las”) drzew decyzyjnych, w celu poprawienia dokładności algorytmu poprzez redukowanie negatywnego wpływu polaryzacji.


    Rozdział 5. — „Klasteryzacja” — poświęcony jest klastrowaniu danych, czyli ich podziałowi w celu identyfikowania wzorców i podobieństw między elementami, a także wykorzystywania tych wzorców do klasyfikowania owych danych.


    Tematyką rozdziału 6., zatytułowanego „Analiza regresji”, jest przewidywanie wartości nieznanych elementów danych za pomocą prostej funkcji ujmującej zależność między tymi elementami.


    W rozdziale 7. — „Analiza szeregów czasowych” — opisuję zastosowanie szeregów czasowych do identyfikowania trendów i wzorców powtarzających się w czasie, czyli między innymi do prognozowania cen akcji, kursu bitcoinów i innych interesujących zdarzeń.


    Czytelnicy, którzy chcieliby usystematyzować swoją wiedzę o języku Python, znajdą w dodatku A krótkie kompendium obejmujące podstawowe konstrukcje, polecenia i funkcje tego języka.


    Wyjaśnienie podstawowych pojęć z zakresu statystyki znajduje się w dodatku B.


    Kończący książkę dodatek C to słownik zawierający opis najważniejszych algorytmów i metod z dziedziny data science i uczenia maszynowego.


    Jak najlepiej wykorzystać tę książkę?


    Rzeczywista wartość każdej wiedzy uwidacznia się w jej przydatności do rozwiązywania konkretnych problemów. Pomny tej prawidłowości, na zakończenie każdego z rozdziałów zamieszczam kilka zadań problemowych, reprezentatywnych dla treści danego rozdziału. Z kolei umiejętność rzeczywistego rozwiązania problemu przekłada się na zdolność jego zaprogramowania — lub przynajmniej zrozumienia gotowego programu. Zachęcam więc do uruchamiania kodu w języku Python dołączonego do niniejszej książki. Python dostępny jest w wersjach dla różnych systemów operacyjnych; ja uruchamiałem wspomniane programy w Linuksie, z poziomu wiersza poleceń.


    Kod przykładowych programów


    W zasobach Wydawnictwa Helion, pod adresem ftp://ftp.helion.pl/przyklady/aldas2.zip, dostępne są pliki zawierające polską wersję kodu przykładowych programów prezentowanych w niniejszej książce.


    Kod oryginalny znajduje się w repozytorium GitHub, pod adresem https://github.com/PacktPublishing/Data-Science-Algorithms-in-a-Week-Second-Edition. Jest aktualizowany przez autorów.


    Konwencje typograficzne stosowane w książce


    Dla lepszej czytelności zastosowaliśmy w tekście książki następujące konwencje stylistyczne.


    Czcionką o stalej szerokości wypisujemy cytowane w głównym tekście fragmenty kodu, nazwy tabel baz danych i treści wprowadzane przez użytkownika. (Na przykład: „To właśnie jest przyczyną tego, że tabele Factor1 i Factor2 skorelowane są z tabelą Coeff poprzez swoje pola CoeffID”).


    Wydzielone bloki kodu zapisujemy następująco:

     def dic_key_count(dic, key):



     if key is None:



     return 0



     if dic.get(key, None) is None:



     return 0



     else:



     return int(dic[key])




    Dla zwrócenia szczególnej uwagi na określone fragmenty kodu, wyróżniamy je za pomocą pogrubienia:

     def construct_general_tree(verbose, heading, complete_data,



     enquired_column, m):



     available_columns = []



     for col in range(0, len(heading)):



     if col != enquired_column:




    Wiersze poleceń wpisywane na ekranie poprzedzamy znakiem zachęty (promptu):

     $ python naive_bayes.py chess.csv




    Pogrubieniem zaznaczmy w tekście nową terminologię i fragmenty wymagające szczególnej uwagi.


    Wskazówki i ostrzeżenia zapisujemy czcionką bezszeryfową:


    
      Ostrzeżenie, wskazówka lub ważna uwaga.

    

  


  
    Rozdział 1.

    Klasyfikacja na podstawie najbliższego sąsiedztwa


    Algorytm najbliższego sąsiedztwa dokonuje klasyfikacji elementów danych na podstawie ich sąsiadów. Klasa instancji danych określona przez algorytm k najbliższych sąsiadów (ang. k-nearest neighbors, w skrócie k-NN) jest klasą o najwyższej reprezentacji wśród k sąsiadów położonych najbliżej w sensie przyjętej metryki.


    W tym rozdziale wyjaśniam szczegółowo:


    [image: ] jak zaimplementować podstawową wersję algorytmu k-NN — na przykładzie subiektywnego odczuwania temperatury;


    [image: ] jak wybierać właściwą wartość k, by algorytm działał prawidłowo i dawał wyniki o dużej dokładności— na podstawie mapy Włoch;


    [image: ] jak przeskalowywać wartości w celu przygotowania ich jako dane wejściowe do algorytmu k-NN — na przykładzie domniemania własności nieruchomości;


    [image: ] jak definiować właściwą metrykę wyznaczającą odległości między punktami danych;


    [image: ] jak eliminować nieistotne wymiary z wysokowymiarowych przestrzeni w celu zapewnienia dokładności wyników algorytmu — na przykładzie klasyfikacji tekstu.


    Subiektywne odczuwanie temperatury


    Załóżmy, że pewna sympatyczna Marysia subiektywnie odczuwa zimno przy temperaturze 10°C, lecz 25°C oznacza dla niej ciepło. Jakie będzie jej subiektywne odczucie w kategoriach „zimno-ciepło” w pokoju o temperaturze 22°C? Intuicyjnie, ponieważ temperatura 22°C jest wyraźnie bliższa 25°C niż 10°C — innymi słowy: bliżej jej do „prawego” niż „lewego” sąsiada — zgodnie z algorytmem 1-NN wspomniany pokój będzie wydawać się Marysi pokojem ciepłym.


    Skomplikujmy nieco ów prosty przykład. Wiemy wszyscy, chociażby z prognoz pogody, że na subiektywne odczuwanie ciepła-zimna istotny wpływ ma, oprócz fizycznej temperatury powietrza, kilka innych czynników, między innymi prędkość wiatru. Po uwzględnieniu tejże Marysia skłonna jest klasyfikować swe odczucia zgodnie z tabelą 1.1.


    Tabela 1.1. Subiektywne odczuwanie temperatury


    
      
        
        
        
      

      
        
          	
            Temperatura w °C

          

          	
            Prędkość wiatru w km/h

          

          	
            Subiektywne odczucie

          
        


        
          	
            10

          

          	
            0

          

          	
            Zimno

          
        


        
          	
            25

          

          	
            0

          

          	
            Ciepło

          
        


        
          	
            15

          

          	
            5

          

          	
            Zimno

          
        


        
          	
            20

          

          	
            3

          

          	
            Ciepło

          
        


        
          	
            18

          

          	
            7

          

          	
            Zimno

          
        


        
          	
            20

          

          	
            10

          

          	
            Zimno

          
        


        
          	
            22

          

          	
            5

          

          	
            Ciepło

          
        


        
          	
            24

          

          	
            6

          

          	
            Ciepło

          
        

      
    


    W układzie graficznym zależności te prezentują się tak, jak na rysunku 1.1:


    [image: 008_1]


    Rysunek 1.1. Subiektywne odczuwanie zimna i ciepła w zależności od rzeczywistej temperatury i prędkości wiatru


    Stosując ponownie algorytm 1-NN spróbujmy wydedukować subiektywne odczucie Marysi przy temperaturze 16°C i wietrze wiejącym z prędkością 3 km/h (rysunek 1.2):


    [image: 008_2]


    Rysunek 1.2. Niewiadomy punkt podlegający klasyfikacji


    Do określenia odległości między dwoma punktami N1 = (x1, y1) i N2 = (x2, y2) użyjemy tzw. metryki Manhattanu, zdefiniowanej następująco:


    dMan = |x1 – x2| + |y1 – y2|


    Na rysunku 1.3 badany punkt (16°C, 3 km/h) oznaczony jest znakiem zapytania, a jego sąsiadów oznaczono liczbami wyrażającymi odległość od niego według metryki dMan.


    [image: 010]


    Rysunek 1.3. Najbliższe sąsiedztwo badanego punktu


    Spośród punktów jawnie wymienionych przez Marysię, najbliższym punktu badanego (w sensie odległości dMan) jest punkt (15°C, 5 km/h) subiektywnie sklasyfikowany jako „zimny”. Jest odległy od badanego punktu o 3 jednostki; najbliższy subiektywnie „zimny” punkt odległy jest od badanego o 4 jednostki. Zgodnie z algorytmem 1-NN decydujący jest sąsiad położony bliżej, czyli „zimny” punkt odległy od badanego o 3 jednostki. Ergo — przy temperaturze 16°C i wietrze 3 km/h Marysia będzie odczuwała zimno.


    Opisaną procedurę klasyfikacyjną można zastosować do każdego punktu diagramu, otrzymując kompletny wykres, jak na rysunku 1.4.


    [image: 011]


    Rysunek 1.4. Wynik klasyfikacji punktów


    Co jednak począć w sytuacji, gdy najbliższy badanemu punkt „zimny” znajduje się w tej samej odległości, co najbliższy punkt „ciepły”? Na naszym wykresie takim punktem jest na przykład punkt (20°C, 6 km/h). Konieczne staje się wówczas określenie dodatkowych kryteriów, na przykład zasad pierwszeństwa jednej klasy przed drugą, czy nawet rezygnacja z klasyfikowania takich „granicznych” punktów — wszystko to jest specyfiką konkretnego problemu i konkretnej implementacji algorytmu.


    Implementacja algorytmu k najbliższych sąsiadów


    Opisana metoda zaimplementowana została w postaci programu w języku Python. Główny plik programu — knn_to_data.py — znajduje się w katalogu temperature_preferences wewnątrz pakietu przykładowych programów dostępnego do pobrania z witryny Wydawnictwa Helion; tam też znajdują się pliki z przykładowymi danymi. Na listingu 1.1 przedstawiam najważniejsze fragmenty wspomnianego programu, w dalszej części rozdziału zaprezentuję jego moduł odpowiedzialny za wizualizację dokonanej klasyfikacji.


    Listing 1.1. Implementacja algorytmu k-NN w języku Python

     # knn_to_data.py



     # Implementacja algorytmu knn



     # Plik wejściowy jest plikiem tekstowym, którego każda linia zawiera dwie pozycje:



     # temperaturę (w st. Celsjusza),



     # prędkość wiatru w km/h



     




     import sys



     sys.path.append(‘..’)



     sys.path.append(‘../../common’)



     import knn # noqa



     import common # noqa



     




     # Początek programu



     # Np. „temperature_preferences.data”



     input_file = sys.argv[1]



     # Np. “temperature_preferences_completed.data”



     output_file = sys.argv[2]



     k = int(sys.argv[3])



     x_from = int(sys.argv[4])



     x_to = int(sys.argv[5])



     y_from = int(sys.argv[6])



     y_to = int(sys.argv[7])



     




     data = common.load_3row_data_to_dic(input_file)



     new_data = knn.knn_to_2d_data(data, x_from, x_to, y_from, y_to, k)



     common.save_3row_data_from_dic(output_file, new_data)



     




     # common\common.py



     # *** Biblioteka wspólnych programów i funkcji ***



     def dic_inc(dic, key):



        if key is None:



           pass



        if dic.get(key, None) is None:



           dic[key] = 1



        else:



           dic[key] = dic[key] + 1



     




     # knn.py



     # *** Biblioteka funkcji implementujących algorytm knn ***



     




     # Resetuje liczniki sąsiadów i grup klas dla wybranego punktu



     def info_reset(info):



        info[‘nbhd_count’] = 0



        info[‚class_count’] = {}



     




     # Znajduje klasę sąsiada o współrzędnych (x, y)



     # Jeśli klasa ta jest znana, sąsiad jest uwzględniany



     




     def info_add(info, data, x, y):



        group = data.get((x, y), None)



        common.dic_inc(info[‘class_count’], group)



        info[‘nbhd_count’] += int(group is not None)



     




     # Stosuje algorytm k-NN do danych dwuwymiarowych, uwzględniając k najbliższych



     # sąsiadów według metryki Manhattan.



     # Współrzędne pełnią w słowniku rolę kluczy, wartościami są klasy.



     # Współrzędne (x, y) mieszczą się w zakresie [x_from, x_to] ... [y_from, y_to].



     




     def knn_to_2d_data(data, x_from, x_to, y_from, y_to, k):



        new_data = {}



        info = {}



        # Przejdź przez wszystkie możliwe współrzędne



        for y in range(y_from, y_to + 1):



           for x in range(x_from, x_to + 1):



              info_reset(info)



              # Uwzględnij liczbę sąsiadów dla każdej grupy klas i dla każdej



              # odległości, począwszy od 0 aż do znalezienia co najmniej



              # k sąsiadów o znanej klasie



              for dist in range(0, x_to - x_from + y_to - y_from):



                 # Uwzględnij sąsiadów oddalonych o „dist” od badanego



                 # punktu (x, y)



                 if dist == 0:



                    info_add(info, data, x, y)



                 else:



                    for i in range(0, dist + 1):



                       info_add(info, data, x - i, y + dist - i)



                       info_add(info, data, x + dist - i, y - i)



                    for i in range(1, dist):



                       info_add(info, data, x + i, y + dist - i)



                       info_add(info, data, x - dist + i, y - i)



                 # Ponieważ wiele punktów może być jednakowo odległych od badanego punktu (x, y)



                 # możemy mieć więcej niż k najbliższych sąsiadów.



                 # Gdy ich liczba osiągnie lub przekroczy k, przerywamy pętlę



                        if info[‘nbhd_count’] >= k:



                    break



              class_max_count = None



              # Wybierz klasę o największym liczniku sąsiadów



              # spośród k najbliższych sąsiadów



                 for group, count in info[‘class_count’].items():



                    if group is not None and (class_max_count is None or



                       count > info[‘class_count’][class_max_count]):



                         class_max_count = group



              new_data[x, y] = class_max_count



     return new_data




    Dane wejściowe


    Plik danych wejściowych do opisywanego programu — temperature_preferences.data — jest plikiem tekstowym, którego poszczególne wiersze odpowiadają punktom danych o znanych klasach. Każdy wiersz zawiera kolejno trzy elementy: temperaturę w stopniach Celsjusza, prędkość wiatru w km/h i nazwę klasy reprezentującej subiektywne odczucie („zimno” albo „ciepło”). Zgodnie z deklaracją Marysi, zawartość tego pliku jest następująca:

     10 0 zimno



     25 0 ciepło



     15 5 zimno



     20 3 ciepło



     18 7 zimno



     20 10 zimno



     22 5 ciepło



     24 6 ciepło




    Wynik klasyfikacji


    Program, uruchomiony za pomocą polecenia

     $ python knn_to_data.py temperature_preferences.data 



     temperature_preferences_completed.data 1 5 30 0 10




    wykonał, za pomocą algorytmu k-NN dla k = 1, klasyfikację dla punktów o temperaturze zmieniającej się od 5 do 30 z krokiem 1 i dla prędkości wiatru zmieniającej się od 0 do 10 z krokiem 1, czyli dla (30–5+1) × (10–0+1) = 286 punktów. Wynik klasyfikacji zapisany został w pliku tekstowym temperature_preferences_completed.data. Pracując w Linuksie, za pomocą polecenia wc możemy się przekonać, że plik istotnie zawiera 286 wierszy, a stosując polecenie head możemy wyświetlić 10 początkowych:

     $ wc -l temperature_preferences_completed.data



     286 temperature_preferences_completed.data



     $ head -10 temperature_preferences_completed.data



     7 3 zimno



     6 9 zimno



     12 1 zimno



     16 6 zimno



     16 9 zimno



     14 4 zimno



     13 4 zimno



     19 4 ciepło



     18 4 zimno



     15 1 zimno




    (W Windows możemy użyć dowolnego programu zapewniającego numerowanie wierszy, na przykład edytora PsPad).


    Wizualizacja


    Wyniki klasyfikacji mogą zostać wyświetlone w postaci diagramu, utworzonego przy użyciu biblioteki matplotlib. Służy do tego program temperature_preferences_draw_graph.py, widoczny na listingu 1.2, wywoływany bez parametrów (nazwa pliku wejściowego temperature_preferences_completed.data jest ustalona w kodzie programu).


    Listing 1.2. Prezentacja wyników klasyfikacji przy użyciu biblioteki matplotlib

     # common/common.py



     # Zwraca słownik złożony z trzech list, zawierających:



     # 1. Współrzędne x punktów



     # 2. Współrzędne y punktów



     # 3. Kolory wyświetlania punktów (w postaci numerycznej)



     def get_x_y_colors(data):



        dic = {}



        dic[‘x’] = [0] * len(data)



        dic[‘y’] = [0] * len(data)



        dic[‘colors’] = [0] * len(data)



        for i in range(0, len(data)):



           dic[‘x’][i] = data[i][0]



           dic[‘y’][i] = data[i][1]



           dic[‘colors’][i] = data[i][2]



        return dic



     




     # temperature_preferences_draw_graph.py



     import sys



     sys.path.append(‘../../common’) # noqa



     import common



     import numpy as np



     import matplotlib.pyplot as plt



     import matplotlib.patches as mpatches



     import matplotlib



     matplotlib.style.use(‘ggplot’)



     




     data_file_name = ‘temperature_preferences_completed.data’



     temp_from = 5



     temp_to = 30



     wind_from = 0



     wind_to = 10



     




     data = np.loadtxt(open(data_file_name, ‘r’),



                       dtype={‘names’: (‘temperature’, ‘wind’, ‘perception’),



                              ‚formats’: (‚i4’, ‚i4’, ‚S4’)})



     




     # Przyporządkowanie kolorów wyświetlania do poszczególnych klas



     for i in range(0, len(data)):



         if data[i][2] == ‘zimno’:



             data[i][2] = ‘blue’



         elif data[i][2] == ‘ciepło’:



             data[i][2] = ‘red’



         else:



             data[i][2] = ‚gray’



     




     # Konwersja tablicy na format wyświetlania



     data_processed = common.get_x_y_colors(data)



     




     # Rysowanie wykresu.



     plt.title(‚Subiektywne odczuwanie temperatury’)



     plt.xlabel(‚Temperatura w °C’)



     plt.ylabel(‚Prędkość wiatru w km/h’)



     plt.axis([temp_from, temp_to, wind_from, wind_to])



     # Dodanie legendy do wykresu



     blue_patch = mpatches.Patch(color=’blue’, label=’zimno’)



     red_patch = mpatches.Patch(color=’red’, label=’ciepło’)



     plt.legend(handles=[blue_patch, red_patch])



     plt.scatter(data_processed[‘x’], data_processed[‘y’],



                 c=data_processed[‘colors’], s=[1400] * len(data))



     plt.show()




    Mapa Włoch — przykład doboru wartości k


    Załóżmy, że dysponujemy mapą Włoch i ich najbliższego otoczenia i że ok.1 procenta powierzchni tej mapy pokryte jest kolorowymi punktami. Punkt oznaczony kolorem zielonym znajduje się w obszarze lądu, analogicznie — punkt niebieski znajduje się na obszarze morza. Pozostała część mapy to biały obszar; naszym zadaniem jest sklasyfikowanie wybranych punktów tego białego obszaru w kategoriach „ląd-morze”.


    Jak można się spodziewać, mapa z 1-procentowym pokryciem punktowym jest praktycznie niewidoczna, gdy jednak zwiększymy jej pokrycie do 33%, otrzymamy obraz widoczny na rysunku 1.5.


    [image: 01_05]


    Rysunek 1.5. Mapa Włoch — wersja 1


    Analiza


    Do rozwiązania tak postawionego problemu, czyli zwiększenia stopnia pokrycia mapy, użyjemy algorytmu k-NN z dowolną wartością k. Będziemy mianowicie analizować k najbliższych sąsiadów punktu badanego i klasyfikować ten punkt na zasadzie większości: jeżeli mianowicie wśród k najbliższych sąsiadów będzie więcej punktów zielonych niż niebieskich, badany punkt sklasyfikujemy jako zielony (czyli znajdujący się na lądzie), w przeciwnym razie sklasyfikujemy go jako niebieski. Aby wykluczyć kłopotliwe sytuacje „remisowe”, będziemy rozpatrywać wyłącznie nieparzyste wartości k. Odległość między punktami będziemy mierzyć w zwykłej metryce euklidesowej — dla punktów X = (x0, x1) i Y = (y0, y1) definiujemy ją jako


    [image: wz-21]



    Metryka euklidesowa jest najbardziej intuicyjna, bowiem odpowiada odległości mierzonej zwykłą linijką (rysunek 1.6):


    [image: 01_06]


    Rysunek 1.6. Odległość euklidesowa między punktami


    Dążąc do wybrania najlepszej (z perspektywy jakości rozwiązania) wartości k, wykonaliśmy algorytm k-NN dla k równego (kolejno) 1, 3, 5, 7 i 9, otrzymując rezultaty przedstawione na rysunkach 1.7 – 1.11:


    [image: 01_07]


    Rysunek 1.7. Mapa Włoch — pokrycie dla k=1


    [image: 01_08]


    Rysunek 1.8. Mapa Włoch — pokrycie dla k=3


    Jak można było oczekiwać, im większa wartość k, tym mniej „poszarpane” są granice między lądem a morzem. Oczywiście interesującym doświadczeniem będzie porównanie wyników klasyfikacji z autentyczną mapą Włoch, widoczną na rysunku 1.12.


    [image: 01_09]


    Rysunek 1.9. Mapa Włoch — pokrycie dla k=5


    [image: 01_10]


    Rysunek 1.10. Mapa Włoch — pokrycie dla k=7


    Miarą dokładności algorytmu z pewnością będzie procentowy udział punktów błędnie sklasyfikowanych w ogólnej liczbie punktów — im mniejszy, tym lepiej. Wyniki porównania dla poszczególnych wartości k przedstawione są w tabeli 1.2.


    [image: 01_11]


    Rysunek 1.11. Mapa Włoch — pokrycie dla k=9


    [image: 01_12]


    Rysunek 1.12. Kompletna mapa Włoch


    Tabela 1.2. Weryfikacja trafności klasyfikacji punktów na mapie Włoch


    
      
        
        
      

      
        
          	
            Liczba uwzględnianych sąsiadów (k)

          

          	
            Udział błędnie sklasyfikowanych punktów (w %)

          
        


        
          	
            1

          

          	
            2,97

          
        


        
          	
            3

          

          	
            3,24

          
        


        
          	
            5

          

          	
            3,29

          
        


        
          	
            7

          

          	
            3,40

          
        


        
          	
            9

          

          	
            3,57

          
        

      
    


    Jak widać, w tym szczególnym przypadku najlepszą zgodność z oryginałem wykazuje klasyfikacja wykonana dla k = 1. Przypadek ten jest jednak o tyle nietypowy, że zwykle nie dysponujemy obiektywnym wzorcem dla porównania wykonywanych klasyfikacji, lecz jedynie przybliżeniem takowego. Powrócimy do tej kwestii, rozważając problem 4 na końcu tego rozdziału.


    Skalowanie danych — prognozowanie statusu własności


    Pewna firma, specjalizująca się w ubezpieczeniach nieruchomości, zainteresowana jest kierowaniem swej oferty do właścicieli domów na pewnym obszarze; nie interesują jej z oczywistych względów lokatorzy zamieszkujący w domach na zasadzie wynajmu, a jedynie właściciele. W firmie tej zdają sobie sprawę z faktu, że bycie właścicielem nieruchomości pozostaje w pewnej korelacji z dwoma czynnikami: wiekiem lokatora i osiąganymi przez niego dochodami. Kierownictwo dysponuje także pewnymi wyrywkowymi danymi w tym względzie, przedstawionymi w tabeli 1.3.


    Tabela 1.3. Status własności domu w zależności od wieku osoby zamieszkującej i jej dochodów


    
      
        
        
        
      

      
        
          	
            Wiek

          

          	
            Roczny dochód (w dolarach)

          

          	
            Czy właściciel?

          
        


        
          	
            23

          

          	
            50 000

          

          	
            Nie

          
        


        
          	
            37

          

          	
            34 000

          

          	
            Nie

          
        


        
          	
            48

          

          	
            40 000

          

          	
            Tak

          
        


        
          	
            52

          

          	
            30 000

          

          	
            Nie

          
        


        
          	
            28

          

          	
            95 000

          

          	
            Tak

          
        


        
          	
            25

          

          	
            78 000

          

          	
            Nie

          
        


        
          	
            35

          

          	
            130 000

          

          	
            Tak

          
        


        
          	
            32

          

          	
            105 000

          

          	
            Tak

          
        


        
          	
            20

          

          	
            100 000

          

          	
            Nie

          
        


        
          	
            40

          

          	
            60 000

          

          	
            Tak

          
        


        
          	
            50

          

          	
            80 000

          

          	
            ?

          
        

      
    


    Ostatni wiersz tej tabeli reprezentuje Piotra, do którego firma chciałaby skierować swą ofertę, nie wie jednak, czy jest on właścicielem domu, w którym mieszka (stąd znak zapytania w ostatniej kolumnie) i chciałaby tę informację wydedukować z poprzednich wierszy.


    Zawartość tej tabeli można zilustrować na dwuwymiarowym diagramie, widocznym na rysunku 1.13.


    [image: 01_13]


    Rysunek 1.13. Własność nieruchomości w zależności od wieku i dochodu — ujęcie graficzne


    Analiza


    Do rozwiązania tego problemu moglibyśmy wykorzystać algorytm 1-NN, powinniśmy jednak zwrócić uwagę na pewien istotny fakt: rozpiętość wartości rocznych dochodów jest znacznie większa niż rozpiętość wieku ankietowanych osób — odległość między (relatywnie) bliskimi dochodami 115 000 i 116 000 wynosi 1000 jednostek, podczas gdy odległość między skrajnymi wartościami wieku tylko 32 jednostki. Ponieważ obie te wielkości — dochód i wiek — reprezentowane będą na osiach tego samego wykresu, musimy dokonać ich przeskalowania, czyli odwzorowania zakresu zmian każdej z nich na przedział (domknięty) <0, 1>. Najbardziej oczywista formuła wyznaczająca to przeskalowanie ma postać:


    [image: wz-26_1]



    w szczególności:


    [image: wz-26_2]



    Wyniki takiego skalowania prezentują się jak w tabeli 1.4.


    Jeśli do tak przeskalowanych danych zastosujemy algorytm 1-NN 
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