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  Drogi Czytelniku!


  Jeżeli chcesz ocenić tę książkę, zajrzyj pod adres


  https://helion.pl/user/opinie/dasc2v_ebook


  Możesz tam wpisać swoje uwagi, spostrzeżenia, recenzję.


  
    
      	Poleć książkę


      	Kup w wersji papierowej


      	Oceń książkę

    

  


  
    
      	Księgarnia internetowa


      	Lubię to! » nasza społeczność

    

  


  Przedmowa do drugiego wydania


  Jestem wyjątkowo dumny z pierwszego wydania książki Data science od podstaw. Jak się okazało, spełniła ona większość moich oczekiwań, jednak kilka lat postępów w nauce o danych, rozwoju ekosystemu Pythona oraz osobistych doświadczeń jako programista i nauczyciel zmieniło mój pogląd na to, jak powinna wyglądać książka wprowadzająca do nauki o danych.


  W prawdziwym życiu nie da się zmienić tego, co już zostało zrobione, ale w przypadku książki zawsze można napisać kolejne wydanie.


  W związku z tym przepisałem na nowo cały kod oraz przykłady, używając Pythona w wersji 3.6 (i wielu nowych możliwości, które zostały w nim wprowadzone, takich jak adnotacje typów). Położyłem przy tym nacisk na pisanie czystego kodu. Zamieniłem niektóre proste przykłady z pierwszego wydania na bardziej realistyczne, używając „prawdziwych” zbiorów danych. Dodałem nowe tematy, takie jak uczenie głębokie, statystyka i przetwarzanie języka naturalnego, które mają związek z zagadnieniami, z jakimi współczesny analityk danych może spotkać się w swojej pracy (usunąłem także niektóre fragmenty, które wydawały się mniej istotne). Przeczesałem też całą książkę w poszukiwaniu błędów, przepisując objaśnienia, które nie były tak jasne, jak mogłyby być, i odświeżając kilka dowcipów.


  Pierwsze wydanie było świetne, a to jest jeszcze lepsze. Miłej lektury!


  Joel Grus


  Seattle,


  2019


  Konwencje typograficzne przyjęte w tej książce


  W książce zastosowano różne czcionki w celu odróżnienia od siebie różnych treści.


  Pogrubienie


  W ten sposób zapisywane są nowe i ważne pojęcia.


  Kursywa


  W ten sposób wyróżniono nazwy elementów wyświetlanych na ekranie, takich jak przyciski i elementy interfejsu, nazwy i rozszerzenia plików, a także adresy URL.


  Czcionka o stałej szerokości znaków


  Taką czcionką wyróżniono elementy kodu wplecione w treść akapitów. Dłuższe bloki kodu wyróżniono dodatkowo charakterystycznym wcięciem.


  Pogrubiona czcionka o stałej szerokości znaków


  Oznacza polecenia i treści wprowadzane przez użytkownika.


  Pochylona czcionką o stałej szerokości znaków


  Oznacza wartości, które mają być wprowadzone przez użytkownika lub zależą od kontekstu, w jakim występują.
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          Tekst oznaczony tą ikoną jest wskazówką lub sugestią.

        
      

    
  


  
    
      
        	[image: Obraz819.PNG]

        	
          Tekst oznaczony tą ikoną jest ogólną uwagą.
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          Tekst oznaczony tą ikoną jest ostrzeżeniem.

        
      

    
  


  Dodatkowe materiały do pobrania


  Na serwerze FTP wydawnictwa Helion, pod adresem ftp://ftp.helion.pl/przyklady/dascp2.zip znajdziesz archiwum zawierające pliki z kodem źródłowym zaprezentowanym w tej książce. Po pobraniu archiwum rozpakuj je na swoim dysku.


  Podziękowania


  Na początku chcę podziękować Mike’owi Loukidesowi za przyjęcie mojej propozycji napisania tej książki, a także za zmuszenie mnie do rozsądnego ograniczenia jej rozmiarów. Mike mógł z łatwością zignorować wysyłane przeze mnie próbki rozdziałów. Na szczęście nie zrobił tego. Dziękuję również mojej redaktorce prowadzącej Marie Beaugureau za przeprowadzenie mnie przez cały proces wydawniczy. Samodzielnie nie napisałbym tak dobrej książki.


  Książki tej nie napisałbym, gdybym nie zajmował się analizą danych, a analizy danych nie nauczyłbym się, gdyby nie wpływ osób takich jak Dave Hsu, Igor Tatarinov, John Rauser i cała reszta gangu Farecast (pracowaliśmy nad analizą danych tak dawno temu, że nie istniało wtedy jeszcze pojęcie data science). Ponadto dziękuję autorom materiałów publikowanych w serwisach Coursera i DataTau.


  Dziękuję również recenzentom i korektorom. Jay Fundling jest osobą, która znalazła tonę błędów i wskazała wiele trudnych do zrozumienia wyjaśnień. Dzięki jego pracy ostateczna wersja tej książki jest o wiele lepsza i znacznie bardziej poprawna. Debashis Ghosh jest bohaterem, który sprawdził poprawność wykonanych przeze mnie obliczeń. Andrew Musselman zasugerował zrezygnowanie z ciągłego powtarzania, że „tylko pomyleńcy wolą korzystać z języka R niż z Pythona”. To była chyba dobra rada. Ponadto na podziękowania zasłużyły następujące osoby: Trey Causey, Ryan Matthew Balfanz, Loris Mularoni, Núria Pujol, Rob Jefferson, Mary Pat Campbell, Zach Geary, Denise Mauldin, Jimmy O’Donnell i Wendy Grus. Oczywiście za wszelkie niezauważone przez korektorów błędy można winić tylko mnie.


  Dużo zawdzięczam społeczności #datascience użytkowników serwisu Twitter. Dzięki niej poznałem wiele nowych koncepcji i osób, które sprawiły, że poczułem się tak kiepskim analitykiem, iż zamiast zajmować się analityką w praktyce, postanowiłem napisać o niej książkę. Jeszcze raz dziękuję Treyowi Causeyowi — gdyby nie on, zapomniałbym o napisaniu rozdziału o algebrze liniowej. Dziękuję Seanowi J. Taylorowi za wskazanie kilku dużych błędów w rozdziale „Praca z danymi”.


  Największe podziękowania kieruję do Gangi i Madeline. Jedyną trudniejszą czynnością od pisania książki jest mieszkanie z kimś, kto pisze książkę. Bez ich pomocy nie udałoby mi się ukończyć pracy nad tą książką.


  Przedmowa do pierwszego wydania


  Data science


  Analityk danych został określony mianem „najbardziej seksownego zawodu XXI w.” (https://bitly. com/1Bqe1WY). Prawdopodobnie wymyślił to ktoś, kto nigdy nie był w remizie strażackiej. Tak czy inaczej analityka jest gorącym tematem. Nauka o danych rozwija się błyskawicznie. Nie trzeba być detektywem, aby dojść do wniosku, że w ciągu najbliższych 10 lat ludzkość będzie potrzebowała milionów nowych analityków.


  Czym jest tak naprawdę nauka o danych (data science)? Nie można zostać analitykiem, nie wiedząc, czym jest analiza danych. Zgodnie z popularnym grafem umieszczonym na stronie http://bit.ly/ 1EQNZ4A nauka o danych znajduje się na przecięciu:


  
    	umiejętności hakerskich,


    	wiedzy dotyczącej matematyki i statystyki,


    	wiedzy merytorycznej.

  


  Zabierając się do pracy nad tą książką, chciałem poruszyć w pełni te trzy dziedziny, ale dość szybko zdałem sobie sprawę, że solidne zajęcie się zagadnieniem „wiedzy merytorycznej” wymagałoby napisania dziesiątek tysięcy stron. W związku z tym postanowiłem skupić się na dwóch pierwszych punktach. Moim celem jest pomóc Ci rozwinąć umiejętności hakerskie pozwalające na rozpoczęcie przygody z analizą danych. Ponadto chcę przedstawić najważniejsze zagadnienia związane z matematyką i statystyką, które stanowią trzon wiedzy analityka.


  To dość ambitne założenia. Hakowania najlepiej jest się uczyć w praktyce. Dzięki lekturze tej książki zrozumiesz używane przeze mnie techniki rozwiązywania pewnych problemów, które niekoniecznie muszą okazać się dla Ciebie najlepsze. Po przeczytaniu tej książki będziesz umiał posługiwać się wybranymi przeze mnie narzędziami, ale w praktyce inne narzędzia mogą okazać się z jakiegoś powodu lepsze. Zrozumiesz stosowane przeze mnie metodologie rozwiązywania problemów analitycznych, ale metodologie te nie są panaceum na wszystkie problemy. Mam nadzieję, że przytoczone przeze mnie przykłady zainspirują Cię do podjęcia samodzielnych prób pracy z danymi. Cały przedstawiony przeze mnie kod możesz pobrać ze strony ftp://ftp.helion.pl/przyklady/dascpo.zip.


  Podobnie sprawa ma się z matematyką. Najlepiej jest się jej uczyć, rozwiązując zadania. Niniejsza książka nie jest podręcznikiem do matematyki. Podczas lektury nie będziesz rozwiązywać zadań matematycznych. Niestety bez przynajmniej częściowego zrozumienia zagadnień związanych z rachunkiem prawdopodobieństwa, statystyką i algebrą liniową nie da się skutecznie analizować danych. W związku z tym w odpowiednich miejscach umieściłem sekcje dotyczące równań, twierdzeń i zasad matematycznych. Postarałem się opisać te zagadnienia w sposób jak najprostszy.


  Mam nadzieję, że po lekturze tej książki dojdziesz do wniosku, że analiza danych to naprawdę dobra zabawa (a przynajmniej wtedy, gdy się ją porówna z wypełnianiem zeznań podatkowych lub wydobyciem węgla kamiennego).


  Od podstaw


  Istnieje wiele bibliotek, modułów i narzędzi analitycznych, w których zaimplementowano najpopularniejsze (a także i tej najmniej popularne) algorytmy i techniki analityczne. Każdy dobry analityk danych umie posługiwać się pakietami takimi jak NumPy scikit-learn i pandas. Biblioteki te doskonale nadają się do rozwiązywania problemów analitycznych. Ich ogromną zaletą jest to, że można z nich korzystać, ucząc się zagadnień związanych z nauką o danych, bez posiadania uprzednio wiedzy na ten temat.


  W tej książce opisuję zagadnienia związane z nauką o danych od podstaw. W związku z tym będę budował narzędzia i implementował algorytmy od samego początku. Pozwoli Ci to lepiej zrozumieć ich działanie. Włożyłem wiele wysiłku, aby utworzyć implementacje i przykłady, które są przejrzyste, dobrze opisane i zrozumiałe. Większość zbudowanych przeze mnie fantastycznych narzędzi będzie niestety mało praktyczna. Działają one dobrze na małych zbiorach danych, ale zupełnie nie nadają się do analizy dużych zbiorów.


  Oczywiście podczas lektury poznasz biblioteki, które umożliwią zaimplementowanie opisanych przeze mnie technik podczas analizy dużych zbiorów danych, ale nie będę przedstawiał przykładów pracy z nimi.


  W świecie nauki o danych nie ma uniwersalnego języka programowania. Wielu analityków korzysta z języka R (moim zdaniem osoby takie po prostu zabłądziły). Niektórzy wolą korzystać z języka Java lub Scala, ale moim zdaniem najlepszym wyborem jest Python.


  Python ma wiele zalet, dzięki którym doskonale nadaje się do nauki analizy danych, a także przeprowadzania rzeczywistych analiz:


  
    	Jest darmowy.


    	Pisanie kodu Pythona jest dość proste, a kod Pythona jest czytelny.


    	Istnieje wiele przydatnych bibliotek Pythona przeznaczonych do analizy danych.

  


  Nie nazwałbym Pythona moim ulubionym językiem programowania. Istnieją inne języki, które są według mnie przyjaźniejsze, lepiej zaprojektowane lub po prostu przyjemniej się w nich pracuje, a mimo to za każdym razem, gdy zaczynam projekt analityczny, to i tak kończy się on tworzeniem kodu w Pythonie. Kod Pythona tworzę również za każdym razem, gdy chcę sprawdzić szybko, czy jakieś opracowane przeze mnie prototypowe rozwiązanie działa. Z Pythona korzystam również wtedy, gdy chcę wyjaśnić jakąś koncepcję związaną z nauką o danych. W związku z tym w tej książce także korzystam z Pythona.


  Celem niniejszej książki nie jest nauczenie Cię Pythona, ale dzięki jej lekturze z pewnością trochę się go nauczysz. W książce umieściłem rozdział, w którym podsumowuję najważniejsze elementy Pythona z punktu widzenia analizy danych, ale jeżeli nie umiesz zupełnie programować w Pythonie lub nie umiesz programować w ogóle, to zanim rozpoczniesz lekturę tej książki, zajrzyj do jakiegoś poradnika Pythona „dla początkujących”.


  Podczas pisania książki starałem się zgłębiać szczegóły tylko tam, gdzie jest to konieczne do wyjaśnienia danego zagadnienia. Zachęcam Cię do samodzielnego poszukiwania informacji dotyczących interesujących Cię szczegółów.


  Wyszkoliłem już wielu analityków. Co prawda większość z nich nie stała się mistrzami wpływającymi na świat analizy danych, ale dzięki moim wyjaśnieniom mogli sprawniej przetwarzać dane. Moim zdaniem każda osoba, która rozumie podstawy matematyki, zdobyła podstawowe umiejętności programowania, a także ma dostęp do materiałów pomocniczych, może rozpocząć przygodę z analizą danych. Wystarczy do tego odrobina ciekawości, chęci, ciężkiej pracy i ta książka. To właśnie dlatego zdecydowałem się ją napisać.


  Rozdział 1. Wprowadzenie


  — Dane! Dane! Dane! — krzyknął niecierpliwie. — Trudno zrobić coś z niczego.


  — Arthur Conan Doyle


  Znaczenie danych


  Żyjemy w świecie, w którym dane są wszechobecne. Witryny internetowe śledzą wszystkie kliknięcia swoich użytkowników. Twój smartfon podczas każdej sekundy pracy tworzy zbiór miejsc, w których się znajdujesz. Istnieje ruch Quantified Self, którego uczestnicy noszą ze sobą zaawansowane krokomierze zapisujące parametry pracy ich serca, dane o nawykach ruchowych, żywieniowych, a także śnie. Inteligentne samochody zbierają dane o przyzwyczajeniach kierowców. Inteligentne domy zapisują informacje o mieszkańcach, a inteligentne serwisy sprzedażowe zbierają dane o nawykach kupujących. Sam internet jest zbiorem wiedzy zawierającym między innymi szerokie dane o charakterze encyklopedycznym, dane dotyczące wąskich dziedzin, takich jak muzyka, film, wyniki zawodów sportowych, flippery, memy i przyrządzanie koktajli, a także wiele statystyk tworzonych przez agendy rządowe. Ogrom tych danych jest niewyobrażalny.


  Dane te zawierają odpowiedzi na pytania, o których zadaniu jeszcze nikt nigdy nie pomyślał.


  Czym jest analiza danych?


  Według dość zabawnego powiedzenia analityk danych to ktoś, kto opanował statystykę lepiej od programisty i jednocześnie potrafi programować lepiej od statystyka. Bynajmniej nie twierdzę, że to dobry dowcip. Tak naprawdę niektórzy analitycy danych są z powodów praktycznych statystykami, a praca innych analityków nie różni się bardzo od pracy programistów. Niektórzy analitycy specjalizują się w uczeniu maszynowym, a inni mają tylko ogólne pojęcie na ten temat. Są analitycy mający doktoraty, tacy, którzy napisali wiele publikacji naukowych, ale istnieje również spora rzesza analityków, którzy nigdy nie przeczytali żadnego artykułu naukowego, co nie jest powodem do chluby. Reasumując, niezależnie od tego, jak dobrze zdefiniujemy pojęcie analizy danych, to i tak znajdzie się gdzieś jakiś analityk, do którego pracy to pojęcie zupełnie nie pasuje.


  Niemniej spróbujemy stworzyć taką definicję. Założymy, że analityk danych to osoba, która potrafi wyciągać praktyczne wnioski z nieuporządkowanych zbiorów danych. We współczesnym świecie coraz więcej osób chce szukać jakichś informacji w danych.


  Serwis randkowy OkCupid to przykład strony, która zadaje swoim użytkownikom tysiące pytań w celu skojarzenia ze sobą pasujących do siebie osób. Serwis ten analizuje odpowiedzi udzielone przez użytkowników w celu ustalenia odpowiedzi na dość niewygodnie brzmiące pytania, które nie są zadawane wprost — potrafi np. określić prawdopodobieństwo pójścia przez daną osobę do łóżka już na pierwszej randce (https://theblog.okcupid.com/the-best-questions-for-a-first-date-dba6adaa9df2).


  Facebook prosi swoich użytkowników o zadeklarowanie miasta, z którego się pochodzi, oraz aktualnego miejsca zamieszkania. Teoretycznie ma to na celu ułatwienie znalezienia znajomych, ale dane te są również analizowane w celu określenia globalnych tendencji migracyjnych (https://www. facebook.com/notes/facebook-data-science/coordinated-migration/10151930946453859) i tworzenia baz fanów różnych drużyn piłkarskich (https://www.facebook.com/notes/facebook-data-science/ nfl-fans-on-facebook/10151298370823859).


  Sieć handlowa Target śledzi zakupy i interakcje swoich klientów (te, do których dochodzi w internecie, ale też te, do których dochodzi poza nim). Na podstawie tych danych i opracowanego modelu przewidywań (https://www.nytimes.com/2012/02/19/magazine/shopping-habits.html) potrafi wybrać ciężarne klientki w celu kierowania do nich ofert artykułów dziecięcych.


  Obama podczas kampanii wyborczej, która miała miejsce w 2012 r., korzystał z usług analityków danych. Mieli oni zidentyfikować wyborców, o których należy dodatkowo zadbać — identyfikowano osoby, które wspierały kampanię, ale potencjalnie na koniec nie oddałyby głosu. Podczas kampanii Trumpa w 2016 r. testowano wiele różnych rodzajów reklam internetowych (https://www.wired.com/2016/11/facebook-won-trump-election-not-just-fake-news/), analizując dane, by dowiedzieć się, które z nich przynosiły oczekiwane rezultaty, a które nie.


  W analizie danych nie chodzi tylko o pieniądze — niektórzy analitycy działają dla dobra ogółu — ich analizy zwiększają skuteczność pracy instytucji (https://www.marketplace.org/2014/08/22/tech/ beyond-ad-clicks-using-big-data-social-good/), pomagają bezdomnym (https://dssg.uchicago.edu/ 2014/08/20/tracking-the-paths-of-homelessness) i poprawiają pracę służby zdrowia (https://plus.google.com/communities/109572103057302114737). Pomimo tego praca wielu analityków sprowadza się do określenia najlepszego sposobu zachęcenia ludzi do kliknięcia reklamy.


  Hipotetyczna motywacja


  Gratuluję! Właśnie pojawiła się przed Tobą możliwość współtworzenia serwisu DataSciencester — sieci społecznościowej analityków danych.
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          Pisząc pierwsze wydanie tej książki, myślałem, że „sieć społecznościowa analityków danych” będzie zabawnym, hipotetycznym przykładem. Jednak niedługo potem ludzie faktycznie zaczęli tworzyć sieci społecznościowe analityków danych. Co więcej, udało im się uzyskać od inwestorów znacznie więcej pieniędzy, niż ja zarobiłem na tej książce. Potraktujmy to jako ciekawą lekcję na temat zabawnych hipotetycznych przykładów oraz pisania książek.

        
      

    
  


  Serwis DataSciencester jest przeznaczony dla analityków, ale jego autorzy nigdy nie zajmowali się analizą danych jego użytkowników (tak naprawdę po prostu nie poczyniono żadnych inwestycji mających na celu wypromowanie go jako produktu). Twoja praca zmieni tę sytuację! Podczas lektury tej książki poznasz różne koncepcje analityczne związane z analizą danych. Poznasz je poprzez praktyczne stosowanie ich do rozwiązywania napotkanych problemów. Czasami będziemy analizować dane przesłane przez użytkowników. Innym razem będą to dane wygenerowane poprzez ruch użytkowników strony lub dane uzyskane podczas zaprojektowanego przez nas eksperymentu.


  Nie chcemy korzystać z gotowych narzędzi — będziemy tworzyć własne narzędzia od podstaw. Dzięki temu po przeczytaniu tej książki będziesz dość dobrze rozumiał podstawowe koncepcje analizy danych. Ponadto będziesz mógł zastosować je we własnej pracy lub podczas rozwiązywania interesujących Cię problemów.


  Witaj na pokładzie. Powodzenia! (W naszej firmie pracownicy nie muszą chodzić cały czas w garniturze, a łazienka jest na dole, po prawej stronie).


  Określanie najważniejszych węzłów


  To Twój pierwszy dzień pracy na rzecz serwisu DataSciencester i szef działu marketingu sieciowego ma wiele pytań dotyczących użytkowników. Dotychczas nie miał komu ich zadać, a więc bardzo cieszy się na Twój widok.


  Szef oczekuje od Ciebie określenia najważniejszych osób wchodzących w skład społeczności użytkowników serwisu. W tym celu dostajesz zrzut (zbiór danych) całej sieci użytkowników serwisu DataSciencester (w prawdziwej pracy niestety bardzo rzadko dostaje się potrzebne dane do ręki; zagadnienia związane z uzyskiwaniem danych opisałem w rozdziale 9.).


  Jak wygląda ten zrzut? Składa się z listy użytkowników. Każdy użytkownik opisany jest za pomocą słownika (struktura danych dict) zawierającego numer identyfikacyjny (id) i imię (name):


  
    users = [

  


  
        { “id”: 0, “name”: “Hero” },

  


  
        { “id”: 1, “name”: “Dunn” },

  


  
        { “id”: 2, “name”: “Sue” },

  


  
        { “id”: 3, “name”: “Chi” },

  


  
        { “id”: 4, “name”: “Thor” },

  


  
        { “id”: 5, “name”: “Clive” },

  


  
        { “id”: 6, “name”: “Hicks” },

  


  
        { “id”: 7, “name”: “Devin” },

  


  
        { “id”: 8, “name”: “Kate” },

  


  
        { “id”: 9, “name”: “Klein” },

  


  
    ]

  


  Ponadto dostajesz dane „znajomości” — zbiór połączonych w pary identyfikatorów osób, które się nawzajem znają:


  
    friendship_pairs = [(0, 1), (0, 2), (1, 2), (1, 3), (2, 3), (3, 4),

  


  
                        (4, 5), (5, 6), (5, 7), (6, 8), (7, 8), (8, 9)]

  


  Krotka (0, 1) informuje o tym, że analityk o numerze identyfikacyjnym 0 (Hero) i analityk o numerze identyfikacyjnym 1 (Dunn) są znajomymi. Sieć wszystkich znajomości przedstawiono na rysunku 1.1.
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  Rysunek 1.1. Sieć użytkowników serwisu DataSciencester


  Przedstawianie sieci znajomości w formie listy par nie jest najłatwiejszym i najwygodniejszym sposobem. W celu znalezienia wszystkich znajomych użytkownika 1 musisz przejść przez wszystkie pary, szukając takich, które zawierają 1. Jeżeli takich par jest dużo, może to zająć sporo czasu.


  Zamiast tego utworzymy słownik, którego kluczami będą identyfikatory użytkowników, a wartościami listy identyfikatorów ich znajomych (przeszukiwanie słowników jest znacznie szybsze).


  
    
      
        	[image: Obraz1140.PNG]

        	
          Na razie nie musisz rozumieć wszystkich szczegółów zastosowanego przeze mnie kodu. W rozdziale 2. przedstawię najważniejsze aspekty Pythona. Na razie postaraj się po prostu zrozumieć w sposób ogólny to, co robię.

        
      

    
  


  W celu utworzenia odpowiedniego słownika nadal musimy przejść przez wszystkie pary, ale wystarczy, że zrobimy to tylko raz, by uzyskać znaczne przyspieszenie operacji, które będziemy na tych danych przeprowadzać.


  
    # Inicjalizowanie słownika pustymi listami dla każdego użytkownika:

  


  
    friendships = {user[“id”]: [] for user in users}

  


  
     

  


  
    # Zapełnienie słownika danymi z wszystkich par znajomości

  


  
    for i, j in friendship_pairs:

  


  
    friendships[i].append(j) # dodaje j do listy przyjaciół i

  


  
    friendships[j].append(i) # dodaje i do listy przyjaciół j

  


  Gdy słownik zawiera wszystkie listy przyjaciół, możemy określić np. średnią liczbę znajomych.


  Zacznijmy od określenia sumy wszystkich znajomości — zsumujmy długości wszystkich list friends:


  
    def number_of_friends(user):

  


  
        „””Ilu znajomych ma użytkownik?”””

  


  
        user_id = user[“id”]

  


  
        friend_ids = friendships[user_id]

  


  
        return len(friend_ids)

  


  
     

  


  
    total_connections = sum(number_of_friends(user)

  


  
               for user in users) # 24

  


  Teraz możemy podzielić tę wartość przez liczbę użytkowników:


  
    num_users = len(users)                          # długość listy users

  


  
    avg_connections = total_connections / num_users # 2,4

  


  Bardzo łatwo możemy wybrać użytkowników, którzy mają najwięcej znajomych.


  Nasz serwis ma mało użytkowników, a więc możemy ich posortować na tych, którzy mają najwięcej znajomych, i na tych, którzy mają ich najmniej:


  
    # Utwórz listę (user_id, number_of_friends).

  


  
    num_friends_by_id = [(user[“id”], number_of_friends(user))

  


  
                         for user in users]

  


  
     

  


  
    num_friends_by_id.sort(                                # Sortuj

  


  
           key=lambda id_and_friends: id_and_friends[1],   # według number_of_friends

  


  
           reverse=True)                                   # w kolejności malejącej.

  


  
     

  


  
    # Zwrócone zostaną pary wartości (user_id, num_friends):

  


  
    # [(1, 3), (2, 3), (3, 3), (5, 3), (8, 3),

  


  
    # (0, 2), (4, 2), (6, 2), (7, 2), (9, 1)]

  


  W ten sposób zidentyfikowaliśmy osoby, które można uznać za najważniejsze filary sieci. Tak naprawdę obliczyliśmy współczynniki centralności sieci (zobacz rysunek 1.2).
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  Rysunek 1.2. Schemat sieci społecznościowej z uwzględnieniem współczynników centralności


  Jak widzisz, wartości te były łatwe do obliczenia, ale nie zawsze uzyskuje się oczekiwane wyniki — np. użytkownik Thor (nr 4) ma tylko dwóch znajomych, a użytkownik Dunn (nr 1) ma trzech. Ale przyglądając się sieci intuicyjnie, można odnieść wrażenie, że Thor powinien znajdować się bardziej w jej środku. W rozdziale 22. opiszę bardziej szczegółowo zagadnienia związane z sieciami społecznościowymi. Podczas lektury wspomnianego rozdziału dowiesz się, dlaczego wartości współczynników centralności nie zawsze pokrywają się z tym, co podpowiada nam intuicja.


  Analitycy, których możesz znać


  Wciąż wypełniasz jeszcze dokumenty związane z zakończeniem procesu rekrutacji, a do Twoich drzwi już puka kolejny dyrektor wykonawczy. Osoba ta chce zachęcić użytkowników do nawiązywania kolejnych znajomości i prosi Cię o zaimplementowanie mechanizmu sugerującego znajomych analityków.


  Instynktownie podejrzewasz, że analityk może znać przyjaciół swoich przyjaciół. Takie osoby można wybrać w dość prosty sposób: wystarczy dokonać iteracji po listach przyjaciół wybranego użytkownika, a następnie zapisać zebrane dane:


  
    def foaf_ids_bad(user):

  


  
        „”” Przyjaciół znajomych oznaczamy akronimem foaf. “””

  


  
        return [foaf_id

  


  for friend_id in friendships[user[“id”]]


  
    for foaf_id in friendships[friend_id]]

  


  Po wywołaniu tej funkcji na użytkowniku users[0] (Hero) zwrócona zostanie następująca lista:


  
    [0, 2, 3, 0, 1, 3]

  


  Użytkownik nr 0 jest wymieniony dwukrotnie, ponieważ jest on znajomym dwóch przyjaciół użytkownika Hero. Lista ta zawiera również użytkowników nr 1 i 2, którzy są już przyjaciółmi użytkownika Hero. Ponadto użytkownik nr 3 (Chi) został wymieniony dwukrotnie, ponieważ znajduje się on na liście znajomych dwóch różnych przyjaciół:


  
    print(friendships[0]) # [1, 2]

  


  
    print(friendships[1]) # [0, 2, 3]

  


  
    print(friendships[2]) # [0, 1, 3]

  


  To dość ciekawe, że znajomi mogą być swoimi znajomymi w różny sposób. Być może w związku z tym powinniśmy wygenerować sumę zbiorów wspólnych znajomych, a na pewno powinniśmy usunąć z tej listy osoby należące już do listy znajomych użytkownika:


  
    from collections import Counter # Pakiet ten nie jest ładowany domyślnie.

  


  
     

  


  
    def friends_of_friend_ids(user):

  


  
        user_id = user[“id”]

  


  
        return Counter(

  


  
                foaf_id

  


  
                for friend_id in friendships[user_id]     # Dla każdego z moich przyjaciół

  


  
                for foaf_id in friendships[friend_id]     # wybierz ich znajomych,

  


  
                if foaf_id != user_id                     # którzy nie są mną

  


  
                and foaf_id not in friendships[user_id]   # i nie są moimi znajomymi.

  


  
        )

  


  
     

  


  
    print(friends_of_friend_ids(users[3]))            # Counter ({0: 2, 5: 1})

  


  Mechanizm ten powiadomi użytkownika Chi (nr 3) o dwóch wspólnych znajomych z użytkownikiem Hero (nr 0) i tylko jednym wspólnym znajomym z użytkownikiem Clive (nr 5).


  Jako analityk danych wiesz, że spotykanie osób o podobnych zainteresowaniach jest czymś przyjemnym (jest to element wiedzy o dziedzinie analizowanych danych). Po wysłaniu kilku zapytań do swoich współpracowników uzyskałeś następującą listę par (user_id, interest):


  
    interests = [

  


  
        (0, “Hadoop”), (0, “Big Data”), (0, “HBase”), (0, “Java”),

  


  
        (0, “Spark”), (0, “Storm”), (0, “Cassandra”),

  


  
        (1, “NoSQL”), (1, “MongoDB”), (1, “Cassandra”), (1, “HBase”),

  


  
        (1, “Postgres”), (2, “Python”), (2, “scikit-learn”), (2, “scipy”),

  


  
        (2, “numpy”), (2, “statsmodels”), (2, “pandas”), (3, “R”), (3, “Python”),

  


  
        (3, “statistics”), (3, “regression”), (3, “probability”),

  


  
        (4, “machine learning”), (4, “regression”), (4, “decision trees”),

  


  
        (4, “libsvm”), (5, “Python”), (5, “R”), (5, “Java”), (5, “C++”),

  


  
        (5, “Haskell”), (5, “programming languages”), (6, “statistics”),

  


  
        (6, “probability”), (6, “mathematics”), (6, “theory”),

  


  
        (7, “machine learning”), (7, “scikit-learn”), (7, “Mahout”),

  


  
        (7, “neural networks”), (8, “neural networks”), (8, “deep learning”),

  


  
        (8, “Big Data”), (8, “artificial intelligence”), (9, “Hadoop”),

  


  
        (9, “Java”), (9, “MapReduce”), (9, “Big Data”)

  


  
    ]

  


  Hero (użytkownik nr 0) nie ma żadnych wspólnych znajomych z użytkownikiem nr 9 (Kleinem), ale obie te osoby interesują się Javą i tematem big data.


  Możemy utworzyć funkcję znajdującą użytkowników o podobnych zainteresowaniach:


  
    def data_scientists_who_like(target_interest):

  


  
        „”” znajduje użytkowników, którzy wśród zainteresowań mają target_interest „”” 

  


  
        return [user_id

  


  
            for user_id, user_interest in interests

  


  
            if user_interest == target_interest]

  


  Funkcja ta działa poprawnie, ale przy każdym wyszukaniu sprawdza całą listę zainteresowań. Gdybyśmy mieli dużo użytkowników i ich zainteresowań albo gdybyśmy chcieli wykonać wiele zapytań, to lepiej, żebyśmy skorzystali z indeksowania — przypisania zainteresowań do użytkowników:


  
    from collections import defaultdict

  


  
     

  


  
    # Klucze są zainteresowaniami, wartości są listami identyfikatorów użytkowników interesujących się danym tematem.

  


  
    user_ids_by_interest = defaultdict(list)

  


  
     

  


  
    for user_id, interest in interests:

  


  
        user_ids_by_interest[interest].append(user_id)

  


  Ponadto możemy przypisać użytkowników do zainteresowań:


  
    # Klucze są identyfikatorami użytkowników, wartości są listami zainteresowań danego użytkownika.

  


  
    interests_by_user_id = defaultdict(list)

  


  
     

  


  
    for user_id, interest in interests:

  


  
        interests_by_user_id[user_id].append(interest)

  


  Teraz z łatwością możemy ustalić osobę, która ma najwięcej wspólnych zainteresowań z wybranym użytkownikiem. W tym celu należy:


  
    	Wykonać iterację po zainteresowaniach użytkowników.


    	Dla każdego zainteresowania wykonać operację iteracji po innych użytkownikach interesujących się tym samym tematem.


    	Zapisać liczbę wystąpień poszczególnych użytkowników.

      
        def most_common_interests_with(user):       

      


      
            return Counter(interested_user_id

      


      
                for interest in interests_by_user_id[user[“id”]]

      


      
                for interested_user_id in user_ids_by_interest[interest]

      


      
                if interested_user_id != user[“id”])

      

    

  


  Na bazie tego mechanizmu możemy zaimplementować głębszy mechanizm rekomendacji użytkowników, który będzie brał pod uwagę wspólnych znajomych i wspólne zainteresowania. Tego typu problemy analityczne opiszę szerzej w rozdziale 23.


  Wynagrodzenie i doświadczenie


  Chciałeś udać się na przerwę obiadową, ale zaczepiła Cię osoba z działu public relations. Poprosiła Cię ona o uzyskanie jakichś zabawnych informacji na temat zarobków analityków. Zarobki to oczywiście wrażliwe dane, ale udało się jej dostarczyć Ci anonimowy zbiór danych, w którym zestawiono zarobki (salary) z latami doświadczenia w pracy analityka (tenure):


  
    salaries_and_tenures = [(83000, 8.7), (88000, 8.1),

  


  
                            (48000, 0.7), (76000, 6),

  


  
                            (69000, 6.5), (76000, 7.5),

  


  
                            (60000, 2.5), (83000, 10),

  


  
                            (48000, 1.9), (63000, 4.2)]

  


  Pierwszym naturalnym odruchem jest przedstawienie tych danych na wykresie (generowanie wykresów opiszę w rozdziale 3.). Wykres ten może mieć formę taką, jak pokazano na rysunku 1.3.
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  Rysunek 1.3. Wykres zależności pomiędzy doświadczeniem a zarobkami


  To chyba dość oczywiste, że osoby z dłuższym stażem pracy w charakterze analityka zarabiają więcej. Jak można zamienić to w jakiś żart? Twoim pierwszym pomysłem jest przeanalizowanie średniej wypłaty dla każdej liczby lat pracy:


  
    # Klucze są latami, wartości są listami wynagrodzeń dla danego stażu pracy.

  


  
    salary_by_tenure = defaultdict(list)

  


  
     

  


  
    for salary, tenure in salaries_and_tenures:

  


  
        salary_by_tenure[tenure].append(salary)

  


  
     

  


  
    # Klucze są latami, każda wartość jest średnim wynagrodzeniem dla danego stażu pracy.

  


  
    average_salary_by_tenure = {

  


  
        tenure : sum(salaries) / len(salaries)

  


  
        for tenure, salaries in salary_by_tenure.items()

  


  
    }

  


  Niestety nie ma tu żadnych ciekawych spostrzeżeń, ponieważ każdy z użytkowników ma inny staż pracy, a więc Python zwrócił po prostu wartości wynagrodzeń poszczególnych użytkowników:


  
    {0.7: 48000.0,

  


  
     1.9: 48000.0,

  


  
     2.5: 60000.0,

  


  
     4.2: 63000.0,

  


  
     6: 76000.0,

  


  
     6.5: 69000.0,

  


  
     7.5: 76000.0,

  


  
     8.1: 88000.0,

  


  
     8.7: 83000.0,

  


  
     10: 83000.0}

  


  Lepiej będzie, jeżeli użytkownicy zostaną podzieleni na zbiory o podobnym stażu pracy:


  
    def tenure_bucket(tenure):

  


  
        if tenure < 2:

  


  
            return “mniej niż dwa”

  


  
        elif tenure < 5:

  


  
            return “pomiędzy dwoma i pięcioma”

  


  
        else: 

  


  
            return “powyżej pięciu”

  


  Po utworzeniu zakresów możemy przypisać do nich wynagrodzenia:


  
    # Klucze są zakresami wynagrodzeń, wartości są listami wynagrodzeń należących do danego zakresu.

  


  
    salary_by_tenure_bucket = defaultdict(list)

  


  
     

  


  
    for salary, tenure in salaries_and_tenures:

  


  
        bucket = tenure_bucket(tenure)

  


  
        salary_by_tenure_bucket[bucket].append(salary)

  


  Teraz czas na obliczenie średniego wynagrodzenia dla każdego zakresu:


  
    # Klucze są zakresami wynagrodzeń, wartości określają średnie wynagrodzenie w danym zakresie

  


  
    average_salary_by_bucket = {

  


  
        tenure_bucket : sum(salaries) / len(salaries)

  


  
        for tenure_bucket, salaries in salary_by_tenure_bucket.items()

  


  
    }

  


  Teraz uzyskujemy coś ciekawego:


  
    {‘pomiędzy dwoma i pięcioma’: 61500.0,

  


  
    ‘mniej niż dwa’: 48000.0,

  


  
    ‘powyżej pięciu’: 79166.66666666667}

  


  Właśnie odkryłeś, że analitycy pracujący w zawodzie od ponad pięciu lat zarabiają o 65% więcej od analityków z mniejszym doświadczeniem.


  Wybrane przez nas zakresy są dość przypadkowe. Chcielibyśmy np. ustalić, jak każdy kolejny rok doświadczenia przekłada się na średni wzrost wynagrodzenia. Określenie takiej wartości pozwoliłoby nam również szacować zarobki w zakresach wykraczających poza zaprezentowany zbiór. Zagadnienie to opiszemy bardziej szczegółowo w rozdziale 14.


  Płatne konta


  Wracasz do swojego biurka, a tam czeka na Ciebie ktoś z działu sprzedaży. Osoba ta chce lepiej zrozumieć różnice pomiędzy użytkownikami płacącymi za konto premium i użytkownikami niekorzystającymi z tej usługi, ponieważ zna ich imiona, ale nie potrafi uzyskać więcej informacji na ich temat.


  Zauważasz zależność pomiędzy latami doświadczenia zawodowego i wykupywaniem konta premium:


  
    0.7 płatne

  


  
    1.9 darmowe

  


  
    2.5 płatne

  


  
    4.2 darmowe

  


  
    6   darmowe

  


  
    6.5 darmowe

  


  
    7.5 darmowe

  


  
    8.1 darmowe

  


  
    8.7 płatne

  


  
    10  płatne

  


  Płatne konta zakładają osoby dysponujące bardzo małym i bardzo dużym doświadczeniem. Pozostałe osoby nie korzystają z konta premium.


  Niestety nie masz wystarczającej ilości danych, aby zbudować prawdziwy model, ale możesz utworzyć prosty model, który będzie przewidywał, czy użytkownik ma płatne konto, na podstawie jego stażu pracy:


  
    def predict_paid_or_unpaid(years_experience):

  


  
        if years_experience < 3.0:

  


  
            return “paid”

  


  
        elif years_experience < 8.5:

  


  
            return “unpaid”

  


  
        else:

  


  
            return “paid”

  


  Oczywiście to tylko droga na skróty.


  Dysponując większą ilością danych, a także większą wiedzą z zakresu matematyki, mógłbyś zbudować model określający prawdopodobieństwo wykupienia konta premium przez użytkownika na podstawie jego stażu zawodowego. Tego typu problemy opiszę w rozdziale 16.


  Tematy interesujące użytkowników


  Masz już kończyć swój pierwszy dzień w pracy, ale nagle w drzwiach Twojego pokoju pojawia się szefowa zajmująca się strategią publikowania treści. Prosi Cię ona o zaplanowanie kalendarza jej bloga. Dysponujesz już danymi dotyczącymi zainteresowań (uzyskałeś je, pracując nad projektem związanym z mechanizmem proponowania znajomych):


  
    interests = [

  


  
        (0, “Hadoop”), (0, “Big Data”), (0, “HBase”), (0, “Java”),

  


  
        (0, “Spark”), (0, “Storm”), (0, “Cassandra”),

  


  
        (1, “NoSQL”), (1, “MongoDB”), (1, “Cassandra”), (1, “HBase”),

  


  
        (1, “Postgres”), (2, “Python”), (2, “scikit-learn”), (2, “scipy”),

  


  
        (2, “numpy”), (2, “statsmodels”), (2, “pandas”), (3, “R”), (3, “Python”),

  


  
        (3, “statistics”), (3, “regression”), (3, “probability”),

  


  
        (4, “machine learning”), (4, “regression”), (4, “decision trees”),

  


  
        (4, “libsvm”), (5, “Python”), (5, “R”), (5, “Java”), (5, “C++”),

  


  
        (5, “Haskell”), (5, “programming languages”), (6, “statistics”),

  


  
        (6, “probability”), (6, “mathematics”), (6, “theory”),

  


  
        (7, “machine learning”), (7, “scikit-learn”), (7, “Mahout”),

  


  
        (7, “neural networks”), (8, “neural networks”), (8, “deep learning”),

  


  
        (8, “Big Data”), (8, “artificial intelligence”), (9, “Hadoop”),

  


  
        (9, “Java”), (9, “MapReduce”), (9, “Big Data”)

  


  
    ]

  


  W celu znalezienia najpopularniejszych zainteresowań możemy po prostu policzyć, ile razy występują w zbiorze. Potraktujmy je jak słowa. W tym celu musimy:


  
    	Zapisać wszystkie zainteresowania za pomocą tylko małych liter (nie wszyscy użytkownicy stosują zapis rozpoczynający się od wielkiej litery).


    	Podzielić frazy na słowa.


    	Policzyć wystąpienia poszczególnych słów.

  


  Operacje te można wykonać za pomocą następującego kodu:


  
    words_and_counts = Counter(word

  


  
                               for user, interest in interests

  


  
                               for word in interest.lower().split())

  


  Teraz możemy z łatwością wyświetlić listę słów, które pojawiają się więcej niż raz:


  
    for word, count in words_and_counts.most_common():

  


  
        if count > 1:

  


  
            print(word, count)

  


  Zapewne spodziewałeś się uzyskania poniższej listy. Oczywiście mogłeś spodziewać się podzielenia nazwy biblioteki scikit-learn na dwa słowa — w takim przypadku uzyskałeś wynik inny od spodziewanego:


  
    learning 3

  


  
    java 3

  


  
    python 3

  


  
    big 3

  


  
    data 3

  


  
    hbase 2

  


  
    regression 2

  


  
    cassandra 2

  


  
    statistics 2

  


  
    probability 2

  


  
    hadoop 2

  


  
    networks 2

  


  
    machine 2

  


  
    neural 2

  


  
    scikit-learn 2

  


  
    r 2

  


  Bardziej zaawansowane sposoby określania tematów wypowiedzi pisemnych opiszę w rozdziale 21.


  Co dalej?


  Twój pierwszy dzień w nowej pracy okazał się sukcesem. Pomimo zmęczenia udaje Ci się wymknąć z budynku tak, aby nikt nie miał okazji zgłosić się z kolejnym problemem. Wyśpij się dobrze. Jutro czeka Cię szkolenie. (Tak! Przepracowałeś cały dzień, a dopiero jutro zostaniesz przeszkolony. Nie zapomnij zajrzeć do działu kadr).


  Rozdział 2. Błyskawiczny kurs Pythona


  Ciężko mi w to uwierzyć, ale po dwudziestu pięciu latach ludzie dalej szaleją na punkcie Pythona.


  — Michael Palin


  Wszyscy nowi pracownicy zajmujący się serwisem DataSciencester muszą przejść szkolenie, którego najciekawszą częścią jest błyskawiczny kurs Pythona.


  Nie jest to dogłębne szkolenie z Pythona, ale dzięki temu kursowi poznasz elementy Pythona najważniejsze z punktu widzenia analityka. Niektóre z tych elementów są często pomijane w ogólnych kursach Pythona. Jeżeli nigdy wcześniej nie używałeś Pythona, to dobrze by było skorzystać jeszcze z jakiegoś dodatkowego kursu dla początkujących.


  Zasady tworzenia kodu Pythona


  Społeczność Pythona przyjęła pewne zasady formatowania kodu. Znajdziesz je na stronie http://legacy. python.org/dev/peps/pep-0020/ lub w interpreterze Pythona po wpisaniu polecenia import this.


  Chyba najbardziej dyskusyjnym punktem tej listy jest:


  Powinien być jeden — najlepiej tylko jeden — oczywisty sposób wykonania operacji.


  Kod napisany zgodnie z tą „oczywistą” zasadą jest określany mianem „pythonowego” (oczywiście na początku zasada ta może wcale nie wydawać się oczywistością). Nie jest to książka o Pythonie, ale czasami będę porównywał ze sobą pythonowe i niepythonowe techniki rozwiązywania tego samego problemu. Oczywiście zwykle lepsze będzie okazywało się rozwiązanie pythonowe.


  Inne fragmenty dotyczą estetyki kodu:


  Piękny jest lepszy od brzydkiego. Doprecyzowany jest lepszy od domyślnego. Prosty jest lepszy od skomplikowanego.


  Opisują one ideał, do którego będziemy dążyć, pisząc nasze skrypty.


  Skąd wziąć interpreter Pythona?


  
    
      
        	[image: Obraz1401.PNG]

        	
          Ponieważ metody instalacji mogą ulegać zmianom, aktualne instrukcje (w języku angielskim) można znaleźć w repozytorium na GitHubie (https://github.com/joelgrus/ data-science-from-scratch/blob/master/INSTALL.md). Skorzystaj z nich, gdyby sposób opisany poniżej nie zadziałał.

        
      

    
  


  Interpreter Pythona możesz pobrać ze strony https://www.python.org/, ale jeżeli nie korzystałeś dotychczas z Pythona, to warto zainstalować dystrybucję Anaconda (https://www.anaconda.com/ download/), która zawiera większość bibliotek niezbędnych podczas analizowania danych.


  Kiedy pisałem pierwsze wydanie książki Data science od podstaw, większość analityków danych nadal preferowała Pythona w wersji 2.7, dlatego też w pierwszym wydaniu korzystałem z tej wersji.


  Jednak w ciągu ostatnich kilku lat praktycznie każdy przesiadł się na Pythona 3. Jego ostatnie wydania mają wiele udogodnień, które ułatwiają pisanie czystego kodu. W tej książce będziemy w pełni korzystać z możliwości dostępnych dopiero od wersji 3.6, co oznacza, że powinieneś zainstalować Pythona 3.6 lub nowszą wersję. Ponadto wiele przydatnych bibliotek przestaje wspierać Pythona 2.7, co jest jeszcze jednym powodem, by z niego zrezygnować.


  Środowiska wirtualne


  W kolejnym rozdziale zaczniemy używać biblioteki matplotlib, służącej do tworzenia wykresów. Nie jest ona instalowana razem z Pythonem, dlatego będziesz musiał zainstalować ją samodzielnie. Każdy projekt analityczny wymaga pewnej kombinacji bibliotek zewnętrznych, czasami w konkretnych wersjach, które różnią się od wersji używanych w innych projektach. Jeżeli będziesz używał pojedynczej instalacji Pythona, takie biblioteki będą powodowały konflikty i wiele innych problemów.


  Standardowe rozwiązanie polega na korzystaniu ze środowisk wirtualnych, czyli oddzielnych instalacji, które mogą mieć swoje własne zestawy bibliotek o określonych wersjach (a także w zależności od konfiguracji różne wersje samego Pythona).


  Zalecam korzystanie z dystrybucji Anaconda, więc w tej sekcji opiszę, jak działa jej środowisko. Jeżeli nie używasz Anacondy, możesz albo użyć wbudowanego modułu venv (https://docs.python.org/ 3/library/venv.html), albo zainstalować narzędzie virtualenv (https://virtualenv.pypa.io/en/latest/). W takim przypadku skorzystaj z odpowiednich instrukcji.


  Wirtualne środowisko Anacondy można stworzyć w następujący sposób:


  
     

  


  
    # Utworzenie środowiska Python 3.6 o nazwie „dsfs”

  


  
    conda create -n dsfs python=3.6

  


  Postępuj zgodnie z instrukcjami, aż zobaczysz komunikat:


  
    #

  


  
    # To activate this environment, use:

  


  
    # > source activate dsfs

  


  
    #

  


  
    # To deactivate an active environment, use:

  


  
    # > source deactivate

  


  
    #

  


  (Aby aktywować środowisko, wpisz source activate dsfs; aby dezaktywować aktywne środowisko, wpisz source deactivate).


  Aktywuj środowisko zgodnie z instrukcją:


  
    source activate dsfs

  


  W tym momencie wiersz polecenia powinien zmienić swój wygląd, wskazując aktywne środowisko. Na moim MacBooku wygląda to tak:


  
    (dsfs) ip-10-0-0-198:~joelg$

  


  Wszystkie biblioteki, które teraz zainstalujesz, będą dostępne tylko w środowisku dsfs. Gdy skończysz czytać tę książkę i zajmiesz się własnymi projektami, powinieneś stworzyć dla nich osobne środowiska.


  Teraz gdy masz już środowisko, warto zainstalować IPythona (http://ipython.org/), w pełni funkcjonalną interaktywną powłokę Pythona:


  
    python -m pip install ipython

  


  
    
      
        	[image: Obraz1435.PNG]

        	
          Anaconda posiada własne narzędzie do zarządzania pakietami, conda, ale możesz też użyć standardowego instalatora pakietów Pythona, pip.

        
      

    
  


  W dalszej części książki zakładam, że stworzyłeś i aktywowałeś wirtualne środowisko Pythona 3.6. Późniejsze rozdziały będą mogły wymagać bibliotek, które będziemy instalować we wcześniejszych rozdziałach.


  Dobrą praktyką jest praca jedynie w środowiskach wirtualnych zamiast korzystania z podstawowej instalacji Pythona.


  Formatowanie za pomocą białych znaków


  W wielu językach programowania bloki kodu są wydzielane za pomocą nawiasów. W Pythonie służą do tego wcięcia:


  
     

  


  
    # znak # oznacza początek komentarza. Python ignoruje komentarze,

  


  
    # ale mogą one być pomocne podczas czytania kodu

  


  
    for i in [1, 2, 3, 4, 5]:

  


  
        print(i)           # pierwsza linia bloku „for i”

  


  
        for j in [1, 2, 3, 4, 5]:

  


  
            print(j)       # pierwsza linia bloku „for j”

  


  
            print(i + j)   # ostatnia linia bloku „for j”

  


  
        print(i)           # ostatnia linia bloku „for i”

  


  
    print(“koniec pętli”)

  


  Dzięki temu rozwiązaniu kod Pythona jest bardzo czytelny, ale sprawia, że formatując go, należy zachować ostrożność.


  
    
      
        	[image: Obraz1457.PNG]

        	
          Programiści często sprzeczają się o to, czy lepiej we wcięciach używać spacji, czy tabulatorów. W wielu językach nie ma to większego znaczenia, jednak Python rozróżnia takie wcięcia i jeżeli w jednym bloku kodu użyjesz obydwu sposobów, to program nie zadziała. Używając Pythona, powinieneś zawsze korzystać ze spacji. Niektóre edytory można skonfigurować w taki sposób, by zamiast tabulatora wstawiały odpowiednią liczbę spacji.

        
      

    
  


  Białe znaki są ignorowane w nawiasach okrągłych i kwadratowych, co przydaje się podczas zapisu długich operacji:


  
    dluga_operacja_arytmetyczna = (1 + 2 + 3 + 4 + 5 + 6 + 7 + 8 + 9 + 10 + 11 + 12 +

  


  
                                   13 + 14 + 15 + 16 + 17 + 18 + 19 + 20)

  


  Ponadto cechę tę można wykorzystać również w celu zwiększenia czytelności kodu:


  
    lista_list = [[1, 2, 3], [4, 5, 6], [7, 8, 9]]

  


  
     

  


  
    bardziej_czytelna_lista_list = [ [1, 2, 3],

  


  
                                     [4, 5, 6],

  


  
                                     [7, 8, 9] ]

  


  To, że ciąg dalszy instrukcji znajduje się w kolejnym wierszu, można oznaczać również za pomocą lewego ukośnika, ale z takiego zapisu nie będziemy korzystać często:


  
    two_plus_three = 2 + \

  


  
                     3

  


  Jedną z wad formatowania kodu za pomocą wcięć jest to, że zapis taki utrudnia przenoszenie go do konsoli metodą kopiuj-wklej. Próba skopiowania kodu:


  
    for i in [1, 2, 3, 4, 5]:

  


  
     

  


  
        # zwróć uwagę na pustą linię

  


  
        print(i)

  


  i uruchomienia go po wklejeniu do konsoli Pythona zakończyłaby się zwróceniem komunikatu o nieprawidłowym wcięciu kodu:


  
    IndentationError: expected an indented block

  


  Dzieje się tak, ponieważ według interpretera pusta linia kodu oznacza koniec bloku pętli for.


  Konsola IPython obsługuje magiczną funkcję %paste, która umożliwia poprawne wklejenie zawartości schowka. Jest to jeden z powodów, dla których warto korzystać z tej konsoli.


  Moduły


  Nie wszystkie pakiety Pythona są domyślnie ładowane do pamięci. Dotyczy to pakietów dołączonych do interpretera, a także tych, które zostały zainstalowane samodzielnie przez użytkownika. Aby skorzystać z funkcji oferowanych przez dodatkowe pakiety, należy je zaimportować za pomocą polecenia import.


  Oto przykładowe polecenie importujące cały moduł:


  
    import re

  


  
    my_regex = re.compile(“[0-9]+”, re.I)

  


  Zaprezentowany kod importuje moduł zawierający funkcje i stałe przydatne podczas pracy z wyrażeniami regularnymi. Gdy zaimportujesz moduł w ten sposób, to aby skorzystać z jego funkcji, musisz dodawać przedrostek re. do ich nazw.


  Jeżeli w Twoim kodzie jest już jakaś klasa re, to możesz nadać modułowi alias:


  
    import re as regex

  


  
    my_regex = regex.compile(“[0-9]+”, regex.I)

  


  Z możliwości tej warto korzystać, gdy nazwa modułu jest długa lub nieporęczna. Podczas importowania modułu matplotlib przeznaczonego do wizualizacji danych standardowo przyjmuje się konwencję:


  
    import matplotlib.pyplot as plt

  


  
    plt.plot(...)

  


  Jeżeli potrzebujesz tylko kilku wartości z modułu, to możesz je zaimportować w sposób jawny, a następnie korzystać z nich bez żadnych przedrostków:


  
    from collections import defaultdict, Counter

  


  
    lookup = defaultdict(int)

  


  
    my_counter = Counter()

  


  Nie warto importować całej zawartości modułu do przestrzeni nazw swojego programu, ponieważ spowoduje to nieodwracalne nadpisanie zdefiniowanych wcześniej zmiennych:


  
    match = 10

  


  
    from re import *    # O nie, moduł re zawiera funkcję o nazwie match.

  


  
    print(match)        # “<function match at 0x10281e6a8>”

  


  Z takiego rozwiązania korzystają tylko źli programiści. Myślę, że nie zniżysz się do ich poziomu.


  Polskie znaki diakrytyczne


  Polskie znaki diakrytyczne (ą, ę, ń, ź, ż, ś, ć, ó, ł) mogą być umieszczane w komunikatach wyświetlanych na ekranie i komentarzach tylko po wprowadzeniu na początku pliku ze skryptem specjalnego komentarza:


  
    # -*- coding: utf-8 -*-

  


  Funkcje


  Funkcja jest blokiem kodu, który może przyjąć dowolną liczbę argumentów i wygenerować na ich podstawie wynik. W Pythonie funkcje definiowane są za pomocą słowa kluczowego def:


  
    def double(x):

  


  
        „””Tu możesz wstawić wyjaśnienie działania funkcji.

  


  
        Ta funkcja mnoży przekazaną do niej wartość przez 2”””

  


  
        return x * 2

  


  Python umożliwia przypisywanie funkcji do zmiennych i przekazywanie ich do innych funkcji w roli argumentów:


  
    def apply_to_one(f):

  


  
        „””Wywołuje funkcję f z argumentem 1”””

  


  
        return f(1)

  


  
     

  


  
    my_double = double             # odwołanie do zdefiniowanej wcześniej funkcji

  


  
    x = apply_to_one(my_double)    # równa się 2

  


  Python umożliwia również tworzenie krótkich anonimowych funkcji lambda:


  
    y = apply_to_one(lambda x: x + 4)    # równa się 5

  


  Funkcje lambda można przypisywać do zmiennych, ale większość programistów uważa, że lepiej jest korzystać ze słowa kluczowego def:


  
    another_double = lambda x: 2 * x       # Nie rób tego.

  


  
    def another_double(x): return 2 * x    # Rób to tak.

  


  Parametrom funkcji można nadawać wartości domyślne. Wartości takich parametrów przekazuje się do funkcji tylko wtedy, gdy mają wartość inną od domyślnej:


  
    def my_print(message=”domyślny komunikat”):

  


  
        print(message)

  


  
     

  


  
    my_print(“Witaj”)    # Wyświetli łańcuch „Witaj”.

  


  
    my_print()           # Wyświetli łańcuch „domyślny komunikat”.

  


  Czasami warto definiować nazwy przekazywanych argumentów:


  
    def full_name(first=”Jak-mu-tam”, last=”Jakiś”):

  


  
        return first + “ “ + last

  


  
     

  


  
    full_name(“Joel”, “Grus”)    # zwraca “Joel Grus”

  


  
    full_name(“Joel”)            # zwraca “Joel Jakiś”

  


  
    full_name(last=”Grus”)       # zwraca „Jak-mu-tam Grus”

  


  Będziemy tworzyli bardzo dużo funkcji.


  Łańcuchy


  Łańcuchy można podawać w pojedynczych lub podwójnych cudzysłowach, ale cudzysłów otwierający łańcuch i zamykający go musi być takiego samego typu:


  
    single_quoted_string = ‘analiza danych’

  


  
    double_quoted_string = “analiza danych”

  


  Znaki specjalne w łańcuchach umieszcza się przy użyciu lewego ukośnika, np.:


  
    tab_string = “\t” # symbol znaku tabulacji

  


  
    len(tab_string)   # długość łańcucha jest równa 1

  


  Aby umieścić w łańcuchu znak lewego ukośnika (np. podczas podawania nazw folderów w systemie Windows lub podczas pracy z wyrażeniami regularnymi), możesz utworzyć surowy łańcuch — skorzystać z notacji r””:


  
    not_tab_string = r”\t” # łańcuch zawierający znak ukośnika i literę t

  


  
    len(not_tab_string)    # długość łańcucha jest równa 2

  


  Python obsługuje również wieloliniowe łańcuchy znaków definiowane za pomocą potrójnych znaków podwójnych cudzysłowów:


  
    multi_line_string = “””To pierwsza linia,

  


  
                           to druga linia,

  


  
                           a to trzecia linia.””” 

  


  Nowością wprowadzoną w Pythonie 3.6 jest możliwość tworzenia łańcuchów znaków przy użyciu notacji f, która pozwala na łatwe podstawianie wartości w łańcuchu. Na przykład, jeżeli mamy osobno określone imię i nazwisko:


  
    first_name = “Joel”

  


  
    last_name = “Grus”

  


  to możemy połączyć je w jeden łańcuch na kilka sposobów, np.:


  
    full_name1 = first_name + “ “ + last_name              # dodawanie łańcuchów

  


  
    full_name2 = “{0} {1}”.format(first_name, last_name)   # string.format

  


  Notacja f jest jednak znacznie wygodniejsza:


  
    full_name3 = f”{first_name} {last_name}” 

  


  W dalszej części książki będziemy używali tego zapisu.


  Wyjątki


  Jeżeli coś pójdzie nie tak, jak powinno, Python generuje wyjątki. Jeżeli nie zostaną one obsłużone, to spowodują przerwanie pracy programu. Do obsługi wyjątków służą polecenia try i except:


  
    try:

  


  
        print(0 / 0)

  


  
    except ZeroDivisionError:

  


  
        print(“nie można dzielić przez zero”)

  


  W wielu językach programowania wyjątki uważa się za coś złego, ale w Pythonie możesz spokojnie używać ich do tego, aby kod był bardziej czysty (czasami będziemy korzystać z tego rozwiązania).


  Listy


  Lista (ang. list) to chyba najważniejsza struktura danych w Pythonie. Lista to po prostu zbiór kolejnych elementów — obiekty tego typu w innych językach określa się mianem tablicy, ale listy mają kilka dodatkowych funkcji:


  
    integer_list = [1, 2, 3]

  


  
    heterogeneous_list = [“string”, 0.1, True]

  


  
    list_of_lists = [ integer_list, heterogeneous_list, [] ]

  


  
    list_length = len(integer_list) # równa się 3

  


  
    list_sum = sum(integer_list)    # równa się 6

  


  W celu odczytania lub zapisania n-tego elementu listy należy skorzystać z nawiasów klamrowych:


  
    x = [0, 1, 2, 3, 4, 5, 6, 7, 8, 9]

  


  
     

  


  
    zero = x[0]   # równa się 0, listy są indeksowane od zera

  


  
    one = x[1]    # równa się 1

  


  
    nine = x[-1]  # równa się 9, pythonowy sposób uzyskiwania ostatniego elementu

  


  
    eight = x[-2] # równa się 8, pythonowy sposób uzyskiwania przedostatniego elementu

  


  
    x[0] = -1     # teraz x jest listą [-1, 1, 2, 3, ..., 9]

  


  Nawiasy klamrowe mogą być również używane do generowania „wycinków” list. Wycinek i:j oznacza wszystkie elementy od elementu numer i włącznie aż do elementu numer j, ale bez niego. Jeżeli pominiesz początek przedziału, to wycinek będzie zaczynał się na początku listy, a jeżeli pominiesz koniec przedziału, to będzie się on kończył na końcu listy:


  
    first_three = x[:3]              # [-1, 1, 2]

  


  
    three_to_end = x[3:]             # [3, 4, ..., 9]

  


  
    one_to_four = x[1:5]             # [1, 2, 3, 4]

  


  
    last_three = x[-3:]              # [7, 8, 9]

  


  
    without_first_and_last = x[1:-1] # [1, 2, ..., 8]

  


  
    copy_of_x = x[:]                 # [-1, 1, 2, ..., 9]

  


  W podobny sposób można tworzyć wycinki innych typów sekwencyjnych.


  Wycinek może przyjąć jeszcze jeden argument, określający odstęp między kolejnymi wycinanymi elementami. Argument ten może być ujemny:


  
    every_tird = x[::3]              # [-1, 3, 6, 9]

  


  
    five_to_three = x[5:2:-1]        # [5, 4, 3]

  


  Python ma wbudowany operator in służący do sprawdzania przynależności do listy:


  
    1 in [1, 2, 3] # prawda (True)

  


  
    0 in [1, 2, 3] # fałsz (False)

  


  Operator ten sprawdza po kolei wszystkie elementy listy, więc nie warto z niego korzystać, jeżeli nie jest się pewnym tego, że lista jest dość krótka, albo jeżeli nie zależy Ci na szybkiej pracy programu.


  Dwie listy można ze sobą bardzo łatwo połączyć. Jeżeli chcesz zmienić zawartość listy, możesz użyć funkcji extend, aby dodać do niej elementy z innego zbioru.


  
    x = [1, 2, 3]

  


  
    x.extend([4, 5, 6]) # lista x ma teraz postać [1,2,3,4,5,6]

  


  Jeżeli nie chcesz modyfikować listy x, możesz skorzystać z operacji dodawania list:


  
    x = [1, 2, 3]

  


  
    y = x + [4, 5, 6] # lista y ma teraz postać [1, 2, 3, 4, 5, 6]; lista x nie jest modyfikowana

  


  Bardzo często będziemy wykonywać operację dołączania do listy pojedynczego elementu:


  
    x = [1, 2, 3]

  


  
    x.append(0) # lista x ma teraz postać [1, 2, 3, 0]

  


  
    y = x[-1]   # równa się 0

  


  
    z = len(x)  # równa się 4

  


  Jeżeli wiesz, ile elementów znajduje się na liście, możesz skorzystać z wygodnego mechanizmu rozpakowywania list:


  
    x, y = [1, 2] # teraz x jest równe 1, a y jest równe 2

  


  Jeżeli po obu stronach tej operacji nie znajdzie się taka sama liczba elementów, to zwrócony zostanie błąd wartości (ValueError).


  Jeżeli nie potrzebujesz jakiejś wartości, to możesz zastąpić ją znakiem podkreślenia:


  
    _, y = [1, 2] # teraz y == 2, a pierwszy element listy został pominięty

  


  Krotki


  Krotka (ang. tuple) to niezmienna kuzynka listy. Z krotką można wykonać praktycznie wszystkie operacje niewymagające jej modyfikacji, które można wykonać na liście. W definicji krotki zamiast nawiasów klamrowych stosuje się nawiasy okrągłe lub w ogóle pomija się nawiasy:


  
    moja_lista = [1, 2]

  


  
    moja_krotka = (1, 2)

  


  
    inna_krotka = 3, 4

  


  
    my_list[1] = 3 # moja_lista ma teraz postać [1, 3]

  


  
     

  


  
    try:

  


  
        moja_krotka[1] = 3

  


  
    except TypeError:

  


  
        print(“nie można modyfikować krotki”)

  


  Krotki pozwalają na wygodne zwracanie wartości przez funkcję:


  
    def sum_and_product(x, y):

  


  
        return (x + y),(x * y)

  


  
     

  


  
    sp = sum_and_product(2, 3)    # równa się (5, 6)

  


  
    s, p = sum_and_product(5, 10) # s jest równe 15, p jest równe 50

  


  Krotki i listy mogą być używane podczas wykonywania wielokrotnych operacji przypisania:


  
    x, y = 1, 2 # Teraz x jest równe 1, a y jest równe 2.

  


  
    x, y = y, x # Pythonowy sposób zamiany wartości zmiennych; teraz x jest równe 2, a y jest równe 1.

  


  Słowniki


  Słownik (ang. dictionary) jest kolejną podstawową strukturą danych. Struktura ta przypisuje wartości do kluczy i pozwala na szybkie odczytanie wartości na podstawie klucza:


  
    empty_dict = {}                      # zapis pythonowy

  


  
    empty_dict2 = dict()                 # zapis mniej pythonowy

  


  
    grades = { “Joel” : 80, “Tim” : 95 } # literał słownikowy

  


  W celu odczytania wartości przypisanej do danego klucza należy skorzystać z nawiasów kwadratowych:


  
    joels_grade = grades[“Joel”] # równa się 80

  


  Jeżeli zapytasz o klucz, którego nie ma w słowniku, to wygenerowany zostanie błąd klucza (KeyError):


  
    try:

  


  
        kates_grade = grades[“Kate”]

  


  
    except KeyError:

  


  
        print(“Kate nie ma żadnych ocen!”)

  


  Istnienie klucza można sprawdzić za pomocą polecenia in:


  
    joel_has_grade = “Joel” in grades # prawda

  


  
    kate_has_grade = “Kate” in grades # fałsz

  


  Ten sposób działa szybko nawet dla dużych słowników.


  Słowniki mają metodę get zwracającą domyślną wartość (wartość ta jest zwracana zamiast wyjątku).


  
    joels_grade = grades.get(“Joel”, 0)  # równa się 80

  


  
    kates_grade = grades.get(“Kate”, 0)  # równa się 0

  


  
    no_ones_grade = grades.get(“No One”) # domyślna wartość to None

  


  Pary klucz-wartość definiuje się również za pomocą nawiasów kwadratowych:


  
    grades[“Tim”] = 99         # zastępuje poprzednią wartość

  


  
    grades[“Kate”] = 100       # dodaje trzeci element

  


  
    num_students = len(grades) # równa się 3

  


  Tak jak to pokazaliśmy w rozdziale 1., słowników można używać do przechowywania danych o określonej strukturze:


  
    tweet = {

  


  
        “user” : “joelgrus”,

  


  
        “text” : “Data Science is Awesome”,

  


  
        “retweet_count” : 100,

  


  
        “hashtags” : [“#data”, “#science”, “#datascience”, “#awesome”, “#yolo”]

  


  
    }

  


  Wkrótce poznamy lepsze sposoby przechowywania takich danych.


  Słowniki umożliwiają przyjrzenie się liście wszystkich kluczy:


  
    tweet_keys = tweet.keys()     # lista kluczy

  


  
    tweet_values = tweet.values() # lista wartości

  


  
    tweet_items = tweet.items()   # lista krotek mających postać (klucz, wartość)

  


  
    “user” in tweet_keys          # prawda, ale niezbyt pythonowy sposób

  


  
    “user” in tweet               # pythonowy sposób sprawdzania kluczy

  


  
    “joelgrus” in tweet_values    # prawda (powolny, ale jedyny sposób, aby to sprawdzić)

  


  Klucze słownika nie mogą być modyfikowane i nie można używać w ich charakterze list. Jeżeli chcesz korzystać z wieloelementowych kluczy, to powinieneś posługiwać się krotkami lub dokonać konwersji klucza na łańcuch znaków.


  defaultdict


  Wyobraź sobie, że próbujesz policzyć słowa użyte w dokumencie. Oczywistym rozwiązaniem jest w takim przypadku utworzenie słownika, w którym słowa będą kluczami, a do nich zostaną przypisane wartości określające częstotliwość występowania tych słów. Analizując kolejne słowa tekstu, można wtedy z łatwością dokonać inkrementacji klucza odpowiadającego danemu słowu, a jeżeli słowo nie zostało wcześniej umieszczone w słowniku, dodać nowy klucz do słownika:


  
    word_counts = {}

  


  
    for word in document:

  


  
        if word in word_counts:

  


  
            word_counts[word] += 1

  


  
        else:

  


  
            word_counts[word] = 1

  


  Możesz również skorzystać z zasady mówiącej, że lepiej jest wybaczać niż wydawać pozwolenia. W takim przypadku wystarczy obsłużyć wyjątek brakującego klucza:


  
    word_counts = {}

  


  
    for word in document:

  


  
        try:

  


  
            word_counts[word] += 1

  


  
        except KeyError:

  


  
            word_counts[word] = 1

  


  Trzecim sposobem wykonania tego zadania jest sprawdzenie brakującego klucza za pomocą polecenia get:


  
    word_counts = {}

  


  
    for word in document:

  


  
        previous_count = word_counts.get(word, 0)

  


  
        word_counts[word] = previous_count + 1

  


  Każda z tych technik jest trochę nieporęczna. W związku z tym warto skorzystać ze słownika default ådict. Działa on jak zwykły słownik, poza sytuacją, gdy chcesz znaleźć w nim nieistniejący klucz. Wtedy wartość jest dodawana do słownika przy użyciu bezargumentowej funkcji wygenerowanej w momencie tworzenia takiego słownika. Aby skorzystać ze słownika defaultdict, należy zaimportować go z modułu collections:


  
    from collections import defaultdict

  


  
     

  


  
    word_counts = defaultdict(int) # int() generuje wartość 0

  


  
    for word in document:

  


  
        word_counts[word] += 1

  


  Słowniki te mogą okazać się przydatne w połączeniu z poleceniami list lub dict, a także własnymi funkcjami:


  
    dd_list = defaultdict(list)             # Funkcja list() generuje pustą listę.

  


  
    dd_list[2].append(1)                    # Teraz dd_list zawiera {2: [1]}.

  


  
     

  


  
    dd_dict = defaultdict(dict)             # Funkcja dict() generuje pusty słownik.

  


  
    dd_dict[“Joel”][“City”] = “Seattle”     # { “Joel” : { “City” : Seattle”}}

  


  
     

  


  
    dd_pair = defaultdict(lambda: [0, 0])

  


  
    dd_pair[2][1] = 1                       # Teraz dd_pair zawiera {2: [0,1]}.

  


  Zaprezentowane rozwiązanie przydaje się podczas używania słowników do „zbierania” wyników operacji i umieszczania ich w słowniku bez każdorazowej konieczności sprawdzania istnienia klucza w słowniku.


  Counter


  Funkcja Counter (licznik) zamienia sekwencję wartości w obiekt podobny do defaultdict(int) — mapuje klucze do liczby ich wystąpień:


  
    from collections import Counter

  


  
    c = Counter([0, 1, 2, 0]) # Obiekt c ma formę: { 0 : 2, 1 : 1, 2 : 1 }.

  


  Pozwala to na bardzo proste rozwiązanie problemu liczenia słów:


  
    # document jest listą słów

  


  
    word_counts = Counter(document)

  


  Obiekt Counter ma metodę most_common, która służy do wybierania najczęściej występującego elementu:


  
    # Wyświetl 10 najczęściej występujących słów i podaj liczbę ich wystąpień.

  


  
    for word, count in word_counts.most_common(10):

  


  
        print word, count

  


  Zbiory


  Zbiór (ang. set) jest kolejną strukturą danych. Służy on do tworzenia zbiorów unikatowych elementów. Zbiór można zdefiniować, podając listę elementów w nawiasie klamrowym:


  
    primes_below_10 = {2, 3, 5, 7}

  


  Niestety, nie działa to dla pustych zbiorów, ponieważ {} oznacza pusty słownik. W takim przypadku należy posłużyć się funkcją set():


  
    s = set()

  


  
    s.add(1)      # s zawiera teraz { 1 }

  


  
    s.add(2)      # s zawiera teraz { 1, 2 }

  


  
    s.add(2)      # s wciąż zawiera { 1, 2 }

  


  
    x = len(s)    # równa się 2

  


  
    y = 2 in s    # zwraca prawdę

  


  
    z = 3 in s    # zwraca fałsz

  


  Ze zbiorów będziemy korzystać głównie z powodu dwóch rzeczy. Po pierwsze zbiory lepiej nadają się do przeprowadzania szybkich operacji sprawdzania przynależności do nich wielu obiektów:


  
    stopwords_list = [“a”,”an”,”at”] + setki_innych_wyrazow + [“yet”, “you”]

  


  
     

  


  
    “zip” in stopwords_list    # Zwracany jest fałsz, ale operacja wymagała sprawdzenia każdego elementu.

  


  
     

  


  
    stopwords_set = set(stopwords_list)

  


  
    “zip” in stopwords_set     # Operacja sprawdzania przebiega bardzo szybko.

  


  Drugą sytuacją, w której będziemy korzystać ze zbiorów, jest szukanie unikatowych elementów występujących w analizowanej kolekcji:


  
    item_list = [1, 2, 3, 1, 2, 3]

  


  
    num_items = len(item_list)          # 6

  


  
    item_set = set(item_list)           # {1, 2, 3}

  


  
    num_distinct_items = len(item_set)  # 3

  


  
    distinct_item_list = list(item_set) # [1, 2, 3]

  


  Oczywiście zbiory będą przez nas używane o wiele rzadziej niż słowniki i listy.


  Przepływ sterowania


  W Pythonie, podobnie jak w większości języków programowania, możesz stosować instrukcję warunkową if:


  
    if 1 > 2:

  


  
        message = “Gdyby 1 było większe od 2...”

  


  
    elif 1 > 3:

  


  
        message = “Instrukcja elif służy do podawania kolejnego sprawdzanego warunku.”

  


  
    else:

  


  
        message = “Instrukcja else służy do definiowania kodu wykonywanego po niespełnieniu wszystkich                warunków.”

  


  Kod instrukcji if, then i else można połączyć w jednej linii:


  
    parity = “parzyste” if x % 2 == 0 else “nieparzyste”

  


  Python obsługuje również pętlę while:


  
    x = 0

  


  
    while x < 10:

  


  
        print(f”{x} jest mniejsze od 10”)

  


  
        x += 1

  


  Częściej będziemy jednak korzystać z poleceń for i in:


  
    # range(10) oznacza numery 0, 1, ..., 9

  


  
    for x in range(10):

  


  
        print(f”{x} jest mniejsze od 10”)

  


  Podczas tworzenia bardziej złożonej logiki możesz korzystać z operatorów continue i break:


  
    for x in range(10):

  


  
        if x == 3:

  


  
            continue # Przejdź od razu do kolejnej iteracji.

  


  
        if x == 5:

  


  
            break    # Przerwij działanie pętli.

  


  
        print(x)

  


  Zaprezentowany kod wyświetli liczby 0, 1, 2 i 4.


  Wartości logiczne


  Wartości logiczne w Pythonie działają tak jak w większości języków programowania, ale ich zapis należy zaczynać wielką literą:


  
    one_is_less_than_two = 1 < 2      # prawda logiczna (True)

  


  
    true_equals_false = True == False # fałsz logiczny (False)

  


  Wartość None służy w Pythonie do określania nieistniejącej wartości. Działa ona podobnie jak null w innych językach programowania:


  
    x = None

  


  
    assert x == None, “to nie jest pythonowy sposób na sprawdzenie, czy zmienna jest równa None”

  


  
    assert x is None, “to jest pythonowy sposób na sprawdzenie, czy zmienna jest równa None”

  


  Python pozwala na umieszczanie dowolnych wartości w miejscach, w których powinny znaleźć się wartości logiczne. Oto lista elementów, które są traktowane jako „fałsz”:


  
    	False,


    	None,


    	[] (pusta lista),


    	{} (pusty słownik),


    	„”,


    	set(),


    	0,


    	0.0.

  


  Praktycznie wszystko inne jest traktowane jako prawda logiczna (True). Dzięki temu można z łatwością korzystać z instrukcji if podczas sprawdzania, czy lista, słownik lub łańcuch są puste. Niestety czasami mechanizm ten może powodować powstawanie trudnych do wychwycenia błędów i niespodziewanych zachowań programu:


  
    s = some_function_that_returns_a_string()

  


  
    if s:

  


  
        first_char = s[0]

  


  
    else:

  


  
        first_char = “”

  


  Prościej jest to zrobić za pomocą kodu:


  
    first_char = s and s[0]

  


  Polecenie and zwraca drugą wartość, gdy pierwsza z nich jest „prawdą”. W przeciwnym wypadku zwracany jest pierwszy element. Oto przykład podobnego kodu sprawdzającego, czy x jest liczbą, czy wartością None:


  
    safe_x = x or 0

  


  Zwrócona wartość z pewnością jest liczbą, jednak bardziej czytelny jest zapis:


  
    safe_x = x if x is not None else 0

  


  Python jest również wyposażony w funkcję all, która zwraca True tylko wtedy, gdy każdy z elementów przekazanych do funkcji daje logiczną prawdę. Dodatkowo możemy korzystać z funkcji any, która zwraca True, jeżeli przynajmniej jeden przekazany do niej element jest prawdą logiczną:


  
    all([True, 1, { 3 }]) # True, wszystkie wartości są traktowane jako prawda.

  


  
    all([True, 1, {}])    # False, {} jest traktowane jako fałsz.

  


  
    any([True, 1, {}])    # True, True jest traktowane jako prawda.

  


  
    all([])               # True, brak elementów będących fałszem.

  


  
    any([])               # False, brak elementów będących prawdą.

  


  Sortowanie


  W Pythonie każda lista ma metodę sort, która wykonuje sortowanie w miejscu. Jeżeli nie chcesz modyfikować listy, to możesz skorzystać z funkcji sorted, która zwraca nową listę:


  
    x = [4,1,2,3]

  


  
    y = sorted(x) # Lista y ma postać [1,2,3,4], a lista x pozostała niezmodyfikowana.

  


  
    x.sort()      # Teraz lista x ma postać [1,2,3,4].

  


  Oba mechanizmy sortujące domyślnie sortują w kolejności od najmniejszego do największego poprzez porównywanie elementów ze sobą.


  W celu posortowania elementów w kolejności od największego do najmniejszego należy skorzystać z parametru reverse=True. Zamiast porównywać same elementy, możliwe jest określenie za pomocą słowa kluczowego key funkcji:


  
    # Sortuje wartości od najwyższej do najniższej.

  


  
    x = sorted([-4,1,-2,3], key=abs, reverse=True) # Zwrócony zastanie wynik [-4,3,-2,1].

  


  
     

  


  
    # Sortuje słowa i przypisane im wartości od najwyższej wartości do najniższej.

  


  
    wc = sorted(word_counts.items(),

  


  
                key=lambda word_and_count: word_and_count[1],

  


  
                reverse=True)

  


  Składanie list


  Często będziemy przekształcać jedną listę, tworząc inną listę — będziemy wybierali tylko interesujące nas elementy. Można to zrobić w wyniku operacji składania list:


  
    even_numbers = [x for x in range(5) if x % 2 == 0] # [0, 2, 4]

  


  
    squares = [x * x for x in range(5)]                # [0, 1, 4, 9, 16]

  


  
    even_squares = [x * x for x in even_numbers]       # [0, 4, 16]

  


  Listy mogą być w podobny sposób przekształcane na słowniki lub zbiory:


  
    square_dict = { x : x * x for x in range(5) } # { 0:0, 1:1, 2:4, 3:9, 4:16 }

  


  
    square_set = { x * x for x in [1, -1] }       # { 1 }

  


  Jeżeli nie potrzebujesz jakiejś wartości z listy, to możesz ją pominąć za pomocą znaku podkreślenia:


  
    zeroes = [0 for _ in even_numbers] # Obiekt wyjściowy ma taką samą długość jak even_numbers.

  


  Operacja składania list może zawierać wiele instrukcji for:


  
    pairs = [(x, y)

  


  
              for x in range(10)

  


  
              for y in range(10)] # 100 par (0,0) (0,1) ... (9,8), (9,9)

  


  Późniejsze pętle for mogą być wynikiem wcześniejszych pętli:


  
    increasing_pairs = [(x, y)                      # tylko pary spełniające warunek x < y,

  


  
                         for x in range(10)         # range(pocz., koń.) jest równe

  


  
                         for y in range(x + 1, 10)] # [pocz., pocz. + 1, ..., koń. - 1]

  


  Bardzo często będziemy wykonywać tego typu operacje.


  Testy automatyczne i instrukcja assert


  Analiza danych wymaga pisania dużej ilości kodu, dlatego warto upewnić się, że jest on poprawny. Jednym ze sposobów, by to osiągnąć (omówionym krótko w dalszej części), jest użycie typów, ale można też pisać testy automatyczne.


  Istnieją różne frameworki do tworzenia i uruchamiania testów, ale w tej książce ograniczymy się do korzystania z instrukcji assert, która powoduje pojawienie się wyjątku AssertionError, jeżeli określony warunek nie jest prawdziwy:


  
    assert 1 + 1 == 2 

  


  
    assert 1 + 1 == 2, “1 + 1 powinno być równe 2, ale nie jest”

  


  Jak widać w drugim przykładzie, możemy dodać opcjonalny komunikat, który zostanie wyświetlony, jeżeli testowany warunek zwróci fałsz.


  Sprawdzanie, czy 1 + 1 = 2, nie jest szczególnie interesujące. Ciekawszym zastosowaniem jest sprawdzanie, czy pisane przez Ciebie funkcje robią to, co powinny:


  
    def smallest_item(xs):

  


  
        return min(xs)

  


  
    assert smallest_item([10, 20, 5, 40])== 5 

  


  
    assert smallest_item([1, 0, -1, 2]) == -1

  


  W dalszych przykładach będziemy używać instrukcji assert właśnie w taki sposób. Jest to dobra praktyka i zachęcam Cię do częstego korzystania 
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