
  [image: ]


  Alex J. Gutman, Jordan Goldmeier


  Analityk danych


  Przewodnik po data science, statystyce i uczeniu maszynowym


Przekład: Grzegorz Werner


  Tytuł oryginału: Becoming a Data Head: How to Think, Speak and Understand Data Science, Statistics and Machine Learning


  Tłumaczenie: Grzegorz Werner


  ISBN: 978-83-289-0216-9


  Copyright © 2021 by John Wiley & Sons, Inc., Indianapolis, Indiana All Rights Reserved. This translation published under license with the original publisher John Wiley & Sons, Inc.


  Translation copyright © 2023 by Helion S.A.


  No part of this publication may be reproduced, stored in a retrieval system, or transmitted in any form or by any means, electronic, mechanical, photocopying, recording, scanning, or otherwise, without either the prior written permission of the Publisher.


  Wiley and the Wiley logo are trademarks or registered trademarks of John Wiley & Sons, Inc. and/or its affiliates, in the United States and other countries, and may not be used without written permission. All other trademarks are the property of their respective owners. John Wiley & Sons, Inc. is not associated with any product or vendor mentioned in this book.


  Wszelkie prawa zastrzeżone. Nieautoryzowane rozpowszechnianie całości lub fragmentu niniejszej publikacji w jakiejkolwiek postaci jest zabronione. Wykonywanie kopii metodą kserograficzną, fotograficzną, a także kopiowanie książki na nośniku filmowym, magnetycznym lub innym powoduje naruszenie praw autorskich niniejszej publikacji.


  Wszystkie znaki występujące w tekście są zastrzeżonymi znakami firmowymi bądź towarowymi ich właścicieli.


  Autor oraz wydawca dołożyli wszelkich starań, by zawarte w tej książce informacje były kompletne i rzetelne. Nie biorą jednak żadnej odpowiedzialności ani za ich wykorzystanie, ani za związane z tym ewentualne naruszenie praw patentowych lub autorskich. Autor oraz wydawca nie ponoszą również żadnej odpowiedzialności za ewentualne szkody wynikłe z wykorzystania informacji zawartych w książce.


  Drogi Czytelniku!


  Jeżeli chcesz ocenić tę książkę, zajrzyj pod adres


  https://helion.pl/user/opinie/dascbi_ebook


  Możesz tam wpisać swoje uwagi, spostrzeżenia, recenzję.


  HELION S.A.


  ul. Kościuszki 1c, 44-100 GLIWICE


  tel. 32 230 98 63


  e-mail: helion@helion.pl


  WWW: https://helion.pl (księgarnia internetowa, katalog książek)


  
    
      	Poleć książkę


      	Kup w wersji papierowej


      	Oceń książkę

    

  


  
    
      	Księgarnia internetowa


      	Lubię to! » nasza społeczność

    

  


  RECENZJE KSIĄŻKI ANALITYK DANYCH


  Big Data, Data Science, uczenie maszynowe, sztuczna inteligencja, sieci neuronowe, uczenie głębokie… To jak gra w bingo na modne hasła, ale trzeba przyznać, że dane przenikają dosłownie wszędzie, a zrozumienie problemów z danymi i narzędzi data science staje się wymogiem dla każdego przedsiębiorcy. Alex i Jordan przygotowali lekturę obowiązkową, niezależnie od tego, czy dopiero zaczynasz swoją podróż, czy już jesteś w jej trakcie. Upraszczają tę złożoną dziedzinę, przekładając „proces danych” na zrozumiałe wzorce i wykorzystując codzienne przykłady i wydarzenia z naszej historii, aby przybliżyć abstrakcyjne koncepcje.


  — Milen Mahadevan, prezes firmy 84.51°


  Szczególnie podoba mi się w tej książce to, że porusza szerokie spektrum tematów, a zarazem zgłębia każdy z nich w wystarczającym stopniu. Wierzę w pedagogiczną koncepcję „Talking the Walk”, która oznacza umiejętność wyjaśniania trudnych rzeczy w sposób zrozumiały dla szerokiego grona odbiorców. Wiele książek poświęconych data science czyta się albo jak specjalistyczne podręczniki do matematyki i kodowania („Walking the Walk”), albo pozbawione rzeczywistej treści elaboraty przeładowane mnóstwem płytkich modnych słów („Talking the Talk”). W towarzystwie Aleksa i Jordana możesz wybrać się na fascynujący spacer po bezdrożach data science bez obawy, że zagubisz się po drodze. Sama podróż i miejsce docelowe są tego warte.


  — Kirk Borne, specjalista data science, czołowy światowy influencer w dziedzinie data science


  Najbardziej klarowna, zwięzła i praktyczna charakterystyka pracy w korporacyjnym dziale analiz, jaką kiedykolwiek widziałem. Jeśli chcesz zostać dobrym analitykiem i umieć zadawać właściwe pytania, ta książka jest dla Ciebie.


  — Kristen Kehrer, Data Moves Me, LLC, czołowa komentatorka LinkedIn w kategorii data science i analityki


  Książka, którą powinni przeczytać liderzy biznesowi i technologiczni, aby w pełni zrozumieć potencjał, moc, a także ograniczenia data science.


  — Jennifer L.L. Morgan, PhD, chemik analityczny w Procter and Gamble


  Pewnie zdarzyło Ci się usłyszeć: „Musimy w większym stopniu wykorzystywać uczenie maszynowe. Dlaczego nie stosujemy bardziej wyrafinowanych technik analizy danych?”. Data science to nie magiczny jednorożec, który rozwiąże wszystkie problemy Twojej firmy. Analityk danych pokazuje, kiedy data science jest właściwym podejściem (a kiedy nie), wyjaśniając to wszystko w sposób zrozumiały dla nowicjuszy. Ta książka będzie moją nową „kieszonkową encyklopedią” do tłumaczenia skomplikowanych koncepcji liderom bez technicznego wykształcenia.


  — Sandy Steiger, dyrektor, wydział analityki i data science na Uniwersytecie Miami


  Organizacje chcą być „napędzane danymi”. Twierdzą, że są „napędzane danymi”. Analityk danych pokazuje, jak osiągnąć to w rzeczywistości, bez założenia, że czytelnik zna się na statystyce lub przetwarzaniu danych. Jest to książka dla każdego, kto chce wiedzieć, jak przestawić firmę na tory data science, nie tylko dla osób wykształconych w tej dziedzinie.


  — Eric Weber, kierownik ds. eksperymentów i badań metrycznych, Yelp


  Co powstrzymuje data science przed osiągnięciem pełnego potencjału? Nie wolne algorytmy, brak danych, brak mocy obliczeniowej, a nawet brak specjalistów. Analityk danych wskazuje główną przeszkodę na drodze do sukcesu — brak komunikacji między specjalistami data science a kierownictwem firm. Gutman i Goldmeier w kreatywny sposób wyjaśniają techniki data science i pokazują ich zastosowanie na zrozumiałych przykładach z codziennego życia. Menedżerowie, dyrektorzy i wszyscy inni, którzy chcieliby lepiej zrozumieć data science, nauczą się dużo z tej książki. Przyda się ona również specjalistom data science, którzy nie zawsze potrafią wyjaśnić, czym się zajmują.


  — Jeffrey D. Camm, PhD, Center for Analytics Impact, Uniwersytet Wake Forest


  Analityk danych podnosi poziom edukacji i wiedzy w branży, która desperacko potrzebuje klarowności myślenia. Lektura obowiązkowa dla tych, którzy pracują w rozwijającej się dziedzinie data science i analityki.


  — dr Stephen Chambal, wiceprezes ds. rozwoju biznesowego w Perduco (firmie zajmującej się analizami dla Departamentu Obrony Stanów Zjednoczonych)


  Gutman i Goldmeier odfiltrowują znaczną część informacyjnego szumu, prezentując skomplikowane koncepcje statystyczne na prostych przykładach i w zrozumiałych analogiach. Książka Analityk danych pomogła mi przełożyć potrzeby mojego zespołu w zakresie danych na bardziej namacalne wymagania biznesowe, które mają sens w naszej organizacji. Świetna lektura, jeśli chcesz efektywniej korzystać z danych i wspierać rozwój swojej firmy i zespołu data science!


  — Justin Maurer, menedżer ds. inżynierii danych i data science w firmie Google


  Od ponad 15 lat pracuję jako inżynier w branży lotniczo-kosmicznej, a książka Analityk danych uświadomiła mi nie tylko, co osobiście chciałbym dowiedzieć się o data science, ale również jakiej potrzebuję wiedzy profesjonalnej, aby działać w środowisku bogatym w dane. Książka ta wyjaśnia również, jak interpretować często nadużywane terminy, takie jak sztuczna inteligencja. Jest to znakomita pozycja dla każdego menedżera średniego szczebla, który uczy się nawigować po nieuchronnie nadciągającej przyszłości data science.


  — Josh Keener, inżynier lotniczy i menedżer programów


  Obowiązkowa lektura dla dyrektorów wyższego szczebla, którzy chcą lepiej zrozumieć data science.


  — Cade Saie, PhD, główny dyrektor ds. danych


  Gutman i Goldmeier oferują praktyczne rady dotyczące zadawania właściwych pytań, kwestionowania założeń i unikania typowych pułapek. Dokładnie wyjaśniają podstawowe koncepcje data science bez gubienia się w niepotrzebnych szczegółach. Książka ta będzie przydatnym narzędziem w przyborniku każdego analityka, specjalisty data science, menedżera, dyrektora lub każdej innej osoby, która chce dowiedzieć się więcej o analizie danych.


  — Jeff Bialac, starszy analityk ds. łańcucha dostaw w firmie Kroger


  Gutman i Goldmeier napisali książkę, która jest równie użyteczna dla statystyków i specjalistów data science, jak i dla liderów biznesowych oraz specjalistów technicznych. Wyjaśniając skomplikowane zagadnienia statystyczne, stworzyli również wspólny język wypełniający lukę komunikacyjną, która — do tej pory — oddzielała pracę z danymi od wartości biznesowej.


  — Kathleen Maley, główny dyrektor ds. analityki w firmie datazuum


  Dla moich dzieci: Allie, Williama i Ellen.


  Allie miała trzy lata, kiedy odkryła, że jej tata jest „doktorem”.


  Zdziwiona spojrzała na mnie i powiedziała: „Ale ty nie pomagasz ludziom…”.


  W tym duchu dedykuję tę książkę również Tobie, czytelnikowi.


  Mam nadzieję, że Ci pomoże.


  — Alex


  Dla Stephena i Melissy


  — Jordan


  O autorach


  Alex J. Gutman jest specjalistą data science, instruktorem biznesowym, stypendystą Fulbrighta i akredytowanym profesjonalnym statystykiem, który lubi uczyć odbiorców technicznych i nietechnicznych szerokiej gamy zagadnień związanych z nauką o danych. Uzyskał tytuł doktora w dziedzinie matematyki stosowanej w Instytucie Technicznym Wojsk Lotniczych, gdzie obecnie pracuje jako adiunkt.


  Jordan Goldmeier jest uznanym na całym świecie ekspertem w dziedzinie analityki i wizualizacji danych, pisarzem i mówcą. Był dyrektorem operacyjnym w Excel.TV i spędził długie lata w okopach edukacji. Jest autorem książek Advanced Excel Essentials i Dashboards for Excel. Jego prace były cytowane przez Associated Press, Bloomberg BusinessWeek i American Express OPEN Forum. Jest zdobywcą nagrody Excel MVP Award, którą otrzymuje nieprzerwanie od sześciu lat, co pozwala mu przekazywać informacje zwrotne i udzielać wskazówek zespołom produktowym Microsoftu. Kiedyś, dzięki wykorzystaniu przez niego Excela, Siły Powietrzne zaoszczędziły 60 milionów dolarów. Jest także wolontariuszem ratownictwa medycznego.


  O redaktorach technicznych


  William A. Brenneman jest pracownikiem naukowym i globalnym liderem dyscypliny statystycznej w Departamencie Nauk o Danych i Modelowaniu firmy Procter & Gamble oraz adiunktem w Georgia Tech w Stewart School of Industrial and Systems Engineering. Odkąd dołączył do P&G, pracował nad szeroką gamą projektów związanych ze stosowaniem statystyki w obszarach, w których się specjalizuje, takich jak projektowanie i analiza eksperymentów, projektowanie parametrów, inżynieria niezawodności, statystyczne sterowanie procesami, eksperymenty komputerowe, uczenie maszynowe i myślenie statystyczne. Odegrał również kluczową rolę w opracowaniu wewnętrznego programu nauczania statystyki. Uzyskał stopień doktora statystyki na Uniwersytecie Michigan, tytuł magistra matematyki na Uniwersytecie Iowa oraz tytuł licencjata matematyki i szkolnictwa średniego w Tabor College. William jest członkiem zarówno Amerykańskiego Towarzystwa Statystycznego (ASA), jak i Amerykańskiego Towarzystwa Jakości (ASQ). Pełnił funkcję przewodniczącego Wydziału Statystyki ASQ, przewodniczącego Sekcji Jakości i Produktywności ASA oraz zastępcy redaktora naczelnego „Technometrics”. William ma również siedmioletnie doświadczenie jako pedagog na poziomie szkoły średniej i college’u.


  Jennifer Stirrup jest założycielką i prezesem Data Relish, brytyjskiej butikowej agencji konsultingowej specjalizującej się w sztucznej inteligencji i analityce biznesowej, która to agencja oferuje strategie danych oraz rozwiązania skupione na biznesie. Jen jest uznanym autorytetem w dziedzinie sztucznej inteligencji i analityki biznesowej, prowadzi wykłady w firmach z listy Fortune 100 i otrzymała liczne wyróżnienia i tytuły, w tym została uznana jednym z 50 globalnych wizjonerów danych, jednym z najlepszych specjalistów data science, których warto śledzić na Twitterze, i jedną z 50 najbardziej wpływowych kobiet w światowej branży technologicznej.


  Jen ma klientów w 24 krajach na 5 kontynentach. Ukończyła studia podyplomowe w dziedzinie sztucznej inteligencji i kognitywistyki. Jest autorką książek na temat danych i sztucznej inteligencji, występowała też w CBS Interactive i BBC, a także w znanych podcastach, takich jak Digital Disrupted, Run As Radio oraz stworzyła własną serię webinariów Make Your Data Work.


  Jen wygłaszała również przemówienia w college’ach i na uniwersytetach, a także jako dyrektor niewykonawczy służyła swoją wiedzą organizacjom charytatywnym i non profit. Wszystkie przemówienia Jen opierają się na jej ponad dwudziestoletnim doświadczeniu, poświęceniu i ciężkiej pracy.


  Podziękowania


  Zauważyłem pewną tendencję w sekcjach z podziękowaniami — małżonek autora jest często wymieniany na końcu. Przypuszczam, że chodzi o zostawianie najlepszego na koniec, ale obiecałem żonie, że jeśli kiedykolwiek napiszę książkę, wspomnę ją jako pierwszą, żeby było absolutnie jasne, czyj wkład jest dla mnie najważniejszy. Dziękuję więc mojej żonie Erin za miłość, zachętę i uśmiech. Kiedy piszę te słowa, właśnie zabierasz trójkę naszych małych dzieci na przejażdżkę rowerową, żeby dać mi czas na napisanie ostatniej strony. (Spieszę zapewnić czytelników, że ten gest jest reprezentatywną próbką naszego życia w minionym roku).


  Chciałbym również podziękować moim rodzicom, Edowi i Nancy, za dopingowanie mnie we wszystkim, co robię, i za pokazanie mi, jak być dobrym rodzicem, a także mojemu rodzeństwu Ryanowi, Rossowi i Erin za nieustające wsparcie.


  Ta książka jest zwieńczeniem wielu dyskusji z przyjaciółmi i współpracownikami, począwszy od tego, czy powinienem podjąć się napisania książki o umiejętności korzystania z danych, a skończywszy na potencjalnych tematach, które powinny się w niej pojawić. Szczególnie dziękuję Altynbekowi Ismailovowi, Andy’emu Neumeierowi, Bradleyowi Boehmke, Brandonowi Greenwellowi, Brentowi Russellowi, Cade’owi Saiemu, Calebowi Goodreau, Carlowi Parsonowi, Danielowi Uppenkampowi, Douglasowi Clarke’owi, Gregowi Andersonowi, Jasonowi Freelsowi, Joelowi Chaneyowi, Josephowi Kellerowi, Justinowi Maurerowi, Nathanowi Swigartowi, Philowi Hartkemu, Samuelowi Reedowi, Shawnowi Schneiderowi, Stephenowi Ferro i Zachary’emu Allenowi.


  Jestem również dłużnikiem setek inżynierów, specjalistów biznesowych i analityków danych, z którymi miałem kontakt osobiście lub online i którzy nauczyli mnie, jak być lepszym analitykiem danych i jak skuteczniej przekazywać wiedzę. A moim „uczniom” (kolegom), którzy wyrażali szczere opinie na temat prowadzonych przez mnie kursów, chcę tu powiedzieć: wysłuchałem Was i dziękuję.


  Miałem wielkie szczęście do akademickich i zawodowych mentorów, którzy pomogli mi odnaleźć własny głos i nabrać pewności siebie jako statystyk, analityk danych i instruktor. Dziękuję Jeffery’emu Weirowi, Johnowi Tudorovicowi, K.T. Arasu, Raymondowi Hillowi, Robowi Bakerowi, Scottowi Crawfordowi, Stephenowi Chambalowi, Tony’emu White’owi i Williamowi Brennemanowi (który zgodził się zostać redaktorem technicznym tej książki). Nie da się nie zmądrzeć, obracając się w takim towarzystwie.


  Dziękuję zespołowi wydawnictwa Wiley: Jimowi Minatelowi za wiarę w projekt i danie nam szansy, Pete’owi Gaughanowi i Johnowi Sleevie za przeprowadzenie nas przez ten proces, a także personelowi produkcyjnemu Wiley za skrupulatne przeczesywanie naszych rozdziałów. A naszym redaktorom technicznym, Williamowi Brennemanowi i Jen Stirrup, dziękujemy za sugestie i wiedzę. Książka jest lepsza dzięki Wam.


  Specjalne podziękowania należą się mojemu współautorowi, Jordanowi Goldmeierowi, z jednego oczywistego powodu (książka w Twoich rękach) i jednego mniej oczywistego. Na początku mojej kariery skarżyłem się Jordanowi, że ludzie nie podzielają mojego zainteresowania statystyką i myśleniem statystycznym. Powiedział, że jeśli mi to przeszkadza, to moim obowiązkiem jest to zmienić. Od tamtej pory staram się wypełnić ten obowiązek.


  Wreszcie chciałem jeszcze raz podziękować mojej żonie Erin (bo najlepsze trzeba zostawić na koniec).


  — Alex


  Chciałbym podziękować licznym osobom, które przyczyniły się do powstania tej książki.


  Przede wszystkim chciałbym podziękować współautorowi (współwinnemu?) Alexowi Gutmanowi. Przez lata rozmawialiśmy o napisaniu książki. W odpowiednim momencie pociągnęliśmy za spust. Nie mógłbym sobie wymarzyć lepszego współautora.


  Dziękuję wspaniałym ludziom z wydawnictwa Wiley, którzy pomogli połączyć wszystko w całość, w tym redaktorowi prowadzącemu Jimowi Minatelowi oraz redaktorowi projektu Johnowi Sleevie. Jestem też wdzięczny naszym redaktorom technicznym, Williamowi Brennemanowi i Jen Stirrup, za ciężką pracę nad poprawianiem książki. Wzięliśmy sobie Wasze uwagi do serca.


  Na koniec dziękuję mojej partnerce, Katie Gray, która zawsze wierzyła w ten projekt — i we mnie.


  — Jordan


  Przedmowa


  Książka Analityk danych ukazuje się w odpowiednim czasie, zważywszy na aktualny stan danych i analityki w organizacjach. Przyjrzyjmy się szybko najnowszej historii. Kilka czołowych firm skutecznie wykorzystywało dane oraz analizy do podejmowania decyzji i działań przez kilka dziesięcioleci, począwszy od lat 70. XX wieku. Jednak większość zignorowała ten cenny zasób lub ukryła go na zapleczu, gdzie był mało widoczny i nie odgrywał istotniejszej roli.


  Od początku do połowy lat dwutysięcznych sytuacja powoli się zmieniała, a dyrektorzy zaczęli ekscytować się potencjalnym wpływem danych i analiz na wyniki biznesowe ich przedsiębiorstw. W drugiej dekadzie XX wieku zainteresowanie zaczęło przesuwać się w kierunku „big data” — dużych zbiorów danych, które pierwotnie pochodziły od firm internetowych, ale stopniowo zaczęły pojawiać się w wielu obszarach zaawansowanych gospodarek. Aby poradzić sobie ze zwiększoną ilością i złożonością danych, firmy zaczęły tworzyć stanowiska „specjalisty data science” — najpierw w Dolinie Krzemowej, a później wszędzie.


  Jednak gdy firmy zaczęły adaptować się do modelu big data, nacisk ponownie przesunął się — w wielu firmach w okresie około 2015 – 2018 roku — na sztuczną inteligencję. Zbieranie, przechowywanie i analizowanie dużych zbiorów danych ustąpiło miejsca uczeniu maszynowemu, przetwarzaniu języka naturalnego i automatyzacji.


  Z tymi szybkimi zmianami wiąże się szereg założeń dotyczących danych i analityki. Miło mi tu stwierdzić, że książka Analityk danych podważa wiele z nich — i najwyższy czas. Jak zaczyna przyznawać wiele osób, które uważnie obserwują powyższe trendy, założenia te prowadzą nas w pewnych bezproduktywnych kierunkach. Opiszę zatem pięć powiązanych ze sobą założeń i wyjaśnię, dlaczego idee zawarte w tej książce są z nimi sprzeczne.


  Założenie 1. Analityka, big data i AI to zupełnie różne zjawiska.


  Wielu obserwatorów zakłada, że „tradycyjna” analityka, big data i sztuczna inteligencja to odrębne i różne zjawiska. Jednak książka Analityk danych słusznie przyjmuje, że są one ze sobą mocno powiązane. Wszystkie wymagają myślenia statystycznego. We wszystkich trzech przypadkach stosuje się tradycyjne podejścia analityczne, takie jak analiza regresyjna, podobnie jak techniki wizualizacji danych. Analityka predykcyjna to w zasadzie to samo, co nadzorowane uczenie maszynowe. A większość technik analizy danych działa na zbiorach danych o dowolnym rozmiarze. Krótko mówiąc, dobry spec od danych może skutecznie pracować we wszystkich trzech dziedzinach, a nadmierne skupianie się na różnicach między nimi nie jest zbyt produktywne.


  Założenie 2. Specjaliści data science to jedyni ludzie, którzy mogą bawić się w tej piaskownicy.


  Darzymy specjalistów data science dużym respektem i często zakładamy, że są jedynymi osobami, które mogą efektywnie pracować z danymi i analityką. Istnieje jednak rodzący się, ale ważny ruch w kierunku demokratyzacji tych idei; coraz więcej organizacji stawia na „obywatelskich specjalistów od danych”. Zautomatyzowane narzędzia do uczenia maszynowego ułatwiają tworzenie modeli, które doskonale sprawdzają się w przewidywaniu. Oczywiście profesjonalni naukowcy zajmujący się danymi nadal są potrzebni do opracowywania nowych algorytmów i sprawdzania złożonych analiz wykonywanych przez laików. Jednak organizacje, które demokratyzują analitykę i data science — korzystając z pracy „amatorskich” speców od danych — mogą znacznie zwiększyć ogólne wykorzystanie tych ważnych możliwości.


  Założenie 3. Specjaliści data science to „jednorożce” dysponujące wszystkimi wymaganymi umiejętnościami.


  Zakładamy, że specjaliści data science — wyszkoleni w opracowywaniu i kodowaniu modeli — umieją również wykonywać wszystkie inne czynności wymagane do pełnej implementacji tych modeli. Innymi słowy, wydaje nam się, że są „jednorożcami” i potrafią wszystko. Ale takie jednorożce nie istnieją, a jeśli już, to jest ich niewiele. Spece od danych, którzy nie tylko rozumieją podstawy data science, ale znają się na biznesie, potrafią efektywnie zarządzać projektami i umieją budować relacje biznesowe, są niezwykle wartościowymi uczestnikami projektów data science. Mogą być produktywnymi członkami zespołów data science i zwiększać prawdopodobieństwo, że realizowane projekty przełożą się na wartość biznesową.


  Założenie 4. Potrzeba naprawdę wysokiego IQ i długiej nauki, żeby odnieść sukces w analityce danych.


  Powiązanym założeniem jest to, że aby zajmować się danymi, trzeba być bardzo dobrze wyszkolonym w tej dziedzinie i świetnie radzić sobie z matematyką. Zarówno nauka, jak i predyspozycje z pewnością pomagają, ale książka Analityk danych dowodzi — a ja się z tym zgadzam — że zmotywowany uczeń może opanować analitykę w wystarczającym stopniu, aby być całkiem użytecznym w projektach data science. Wynika to po części z tego, że ogólne zasady analizy statystycznej wcale nie są aż tak skomplikowane, a po części z tego, że „bycie użytecznym” w projektach data science nie wymaga wyjątkowej biegłości w zakresie analityki i przetwarzania danych. Praca z profesjonalnymi analitykami danych lub automatycznymi programami AI wymaga jedynie umiejętności zadawania dobrych pytań, łączenia kwestii biznesowych z wynikami obliczeń oraz zwracania uwagi na wątpliwe założenia.


  Założenie 5. Jeśli nie studiowałeś(-łaś) głównie przedmiotów matematycznych, jest już za późno, aby nauczyć się tego, czego potrzeba do pracy z danymi i analityką.


  To założenie jest poparte danymi sondażowymi; w raporcie z ankiety przeprowadzonej w 2019 roku przez firmę Splunk wśród około 1300 dyrektorów na całym świecie praktycznie każdy respondent (98%) zgodził się, że umiejętności związane z danymi będą ważne na przyszłych stanowiskach pracy1. 81% podaje, że umiejętności związane z danymi są wymagane do objęcia wyższych stanowisk kierowniczych, a 85% — że w przyszłości będą one bardziej cenione w ich firmach. Niemniej jednak 67% twierdzi, że nie czuje się komfortowo, uzyskując dostęp do danych lub korzystając z nich, 73% uważa, że trudniej opanować umiejętności związane z danymi niż inne umiejętności biznesowe, a 53% sądzi, że są za starzy, aby się ich nauczyć. Taka defetystyczna postawa szkodzi jednostkom i organizacjom, a ani autorzy tej książki, ani ja nie uważamy, że jest uzasadniona. Przejrzyj strony następujące po tej przedmowie, a zobaczysz, że diabeł nie jest tak straszny, jak go malują!


  Zapomnij więc o fałszywych założeniach i zmień się w speca od danych. Staniesz się cenniejszym pracownikiem i poprowadzisz swoją organizację do większych sukcesów. Właśnie w tę stronę zmierza świat, więc czas wziąć się do roboty i nauczyć się więcej o danych i analityce. Myślę, że ten proces — i lektura książki Analityk danych — okaże się bardziej satysfakcjonujący i przyjemny, niż mógłbyś (mogłabyś) przypuszczać.
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  Wprowadzenie


  Dane są prawdopodobnie najważniejszym aspektem Twojej pracy, czy tego chcesz, czy nie. Prawdopodobnie czytasz tę książkę dlatego, że chcesz zrozumieć, o co w tym wszystkim chodzi.


  Na początek warto podkreślić to, co stało się niemal banałem: tworzymy i konsumujemy więcej informacji niż kiedykolwiek przedtem. Nie ma wątpliwości, że żyjemy w wieku danych. A wiek ten stworzył cały przemysł obietnic, terminów i produktów, którymi będziesz posługiwać się Ty oraz Twoi przełożeni, koledzy i podwładni. Jednak pomimo mnożących się produktów i obietnic niepokojąco wiele projektów data science kończy się niepowodzeniem1.


  Nie twierdzimy oczywiście, że wszystkie obietnice dotyczące danych są puste, a wszystkie produkty beznadziejne. Żeby jednak odnaleźć drogę w tym labiryncie, musisz pogodzić się z fundamentalną prawdą: są to skomplikowane sprawy. Praca z danymi to liczby, niuanse i niepewność. Owszem, dane są ważne, ale rzadko proste. A mimo to istnieje cała branża, która wmawia nam, że jest inaczej. Branża, które obiecuje pewność w niepewnym świecie i wykorzystuje nasz strach przed przegapieniem czegoś ważnego. My, autorzy tej książki, nazywamy ją „przemysłowym kompleksem data science”.


  Przemysłowy kompleks data science


  Jest to problem dla wszystkich zainteresowanych. Firmy uganiają się za produktami, które mają myśleć za nie. Menedżerowie zatrudniają analityków, którzy tak naprawdę nimi nie są. Specjaliści data science są zatrudniani w firmach, które nie są na nich gotowe. Dyrektorzy są zmuszani do wysłuchiwania technicznego żargonu i udawania, że go rozumieją. Projekty się przeciągają. Pieniądze idą w błoto.


  Tymczasem przemysłowy kompleks data science produkuje nowe koncepcje w tempie, które przekracza nasze zdolności do zdefiniowania i wyartykułowania stwarzanych przez nie możliwości (i problemów). Mrugnij okiem, a coś przegapisz. Kiedy autorzy tej książki zaczęli ze sobą pracować, najnowszym krzykiem mody były rozwiązania big data. Z biegiem czasu gorącym tematem stało się data science. Obecnie na topie są uczenie maszynowe, uczenie głębokie i sztuczna inteligencja.


  Osobom dociekliwym i krytycznym coś tu nie pasuje. Czy te problemy są naprawdę nowe? A może nowe definicje to tylko rebranding starych problemów?


  Odpowiedź na oba pytania jest oczywiście twierdząca.


  Jednak ważniejsze pytanie, które — mamy nadzieję — sobie zadajesz, brzmi: Jak krytycznie myśleć i mówić o danych?.


  Pozwól, że Ci pokażemy.


  Czytając tę książkę, poznasz narzędzia, terminy i sposób myślenia niezbędne do poruszania się po przemysłowym kompleksie data science. Zrozumiesz dane i związane z nimi wyzwania na głębszym poziomie. Nauczysz się myśleć krytycznie o napotkanych danych oraz otrzymanych wynikach i będziesz w stanie inteligentnie mówić o wszystkim, co wiąże się z danymi.


  Krótko mówiąc, staniesz się specem od danych.


  Dlaczego nam zależy?


  Zanim przejdziemy do szczegółów, warto wyjaśnić, dlaczego autorzy, Alex i Jordan, tak bardzo przejmują się tym tematem. W tym podrozdziale opisujemy dwa ważne przykłady tego, jak dane wpłynęły na całe społeczeństwo i na nas osobiście.


  Kryzys hipoteczny


  Byliśmy świeżo po studiach, kiedy wybuchł kryzys zapoczątkowany zapaścią na rynku pożyczek hipotecznych wysokiego ryzyka. Obaj znaleźliśmy zatrudnienie w Siłach Powietrznych w 2009 roku, w okresie, w którym trudno było dostać pracę. Obaj mieliśmy szczęście. Posiedliśmy pożądaną umiejętność: pracę z danymi. Każdego dnia zajmowaliśmy się danymi, próbując przekształcić badania analityków i naukowców Sił Powietrznych w produkty, z których mógłby korzystać rząd. Zatrudnienie nas było zwiastunem nacisku, jaki kraj miał niebawem położyć na pełnioną przez nas rolę. Jako pracownicy zajmujący się danymi przyglądaliśmy się kryzysowi hipotecznemu z dużym zainteresowaniem.


  Na kryzys hipoteczny złożyło się wiele czynników2. Przedstawiając go tu jako przykład, nie próbujemy ich negować. Jednak, mówiąc najprościej, uważamy go za fatalną porażkę analizy danych. Banki i inwestorzy stworzyli modele, które reprezentowały wartość obligacji dłużnych zabezpieczonych kredytami hipotecznymi (CDO). Może pamiętasz je jako instrumenty inwestycyjne, które spowodowały załamanie się rynku w Stanach Zjednoczonych.


  Obligacje CDO uważano za bezpieczną inwestycję, ponieważ rozkładały ryzyko związane z niespłaceniem pożyczki na wiele jednostek inwestycyjnych. Pomysł był taki, że jeśli w portfelu kredytów hipotecznych tylko kilka przestałoby być spłacanych, nie wpłynęłoby to istotnie na wartość całego portfela.


  A jednak poniewczasie wiadomo, że niektóre fundamentalne założenia były błędne. Najważniejszym z nich było to, że przypadki niespłacenia kredytu są zdarzeniami niezależnymi, czyli że jeśli osoba A zaprzestanie spłat, nie wpływa to na ryzyko zaprzestania spłat przez osobę B. Wkrótce wszyscy przekonaliśmy się, że niespłacone kredyty przypominają raczej kostki domina, a jedna niewypłacalność zapowiada dalsze. Kiedy jeden kredyt hipoteczny nie był spłacany, wartość otaczających nieruchomości spadała i rosło ryzyko, że one również nie zostaną spłacone. Jeden upadający kredytobiorca zasadniczo pociągał za sobą okoliczne domy.


  Zakładanie niezależności, kiedy zdarzenia są w rzeczywistości powiązane, to częsty błąd w statystyce.


  Przyjrzyjmy się jednak dokładniej tej historii. Banki inwestycyjne stworzyły modele, które zawyżały wartość tych inwestycji. Modele, o których będzie mowa dalej w tej książce, celowo upraszczają rzeczywistość. Wykorzystują pewne założenia dotyczące rzeczywistego świata, aby pomóc w zrozumieniu i przewidywaniu pewnych zjawisk.


  A kto opracowywał i interpretował te modele? Te same osoby, które kładły podwaliny pod to, co dziś nazywamy data science. Nasi ludzie. Statystycy, ekonomiści, fizycy — osoby, które zajmowały się uczeniem maszynowym, sztuczną inteligencją i statystyką. Pracowały z danymi i były inteligentne. Bardzo inteligentne.


  A jednak coś poszło nie tak. Czy nie zadawali właściwych pytań na temat swojej pracy? Czy informacje o ryzyku zaginęły podczas gry w głuchy telefon między analitykami a decydentami, a niepewność znikała kawałek po kawałku, stwarzając iluzję w pełni przewidywalnego rynku nieruchomości? Czy niektóre zaangażowane w to osoby po prostu kłamały na temat uzyskanych wyników?


  Co istotniejsze dla nas: jak możemy uniknąć podobnych pomyłek w naszej własnej pracy?


  Mieliśmy wiele pytań i mogliśmy tylko domyślać się odpowiedzi, ale jedno było jasne — mieliśmy do czynienia z katastrofą danych na dużą skalę. I to nie ostatnią.


  Wybory prezydenckie w Stanach Zjednoczonych w 2016 roku


  8 listopada 2016 roku kandydat republikanów Donald J. Trump zwyciężył w wyborach prezydenckich w Stanach Zjednoczonych, pokonując faworyzowaną kandydatkę demokratów, Hillary Clinton. Dla ankieterów politycznych było to szokiem. Ich modele nie przewidziały jego zwycięstwa. A miał to być rok przewidywalnych wyborów.


  W 2008 roku blog „FiveThirtyEight” Nate’a Silvera — wówczas część „New York Timesa” — doskonale przewidział zwycięstwo Baracka Obamy. Eksperci powątpiewali wtedy, czy algorytm prognostyczny Nate’a może dokładnie prognozować wynik wyborów. W 2012 roku Nate Silver znów poprawnie przewidział kolejną wygraną Baracka Obamy.


  W tym momencie świat biznesu zaczął przykładać większą wagę do danych i zatrudniać specjalistów data science. Poprawne przewidzenie ponownego wyboru Baracka Obamy podkreśliło znaczenie prognoz opartych na danych. Artykuły w prasie biznesowej ostrzegały dyrektorów, że albo poważnie potraktują dane, albo zostaną połknięci przez konkurentów. Przemysłowy kompleks data science działał pełną parą.


  W 2016 roku każdy większy serwis informacyjny zainwestował w algorytm przewidywania wyników wyborów. Zdecydowana, ogromna większość z nich sugerowała miażdżące zwycięstwo kandydatki demokratów, Hillary Clinton. Jak bardzo się myliły!


  Skontrastujmy to z kryzysem hipotecznym. Można by pomyśleć, że do tego czasu wiele się nauczyliśmy. Że rosnące zainteresowanie data science pozwoli uniknąć przeszłych błędów. Owszem, w okolicach 2008 i 2012 roku agencje informacyjne zatrudniały specjalistów data science, inwestowały w sondaże, tworzyły zespoły danych i wydawały więcej pieniędzy, aby uzyskać dobre dane.


  Nasuwa się więc pytanie: skoro poświęcono temu tyle czasu, włożono tyle pieniędzy i wysiłku, to co się właściwie stało?3


  Nasza hipoteza


  Dlaczego dochodzi do takich problemów z danymi? Przyczyny są trzy: złożoność problemów, brak krytycznego myślenia i zła komunikacja.


  Po pierwsze (jak już wspomnieliśmy), są to rzeczy skomplikowane. Problemy związane z danymi są często trudne. Pomyłki zdarzają się nawet wtedy, gdy mamy mnóstwo danych, właściwe narzędzia i techniki oraz najbystrzejszych analityków. Prognozy mogą być i bywają błędne. Nie jest to krytyka danych ani statystyki. Taka jest rzeczywistość.


  Po drugie, niektórzy analitycy przestali myśleć krytycznie o problemach związanych z danymi. Przemysłowy kompleks data science w swojej pysze odmalował obraz pewności i prostoty, a część ludzi dała mu wiarę. Może leży to w ludzkiej naturze — nie chcemy przyznać, że nie wiemy, co się stanie. Jednak częścią poprawnego myślenia o danych i korzystania z nich jest uświadomienie sobie, że decyzje bywają błędne. Oznacza to komunikowanie oraz rozumienie zagrożeń i niepewności. Czasem ten przekaz gdzieś się gubi. Choć życzylibyśmy sobie, żeby ogromne postępy w badaniach oraz metodach analizy danych wyostrzały krytyczne myślenie, u niektórych wyłączyły one ten zmysł.


  Trzecią przyczyną problemów z danymi jest zła komunikacja między specjalistami data science a decydentami. Nawet przy najlepszych intencjach wyniki często giną w tłumaczeniu. Decydenci nie znają języka data science, bo nikt ich go nie nauczył. I szczerze mówiąc, analitycy danych nie zawsze potrafią wytłumaczyć, co mają na myśli. Istnieje luka komunikacyjna.


  Dane w miejscu pracy


  Twoje problemy z danymi prawdopodobnie nie spowodują załamania światowej gospodarki ani błędnego przewidywania wyników wyborów, ale kontekst tych historii jest ważny. Jeśli błędna komunikacja, nieporozumienia i braki w krytycznym myśleniu zdarzają się na oczach całego świata, prawdopodobnie dochodzi do nich również w Twoim miejscu pracy. W większości przypadków są to mikrobłędy, które subtelnie wzmacniają kulturę nieumiejętnego korzystania z danych.


  Wiemy, że działo się tak w naszej organizacji, i częściowo była to nasza wina.


  Scena w sali konferencyjnej


  Fani filmów przygodowych i science fiction znają tę scenę aż za dobrze: bohater stoi przed pozornie niewykonalnym zadaniem, a światowi liderzy i naukowcy zbierają się, żeby przedyskutować sytuację. Jeden z naukowców, największy „nerd” w całej grupie, zaczyna opisywać rozwiązanie, używając ezoterycznego żargonu, na co generał szorstko przerywa mu i każe „mówić po ludzku”. W tym momencie następuje ekspozycja, która wyjaśnia, o co chodziło naukowcowi. Ideą tego chwytu fabularnego jest przełożenie informacji krytycznych dla powodzenia misji na coś, co może zrozumieć nie tylko bohater, ale także widz.


  Często dyskutowaliśmy o tym tropie filmowym, kiedy pracowaliśmy jako badacze dla rządu federalnego. Dlaczego? Ponieważ sytuacja nigdy nie rozwijała się w taki sposób. W rzeczywistości to, z czym spotykaliśmy się na początku naszej kariery, było często przeciwieństwem tego filmowego momentu.


  Prezentacjom naszej pracy towarzyszyły puste spojrzenia, apatyczne kiwanie głową, a czasem opadające powieki. Skonfundowani odbiorcy zdawali się przyjmować to, co mówiliśmy, bez żadnych pytań. Albo imponowała im nasza błyskotliwość, albo byli znudzeni, bo niczego nie rozumieli. Nikt nie domagał się, żeby powtórzyć to, co właśnie zostało powiedziane, w zrozumiałym dla wszystkich języku. Często przebiegało to tak:


  My: „Na podstawie opartej na uczeniu nadzorowanym analizy binarnej zmiennej objaśnianej przy użyciu wielokrotnej regresji logistycznej stwierdziliśmy specyficzność prognoz na danych spoza próby na poziomie 0,76, a także kilka statystycznie istotnych zmiennych niezależnych przy użyciu współczynnika alfa równego 0,05”.


  Specjalista biznesowy: *niezręczna cisza*.


  My: „Czy ma to sens?”.


  Specjalista biznesowy: *więcej ciszy*.


  My: „Jakieś pytania?”.


  Specjalista biznesowy: „Obecnie nie mam żadnych pytań”.


  Wewnętrzny monolog specjalisty biznesowego: „O czym oni do cholery mówią?”.


  Gdybyś zobaczył(a) coś takiego w filmie, mógłbyś (mogłabyś) pomyśleć: „Chwilę, przewinę kawałek w tył, może coś mi umknęło”. Ale w prawdziwym życiu, gdzie wybory mają naprawdę duże znaczenie, rzadko tak się dzieje. Nie przewijamy. Nie prosimy o wyjaśnienia.


  Z perspektywy czasu rozumiemy, że nasze prezentacje były zbyt techniczne. Jednym z powodów był czysty upór — jak opisaliśmy wyżej, przed kryzysem hipotecznym szczegóły techniczne były nadmiernie upraszczane; analityków sprowadzano po to, żeby powiedzieli to, co chcieli usłyszeć decydenci, a my nie zamierzaliśmy grać w tę grę. Słuchacze mieli nas słuchać.


  Ale przesadziliśmy. Odbiorcy nie mogli krytycznie ocenić naszej pracy, ponieważ nie rozumieli, co mówimy.


  Pomyśleliśmy sobie, że musi być lepszy sposób. Chcieliśmy coś zmienić naszą pracą. Zaczęliśmy więc ćwiczyć wyjaśnianie złożonych pojęć statystycznych sobie nawzajem i innym odbiorcom. Zaczęliśmy też sprawdzać, co inni sądzą o naszych wyjaśnieniach.


  Odkryliśmy obszar kompromisu między osobami pracującymi z danymi a specjalistami biznesowymi, w którym można prowadzić uczciwe dyskusje na temat danych bez nadmiernego wchodzenia w szczegóły techniczne i bez zbytniego upraszczania. Wymaga to, aby obie strony myślały krytyczniej o problemach z danymi, dużych lub małych. Właśnie o tym jest ta książka.


  Możesz zrozumieć pełny obraz


  Aby lepiej rozumieć dane i skuteczniej z nimi pracować, musisz otworzyć się na naukę pozornie skomplikowanych pojęć. A jeśli nawet znasz te pojęcia, nauczymy Cię, jak przekładać je na język zrozumiały dla nietechnicznych słuchaczy.


  Będziesz też musiał(a) pogodzić się z pewnym aspektem danych, o którym rzadko się mówi — tym, że w wielu firmach próby ich wykorzystania kończą się niepowodzeniem. Rozwiniesz w sobie intuicję, uznanie i zdrowy sceptycyzm wobec liczb i terminów, z którymi będziesz się spotykać. Zadanie to może wydawać się trudne, ale niniejsza książka pokaże Ci, jak to zrobić. Bez kodowania i pisania doktoratu.


  Dzięki klarownym wyjaśnieniom, eksperymentom myślowym i analogiom pomożemy Ci zbudować mentalne ramy data science, statystyki i uczenia maszynowego.


  Spróbujmy zrobić to w poniższym przykładzie.


  Klasyfikowanie restauracji


  Wyobraź sobie, że spacerujesz po mieście i przechodzisz obok pustej witryny ze znakiem „Nowa restauracja: otwarcie wkrótce”. Nie przepadasz za jedzeniem w sieciówkach i zawsze szukasz nowych, lokalnych restauracji, więc zaczynasz się zastanawiać: „Czy będzie to lokalna restauracja?”.


  Postawmy to pytanie bardziej formalnie: czy przewidujesz, że nowa restauracja będzie lokalem sieciowym, czy niezależnym?


  Spróbuj zgadnąć. (Mówimy poważnie, spróbuj się domyślić, zanim przejdziesz dalej).


  Gdyby taka sytuacja wydarzyła się w prawdziwym życiu, domyślił(a)byś się w ułamku sekundy. Jeśli spacerujesz po modnej dzielnicy, w otoczeniu lokalnych pubów i restauracji, zgadniesz, że będzie to lokal niezależny. Jeśli jesteś w pobliżu autostrady i niedaleko centrum handlowego, zgadniesz, że będzie to lokal sieciowy.


  Kiedy jednak zadaliśmy Ci pytanie, zawahałeś(-łaś) się. Pomyślałeś(-łaś): „Nie dali mi wystarczających informacji”. I miałeś(-łaś) rację. Nie podaliśmy Ci żadnych danych potrzebnych do podjęcia decyzji.


  Lekcja, która z tego płynie: świadome decyzje wymagają danych.


  Przyjrzyj się teraz danym na rysunku P.1. Nowa restauracja jest zaznaczona symbolem X, litery C wskazują restauracje sieciowe, a litery I — niezależne, lokalne jadłodajnie. Jak zgadywał(a)byś teraz?


  [image: ]


  Rysunek P.1. Dzielnica Over the Rhine, Cincinnati, Ohio


  Większość osób postawiłaby na (I), ponieważ większość pobliskich restauracji to również (I). Zauważ jednak, że nie wszystkie restauracje w okolicy są niezależne. Gdybyśmy poprosili Cię o ocenę ufności4 wobec Twojej prognozy w skali od 0 do 100, oczekiwalibyśmy, że podasz wysoką liczbę, ale nie 100. Z pewnością nie da się wykluczyć, że w dzielnicy otwiera się kolejna sieciówka.


  Lekcja, która z tego płynie: prognozy nigdy nie powinny być w stu procentach pewne.


  Teraz przyjrzyj się danym na rysunku P.2. W obszarze tym znajduje się duże centrum handlowe, a większość okolicznych restauracji to sieciówki. Większość ludzi poproszona o przewidzenie, czy nowy lokal będzie restauracją sieciową, czy niezależną, wybiera opcję (C). Jesteśmy jednak bardzo zadowoleni, kiedy ktoś wybiera (I), ponieważ płynie z tego kilka ważnych lekcji.


  [image: ]


  Rysunek P.2. Centrum Kenwood Towne, Cincinnati, Ohio


  Podczas tego eksperymentu myślowego każdy tworzy w swojej głowie nieco inny algorytm. Oczywiście każdy przygląda się znacznikom otaczającym punkt X, aby zrozumieć okolicę, ale w pewnym momencie trzeba zdecydować, czy inne restauracje nie są zbyt daleko, aby wpływały na przewidywania. W skrajnych sytuacjach (a czasem widzimy, że tak się dzieje) ktoś patrzy na najbliższego sąsiada restauracji, w tym przypadku niezależną restaurację, i opiera na tym swoją prognozę: „Najbliższym sąsiadem X jest (I), więc moja prognoza to (I)”.


  Większość osób patrzy jednak na kilka sąsiednich restauracji. Na rysunku P.2 pokazano okrąg otaczający nową restaurację i siedem sąsiednich lokali. Mógłbyś (mogłabyś) wybrać inną liczbę, ale my wybraliśmy 7, a 6 spośród 7 to sieciówki (C), więc przewidujemy (C).


  I co z tego?


  Jeśli zrozumiałeś(-łaś) przykład z restauracją, jesteś na najlepszej drodze, żeby zostać specem od danych. Podsumujmy, czego się nauczyłeś(-łaś):


  
    	Przeprowadziłeś(-łaś) klasyfikację, prognozując etykietę nowej restauracji (sieciówka lub lokal niezależny) poprzez trenowanie algorytmu na podstawie zbioru danych (lokalizacji restauracji oraz ich etykiet — sieciówka/niezależna).


    	Właśnie na tym polega uczenie maszynowe! W tym przypadku nie zbudowałeś(-łaś) algorytmu w komputerze, ale użyłeś(-łaś) własnej głowy.


    	Mówiąc ściślej, jest to typ uczenia maszynowego zwany uczeniem nadzorowanym. Było ono „nadzorowane”, ponieważ wiedziałeś(-łaś), czy istniejące restauracje są sieciowe (C), czy niezależne (I). Etykiety te ukierunkowały Twoje myślenie, jak lokalizacja restauracji jest związana z tym, czy jest to lokal sieciowy, czy nie.


    	Mówiąc jeszcze ściślej, zrealizowałeś(-łaś) algorytm klasyfikacyjny nazywany K najbliższych sąsiadów5. Jeśli K = 1, przyglądasz się najbliższej restauracji i dokonujesz prognozy na tej podstawie. Jeśli K = 7, przyglądasz się siedmiu najbliższym restauracjom i przewidujesz tak jak wskazuje większość. Jest to intuicyjny i skuteczny algorytm. I nie ma w tym żadnej magii.


    	Dowiedziałeś(-łaś) się też, że potrzebujesz danych, żeby podejmować świadome decyzje. Pamiętaj jednak, że same dane nie wystarczą. Bądź co bądź ta książka jest poświęcona krytycznemu myśleniu. Chcemy pokazać, jak rzeczy działają, ale również jak zawodzą. Gdybyśmy zapytali Cię, na podstawie rysunków zamieszczonych we wprowadzeniu, czy nowa restauracja będzie przyjazna dla dzieci, nie był(a)byś w stanie odpowiedzieć. Do podejmowania świadomych decyzji nie wystarczą jakiekolwiek dane. Muszą to być dane dokładne, istotne i dostępne w odpowiedniej ilości.


    	Pamiętasz ten technobełkot, który zamieściliśmy wcześniej? „…oparta na uczeniu nadzorowanym analiza binarnej zmiennej objaśnianej…”? Gratulacje, właśnie przeprowadziłeś(-łaś) opartą na uczeniu maszynowym analizę binarnej zmiennej objaśnianej. Zmienna objaśniana to inna nazwa etykiety, a binarna dlatego, że może przyjmować dwie wartości, (C) lub (I).

  


  W tym podrozdziale nauczyłeś(-łaś) się całkiem sporo, nawet sobie tego nie uświadamiając.


  Dla kogo napisaliśmy tę książkę?


  Jak ustaliliśmy na początku książki, dane mają wpływ na życie wielu współczesnych pracowników korporacyjnych. Wymyśliliśmy następujące awatary reprezentujące osoby, które skorzystają na tym, że zostaną specem od danych:


  Hanna jest specjalistką ds. marketingu, pracującą w zespole z analitykiem danych. Hanna opracowuje inicjatywy marketingowe, a jej kolega gromadzi dane i mierzy wpływ tych inicjatyw. Hanna uważa, że mogliby pracować bardziej innowacyjnie, ale nie potrafi skutecznie przekazać swoich potrzeb współpracownikowi. Komunikacja między nimi to wyzwanie. Hanna wyszukała w Google’u niektóre popularne hasła (uczenie maszynowe, analityka predykcyjna), ale większość znalezionych artykułów wykorzystywała zbyt techniczne definicje, zawierała nieczytelny kod komputerowy lub była reklamą oprogramowania analitycznego albo usług konsultacyjnych. Jej poszukiwania sprawiły, że poczuła się jeszcze bardziej zagubiona i zdezorientowana niż wcześniej.


  Jakub ma doktorat z biotechnologii i pracuje w dziale badawczo-rozwojowym dużej korporacji. Z natury sceptyczny, zastanawia się, czy najnowsze trendy w dziedzinie analizy danych nie są zwykłą „ściemą”. Jednak w pracy Jakub ukrywa swój sceptycyzm, zwłaszcza przed nowym dyrektorem, który nosi koszulkę z napisem „Dane to nowy boczek”; nie chce być postrzegany jako luddysta. Jednocześnie czuje, że został w tyle, i postanawia dowiedzieć się, o co chodzi w tym całym zamieszaniu.


  Renata jest dyrektorem wyższego szczebla i dobrze zna najnowsze trendy w data science. Nadzoruje pracę działu data science i regularnie rozmawia z zatrudnionymi w nim specjalistami. Renata ufa swoim specjalistom data science i jest ich orędowniczką, ale chciałaby lepiej zrozumieć, czym się zajmują, ponieważ często prezentuje pracę swojego zespołu przed zarządem firmy. Renata ma również za zadanie zweryfikować nowe oprogramowanie technologiczne dla firmy. Podejrzewa, że niektóre twierdzenia sprzedawców o „sztucznej inteligencji” są zbyt piękne, aby mogły być prawdziwe, i chce uzbroić się w większą wiedzę techniczną, aby oddzielić marketingowe bajania od rzeczywistości.


  Szymon na swoim nowym stanowisku zarządza trzema specjalistami data science. Z wykształcenia jest informatykiem i wie, jak pisać oprogramowanie oraz pracować z danymi, ale jest nowicjuszem w dziedzinie statystyki (pominąwszy kurs zaliczony na studiach) i uczenia maszynowego. Jako osoba wykształcona technicznie chce i potrafiłby poznać szczegóły, ale po prostu nie może znaleźć na to czasu. Ponadto kierownictwo domaga się, żeby jego zespół „zajmował się intensywniej uczeniem maszynowym”, ale w tym momencie wszystko wydaje się magiczną czarną skrzynką. Szymon szuka materiałów, które pomogą mu zbudować wiarygodność w zespole i określić, jakie problemy można rozwiązać za pomocą uczenia maszynowego, a jakich nie można.


  Mamy nadzieję, że identyfikujesz się przynajmniej z jedną z tych osób. Ich wspólną cechą — i zapewne także Twoją — jest chęć stania się lepszym „konsumentem” danych i analityki.


  Stworzyliśmy też awatar reprezentujący osoby, które powinny przeczytać tę książkę, ale prawdopodobnie tego nie zrobią (bo każda historia potrzebuje czarnego charakteru):


  Jerzy, menedżer średniego szczebla, czyta w prasie biznesowej najnowsze artykuły o sztucznej inteligencji i podsuwa je swoim przełożonym i podwładnym jako dowód na to, że orientuje się w bieżących trendach. Ale na posiedzeniach zarządu szczyci się tym, że „postępuje zgodnie z przeczuciami”. Jerzy lubi, kiedy analitycy przedstawiają dane na jednym, najwyżej dwóch slajdach. Kiedy analiza zgadza się z tym, co intuicja podpowiadała mu, zanim zlecił badanie, idzie z nią do przełożonych i chwali się przed współpracownikami, że wprowadza „sztuczną inteligencję” w przedsiębiorstwie. Jeśli wyniki są niezgodne z jego przeczuciami, zadaje analitykom serię mglistych pytań i każe im szukać igły w stogu siana, dopóki nie znajdą „dowodów”, których potrzebuje, aby przepchnąć swój projekt.


  Nie bądź jak Jerzy. Jeśli znasz jakiegoś „Jerzego”, poleć mu tę książkę i powiedz, że przypomina Ci „Renatę”.


  Dlaczego napisaliśmy tę książkę?


  Uważamy, że wiele osób, takich jak nasze awatary, chce dowiedzieć się więcej o danych, ale nie wie, od czego zacząć. Istniejące książki o data science i statystyce obejmują szerokie spektrum. Po jednej stronie znajdują się książki nietechniczne, wychwalające zalety i potencjał danych. Niektóre są lepsze od innych. Nawet te najlepsze czyta się jak współczesne książki biznesowe. Ale wiele z nich jest pisanych przez dziennikarzy, którzy lubią dorzucić szczyptę dramatyzmu do opowieści o rosnącym znaczeniu danych.


  Książki te opisują, jak rozwiązano konkretne problemy biznesowe poprzez przyjrzenie się im przez pryzmat danych. Mogą być nawet używane w nich takie terminy jak sztuczna inteligencja czy uczenie maszynowe. Nie zrozumcie nas źle, te książki budują świadomość. Jednak nie zagłębiają się w to, co rzeczywiście zrobiono, lecz skupiają się na konkretnym problemie i jego ogólnym rozwiązaniu.


  Po drugiej stronie spektrum mamy książki wysoce techniczne. Te pięciusetstronicowe tomiszcza w twardej oprawie są równie onieśmielające fizycznie, jak ich treść jest onieśmielająca mentalnie.


  Na obu skrajach spektrum można znaleźć mnóstwo książek. Utrwala to lukę komunikacyjną — większość osób czyta albo tylko książki biznesowe, albo tylko techniczne. Nie jedne i drugie.


  Na szczęście między tymi dwiema skrajnościami można znaleźć kilka doskonałych pozycji. Dwie nasze ulubione to:


  
    	Foster Provost i Tom Fawcett, Analiza danych w biznesie. Sztuka podejmowania skutecznych decyzji, Helion, 2014,


    	John W. Foreman, Mistrz analizy danych. Od danych do wiedzy, Helion, 2017.

  


  Chcieliśmy uzupełnić tę listę, pisząc książkę, którą można czytać niezobowiązująco, bez korzystania z komputera lub kartki papieru. Jeśli spodoba Ci się nasza książka, zdecydowanie powinieneś (powinnaś) zrobić następny krok i przeczytać jeden lub oba wymienione wyżej tytuły. Nie pożałujesz.


  Poza tym uwielbiamy tę tematykę. Jeśli zdołamy zarazić Cię naszym entuzjazmem i zainspirować do nauczenia się więcej o danych i analityce, uznamy naszą misję za sukces.


  Czego się dowiesz?


  Książka ta pomoże Ci skonstruować mentalny model data science, statystyki i uczenia maszynowego. Co to jest „model mentalny”? To „uproszczona reprezentacja najważniejszych części jakiejś dziedziny problemowej, wystarczająco dobra, aby umożliwić rozwiązywanie problemów”6. Potraktuj go jako nowy schowek w mózgu, do którego będziesz odkładać informacje.


  Niektóre książki i artykuły zaczynają się od listy definicji: „Uczenie maszynowe to…”, „Uczenie głębokie to…” itd. Czytanie listy definicji technicznych bez modelu mentalnego, który pozwala uporządkować informacje, przypomina sytuację, w której ktoś zarzuca Cię paczkami z ubraniami, a Ty nie masz gdzie ich schować. Prędzej czy później wszystkie trafią na śmietnik.


  Jednak dzięki nowo skonstruowanemu modelowi mentalnemu nauczysz się prawidłowo myśleć oraz mówić o danych i właściwie je interpretować. Staniesz się specem od danych.


  Mówiąc ściślej, po przeczytaniu tej książki będziesz umiał:


  
    	myśleć statystycznie oraz zrozumieć rolę, jaką odgrywa wariacja w Twoim życiu i w podejmowaniu decyzji;


    	biegle posługiwać się danymi — mówić inteligentnie oraz zadawać właściwe pytania dotyczące statystyki i wyników, które napotkasz w swojej pracy;


    	zrozumieć, o co tak naprawdę chodzi w uczeniu maszynowym, analityce tekstu, uczeniu głębokim i sztucznej inteligencji;


    	unikać typowych pułapek podczas pracy z danymi i interpretowania wyników.

  


  Jak jest zorganizowana ta książka?


  Spece od danych to osoby, które umieją krytycznie myśleć o danych, bez względu na ich oficjalną rolę. Spec od danych może być siedzącym przy klawiaturze analitykiem, który rzeczywiście wykonuje pracę, albo osobą zasiadającą przy stole w sali posiedzeń zarządu, która ocenia pracę innych. Ta książka obsadzi Ciebie, speca od danych, w wielu różnych rolach.


  Choć przedstawiona tu „opowieść” jest chronologiczna, każdy rozdział jest zasadniczo samodzielną lekcją, więc można czytać je w dowolnej kolejności. Radzimy jednak przeczytać książkę od początku do końca, żeby skonstruować model mentalny, który pomoże przejść od podstaw do uczenia głębokiego.


  Książka dzieli się na cztery części:


  Część I. 
Ciąg dalszy dostępny w wersji pełnej.

  Część I. Myśl jak spec od danych
Dostępne w wersji pełnej.

  Rozdział 1. Na czym polega problem?
Dostępne w wersji pełnej.

  Rozdział 2. Czym są dane?
Dostępne w wersji pełnej.

  Rozdział 3. Przygotowanie do myślenia statystycznego
Dostępne w wersji pełnej.

  Część II. Mów jak spec od danych
Dostępne w wersji pełnej.

  Rozdział 4. Polemizuj z danymi
Dostępne w wersji pełnej.

  Rozdział 5. Eksploruj dane
Dostępne w wersji pełnej.

  Rozdział 6. Badaj prawdopodobieństwa
Dostępne w wersji pełnej.

  Rozdział 7. Kwestionuj statystyki
Dostępne w wersji pełnej.

  Część III. Przybornik specjalisty data science
Dostępne w wersji pełnej.

  Rozdział 8. W poszukiwaniu ukrytych grup
Dostępne w wersji pełnej.

  Rozdział 9. Model regresji
Dostępne w wersji pełnej.

  Rozdział 10. Model klasyfikacji
Dostępne w wersji pełnej.

  Rozdział 11. Analiza tekstu
Dostępne w wersji pełnej.

  Rozdział 12. Uczenie głębokie
Dostępne w wersji pełnej.

  Część IV. Droga do sukcesu
Dostępne w wersji pełnej.

  Rozdział 13. Strzeż się pułapek
Dostępne w wersji pełnej.

  Rozdział 14. Znaj ludzi i osobowości
Dostępne w wersji pełnej.

  Rozdział 15. Co dalej?
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
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