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    O autorze


    Bradford Tuckfield jest analitykiem danych, konsultantem i autorem książek. Uzyskał tytuł doktora zarządzania informacją w Wharton School na Uniwersytecie Pensylwanii oraz tytuł licencjata matematyki na Uniwersytecie Brighama Younga. Jest autorem książki Zanurz się w algorytmach (Helion, 2022) i współautorem książki Applied Unsupervised Learning with R (Packt, 2019). Pracował jako specjalista data science i menedżer ds. technologii w czołowych firmach finansowych i startupach; publikował też swoje badania w czasopismach akademickich z zakresu matematyki, zarządzania biznesem i medycyny.


    O recenzencie technicznym


    Jako główny analityk danych w agencji rządowej Statistics Canada Christian Ritter pomógł zbudować od podstaw jej dział data science, łącznie z opracowaniem platformy analityki danych. Kierował projektami wykorzystującymi przetwarzanie języka naturalnego, wizję komputerową oraz systemy rekomendacyjne. Jest również założycielem firmy OptimizeAI Consulting i pracuje jako niezależny konsultant data science. Kiedy nie zajmuje się projektami z zakresu analityki danych, jest mentorem dla studentów realizujących podyplomowe programy nauki o danych. Christian ma doktorat z astrofizyki obliczeniowej.

  


  
    Podziękowania


    Do powstania tej książki przyczyniło się wiele osób. Profesjonalni mentorzy i współpracownicy pomogli mi nauczyć się Pythona, data science i biznesu oraz tego, jak te trzy dziedziny łączą się ze sobą. Do mentorów tych należą Seshu Edala i dr Sundaram Narayanan. Przyjaciele, w tym Sheng Lee, Ben Brown, Ee Chien Chua i Drew Durtschi, udzielali mi cennych rad i wspierali mnie w procesie pisania książki. Niezwykle pomocny w całym tym przedsięwzięciu był Alex Freed z wydawnictwa No Starch Press. Christian Ritter przekazał mi znakomite sugestie i poprawki jako recenzent techniczny. Emma Tuckfield służyła nieocenioną pomocą w procesie redakcyjnym. Jayesh Thorat pomógł przygotować większość kodu i danych w rozdziale 8. Moja ukochana babcia, dr Virgie Day, zawsze zachęcała mnie do rozwoju intelektualnego i zainspirowała niektóre idee z rozdziału 4., który jest jej dedykowany. Całą książkę dedykuję zaś Leah, która jest moim najważniejszym źródłem wsparcia i motywacji.

  


  
    Wprowadzenie


    [image: Obraz]Kilka lat temu Hal Varian, główny ekonomista w firmie Google, z przekonaniem stwierdził, że „w ciągu następnych dziesięciu lat »seksowną« pracą stanie się statystyka”. Od czasu, kiedy wygłosił to stwierdzenie, stały się dwie rzeczy: zaczęliśmy nazywać statystyków specjalistami data science, a branża odnotowała ogromny wzrost zarówno pod względem zapotrzebowania na wykwalifikowanych praktyków, jak i wynagrodzeń.


    Podaż wykwalifikowanych analityków danych została w tyle za popytem. Jednym z celów niniejszej książki jest rozwiązanie tego problemu poprzez wprowadzenie Cię do głównych technik data science używanych dziś w czołowych firmach. Wyjaśnieniom towarzyszy działający, szczegółowo omówiony kod; pokazuję też, jak stosować różne metody data science i jak znajdować kreatywne rozwiązania problemów. Każdy, kto przeczyta tę książkę, zdobędzie umiejętności potrzebne w zawodzie analityka danych i będzie wiedział, jak radzić sobie z najtrudniejszymi i najbardziej ekscytującymi wyzwaniami, przed którymi stoją współczesne firmy.


    Ale data science to coś więcej niż tylko możliwości kariery. To szeroka dziedzina łącząca elementy statystyki, programowania, matematyki, ekonomii i informatyki. Pozwala analizować dane, wykrywać różnice między grupami, badać przyczyny tajemniczych zjawisk, klasyfikować gatunki i przeprowadzać eksperymenty — innymi słowy, uprawiać naukę. Każdy, kto ekscytuje się poszukiwaniem prawdy lub chce lepiej zrozumieć świat, powinien ekscytować się także tym aspektem analityki danych.


    Krótko mówiąc, data science ma coś do zaoferowania dla niemal każdego. Może pomóc Ci w rozwiązywaniu problemów biznesowych i poprawianiu wyników Twojej firmy. Może pomóc Ci stać się naukowcem, który potrafi lepiej obserwować i rozumieć otaczający go świat. Co więcej, bywa świetną zabawą. Zostając analitykiem danych, dołączasz do branży, która nieustannie rośnie i się rozszerza, a to znaczy, że będziesz musiał każdego dnia poszerzać swoją własną wiedzę i kwalifikacje. Jeśli chcesz nauczyć się szerokiej gamy nowych, trudnych umiejętności, które pomogą Ci lepiej pracować, lepiej myśleć i zdobyć „seksowną” pracę, czytaj dalej.


    Dla kogo jest ta książka?


    Choć wyjaśniamy każdy fragment kodu codziennymi słowami, żeby książka była przystępna dla osób, które nie znają Pythona i nie mają dużego doświadczenia w programowaniu, ktoś, kto rozumie przynajmniej podstawy programowania — zagadnienia takie jak przypisywanie zmiennych, pętle for, instrukcje if...then i wywołania funkcji — wyniesie najwięcej z tej książki.


    Książkę tę napisano z myślą o następujących grupach:


    Aspirujący analitycy danych


    Wydawać by się mogło, że dziś każdy chce zostać analitykiem danych, a każda firma chce zatrudniać analityków danych. Książka ta pomoże początkującym, którzy dopiero wkraczają na rynek pracy, zdobyć umiejętności potrzebne do pracy w branży data science. Może też pomóc tym, którzy mają już inny zawód, ale chcą go zmienić albo zacząć zajmować się analityką danych w swoich bieżących rolach.


    Studenci


    Książkę tę można wykorzystać podczas zajęć wprowadzających do data science na poziomie licencjackim; nadaje się też ona do samodzielnej lektury przez zainteresowanych studentów.


    Specjaliści


    Menedżerowie projektów, przedstawiciele kadry kierowniczej, twórcy oprogramowania i ogólnie biznesmeni mogą skorzystać na wiedzy o tym, co ich analitycy danych robią na co dzień. Umiejętności omawiane w tej książce pomogą im owocniej pracować ze specjalistami data science.


    Zainteresowani amatorzy


    Nie musisz czytać tej książki wyłącznie z myślą o rozwoju kariery. Data science to nowa, ekscytująca dziedzina, a każdy zainteresowany amator uzna tę książkę za fascynującą i pouczającą.


    O tej książce


    Ta książka zapewnia wprowadzenie do wszystkich popularnych technik używanych przez analityków danych w czołowych światowych firmach. Dowiesz się również, jak kreatywnie wykorzystać data science do rozwiązywania problemów w różnych branżach. Rozdziały są zorganizowane następująco:


    Rozdział 1., „Eksploracyjna analiza danych”. Wyjaśnia pierwszy etap każdego problemu data science: badanie danych, w tym wczytywanie ich do Pythona, obliczanie statystyk zbiorczych, wizualizację danych i dokonywanie zdroworozsądkowych spostrzeżeń.


    Rozdział 2., „Prognozowanie”. Opisuje regresję liniową, popularną technikę statystyczną, której można użyć do określania zależności między zmiennymi, a nawet do przewidywania przyszłości.


    Rozdział 3., „Porównywanie grup”. Omawia testowanie hipotez, standardową statystyczną metodę porównywania pomiarów grup.


    Rozdział 4., „Testy A/B”. Wyjaśnia, jak używać eksperymentów, aby ustalić, które praktyki biznesowe sprawdzają się najlepiej.


    Rozdział 5., „Klasyfikacja binarna”. Opisuje regresję logistyczną, prostą technikę uczenia maszynowego służącą do dzielenia danych na dwie kategorie.


    Rozdział 6., „Uczenie nadzorowane”. Omawia kilka metod uczenia maszynowego używanych do przewidywania, w tym drzewa decyzyjne, lasy losowe i sieci neuronowe.


    Rozdział 7., „Uczenie nienadzorowane”. Prezentuje dwie metody klasteryzacji, innej techniki uczenia maszynowego, której można użyć do znajdowania naturalnych grup w nieopatrzonych etykietami danych.


    Rozdział 8., „Web scraping”. Opisuje metody automatycznego pobierania danych z publicznie dostępnych witryn.


    Rozdział 9., „Systemy rekomendacyjne”. Wyjaśnia, jak zbudować system, który automatycznie poleca produkty klientom.


    Rozdział 10., „Przetwarzanie języka naturalnego”. Przedstawia zaawansowaną metodę przekształcania tekstu w wektory liczbowe, które można wykorzystać do różnych analiz.


    Rozdział 11., „Data science w innych językach”. Omawia R i SQL, dwa inne języki, które są często używane do analizowania danych.


    Przygotowywanie środowiska


    Algorytmy opisywane w tej książce będziemy implementować w języku Python. Python to bezpłatny język oprogramowania o otwartym kodzie źródłowym, który działa na każdej popularnej platformie. Możesz użyć poniższych instrukcji, aby zainstalować Pythona w systemach Windows, macOS i Linux.


    Windows


    Aby zainstalować Pythona w systemie Windows, wykonaj poniższe czynności:


    
      	Otwórz stronę z najnowszą wersją Pythona dla systemu Windows: https://www.python.org/downloads/windows/ (upewnij się, że wpisałeś końcowy ukośnik).


      	Kliknij łącze do wersji, którą chcesz pobrać. Aby pobrać najnowsze wydanie, kliknij łącze Latest Python 3 Release — 3.X.Y, gdzie 3.X.Y jest numerem najnowszej wersji, takim jak 3.12.1. Kod w tej książce został przetestowany w Pythonie 3.8 i powinien działać w nowszych wersjach. Jeśli chciałbyś pobrać starszą wersję, przewiń stronę w dół do sekcji Stable Releases, aby znaleźć preferowane wydanie.


      	Łącze kliknięte w etapie 2. zaprowadzi Cię do strony poświęconej wybranej wersji Pythona. W sekcji Files kliknij łącze Windows installer (64-bit).


      	Kliknięcie łącza z etapu 3. spowoduje pobranie pliku .exe do Twojego komputera. Jest to plik instalacyjny; kliknij go dwukrotnie, aby go otworzyć. Proces instalacji rozpocznie się automatycznie. Zaznacz pole Add Python 3.X to PATH, gdzie X jest numerem pobranej wersji, na przykład 10. Następni kliknij przycisk Install Now i wybierz opcje domyślne.


      	Kiedy zobaczysz komunikat Setup was successful, kliknij przycisk Close, aby zakończyć proces instalacji.

    


    W Twoim komputerze jest teraz nowa aplikacja. Jej nazwa to Python 3.X, gdzie X jest zainstalowaną wersją Pythona 3. W pasku wyszukiwania systemu Windows wpisz Python i kliknij wyświetloną aplikację. Spowoduje to otwarcie konsoli, w której możesz wprowadzać polecenia Pythona.


    macOS


    Aby zainstalować Pythona w systemie macOS, wykonaj następujące czynności:


    
      	Otwórz stronę z najnowszą wersją Pythona dla systemu macOS: https://www.python.org/downloads/mac-osx/ (upewnij się, że wpisałeś końcowy ukośnik).


      	Kliknij łącze do wersji, którą chcesz pobrać. Aby pobrać najnowsze wydanie, kliknij łącze Latest Python 3 Release — 3.X.Y, gdzie 3.X.Y jest numerem najnowszej wersji, takim jak 3.12.1. Kod w tej książce został przetestowany w Pythonie 3.8 i powinien działać w nowszych wersjach. Jeśli chciałbyś pobrać starszą wersję, przewiń stronę w dół do sekcji Stable Releases, aby znaleźć preferowane wydanie.


      	Łącze kliknięte w etapie 2. zaprowadzi Cię do strony poświęconej wybranej wersji Pythona. W sekcji Files kliknij łącze macOS 64-bit installer.


      	Kliknięcie łącza z etapu 3. spowoduje pobranie pliku .pkg do Twojego komputera. Jest to plik instalacyjny; kliknij go dwukrotnie, aby go otworzyć. Proces instalacji rozpocznie się automatycznie. Wybierz opcje domyślne.


      	Instalator utworzy w Twoim komputerze folder o nazwie Python 3.X, gdzie X jest numerem zainstalowanej wersji Pythona. Kliknij dwukrotnie ikonę IDLE znajdującą się w tym folderze. Spowoduje to otwarcie okna Python 3.X.Y Shell, gdzie 3.X.Y jest numerem wersji. Jest to konsola Pythona, w której możesz wykonywać dowolne polecenia Pythona.

    


    Linux


    Aby zainstalować Pythona w Linuksie, wykonaj poniższe czynności:


    
      	Ustal, jakiego menedżera pakietów używa Twoja wersja Linuksa. Dwa typowe menedżery pakietów to Yum i APT.


      	Otwórz konsolę Linuksa (zwaną również terminalem) i wydaj poniższe dwa polecenia:
        > sudo apt-get update



         > sudo apt-get install python3.11


        Jeśli używasz Yuma lub innego menedżera pakietów, zamiast apt-get wpisz yum albo nazwę Twojego menedżera pakietów. Podobnie, jeśli chciałbyś zainstalować inną wersję Pythona, zastąp 3.11 (najnowszą wersję w czasie pisania tej książki) dowolnym innymi numerem wydania, takim jak 3.8 (wersją wykorzystaną do testowania kodu w książce). Aby zobaczyć najnowszą wersję Pythona, przejdź na stronę https://www.python.org/downloads/source/. Zobaczysz na niej łącze Latest Python 3 Release — Python 3.X.Y, gdzie 3.X.Y jest numerem wydania; użyj pierwszych dwóch cyfr (na przykład 3 i 11) w powyższym poleceniu instalacyjnym.

      


      	Uruchom Pythona przez wydanie poniższego polecenia w konsoli Linuksa:
        > python3


        Konsola Pythona otworzy się w oknie konsoli Linuksa. Możesz tu wprowadzać polecenia Pythona.

      

    


    Instalowanie pakietów Pythona


    Kiedy instalujesz Pythona w sposób opisany w poprzednim punkcie, instalujesz standardową bibliotekę Pythona czy też, mówiąc bardziej kolokwialnie, podstawowego Pythona. Podstawowy Python pozwala wykonywać prosty kod i zawiera standardowe funkcje wbudowane w język Python. Podstawowy Python ma duże możliwości i pozwala osiągnąć godne uwagi rzeczy. Nie potrafi jednak wszystkiego i dlatego życzliwi, utalentowani członkowie społeczności Pythona tworzą pakiety Pythona.


    Pakiety Pythona (nazywane też bibliotekami Pythona) to dodatki, które zapewniają możliwości niedostępne w podstawowym Pythonie. Może się na przykład okazać, że masz jakieś dane zapisane w formacie programu Microsoft Excel i chciałbyś wczytać je do swojego programu w Pythonie. Nie ma prostego sposobu, żeby zrobić to w podstawowym Pythonie, ale pakiet o nazwie pandas pozwala łatwo wczytywać pliki Excela do Pythona.


    Aby skorzystać z pakietu pandas albo dowolnego innego pakietu Pythona, musisz go zainstalować. Kilka pakietów jest instalowanych domyślnie podczas instalacji podstawowego Pythona, ale większość trzeba zainstalować ręcznie. Żeby to zrobić, będziesz potrzebować programu pip, standardowego narzędzia do instalowania pakietów.


    Jeśli masz zainstalowanego podstawowego Pythona, instalacja programu pip jest prosta. Najpierw trzeba pobrać skrypt Pythona ze strony https://bootstrap.pypa.io/get-pip.py. Jak sugeruje nazwa, jest to skrypt, który pomoże Ci zdobyć pip. Teraz trzeba wykonać ten skrypt. Sposób uruchamiania go zależy od używanego systemu operacyjnego:


    
      	Jeśli używasz systemu Windows, musisz otworzyć wiersz poleceń. Możesz to zrobić przez kliknięcie przycisku Start i wpisanie cmd w pasku wyszukiwania. Program Wiersz polecenia pojawi się jako sugestia w menu Start; kliknij go, aby otworzyć wiersz poleceń.


      	Jeśli używasz systemu macOS, musisz otworzyć terminal. W tym celu otwórz Findera, otwórz folder /Applications/Utilities, a następnie kliknij dwukrotnie program Terminal.


      	Jeśli używasz systemu Linux, musisz otworzyć terminal. Większość dystrybucji Linuksa ma skrót do otwierania terminala na pulpicie.

    


    Po otwarciu wiersza poleceń (w systemie Windows) lub terminala (w systemach macOS lub Linux) musisz wykonać poniższe polecenie:

    > python3 get-pip.py


    Spowoduje to zainstalowanie programu pip w Twoim komputerze. Jeśli otrzymasz komunikat o błędzie podczas wykonywania tego polecenia, może to wynikać z tego, że Twój skrypt get-pip.py jest przechowywany w miejscu, którego Python nie potrafi znaleźć. Często pomaga precyzyjniejsze określenie lokalizacji pliku, więc możesz spróbować polecenia w rodzaju:

    > python3 C:/Users/AtticusFinch/Documents/get-pip.py


    Tutaj określiliśmy ścieżkę do pliku (C:/Users/AtticusFinch/Documents/get-pip.py), która wskazuje Pythonowi, gdzie należy szukać pliku get-pip.py. Powinieneś zmienić tę ścieżkę w zależności od lokalizacji pliku w swoim komputerze; na przykład prawdopodobnie będziesz musiał zmienić AtticusFinch na swoje własne imię.


    Po zainstalowaniu programu pip będziesz mógł używać go do instalowania dowolnych innych pakietów Pythona. Jeśli na przykład chciałbyś zainstalować pakiet pandas, możesz zrobić to za pomocą poniższego polecenia:

    > pip install pandas


    Możesz zastąpić pandas nazwą dowolnego innego pakietu Pythona, który chcesz zainstalować. Po zainstalowaniu pandas lub innych pakietów Pythona będziesz mógł używać ich w swoich skryptach Pythona. Używanie pakietów omówimy dokładniej w rozdziale 1.


    Inne narzędzia


    W poprzednich podrozdziałach opisano, jak zainstalować Pythona i jak ręcznie instalować pakiety Pythona. Jeśli potrafisz te dwie rzeczy, będziesz mógł wykonać cały kod w tej książce.


    Niektórzy użytkownicy Pythona wolą korzystać z innych narzędzi do uruchamiania kodu Pythona. Na przykład popularne narzędzie Anaconda również jest bezpłatne i pozwala wykonywać kod Pythona na potrzeby data science. Anaconda zawiera podstawowego Pythona oraz wiele popularnych pakietów i innych funkcji. Jeśli chciałbyś pobrać Anacondę, odwiedź jej stronę internetową pod adresem https://www.anaconda.com/products/distribution. Jeśli Ci się spodoba, będziesz mógł używać jej do wykonywania wszystkich przykładów kodu w tej książce, ale nie jest to konieczne.


    Projekt Jupyter to inny popularny zbiór narzędzi do wykonywania kodu Pythona. Odwiedź jego stronę internetową pod adresem https://jupyter.org/, aby dowiedzieć się więcej o dwóch najpopularniejszych narzędziach Jupytera: JupyterLab i Jupyter Notebook. Narzędzia to pozwalają uruchamiać kod Pythona w przejrzystym, interaktywnym, współdzielonym, przyjaznym dla użytkownika środowisku. Cały kod Pythona w tej książce był testowany w Jupyterze, ale ani Jupyter, ani Anaconda nie są wymagane do wykonywania przykładów; wystarczą podstawowy Python i program pip (opisany w poprzednim podrozdziale).


    Podsumowanie


    Data science może dać Ci zdolności ocierające się o magię: umiejętność przewidywania przyszłości, pomnażania zysków, automatycznego gromadzenia ogromnych zbiorów danych, zmieniania słów w liczby i nie tylko. Nauczenie się tego wszystkiego nie jest łatwe, a osiągnięcie najbardziej zaawansowanego poziomu wymaga ciężkiej pracy. Jednak trudy uczenia się data science mogą prowadzić do wielkich korzyści, a jeśli opanujesz umiejętności opisane w tej książce, będziesz mógł odnieść sukces jako analityk danych, a przy tym dobrze się bawić. Książka ta jest wprowadzeniem do głównych idei data science i ich zastosowań biznesowych — pomoże Ci ona zostać ekspertem analityki danych w dowolnie wybranej dziedzinie.

  


  
    1

    Eksploracyjna analiza danych


    [image: Obraz]Jest to książka o data science, zacznijmy więc od zbadania jakichś danych. To coś, do czego powinieneś przywyknąć: pierwszym etapem każdego problemu data science jest eksplorowanie danych. Bliskie przyjrzenie się najdrobniejszym szczegółom pomoże Ci lepiej zrozumieć dane i zdecydować, co robić dalej i jak przeprowadzić bardziej wyrafinowane analizy. Pomoże też wcześnie wyłapać ewentualne błędy lub problemy z danymi. Te pierwsze kroki w procesie data science nazywa się eksploracyjną analizą danych.


    Zaczniemy ten rozdział od przedstawienia scenariusza biznesowego i wyjaśnienia, jak można wykorzystać dane do lepszego zarządzania firmą. Opiszemy wczytywanie danych do Pythona i sprawdzanie podstawowych statystyk zbiorczych. Następnie wprowadzimy narzędzia Pythona przeznaczone do tworzenia wykresów. Omówimy proste analizy eksploracyjne i pytania, na które mogą odpowiedzieć. Na koniec przedyskutujemy, jak analizy mogą pomóc w poprawianiu praktyk biznesowych. Proste analizy, które przeprowadzimy w tym rozdziale, są pierwszym krokiem w rozwiązywaniu każdego problemu data science, jaki napotkasz w przyszłości. Zaczynajmy!


    Twój pierwszy dzień na stanowisku prezesa


    Wyobraź sobie, że zaoferowano Ci posadę prezesa w firmie udostępniającej rowery, które można wypożyczać na krótkie okresy w celu jeżdżenia po mieście. Choć nie masz żadnego doświadczenia w prowadzeniu firm zajmujących się wypożyczaniem rowerów, akceptujesz ofertę.


    Zjawiasz się w pracy pierwszego dnia i myślisz o swoich celach biznesowych. Niektóre z nich mogą być związane z takimi kwestiami jak satysfakcja klienta, morale pracowników, rozpoznawalność marki, maksymalizacja udziału w rynku, redukcja kosztów lub wzrost przychodów. Jak zdecydować, które z tych celów są priorytetowe, i w jaki sposób do nich dążyć? Pomyśl na przykład o zwiększaniu satysfakcji klienta. Zanim skupisz się na tym celu, musisz się dowiedzieć, czy klienci są zadowoleni, a jeśli nie są, musisz odkryć, co obniża ich satysfakcję i jak można to poprawić. A może jesteś bardziej zainteresowany pracą nad zwiększaniem przychodów. Musiałbyś wiedzieć, jakie są obecne przychody, zanim spróbowałbyś je zwiększyć. Innymi słowy, nie będziesz wiedział, na czym powinieneś się początkowo skupić, dopóki nie zrozumiesz lepiej swojej firmy.


    Aby zrozumieć swoją firmę, potrzebujesz danych. Mógłbyś przejrzeć wykresy i raporty, które podsumowują działalność firmy, ale żaden gotowy raport nie powie Ci tyle co samodzielne zbadanie danych.


    Znajdowanie wzorców w zbiorach danych


    Przyjrzyjmy się danym z prawdziwej wypożyczalni rowerów i wyobraźmy sobie, że są to dane z Twojej firmy. Możesz pobrać te dane pod adresem https://bradfordtuckfield.com/hour.csv. (Plik ten jest w specjalnym formacie .csv, o którym wkrótce powiemy więcej). Możesz otworzyć ten plik w edytorze arkuszy kalkulacyjnych, takim jak Microsoft Excel lub LibreOffice Calc; powinieneś zobaczyć okno podobne do pokazanego na rysunku 1.1.


    [image: Obraz]


    Rysunek 1.1. Dane dotyczące wypożyczania rowerów wyświetlone w arkuszu kalkulacyjnym


    UWAGA Pierwotnym źródłem tych danych jest witryna firmy Capital Bikeshare (https://ride.capitalbikeshare.com/system-data). Dane zostały skompilowane i wzbogacone przez Hadi Fanaee-T oraz Joao Gamę i opublikowane w internecie przez Marka Kaghazgariana.


    Ten zbiór danych nie różni się od wielu innych zbiorów, które prawdopodobnie widywałeś wcześniej: jest to prostokątna tablica wierszy i kolumn. W tym zbiorze każdy wiersz reprezentuje informacje o konkretnej godzinie od północy 1 stycznia 2011 r. do 23.59 31 grudnia 2012 r. — łącznie ponad 17 000 godzin. Wiersze są ułożone w kolejności chronologicznej, więc kilka pierwszych wierszy daje nam informacje o kilku pierwszych godzinach 2011 r., a kilka ostatnich — o kilku ostatnich godzinach 2012 r.


    Każda kolumna zawiera konkretny wskaźnik zmierzony dla każdej z tych godzin. Na przykład kolumna windspeed zawiera pomiary prędkości wiatru w pewnej stacji meteorologicznej w Waszyngtonie. Zauważ, że pomiary te nie są wyrażone w znajomych jednostkach, takich jak mile czy kilometry na godzinę. Zamiast tego zostały przekształcone do zakresu od 0 do 1; wszystko, co musimy wiedzieć, to że 1 reprezentuje szybki wiatr, a 0 brak wiatru.


    Jeśli przyjrzysz się kilku pierwszym wierszom, zobaczysz, że prędkość wiatru wynosi w nich 0, co oznacza, że w kilku pierwszych godzinach istnienia wypożyczalni rowerów nie zmierzono żadnego wiatru. W siódmym wierszu (licząc nagłówek jako pierwszy wiersz) nareszcie pojawia się jakiś wiatr, a jego zmierzona prędkość wynosi 0,0896. Jeśli spojrzysz na kolumnę hr, dowiesz się, że wiatr ten zmierzono, kiedy hr = 5, czyli o piątej nad ranem. Wiemy, że wiersz ten zawiera informacje o 1 stycznia, ponieważ kolumna dteday w siódmym wierszu ma wartość 2011-01-01.


    Po prostu przyglądając się kilku pierwszym wartościom danych, możemy zacząć opowiadać pewną historię, choć nieszczególnie ekscytującą: cicha noworoczna noc zmieniła się w nieco mniej cichy noworoczny poranek. Jeśli chcemy poznać inne historie o wypożyczalni rowerów i jej działalności, a nie tylko o pogodzie, musimy przyjrzeć się innym, bardziej istotnym kolumnom.


    Najważniejsze informacje znajdują się w ostatnich trzech kolumnach: casual, registered i count. Kolumny te wskazują liczbę osób, które używały rowerów Twojej firmy w każdej godzinie. Osoby, które zarejestrowały się w Twojej usłudze, aby otrzymywać zniżki i inne korzyści, to użytkownicy zarejestrowani, a ich liczba jest zapisana w kolumnie registered. Z rowerów można jednak korzystać również bez rejestrowania się, a takie przejazdy są zapisane w kolumnie casual. Suma kolumn casual i registered to łączna liczba użytkowników w każdej godzinie, która jest zapisana w kolumnie count.


    Teraz, kiedy zapoznałeś się z najistotniejszymi kolumnami w tym zbiorze danych, możesz dowiedzieć się sporo, po prostu przyglądając się zawartym w nich liczbom. Na przykład patrząc na 20 godzin pokazanych na rysunku 1.1, możesz stwierdzić, że w większości godzin masz więcej użytkowników zarejestrowanych niż okazjonalnych (wyższe wartości w kolumnie registered niż w kolumnie casual). Jest to prosty fakt liczbowy, ale jako prezes powinieneś się zastanowić, jakie ma to implikacje dla Twojej firmy. Więcej użytkowników zarejestrowanych niż okazjonalnych może oznaczać, że firma dobrze radzi sobie z przekonywaniem ludzi, żeby się zarejestrowali, ale może również oznaczać, że okazjonalne używanie usługi bez rejestracji nie jest tak łatwe, jak powinno. Będziesz musiał pomyśleć, który segment klientów jest dla Ciebie ważniejszy: regularni, zarejestrowani użytkownicy, na przykład codziennie dojeżdżający do pracy, czy użytkownicy okazjonalni, tacy jak zwiedzający miasto turyści.


    Przyjrzyjmy się bliżej codziennym wzorcom okazjonalnych i zarejestrowanych użytkowników i zobaczmy, czego możemy się o nich dowiedzieć. Spójrz ponownie na godziny pokazane na rysunku 1.1. Jak widać, użytkownicy okazjonalni są nieliczni do popołudnia pierwszego dnia, a ich szczyt przypada mniej więcej na godzinę 13.00. Użytkownicy zarejestrowani są względnie liczni nawet o 1.00 w nocy pierwszego dnia, a ich szczyt przypada na godzinę 14.00. Różnice w zachowaniach użytkowników zarejestrowanych i okazjonalnych są niewielkie, ale mogą mieć znaczenie. Mogą na przykład wskazywać na różnice demograficzne między tymi grupami. To z kolei może wymagać różnych strategii marketingowych kierowanych do każdej z grup.


    Pomyśl tylko, co już zrobiliśmy: po prostu przyglądając się kilku kolumnom pierwszych 24 wierszy danych, dowiedzieliśmy się kilku ważnych rzeczy o firmie i zaczęliśmy formułować pierwsze pomysły biznesowe. Nauka o danych jest znana z tego, że wymaga tajemnej wiedzy matematycznej i informatycznej, ale czasem wystarczy spojrzeć na zbiór danych, chwilę pomyśleć i posłużyć się zdrowym rozsądkiem, aby poprawić wyniki biznesowe.


    Używanie plików .csv do przeglądania i przechowywania danych


    Przyjrzymy się jeszcze bliżej naszym danym. Jeśli otworzysz plik danych (hour.csv) w edytorze arkuszy kalkulacyjnych, będzie on wyglądał tak jak na rysunku 1.1. Możesz jednak również otworzyć ten plik w edytorze tekstu, takimi jak Notatnik (jeśli używasz Windowsa), TextEdit (jeśli korzystasz z macOS-a) albo GNU Emacs lub gedit (jeśli używasz Linuksa). Plik otwarty w edytorze tekstu będzie wyglądał tak jak na rysunku 1.2.


    [image: Obraz]


    Rysunek 1.2. Dane dotyczące wypożyczeń rowerów wyświetlone jako zwykły tekst


    Te surowe dane (tzn. każdy pojedynczy znak tekstowy) składają się na nasz plik hour.csv, bez wyrównanych kolumn, jak w arkuszu kalkulacyjnym. Zwróć uwagę na liczne przecinki. Rozszerzenie nazwy tego pliku, .csv, to skrót od angielskiego terminu comma-separated values (wartości oddzielone przecinkami).


    Kiedy otwierasz plik .csv w edytorze arkuszy kalkulacyjnych, edytor próbuje zinterpretować każdy przecinek jako granicę między komórkami arkusza, żeby wyświetlić dane w prostych, wyrównanych wierszach i kolumnach. Same dane nie są jednak przechowywane w taki sposób; jest to po prostu surowy tekst z wierszami wartości, w których każda wartość jest oddzielona od innych przecinkami.


    Prostota plików .csv oznacza, że można je łatwo tworzyć, otwierać w wielu typach programów i w prosty sposób zmieniać. Właśnie dlatego analitycy danych często przechowują swoje dane w formacie .csv.


    Wyświetlanie danych w Pythonie


    Użycie Pythona pozwoli nam dokonywać bardziej zaawansowanych analiz niż te, które można przeprowadzać w edytorach tekstu i programach arkusza kalkulacyjnego. Umożliwi nam też zautomatyzowanie procesów i przyspieszenie analiz. Możemy łatwo otwierać pliki .csv w Pythonie. Poniższe trzy wiersze kodu Pythona wczytują plik hour.csv do Twojej sesji Pythona i wyświetlają pięć pierwszych wierszy:

    mport pandas as pd



    hour=pd.read_csv('hour.csv')



    print(hour.head())




    Później przyjrzymy się bliżej wynikom tego fragmentu kodu. Na razie spójrzmy na sam kod. Służy on do wczytania i wyświetlenia naszych danych. Drugi wiersz wczytuje dane za pomocą metody read_csv(). Metoda to jednostka kodu, która realizuje jedną, dobrze zdefiniowaną funkcję. Jak sugeruje nazwa, metoda read_csv() jest przeznaczona specjalnie do wczytywania danych, które są przechowywane w plikach .csv. Kiedy wykonasz ten wiersz, zmienna hour będzie zawierać wszystkie dane z pliku hour.csv; następnie będziesz mógł uzyskać dostęp do tych danych w Pythonie.


    W trzecim wierszu używamy funkcji print() do wyświetlenia (wypisania) naszych danych na ekranie. Moglibyśmy zmienić ten wiersz na print(hour), aby wypisać całą zawartość zbioru danych. Zbiory danych bywają jednak bardzo duże, więc wypisywanie ich w całości mijałoby się z celem. Dlatego dodaliśmy metodę head(), która zwraca tylko pięć pierwszych wierszy zbioru danych.


    Zarówno metoda read_csv(), jak i head() mogą być bardzo użyteczne. Nie są jednak częścią standardowej biblioteki Pythona — jego standardowych, domyślnie instalowanych funkcji. Stanowią część pakietu, czyli zewnętrznego kodu, który można opcjonalnie zainstalować i używać w skryptach Pythona.


    Te dwie metody są częścią popularnego pakietu o nazwie pandas, który zawiera kod do pracy z danymi. Właśnie dlatego pierwszy wiersz powyższego przykładu to import pandas as pd; importuje on, czyli wczytuje do pamięci, pakiet pandas, żebyśmy mogli korzystać z niego w naszej sesji Pythona. Notacja as pd przypisuje pakietowi alias, dzięki czemu za każdym razem, kiedy chcemy skorzystać z funkcji pakietu pandas, możemy napisać pd zamiast pełnej nazwy „pandas”. Pisząc pd.read_csv(), uzyskujemy zatem dostęp do metody read_csv(), która jest częścią pakietu pandas.


    Jeśli otrzymasz komunikat o błędzie, kiedy spróbujesz wykonać polecenie import pandas as pd, możliwe, że pakiet pandas nie jest zainstalowany w Twoim komputerze (pakiety muszą zostać zainstalowane, zanim będziesz mógł je zaimportować). Aby zainstalować pandas albo dowolny inny pakiet Pythona, powinieneś użyć standardowego instalatora Pythona, czyli programu o nazwie pip. Instrukcję instalacji programu pip oraz używania go do instalowania pakietów Pythona, takich jak pandas, znajdziesz we wstępie do książki. W całej tej książce za każdym razem, kiedy będziesz importować pakiet, najpierw upewnij się, że zainstalowałeś go w swoim komputerze za pomocą programu pip.


    Podczas wykonywania tego fragmentu kodu możesz też otrzymać inny komunikat o błędzie. Jeden z najbardziej typowych błędów występuje wtedy, gdy Python nie może znaleźć pliku hour.csv. Jeśli tak się stanie, Python wypisze raport o błędzie. Ostatni wiersz raportu będzie wyglądał mniej więcej tak:

    FileNotFoundError: [Errno 2] No such file or directory: 'hour.csv'


    Nawet jeśli nie jesteś znawcą Pythona, zapewne domyślasz się, co to znaczy: Python spróbował odczytać plik hour.csv, ale go nie znalazł. Błąd ten może być frustrujący, ale łatwo mu zaradzić. Najpierw upewnij się, że pobrałeś plik hour.csv i że ma on nazwę hour.csv w Twoim komputerze. Nazwa pliku w komputerze musi dokładnie odpowiadać nazwie pliku w kodzie Pythona.


    Jeśli nazwa pliku jest zapisana poprawnie w Twoim kodzie Pythona (wyłącznie małymi literami), problemem jest zapewne lokalizacja pliku. Jak wiesz, każdy plik w Twoim komputerze ma unikatową ścieżkę, która dokładnie określa, gdzie można go znaleźć. Ścieżka do pliku może wyglądać tak:

    C:\Users\DonQuixote\Documents\hour.csv


    Ta ścieżka jest w formacie używanym w systemie operacyjnym Windows. Jeśli używasz Windowsa, upewnij się, że nazwy Twoich folderów i plików nie zawierają żadnych znaków specjalnych (na przykład znaków z alfabetów innych niż angielski), ponieważ ścieżki ze znakami specjalnymi mogą powodować błędy. Poniżej pokazano inny przykład ścieżki do pliku, tym razem w formacie używanym przez uniksowe systemy operacyjne (w tym macOS i Linux):

    /home/DonQuixote/Documents/hour.csv


    Jak widać, ścieżki do plików w Windowsie wyglądają inaczej niż ścieżki do plików w macOS-ie i Linuksie. W systemach uniksowych używa się wyłącznie ukośników prawych i zaczyna od ukośnika (/), a nie od nazwy dysku, takiej jak C:\. Kiedy wczytujesz plik do Pythona, najprostszym sposobem uniknięcia błędu jest określenie pełnej ścieżki do pliku, jak niżej:

    import pandas as pd



    hour=pd.read_csv('/home/DonQuixote/Documents/hour.csv')



    print(hour.head())




    Kiedy będziesz wykonywał ten kod, zastąp ścieżkę do pliku w metodzie read_csv() ścieżką do pliku w Twoim własnym komputerze. Po uruchomieniu powyższego przykładu, ze ścieżką do pliku poprawnie ustawioną na lokalizację pliku hour.csv w Twoim komputerze, powinieneś otrzymać następujące wyniki:

       instant      dteday  season  yr  ...  windspeed  casual  registered  count



    0        1  2011-01-01       1   0  ...        0.0       3          13     16



    1        2  2011-01-01       1   0  ...        0.0       8          32     40



    2        3  2011-01-01       1   0  ...        0.0       5          27     32



    3        4  2011-01-01       1   0  ...        0.0       3          10     13



    4        5  2011-01-01       1   0  ...        0.0       0           1      1



    [5 rows x 17 columns]




    Wyniki te pokazują pięć pierwszych wierszy danych. Jak widzisz, dane są ułożone kolumnami w sposób przypominający arkusz kalkulacyjny. Tak jak na rysunku 1.1, każdy wiersz zawiera wartości liczbowe odpowiadające konkretnej godzinie w historii wypożyczalni rowerów.


    W tym przykładzie zamiast niektórych kolumn wyświetlone są wielokropki, żeby dane były bardziej czytelne i żeby łatwiej było wycinać je i wklejać do dokumentów tekstowych (zamiast wielokropków mogą być wyświetlone wszystkie kolumny — zależy to od konfiguracji Pythona i pakietu pandas w Twoim komputerze). Podobnie jak wtedy, kiedy otworzyliśmy plik w edytorze arkuszy kalkulacyjnych, możemy zacząć przyglądać się niektórym liczbom, aby dowiedzieć się czegoś o historii firmy i poszukać pomysłów na prowadzenie biznesu.


    Obliczanie statystyk zbiorczych


    Oprócz samego przyglądania się danym warto ustalić ich najważniejsze atrybuty. Możemy zacząć od obliczenia średniej wartości jednej z kolumn w następujący sposób:

    print(hour['count'].mean())


    Uzyskujemy tu dostęp do kolumny count w naszym zbiorze danych hour przez użycie nawiasów kwadratowych ([]) i nazwy kolumny (count). Gdybyś wydał polecenie print(hour['count']), zobaczyłbyś całą kolumnę wypisaną na ekranie. Interesuje nas jednak tylko średnia wartość kolumny, a nie sama kolumna, więc dodaliśmy metodę mean() — kolejną funkcję oferowaną przez pandas. Widzimy, że średnia wynosi około 189,46. Jest to interesująca informacja z perspektywy biznesowej; zapewnia przybliżoną miarę wielkości działalności na przestrzeni dwóch lat opisanych przez dane.


    Oprócz obliczenia średniej moglibyśmy obliczyć inne ważne miary w następujący sposób:

    print(hour['count'].median())



    print(hour['count'].std())



    print(hour['registered'].min())



    print(hour['registered'].max())




    Obliczamy tu medianę kolumny count za pomocą metody median(). Używamy też metody std() do obliczenia odchylenia standardowego zmiennej count. (Może wiesz już, że odchylenie standardowe mierzy, jak bardzo rozrzucony jest zbiór liczb. Pomaga zrozumieć godzinową zmienność w liczbie osób jeżdżących rowerami). Obliczamy również minimum i maksimum zmiennej registered odpowiednio z wykorzystaniem metod min() i max(). Liczba zarejestrowanych użytkowników zmienia się w zakresie od 0 do 886, co informuje nas o godzinowym rekordzie, który trzeba będzie pobić, aby poprawić wyniki firmy.


    Te proste obliczenia to statystyki zbiorcze, które pomogą Ci zbadać dowolny zbiór danych, z jakim przyjdzie Ci pracować. Sprawdzenie statystyk zbiorczych zbioru danych pozwala lepiej zrozumieć dane, a w tym przypadku — lepiej zrozumieć działalność firmy.


    Choć statystyki te wydają się proste, wielu dyrektorów, gdyby nagle ich o to zapytać, nie potrafiłoby podać nawet dokładnej liczby klientów firmy. Znajomość prostych miar, takich jak średnia liczba klientów w dowolnej godzinie dowolnego dnia, pomaga zrozumieć, jak duża jest firma i ile ma miejsca na wzrost.


    Statystyki zbiorcze można połączyć z innymi informacjami, aby dowiedzieć się jeszcze więcej. Jeśli na przykład sprawdzisz, ile Twoja firma liczy sobie za godzinę użytkowania roweru, będziesz mógł pomnożyć tę stawkę przez średnią kolumny count, aby poznać łączne przychody w ciągu dwóch lat opisanych danymi.


    Możesz ręcznie sprawdzać statystyki zbiorcze za pomocą takich metod pandas jak mean() i median(), jak zrobiliśmy to wcześniej. Istnieje jednak inna metoda, która ułatwia to zadanie:

    print(hour.describe())


    Używamy tu metody describe(), aby sprawdzić statystyki zbiorcze wszystkich zmiennych w zbiorze danych. Jej wyniki wyglądają następująco:

              instant        season  ...    registered         count



    count  17379.0000  17379.000000  ...  17379.000000  17379.000000



    mean    8690.0000      2.501640  ...    153.786869    189.463088



    std     5017.0295      1.106918  ...    151.357286    181.387599



    min        1.0000      1.000000  ...      0.000000      1.000000



    25%     4345.5000      2.000000  ...     34.000000     40.000000



    50%     8690.0000      3.000000  ...    115.000000    142.000000



    75%    13034.5000      3.000000  ...    220.000000    281.000000



    max    17379.0000      4.000000  ...    886.000000    977.000000



    [8 rows x 16 columns]




    Jak widzisz, metoda describe() wyświetla całą tabelę, a tabela ta zawiera kilka użytecznych miar, w tym średnią, minimum i maksimum każdej z naszych zmiennych. Wyniki describe() zawierają też percentyle. Na przykład wiersz 25% zawiera 25. percentyl każdej zmiennej w zbiorze danych hour. Widzimy, że 25. percentyl zmiennej count wynosi 40, co oznacza, że 25 proc. godzin w naszym zbiorze danych miało 40 lub mniej użytkowników, a 75 proc. miało więcej niż 40 użytkowników.


    Tabela wyświetlana przez metodę describe() przydaje się też do odkrywania problemów z danymi. Zbiory danych często zawierają poważne błędy, które można dostrzec w wynikach describe(). Jeśli na przykład wykonasz describe() na zbiorze osób i zobaczysz, że ich średni wiek wynosi 200, będziesz wiedział, że Twoje dane zawierają błędy. Może się to wydawać oczywiste, ale dokładnie ten błąd (średnie wieku wyższe niż 200) znaleziono niedawno w dobrze znanej pracy badawczej opublikowanej w prestiżowym czasopiśmie akademickim — gdyby tylko ci badacze użyli metody describe()! Powinieneś się przyjrzeć wynikom describe() dla każdego zbioru danych, z którym będziesz pracować, aby upewnić się, że wszystkie wartości mają chociaż pozory prawdopodobieństwa. Jeśli znajdziesz średnie wieku wyższe niż 200 albo inne dane, które nie wyglądają wiarygodnie, będziesz musiał zlokalizować problemy w danych i jakoś je naprawić.


    Już w tym momencie to, czego dowiedzieliśmy się z danych, może nasunąć nam pomysły na rozwijanie działalności firmy. Widzieliśmy na przykład, że w pierwszych 24 godzinach danych liczba rowerzystów w nocy jest znacznie niższa niż za dnia. Widzieliśmy też dużą godzinową zmienność liczby użytkowników: 25 proc. godzin ma mniej niż 40 rowerzystów, a w jednej godzinie było ich 886. Jako prezes chciałbyś widzieć więcej godzin, w których liczba rowerzystów jest bliska 886, a mniej godzin, w których jest niższa od 40.


    Mógłbyś zrealizować ten cel na wiele sposobów, na przykład obniżyć ceny w nocy, aby zyskać więcej klientów o tej porze, a przez to ograniczyć liczbę godzin z małą liczbą rowerzystów. Dalsza eksploracja danych może nasunąć Ci kolejne pomysły na rozwój biznesu.


    Analizowanie podzbiorów danych


    Sprawdziliśmy statystyki zbiorcze pełnego zbioru danych, a następnie rozważyliśmy zaoferowanie niższych cen w porze nocnej, aby zwiększyć liczbę przejazdów w nocy. Jeśli naprawdę chcielibyśmy zrealizować ten pomysł, powinniśmy sprawdzić statystyki zbiorcze dotyczące tylko pory nocnej.


    Dane nocne


    Na początek możemy użyć metody loc():

    print(hour.loc[3,'count'])


    Metoda loc() pozwala nam wybrać podzbiór pełnych danych. Podzbiór, który chcemy wybrać, określa się w nawiasie kwadratowym w następującej postaci: [<wiersz>,<kolumna>]. W tym przykładzie podaliśmy [3,'count'], co oznacza, że chcemy wybrać wiersz 3. i kolumnę count. Polecenie to wypisuje 13, a jeśli przyjrzysz się danym na rysunku 1.1 lub 1.2, przekonasz się, że jest to poprawny wynik.


    Trzeba tu podkreślić, że w Pythonie, a także w pakiecie pandas, standardowo używa się indeksowania od zera. Liczymy od zera, więc jeśli nasz zbiór danych ma cztery wiersze, oznaczamy je jako wiersz nr 0, wiersz nr 1, wiersz nr 2 i wiersz nr 3. Czwarty wiersz danych nazywamy zatem wierszem nr 3 albo mówimy, że jego indeks to 3. Podobnie trzeci wiersz danych ma indeks 2, drugi ma indeks 1, a pierwszy ma indeks 0. Dlatego kiedy wydajemy polecenie print(hour .loc[3,'count']), uzyskujemy liczbę 13, czyli czwartą wartość przechowywaną w danych (wartość z wiersza o indeksie 3), a nie 32, czyli trzecią wartość przechowywaną w danych (wartość z wiersza o indeksie 2). Wielu osobom indeksowanie od zera wydaje się nienaturalne, ale z czasem przyzwyczaisz się do niego i nie będziesz mieć z tym żadnych problemów.


    W poprzednim przykładzie przyjrzeliśmy się podzbiorowi złożonemu z jednej liczby (wartości z jednego wiersza i jednej kolumny). Może jednak interesować Cię podzbiór złożony z wielu wierszy lub wielu kolumn. Za pomocą dwukropka (:) możemy określić zakres wierszy, które chcemy zobaczyć:

    print(hour.loc[2:4,'registered'])


    W tym fragmencie kodu określamy, że chcemy otrzymać wartości zmiennej registered. Podając 2:4 w nawiasie kwadratowym, wskazujemy, że potrzebujemy wierszy od 2. do 4., więc w wynikach otrzymujemy trzy liczby: 27, 10 i 1. Jeśli przyjrzysz się tym wierszom, zobaczysz, że obserwacje te dotyczą godzin 2.00, 3.00 i 4.00 w nocy. Zamiast wypisywać wszystkie dane, wypisaliśmy trzy wiersze. Ponieważ wypisujemy tylko podzbiór danych, możemy nazwać ten proces wybieraniem podzbioru. Może to być przydatne podczas eksploracji i analizy danych.


    Zamiast przyglądać się kilku sąsiednim wierszom, spójrzmy na wszystkie nocne obserwacje w naszych danych. W metodzie loc() możemy użyć warunków logicznych:

    print(hour.loc[hour['hr']<5,'registered'].mean())


    W tym przykładzie używamy metody loc(), aby uzyskać dostęp do podzbioru danych, jak robiliśmy to wcześniej. Zamiast jednak określać konkretne numery wierszy, określamy warunek logiczny: hour['hr']<5; oznacza to, że wybieramy każdy wiersz danych, w którym wartość zmiennej hr jest mniejsza niż 5. W ten sposób uzyskujemy podzbiór danych odpowiadający najwcześniejszym godzinom dnia (od północy do 4.00 nad ranem). Możemy określić wiele warunków, aby użyć bardziej złożonej logiki. Aby na przykład sprawdzić liczbę użytkowników podczas zimniejszych nocy w porównaniu z cieplejszymi nocami, możemy napisać:

    print(hour.loc[(hour['hr']<5) & (hour['temp']<.50),'count'].mean())



    print(hour.loc[(hour['hr']<5) & (hour['temp']>.50),'count'].mean())




    W przykładach tych określamy wiele warunków logicznych oddzielonych znakiem &, który znaczy AND, czyli wskazuje, że oba warunki muszą być spełnione jednocześnie. Pierwsze polecenie wybiera wiersze, które mają wartość hr mniejszą niż 5 i wartość temp mniejszą niż 0,50. W tym zbiorze danych zmienna temp oznacza temperaturę, ale nie w znajomych skalach Fahrenheita lub Celsjusza. Zamiast tego zbiór używa specjalnej skali, w której wszystkie temperatury należą do zakresu od 0 do 1, gdzie 0 oznacza bardzo niską, a 1 — bardzo wysoką temperaturę. Kiedykolwiek pracujesz z danymi, musisz się upewnić, że znasz jednostki każdej zmiennej. Określamy hour['temp']<.50, aby wybrać godziny z niższymi temperaturami, i hour['temp']>.50, aby wybrać godziny z cieplejszymi temperaturami. Te dwa polecenia pozwalają nam porównać średnią liczbę użytkowników podczas zimnych nocy z liczbą użytkowników podczas ciepłych nocy.


    Możemy też użyć symbolu |, który oznacza OR. Może to być przydatne w przykładzie takim jak ten:

    print(hour.loc[(hour['temp']>0.5) | (hour['hum']>0.5),'count'].mean())


    Wiersz ten wypisuje średnią liczbę użytkowników dla wierszy, które mają albo wysokie temperatury, albo wysoką wilgotność — spełniony musi być tylko jeden z warunków. Możliwość określania złożonych warunków może pomóc Ci w znalezieniu sposobów na zwiększenie liczby przejazdów przy niekomfortowej pogodzie.


    Dane sezonowe


    Nocne zniżki to nie jedyna możliwa strategia zwiększania liczby przejazdów i przychodów. Możesz również rozważyć wprowadzenie specjalnych ofert w pewnych sezonach albo porach roku. W naszych danych zmienna season ma wartość 1 dla zimy, 2 dla wiosny, 3 dla lata i 4 dla jesieni. Możemy użyć metody groupby(), aby ustalić średnią liczbę użytkowników podczas każdej z tych pór roku:

    print(hour.groupby(['season'])['count'].mean())


    Znaczna część tego kodu powinna wyglądać znajomo. Używamy metody print(), aby przyjrzeć się miarom związanym z danymi hour. Używamy metody mean(), co oznacza, że interesują nas średnie. Korzystamy też z ['count'], aby uzyskać dostęp do kolumny count. Wiadomo już zatem, że będziemy przyglądać się średnim liczbom użytkowników w naszych danych.


    Jedynym nowym elementem jest groupby(['season']). Jest to metoda, która dzieli dane na grupy — w tym przypadku tworzy jedną grupę na każdą unikatową wartość, która występuje w kolumnie season. Wyniki pokazują nam średnią liczbę użytkowników w poszczególnych porach roku:

    season



    1    111.114569



    2    208.344069



    3    236.016237



    4    198.868856



    Name: count, dtype: float64




    Interpretacja tych wyników jest łatwa: w pierwszej porze roku (zimą) średnia godzinowa liczba użytkowników wynosi około 111,115; w drugiej porze roku (wiosną) wynosi 208,344 itd. Widać wyraźny wzorzec sezonowy: wyższa liczba użytkowników wiosną i latem oraz niższa jesienią i zimą. Metoda groupby() może również grupować dane według wielu kolumn, jak niżej:

    print(hour.groupby(['season','holiday'])['count'].mean())


    Wyniki są następujące:

    season  holiday



    1       0          112.685875



            1           72.042683



    2       0          208.428472



            1          204.552083



    3       0          235.976818



            1          237.822917



    4       0          199.965998



            1          167.722222



    Name: count, dtype: float64




    W tym przykładzie określamy dwie kolumny, według których mają być grupowane dane: season i holiday. Dzieli to dane godzinowe na cztery pory roku, a następnie dzieli każdą porę roku na dni świąteczne (oznaczone jedynkami) i nieświąteczne (oznaczone zerami). Polecenie pokazuje nam średnią liczbę użytkowników w dni świąteczne i nieświąteczne dla każdej pory roku. Dzięki temu widzimy różnice między dniami świątecznymi i nieświątecznymi w ujęciu sezonowym. Wydaje się, że w zimniejszych porach roku liczba użytkowników podczas dni świątecznych jest niższa niż podczas dni nieświątecznych, a w cieplejszych porach roku liczby te są mniej więcej takie same. Znajomość takich różnic może pomóc Ci w podejmowaniu decyzji dotyczących prowadzenia firmy i zasugerować różne strategie, które możesz realizować podczas różnych pór roku lub świąt.


    Nasz zbiór danych jest duży i można badać go na nieskończoną liczbę sposobów. Dotychczas przyjrzeliśmy się kilku podzbiorom i wpadliśmy na kilka pomysłów. Mógłbyś zrobić znacznie więcej: zbadać podzbiory związane z wszystkimi kolumnami i przyjrzeć się danym z wielu różnych perspektyw. Nawet bez zaawansowanej statystyki i uczenia maszynowego możesz się dowiedzieć bardzo dużo i poczynić wiele użytecznych spostrzeżeń.


    Wizualizacja danych za pomocą Matplotlib


    Statystyki zbiorcze są bardzo cenne i przydatne w eksploracji danych. Istnieje jednak niezwykle ważna część eksploracyjnej analizy danych, o której jeszcze nie mówiliśmy: wizualizowanie danych na wykresach.


    Rysowanie i wyświetlanie prostego wykresu


    Kiedy analizujesz dane, powinieneś od samego początku regularnie tworzyć wykresy. Użyjemy w tym celu popularnego pakietu o nazwie Matplotlib. Prosty wykres naszych danych możemy narysować w następujący sposób:

    import matplotlib.pyplot as plt



    fig, ax = plt.subplots(figsize=(10, 6))



    ax.scatter(x = hour['instant'], y = hour['count'])



    plt.show()




    Importujemy tu pakiet Matplotlib, nadając mu alias plt. Następnie tworzymy rysunek o nazwie fig oraz oś o nazwie ax. Rysunek fig będzie zawierać wszystkie informacje o wykresie lub grupie wykresów, które narysujemy. Oś ax zapewni nam dostęp do użytecznych metod służących do rzeczywistego rysowania wykresów. Metoda subplots() tworzy dla nas oba te obiekty i pozwala określić rozmiar rysunku (figsize). W tym przypadku określamy rozmiar (10,6), co oznacza, że rysunek będzie mieć szerokość 10 cali i wysokość 6 cali.


    Następnie rysujemy wykres za pomocą metody scatter(). Przekazujemy do niej parametr x=hour['instant'], żeby oś x pokazywała zmienną instant w naszych danych hour. Przekazujemy też parametr y=hour['count'], żeby oś y pokazywała zmienną count. Wreszcie, używamy metody plt.show() w celu wyświetlenia wykresu na ekranie. Przykład ten tworzy wykres, który powinien wyglądać tak jak na rysunku 1.3.


    [image: Obraz]


    Rysunek 1.3. Godzinowe liczby użytkowników na przestrzeni dwóch lat


    Na tym wykresie każdy punkt reprezentuje godzinę, której charakterystyka jest zarejestrowana w zbiorze danych. Pierwsza godzina (początek 2011 r.) pojawia się po lewej skrajnej stronie wykresu. Ostatnia godzina (koniec 2012 r.) pojawia się po prawej skrajnej stronie wykresu, a wszystkie pozostałe godziny są pokazane kolejno pośrodku.


    Ten wykres, zwany wykresem punktowym, jest dobrą pierwszą wizualizacją, ponieważ pokazuje wszystkie obserwacje w danych; ułatwia też wizualną identyfikację zależności. W tym przypadku widzimy pełną reprezentację sezonowej zmienności, którą zasugerowała wcześniejsza instrukcja groupby(). Widzimy też ogólny wzrost liczby użytkowników z biegiem czasu.


    Tytuły i etykiety na wykresach


    Wykres z rysunku 1.3 pokazuje dane, ale nie jest tak klarowny, jak być powinien. Możemy dodać do wykresu tytuł i etykiety w następujący sposób:

    fig, ax = plt.subplots(figsize=(10, 6))



    ax.scatter(x = hour['instant'], y = hour['count'])



    plt.xlabel("Godzina")



    plt.ylabel("Liczba")



    plt.title("Godzinowe liczby użytkowników")



    plt.show()




    Ten fragment kodu używa metody xlabel() w celu dodania etykiety do osi x, ylabel() do dodania etykiety do osi y oraz title() w celu dodania tytułu wykresu. W metodach tych możesz podać dowolny tekst, aby wyświetlić żądane etykiety. Wynik powinien wyglądać tak, jak pokazano na rysunku 1.4.


    [image: Obraz]


    Rysunek 1.4. Liczba użytkowników w ujęciu godzinowym, z tytułem i etykietami osi


    Nasz zbiór danych jest bardzo duży, więc przyglądanie się wszystkim danym jednocześnie jest trudne. Zobaczmy więc, jak kreślić mniejsze podzbiory naszych danych.


    Kreślenie podzbiorów danych


    Możemy skorzystać z wybierania podzbiorów, jak zrobiliśmy to wcześniej, aby wykreślić tylko pewien podzbiór danych:

    hour_first48 = hour.loc[0:48,:]



    fig, ax = plt.subplots(figsize=(10, 6))



    ax.scatter(x = hour_first48['instant'], y = hour_first48['count'])



    plt.xlabel("Godzina")



    plt.ylabel("Liczba")



    plt.title("Godzinowe liczby użytkowników – pierwsze dwa dni")



    plt.show()




    Definiujemy tu nową zmienną o nazwie hour_first48. Zmienna ta zawiera dane dotyczące wierszy od 0 do 48 w pierwotnych danych, odpowiadających mniej więcej dwóm pełnym pierwszym dniom.


    Zauważ, że wybieramy ten podzbiór, pisząc hour.loc[0:48,:]. Jest to ta sama metoda loc(), której używaliśmy wcześniej. Skorzystaliśmy z notacji 0:48, aby określić, że interesują nas wiersze o indeksach do 48, ale nie określiliśmy żadnych kolumn — wpisaliśmy po prostu dwukropek (:) tam, gdzie zwykle podalibyśmy nazwy kolumn. Jest to przydatny skrót: sam dwukropek informuje pakiet pandas, że chcemy wybrać wszystkie kolumny zbioru danych, więc nie musimy osobno wpisywać każdej nazwy. Wykres tego podzbioru wygląda tak jak na rysunku 1.5.


    [image: Obraz]


    Rysunek 1.5. Liczba użytkowników w ujęciu godzinowym, dane z pierwszych dwóch dni


    Kreśląc tylko dwa dni zamiast dwóch lat danych, unikamy problemu nakładania się punktów. Każdą obserwację widać znacznie wyraźniej. Kiedy masz duży zbiór danych, warto zrobić jedno i drugie: wykreślić cały zbiór danych (żeby zobaczyć ogólne wzorce) oraz mniejsze podzbiory danych (żeby zrozumieć pojedyncze obserwacje i wzorce występujące w mniejszej skali). W tym przypadku widzimy wzorce dzienne obok długoterminowych, sezonowych wzorców rocznych.
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