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  O autorach


  Valentino Zocca po ukończeniu z wyróżnieniem studiów matematycznych na Uniwersytecie w Rzymie zrobił doktorat z matematyki na Uniwersytecie Stanu Maryland. Jego praca poświęcona była geometrii symplektycznej. Jeden semestr studiował również na Uniwersytecie w Warwick. Po studiach podyplomowych w Paryżu Valentino rozpoczął pracę przy nowoczesnych projektach w regionie Waszyngton DC. Pełnił kluczowe funkcje w projektowaniu, rozwoju i realizacji zaawansowanego oprogramowania stereofonicznej i trójwymiarowej wizualizacji Ziemi w firmie Autometric, która później została zakupiona przez Boeinga. W firmie Boeing opracował wiele algorytmów matematycznych i modeli prognostycznych, a także — używając platformy Hadoop — zautomatyzował wiele programów do wizualizacji zdjęć satelitarnych.


  Od tego czasu jest ekspertem w dziedzinach uczenia maszynowego (ang. machine learning) i głębokiego (ang. deep learning). Pracuje w U.S. Census Bureau oraz jako niezależny konsultant zarówno w Stanach Zjednoczonych, jak i we Włoszech. Prowadzi również seminaria na temat uczenia maszynowego i głębokiego w Mediolanie i Nowym Jorku.


  Obecnie Valentino mieszka w Nowym Jorku i pracuje jako niezależny konsultant w dużej firmie finansowej, gdzie rozwija modele ekonometryczne i stosuje techniki uczenia maszynowego i głębokiego do tworzenia modeli prognostycznych. Często podróżuje do Rzymu i Mediolanu, aby odwiedzić swoją rodzinę i przyjaciół.


  Gianmario Spacagna jest starszym inżynierem danych w firmie Pirelli. Zajmuje się sensorami przetwarzającymi i danymi telemetrycznymi dla urządzeń IoT (tzw. internetu rzeczy) oraz aplikacji connected-vehicle (dosł. połączonych pojazdów).


  Ściśle współpracuje z mechanikami, inżynierami i jednostkami biznesowymi zajmującymi się produkcją opon w celu analizowania i formułowania hybrydowych, bazujących na prawach fizyki i sterowanych danymi modeli motoryzacyjnych.


  Jego głównym zajęciem jest budowanie systemów maszynowego uczenia się i kompletnych rozwiązań dla produktów informacyjnych.


  Jest współautorem The Professional Data Science Manifesto (datasciencemanifesto.org) i założycielem społeczności Data Science Milan (datasciencemilan.org).


  Gianmario jest znany w społeczności z pasji do najlepszych praktyk i skutecznych metod.


  Posiada tytuły magistra w dziedzinie telematyki Politechniki w Turynie oraz inżynierii oprogramowania systemów rozproszonych z Królewskiego Instytutu Technologicznego (KTH) w Sztokholmie.


  Zanim rozpoczął pracę w firmie Pirelli, zajmował się bankowością biznesową i detaliczną (Barclays), bezpieczeństwem cybernetycznym (Cisco), marketingiem prognostycznym (AgilOne) oraz brał udział w kilku projektach jako freelancer.


  Daniel Slater zaczął programować w wieku jedenastu lat. W tamtym czasie zajmował się tworzeniem modów do gry Quake produkcji firmy id Software. Dzięki tej pasji został programistą pracującym w branży gier nad hitem gier komputerowych Championship Manager. Następnie zmienił branżę na finansową. Pracował nad oprogramowaniem oceny ryzyka oraz systemami, w których kluczową cechą jest wysoka wydajność. Obecnie pracuje w firmie Skimlinks jako inżynier przetwarzania dużych ilości danych i zajmuje się badaniami zachowań użytkowników online. Wolny czas poświęca na naukę sztucznej inteligencji w celu zwyciężania w grach komputerowych. Wygłasza referaty na konferencjach poświęconych uczeniu głębokiemu; prowadzi bloga, który jest dostępny pod adresem www.danielslater.net. Jego prace branżowe były cytowane w serwisie Google.


  
    
      
        	
          Chciałbym podziękować mojej żonie, Judith Kollo, za miłość, wsparcie i za wykresy. Dziękuję także mojemu synowi Davidowi, matce Catherine i ojcu Donowi.

        
      

    
  


  Peter Roelants ma tytuł magistra informatyki o specjalizacji sztuczna inteligencja uniwersytetu KU Leuven. Pracuje nad zastosowaniem technik uczenia głębokiego do różnych problemów, takich jak badania spektralne obrazów, rozpoznawanie mowy, tekstu i wydobywanie informacji z dokumentów. Obecnie pracuje w Onfido jako lider zespołu badań nad ekstrakcją danych. Koncentruje się na wydobywaniu danych z oficjalnych dokumentów.


  O recenzencie


  Max Pumperla jest specjalistą w dziedzinie przetwarzania danych i inżynierem specjalizującym się w uczeniu głębokim i jego aplikacjach. Obecnie zajmuje stanowisko dyrektora ds. przetwarzania danych w firmie collect Artificial Intelligence GmbH. Ma wcześniejsze doświadczenia w pracy w bankowości, marketingu online i na rynku SMB. Jest autorem i opiekunem wielu pakietów Pythona. Jego wkład w oprogramowanie open source obejmuje udział w tworzeniu popularnych bibliotek obsługi uczenia maszynowego, takich jak Keras i Hyperopt. Posiada doktorat Uniwersytetu w Hamburgu w dziedzinie geometrii algebraicznej.


  
    Przedmowa


    Wraz ze wzrostem zainteresowania sztuczną inteligencją (ang. artificial intelligence — AI) na całym świecie dziedziny uczenia głębokiego (ang. deep learning) przyciągnęły uwagę opinii publicznej. Każdego dnia algorytmy uczenia głębokiego są szeroko stosowane w różnych branżach. Niniejsza książka zawiera wszystkie praktyczne informacje dostępne na ten temat, włącznie z najlepszymi praktykami, oraz bazuje na rzeczywistych zastosowaniach. Dzięki tej lekturze Czytelnik nauczy się rozpoznawać i wydobywać informacje w celu zwiększenia dokładności prognozowania i optymalizacji wyników.


    Książka zaczyna się od krótkiego przypomnienia najważniejszych pojęć uczenia maszynowego. Następnie autorzy przechodzą bezpośrednio do zasad uczenia głębokiego z wykorzystaniem pakietu scikit-learn. W dalszej części dowiesz się, jak korzystać z najnowszych bibliotek open source, takich jak Theano, Keras, TensorFlow firmy Google i H2O. Warto skorzystać z tego przewodnika, aby odkryć trudności rozpoznawania wzorców, dokładnego skalowania danych oraz zapoznać się z algorytmami i technikami uczenia głębokiego. Niezależnie od tego, czy chcesz jeszcze głębiej zanurzyć się w tajniki uczenia głębokiego, czy też dowiedzieć się, jak uzyskać więcej z tej potężnej technologii, wewnątrz tej książki znajdziesz to, czego szukasz.


    Co zawiera książka?


    Rozdział 1., „Uczenie maszynowe — wprowadzenie” — prezentuje różne podejścia i techniki maszynowego uczenia oraz niektóre zastosowania tych technik do realnych problemów. Zaprezentujemy scikit-learn — jeden z największych pakietów open source dostępnych w Pythonie obsługujący uczenie maszynowe.


    Rozdział 2., „Sieci neuronowe” — zawiera oficjalne wprowadzenie w tematykę sieci neuronowych. W rozdziale dokładnie opiszemy, jak działa neuron, i pokażemy sposób zestawienia wielu warstw w celu stworzenia i wykorzystania głębokich, wyprzedzających sieci neuronowych.


    Rozdział 3., „Podstawy uczenia głębokiego” — prezentuje, czym jest uczenie głębokie i w jaki sposób jest związane z głębokimi sieciami neuronowymi.


    Rozdział 4., „Nienadzorowane uczenie cech” — opisuje dwie najbardziej zaawansowane i powszechnie stosowane architektury dla nienadzorowanego uczenia cech (ang. unsupervised feature learning): autoenkodery i ograniczone maszyny Boltzmanna.


    Rozdział 5., „Rozpoznawanie obrazów” — zaczyna się od zaprezentowania analogii do działania przetwarzania obrazów w mózgu. Wprowadza pojęcie warstw zwojów, a następnie prezentuje intuicyjny opis odpowiadający na pytanie, dlaczego one działają.


    Rozdział 6., „Rekurencyjne sieci neuronowe i modele języka” — omawia zaawansowane metody, bardzo obiecujące w wielu zadaniach, takich jak modelowanie języka i rozpoznawanie mowy.


    Rozdział 7., „Uczenie głębokie w grach planszowych” — opisuje różne narzędzia służące do rozwiązywania problemów gier planszowych takich, jak warcaby i szachy.


    Rozdział 8., „Uczenie głębokie w grach komputerowych” — omawia bardziej złożone problemy treningu AI do wykorzystania w grach komputerowych.


    Rozdział 9., „Wykrywanie anomalii” — zaczyna się od wyjaśnienia różnic i podobieństw pomiędzy wykrywaniem nieprawidłowości (ang. outlier detection) a wykrywaniem anomalii (ang. anomaly detection). Autorzy przeprowadzą Czytelnika przez studium przypadku wyimaginowanego oszustwa, a następnie zaprezentują przykłady niebezpieczeństw istnienia anomalii w rzeczywistych aplikacjach i wartość zautomatyzowanych i szybkich systemów ich wykrywania.


    W rozdziale 10., „Budowanie gotowego do produkcji systemu wykrywania włamań”, wykorzystano pakiet H2O i ogólne najlepsze praktyki budowania skalowalnych systemów rozproszonych, gotowych do wdrożenia do produkcji. Dowiesz się, jak trenować sieć uczenia głębokiego z wykorzystaniem systemów Spark i MapReduce, jak używać technik uczenia adaptacyjnego dla uzyskania szybszej konwergencji i — co bardzo ważne — jak walidować model i oceniać potok od końca do końca.


    Co jest potrzebne podczas lektury tej książki?


    Możesz pracować w dowolnym z następujących systemów operacyjnych: Windows, Linux i Macintosh.


    Do płynnego studiowania zawartości rozdziałów konieczne będą następujące systemy (pakiety oprogramowania):


    
      	TensorFlow,


      	Theano,


      	Keras,


      	Matplotlib,


      	H2O,


      	scikit-learn.

    


    Dla kogo jest ta książka?


    Ta książka jest przeznaczona dla osób praktycznie zajmujących się naukowym przetwarzaniem danych, a także osób, które chcą to robić i rozumieją podstawowe koncepcje uczenia maszynowego oraz mają pewne doświadczenie w programowaniu w Pythonie. Pożądana jest także wiedza matematyczna — znajomość zagadnień obliczeniowych i statystyki.


    Konwencje


    W tej książce zastosowano kilka stylów tekstu, które pozwalają odróżniać od siebie różne rodzaje informacji. Oto kilka przykładów tych stylów wraz z wyjaśnieniem ich znaczenia.


    Słowa kluczowe w tekście, nazwy tabel baz danych, nazwy folderów, nazwy plików, rozszerzenia plików, atrapy adresów URL, dane wprowadzane przez użytkownika oraz uchwyty do zasobów na Twitterze są wyświetlane w następujący sposób: „Powyższy kod do rysunku powinien być czytelny natychmiast. Należy jedynie zwrócić uwagę na wiersz, w którym importujemy moduł cm”.


    Bloki kodu są zapisywane w następujący sposób:


    
      (X_train, Y_train), (X_test, Y_test) = cifar10.load_data() 

    


    
      X_train = X_train.reshape(50000, 3072)

    


    
      X_test = X_test.reshape(10000, 3072) 

    


    
      input_size = 3072

    


    Gdy chcemy zwrócić uwagę Czytelnika na określony fragment bloku kodu, zaznaczamy odpowiednie wiersze lub elementy pogrubieniem:


    
      def monte_carlo_tree_search_uct(board_state, side, number_of_rollouts):

    


    
          state_results = collections.defaultdict(float)

    


    
          state_samples = collections.defaultdict(float)

    


    Wejście lub wyjście komend wiersza polecenia zapisujemy w następujący sposób:


    
      git clone https://github.com/fchollet/keras.git

    


    
      cd keras

    


    
      python setup.py install

    


    Nowe terminy i ważne słowa są pogrubione.


    
      
        
          	
            Wskazówki, sugestie i ważne informacje pojawiać się będą w takich ramkach.

          
        

      
    


    Pobieranie przykładowego kodu


    Przykładowy kod dla tej książki możesz pobrać pod adresem: ftp://ftp.helion.pl/przyklady/deelea.zip.


    Pobieranie kolorowych ilustracji do tej książki


    Czytelnikom oferujemy również zip zawierający kolorowe ilustracje zrzutów ekranu (wykresów) wykorzystanych w tej książce. Pomogą one lepiej zrozumieć zmiany w danych wyjściowych. Można je pobrać pod adresem ftp://ftp.helion.pl/przyklady/deelea.zip.

  


  
    1. Uczenie maszynowe — wprowadzenie


    Uczenie maszynowe (CS229) to najbardziej popularny kurs na Uniwersytecie Stanforda — tak brzmi początek artykułu Laury Hamilton w czasopiśmie „Forbes”. Dlaczego? — kontynuuje — Ponieważ uczenie maszynowe coraz bardziej podbija świat.


    Istotnie, techniki uczenia maszynowego są stosowane w różnych dziedzinach, a specjaliści analizy danych są poszukiwani w wielu branżach. Za pomocą uczenia maszynowego identyfikujemy procesy, dzięki którym zdobywamy wiedzę nie zawsze możliwą do bezpośredniego wywnioskowania z danych, a jednocześnie przydatną do podejmowania decyzji. Zastosowania technik uczenia maszynowego mogą być bardzo różne. Mogą być stosowane w dyscyplinach tak różnych, jak medycyna, finanse i reklama.


    W tym rozdziale zaprezentujemy różne podejścia i techniki uczenia maszynowego oraz niektóre ich zastosowania do rozwiązywania rzeczywistych problemów. Zaprezentujemy również Czytelnikom jeden z najważniejszych dostępnych pakietów uczenia maszynowego w Pythonie — scikit-learn. To stworzy podstawy do kolejnych rozdziałów, w których będziemy koncentrowali się na konkretnym typie uczenia maszynowego — wykorzystaniu sieci neuronowych, co ma na celu emulację działania mózgu, a w szczególności uczeniu głębokim. W uczeniu głębokim wykorzystuje się bardziej zaawansowane sieci neuronowe niż te, które stosowano w latach osiemdziesiątych nie tylko ze względu na ostatnie odkrycia w badaniach teoretycznych, ale także z powodu postępów w szybkości komputerów i wykorzystaniu układów GPU (Graphical Processing Units) w odróżnieniu od bardziej tradycyjnych układów CPU (Computing Processing Units). Ten rozdział jest przede wszystkim podsumowaniem tego, czym jest uczenie maszynowe i co można osiągnąć za jego pomocą, oraz przygotowaniem Czytelników do lepszego zrozumienia różnic pomiędzy uczeniem głębokim a popularnymi, tradycyjnymi technikami uczenia maszynowego.


    W tym rozdziale omówimy w szczególności:


    
      	czym jest uczenie maszynowe,


      	różne podejścia do uczenia maszynowego,


      	działania wykorzystywane w systemach uczenia maszynowego,


      	popularne techniki (algorytmy),


      	rzeczywiste zastosowania,


      	popularny pakiet open source.

    


    Czym jest uczenie maszynowe?


    Uczenie maszynowe często wymieniane jest razem z takimi pojęciami, jak wielkie zbiory danych (ang. big data — dosł. wielkie dane) i sztuczna inteligencja (w skrócie AI — od ang. artificial intelligence), ale dość mocno się od nich różni. Aby zrozumieć, czym jest uczenie maszynowe i dlaczego jest przydatne, trzeba sobie uświadomić, czym są wielkie zbiory danych i jak uczenie maszynowe się do nich odnosi. Pojęcie big data jest używane do opisania ogromnych zbiorów danych, tworzonych w wyniku znacznego wzrostu ilości zbieranych danych — na przykład za pomocą kamer, sensorów lub internetowych serwisów społecznościowych.


    Szacuje się, że w samym tylko serwisie Google przetwarzanych jest ponad 20 petabajtów informacji dziennie, a trzeba sobie uświadomić, że ta liczba będzie ciągle rosnąć. Według szacunków firmy IBM (http://www-01.ibm.com/software/data/bigdata/what-is-big-data.html) codziennie tworzy się 2,5 kwintyliona bajtów danych, a 90% wszystkich danych na świecie utworzono w ciągu ostatnich dwóch lat.


    Oczywiście ludzie nie są w stanie zrozumieć ani tym bardziej przeanalizować takich ogromnych ilości danych, dlatego używa się do tego technik uczenia maszynowego. Uczenie maszynowe jest narzędziem stosowanym w zadaniach wielkoskalowego przetwarzania danych i świetnie nadaje się do obsługi złożonych zbiorów danych — tam, gdzie występuje ogromna liczba zmiennych i własności. Jedną z mocnych stron wielu technik uczenia maszynowego, a w szczególności uczenia głębokiego jest to, że techniki te pozwalają osiągnąć najlepsze wyniki wtedy, gdy są stosowane w odniesieniu do dużych zestawów danych — wtedy poprawiają się możliwości analizy i zdolność prognozowania. Innymi słowy, metody uczenia maszynowego, a zwłaszcza sieci neuronowe uczenia głębokiego, „uczą się” najlepiej, gdy mogą uzyskać dostęp do dużych zbiorów danych w celu identyfikacji trendów i wzorców ukrytych w danych.


    Z drugiej strony, zdolność przewidywania za pomocą uczenia maszynowego można łatwo przystosować do systemów sztucznej inteligencji. Uczenie maszynowe można traktować jako „mózg” systemów sztucznej inteligencji. AI można zdefiniować (choć ta definicja nie musi być unikatowa) jako system, który może wchodzić w interakcje z otoczeniem: maszyny sztucznej inteligencji są wyposażone w czujniki pozwalające im poznawać środowisko, w którym się znajdują, i narzędzia, za pomocą których mogą reagować. Dlatego uczenie maszynowe jest mózgiem, który pozwala analizować dane pobierane za pomocą czujników w celu sformułowania właściwej odpowiedzi. Prostym przykładem jest system Siri w iPhonie. Słucha on poleceń przez mikrofon i podaje odpowiedzi przez głośniki lub wyświetlacz, ale żeby mógł to robić, musi „zrozumieć”, co było powiedziane — tylko wtedy może sformułować prawidłową odpowiedź. Na podobnej zasadzie samochody bez kierowcy są wyposażone w kamery, system GPS, sonary i lidary. Wszystkie informacje z wymienionych sensorów powinny być przetwarzane w celu wypracowania prawidłowej odpowiedzi — to znaczy, czy trzeba przyspieszyć, zahamować, skręcić i tak dalej. Przetwarzanie informacji, które prowadzi do uzyskania odpowiedzi, reprezentuje to, czym jest uczenie maszynowe.


    Różne podejścia do uczenia maszynowego


    Termin „uczenie maszynowe”, jak widzieliśmy, jest używany w bardzo ogólnej postaci i dotyczy ogólnych technik ekstrapolacji trendów w dużych zbiorach danych lub zdolności przewidywania nowych danych na podstawie tego, czego dowiedzieliśmy się podczas analizy danych znanych wcześniej. Jest to bardzo szeroka definicja, która obejmuje wiele różnych technik. Techniki uczenia maszynowego można zgrubnie podzielić na dwie duże klasy: uczenie nadzorowane (ang. supervised) i nienadzorowane (ang. unsupervised), choć często dodawana jest trzecia klasa — tzw. uczenie przez wzmacnianie (ang. reinforcement learning).


    Uczenie nadzorowane


    Pierwsza klasa algorytmów maszynowych nazywa się uczeniem nadzorowanym. Wykorzystuje się w nich zbiór etykietowanych danych w celu sklasyfikowania podobnych nieetykietowanych danych. Etykietowane dane to takie, które już zostały sklasyfikowane, natomiast nieetykietowane to takie, które nie zostały jeszcze sklasyfikowane. Etykiety, jak się przekonamy, mogą być dyskretne lub ciągłe. Aby lepiej zrozumieć tę koncepcję, posłużymy się przykładem.


    Załóżmy, że użytkownik codziennie otrzymuje dużą liczbę e-maili. Niektóre z nich są ważnymi wiadomościami biznesowymi, a inne można sklasyfikować jako nieznane, niechciane wiadomości e-mail lub spam. Do algorytmu uczenia nadzorowanego zostanie przekazana duża liczba wiadomości e-mail, które już zostały oznaczone przez użytkownika jako spam lub nie spam. Algorytm przetworzy wszystkie oznaczone dane i dokona prognozy co do tego, czy określona wiadomość e-mail jest spamem, czy nie. Oznacza to, że algorytm zbada każdy z przykładów wiadomości i dokona prognozy dotyczącej każdej próbki co do tego, czy dany e-mail jest spamem, czy nim nie jest. W typowym scenariuszu, gdy algorytm przetwarza wszystkie nieoznakowane dane po raz pierwszy, wiele etykiet zostanie przypisanych nieprawidłowo i w rezultacie jakość klasyfikacji będzie dość niska. Jednak po każdym uruchomieniu algorytm porówna swoje prognozy ze spodziewanymi rezultatami (etykieta). W ten sposób będzie się uczył, w jaki sposób poprawić jakość swoich decyzji. Jak wspomniano powyżej, w tego rodzaju podejściu korzystny jest dostęp do dużych ilości danych, na których podstawie można lepiej ustalić, jakie cechy powodują, że każda z wiadomości e-mail jest sklasyfikowana jako spam lub nie.


    Kiedy algorytm działa na etykietowanych danych (często nazywanych także danymi treningowymi) przez jakiś czas i przestanie poprawiać swoją dokładność, to może być zastosowany w odniesieniu do nowych wiadomości e-mail, w celu sprawdzenia jego dokładności dla nowych, nieetykietowanych danych.


    W przykładzie, którym się posłużyliśmy, opisaliśmy proces, w którym algorytm uczy się na podstawie oznaczonych danych (e-maile, które zostały sklasyfikowane jako spam lub nie spam) w celu dokonania prognozy dotyczącej nowych, niesklasyfikowanych wiadomości e-mail. Warto jednak zwrócić uwagę, że możemy uogólnić ten proces do więcej niż dwóch klas: na przykład możemy uruchomić program i przeszkolić go na zbiorze oznaczonych wiadomości e-mail, w którym występują etykiety Osobiste, Służbowe, Społecznościowe lub Spam.


    W rzeczywistości w Gmailu, bezpłatnej usłudze Google, użytkownicy mogą wybrać do pięciu kategorii oznaczonych jako:


    
      	Główne, w skład której wchodzą konwersacje człowiek – człowiek.


      	Społeczności, która obejmuje wiadomości z sieci społecznościowych i witryn do udostępniania multimediów.


      	Oferty, która obejmuje marketingowe wiadomości e-mail, oferty i rabaty.


      	Powiadomienia, która zawiera rachunki, wyciągi bankowe i potwierdzenia.


      	Fora, która obejmuje wiadomości z internetowych grup dyskusyjnych i list mailingowych.

    


    W niektórych przypadkach wynik wcale nie musi być jednoznaczny i nie zawsze będzie istnieć skończona liczba klas, za pomocą których można klasyfikować dane. Na przykład możemy próbować przewidzieć długość życia grupy ludzi na podstawie wstępnie określonych parametrów zdrowotnych. W tym przypadku, ponieważ wynik jest funkcją ciągłą (możemy określić długość życia jako liczbę rzeczywistą wyrażającą oczekiwaną liczbę lat życia człowieka), nie będziemy mówić o zadaniu klasyfikacji, ale raczej o problemie regresji.


    Jednym ze sposobów myślenia o uczeniu nadzorowanym jest wyobrażenie sobie, że staramy się budować funkcję f określoną na zbiorze danych. Nasz zbiór danych będzie zawierać informacje zorganizowane według cech. W przykładzie klasyfikacji wiadomości e-mail cechy te mogą być konkretnymi słowami, które pojawiają się częściej niż inne w wiadomościach e-mail klasyfikowanych jako spam. Użycie słów w oczywisty sposób powiązanych z seksem najprawdopodobniej identyfikuje wiadomości e-mail będące spamem, a nie o charakterze służbowym bądź biznesowym. Z drugiej strony słowa takie jak „spotkanie”, „biznes” czy „prezentacja” z większym prawdopodobieństwem opisują służbowe wiadomości e-mail. Jeśli mamy dostęp do metadanych, to w celu lepszego sklasyfikowania wiadomości możemy również użyć informacji o nadawcy. Z każdą wiadomością e-mail jest powiązany zestaw cech, a każdej cesze odpowiada wartość (w tym przypadku, ile razy wybrane słowo występuje w treści e-maila). Algorytm uczenia maszynowego będzie następnie starał się dopasować te wartości do dyskretnego zakresu reprezentującego zbiór klas lub w przypadku regresji rzeczywistą wartość. Algorytm będzie działał na wielu przykładach tak długo, aż uda mu się ustalić najlepszą funkcję, która pozwala prawidłowo dopasować większość oznaczonych danych. Następnie można uruchomić ten algorytm na nieoznakowanych danych, aby dokonać prognoz bez interwencji człowieka. Funkcję można zdefiniować następująco:


    f: przestrzeń cech →klasy = (wartości dyskretne lub rzeczywiste)


    Możemy również porównać klasyfikację do procesu mającego na celu rozdzielenie różnych grup punktów danych. Po zdefiniowaniu cech każdą próbkę, na przykład e-mail, w zbiorze danych można traktować jako punkt w przestrzeni cech, gdzie każdy punkt reprezentuje inny przykład (lub wiadomość e-mail). Zadaniem algorytmu maszynowego będzie narysowanie hiperpłaszczyzny (czyli płaszczyzny w przestrzeni wielowymiarowej) w celu rozdzielenia punktów o różnych cechach, w taki sam sposób, w jaki chcemy oddzielić spam od wiadomości e-mail, które nie są spamem.


    O ile, jak widać na ilustracji poniżej, proces może być trywialny w przestrzeni dwuwymiarowej, o tyle może okazać się bardzo złożony w przykładach z setkami bądź tysiącami wymiarów.
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    Klasyfikację można traktować jako sposób podziału danych wejściowych


    W kolejnych rozdziałach zapoznamy się z kilkoma przykładami problemów klasyfikacji lub regresji. Jedno z zagadnień, jakie będziemy omawiać, dotyczy klasyfikacji cyfr: na podstawie zbioru zdjęć reprezentujących cyfry od 0 do 9 algorytm uczenia maszynowego będzie próbował sklasyfikować każde zdjęcie, przypisując do niego przedstawioną na nim cyfrę. Na potrzeby takich przykładów skorzystamy z jednego z najbardziej klasycznych zbiorów danych — MNIST. W tym przykładzie każda cyfra jest reprezentowana przez obraz o wymiarach 28×28 (= 784) pikseli. Trzeba sklasyfikować każdą z dziesięciu cyfr, więc należy narysować dziewięć rozdzielających hiperpłaszczyzn w 784-wymiarowej przestrzeni.
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    Przykład pisanych odręcznie cyfr ze zbioru danych MNIST


    Uczenie nienadzorowane


    Drugą klasę algorytmów maszynowego uczenia określa się nazwą uczenie nienadzorowane (ang. unsupervised learning). W tym przypadku nie oznaczamy danych z góry, a zamiast tego pozwalamy algorytmowi wyciągać wnioski. Jednym z najczęstszych i być może najprostszych przykładów uczenia nienadzorowanego jest grupowanie nazywane też klasteryzacją (ang. clustering).


    Jest to technika, w której dane próbuje się podzielić na podzbiory.


    Na przykład w poprzednim przypadku wiadomości e-mail będących spamem lub nie, algorytm może znaleźć elementy, które są wspólne dla wszystkich spamowych wiadomości e-mail (na przykład obecność słów z błędami ortograficznymi). Chociaż być może jest to lepsza klasyfikacja niż losowa, to nie ma pewności co do tego, czy wiadomości e-mail, które są spamem lub nim nie są, można tak łatwo od siebie oddzielić.


    Podzbiory, na które algorytm rozdziela dane, są w kontekście zbioru danych różnymi klasami. Aby technika grupowania się sprawdzała, każdy element w każdej grupie (nazywanej też klastrem) powinien charakteryzować się wysokim stopniem podobieństwa wewnątrz klasy i niskim stopniem podobieństwa w stosunku do innych klas. Grupowanie może działać dla dowolnej liczby klas, a idea metod grupowania takich jak k-średnie (ang. k-means) polega na znalezieniu k-podzbiorów danych źródłowych, których elementy są bliższe (bardziej podobne) sobie niż jakiemukolwiek innemu elementowi spoza swojej klasy.


    Oczywiście, aby to zrobić, trzeba zdefiniować, co oznacza bliższe lub bardziej podobne, czyli należy ustalić jakiś wskaźnik, który definiuje odległość między punktami.


    Na poniższym wykresie pokazano sposób klasyfikacji zbioru punktów tworzącego trzy podzbiory:
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    Elementy podanego zbioru danych niekoniecznie układają się blisko siebie w pewnym ograniczonym obszarze, klasteryzacja może również uwzględniać nieograniczone podzbiory podanego zbioru danych, tak jak pokazano na poniższym rysunku:
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    Grupowanie nie jest jedyną techniką uczenia nienadzorowanego. Przekonamy się jednak, że łączą się z nim ostatnie sukcesy uczenia głębokiego. Jest to technika bardzo skuteczna w zadaniach uczenia nienadzorowanego.


    Nowe dane pojawiają się każdego dnia w szybkim tempie. Znakowanie wszystkich nowych danych jest zadaniem dość żmudnym i czasochłonnym. Jedną z zalet algorytmów uczenia nienadzorowanego jest to, że do korzystania z nich nie są potrzebne oznakowane dane. Techniki i metody nienadzorowanego uczenia głębokiego, takie jak ograniczone maszyny Boltzmanna, działają dzięki wyodrębnianiu cech na podstawie danych. Na przykład na podstawie zbioru danych MNIST ograniczone maszyny Boltzmanna potrafią wyodrębnić cechy, które są unikatowe dla każdej cyfry — wykrywają kształt linii i krzywych.


    Uczenie nienadzorowane działa dzięki odkrywaniu ukrytych struktur wewnątrz danych. Te struktury, a nie dopasowanie do etykiety, pozwalają właściwie je sklasyfikować.


    Ponadto, dzięki na przykład sieciom DBN (deep belief networks — dosł. głębokiej wiary) możemy zwiększyć wydajność metody nienadzorowanej poprzez usprawnienie jej techniką uczenia nadzorowanego.


    Uczenie przez wzmacnianie


    Trzecia klasa metod uczenia maszynowego to tzw. uczenie przez wzmacnianie (ang. reinforcement learning). Technika ta działa inaczej niż uczenie nadzorowane, choć także — w celu poprawy wydajności — wykorzystuje element sprzężenia zwrotnego. Popularnym zastosowaniem technik uczenia przez wzmacnianie jest uczenie maszyn grania w gry: w tym przypadku nie oznaczamy każdego ruchu jako dobry lub zły. Zamiast tego gra dostarcza sprzężenia zwrotnego — albo przez wynik, albo przez wysłanie podczas gry sygnału takiego jak przyznanie lub strata punktów. Zwycięstwo w grze oznacza pozytywny wynik, podobny do rozpoznania prawidłowej cyfry lub wykrycia, czy wiadomość e-mail jest spamem, czy nie, natomiast przegrana w grze będzie wymagać dalszego „uczenia się”. Algorytmy uczenia się przez wzmacnianie zwykle ponownie wykorzystują stosowane w przeszłości działania prowadzące do uzyskania pomyślnych rezultatów, takich jak osiągnięcie zwycięstwa w grze. Jednak w przypadku niezbadanego terytorium algorytm musi wypróbowywać nowe działania, na podstawie których, w zależności od wyniku, będzie głębiej poznawał strukturę gry. Ponieważ zazwyczaj działania są ze sobą powiązane, to nie jest przypisywana pojedynczym działaniom wartość „dobre” lub „złe”. Zamiast tego ocenie poddawana jest grupa działań. Podobnie jak w grze w szachy czasami poświęcenie piona można uznać za działanie pozytywne, jeśli powoduje lepszy rozkład pionów na szachownicy, choć ogólnie rzecz biorąc, utrata piona to wynik negatywny, tak w uczeniu przez wzmacnianie ocenie poddawany jest cały problem i jego cel. Na przykład mobilny robot sprzątający może stanąć przed koniecznością podjęcia decyzji o tym, czy kontynuować sprzątanie pokoju, czy zacząć poruszać się z powrotem w kierunku stacji ładowania. Taka decyzja może być podjęta na podstawie tego, czy w podobnych okolicznościach udało mu się znaleźć stację ładującą przed rozładowaniem baterii. W uczeniu przez wzmacnianie podstawową koncepcją jest korzyść. Algorytm dąży do maksymalizacji całkowitej osiągniętej korzyści.


    Prostą metodę uczenia przez wzmacnianie można zastosować do gry w kółko i krzyżyk. W tym przypadku każdej pozycji na planszy odpowiada prawdopodobieństwo (wartość) osiągnięcia zwycięstwa w grze, począwszy od stanu bieżącego. Wiedza na ten temat wynika z wcześniejszych doświadczeń.


    Początkowo każdemu stanowi jest przypisywana wartość 50%, co oznacza założenie, że na początku mamy równe prawdopodobieństwo wygranej lub przegranej z każdej pozycji. Ogólnie rzecz biorąc, maszyna będzie starała się poruszać do pozycji z wyższymi wartościami w celu wygrania gry i będzie modyfikować wartości przypisane poszczególnym pozycjom, jeśli zamiast zwycięstwa odniesie porażkę.


    W każdej pozycji maszyna będzie dokonywała wyboru na podstawie prawdopodobnego wyniku, a nie na podstawie stałej, zdefiniowanej reguły. W miarę kontynuowania gry prawdopodobieństwa przypisane do pozycji są dostrajane i wyświetlają mniejszą lub większą szansę sukcesu w zależności od pozycji.


    Fazy systemów uczenia maszynowego


    Do tej pory omawialiśmy różne podejścia do uczenia maszynowego. Wstępnie podzieliliśmy je na trzy różne klasy. Innym ważnym aspektem klasycznego uczenia maszynowego jest zrozumienie danych w celu lepszego zrozumienia problemu. Ważne pojęcia, które trzeba zdefiniować po to, by zastosować uczenie maszynowe, można z grubsza opisać w następujący sposób:


    
      	Uczeń: Reprezentuje używany algorytm i jego „filozofię uczenia się”. Jak przekonamy się w następnym rozdziale, istnieje wiele różnych metod uczenia maszynowego, które mogą być stosowane do różnych problemów edukacyjnych. Wybór ucznia jest ważny, ponieważ różne problemy mogą lepiej pasować do różnych algorytmów uczenia maszynowego.


      	Dane szkoleniowe: Surowy zbiór danych, którym jesteśmy zainteresowani. Takie dane mogą być nieoznakowane w przypadku uczenia nienadzorowanego lub mogą zawierać etykiety w przypadku uczenia nadzorowanego. Ważne jest posiadanie wystarczającej ilości danych do tego, aby uczeń potrafił zrozumieć strukturę problemu.


      	Reprezentacja: Sposób prezentowania danych w sensie wyboru cech tak, aby mogły być skonsumowane przez ucznia. Na przykład, jeśli staramy się sklasyfikować cyfry przy użyciu zdjęć, będzie to tablica wartości opisujących piksele obrazu. Dobra reprezentacja danych ma istotne znaczenie dla osiągnięcia jak najlepszych wyników.


      	Cel: Reprezentuje powód uczenia algorytmu na podstawie danych w kontekście problemu do rozwiązania. Cel ściśle odnosi się do efektu i pomaga określić, z jakiego ucznia oraz z jakiej reprezentacji skorzystać. Na przykład celem może być wyczyszczenie skrzynki pocztowej z niechcianych e-maili. Cel definiuje, jaki jest oczekiwany efekt dla wybranego ucznia — na przykład wykrycie wiadomości e-mail, które są spamem.


      	Efekt: Reprezentuje to, czego się nauczono, oraz efekt końcowy. Może to być klasyfikacja nieoznakowanych danych, reprezentacja danych wejściowych zgodnie z ukrytymi wzorcami lub charakterystykami albo symulator dla przyszłych prognoz. Może to być także reakcja na zewnętrzny bodziec lub strategia w przypadku uczenia przez wzmacnianie.

    


    Należy jednak podkreślić, że każdy algorytm uczenia maszynowego pozwala osiągnąć wyłącznie aproksymację celu, a nie idealny liczbowy opis. Algorytmy uczenia maszynowego nie są dokładnymi, matematycznymi rozwiązaniami problemów, a jedynie przybliżeniami. W poprzednim punkcie zdefiniowaliśmy uczenie jako funkcję przekształcającą przestrzeń cech (wejście) na zakres klas. Dalej zobaczymy, jak niektóre algorytmy uczenia maszynowego, takie jak sieci neuronowe, mogą w teorii aproksymować każdą funkcję na każdym poziomie. Mowa o twierdzeniu o uniwersalnej aproksymacji, z którego nie wynika jednak, że można uzyskać dokładne rozwiązanie problemu. Jednak zwykle lepszą aproksymację rozwiązania problemu można zwykle osiągnąć poprzez lepsze zrozumienie danych użytych do uczenia.


    Zazwyczaj problem, który daje się rozwiązać za pomocą klasycznych metod uczenia maszynowego, wymaga dokładnego zrozumienia i filtracji danych szkoleniowych przed ich zastosowaniem. Oto niektóre etapy w rozwiązywaniu problemów uczenia maszynowego:


    
      	Zbieranie danych: Obejmuje zbieranie jak największej możliwej ilości danych, a w problemach uczenia nadzorowanego implikuje także właściwe etykietowanie.


      	Przetwarzanie danych: Oznacza filtrację danych danych (np. usunięcie zbędnych lub mocno skorelowanych cech albo uzupełnienie brakujących informacji), a także wyodrębnienie cech, które zostaną użyte w procesie uczenia.


      	Tworzenie przypadku testowego: Zwykle dane można podzielić na dwa lub trzy zbiory: zbiór danych szkoleniowych, na których trenujemy algorytm, oraz zbiór danych testowych, na których po wytrenowaniu algorytmu testujemy jakość jego działania.Często tworzymy również zestaw danych walidacyjnych, na podstawie którego, po wielokrotnym wykonaniu procedury treningu-testowania, gdy jesteśmy w końcu zadowoleni z wyniku, wykonujemy końcowe testy (lub przeprowadzamy walidację).

    


    Istnieją uzasadnione powody tworzenia zestawów danych testowych i walidacyjnych. Jak już wspomniano, metody uczenia maszynowego pozwalają jedynie generować przybliżenie pożądanego rezultatu. To dlatego, że często możemy uwzględnić jedynie skończoną i ograniczoną liczbę zmiennych, a może być wiele zmiennych, które są poza naszą kontrolą. Gdybyśmy używali tylko jednego zestawu danych, nasz model mógłby w końcu „zapamiętać dane” i moglibyśmy uzyskać bardzo wysoką dokładność odtwarzania zapamiętanych danych, ale taki wynik mógłby być trudny do powtórzenia dla innych podobnych zestawów. Jednym z kluczowych pośród pożądanych celów technik uczenia maszynowego jest zdolność do uogólniania. To dlatego tworzymy zarówno testowy zbiór danych, służący do dostrajania wybranego modelu po treningu, jak i ostateczny zestaw danych weryfikacyjnych, używany tylko na końcu procesu, w celu potwierdzenia poprawności wybranego algorytmu.


    Aby zrozumieć dlaczego wybór właściwych cech danych oraz przeciwdziałanie przeuczeniu ma tak istotne znaczenie dla uczenia maszynowego (używając bardziej technicznych określeń, „zapamiętanie” określa się w literaturze jako tzw. nadmierne dopasowanie — ang. overfitting — i tego terminu będziemy używać od tej pory), w roli przykładu posłużmy się dowcipem pochodzącym z serwisu xkcd (http://xkcd.com/1122): „Do 1996 r. żaden z kandydatów partii demokratycznej na prezydenta USA, który aktualnie piastował urząd oraz który nie miał doświadczenia bojowego, nigdy nie pokonał nikogo, kogo imię miało więcej punktów w Scrabble”.


    W tym przykładzie jest oczywiste, że taka „reguła” nie ma sensu. Przykład podkreśla jednak znaczenie wyboru odpowiednich cech (czy wartość punktowa imienia w Scrabble ma jakikolwiek związek z wyborem na prezydenta USA?) oraz że wybór jako predyktorów losowych cech, choć może pozwolić przewidzieć bieżące dane, nie może być stosowany jako predyktor danych bardziej ogólnych, a fakt, że dla pięćdziesięciu dwóch wyborów reguła ta była prawdziwa, jest zwykłym zbiegiem okoliczności. To zwykle określa się terminem nadmierne dopasowanie — czyli dokonywanie prognoz, które doskonale pasują do danych, ale których nie da się uogólnić dla większych ich zestawów.


    Nadmierne dopasowanie jest procesem polegającym na próbach wyciągnięcia wniosków z czegoś, co — ogólnie rzecz biorąc — określa się jako szum (czyli informacje niemające żadnego realnego znaczenia), i próbach dopasowania modelu do niewielkich zaburzeń.


    Innym przykładem może być próba zastosowania uczenia maszynowego, do przewidywania trajektorii lotu piłki rzuconej z ziemi w powietrze (nieprostopadle) do momentu ponownego dotarcia do ziemi. Fizyka uczy nas, że trajektoria rzutu ma kształt paraboli, dlatego spodziewamy się, że dobry algorytm uczenia maszynowego, który obserwuje tysiące takich rzutów, wskaże parabolę jako rozwiązanie.


    Jednak, gdybyśmy spojrzeli na piłkę w powiększeniu i obserwowali najdrobniejsze drgania powietrza spowodowane turbulencjami, moglibyśmy zauważyć, że nie ma ona stabilnej trajektorii, a jej ruch może podlegać niewielkim zakłóceniom. To właśnie nazywamy szumem. Algorytm uczenia maszynowego, który próbowałby modelować te niewielkie odchylenia, mógłby nie zauważyć dużego obrazu i generować wynik, który nie jest zadowalający. Innymi słowy nadmierne dopasowanie to proces, w wyniku którego algorytm uczenia maszynowego widzi drzewa, ale zapomina o lesie.
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    Dobry i zły (nadmiernie dopasowany) model przewidywania trajektorii piłki rzuconej z ziemi


    Dlatego właśnie oddzielamy dane treningowe od danych testowych: jeśli dokładność danych testowych nie jest podobna do wyników osiąganych na podstawie danych treningowych, to jest to znak, że model jest nadmiernie dopasowany. Oczywiście trzeba także upewnić się, czy nie popełniliśmy odwrotnego błędu — tzn. czy model nie jest niedostatecznie dopasowany (ang. underfit). Jednak w praktyce, w przypadku gdy dążymy do tego, by nasz model prognozowania był maksymalnie dokładny dla wybranych danych treningowych, ryzyko niedostatecznego dopasowania jest znacznie mniejsze niż nadmiernego dopasowania, dlatego większą uwagę przykładamy do tego, by unikać nadmiernego dopasowania modelu.
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    Niedostateczne dopasowanie także może być problemem


    Krótki opis popularnych technik (algorytmów)


    Oprócz grupowania algorytmów według stylu uczenia się, czyli podziału na omówione na początku książki trzy klasy: uczenie nadzorowane, uczenie nienadzorowane oraz uczenie przez wzmacnianie, możemy również grupować je według implementacji. Oczywiście każdą klasę omówioną powyżej można zaimplementować za pomocą różnych algorytmów uczenia maszynowego. Na przykład istnieje wiele różnych technik uczenia nadzorowanego, a każda z nich może lepiej pasować do określonego zadania klasyfikacji lub regresji.


    W rzeczywistości odróżnienie klasyfikacji od regresji jest jedną z najważniejszych decyzji do podjęcia, dlatego ważne jest dokładne zrozumienie tego, co staramy się osiągnąć.


    Zaprezentowana poniżej lista algorytmów uczenia maszynowego bynajmniej nie jest wyczerpująca, a zamieszczone opisy nie są szczegółowe, dlatego zachęcamy Czytelników do sięgnięcia do książki Sebastiana Raschka Python Machine Learning (https://www.packtpub.com/big-data-and-business-intelligence/python-machine-learning). W tej książce ograniczyliśmy się do przeglądu różnych technik oraz pokazania, w jaki sposób uczenie głębokie się od nich różni. W kolejnych rozdziałach przekonamy się, że uczenie głębokie nie jest po prostu kolejnym algorytmem uczenia maszynowego, ale w znacznym stopniu różni się od jego klasycznych technik.


    Omówimy algorytm regresji, regresję liniową, klasyczne klasyfikatory, takie jak drzewa decyzyjne, naiwny algorytm Bayesa i maszynę wektorów podpierających, a także nienadzorowane algorytmy grupowania, takie jak k-średnie. Omówimy także techniki uczenia przez wzmacnianie i metodę entropii krzyżowej. Będzie to próba zaprezentowania Czytelnikom różnorodności istniejących technik uczenia maszynowego. Na koniec zaprezentujemy sieci neuronowe, które są głównym tematem tej książki.


    Regresja liniowa


    Algorytmy regresji są rodzajem algorytmów nadzorowanych, w których do prognozowania wartości wykorzystuje się dane wejściowe — na przykład algorytmy wyznaczające cenę domu na podstawie określonych cech, takich jak powierzchnia, wiek, liczba łazienek, liczba pięter, lokalizacja i tak dalej.


    Analiza regresji próbuje znaleźć wartość parametrów dla funkcji, która najlepiej pasuje do wejściowego zbioru danych. W algorytmie regresji liniowej celem jest zminimalizowanie funkcji kosztów poprzez znalezienie odpowiednich parametrów dla funkcji określonej na danych wejściowych, tak aby najlepiej przybliżała wartości docelowe. Funkcja kosztu jest w istocie funkcją błędu — tzn. określa, jak daleko jesteśmy od prawidłowego wyniku. Typową funkcją kosztów jest błąd średniokwadratowy, gdzie obliczamy kwadrat różnicy pomiędzy wartością której oczekujemy a wartością prognozowaną. Suma po wszystkich próbkach wejściowych daje błąd algorytmu i reprezentuje funkcję kosztu.


    Powiedzmy, że mamy dom o powierzchni 100 metrów kwadratowych wybudowany 25 lat temu, z 3 łazienkami i 2 piętrami. Poza tym, załóżmy, że dzielimy miasto, w którym znajdują się domy, na 10 różnych obszarów, które oznaczamy liczbami od 1 do 10, i załóżmy, że ten dom znajduje się w obszarze oznaczonym liczbą 7. W takim przypadku możemy sparametryzować ten dom pięciowymiarowym wektorem x = (100, 25, 3, 2, 7).


    Załóżmy, że wiemy również, że przybliżona wartość tego domu wynosi 100 000 €. Chcemy zatem utworzyć funkcję f taką, że f(x) = 100000.


    W regresji liniowej oznacza to znalezienie wektora w = (w1, w2, w3, w4, w5), takiego, że 100∙w1 + 25∙w2 + 3∙w3 + 2∙w4 + 7∙w5 = 100000. Gdybyśmy mieli tysiąc domów, moglibyśmy powtórzyć ten sam proces dla każdego domu, a najlepiej byłoby, gdybyśmy znaleźli wektor w, który pozwala przewidzieć poprawną wartość (lub wystarczająco bliską) dla każdego domu. Powiedzmy, że początkowo wybraliśmy pewną losową wartość wektora w. W takim przypadku nie oczekujemy, że f(x) = 100∙w1 + 25∙w2 + 3∙w3 + 2∙w4 + 7∙w5 będzie równe 100 000, zatem obliczamy błąd Δ = (100000 − f(x))2. Jest to wartość kwadratu błędu dla jednej próbki x, a średnia wszystkich kwadratów błędów dla wszystkich próbek reprezentuje nasze koszty — tzn. o ile nasza funkcja różni się od rzeczywistej wartości. Dlatego naszym celem jest zminimalizowanie tego błędu. Aby to osiągnąć obliczamy pochodną funkcji δ kosztów w stosunku do w.


    Pochodna wskazuje kierunek, w którym funkcja rośnie (lub maleje), zatem zmiana wartości w w przeciwnym kierunku do pochodnej poprawia dokładność naszej funkcji. Taki jest główny sens regresji liniowej — dążenie do zminimalizowania funkcji kosztu, która reprezentuje błąd. Oczywiście musimy zdecydować, jak szybko chcemy się poruszać w kierunku pochodnej, ponieważ ona tylko wskazuje kierunek.


    Funkcja kosztów nie jest liniowa, dlatego trzeba zadbać o poruszanie się niewielkimi krokami w kierunku wskazywanym przez pochodną. Zbyt duży krok może spowodować przejście poza minimum, a tym samym brak zbieżności do wartości minimalnej. Wartość tego kroku określa się jako tempo uczenia się (ang. learning rate). Będziemy ją oznaczać symbolem lr.


    Dzięki ustawieniu w = w – δ∙lr możemy poprawiać wartości parametru w w kierunku lepszego rozwiązania. Powtarzanie tego procesu wiele razy pozwala wygenerować wartość w, która reprezentuje najlepszy zbiór parametrów dla funkcji f. Trzeba jednak podkreślić, że proces ten będzie działać tylko lokalnie. W wyniku jego zastosowania możemy nie znaleźć najlepszej globalnie wartości, jeśli przestrzeń nie jest wypukła. Jak widać na ilustracji, jeśli istnieje wiele lokalnych minimów, to algorytm może zatrzymać się na jednym z nich i nie będzie w stanie wyjść z impasu, aby osiągnąć globalne minimum funkcji błędu. Można to porównać do sytuacji, kiedy niewielka piłka poruszająca się w dół zbocza góry może utknąć w małej dolinie i nigdy nie dotrzeć do podnóża góry.
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    Górny wykres jest wypukły, a więc istnieje tylko jedno minimum. Na dolnym wykresie funkcja ma dwa lokalne minima i dlatego, w zależności od sposobu inicjalizacji, proces może znaleźć pierwsze lokalne minimum, które nie będzie minimum globalnym


    Drzewa decyzyjne


    Innym powszechnie stosowanym algorytmem uczenia nadzorowanego jest algorytm drzewa decyzyjnego. Tworzy on klasyfikator w postaci drzewa. Drzewo decyzyjne składa się z węzłów decyzji, w których są wykonywane testy określonych atrybutów, oraz węzłów końcowych (liści), które wskazują wartości docelowego atrybutu. Drzewa decyzyjne to rodzaj klasyfikatorów, w których analiza rozpoczyna się od korzenia, a następnie jest wykonywany ruch wzdłuż drzewa decyzyjnego, aż zostanie osiągnięty jeden z liści.


    Klasycznym zastosowaniem tego algorytmu jest zbiór danych o gatunkach irysów (http://archive. ics.uci.edu/ml/datasets/Iris), który zawiera dane z pięćdziesięciu próbek trzech gatunków irysów (Iris setosa, Iris virginica i Iris versicolor). Ronald Fisher, który stworzył ten zbiór danych, mierzył cztery różne cechy tych kwiatów: długość i szerokość kielichów oraz długość i szerokość płatków. Na podstawie różnych kombinacji tych cech można utworzyć drzewo decyzyjne, za pomocą którego da się ustalić, do jakiego gatunku należy każdy kwiat.


    W tym rozdziale opiszemy uproszczone drzewo decyzji, które pozwala poprawnie sklasyfikować prawie wszystkie irysy na podstawie tylko dwóch z wymienionych cech: długości i szerokości płatka.


    Zaczynamy od pierwszego węzła i wykonujemy pierwszy test długości płatka: jeśli długość płatka jest mniejsza niż 2,5 cm, to kwiat należy do gatunku Iris setosa. To w istocie klasyfikuje poprawnie wszystkie kwiaty z gatunku setosa, wszystkie one charakteryzują się bowiem długością płatków mniejszą niż 2,5 cm. Z tego powodu osiągamy węzeł-liść oznaczony etykietą Iris setosa. Jeśli długość płatka wynosi więcej niż 2,5 cm, przechodzimy do innej gałęzi i docieramy do nowego węzła decyzji, gdzie sprawdzamy, czy szerokość płatka wynosi więcej niż 1,8 cm.


    Jeśli szerokość płatka jest większa lub równa 1,8 cm, docieramy do węzła-liścia i klasyfikujemy kwiat jako Iris virginica. W przeciwnym razie przechodzimy do nowego węzła decyzji, gdzie sprawdzamy, czy długość płatka wynosi więcej niż 4,9 cm. Jeśli tak jest, to docieramy do węzła-liścia oznaczonego Iris virginica, w przeciwnym razie docieramy do innego liścia z etykietą Iris versicolor.


    Omawiane drzewo decyzyjne przedstawiono poniżej. Lewa gałąź odpowiada pozytywnej odpowiedzi na test w węźle decyzji, natomiast prawa reprezentuje odpowiedź negatywną na test w węźle decyzji. Węzły końcowe dla każdej gałęzi są liśćmi:
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    Ten przykład pokazuje, jak bardzo algorytm drzewa decyzyjnego różni się od regresji liniowej. Dodatkowo, gdy wprowadzimy sieci neuronowe, Czytelnik będzie mógł wykorzystać ten sam zbiór danych, aby przekonać się, jak one działają. Wtedy zaprezentujemy także kod w Pythonie i pokażemy kilka zdjęć, które demonstrują sposób klasyfikacji kwiatów na podstawie ich cech przy użyciu sieci neuronowych.


    K-średnie


    Algorytmy grupowania, jak już wspominaliśmy, to rodzaj metody nienadzorowanego uczenia maszynowego. Najczęściej stosowaną techniką grupowania jest klasteryzacja metodą k-średnich. Jest to metoda, które grupuje wszystkie elementy w zbiorze danych poprzez rozdzielenie całego zbioru na k różnych podzbiorów (stąd k w nazwie).


    K-średnie to stosunkowo prosta procedura, która polega na wyborze w sposób losowy k punktów, z których każdy reprezentuje środek innego podzbioru — nazywamy te punkty centroidami. Następnie dla każdego centroida wybieramy wszystkie punkty, które są położone bliżej niego niż każdego innego centroida.


    W ten sposób tworzymy k różnych podzbiorów. W tym momencie dla każdego podzbioru ponownie obliczymy centrum. Znów mamy k nowych centroidów. Powtarzamy dla nich kroki wymienione powyżej, wybierając dla każdego nowe podzbiory punktów, które znajdują się najbliżej. Proces kontynuujemy do czasu, aż położenie centroidów przestanie się zmieniać.


    Oczywiste jest, że do zastosowania opisanej techniki musimy mieć miarę pozwalającą mierzyćodległość pomiędzy punktami. Procedurę można podsumować w następujący sposób:


    
      	Wybierz początkowe punkty k zwane centroidami.


      	Każdemu punktowi należącemu do zbioru danych przyporządkuj najbliższy centroid.


      	Oblicz nowy środek dla zbioru punktów związanego z konkretnym centroidem.


      	Przyjmij, że nowo wyznaczone środki będą nowymi centroidami.


      	Powtarzaj kroki 3. i 4. do czasu, aż położenie centroidów przestanie się zmieniać.

    


    Warto zwrócić uwagę, że dla wyżej zaprezentowanej metody istotne znaczenie ma początkowy wybór losowych centroidów i że dobrym pomysłem może być powtórzenie procedury dla różnych początkowych wyborów. Poza tym istnieje możliwość, że niektóre centroidy nie będą znajdowały się najbliżej żadnego z punktów w zbiorze danych, co zmniejszy liczbę podzbiorów poniżej początkowej wartości k. Warto również zauważyć, że gdybyśmy w przykładzie, w którym omawialiśmy drzewa decyzyjne, używali metody k-średnich dla k = 3, to mając zbiór danych o irysach moglibyśmy uzyskać klasyfikację tych kwiatów inną niż ta, która wynika z zastosowania drzewa decyzyjnego. To jeszcze mocniej pokazuje, jak ważny jest staranny wybór i skorzystanie z właściwej metody uczenia maszynowego dla każdego problemu.


    Rozważmy teraz praktyczny przykład, w którym skorzystano z klasteryzacji metodą k-średnich. Powiedzmy, że firma sprzedająca pizzę chce otworzyć cztery nowe placówki w nowym mieście i próbuje wybrać dla nich lokalizację. Ten problem można łatwo rozwiązać za pomocą metody k-średnich. Idea polega na znalezieniu miejsc, gdzie pizzę zamawia się najczęściej — to będą nasze punkty danych. Następnie wybieramy cztery losowe punkty jako potencjalne lokalizacje placówek. Za pomocą metody grupowania k-średnich możemy następnie zidentyfikować cztery najlepsze lokalizacje, dla których odległość do każdego miejsca dostawy jest najmniejsza. To jest przykład, gdzie klasteryzacja metodą k-średnich pomaga w rozwiązaniu problemu biznesowego.
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    Na wykresie po lewej widać rozmieszczenie punktów, gdzie pizza jest dostarczana najczęściej. Po prawej stronie okrągłe punkty pokazują proponowane lokalizacje nowych placówek oraz odpowiadające im strefy dostaw


    Naiwny algorytm Bayesa


    Naiwny algorytm Bayesa różni się od pozostałych algorytmów uczenia maszynowego. W większości metod uczenia maszynowego dąży się do oceny prawdopodobieństwa jakiegoś zdarzenia Y dla podanych warunków X, co oznaczamy przez p(Y|X). Na przykład mając ilustrację przedstawiającą liczbę (czyli obraz o określonym rozkładzie pikseli), chcemy ocenić prawdopodobieństwo, że jest to liczba 5. Jeśli rozkład pikseli jest bliski rozkładowi próbki oznaczonej etykietą 5, to prawdopodobieństwo tego zdarzenia będzie wysokie, w przeciwnym razie będzie niskie.


    Czasami dysponujemy odwrotną informacją, czyli na podstawie wiedzy, że mamy do czynienia ze zdarzeniem Y, potrafimy określić prawdopodobieństwo, że nasza próbka to X. Twierdzenie Bayesa mówi, że: p(X|Y) = p(Y|X)*p(X)/p(Y), gdzie p(X|Y) to prawdopodobieństwo wygenerowania wystąpienia X na podstawie Y — dlatego również naiwny algorytm Bayesa nazywa się podejściem generatywnym. Mówiąc prościej, możemy obliczyć prawdopodobieństwo tego, że pewna konfiguracja pikseli reprezentuje cyfrę 5, wiedząc, jakie jest prawdopodobieństwo tego, że konfiguracja losowych punktów pasuje do tej cyfry.


    Najlepiej można to wyjaśnić na przykładzie badań medycznych. Załóżmy, że badamy pacjenta pod kątem określonej choroby lub nowotworu. Chcemy wiedzieć, jakie jest prawdopodobieństwo tego, że mamy do czynienia z konkretną chorobą, biorąc pod uwagę, że wynik badania był pozytywny. Z większością badań jest powiązana wartość wiarygodności, czyli procentowa szansa, że wynik badania będzie pozytywny, jeśli zostanie wykonany u ludzi z określoną chorobą. Odwracając wyrażenie p(X|Y) = p(Y|X)*p(X)/p(Y), otrzymujemy:


    p(rak | test=pozytywny) = p(test=pozytywny | rak) * p(rak)/p(test=pozytywny)


    Załóżmy, że test jest wiarygodny w 98%, co oznacza, że dla 98% przypadków ludzi z nowotworem wynik testu jest pozytywny, a jednocześnie dla osób, które nie chorują na raka, jest negatywny. Załóżmy także, że na ten konkretny rodzaj nowotworu chorują tylko ludzie starsi; tylko 2% osób w wieku poniżej 50 lat jest chorych na ten rodzaj raka oraz test wykonany na osobach poniżej 50 lat daje pozytywny wynik tylko dla 3,9% populacji (moglibyśmy ustalić te fakty na podstawie danych, ale dla ułatwienia podamy te informacje).


    Moglibyśmy zadać następujące pytanie: jeśli test na raka ma 98% dokładności, poddał się mu 45-letni mężczyzna i wynik okazał się pozytywny, to jakie jest prawdopodobieństwo, że ten mężczyzna jest chory na raka? Korzystając ze wzoru podanego powyżej, możemy obliczyć:


    p(rak | test=pozytywny) = 0,98 * 0,02/0,039 = 0,50


    Dlatego, pomimo wysokiej dokładności testu, naiwny algorytm Bayesa mówi nam, że powinniśmy również wziąć pod uwagę fakt, że rak występuje dość rzadko przed 50. rokiem życia, a więc sam pozytywny wynik testu nie oznacza raka z prawdopodobieństwem 98%. Prawdopodobieństwo p(rak) lub, bardziej ogólnie, prawdopodobieństwo p dla wyniku, który staramy się ocenić, nazywa się prawdopodobieństwem a priori, ponieważ jest to prawdopodobieństwo zdarzenia, bez żadnych dodatkowych informacji — a zatem także przed wykonaniem testu.


    W tym momencie możemy zacząć się zastanawiać, jaki byłby wynik, gdyby informacji było więcej — na przykład gdybyśmy wykonali różne testy o różnej wiarygodności albo gdybyśmy znali pewne informacje o badanej osobie, takie jak na przykład częstotliwość występowania raka w rodzinie. W równaniu, z którego skorzystaliśmy wcześniej, jednym z czynników w obliczeniach prawdopodobieństwa była wartość p(test=pozytywny | rak). Gdybyśmy przeprowadzili drugi test, a jego wynik okazałby się pozytywny, to mielibyśmy także czynnik p(test=pozytywny | rak).


    W naiwnym algorytmie Bayesa zakłada się, że każdy składnik informacji jest niezależny od innych (to oznacza, że wynik pierwszego testu nie miał żadnego wpływu na wynik drugiego, czyli że wykonanie pierwszego testu nie mogło zmienić wyniku drugiego i dlatego wynik drugiego testu nie był w żaden sposób skutkiem pierwszego testu).


    Metoda Bayesa to algorytm klasyfikacji, który zakłada niezależność różnych zdarzeń podczas obliczania prawdopodobieństwa. Zatem:


    p(test1 i test2=pozytywny | rak) =p(test1=pozytywny| rak)*p(test2=pozytywny | rak)


    To równanie nazywane jest również prawdopodobieństwem (ang. likelihood) L(test1 i test2 = = pozytywny), że test1 i test2 dają wyniki pozytywne, przy założeniu, że osoba poddana testom jest chora na raka.


    Możemy zatem przepisać równanie do postaci:


    p(rak | oba testy=pozytywny) =


    = p(oba testy = pozytywny| rak)*p(rak)/p(oba testy=pozytywny) =


    = p(test1=pozytywny | rak)*p(test2=pozytywny | rak) *p(rak)/p(oba testy=pozytywne)


    Maszyny wektorów podpierających


    Maszyny wektorów podpierających to nadzorowany algorytm uczenia maszynowego używany głównie do klasyfikacji. Przewaga metody wektorów podpierających nad innymi algorytmami uczenia maszynowego polega nie tylko na tym, że w tym algorytmie dane są rozdzielane na klasy, ale też że podział ten jest realizowany przez znalezienie hiperpłaszczyzny rozdzielającej (odpowiednik płaszczyzny w przestrzeni z więcej niż trzema wymiarami), która maksymalizuje margines oddzielający każdy punkt od hiperpłaszczyzny.


    Ponadto, metoda wektorów podpierających może również być stosowana dla przypadków, gdy nie można rozdzielić danych liniowo. Istnieją dwa sposoby postępowania z takimi danymi — jeden polega na wprowadzeniu tzw. marginesów miękkich, a drugi na wprowadzeniu tzw. sztuczki jądra (ang. kernel trick).


    Zastosowanie marginesów miękkich polega na pozostawieniu możliwości istnienia błędnie sklasyfikowanych elementów przy zachowaniu zdolności przewidywania algorytmu. Jak wspominaliśmy wcześniej, w praktyce w każdym modelu uczenia maszynowego zawsze należy zapobiegać nadmiernemu dopasowaniu. Aby to zrobić, trzeba osłabić niektóre z hipotez maszyny wektorów podpierających.


    Z kolei sztuczka jądra polega na zmapowaniu przestrzeni funkcji na inne miejsce — takie, gdzie można zdefiniować hiperpłaszczyznę, która po powtórnym zmapowaniu na przestrzeń cech nie będzie już liniową hiperpłaszczyzną. Pozwala to rozdzielić elementy w zbiorze danych, który wydaje się niemożliwy do rozdzielenia. Ponieważ w tej książce skupiliśmy się głównie na uczeniu głębokim, nie będziemy omawiać szczegółowo sposobu implementacji metody wektorów podpierających — to zajęłoby zbyt dużo czasu. Zamiast tego chcemy zwrócić uwagę, że pojęcie wektorów podpierających zyskało dość dużą popularność i skuteczność dzięki zdolności do uogólniania przypadków nieliniowych.


    Jak już widzieliśmy, zadanie nadzorowanego algorytmu uczenia maszynowego polega na znalezieniu funkcji odwzorowującej przestrzeń cech na zbiór klas.


    Każdy wektor wejściowy x = (x1, x2, …, xn) stanowi próbkę danych wejściowych, a każda wartość xi reprezentuje wartość x dla i-tej cechy. Wcześniej podawaliśmy przykład próby oszacowania wartości rynkowej nieruchomości w zależności od pewnych cech, takich jak liczba łazienek lub lokalizacja. Jeśli i-ta cecha określa liczbę łazienek, to xi będzie reprezentować liczbę łazienek w domu x.


    Możemy utworzyć funkcję k odwzorowującą przestrzeń cech na inną reprezentację tej przestrzeni, zwaną jądrem: na przykład k może odwzorowywać xi w (xi)2 i — ogólnie rzecz biorąc — przekształcać nieliniowo przestrzeń cech na inną przestrzeń W.


    Zatem hiperpłaszczyzna rozdzielająca w przestrzeni W może być odwzorowana z powrotem na przestrzeń cech, w której będzie raczej hiperpowierzchnią a nie hiperpłaszczyzną.


    Znane są warunki jakie muszą być spełnione aby powyższy opis był prawdziwy, ale ich omawianie wykracza poza ramy tego krótkiego wprowadzenia. Jednak powyższy opis jeszcze raz podkreśla znaczenie wyboru odpowiednich funkcji w klasycznych algorytmach uczenia maszynowego — powinien to być taki wybór, który pozwala znaleźć rozwiązanie konkretnych problemów.
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    Po lewej stronie zilustrowano zbiór niedający się rozdzielić liniowo przed zastosowaniem jądra. Po prawej ten sam zbiór danych po zastosowaniu jądra — dane mogą być rozdzielone liniowo


    Metoda entropii krzyżowej


    Do tej pory wprowadziliśmy pojęcia nadzorowanych i nienadzorowanych algorytmów uczenia. Metoda entropii krzyżowej należy natomiast do klasy algorytmów określanych jako uczenie przez wzmacnianie. Dokładniej będą one omówione w rozdziale 7., „Uczenie głębokie w grach planszowych” oraz w rozdziale 8., „Uczenie głębokie w grach komputerowych”. Metoda entropii krzyżowej to technika rozwiązywania zadań optymalizacji, to znaczy zadań polegających na znalezieniu najlepszych parametrów pozwalających zminimalizować lub zmaksymalizować określoną funkcję.


    Ogólnie rzecz biorąc, metoda entropii krzyżowej składa się z następujących etapów:


    
      	Wygenerowanie losowej próbki zmiennych, które staramy się optymalizować. W przypadku uczenia głębokiego te zmienne mogą być wagami sieci neuronowych.


      	Uruchomienie zadania i zapamiętanie wydajności.


      	Zidentyfikowanie najlepszych uruchomień i wybranie zmiennych zapewniających najlepszą wydajność.


      	Obliczenie dla każdej zmiennej nowych wartości i wariancji na podstawie uruchomień dających najlepszą wydajność i wygenerowanie nowej próbki zmiennych.


      	Powtarzanie powyższych kroków do czasu osiągnięcia warunku zakończenia albo do momentu, kiedy system przestanie się poprawiać.

    


    Załóżmy, że chcemy znaleźć rozwiązanie dla funkcji, która zależy od wielu zmiennych — na przykład staramy się zbudować model samolotu, który może latać najdłużej, jeśli wystartuje z określonej wysokości. Odległość, jaką samolot pokonuje, będzie funkcją wielkości jego skrzydeł, kąta ich nachylenia, wagi i tak dalej. Za każdym razem możemy zarejestrować każdą zmienną, a następnie uruchomić samolot i zmierzyć odległość, jaką uda mu się pokonać. Jednak zamiast próbować wszystkich możliwych kombinacji, tworzymy statystyki, wybieramy najlepsze i najgorsze trasy i notujemy wartości zmiennych podczas najlepszych i najgorszych tras. Na przykład, jeśli zauważymy, że dla każdej z najlepszych tras samolot miał skrzydła o określonej


    wielkości, to możemy wysnuć wniosek, że ten konkretny rozmiar jest optymalny do tego, aby mógł on pokonać długi dystans. Z kolei jeśli dla każdej z najgorszych tras skrzydła samolotu były ustawione pod pewnym kątem, to możemy wyciągnąć wniosek, że ten konkretny kąt będzie złym wyborem dla skrzydeł naszego samolotu. Ogólnie rzecz biorąc, dla każdej wartości stworzymy rozkład prawdopodobieństwa, który powinien gwarantować wyprodukowanie najlepszego samolotu. Te prawdopodobieństwa nie są już przypadkowe, ale bazują na wynikach, które otrzymaliśmy.


    W prezentowanej metodzie — która jest klasycznym procesem uczenia ze wzmacnianiem — wykorzystujemy informacje zwrotne z przebiegu (jaką odległość pokonał samolot) w celu znalezienia optymalnego rozwiązania problemu (wartości poszczególnych zmiennych).


    Sieci neuronowe


    Po zapoznaniu Czytelników z tematyką niektórych najbardziej popularnych klasycznych algorytmów uczenia maszynowego wprowadzimy pojęcie sieci neuronowych i wyjaśnimy bardziej szczegółowo, jak one działają i czym różnią się od algorytmów, które pokrótce omówiliśmy.


    Sieci neuronowe to kolejny algorytm uczenia maszynowego. W historii znane są okresy zarówno jego dużej popularności, jak i rzadkiego stosowania.


    Zrozumienie zagadnień związanych z sieciami neuronowymi, którym poświęcimy następny i kolejne rozdziały, ma kluczowe znaczenie dla skutecznego studiowania treści niniejszej książki.


    Pierwszy przykład sieci neuronowej to tzw. perceptron, który został wynaleziony przez Franka Rosenblatta w 1957 roku. Perceptron jest siecią składającą się wyłącznie z warstw wejścia i wyjścia. W przypadku klasyfikacji binarnych warstwa wyjścia ma tylko jeden neuron lub jednostkę. Perceptrony wydawały się bardzo obiecujące, ale szybko zorientowano się, że mogą się uczyć wyłącznie wzorców, które można rozdzielić liniowo. Na przykład Marvin Minsky i Seymour Papert pokazali, że perceptron nie mógł nauczyć się działania logicznej funkcji XOR. W najbardziej podstawowych reprezentacjach perceptrony są prostymi modelami jednego neuronu i jego wejścia, które może składać się z kilku neuronów.


    Na podstawie różnych danych wejściowych neuronu określamy wartość aktywacji według wzoru:
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    gdzie xi jest wartością wejścia neuronu, natomiast wi oznacza wartość połączenia pomiędzy neuronem i a wyjściem. Znacznie bardziej szczegółowo opowiemy o tym w następnym rozdziale. Tutaj chcemy tylko podkreślić, że perceptrony mają wiele wspólnego z algorytmami regresji logistycznej i również są ograniczone przez klasyfikatory liniowe. Jeśli wartość aktywacji, którą należy interpretować jako wewnętrzny stan neuronu, przekracza ustalony próg b, to neuron się uaktywni — tzn. zacznie działać, w przeciwnym razie nie.
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    Prosty perceptron z trzema jednostkami wejściowymi (neuronami) i jedną jednostką wyjściową (neuronem)


    Prostą aktywację, określoną powyżej, można interpretować jako iloczyn skalarny pomiędzy wektorem w a wektorem x. Wektor x jest prostopadły do wektora wag w, jeśli <w,x> = 0, dlatego wszystkie wektory x, takie że <w,x> = 0, definiują hiperpłaszczyznę w R3 (gdzie 3 oznacza wymiar wektora x; ogólnie rzecz biorąc, może to być dowolna liczba całkowita).


    W związku z tym każdy wektor x spełniający warunek <w,x> > 0 to wektor po stronie hiperpłaszczyzny definiowanej przez w.


    Widać zatem wyraźnie, że perceptron po prostu definiuje hiperpłaszczyznę i działa jako klasyfikator. Ogólnie rzecz biorąc, zamiast 0 można ustawić próg na dowolną rzeczywistą liczbę b — w efekcie następuje przesunięcie hiperpłaszczyzny względem początku układu współrzędnych. Jednak zamiast śledzić tę wartość, zazwyczaj włączamy w naszej sieci tzw. blok przesunięcia (ang. bias unit), który zawsze jest włączony (wartość = 1) — jest to specjalny neuron z wagą połączenia –b. W tym przypadku, jeśli waga połączenia ma wartość –b, to wartość aktywacji można wyrazić jako a(x) = Σiwixi, a ustawienie a(x) > 0 jest równoważne ustawieniu Σiwixi > b.
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    Perceptron z dodanym blokiem przesunięcia wektora wyjściowego. Bloki przesunięcia są zawsze włączone


    Chociaż perceptrony są ograniczone przez wydajność, są bardzo ważne z punktu widzenia historycznego, ponieważ są pierwszymi przykładami sieci neuronowych.


    Oczywiście sieci neuronowe nie muszą zawierać tylko jednego neuronu wyjściowego. W praktyce zwykle mają ich więcej. Jeśli sieć ma więcej niż jeden neuron wyjściowy, to dla każdego z nich możemy powtórzyć ten sam proces. Każdą wagę można wtedy oznaczyć dwoma indeksami i i j, co oznacza, że waga łączy neuron i w warstwie wejściowej z neuronem j w warstwie wyjściowej. Istnieje również połączenie z bloku przesunięcia o wartości 1 do wszystkich neuronów w warstwie wyjściowej. Należy również zauważyć, że możemy określić różne funkcje aktywacji zgodnie z wartością aktywacji. Wartość aktywacji zdefiniowaliśmy jako a(x) = Σiwixi–b (odtąd będziemy zakładać, że wzór na wartość aktywacji uwzględnia przesunięcie) i powiedzieliśmy, że neuron uaktywnia się, jeśli wartość aktywacji jest większa od 0.


    Jak się przekonamy, ten wzór określa funkcję aktywacji, czyli funkcję określoną na aktywacji — tzn. wewnętrznym stanie neuronu. Nazywamy ją progiem aktywacji, ponieważ neuron uaktywnia się, kiedy wartość aktywacji jest większa od 0. Przekonamy się jednak, że sieci neuronowe mogą mieć wiele różnych funkcji aktywacji, które mogą być zdefiniowane względem wartości aktywacji. Bardziej szczegółowo omówimy je w następnym rozdziale.


    Uczenie głębokie


    W poprzednim akapicie wprowadziliśmy bardzo prosty przykład sieci neuronowej — jednowarstwową sieć w przód (ang. feed-forward 1-layer network). Nazywa się je sieciami w przód, ponieważ informacje płyną w nich od wejścia do wyjścia i nigdy się nie cofają, a jednowarstwowymi, ponieważ oprócz warstwy wejścia występuje w nich tylko jedna warstwa wyjściowa. Nie jest to przypadek ogólny. O ograniczeniach jednowarstwowych sieci w przód wspominaliśmy już wcześniej, gdy mówiliśmy, że mogą one działać tylko na danych dających się podzielić liniowo. Powiedzieliśmy także, że za ich pomocą nie można zaproksymować logicznej funkcji XOR.


    Istnieją jednak sieci, które mają dodatkowe warstwy pomiędzy warstwami wejściowymi i wyjściowymi: są to tzw. warstwy ukryte. W sieci w przód z warstwami ukrytymi informacje są przekazywane od wejścia poprzez warstwy ukryte do warstwy wyjściowej — definiuje to funkcję, która pobiera wejście i określa wyjście. Istnieje twierdzenie, zwane twierdzeniem uniwersalnym, które mówi, że każdą funkcję można aproksymować siecią neuronową z co najmniej jedną warstwą ukrytą. Po lekturze następnego rozdziału Czytelnik powinien rozumieć, dlaczego to twierdzenie jest prawdziwe.


    Przez długi czas na podstawie tego twierdzenia, a także z powodu trudności w posługiwaniu się złożonymi sieciami wykorzystywano tzw. sieci płytkie zawierające tylko jedną warstwę ukrytą. Jednak w ostatnim czasie zdano sobie sprawę, że bardziej złożone sieci z wieloma warstwami ukrytymi są zdolne do zrozumienia abstrakcji na poziomie niemożliwym do osiągnięcia za pomocą sieci płytkich. Ponadto wprowadzono sieci rekurencyjne, w których neurony mogą dostarczać informacji również same do siebie. Niektóre struktury sieci neuronowych pozwalają również określić funkcję energii, która pozwala na tworzenie wspomnień. Wszystkie te interesujące funkcje zostaną opisane w kolejnych rozdziałach, przy okazji omawiania najnowszych osiągnięć w dziedzinie uczenia głębokiego.
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    Sieć neuronowa z jedną warstwą ukrytą


    Zastosowania praktyczne


    Uczenie maszynowe w ogóle, a uczenie głębokie w szczególności pozwala uzyskać coraz więcej imponujących wyników w zakresie jakości prognoz, wykrywania cech i klasyfikacji. Wiele wyników z ostatnich lat stało się ważnymi wydarzeniami. Tempo postępu jest tak duże, że wielu ekspertów zaczyna się martwić, że wkrótce maszyny staną się bardziej inteligentne niż ludzie. Na posiedzeniu ONZ 14 stycznia 2015 roku eksperci w dziedzinie sztucznej inteligencji i naukowcy zajmujący się wieloma innymi dziedzinami ostrzegali o konieczności określenia zasad etycznych mających zapobiec niebezpieczeństwom grożącym ludzkości ze strony klasy superinteligentnych maszyn.


    Źródłem podobnych obaw są ostatnie niesamowite wyniki — komputerom udało się pokonać ludzkich mistrzów w grach, w których uważano intuicję za cechę dającą ludziom przewagę nad maszynami.


    AlphaGo to maszyna ze sztuczną inteligencją bazująca na uczeniu głębokim, która w 2016 roku pokonała światowego mistrza w grze w Go Lee Sedola. Pierwszy wielki sukces AlphaGo osiągnęła już w styczniu 2016 roku, kiedy pokonała mistrza Europy Fana Huiego, choć wtedy możliwość pokonania mistrza świata wydawała się mało prawdopodobna. Upłynęło kilka miesięcy i AlphaGo zdołała dokonać tego wspaniałego wyczynu, pokonując swojego oponenta 4:1. Powód do świętowania jest tym bardziej uzasadniony, że gra w Go charakteryzuje się znacznie większą liczbą możliwych wariantów w porównaniu z innymi grami, takimi jak szachy, i nie da się przewidzieć wszystkich możliwości kolejnych ruchów. Poza tym, w przeciwieństwie do szachów w Go bardzo trudna jest również ocena bieżącej pozycji lub wartości pojedynczego piona na planszy.


    Siła AlphaGo polegała na tym, że umiejętność gry nie została w niej zaprogramowana. Maszyna nauczyła się grać, rozgrywając tysiące partii gier przeciwko sobie i wykorzystując techniki uczenia się przez wzmacnianie i uczenia głębokiego. Umiejętność uczenia się jest tym, co sprawia, że uczenie maszynowe, a zwłaszcza uczenie głębokie, jest zupełnie innym podejściem do rozwiązywania problemów. Uczenie głębokie to dziedzina tworzenia programów, które potrafią się same uczyć z niewielką pomocą ludzi lub całkowicie bez ich pomocy.


    Różnorodność dziedzin, w których skutecznie zastosowano techniki uczenia głębokiego, nie ogranicza się jednak do gier. Kaggle (http://www.kaggle.com) to witryna internetowa będąca hostem wielu różnych rywalizacji uczenia maszynowego. Rywalizacje różnią się od siebie znacznie pod względem dziedziny, w której są wykorzystywane, jak również zastosowania.


    W 2013 roku Uniwersytet w Oregonie sponsorował rywalizację, w której zaproponowano zastosowanie metod uczenia maszynowego do wykrywania i identyfikacji ptaków przez użycie standardowego rejestrowania danych dźwiękowych. Lepsze zrozumienie ruchów populacji ptaków często wymaga kosztownych działań ludzi. Uczenie maszynowe pomaga rozwiązać ten problem dzięki automatycznej identyfikacji ptaków przez słuchanie nagrań wydawanych przez nich dźwięków.


    Niedawno firma Amazon uruchomiła kolejną rywalizację dla problemu zapewnienia pracownikom dostępu do wewnętrznych komputerów i sieci, w nadziei, że pomyślne rozwiązanie pozwoli zmniejszyć kosztowne opóźnienia związane z interwencją człowieka.


    W 2015 roku w The Chicago Department of Health przeprowadzono konkurs, w którym poproszono o rozwiązanie następującego zadania: „Na podstawie danych o pogodzie, terenie, badaniach i opryskach spróbuj przewidzieć, kiedy i gdzie określone gatunki komarów przejdą pozytywny wynik testu na roznoszenie wirusa Zachodniego Nilu”.


    W sierpniu 2015 roku przeprowadzono konkurs na prognozę cen wynajmu mieszkań w Australii Zachodniej, a w lutym 2016 roku francuski bank BNP Paribas w ten sam sposób szukał rozwiązania przyspieszającego proces zarządzania reklamacjami.


    Te przykłady mogą dać Czytelnikom pewne wyobrażenie na temat różnorodności zadań, które można rozwiązać za pomocą technik uczenia maszynowego. Należy przy tym zauważyć, że we wszystkich tych konkursach ufundowano nagrody za najlepsze rozwiązanie. W 2009 roku firma Netflix ogłosiła konkurs w celu zwiększenia dokładności systemu prognozowania, jakie filmy będą się podobały użytkownikom, na podstawie wcześniejszych ocen filmów. Nagrodą był milion dolarów. Nietrudno również zauważyć, że specjaliści analizy danych zaliczają się do najlepiej opłacanych i najbardziej poszukiwanych pracowników.


    Uczenie maszynowe jest rutynowo wykorzystywane w wielu aplikacjach — począwszy od pojazdów bezzałogowych, wojskowych dronów i systemów rozpoznawania celów, poprzez aplikacje medyczne, takie jak systemy czytające notatki lekarskie w celu zidentyfikowania potencjalnych problemów zdrowotnych, a skończywszy na systemach szpiegowskich 
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