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  Opinie o książce


  Jeśli poszukujesz przewodnika, który rozpoczyna od podstaw, a następnie prezentuje najnowocześniejsze metody badań, dobrze trafiłeś. Nie pozwól, aby doktoranci zagarnęli wszystko dla siebie. Ty też możesz wykorzystać uczenie głębokie do rozwiązywania praktycznych problemów.


  — Hal Varian, profesor emeritus UC Berkeley, główny ekonomista Google


  Ponieważ sztuczna inteligencja wkroczyła w erę uczenia głębokiego, każdy z nas powinien się dowiedzieć, jak to wszystko działa. Książka Deep learning dla programistów pozwala nawet niewtajemniczonym osiągnąć cel dzięki uproszczeniu tego, co większość z nas uznałaby za wysoce skomplikowane.


  — Eric Topol, autor książki Deep Medicine, profesor Scripps Research


  Jeremy i Sylvain zabiorą Cię w interaktywną podróż dolinami strat i szczytami wydajności uczenia głębokiego. Interaktywną w jak najbardziej dosłownym sensie, ponieważ każdy wiersz kodu będzie można uruchomić w notatniku. Przepełniona przemyślanymi anegdotami i praktycznymi stwierdzeniami, wynikającymi z wielu lat doświadczeń związanych z rozwijaniem uczenia maszynowego i udostępnianiem wiedzy, książka zachowuje rzadko spotykaną równowagę, przekazując głęboko techniczne koncepcje w swobodny i lekki sposób. Opiera się ściśle na wielokrotnie nagradzanym sposobie uczenia online stosowanym w fast.ai i zawiera najnowocześniejsze narzędzia i wzięte z życia przykłady, które można wykorzystać. Niezależnie od tego, czy jesteś początkującym programistą czy też weteranem, książka przyspieszy Twoją podróż po uczeniu głębokim i pozwoli Ci zapoznać się z jego wyżynami (i dolinami).


  — Sebastian Ruder, naukowiec, Deepmind


  Jeremy Howard i Sylvain Gugger są autorami błyskotliwej książki, która z powodzeniem łączy domenę sztucznej inteligencji z resztą świata. Praca ta, będąc wyjątkowo merytoryczną i wnikliwą, ale jednocześnie absolutnie możliwą do zrozumienia, udostępnia podstawy wiedzy związane z uczeniem głębokim każdemu, kto interesuje się tą dziedziną. To po prostu gwiazda wśród wielu książek tego gatunku.


  — Anthony Chang, dyrektor ds. wywiadu i innowacji w szpitalu dziecięcym hrabstwa Orange


  W jaki sposób mogę „zagłębić się” w uczenie głębokie i przy tym nie utonąć? Jak mogę poznać koncepcje, rzemiosło i tajniki, korzystając z przykładów kodu? Czytając tę książkę. Nie przegap tej wyjątkowej pozycji pozwalającej poznać zagadnienia związane z uczeniem głębokim.


  — Oren Etzioni, profesor Uniwersytetu Waszyngtońskiego, prezes Allen Institute for AI


  Ta książka to rzadki klejnot — produkt starannie opracowanego i wysoce skutecznego sposobu uczenia, powtarzanego i udoskonalanego przez wiele lat, skutkującego tysiącami szczęśliwych studentów. Jestem jednym z nich. Zespół fast.ai cudownie odmienił moje życie i jestem przekonany, że może zrobić to samo dla Ciebie.


  — Jason Antic, twórca DeOldify


  Książka Deep learning dla programistów to po prostu niesamowity zasób. Nie marnujesz przy niej czasu, lecz w pierwszych kilku rozdziałach zdobywasz wiedzę, jak skutecznie można korzystać z uczenia głębokiego. Następnie w szczegółowy, ale przystępny sposób poznajesz wewnętrzne działanie modeli i struktur uczenia maszynowego, dzięki czemu możesz je zrozumieć i wykorzystywać. Żałuję, że nie było takiej książki, gdy zaczynałem się uczyć uczenia maszynowego. Ta od razu stała się pozycją klasyczną!


  — Emmanuel Ameisen, autor książki Uczenie maszynowe w aplikacjach


  Jak mogliśmy się przekonać na początku tej książki, „uczenie głębokie jest dostępne dla każdego”. I chociaż inne pozycje również mogą zawierać podobne twierdzenia, treść tej je potwierdza. Autorzy posiadają rozległą wiedzę w tej dziedzinie, jednak potrafią ją zaprezentować w sposób doskonale dostosowany do czytelnika mającego doświadczenie w programowaniu, a nie uczeniu maszynowym. W książce najpierw pokazano przykłady, a odpowiednia teoria została przedstawiona wyłącznie w ich kontekście. Dla większości osób to najlepszy sposób uczenia się. Książka robi imponujące wrażenie, uwzględniając kluczowe zastosowania uczenia głębokiego w widzeniu komputerowym, przetwarzaniu języka naturalnego i tabelarycznym przetwarzaniu danych. Omawia także takie ważne zagadnienia jak etyka danych, czego brakuje w innych pozycjach. W sumie jest ona jedną z najlepszych pozycji źródłowych dla programisty, który chce osiągnąć biegłość w uczeniu głębokim.


  — Peter Norvig, dyrektor ds. badań w Google


  Gugger i Howard stworzyli idealne źródło informacji dla każdego, kto kiedykolwiek zajmował się programowaniem. Ta książka oraz towarzyszące jej kursy fast.ai w prosty i praktyczny sposób objaśniają uczenie głębokie przy użyciu praktycznego podejścia, a także udostępniają gotowe programy, które można testować i ponownie wykorzystywać. Koniec z grzebaniem w twierdzeniach i dowodach wykorzystujących abstrakcyjne pojęcia. W rozdziale 1. zbudujesz pierwszy model uczenia głębokiego, a pod koniec książki będziesz rozumiał każdy artykuł poruszający zagadnienia takiego uczenia.


  — Curtis Langlotz, dyrektor Centrum Zastosowań Sztucznej Inteligencji w Medycynie i Obrazowaniu na Uniwersytecie Stanforda


  Ta książka otwiera najczarniejszą z czarnych skrzynek: uczenie głębokie. Umożliwia szybkie rozpoczęcie eksperymentowania z kodem przy użyciu notatnika wykorzystującego język Python. Zagłębia się również w etyczne implikacje sztucznej inteligencji i pokazuje, jak można uniknąć dystopii.


  — Guillaume Chaslot, członek zarządu Mozilli


  Jako pianista, który stał się badaczem OpenAI, jestem często proszony o radę, jak można rozpocząć przygodę z uczeniem głębokim. W takich przypadkach zawsze wskazuję na fastai. Ta książka radzi sobie z czymś pozornie niemożliwym — jest przyjaznym przewodnikiem po skomplikowanym obszarze zagadnień, a oprócz tego zawiera wiele innowacyjnych myśli, które pokochają nawet doświadczeni praktycy.


  — Christine Payne, badacz w OpenAI


  Niezwykle praktyczna, przystępna książka, która pomoże każdemu szybko rozpocząć projekt związany z uczeniem głębokim. To bardzo przejrzysty, łatwy do zrozumienia i rzetelny przewodnik dotyczący praktycznego uczenia głębokiego. Będzie pomocny zarówno dla początkujących programistów, jak i kierowników czy menedżerów. To przewodnik, który chciałem mieć lata temu!


  — Carol Reiley, założyciel i prezes Drive.ai


  Doświadczenie Jeremy’ego i Sylvaina związane z uczeniem głębokim, praktyczne podejście do uczenia maszynowego oraz wsparcie otwartego oprogramowania sprawiły, że stali się oni kluczowymi postaciami w społeczności PyTorch. Książka odzwierciedla działania wykonywane przez nich i przez całą społeczność fast.ai. Dzięki temu sprawia, że uczenie maszynowe staje się bardziej dostępne, a także przynosi ogromne korzyści całej dziedzinie sztucznej inteligencji.


  — Jerome Pesenti, wiceprezes ds. AI w Facebooku


  Uczenie głębokie jest obecnie jedną z najważniejszych technologii — stoi za wieloma spośród najnowszych osiągnięć w sztucznej inteligencji. Kiedyś była dostępna tylko dla doktorantów, ale te czasy minęły! Ta książka, oparta na bardzo popularnym kursie fast.ai, udostępnia wiedzę o uczeniu głębokim każdemu, kto ma pewne doświadczenie w programowaniu. Prezentuje wszystkie niezbędne szczegóły, a także zawiera doskonałe przykłady oparte na praktycznych zastosowaniach oraz umożliwia skorzystanie z interaktywnej strony internetowej. Doktoranci też się wiele nauczą.


  — Gregory Piatetsky-Shapiro, prezes Kdnuggets


  Książka autorstwa Jeremy’ego i Sylvaina, dwóch spośród najlepszych ekspertów od uczenia głębokiego, będąca przedłużeniem kursu fast.ai, który konsekwentnie polecam od lat, w ciągu kilku miesięcy sprawi, że z początkującego programisty przeistoczysz się w wykwalifikowanego praktyka. Wreszcie coś pozytywnego pojawiło się w 2020 roku!


  — Louis Monier, założyciel Altavista; były szef Airbnb AI Lab


  Polecamy tę książkę! Deep learning dla programistów wykorzystuje zaawansowane platformy, aby czytelnik mógł szybko wykonać konkretne, rzeczywiste zadania związane ze sztuczną inteligencją lub automatyzacją. Zawiera analizę zwykle zaniedbywanych tematów, takich jak bezpieczne przenoszenie modelowania do produkcji, a także uwzględnia interesujące zagadnienie dotyczące etyki danych.


  — John Mount i Nina Zumel, autorzy książki Język R i analiza danych w praktyce


  Ta książka jest przeznaczona dla programistów i nie wymaga doktoratu. Ja akurat mam doktorat i nie jestem programistą, więc dlaczego poproszono mnie o jej zrecenzowanie? Cóż, muszę powiedzieć, że jest naprawdę niesamowita!


  Wystarczy, że przeczytasz kilka stron z rozdziału 1., a dowiesz się, jak za pomocą czterech wierszy kodu i po obliczeniach trwających mniej niż minutę stworzyć najnowocześniejszą sieć zdolną do klasyfikowania kotów i psów. Następnie trafisz do rozdziału 2., który zaprezentuje Ci całą ścieżkę od modelowania aż do produkcji, pokazując, w jaki sposób możesz błyskawicznie udostępnić aplikację internetową bez kodu HTML lub JavaScript, a także bez posiadania odpowiedniego serwera.


  Myślę o tej książce jak o cebuli. To kompletny pakiet, który działa z wykorzystaniem najlepszych możliwych ustawień. Jeśli jednak trzeba coś zmienić, możesz zdjąć zewnętrzną warstwę. Więcej poprawek? Możesz dalej wyrzucać łupinki. Jeszcze więcej? Okazuje się, że możesz zejść bardzo głęboko, aż do samej biblioteki PyTorch. Podczas podróży po tej kilkusetstronicowej książce towarzyszyć Ci będą trzy niezależne głosy, zapewniając wskazówki i własne spojrzenie na omawiane zagadnienia.


  — Alfredo Canziani, profesor informatyki NYU


  Deep learning dla programistów to przystępna książka oparta na konwersacjach, która wykorzystuje całościowe podejście do nauczania koncepcji związanych z uczeniem głębokim. Czytając ją, od razu zagłębisz się w realny świat, ponieważ przede wszystkim przedstawia prawdziwe przykłady, a teoretyzuje tylko w razie potrzeby. Programista skorzysta z wielu praktycznych przykładów znajdujących się w pierwszej części, a następnie zostanie w naturalny sposób wprowadzony w bardziej zaawansowane koncepcje, gdy zmierzy się z jej drugą połową, która nie pozostawi bez odpowiedzi żadnych niewyjaśnionych mitów.


  — Josh Patterson, Patterson Consulting


  Wstęp


  Uczenie głębokie to potężna, nowa technologia, dlatego uważamy, że powinna znaleźć zastosowanie w wielu obszarach. Eksperci dziedzinowi są najbardziej skłonni do znajdowania nowych zastosowań tej technologii, więc obecnie potrzebujemy wielu osób z różnych środowisk, które mogłyby się zaangażować i zacząć z niej korzystać.


  Jeremy współtworzył fast.ai, ponieważ chciał, by dzięki bezpłatnym kursom online i równie darmowemu oprogramowaniu uczenie głębokie było łatwiejsze w użyciu. Sylvain jest zaś inżynierem badawczym w Hugging Face. Wcześniej był naukowcem w fast.ai i nauczycielem matematyki oraz informatyki, przygotowującym studentów do wstąpienia na elitarne francuskie uniwersytety. Wspólnie napisaliśmy tę książkę w nadziei, że uczenie głębokie stanie się dostępne dla jak największej liczby osób.


  Dla kogo jest przeznaczona ta książka?


  Jeśli jesteś zupełnym początkującym w dziedzinach związanych z uczeniem głębokim i uczeniem maszynowym, zapraszamy serdecznie. Jedynym wymaganiem jest to, abyś umiał programować — najlepiej w Pythonie.
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          Brak doświadczenia? To nie problem!


          Jeśli nie masz żadnego doświadczenia w programowaniu, to również nie jest problem! Pierwsze trzy rozdziały zostały napisane w sposób, który pozwoli kadrze kierowniczej, menedżerom produktu i innym osobom na podobnych stanowiskach zrozumieć najważniejsze zagadnienia dotyczące uczenia głębokiego. Gdy w tekście dostrzeżesz fragmenty kodu, spróbuj je przejrzeć, aby zyskać intuicyjne wyobrażenie o tym, co robią. Wyjaśnimy je wiersz po wierszu. Szczegóły składni nie są tak ważne jak ogólne zrozumienie tego, co się dzieje.

        
      

    
  


  Jeśli jesteś już pewnym siebie praktykiem, dobrze poruszającym się po dziedzinie uczenia głębokiego, również znajdziesz wiele ciekawych rzeczy. W książce pokażemy, jak z użyciem najnowszych metod osiągnąć światowej klasy wyniki. Jak zauważysz, nie będzie to wymagało żadnej zaawansowanej wiedzy matematycznej ani lat nauki. Potrzebna będzie tylko odrobina zdrowego rozsądku i wytrwałości.


  Co musisz wiedzieć?


  Jak już napisaliśmy, jedynym warunkiem jest znajomość programowania (wystarczy rok doświadczenia), najlepiej w Pythonie, a także ukończenie przynajmniej licealnego kursu matematyki. Nie ma znaczenia, że teraz niewiele z niego pamiętasz — w razie potrzeby chętnie pomożemy. Portal Khan Academy (https://pl.khanacademy.org/) zawiera świetne, a przy tym bezpłatne zasoby online, które mogą być przydatne.


  Nie twierdzimy, że uczenie głębokie nie wykorzystuje matematyki wyższej, ale nauczymy Cię (lub skierujemy do zasobów, które Cię nauczą) podstaw, których potrzebujesz, ponieważ wiemy, jakie umiejętności są potrzebne.


  Książka rozpoczyna się od ogólnego spojrzenia na całe zagadnienie uczenia głębokiego, a następnie stopniowo zagłębia się w szczegóły, więc od czasu do czasu może być konieczne odłożenie jej na bok i zapoznanie się z dodatkowym tematem (stworzenie programu lub zdobycie wiedzy matematycznej). Jest to całkowicie w porządku i chcielibyśmy, by właśnie tak była czytana ta książka. Zacznij ją przeglądać, a z dodatkowych zasobów korzystaj tylko w razie potrzeby.


  Należy pamiętać, że użytkownicy Kindle lub innych czytników e-booków mogą być zmuszeni dwukrotnie klikać obrazy, aby wyświetlić je w pełnym rozmiarze.
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          Zasoby online


          Wszystkie przykłady kodów przedstawione w książce są dostępne w formie notatników Jupytera (nie martw się — w rozdziale 1. dowiesz się wszystkiego o tym, czym jest Jupyter). Zawierające je archiwum możesz pobrać z serwera FTP wydawnictwa Helion, pod adresem https://ftp.helion.pl/przyklady/delepr.zip.

        
      

    
  


  Czego się nauczysz dzięki tej książce?


  Po przeczytaniu tej książki będziesz znał następujące zagadnienia:


  
    	Trenowanie modeli, które pozwolą na wykorzystanie najnowocześniejszych rozwiązań w:

      
        	widzeniu komputerowym, w tym klasyfikowaniu obrazów (na przykład klasyfikowaniu zdjęć zwierząt domowych według gatunku) oraz umiejscawianiu i wykrywaniu obrazów (na przykład w znajdowaniu zwierząt na jakimś obrazie),


        	przetwarzaniu języka naturalnego (NLP), w tym klasyfikowaniu dokumentów (na przykład w analizie recenzji filmów) i modelowaniu języka,


        	przetwarzaniu danych tabelarycznych (na przykład prognoz sprzedaży) zawierających dane kategoryczne, ciągłe i mieszane, w tym szeregi czasowe,


        	filtrowaniu zespołowym (na przykład rekomendacjach filmów).

      

    


    	Zamienianie modeli w aplikacje internetowe.


    	Sposób działania modeli uczenia głębokiego (a także dlaczego one w ogóle działają), jak również wykorzystanie tej wiedzy, aby poprawić dokładność, szybkość i niezawodność modeli.


    	Najnowsze techniki uczenia głębokiego, które faktycznie mają znaczenie w praktycznych zastosowaniach.


    	Sposoby studiowania artykułów naukowych dotyczących uczenia głębokiego.


    	Wdrażanie od podstaw algorytmów uczenia głębokiego.


    	Uwzględnianie etycznych implikacji pracy, aby się upewnić, że czyni się świat lepszym, a swoimi działaniami nie sprawia nikomu krzywdy.

  


  Aby poznać pełną listę zagadnień, zapoznaj się ze spisem treści. Niektóre z omówionych w książce technik, zaprezentowane poniżej, dadzą Ci przedsmak całości (nie martw się, jeśli nie rozumiesz żadnego z użytych słów — wkrótce wszystkie poznasz):


  
    	funkcje afiniczne i nieliniowe,


    	parametry i funkcje aktywacji,


    	inicjalizacja wartościami losowymi i uczenie transferowe,


    	algorytmy stochastycznego spadku wzdłuż gradientu, Momentum, Adam i inne optymalizatory,


    	sieci splotowe,


    	normalizacja wsadowa,


    	dropout,


    	generowanie sztucznych danych,


    	wygaszanie wag,


    	architektury ResNet i DenseNet,


    	klasyfikacja i regresja obrazów,


    	osadzanie,


    	rekurencyjne sieci neuronowe (RNN),


    	segmentacja,


    	sieć neuronowa U-Net…


    	…i wiele więcej!
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          Pytania na końcu rozdziału


          Jeśli przyjrzysz się zakończeniu każdego z rozdziałów, znajdziesz tam listę pytań. To świetne miejsce, aby podsumować to, co omawialiśmy w danym rozdziale, ponieważ (mamy nadzieję!) pod koniec każdego z nich będziesz w stanie odpowiedzieć na wszystkie pytania. W rzeczywistości jeden z naszych recenzentów (pozdrawiamy Cię, Fred!) stwierdził, że zanim zapozna się z samym rozdziałem, woli najpierw przeczytać pytania, ponieważ wtedy już wie, na co należy zwrócić uwagę.

        
      

    
  


  Przedmowa


  W bardzo krótkim czasie uczenie głębokie stało się powszechnie stosowaną techniką, rozwiązującą i automatyzującą problemy z zakresu widzenia komputerowego, robotyki, opieki zdrowotnej, fizyki, biologii, a także wielu innych dziedzin. Jedną z niesamowitych cech uczenia głębokiego jest względna prostota. Aby ułatwić i przyspieszyć Twoją pracę, stworzono zaawansowane oprogramowanie do uczenia głębokiego. Już po kilku tygodniach zrozumiesz podstawy tej dziedziny i zapoznasz się z odpowiednimi technikami.


  Sprawi to, że otworzy się przed Tobą cały świat kreatywności. Zaczniesz stosować go do rozwiązywania problemów, które obejmują przetwarzanie danych, i poczujesz się wspaniale, widząc, jak maszyna rozwiązuje je za Ciebie. Jednak powoli zaczniesz zauważać, że zbliżasz się do pewnej gigantycznej bariery. Zbudujesz model uczenia głębokiego, ale nie będzie działał tak dobrze, jak się tego spodziewałeś. Wówczas przejdziesz do następnego etapu, polegającego na wyszukiwaniu i analizowaniu najnowszych artykułów dotyczących badań nad uczeniem głębokim.


  Dostępna jest obszerna wiedza na temat uczenia głębokiego, obejmująca trzy dekady rozwoju teorii, technik i narzędzi. Studiując niektóre z prac, zdasz sobie sprawę, że ludzie potrafią wyjaśniać proste rzeczy w naprawdę skomplikowany sposób. W takich artykułach naukowcy używają słów i notacji matematycznych, które wydają Ci się obce, a żaden dokument ani wpis na blogu nie udostępnia niezbędnych podstaw, które powinny zostać podane w przystępny sposób. Inżynierowie i programiści po prostu zakładają, że wiesz, jak działają procesory graficzne, i masz wystarczającą wiedzę na temat mało znanych narzędzi.


  W takich właśnie momentach chciałbyś mieć przy sobie mentora lub przyjaciela, z którym mógłbyś porozmawiać. Kogoś, kto wcześniej doświadczył tego, nad czym Ty trudzisz się dzisiaj. Kogoś, kto doskonale zna narzędzia i ma odpowiednią wiedzę matematyczną. Kogoś, kto może zaprezentować Ci najlepsze prace badawcze, najnowocześniejsze techniki i zaawansowaną inżynierię, a na dodatek uczynić to wszystko niesamowicie prostym. Dziesięć lat temu, gdy zacząłem się zajmować dziedziną uczenia maszynowego, byłem na Twoim miejscu. Przez lata starałem się zrozumieć prace, które zawierały w sobie trochę matematyki. Wprawdzie miałem wokół siebie dobrych mentorów, co bardzo mi pomogło, jednak zrozumienie uczenia maszynowego i uczenia głębokiego zajęło mi wiele lat. To zmotywowało mnie do współtworzenia platformy programistycznej PyTorch, umożliwiającej łatwe zdobywanie wiedzy dotyczącej uczenia głębokiego.


  Jeremy Howard i Sylvain Gugger kiedyś również znajdowali się w Twojej sytuacji. W przeciwieństwie do naukowców czy inżynierów zajmujących się na co dzień uczeniem maszynowym, chcieli poznać uczenie głębokie i zacząć go używać, nie mając żadnego wcześniejszego przygotowania formalnego. Podobnie jak ja, także Jeremy i Sylvain stopniowo zdobywali wiedzę przez lata, aż wreszcie stali się ekspertami i liderami w swojej dziedzinie. Jednak w przeciwieństwie do mnie bezinteresownie poświęcili ogromną ilość czasu i energii, aby zapewnić, by kolejni kandydaci nie musieli podążać tą bolesną ścieżką, której oni doświadczyli. Stworzyli wspaniały kurs o nazwie fast.ai, który udostępnia najnowocześniejsze techniki uczenia głębokiego osobom znającym podstawy programowania. Ukończyły go setki tysięcy chętnych do zdobycia nowej wiedzy, którzy następnie stali się doświadczonymi praktykami.


  W tej książce, której studiowanie nie jest męczące, Jeremy i Sylvain zabiorą Cię w magiczną podróż po uczeniu głębokim. Używają prostych słów i w przyjazny dla Czytelnika sposób prezentują każdą koncepcję. Jednocześnie zapewniają dostęp do najnowocześniejszych technologii i badań związanych z uczeniem głębokim, a także sprawiają, że omawiane zagadnienia stają się dostępne i zrozumiałe dla każdego, kto czyta tę książkę.


  Podczas tej kilkusetstronicowej, zachwycającej podróży zapoznasz się z najnowszymi osiągnięciami w dziedzinie widzenia komputerowego, zanurzysz w oceanie przetwarzania języka naturalnego, a także poznasz pewne zasady matematyczne. Ale ta podróż nie zakończy się na zabawie, ponieważ pokaże Ci także sposób, w jaki będziesz mógł wykorzystywać swoje pomysły w zastosowaniach produkcyjnych. Powinieneś traktować społeczność fast.ai i tysiące praktyków dostępnych w sieci jak dalszą rodzinę, w której osoby takie jak Ty mogą dyskutować i tworzyć rozwiązania różnych problemów, bez względu na to, czy są one proste czy skomplikowane.


  Bardzo się cieszę, że zainteresowałeś się tą książką. Mam nadzieję, że zainspiruje Cię ona do właściwego wykorzystania uczenia głębokiego, niezależnie od natury problemu, jaki będziesz musiał rozwiązać.


  — Soumith Chintala


  Współtwórca biblioteki PyTorch


  Część I. Uczenie głębokie w praktyce


  Rozdział 1. Podróż po świecie uczenia głębokiego


  Witaj, Czytelniku! Bez względu na to, jak daleko się znajdujesz, dziękujemy za umożliwienie nam przyłączenia się do Twojej podróży po świecie uczenia głębokiego! W tym rozdziale opowiemy trochę więcej o tym, czego możesz się spodziewać w tej książce, przedstawimy kluczowe pojęcia leżące u podstaw uczenia głębokiego, a także wytrenujemy pierwsze modele związane z różnymi zadaniami. Nie jest przy tym ważne, że nie masz wykształcenia technicznego czy matematycznego (ale jeśli masz, to też jest w porządku!). Napisaliśmy tę książkę, aby uczynić uczenie głębokie dostępnym dla jak największej liczby osób.


  Uczenie głębokie jest dla każdego


  Wiele osób zakłada, że aby osiągnąć świetne wyniki w dziedzinie uczenia głębokiego, musisz mieć wszystkie elementy, które zazwyczaj trudno jest zdobyć. Jak się jednak przekonasz, ci, który tak mówią, mylą się. W tabeli 1.1 przedstawiono kilka przykładowych składników, których absolutnie nie potrzebujesz, by zacząć używać uczenia głębokiego na najwyższym światowym poziomie.


  Tabela 1.1. Czego nie potrzebujesz, by używać uczenia głębokiego


  
    
      
        	
          Mit (tego nie potrzebujesz)

        

        	
          Prawda

        
      


      
        	
          Mnóstwo wiedzy matematycznej

        

        	
          Wystarczy matematyka na poziomie szkoły średniej

        
      


      
        	
          Mnóstwo danych

        

        	
          Mieliśmy już do czynienia z wyjątkowymi wynikami, do których uzyskania użyto mniej niż 50 pozycji danych

        
      


      
        	
          Mnóstwo kosztownych komputerów

        

        	
          Możesz za darmo otrzymać narzędzia, których potrzebujesz, by wykorzystywać najnowsze zdobycze uczenia głębokiego

        
      

    
  


  Uczenie głębokie to technika komputerowa służąca do wyodrębniania i przekształcania danych przy użyciu wielu warstw sieci neuronowych. Można jej użyć w różnych zastosowaniach, poczynając od rozpoznawania mowy ludzkiej, a kończąc na klasyfikowaniu obrazów zwierząt. Każda warstwa pobiera dane z poprzednich warstw i stopniowo je udoskonala. Warstwy są trenowane przez algorytmy, które minimalizują błędy i zwiększają poziom dokładności. W ten sposób sieć uczy się wykonywania określonego zadania. W następnym podrozdziale omówimy szczegółowo algorytmy trenowania.


  Uczenie głębokie jest narzędziem potężnym, elastycznym i prostym, dlatego uważamy, że powinno być stosowane w wielu dyscyplinach. Należą do nich nauki społeczne i fizyczne, sztuka, medycyna, finanse, badania naukowe i wiele innych. Żeby nie być gołosłownym: pomimo braku doświadczenia w dziedzinie medycyny Jeremy założył firmę Enlitic, która wykorzystuje algorytmy uczenia głębokiego do diagnozowania chorób. W ciągu zaledwie kilku miesięcy od założenia firmy ogłoszono, że zastosowany algorytm może dokładniej identyfikować nowotwory złośliwe niż radiolodzy (https://oreil.ly/aTwdE).


  Oto lista zawierająca jedynie niektóre z tysięcy zadań (w różnych obszarach), w których najlepsze rezultaty osiąga się przy zastosowaniu uczenia głębokiego lub metod intensywnie je wykorzystujących:


  Przetwarzanie języka naturalnego (NLP)


  Odpowiadanie na pytania; rozpoznawanie mowy; tworzenie podsumowań dokumentów; klasyfikowanie dokumentów; wyszukiwanie w dokumentach nazw, dat itp.; wyszukiwanie artykułów dotyczących pewnych koncepcji.


  Widzenie komputerowe


  Interpretacja obrazów otrzymanych z satelitów i dronów (na przykład w celu analizy pod kątem odporności na klęski), rozpoznawanie twarzy, opisywanie zdjęć, odczytywanie znaków drogowych, wykrywanie pieszych i innych samochodów przez pojazdy autonomiczne.


  Medycyna


  Wyszukiwanie anomalii w obrazach radiologicznych, w tym na zdjęciach rentgenowskich, tomograficznych i rezonansu magnetycznego; zliczanie cech na preparatach patologicznych; pomiar cech w technice ultradźwiękowej; diagnozowanie retinopatii cukrzycowej.


  Biologia


  Zwijanie białek; klasyfikowanie białek; wykonywanie wielu zadań związanych z genomiką, takich jak normalne sekwencjonowanie guzów i klasyfikowanie klinicznie użytecznych mutacji genetycznych; klasyfikowanie komórek; analizowanie interakcji między białkami.


  Generowanie obrazów


  Kolorowanie obrazów, zwiększanie rozdzielczości obrazów, usuwanie szumów z obrazów, przekształcanie obrazów w dzieła sztuki wykonane w stylu znanych artystów.


  Systemy rekomendacji


  Wyszukiwanie w sieci, rekomendacje produktów, wygląd strony głównej.


  Granie w gry


  Szachy, go, większość gier wideo na Atari i wiele gier strategicznych czasu rzeczywistego.


  Robotyka


  Przenoszenie obiektów, które trudno zlokalizować (na przykład przezroczystych, błyszczących, pozbawionych tekstury) lub unieść.


  Inne zastosowania


  Prognozowanie finansowe i logistyczne, zamiana tekstu na mowę i wiele, wiele więcej…


  Godne uwagi jest to, że chociaż uczenie głębokie ma tak różnorodne zastosowania, prawie w całości opiera się na jednym, innowacyjnym typie modelu: sieci neuronowej.


  Sieci neuronowe nie są oczywiście czymś nowym. Aby spojrzeć na całe zagadnienie z szerszej perspektywy, warto zacząć od odrobiny historii.


  Sieci neuronowe — krótka historia


  W 1943 roku neurofizjolog Warren McCulloch połączył siły z logikiem Walterem Pittsem, aby opracować model matematyczny sztucznego neuronu. W artykule A Logical Calculus of the Ideas Immanent in Nervous Activity („Rachunek logiczny idei immanentnych w czynności nerwowej”) wspólnie zadeklarowali, co następuje:


  Ze względu na charakter aktywności nerwowej typu „wszystko albo nic” zdarzenia neuronalne i relacje między nimi można traktować za pomocą logiki zdań. Okazuje się, że tymi terminami można opisać zachowanie każdej sieci.


  McCulloch i Pitts zdali sobie sprawę, że uproszczony model neuronu można przedstawić za pomocą prostych operacji dodawania i progowania, jak pokazano na rysunku 1.1. Pitts był samoukiem i w wieku 12 lat otrzymał propozycję studiowania na Uniwersytecie Cambridge u wielkiego Bertranda Russella. Nie przyjął jednak zaproszenia. Okazało się, że przez całe życie odrzucał wszelkie propozycje awansu lub objęcia stanowisk związanych z posiadaniem władzy. Większość najważniejszych prac wykonał, gdy był bezdomny. Pomimo braku oficjalnie uznanej pozycji i rosnącej izolacji społecznej rezultaty jego współpracy z McCullochem były zauważalne i zostały wzięte pod uwagę przez psychologa Franka Rosenblatta.
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  Rysunek 1.1. Neurony naturalne i sztuczne


  Rosenblatt wymyślił sztuczny neuron, który miał zdolność uczenia się. Co ważniejsze, naukowiec stworzył urządzenie, które wykorzystywało te zasady, i nazwał je Mark I Perceptron. W artykule The Design of an Intelligent Automaton („Projekt inteligentnego automatu”) Rosenblatt napisał: „Jesteśmy teraz świadkami narodzin takiej maszyny — zdolnej do postrzegania, rozpoznawania i identyfikowania otoczenia, niewymagającej żadnego szkolenia czy kontroli ze strony człowieka”. Perceptron został wykonany i był w stanie z powodzeniem rozpoznawać proste kształty.


  Marvin Minsky, profesor MIT (który, nawiasem mówiąc, chodził do klasy o rok młodszej w tej samej szkole średniej, co Rosenblatt!), wraz z Seymourem Papertem napisał książkę zatytułowaną Perceptrons (wyd. MIT Press), analizującą wynalazek Rosenblatta. Autorzy wykazali, że pojedyncza warstwa tych urządzeń nie była w stanie nauczyć się kilku prostych, ale bardzo ważnych funkcji matematycznych (takich jak alternatywa rozłączna — XOR). W tej samej książce stwierdzili również, że użycie wielu warstw pozwoliłoby zlikwidować te ograniczenia. Niestety, tylko pierwsze z tych spostrzeżeń zostało powszechnie uznane. W rezultacie globalna społeczność akademicka prawie całkowicie zrezygnowała z wykorzystywania sieci neuronowych przez następne dwie dekady.


  Być może najbardziej kluczową pracą związaną z sieciami neuronowymi stworzoną w ciągu ostatnich 50 lat było wielotomowe dzieło Parallel Distributed Processing (równoległe przetwarzanie rozproszone — PDP), którego autorami byli David Rumelhart, James McClelland i PDP Research Group. Zostało wydane w 1986 roku przez MIT Press. Rozdział 1. zawiera fragment związany z zagadnieniem zaprezentowanym wcześniej przez Rosenblatta:


  Ludzie są obecnie mądrzejsi od komputerów, ponieważ mózg wykorzystuje podstawową architekturę obliczeniową. Jest ona bardziej wydajna w radzeniu sobie z podstawowymi aspektami zadań związanych z przetwarzaniem informacji naturalnych, w czym ludzie są tak dobrzy. (…) Użyjemy więc odpowiedniej platformy do modelowania procesów poznawczych, która bardziej niż inne wydaje się (…) wykorzystywać sposób obliczeń zbliżony do tego, jaki jest stosowany w mózgu.


  W założeniu, które zaproponowano w książce, stwierdzono, że tradycyjne programy komputerowe działają zupełnie inaczej niż ludzki mózg. Mógłby to być powód, dla którego (w tamtych czasach) były one tak kiepskie w wykonywaniu działań, jakie mózg uważa za łatwe (takich jak rozpoznawanie obiektów na obrazach). Autorzy twierdzili, że podejście uwzględnione w książce „lepiej niż inne platformy” uwzględnia sposób działania mózgu i dlatego może skuteczniej sobie radzić z tego typu zadaniami.


  W rzeczywistości podejście przedstawione w tej pracy było bardzo podobne do metody stosowanej w dzisiejszych sieciach neuronowych. W książce zdefiniowano równoległe przetwarzanie rozproszone jako formę wykonywania obliczeń, dla której wymagane są następujące elementy:


  
    	zestaw jednostek przetwarzających,


    	stan aktywacji,


    	funkcja wyjścia dla każdej z jednostek,


    	wzorzec połączeń między jednostkami,


    	reguła propagacji, służąca do propagowania wzorców działań w sieci połączeń,


    	reguła aktywacji, polegająca na połączeniu wejść oddziałujących na bieżący stan jednostki w celu utworzenia dla niej wartości wyjściowej,


    	zasada uczenia się, zgodnie z którą wzorce połączeń są modyfikowane przez doświadczenie,


    	środowisko, w którym system powinien działać.

  


  Podczas czytania książki dowiesz się, że nowoczesne sieci neuronowe spełniają każde z tych wymagań.


  W latach 80. większość modeli budowano z wykorzystaniem dwóch warstw neuronów, co pozwalało uniknąć problemu, który został zidentyfikowany przez Minsky’ego i Paperta (zgodnie z wcześniej użytą nomenklaturą był to „wzorzec połączeń między jednostkami”). I rzeczywiście, sieci neuronowe były szeroko stosowane w latach 80. i 90. w realnych, praktycznych projektach. Jednak znowu niezrozumienie związane z kwestiami teoretycznymi powstrzymało cały rozwój dziedziny. W teorii dołożenie tylko jednej dodatkowej warstwy neuronów wystarczyłoby, aby umożliwić przybliżenie za pomocą sieci neuronowej dowolnej funkcji matematycznej, jednak w praktyce sieci te były często zbyt duże i zbyt wolne, a przez to bezużyteczne.


  Chociaż 30 lat temu naukowcy wykazali, że aby uzyskać naprawdę dobrą wydajność, należy użyć jeszcze większej liczby warstw neuronów, dopiero w ostatniej dekadzie zasada ta została szerzej doceniona i zastosowana. Dzięki użyciu większej liczby warstw sieci neuronowe wreszcie wykorzystują swój potencjał. Jest on nawet jeszcze większy dzięki ulepszeniom sprzętu komputerowego, szerszej dostępności danych i poprawkom algorytmicznym, które umożliwiają szybsze trenowanie sieci neuronowych. Mamy teraz to, o czym kiedyś pisał Rosenblatt: „maszynę zdolną do postrzegania, rozpoznawania i identyfikowania otoczenia, niewymagającą żadnego szkolenia czy kontroli ze strony człowieka”.


  Tego typu wiedzę poznasz dzięki tej książce. Ponieważ jednak będziemy spędzać razem dużo czasu, najpierw się poznajmy…


  Kim jesteśmy?


  Jesteśmy Sylvain i Jeremy, Twoi przewodnicy w tej podróży. Mamy nadzieję, że po przeczytaniu książki uznasz, iż dobrze sprawdziliśmy się w tej roli.


  Jeremy od około 30 lat wykorzystuje uczenie maszynowe i przekazuje wiedzę o nim. Sieci neuronowych zaczął używać 25 lat temu, a w tym czasie kierował wieloma firmami i projektami, których podstawą było uczenie maszynowe. Założył też Enlitic — pierwszą firmę łączącą zagadnienia związane z uczeniem głębokim i medycyną, a także objął rolę prezesa i głównego naukowca w Kaggle, największej na świecie społeczności zajmującej się uczeniem maszynowym. Wraz z dr Rachel Thomas jest współzałożycielem fast.ai — organizacji, która stworzyła kurs będący podstawą tej książki.


  Od czasu do czasu będziemy się zwracać bezpośrednio do Ciebie poprzez teksty na paskach bocznych. Teraz przykładowo chciałby zabrać głos Jeremy:
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          Mówi Jeremy


          Cześć! Jestem Jeremy! Powinieneś wiedzieć, że nie mam formalnego wykształcenia technicznego. Ukończyłem studia licencjackie o specjalności filozoficznej, ale nie miałem zbyt dobrych ocen. Byłem znacznie bardziej zainteresowany wykonywaniem realnych projektów niż studiami teoretycznymi, więc przez cały czas nauki pracowałem na pełny etat w firmie konsultingowej McKinsey and Company. Jeśli jesteś osobą, która woli zabrudzić sobie ręce, coś tworząc, niż spędzać lata na nauce abstrakcyjnych pojęć, rozumiesz, co mam na myśli! W moich paskach bocznych będę prezentować informacje najbardziej odpowiednie dla tych, którzy mają słabsze formalne podstawy matematyczne lub techniczne — czyli takich jak ja…

        
      

    
  


  Z drugiej strony Sylvain ma duże doświadczenie związane z formalną edukacją techniczną. Napisał 10 podręczników do matematyki, obejmujących cały zaawansowany program nauczania matematyki francuskiej!
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          Mówi Sylvain


          W przeciwieństwie do Jeremy’ego nie spędziłem wielu lat na programowaniu i używaniu algorytmów uczenia maszynowego. W świecie systemów związanych z uczeniem maszynowym pojawiłem się całkiem niedawno, po obejrzeniu filmów z kursu Jeremy’ego w fast.ai. Jeśli jesteś kimś, kto nie używa okna terminala do wpisywania poleceń, rozumiesz, co mam na myśli! W moich paskach bocznych będę prezentować informacje najbardziej odpowiednie dla tych, którzy mają solidniejsze formalne podstawy matematyczne lub techniczne, ale mniej doświadczonych w programowaniu — czyli takich jak ja…

        
      

    
  


  W kursie fast.ai uczestniczyły setki tysięcy osób pochodzących z różnych środowisk i ze wszystkich stron świata. Sylvain był studentem, który zrobił na Jeremym największe wrażenie. Sprawiło to, że dołączył do fast.ai, a następnie wraz z Jeremym został współtwórcą biblioteki oprogramowania fastai.


  Oznacza to, że z tych dwóch jakże odmiennych światów otrzymasz to, co najlepsze: informacje od osoby, która zna oprogramowanie lepiej niż ktokolwiek inny, ponieważ sama je napisała; wiedzę od eksperta w dziedzinie matematyki, a także eksperta w dziedzinie programowania i uczenia maszynowego; a wreszcie wsparcie od osób, które wiedzą, jak to jest być laikiem w matematyce, jak również programowaniu i uczeniu maszynowym.


  Każdy, kto interesuje się sportem, wie, że do dwuosobowej ekipy komentatorów czasem dołącza „ten trzeci”, którego zadaniem jest wygłaszanie „specjalnych komentarzy”. Naszym specjalnym komentatorem będzie Alexis Gallagher. Alexis ma bardzo zróżnicowane doświadczenie: był naukowcem związanym z biomatematyką, autorem scenariuszy, improwizatorem, konsultantem McKinsey (jak Jeremy!), programistą języka Swift i dyrektorem technicznym.
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          Mówi Alexis


          Stwierdziłem, że nadszedł czas, bym zdobył wiedzę o sztucznej inteligencji! W końcu w życiu próbowałem już prawie wszystkiego… Ale tak naprawdę nie mam żadnego doświadczenia w tworzeniu modeli uczenia maszynowego. Zastanawiam się, czy ten kurs będzie trudny. Podobnie jak Ty będę się uczyć przez całą książkę. W moich paskach bocznych poznasz wskazówki pomocne podczas mojej, jak i (mam taką nadzieję) Twojej podróży.

        
      

    
  


  Jak zdobyć wiedzę o uczeniu głębokim?


  David Perkins, profesor Harvardu, który napisał książkę Making Learning Whole (wyd. Jossey-Bass), ma wiele do powiedzenia na temat nauczania. Podstawowa idea polega na nauczaniu całościowym. Oznacza to, że jeśli jesteś trenerem baseballa, najpierw zabierzesz ludzi na mecz baseballowy lub po prostu każesz im grać. Nie będziesz ich uczyć, jak należy zwijać sznurek, aby wykonać od podstaw piłkę baseballową, nie wspomnisz o teorii związanej z ruchem po paraboli czy też nie napomkniesz o współczynniku tarcia piłki o pałkę.


  Paul Lockhart, doktor matematyki na Uniwersytecie Columbia, były profesor na Uniwersytecie Browna i nauczyciel matematyki w szkołach podstawowych i średnich, we wpływowym eseju A Mathematic’s Lament (https://oreil.ly/yNimZ) wyobraża sobie koszmarny świat, w którym muzyki i sztuki naucza się w taki sam sposób jak matematyki. Dzieci nie mogą słuchać ani odtwarzać muzyki, dopóki nie spędzą ponad 10 lat na opanowywaniu notacji i teorii muzycznej, wykonując zadania polegające na transpozycji utworów do innych tonacji. Na zajęciach plastycznych uczniowie uczą się o kolorach i pędzlach, ale nie mogą nic namalować przed ukończeniem szkoły. Brzmi absurdalnie? W ten właśnie sposób naucza się matematyki — wymagamy od uczniów, aby spędzali lata na rutynowym zapamiętywaniu i uczeniu się suchych, niepowiązanych z sobą podstaw, które naszym zdaniem przyniosą im korzyści później; na długo po tym, gdy większość z nich w ogóle przestanie się interesować tym przedmiotem.


  Niestety, w tym miejscu rozpoczyna się wiele materiałów dydaktycznych dotyczących uczenia głębokiego, które co prawda nakazują studentom, aby stosowali macierz Hessego i twierdzenia dotyczące wzoru Taylora w celu wyznaczenia funkcji straty, ale w ogóle nie prezentują żadnych przykładów faktycznie działającego kodu. My w ogóle nie dotykamy rachunku różniczkowego. Oczywiście uwielbiamy rachunek różniczkowy, a Sylvain nawet nauczał go na poziomie szkoły średniej, ale uważamy, że w taki sposób nie powinno się rozpoczynać zdobywania wiedzy o uczeniu głębokim!


  W uczeniu głębokim naprawdę ważne jest to, abyś miał motywację do poprawienia modelu tak, że będzie działał lepiej. Wtedy zaczynasz uczyć się odpowiedniej teorii. Ale przede wszystkim musisz mieć ten model. Wiedza zaprezentowana w tej książce będzie się opierać na realnych przykładach. Tworząc je, zaczniemy wchodzić coraz bardziej w głąb danego zagadnienia, a także pokażemy, jak ulepszać projekty. Oznacza to, że w odpowiednim kontekście będziesz stopniowo zdobywać całą niezbędną teoretyczną wiedzę, aby samemu zobaczyć, dlaczego ma ona znaczenie i jak działa w praktyce.


  Poniżej przedstawiamy nasze zobowiązania. W tej książce będziemy się kierować następującymi zasadami:


  Nauczanie całościowe


  Zaczniemy od pokazania, jak korzystać z kompletnej, działającej, przydatnej i najnowocześniejszej sieci uczenia głębokiego, aby rozwiązywać rzeczywiste problemy za pomocą prostych, lecz skutecznych narzędzi. Następnie będziemy się starać coraz bardziej szczegółowo objaśniać, w jaki sposób powstały te narzędzia, a w dalszej kolejności — jak działają inne narzędzia, które stworzyły te narzędzia, i tak dalej…


  Nauczanie poprzez przykłady


  Zapewnimy, że będą istnieć kontekst i cel, które można zrozumieć intuicyjnie, zamiast zmuszać Cię do posługiwania się symbolami algebraicznymi.


  Maksymalne uproszczenie


  Spędziliśmy lata na tworzeniu narzędzi i metod nauczania upraszczających zagadnienia, które przedtem były skomplikowane.


  Likwidowanie barier


  Głębokie uczenie było do tej pory grą dla nielicznych. My jednak otwieramy drzwi, a do środka zapraszamy każdego.


  Najtrudniejsza część uczenia głębokiego jest rzemiosłem: Skąd wiesz, czy masz wystarczającą ilość danych, czy mają one odpowiedni format, czy model trenuje się właściwie, a jeśli nie, to co powinno się z tym zrobić? Dlatego wierzymy w naukę przez działanie. Podobnie jak podstawowe umiejętności związane z naukami o danych, również biegłość posługiwania się uczeniem głębokim można poprawić jedynie poprzez praktyczne doświadczenie. Próba poświęcenia zbyt dużej ilości czasu na teorię może przynieść efekt przeciwny do zamierzonego. Kluczem jest po prostu programowanie i próby rozwiązywania problemów: teoria może przyjść później, gdy będziesz mieć już odpowiedni kontekst i motywację.


  Oczywiście pojawią się momenty, gdy podróż stanie się trudna. Chwile, gdy poczujesz, że utknąłeś. Nie poddawaj się! Wróć wtedy w książce do ostatniego fragmentu, który jeszcze rozumiałeś, a następnie powoli zacznij go czytać, aby znaleźć pierwsze zdanie, która nie jest jasne. Następnie wykonaj kilka eksperymentów z kodem i poszukaj w Google innych samouczków dotyczących problemu, na którym utknąłeś. W wielu przypadkach znajdziesz inne spojrzenie na dane zagadnienie, co może Ci pomóc w jego zrozumieniu. Ponadto całkowicie normalne, a nawet spodziewane jest to, że za pierwszym razem nie zrozumiesz wszystkiego (a zwłaszcza kodu) z tego, co przeczytasz. Zrozumienie danego materiału może być trudnym zadaniem. Jednak czasami wszystko stanie się jasne, gdy dowiesz się więcej z dalszej części książki i zyskasz szersze spojrzenie na całość. Jeśli więc utkniesz w jakimś podrozdziale, spróbuj mimo to przejść dalej, ale pamiętaj, by wrócić do niego później.


  Pamiętaj, że nie potrzebujesz żadnego szczególnego wykształcenia akademickiego, aby odnieść sukces w uczeniu głębokim. Wiele ważnych przełomów dokonywanych w badaniach i przemyśle osiąga się dzięki ludziom bez doktoratu. Na przykład Unsupervised Representation Learning with Deep Convolutional Generative Adversarial Networks („Uczenie nienadzorowane z wykorzystaniem głębokich konwolucyjnych generatywnych sieci przeciwstawnych” — https://oreil.ly/JV6rL), jeden z najbardziej znanych artykułów opublikowanych w ostatniej dekadzie, przytaczany ponad 5 tysięcy razy, został napisany przez Aleca Radforda w czasie, gdy był on studentem. Nawet prezes Tesli Elon Musk powiedział kiedyś swoim pracownikom, próbującym stawić czoła niezwykle trudnemu wyzwaniu, jakim jest stworzenie autonomicznego pojazdu (https://oreil.ly/nQCmO):


  Doktorat zdecydowanie nie jest wymagany. Jedyne, co się liczy, to dogłębne zrozumienie sztucznej inteligencji i umiejętność wdrażania sieci neuronowych w sposób, który przyniesie korzyści (to ostatnie wymaganie jest naprawdę trudne). Nie obchodzi mnie, czy nawet skończyłeś liceum.


  Aby jednak odnieść sukces, musisz w swoich projektach stosować to, czego nauczyłeś się w tej książce, a poza tym być wytrwałym.


  Twoje projekty i Twój sposób myślenia


  Bez względu na to, czy na podstawie wyglądu liści roślin chciałbyś się dowiedzieć, czy są chore, automatycznie generować wzory dziewiarskie, zdiagnozować gruźlicę na podstawie zdjęcia rentgenowskiego lub określić, kiedy szop pracz korzysta z wejścia dla kota, pomożemy Ci bardzo szybko zastosować uczenie głębokie w rozwiązywaniu Twoich problemów (poprzez wstępnie wyszkolone modele dotyczące innych zagadnień), a następnie będziemy stopniowo zagłębiać się w coraz większe szczegóły. Po 30 minutach od rozpoczęcia czytania następnego rozdziału dowiesz się, jak wykorzystać uczenie głębokie do rozwiązywania własnych problemów i uzyskać najlepszą możliwą dokładność wyników (jeśli nie możesz się już doczekać chwili, gdy zaczniesz programować, możesz oczywiście od razu przejść do tego miejsca)! Istnieje zgubny mit mówiący, że do rozpoczęcia operacji dotyczących uczenia głębokiego potrzebujesz zasobów obliczeniowych i zbiorów danych wielkości tych, które są wykorzystywane w Google. Nie jest to jednak prawda.


  Jakie więc rodzaje zadań składają się na dobre przypadki testowe? Możesz wytrenować model, aby rozróżniał obrazy Picassa od Moneta lub wybierał zdjęcia córki zamiast zdjęć syna. Na samym początku lepiej skoncentrować się na hobby i pasjach oraz zaplanować kilka małych projektów zamiast dążyć do rozwiązania dużego i skomplikowanego problemu. Ponieważ łatwo można wtedy utknąć, zbyt wielkie ambicje mogą przynieść odwrotny skutek. Gdy jednak opanujesz podstawy, postaraj się ukończyć taki projekt, z którego będziesz naprawdę dumny!
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          Mówi Jeremy


          Uczenie głębokie można skonfigurować tak, aby pomagało przy rozwiązywaniu prawie każdego problemu. Przykładowo moim pierwszym startupem była firma FastMail, która po założeniu w 1999 roku zapewniała ulepszone usługi poczty elektronicznej (i nadal to robi). W 2002 roku zmodyfikowałem jej działanie tak, aby używała prymitywnej formy uczenia głębokiego (jednowarstwowych sieci neuronowych) i w ten sposób pomagała w kategoryzowaniu wiadomości e-mail i ochronie klientów przed spamem.

        
      

    
  


  Typowe cechy charakteru u osób, które dobrze sobie radzą w uczeniu głębokim, to między innymi skłonność do zabawy i ciekawość. Nieżyjący już fizyk Richard Feynman to przykład osoby, po której spodziewalibyśmy się, że byłaby świetna w uczeniu głębokim: jego zrozumienie sposobu poruszania się cząstek subatomowych wynikało z tego, jak dobrze się bawił, rzucając płyty gramofonowe, które wirowały w powietrzu.


  Skoncentrujmy się teraz na tym, czego się będziesz uczyć. Zacznijmy od oprogramowania.


  Oprogramowanie: PyTorch, fastai i Jupyter (i dlaczego nie ma to znaczenia)


  Przy użyciu dziesiątek pakietów i wielu języków programowania zrealizowaliśmy setki projektów uczenia maszynowego. Stworzyliśmy kursy w fast.ai z wykorzystaniem większości obecnie najważniejszych zestawów do uczenia głębokiego i maszynowego. Po wydaniu w 2017 roku biblioteki PyTorch spędziliśmy ponad tysiąc godzin na jej testowaniu, zanim zdecydowaliśmy, że zostanie użyta w przyszłych kursach oraz do rozwijania oprogramowania i do badań. Od tego czasu PyTorch stała się najszybciej rozwijającą się biblioteką uczenia głębokiego. Jest wspominana w większości artykułów naukowych i na najważniejszych konferencjach. To również główny wskaźnik wykorzystania jej w przemyśle, ponieważ artykuły ostatecznie dotyczą produktów i usług komercyjnych. Odkryliśmy, że PyTorch jest najbardziej elastyczną i ekspresywną biblioteką do uczenia głębokiego. Nie zamienia szybkości w prostotę, ale zarazem ma obie te cechy.


  PyTorch działa najlepiej jako biblioteka niskopoziomowa, zapewniająca podstawowe operacje dla funkcjonalności wyższego poziomu. Biblioteka fastai jest najpopularniejszą biblioteką, która uzupełnia PyTorch o funkcje wyższego poziomu. Szczególnie dobrze pasuje również do tej książki, ponieważ w wyjątkowy sposób zapewnia wielowarstwową architekturę oprogramowania (istnieje nawet recenzowany artykuł akademicki o tym interfejsie API, dostępny pod adresem https://oreil.ly/Uo3GR). Im bardziej zagłębisz się w podstawy uczenia głębokiego, tym lepiej poznasz warstwy fastai. W książce wykorzystano bibliotekę fastai w wersji 2., która została napisana od podstaw i udostępnia wiele unikatowych funkcji.


  Jednak tak naprawdę nie ma znaczenia, z jakiego oprogramowania korzystasz, ponieważ przejście z jednej biblioteki do drugiej zajmuje tylko kilka dni. Ważne jest, by właściwie nauczyć się podstaw i technik uczenia głębokiego. Skoncentrujemy się na użyciu kodu w możliwie jasny sposób wyrażającego koncepcje, których musisz się nauczyć. W miejscach, gdzie uczymy bardziej abstrakcyjnych koncepcji, używamy wysokopoziomowego kodu fastai. Tam, gdzie uczymy pojęć niskopoziomowych, wykorzystujemy niskopoziomowe funkcje PyTorch lub nawet czysty kod Pythona.


  Chociaż może się wydawać, że nowe biblioteki uczenia głębokiego już teraz pojawiają się w szybkim tempie, w nadchodzących miesiącach i latach należy być przygotowanym na jeszcze większy dynamizm. Im więcej osób zajmuje się tym samym zagadnieniem, tym więcej umiejętności i pomysłów do niego wnoszą i tym więcej eksperymentów przeprowadzają. Powinieneś założyć, że biblioteki i oprogramowanie, które teraz poznasz, za rok lub dwa będą już przestarzałe. Wystarczy pomyśleć o zmianach w technologiach, które cały czas mają miejsce w świecie programowania internetowego — o wiele bardziej dojrzałym i wolniej rozwijającym się obszarze niż uczenie głębokie. Jesteśmy głęboko przekonani, że w nauce należy skoncentrować się na zrozumieniu podstawowych technik i zastosowaniu ich w praktyce, a także na tym, jak szybko zdobywać wiedzę w zakresie nowych narzędzi, w miarę jak stają się dostępne.


  Pod koniec książki będziesz rozumiał prawie cały kod znajdujący się w bibliotece fastai (a także wiele kodu z PyTorch), ponieważ w każdym rozdziale postaramy się zagłębiać o poziom niżej, aby dokładnie pokazać, co się dzieje, gdy modele budujemy i trenujemy. Oznacza to, że poznasz najlepsze wzorce postępowania stosowane we współczesnym uczeniu głębokim. Dowiesz się nie tylko tego, jak należy ich używać, ale także w jaki sposób rzeczywiście działają i są implementowane. Jeśli będziesz chciał użyć tych wzorców w innych platformach, będziesz mieć wiedzę potrzebną do wykonania tego zadania.


  Ponieważ najważniejszą rzeczą w zdobywaniu wiedzy o uczeniu głębokim jest tworzenie programów i ćwiczenie, należy zapewnić sobie jak najlepszą platformę do eksperymentowania z kodem. Najpopularniejszą platformą służącą do eksperymentów programistycznych jest Jupyter (https://jupyter.org/). Właśnie jej będziemy używać w tej książce. Pokażemy Ci, jak możesz używać Jupytera do trenowania modeli i eksperymentowania z nimi, a także do introspekcji każdego etapu wstępnego przetwarzania danych i tworzenia modeli. Nie bez powodu Jupyter jest najpopularniejszym narzędziem do nauki o danych przy użyciu Pythona. Jest potężny, elastyczny i łatwy w użyciu. Sądzimy, że Ci się spodoba!


  Sprawdźmy to w praktyce i wytrenujmy pierwszy model.


  Twój pierwszy model


  Jak stwierdziliśmy wcześniej, zanim wyjaśnimy, jak pewne rzeczy działają, nauczymy Cię, jak z nimi postępować. Zgodnie z tym zstępującym podejściem zaczniemy od wytrenowania klasyfikatora obrazów, który z prawie stuprocentową dokładnością będzie rozpoznawał psy i koty. Aby wytrenować ten model i przeprowadzić eksperymenty, musisz najpierw wykonać wstępną konfigurację. Nie martw się — to nie jest tak trudne, jak się wydaje.
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          Mówi Sylvain


          Nie pomijaj części konfiguracyjnej, nawet jeśli na początku wydaje się onieśmielająca. Nie rób tego zwłaszcza wtedy, gdy masz niewielkie lub zerowe doświadczenie w korzystaniu z takich rzeczy jak terminal lub wiersz poleceń. Używanie ich najczęściej nie będzie konieczne, ponieważ przekonasz się, że najprostsze serwery można skonfigurować za pomocą zwykłej przeglądarki internetowej. Jeśli chcesz się czegoś nauczyć, ważne jest, żebyś równolegle z czytaniem książki przeprowadzał własne eksperymenty.

        
      

    
  


  Uzyskanie dostępu do serwera z procesorem graficznym i możliwością realizowania uczenia głębokiego


  Aby wykonać prawie wszystkie zadania zaprezentowane w tej książce, potrzebujesz dostępu do komputera z procesorem graficznym NVIDIA (niestety, inne marki procesorów graficznych nie są w pełni obsługiwane przez główne biblioteki uczenia głębokiego). Jednak nie zalecamy, abyś kupił sobie taki sprzęt. Nawet jeśli już go masz, nie sugerujemy, byś zaczął go używać do tych celów! Konfiguracja komputera wymaga czasu, a przecież chcesz, aby cała Twoja energia skoncentrowała się teraz na uczeniu głębokim. Dlatego sugerujemy wypożyczenie dostępu do komputera, na którym wszystko, czego potrzebujesz, będzie już zainstalowane i gotowe do działania. Możliwe, że korzystanie z niego nie będzie Cię kosztować więcej niż 1 zł za godzinę, a niektóre z opcji będą nawet bezpłatne.
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          Słownictwo: procesor graficzny (GPU)


          Znany również jako karta graficzna. To specjalny rodzaj procesora, który może przetwarzać w jednej chwili tysiące pojedynczych zadań, specjalnie zaprojektowany do wyświetlania trójwymiarowej grafiki w grach. Te podstawowe zadania są bardzo podobne do tego, co wykonuje się w sieciach neuronowych. Co ciekawe, karty graficzne mogą przetwarzać sieci neuronowe setki razy szybciej niż zwykłe procesory. Wszystkie nowoczesne komputery zawierają procesory graficzne, ale tylko niektóre mają właściwy rodzaj GPU, niezbędny do uczenia głębokiego.

        
      

    
  


  Serwery GPU, które będziesz mógł wykorzystać podczas lektury tej książki, będą się zmieniać w miarę pojawiania się i znikania kolejnych firm oraz zmian cen. Listę zalecanych przez nas opcji prezentujemy w witrynie internetowej oryginalnego wydania książki (https://book.fast.ai/), a więc odwiedź ją i postępuj zgodnie z instrukcjami, aby połączyć się z serwerem GPU służącym do uczenia głębokiego. Nie martw się — konfiguracja w przypadku większości platform zajmuje tylko około 2 minut, a wiele z nich nie wymaga żadnej płatności ani nawet podania numeru karty kredytowej.
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          Mówi Alexis


          Moje dwa grosze: posłuchaj tej rady! Jeśli lubisz komputery, być może będziesz chciał sam skonfigurować sprzęt. Nie rób tego! Jest to co prawda wykonalne, ale zajmuje zaskakująco dużo czasu i dodatkowo rozprasza. Nie bez powodu ta książka nie nosi tytułu Wszystko, co kiedykolwiek chciałeś wiedzieć o administrowaniu systemem Ubuntu, instalacji sterowników NVIDIA, apt-get, conda, pip i konfiguracji środowiska Jupyter Notebook. Powstałaby z tego oddzielna pozycja. Po zaprojektowaniu i wdrożeniu produkcyjnej infrastruktury uczenia maszynowego mogę zaświadczyć, że takie działanie przynosi oczywiście satysfakcję, ale jest tak samo związane z modelowaniem, jak sprzątanie samolotu jest związane z jego pilotowaniem.

        
      

    
  


  Każda opcja pokazana na stronie zawiera samouczek. Po jego ukończeniu pojawi się ekran podobny do przedstawionego na rysunku 1.2.
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  Rysunek 1.2. Początkowy wygląd środowiska Jupyter Notebook


  Teraz możesz już uruchomić pierwszy notatnik Jupytera!
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          Słownictwo: Jupyter Notebook


          Oprogramowanie, które w jednym, interaktywnym dokumencie umożliwia zawarcie sformatowanego tekstu, kodu, obrazów, filmów i wielu innych elementów. Dzięki szerokiemu zastosowaniu i ogromnemu wpływowi na wiele dziedzin akademickich oraz liczne gałęzie przemysłu Jupyter otrzymał najwyższe wyróżnienie za oprogramowanie: nagrodę ACM Software System Award. Jupyter Notebook to oprogramowanie najczęściej używane przez analityków danych do tworzenia modeli uczenia głębokiego i interakcji z nimi.

        
      

    
  


  Uruchomienie pierwszego notatnika


  Notatniki zostały ponumerowane zgodnie z numerami rozdziałów, w tej samej kolejności. Tak więc pierwszy notatnik, który zobaczysz na liście, będzie tym, którego musisz teraz użyć. Będziesz wykorzystywać ten notatnik do trenowania modelu rozpoznającego zdjęcia psów i kotów. Aby to zrobić, pobierz zbiór danych zawierających zdjęcia psów i kotów, którego użyjesz do wytrenowania modelu.


  Zbiór danych to po prostu zestaw jakichś danych — mogą to być obrazy, e-maile, wskaźniki finansowe, dźwięki lub cokolwiek innego. Istnieje wiele zbiorów danych udostępnianych bezpłatnie, które są odpowiednie do trenowania modeli. Wiele z tych zbiorów danych jest tworzonych przez naukowców jako pomoc w badaniach. Inne są udostępniane w celach konkursowych (istnieją konkursy, w których naukowcy zajmujący się danymi mogą ze sobą współzawodniczyć, aby sprawdzić, kto z nich ma najdokładniejszy model!). Niektóre z nich są także produktami ubocznymi innych procesów (takich jak tworzenie sprawozdań finansowych).
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          Zawartość notatników


          Dołączone do książki notatniki z przykładami zawierają nagłówki i komórki z kodem, natomiast nie zawierają danych wyjściowych. Zalecamy, abyś po przeczytaniu rozdziału zamknął książkę, a następnie otworzył odpowiedni notatnik i sprawdził, czy możesz przewidzieć, co zostanie wyświetlone w danej komórce, zanim ją wykonasz. Spróbuj też przypomnieć sobie, czego dotyczy kod.

        
      

    
  


  Aby otworzyć notatnik, po prostu go kliknij. Notatnik zostanie otwarty i będzie wyglądał jak na rysunku 1.3 (zwróć uwagę, że na różnych platformach mogą występować niewielkie różnice dotyczące szczegółów — możesz je oczywiście zignorować).
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  Rysunek 1.3. Notatnik Jupytera


  Notatnik składa się z komórek. Istnieją dwa główne typy komórek:


  
    	Komórki zawierające sformatowany tekst, obrazy itd. Używają one formatu zwanego Markdown, o którym wkrótce się dowiesz.


    	Komórki zawierające kod do wykonania, poniżej którego pojawiają się dane wyjściowe (może to być zwykły tekst, tabele, obrazy, animacje, dźwięki, a nawet aplikacje interaktywne).

  


  Notatniki Jupytera mogą działać w jednym z dwóch trybów: trybie edycji lub trybie poleceń. W trybie edycji litery czy cyfry można wprowadzać do komórki przy użyciu klawiatury. Jednak w trybie poleceń nie zobaczysz żadnego migającego kursora, a każdy klawisz będzie miał specjalną funkcję.


  Naciśnij klawisz Esc, aby przejść do trybu poleceń (jeśli jesteś już w tym trybie, nic się nie stanie, więc na wszelki wypadek naciśnij ten klawisz ponownie). Aby zobaczyć pełną listę dostępnych funkcji, naciśnij klawisz H; następnie naciśnij Esc, aby usunąć ten ekran pomocy. Zauważ, że w trybie poleceń, w przeciwieństwie do większości programów, przed wpisaniem polecenia nie trzeba wciskać klawisza Ctrl, Alt lub podobnego — wystarczy nacisnąć odpowiedni klawisz z literą.


  Przez naciśnięcie klawisza C możesz wykonać kopię komórki (komórkę należy najpierw wybrać, co spowoduje pojawienie się ramki wokół niej; jeśli nie jest jeszcze wybrana, kliknij ją). Następnie naciśnij klawisz V, aby wkleić jej kopię.


  Kliknij komórkę, która zaczyna się od wiersza # KLIKNIJ MNIE, aby ją zaznaczyć. Pierwszy znak w tym wierszu wskazuje, że następujący po nim ciąg znaków jest komentarzem w Pythonie, więc zostanie zignorowany podczas wykonania kodu. Reszta komórki to — możesz mi wierzyć lub nie — kompletny system do tworzenia i trenowania najnowocześniejszego modelu rozpoznawania kotów i psów. Przećwiczmy to teraz! Aby to zrobić, po prostu naciśnij klawisze Shift+Enter lub kliknij przycisk Run (uruchom) na pasku narzędzi. Następnie poczekaj kilka minut, aż wykonają się następujące działania:


  
    	Z kolekcji zbiorów danych fast.ai zostanie pobrany zbiór o nazwie Oxford-IIIT Pet Dataset (https://oreil.ly/c_4Bv), który zawiera 7349 zdjęć kotów i psów należących do 37 ras. Zbiór ten zostanie skopiowany na Twój serwer GPU oraz rozpakowany.


    	Z internetu zostanie pobrany wstępnie wytrenowany model, już wcześniej trenowany za pomocą 1,3 miliona obrazów przy użyciu modelu, który zwyciężył w konkursie.


    	Ten wstępnie wytrenowany model zostanie dostrojony z wykorzystaniem najnowszych osiągnięć w uczeniu transferowym, aby wygenerować docelowy model, specjalnie dostosowany do rozpoznawania psów i kotów.

  


  Pierwsze dwa kroki należy wykonać na serwerze GPU tylko raz. Jeśli uruchomisz komórkę ponownie, użyje ona już wcześniej wykorzystanego zbioru danych i modelu, zamiast pobierać je ponownie. Spójrzmy na zawartość komórki i otrzymane wyniki (tabela 1.2):


  
    # KLIKNIJ MNIE

  


  
    from fastai.vision.all import *

  


  
    path = untar_data(URLs.PETS)/'images'

  


  
     

  


  
    def is_cat(x): return x[0].isupper()

  


  
    dls = ImageDataLoaders.from_name_func(

  


  
        path, get_image_files(path), valid_pct=0.2, seed=42,

  


  
        label_func=is_cat, item_tfms=Resize(224))

  


  
    learn = cnn_learner(dls, resnet34, metrics=error_rate)

  


  
    learn.fine_tune(1)

  


  Tabela 1.2. Wyniki po pierwszym trenowaniu


  
    
      
        	
          Epoka

        

        	
          Strata zbioru treningowego

        

        	
          Strata zbioru walidacyjnego

        

        	
          Poziom błędów

        

        	
          Czas

        
      


      
        	
          0

        

        	
          0,169390

        

        	
          0,021388

        

        	
          0,005413

        

        	
          00:14

        
      

    
  


  
    
      
        	
          Epoka

        

        	
          Strata zbioru treningowego

        

        	
          Strata zbioru walidacyjnego

        

        	
          Poziom błędów

        

        	
          Czas

        
      


      
        	
          0

        

        	
          0,058748

        

        	
          0,009240

        

        	
          0,002706

        

        	
          00:19

        
      

    
  


  Takie same wyniki prawdopodobnie nigdy się nie pojawią. W modelach treningowych występuje wiele czynników wpływających na małe, losowe odchylenia. Jednak w tym przykładzie poziom błędów wynosi znacznie mniej niż 0,02.
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          Czas trenowania


          Czas trenowania w zależności od szybkości sieci, wstępnie wytrenowanego modelu i zbioru danych może zająć kilka minut. Wykonanie funkcji fine_tune może trwać około minuty. Modele przedstawione w tej książce, jak również te, które stworzysz, wymagają trenowania, które często trwa kilka minut. Warto jest w tym czasie robić coś innego, aby jak najlepiej go wykorzystać. Gdy więc model jest trenowany, możesz na przykład czytać kolejny podrozdział lub otworzyć inny notatnik i użyć go do eksperymentowania z kodowaniem.

        
      

    
  


  
    
      
        	
          Ta książka została napisana przy użyciu środowiska Jupyter Notebook


          Tę książkę napisaliśmy przy użyciu środowiska Jupyter Notebook, więc dla prawie każdego wykresu, tabeli i obliczenia dostarczymy Ci kod wymagany do ich samodzielnego odtworzenia. Dlatego też bardzo często zobaczysz kod programu, a zaraz po nim tabelę, zdjęcie lub po prostu tekst. Wszystkie pliki możesz pobrać w formie archiwum ze strony https://ftp.helion.pl/przyklady/delepr.zip, a następnie spróbować uruchomić oraz zmodyfikować każdy z przykładów.


          Właśnie zobaczyłeś, że komórka wygenerowała tabelę, którą umieściliśmy w książce. Oto przykład komórki, która wyświetla tekst:


          
            1+1

          


          
            2

          


          Jupyter zawsze wyświetli wynik wykonania ostatniego wiersza (jeśli oczywiście da się go uzyskać). Oto na przykład komórka, która wyświetla obraz:


          
            img = PILImage.create('images/chapter1_cat_example.jpg')

          


          
            img.to_thumb(192)
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  Skąd więc możemy wiedzieć, czy ten model jest dobry? W przedostatniej kolumnie tabeli widać poziom błędów, czyli odsetek obrazów, które zostały niepoprawnie zidentyfikowane. Poziom błędu jest wskaźnikiem, czyli, inaczej mówiąc, miarą jakości modelu, wybraną tak, aby była intuicyjna i zrozumiała. Jak widać, model jest prawie doskonały, mimo że czas trenowania wyniósł tylko kilkanaście sekund (nie licząc jednorazowego pobrania zbioru danych i wstępnie wytrenowanego modelu). W rzeczywistości dokładność, jaką osiągnąłeś, jest o wiele lepsza, niż ktokolwiek mógł uzyskać zaledwie 10 lat temu!


  Na koniec sprawdźmy, czy ten model faktycznie działa. Zrób po prostu zdjęcie swojego psa lub kota. Jeśli go nie masz, w przeglądarce Google kliknij zakładkę Grafika i pobierz znaleziony tam obraz. Teraz uruchom komórkę, w której zawarta jest funkcja uploader. Wyświetli się przycisk, który możesz kliknąć, by następnie wybrać obraz do sklasyfikowania:


  
    uploader = widgets.FileUpload()

  


  
    uploader
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  Teraz do modelu możesz przekazać plik. Upewnij się, że jest to wyraźne zdjęcie jednego psa lub kota, a nie rysunek wykonany za pomocą linii, szkic itp. Notatnik poinformuje Cię, czy uważa, że jest to pies lub kot, a także na ile jest pewny siebie. Miejmy nadzieję, że Twój model spisał się świetnie:


  
    img = PILImage.create(uploader.data[0])

  


  
    is_cat,_,probs = learn.predict(img)

  


  
    print(f"Czy to jest kot? {is_cat}.")

  


  
    print(f"Prawdopodobieństwo, że to jest kot: {probs[1].item():.6f}")

  


  
     

  


  
    Czy to jest kot? True.

  


  
    Prawdopodobieństwo, że to jest kot: 1.000000

  


  Gratulacje, właśnie stworzyłeś pierwszy klasyfikator!


  Ale co to oznacza? Co właściwie zrobiłeś? Aby to wyjaśnić, spójrzmy na wszystko z większej perspektywy.


  Co to jest uczenie maszynowe?


  Twój klasyfikator to model uczenia głębokiego. Jak już wspomnieliśmy, modele uczenia głębokiego wykorzystują sieci neuronowe, które pierwotnie powstały w latach 50. XX wieku i dzięki najnowszym osiągnięciom stały się bardzo potężne.


  Należy też stwierdzić, że uczenie głębokie jest tylko specjalizowanym obszarem w bardziej ogólnej dyscyplinie uczenia maszynowego. Aby pojąć istotę tego, co robiłeś podczas trenowania modelu klasyfikacji, nie musisz rozumieć uczenia głębokiego. Wystarczy zdać sobie sprawę, że model i proces trenowania są przykładami pojęć, które mają zastosowanie w całym uczeniu maszynowym.


  W tym punkcie omówimy więc uczenie maszynowe. Zaprezentujemy kluczowe pojęcia i zobaczymy, jak odnoszą się one do pierwotnego dokumentu, w którym się pojawiły.


  Uczenie maszynowe, podobnie jak zwykłe programowanie, umożliwia komputerom wykonywanie określonego zadania. Ale jak użylibyśmy zwykłego programowania, aby wykonać to, co właśnie uzyskaliśmy w poprzednim punkcie? Jak moglibyśmy rozpoznawać psy i koty na zdjęciach? Musielibyśmy wprowadzić do komputera wszystkie polecenia, które byłyby niezbędne do wykonania tego zadania.


  Zwykle podczas tworzenia programu łatwo jest zapisać polecenia służące do wykonania zadania. Po prostu myślimy o krokach, które byśmy wykonali, gdybyśmy musieli ukończyć to zadanie samodzielnie, a następnie przekładamy je na kod. Na przykład możemy napisać funkcję, która sortuje listę. Ogólnie rzecz biorąc, stworzymy funkcję podobną do tej pokazanej schematycznie na rysunku 1.4 (gdzie dane wejściowe mogą być listą nieposortowaną, a otrzymanym wynikiem będzie lista posortowana).
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  Rysunek 1.4. Program tradycyjny


  Jednak w przypadku rozpoznawania obiektów na zdjęciu zadanie jest dość trudne. Jakie kroki wykonujemy, próbując rozpoznać obiekt na zdjęciu? Tak naprawdę tego nie wiemy, ponieważ wszystko dzieje się w naszym mózgu, a my nie jesteśmy tego świadomi!


  Już u zarania informatyki, w 1949 roku, naukowiec firmy IBM o nazwisku Arthur Samuel zaczął pracować nad innym sposobem wykonywania zadań przez komputery, który nazwał uczeniem maszynowym. W klasycznym już opracowaniu z 1962 roku, Sztuczna inteligencja: granica automatyzacji, napisał:


  Zaprogramowanie komputera do takich obliczeń jest w najlepszym razie trudnym zadaniem, nie ze względu na jakąkolwiek nieodłączną złożoność samego sprzętu, ale głównie dlatego, że trzeba opisać każdy, nawet najmniejszy etap procesu z jego najbardziej irytującymi szczegółami. Komputery, jak powie ci każdy programista, są gigantycznymi kretynami, a nie gigantycznymi mózgami.


  Podstawowa idea była następująca: zamiast mówić komputerowi, jakie kroki należy wykonać w celu rozwiązania problemu, pokaż przykłady problemu do rozwiązania i pozwól mu znaleźć rozwiązanie. Okazało się to bardzo skuteczne: do 1961 roku program Samuela do gry w warcaby nauczył się tak wiele, że pokonał mistrza stanu Connecticut! Oto jak naukowiec opisał swój pomysł (cytat z tego samego opracowania co poprzednio):


  Załóżmy, że zdefiniujemy jakieś automatyczne sposoby testowania skuteczności każdego bieżącego przypisania wagi pod względem rzeczywistej wydajności i zapewnimy mechanizm jej zmiany, aby zmaksymalizować wydajność. Nie musimy zagłębiać się w szczegóły takiej procedury, aby się upewnić, że można ją całkowicie zautomatyzować, i stwierdzić, że tak zaprogramowana maszyna „uczyłaby się” na podstawie własnego doświadczenia.


  W tym krótkim akapicie jest zawartych kilka potężnych koncepcji:


  
    	idea „przypisania wagi”,


    	fakt, że każde przypisanie wagi ma jakąś „rzeczywistą wydajność”,


    	wymóg istnienia „automatycznych środków” służących do testowania tej wydajności,


    	potrzeba istnienia „mechanizmu” (to znaczy innego automatycznego procesu) poprawiającego wyniki przez zmianę przypisania wagi.

  


  Rozważmy te pojęcia po kolei, abyś zrozumiał, jak współgrają ze sobą w praktyce. Po pierwsze, musisz zrozumieć, co Samuel miał na myśli, mówiąc o przypisaniu wag.


  Wagi to po prostu zmienne, a przypisanie wagi jest określonym wyborem wartości dla tych zmiennych. Dane wejściowe programu to wartości, które przetwarza on w celu uzyskania wyników — na przykład biorąc piksele obrazu jako dane wejściowe i zwracając w rezultacie klasyfikację „pies”. Przypisania wag w programie to inne wartości, które definiują sposób jego działania.


  Ponieważ wpłyną one na sposób funkcjonowania, stanowią w pewnym sensie inny rodzaj danych wejściowych. Zaktualizujemy więc podstawowy schemat z rysunku 1.4 i zastąpimy go rysunkiem 1.5, aby to uwzględnić.


  [image: Obraz1849.PNG]


  Rysunek 1.5. Program używający przypisań wag


  Zmieniliśmy również nazwę pudełka z programu na model. Ma to na celu przestrzeganie współczesnej terminologii i odzwierciedlenie tego, że model jest specjalnym rodzajem aplikacji: jest to program, który w zależności od wagi może wykonywać wiele różnych rzeczy. Implementacja wag jest zależna od samego problemu. Na przykład w grze w warcaby napisanej przez Samuela różne wartości wag skutkowałyby różnymi strategiami.


  Nawiasem mówiąc, to, co Samuel nazwał „wagami”, jest obecnie najczęściej nazywane parametrami modelu. Informujemy o tym, na wypadek gdybyś kiedyś spotkał się z tym terminem. Termin wagi jest zarezerwowany dla określonego typu parametru modelu.


  Następnie Samuel stwierdził, że potrzebujemy automatycznego środka do testowania skuteczności każdego bieżącego przypisania wagi pod kątem rzeczywistej wydajności. W przypadku jego programu grającego w warcaby „rzeczywistą wydajnością” modelu będzie to, jak dobrze potrafi grać. Można też automatycznie przetestować wydajność dwóch modeli: zdefiniować je tak, aby grały przeciwko sobie, i sprawdzić, który z nich zazwyczaj wygrywa.


  Na koniec Samuel oznajmił, że potrzebujemy mechanizmu zmieniającego przypisanie wagi, aby zmaksymalizować wydajność. Na przykład moglibyśmy przyjrzeć się różnicy wag między modelem wygrywającym a modelem przegrywającym, a następnie w pewnym stopniu zmodyfikować wagi w tym drugim, wzorując się na wartościach wag z pierwszego.


  Teraz wiesz już, dlaczego powiedział, że taka procedura mogłaby być całkowicie zautomatyzowana, a (…) tak zaprogramowana maszyna „uczyłaby się” na podstawie własnego doświadczenia. Uczenie się stanie się całkowicie automatyczne, gdy dostosowywanie wag również będzie czynnością automatyczną. Zamiast ulepszać model przez ręczne korygowanie jego wag, powinniśmy polegać na zautomatyzowanym mechanizmie, który generowałby odpowiednie modyfikacje na podstawie wydajności.


  Na rysunku 1.6 przedstawiono cały schemat, który odpowiada pomysłowi Samuela dotyczącemu trenowania modelu uczenia maszynowego.
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  Rysunek 1.6. Trenowanie modelu uczenia maszynowego


  Zwróć uwagę na różnicę między wynikami modelu (na przykład ruchami w grze w warcaby) a jego wydajnością (na przykład czy wygrywa lub jak szybko wygrywa).


  Zauważ również, że po wytrenowaniu modelu, to znaczy po wybraniu finalnego, najlepszego, najdoskonalszego przypisania wagi, możemy traktować wagi jako element modelu, ponieważ już ich nie zmieniamy.


  Dlatego też faktyczne użycie modelu po jego wytrenowaniu wygląda jak na rysunku 1.7.
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  Rysunek 1.7. Użycie wytrenowanego modelu jako programu


  Wygląda on tak samo jak nasz oryginalny schemat na rysunku 1.4, z tą różnicą, że słowo „program” zostało zastąpione słowem „model”. To ważne spostrzeżenie: wytrenowany model można traktować tak jak zwykły program komputerowy.
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          Słownictwo: uczenie maszynowe


          Trenowanie programów przez umożliwienie komputerowi uczenia się na podstawie własnego doświadczenia, a nie przez ręczne kodowanie poszczególnych kroków.

        
      

    
  


  Co to jest sieć neuronowa?


  Nietrudno sobie wyobrazić, jak mógłby wyglądać model dla programu do gry w warcaby. Istniałoby wiele zakodowanych strategii i jakiś mechanizm wyszukiwania, a różne wagi oznaczałyby sposób wybierania strategii, a także to, na których częściach planszy powinna się koncentrować uwaga podczas wyszukiwania itd. Nie jest jednak wcale oczywiste, jak mógłby wyglądać model dla programu służącego do rozpoznawania obrazów, rozumienia tekstu lub rozwiązywania wielu innych interesujących problemów, które możemy sobie wyobrazić.


  Chcielibyśmy mieć jakąś funkcję, która jest tak uniwersalna, że po prostu przez zmianę wag można by jej użyć do rozwiązania dowolnego problemu. O dziwo, taka funkcja faktycznie istnieje! To sieć neuronowa, o której już wspominaliśmy. Oznacza to, że jeśli traktujesz sieć neuronową jako funkcję matematyczną, staje się niezwykle uniwersalna, w zależności od wag. Dowód matematyczny zwany twierdzeniem o uniwersalnej aproksymacji pokazuje, że funkcja ta teoretycznie może rozwiązać każdy problem z dowolnym poziomem dokładności. Fakt, że sieci neuronowe są tak uniwersalne, oznacza, że w praktyce stanowią często odpowiedni rodzaj modelu i można skupić wysiłek na procesie ich szkolenia, czyli znajdowania odpowiednich przypisań wag.


  Ale o co chodzi z tym procesem? Można sobie wyobrazić, że dla każdego z problemów będzie konieczne definiowanie nowego „mechanizmu” automatycznego aktualizowania wagi. Byłoby to zajęcie pracochłonne. Chcielibyśmy również móc w całkowicie ogólny sposób aktualizować wagi sieci neuronowej i dla każdego z problemów ulepszać jej działanie. Okazuje się, że taka metoda też istnieje!


  Nazywa się ona stochastycznym spadkiem wzdłuż gradientu (ang. stochastic gradient descent — SGD). W rozdziale 4. poznasz w szczegółach, jak działają sieci neuronowe i SGD, a także wyjaśnimy twierdzenie o uniwersalnej aproksymacji. Na razie jednak posłużmy się słowami Samuela: nie musimy zagłębiać się w szczegóły takiej procedury, aby się przekonać, że można ją całkowicie zautomatyzować, i stwierdzić, że tak zaprogramowana maszyna „uczyłaby się” na podstawie własnego doświadczenia.
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          Mówi Jeremy


          Nie martw się; SGD ani sieci neuronowe nie są matematycznie złożone. Zarówno jedno, jak i drugie opiera się prawie wyłącznie na dodawaniu i mnożeniu (ale wykonuje mnóstwo tego dodawania i mnożenia!). Gdy nasi studenci zapoznają się już ze szczegółami związanymi z ich działaniem, pierwszą reakcją jest najczęściej pytanie: „To tylko tyle?”.

        
      

    
  


  Podsumowując: sieć neuronowa to szczególny rodzaj modelu uczenia maszynowego, który pasuje do pierwotnej koncepcji Samuela. Sieci neuronowe są wyjątkowe, ponieważ charakteryzują się bardzo wysoką uniwersalnością, co oznacza, że mogą rozwiązać niezwykle szeroki zakres problemów po prostu przez znajdowanie odpowiednich wag. Jest to potężne narzędzie, gdyż stochastyczny spadek wzdłuż gradientu pozwala na automatyczne znalezienie tych wartości wag.


  Po spojrzeniu z szerszej perspektywy wróćmy teraz do problemu dotyczącego klasyfikowania obrazów i użyjmy schematu zdefiniowanego przez Samuela.


  Naszymi danymi wejściowymi są obrazy. Nasze wagi to wagi w sieci neuronowej. Nasz model to sieć neuronowa. Nasze wyniki to wartości wyznaczane przez sieć neuronową, na przykład „pies” lub „kot”.


  A co z następnym elementem, czyli automatycznym sposobem testowania skuteczności każdego bieżącego przypisania wagi pod kątem rzeczywistej wydajności? Określenie „rzeczywista wydajność” jest dość łatwe do zdefiniowania: możemy po prostu ustalić wydajność modelu jako dokładność w przewidywaniu poprawnych odpowiedzi.


  Podsumowując to wszystko i zakładając, że SGD jest mechanizmem aktualizacji przypisań wag, możemy potwierdzić, że klasyfikator obrazu jest modelem uczenia maszynowego, podobnie jak wyobrażał go sobie Samuel.


  Trochę słownictwa związanego z uczeniem głębokim


  Samuel stworzył teorię w latach 60. XX wieku, jednak od tamtej pory terminologia się zmieniła. Oto nowoczesna terminologia związana z uczeniem głębokim, dotycząca wszystkich omówionych przez nas elementów:


  
    	Funkcjonalna forma modelu jest nazywana jego architekturą (bądź jednak ostrożny — czasami ludzie używają słowa „model” jako synonimu architektury, więc może to być mylące).


    	Wagi są nazywane parametrami.


    	Prognozy są obliczane na podstawie zmiennej niezależnej, czyli danych niezawierających etykiet.


    	Wyniki modelu są nazywane prognozami.


    	Miarą wydajności jest strata.


    	Strata zależy nie tylko od prognoz, ale także od poprawnych etykiet (znanych również jako cele lub zmienne zależne), na przykład „pies” lub „kot”.

  


  Po wprowadzeniu tych zmian diagram z rysunku 1.6 wygląda tak jak na rysunku 1.8.


  [image: Obraz1955.PNG]


  Rysunek 1.8. Szczegółowa pętla trenowania


  Ograniczenia związane z uczeniem maszynowym


  Biorąc pod uwagę wcześniejszy rysunek, możesz teraz zrozumieć kilka podstawowych zasad dotyczących trenowania modelu uczenia głębokiego:


  
    	Model nie może zostać utworzony bez danych.


    	Model można nauczyć przetwarzać jedynie wzorce dostępne w danych wejściowych używanych do jego trenowania.


    	Ta metoda uczenia tworzy tylko prognozy, a nie zalecane działania.


    	Nie wystarczy jedynie udostępnić przykładowe dane wejściowe. Potrzebujemy dla nich również etykiet (na przykład same zdjęcia psów i kotów nie wystarczą, aby wytrenować model; dla każdego z nich potrzebujemy etykiety z informacją, czy przedstawia psa czy kota).

  


  Ogólnie rzecz biorąc, jak mogliśmy zauważyć, w przypadku większości organizacji, które twierdziły, że nie mają wystarczających danych, oznaczało to w rzeczywistości, że nie mają wystarczającej ilości zaetykietowanych danych. Jeśli jakakolwiek organizacja jest zainteresowana praktycznym wykorzystaniem modelu, przypuszczalnie ma pewne dane wejściowe, z którymi planuje go użyć. I prawdopodobnie od jakiegoś czasu w jakiś sposób to już robi (choćby przetwarza dane ręcznie lub wykorzystuje oprogramowanie heurystyczne), więc na pewno ma dane pochodzące z procesów! Na przykład gabinet radiologiczny prawie na pewno będzie miał archiwum skanów medycznych (ponieważ lekarze chcą móc sprawdzić, jak zmienia się stan pacjentów z upływem czasu). Skany te mogą jednak nie mieć ustrukturyzowanych etykiet zawierających listę diagnoz lub zabiegów (ponieważ radiolodzy tworzą raporty raczej w języku naturalnym, a nie dane ustrukturyzowane). W tej książce będziemy często analizować metody etykietowania, gdyż są ono bardzo ważną kwestią praktyczną.


  Ponieważ tego rodzaju modele uczenia maszynowego mogą tylko prognozować (to znaczy próbować replikować etykiety), może to skutkować znacznym rozdźwiękiem między celami organizacji a możliwościami modelu. Z tej książki dowiesz się na przykład tego, jak stworzyć system rekomendacji zdolny przewidywać, jakie produkty może kupić użytkownik. Jest to metoda często używana w handlu elektronicznym (e-commerce), między innymi do dostosowywania produktów wyświetlanych na stronie głównej i pokazywania pozycji o najwyższej ocenie. Ale taki model generalnie jest tworzony przez analizowanie użytkownika i jego historii zakupów (danych wejściowych) oraz tego, co kupił lub obejrzał (etykiet), a to oznacza, że model prawdopodobnie poinformuje Cię o produktach, które użytkownik już posiada lub zna, a nie o nowych towarach, którymi zapewne byłby zainteresowany. To bardzo różni się od tego, co mógłby przykładowo robić ekspert w lokalnej księgarni, który najpierw zadawałby pytania, aby poznać Twój gust, a następnie opowiadał o autorach lub seriach, o których nigdy wcześniej nie słyszałeś.


  Inne krytyczne spostrzeżenie wynika z rozważenia, w jaki sposób model współdziała z otoczeniem. Może dochodzić do tworzenia pętli sprzężenia zwrotnego, jak opisano poniżej:


  
    	Na podstawie miejsc, w których w przeszłości dokonywano aresztowań, tworzony jest predykcyjny model działania policji. W praktyce nie jest to faktycznie przewidywanie przestępstw, ale raczej przewidywanie aresztowań, a zatem częściowo odzwierciedla tendencje w istniejących procedurach policyjnych.


    	Funkcjonariusze organów ścigania mogą następnie skorzystać z tego modelu, aby zdecydować, w jakich miejscach należy skoncentrować działania policji, co po jakimś czasie doprowadzi do zwiększenia liczby aresztowań w tych obszarach.


    	Dane dotyczące tych dodatkowych aresztowań są następnie przekazywane w celu ponownego wytrenowania przyszłych wersji modelu.

  


  Jest to pętla dodatniego sprzężenia zwrotnego: im częściej model jest używany, tym silniejszą tendencję wykazują dane, co sprawia, że model staje jeszcze bardziej tendencyjny, itd.


  Pętle sprzężenia zwrotnego mogą również powodować problemy w zastosowaniach komercyjnych. Na przykład system rekomendacji filmów wideo dostępnych w sieci może mieć tendencję do polecania treści konsumowanych przez widzów, którzy oglądają ich najwięcej (przykładowo zwolennicy teorii spiskowych i ekstremiści zwykle oglądają więcej treści wideo online niż pozostałe osoby), co skutkuje zwiększeniem konsumpcji wideo przez tych użytkowników, a to z kolei skutkuje rekomendowaniem jeszcze większej liczby podobnych filmów. To zagadnienie zostanie omówione bardziej szczegółowo w rozdziale 3.


  Po tym, jak zapoznałeś się z teoretycznymi podstawami, wróćmy do przykładowego programu i dokładnie przeanalizujmy, w jaki sposób kod odpowiada procesowi, który właśnie opisaliśmy.


  Jak działa nasz program do rozpoznawania obrazów


  Zobaczmy, w jaki sposób kod służący do rozpoznawania obrazów odwzorowuje wcześniej omówione zagadnienia. Umieścimy każdy wiersz w osobnej komórce i sprawdzimy, co wykonuje (nie będziemy jeszcze wyjaśniać wszystkich szczegółów związanych z każdym parametrem, ale omówimy to, co jest rzeczywiście ważne; w dalszej części książki wszystko i tak zostanie dokładnie objaśnione). W pierwszym wierszu importujemy całą bibliotekę fastai.vision:


  
    from fastai.vision.all import *

  


  Dzięki temu mamy dostęp do wszystkich funkcji i klas, których będziemy potrzebować do tworzenia różnorodnych modeli widzenia komputerowego.
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          Mówi Jeremy


          Wielu programistów Pythona zaleca unikanie importowania całej biblioteki, takiego jak zaprezentowano powyżej (przy użyciu składni import *), ponieważ może to powodować problemy w dużych projektach związanych z tworzeniem oprogramowania. Jednak w przypadku pracy interaktywnej, takiej jak w notatniku Jupytera, to rozwiązanie spisuje się świetnie. Biblioteka fastai została specjalnie zaprojektowana do obsługi tego rodzaju interaktywnych zastosowań, więc do Twojego środowiska zaimportuje tylko elementy, które są niezbędne.

        
      

    
  


  W drugim wierszu na serwer jest pobierany standardowy zbiór danych z kolekcji fast.ai (https://course.fast.ai/datasets) — oczywiście tylko wtedy, jeśli wcześniej nie wykonano tej operacji. Następnie jest rozpakowywany (podobnie jedynie wówczas, gdy nie został jeszcze rozpakowany). Wreszcie funkcja zwraca obiekt Path zawierający lokalizację wyodrębnionych plików:


  
    path = untar_data(URLs.PETS)/'images'
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          Mówi Sylvain


          Podczas korzystania z kursu fast.ai poznałem wiele dobrych praktyk kodowania. Zresztą uczę się ich do tej pory. Biblioteka fastai i notatniki fast.ai są pełne świetnych, niewielkich wskazówek, które pomogły mi stać się lepszym programistą. Zwróć na przykład uwagę, że biblioteka fastai zwraca nie tylko łańcuch zawierający ścieżkę do zbioru danych, ale cały obiekt Path. Jest to naprawdę przydatna klasa. Pochodzi ze standardowej biblioteki Python 3 i znacznie ułatwia dostęp do plików i katalogów. Jeśli wcześniej nie miałeś z nią do czynienia, zapoznaj się z jej dokumentacją lub jakimś samouczkiem, a następnie sprawdź ją w praktyce. Zwróć uwagę na to, że witryna oryginalnego wydania tej książki (https://book.fast.ai/) zawiera odnośniki do zalecanych samouczków związanych z każdym z rozdziałów. W kolejnych rozdziałach będę co jakiś czas przekazywać różne wskazówki dotyczące kodowania, które uznałem za przydatne.

        
      

    
  


  W trzecim wierszu definiujemy funkcję is_cat, która nadaje etykiety kotom na podstawie reguły nazw plików dostarczonej przez twórców zbioru danych:


  
    def is_cat(x): return x[0].isupper()

  


  Funkcji tej używamy w czwartym wierszu, który informuje bibliotekę fastai, jakiego rodzaju zbioru danych używamy i jak jest on zbudowany:


  
    dls = ImageDataLoaders.from_name_func(

  


  
        path, get_image_files(path), valid_pct=0.2, seed=42,

  


  
        label_func=is_cat, item_tfms=Resize(224))

  


  Istnieją różne klasy, które są związane z różnymi rodzajami zbiorów danych i problemów dotyczących uczenia głębokiego — w tym kodzie używamy klasy ImageDataLoaders. Pierwsza część nazwy klasy będzie zazwyczaj oznaczać typ posiadanych danych, na przykład obraz lub tekst.


  Inną ważną informacją, którą musimy przekazać do fastai, jest sposób pobierania etykiet ze zbioru danych. Zbiory danych dotyczące widzenia komputerowego są zwykle zorganizowane w taki sposób, że etykieta obrazu jest częścią nazwy pliku lub ścieżki — najczęściej jest to nazwa folderu nadrzędnego. Biblioteka fastai oferuje szereg standardowych metod etykietowania, a także sposoby na tworzenie własnych. W tym wierszu informujemy bibliotekę fastai, aby użyła funkcji is_cat, którą właśnie zdefiniowaliśmy.


  Na koniec definiujemy transformacje, których potrzebujemy. Transformacja zawiera kod, który jest automatycznie stosowany podczas trenowania. Biblioteka fastai obejmuje wiele predefiniowanych transformacji, a dodawanie nowych jest tak proste jak utworzenie zwykłej funkcji w Pythonie. Istnieją dwa rodzaje transformacji: item_tfms są stosowane po kolei do każdego elementu (w naszym przypadku każdy element jest zmieniany w ten sposób, by stał się kwadratem o rozmiarze 224 pikseli), natomiast batch_tfms są stosowane w całych paczkach elementów przetwarzanych jednocześnie za pomocą procesora graficznego, dzięki czemu są szczególnie szybkie (w tej książce zobaczysz wiele przykładów ich użycia).


  Dlaczego akurat 224 piksele? Jest to standardowy rozmiar ze względów historycznych (wstępnie wytrenowane stare modele wymagają dokładnie tego rozmiaru), ale możesz wybrać zupełnie inny. Jeśli zwiększysz rozmiar, często otrzymasz model z lepszymi wynikami (ponieważ będzie mógł zauważyć większą liczbę szczegółów), ale kosztem szybkości i zużycia pamięci. Oczywiście odwrotnie będzie, jeśli rozmiar zostanie zmniejszony.
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          Słownictwo: klasyfikacja i regresja


          Klasyfikacja i regresja mają w uczeniu maszynowym bardzo specyficzne znaczenie. Odpowiadają one dwóm głównym typom modeli, które będziemy analizować w tej książce. Model klasyfikacji próbuje przewidzieć klasę lub kategorię. Oznacza to, że przewiduje on na podstawie wielu dyskretnych opcji, takich jak „pies” lub „kot”. Model regresji próbuje przewidzieć jedną lub więcej wielkości numerycznych, takich jak temperatura lub lokalizacja. Czasami niektóre osoby używają słowa „regresja” w odniesieniu do określonego rodzaju modelu, zwanego modelem regresji liniowej; jest to błąd i nie będziemy tutaj używać takiej terminologii!

        
      

    
  


  Zbiór danych Pet zawiera 7390 zdjęć psów i kotów, obejmujących 37 ras. Każdy obraz jest oznaczony nazwą pliku: na przykład plik great_pyrenees_173.jpg jest w zbiorze danych 173. przykładem zdjęcia psa rasy pirenejski pies górski. Jeśli obraz jest kotem, nazwy plików rozpoczynają się wielką literą. W przeciwnym razie zaczynają się od małej litery. Musimy poinformować bibliotekę fastai, w jaki sposób powinna pobierać etykiety z nazw plików. W tym celu wywołujemy funkcję from_name_func (co oznacza, że nazwę pliku można wyodrębnić za pomocą funkcji, która jej używa) i przekazujemy wartość x[0].isupper(), która jest równa True, jeśli pierwsza litera pliku jest wielka (czyli jest to kot).


  Najważniejszym parametrem, o którym należy tutaj wspomnieć, jest valid_pct = 0.2. Informuje on bibliotekę fastai, aby przechowywała 20% danych i nie używała ich w ogóle do trenowania modelu. To 20% danych nazywa się zbiorem walidacyjnym; pozostałe 80% to zbiór treningowy. Zbiór walidacyjny służy do pomiaru dokładności modelu. To 20% przechowywanych danych jest wybierane losowo. Gdy uruchamiamy kod, parametr seed = 42 ustawia ziarno generatora losowego zawsze na tę samą wartość, co oznacza, że za każdym razem otrzymujemy taki sam zbiór walidacyjny. Jeśli więc zmienimy model i przekwalifikujemy go, będziemy wiedzieć, że otrzymane różnice będą wynikać z wprowadzonych zmian, a nie z tego, że mamy inny losowy zbiór walidacyjny.


  Biblioteka fastai zawsze pokaże dokładność Twojego modelu przy użyciu jedynie zbioru walidacyjnego, a nie zbioru treningowego. Jest to szczególnie ważne, ponieważ jeśli odpowiednio długo trenujesz wystarczająco duży model, ostatecznie zapamięta on etykietę każdego elementu z Twojego zbioru danych! W rezultacie jednak nie otrzymasz przydatnego modelu, bo przecież zależy nam na tym, by się dowiedzieć, jak dobrze model działa z obrazami, których jeszcze nie zna. Oto cel przy tworzeniu modelu: powinien działać poprawnie z danymi, które pozna dopiero w przyszłości, po wytrenowaniu.


  Nawet jeśli model nie zapamiętał w pełni wszystkich danych, na początku treningu mógł zapamiętać pewne ich fragmenty. Wynika stąd, że im dłużej będziesz trenować, tym lepsza będzie dokładność uzyskana dla zbioru treningowego. Na razie dokładność zbioru walidacyjnego również się poprawi, ale w końcu zacznie się pogarszać, gdy model zacznie zapamiętywać zbiór treningowy, zamiast znajdować możliwe do uogólnienia podstawowe wzorce w danych. Gdy tak się dzieje, mówimy, że model jest nadmiernie dopasowany.


  Na rysunku 1.9 pokazano, co się dzieje, gdy pojawia się nadmierne dopasowanie. Wykorzystaliśmy w tym celu uproszczony przykład, w którym mamy tylko jeden parametr i kilka losowo generowanych danych opartych na funkcji x**2. Jak widać, chociaż prognozy w modelu z nadmiernym dopasowaniem są zbliżone do wartości danych w pobliżu obserwowanych punktów, zaczynają znacznie od nich odbiegać, gdy wychodzą poza zakres.
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  Rysunek 1.9. Przykład nadmiernego dopasowania


  Nadmierne dopasowanie jest najważniejszym i najtrudniejszym problemem dla wszystkich programistów wdrażających za pomocą odpowiednich algorytmów modele uczenia maszynowego, jaki występuje podczas trenowania. Jak zauważysz, łatwo jest stworzyć model świetnie radzący sobie z prognozowaniem dokładnych danych, na których został wytrenowany, ale o wiele trudniej jest uzyskać dokładne prognozy dla danych, których model nigdy wcześniej nie widział. I oczywiście te dane powinny mieć znaczenie w praktyce. Na przykład, jeśli stworzysz klasyfikator cyfr pisanych ręcznie (wkrótce to zrobimy!) i użyjesz go do rozpoznawania liczb wypisanych na czekach, nigdy nie napotkasz żadnej z tych, za pomocą których model został wytrenowany — na każdym czeku liczby będą zapisane w nieco odmienny sposób.


  W tej książce poznasz wiele metod unikania nadmiernego dopasowania. Jednak z tych metod należy korzystać dopiero po potwierdzeniu, że ten problem rzeczywiście występuje (to znaczy jeśli podczas treningu zaobserwowałeś pogorszenie dokładności walidacji). Często zauważamy, że programiści stosują techniki unikania nadmiernego dopasowania, nawet jeśli mają wystarczającą ilość danych, z którymi nie musieliby tego robić. W rezultacie uzyskują model, który może być mniej dokładny niż to, co mogliby osiągnąć.
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          Zbiór walidacyjny


          Gdy trenujesz model, zawsze musisz mieć zarówno zbiór treningowy, jak i walidacyjny. Dokładność modelu mierzysz jedynie za pomocą zbioru walidacyjnego. Jeśli trenujesz zbyt długo i nie masz wystarczającej ilości danych, zobaczysz, że dokładność modelu zacznie się pogarszać; nazywa się to nadmiernym dopasowaniem. Biblioteka fastai domyślnie ustawia wartość parametru valid_pct na 0.2, więc nawet jeśli zapomnisz, i tak utworzy zbiór walidacyjny!

        
      

    
  


  Piąty wiersz kodu trenującego system do rozpoznawania obrazów mówi bibliotece fastai, aby utworzyła konwolucyjną sieć neuronową (ang. convolutional neural network — CNN), i określa, jakiej architektury należy użyć (to znaczy jaki rodzaj modelu trzeba utworzyć), z jakimi danymi chcielibyśmy trenować tę sieć i jakiego wskaźnika używać:


  
    learn = cnn_learner(dls, resnet34, metrics=error_rate)

  


  Dlaczego wybraliśmy właśnie konwolucyjną sieć neuronową? Jest to najbardziej zaawansowane osiągnięcie w tworzeniu modeli widzenia komputerowego. W tej książce dowiesz się wszystkiego o działaniu sieci CNN. Ich budowa jest inspirowana sposobem działania ludzkiego systemu widzenia.


  W bibliotece fastai istnieje wiele architektur, które jeszcze przedstawimy w książce (powiemy także, jak stworzyć własną). Jednak w większości przypadków wybór architektury nie jest zbyt ważną częścią procesu uczenia głębokiego. Jest to coś, o czym naukowcy uwielbiają rozmawiać, ale co w praktyce jest zbyt mało prawdopodobne, byś musiał temu poświęcać wiele czasu. Istnieje kilka standardowych architektur, które są dość uniwersalne. W tym przypadku używamy architektury o nazwie ResNet, o której będziemy jeszcze dużo mówić. Jest szybka i dokładna w przypadku wielu różnych zbiorów danych i problemów. Wartość 34 w nazwie resnet34 odnosi się do liczby warstw w tym wariancie architektury (inne opcje to 18, 50, 101 i 152). Modele korzystające z architektur z większą liczbą warstw wymagają dłuższego trenowania i są bardziej podatne na nadmierne dopasowanie (to znaczy nie można ich trenować przez wiele epok, ponieważ dokładność zbioru walidacyjnego zacznie się pogarszać). Z drugiej strony, jeśli używamy większych ilości danych, mogą być nieco dokładniejsze.


  Co to jest wskaźnik? Wskaźnik to funkcja, która mierzy jakość prognoz modelu za pomocą zbioru walidacyjnego i której wartość zostanie wyprowadzona pod koniec każdej epoki. W tym przypadku używamy funkcji error_rate, czyli takiej, która jest dostarczana przez bibliotekę fastai i realizuje dokładnie to, co oznacza jej nazwa: informuje, jaki procent obrazów w zbiorze walidacyjnym został nieprawidłowo sklasyfikowany. Innym powszechnie stosowanym wskaźnikiem klasyfikacji jest accuracy — dokładność (która wynosi po prostu 1.0 - error_rate). Biblioteka fastai udostępnia o wiele więcej wskaźników, które zostaną omówione w dalszej części książki.


  Pojęcie wskaźnika może być związane ze stratą, ale pomiędzy tymi dwoma terminami istnieje duża różnica. Ogólnym celem straty jest zdefiniowanie „miary wydajności”, której trenowany system może użyć do automatycznej aktualizacji wag. Innymi słowy, dobrą opcją w przypadku straty jest taka, która jest łatwa w użyciu przez stochastyczny spadek wzdłuż gradientu. Wskaźnik zaś definiuje się ze względu na jego przyszłe wykorzystanie przez człowieka. Dobry wskaźnik można łatwo zrozumieć, a oprócz tego powinien być jak najbardziej związany z tym, co powinien wykonać model. Czasami możesz przyjąć, że funkcja straty jest odpowiednim wskaźnikiem, ale nie musi tak być w każdym przypadku.


  Funkcja cnn_learner ma również wstępnie wytrenowany parametr, który domyślnie wynosi True (więc jest używany, mimo że go nie określiliśmy). Przypisuje on wagom w modelu wartości, które zostały już wytrenowane przez ekspertów w zakresie rozpoznawania tysięcy różnych kategorii w zbiorze zawierającym 1,3 miliona zdjęć (przy użyciu słynnego zbioru danych ImageNet; patrz http://www.image-net.org/). Model z wagami, które zostały już wytrenowane za pomocą innego zbioru danych, jest nazywany modelem wstępnie wytrenowanym. Prawie zawsze powinieneś używać wstępnie wytrenowanego modelu, ponieważ oznacza to, że Twój model będzie już bardzo inteligentny, zanim jeszcze udostępnisz mu jakiekolwiek dane. Jak się dowiesz, w modelu uczenia głębokiego wiele funkcji to rzeczy, których zawsze będziesz potrzebować niezależnie od jego szczegółów. Na przykład elementy wstępnie wytrenowanych modeli będą obsługiwać wykrywanie krawędzi, gradientu i koloru, co jest potrzebne do wielu zadań.


  Z użyciem wstępnie wytrenowanego modelu funkcja cnn_learner usunie ostatnią warstwę, ponieważ jest ona zawsze specjalnie dopasowana do pierwotnego zadania treningowego (czyli klasyfikowania zbioru danych ImageNet). Warstwa ta zostanie zastąpiona jedną lub większą liczbą nowych warstw z losowymi wagami mających rozmiar odpowiedni do zbioru danych, z którym pracujesz. Ta ostatnia część modelu jest nazywana wierzchołkiem.


  Korzystanie z wcześniej wytrenowanych modeli jest najważniejszą metodą, dzięki której możemy trenować kolejne, dokładniejsze modele, przy czym cała operacja odbywa się szybciej, z użyciem mniejszej ilości danych oraz w krótszym czasie, a także przy niższym poziomie kosztów. Mógłbyś w tym miejscu pomyśleć, że używanie wstępnie wytrenowanych modeli jest obszarem głębokiego uczenia najbardziej interesującym naukowców… ale bardzo byś się mylił! Znaczenie wstępnie wytrenowanych modeli nie jest generalnie brane pod uwagę ani omawiane w większości kursów, książek lub funkcji bibliotek oprogramowania, jak również jest rzadko uwzględniane w artykułach naukowych. Piszemy tę książkę na początku 2020 roku, widząc, że dużo zaczyna się zmieniać, jednak może to trochę potrwać. Bądź więc ostrożny: większość ludzi, z którymi będziesz rozmawiać, prawdopodobnie nie doceni tego, co możesz osiągnąć w uczeniu głębokim przy użyciu niewielkich zasobów, ponieważ nie będzie dokładnie rozumieć, jak należy używać wstępnie wytrenowanych modeli.


  Wykorzystanie wstępnie wytrenowanego modelu do wykonania zadania innego niż to, do którego został pierwotnie przystosowany, jest znane jako uczenie transferowe. Niestety, ponieważ uczenie transferowe nie jest szczególnie popularne, istnieje niewiele wstępnie wytrenowanych modeli. Niewiele wstępnie wytrenowanych modeli jest dostępnych na przykład w dziedzinie medycyny, co sprawia, że uczenie transferowe jest trudne do zastosowania. Ponadto nie zostało jeszcze dobrze rozpoznane, jak można wykorzystać uczenie transferowe do zadań takich jak analiza szeregów czasowych.
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          Słownictwo: uczenie transferowe


          Użycie wstępnie wytrenowanego modelu do realizacji zadania innego niż to, do którego został on pierwotnie przystosowany.

        
      

    
  


  Szósty wiersz kodu informuje bibliotekę fastai, w jaki sposób powinna dopasować model:


  
    learn.fine_tune(1)

  


  Jak już wspominaliśmy, architektura opisuje tylko szablon funkcji matematycznej; tak naprawdę nie potrafi nic zrobić, dopóki nie dostarczymy wartości milionom parametrów, które zawiera.


  Oto klucz do uczenia głębokiego: określenie, jak należy dopasować parametry modelu, aby zmusić go do rozwiązania problemu. Aby dopasować model, musimy przekazać przynajmniej jedną informację: ile razy należy przyglądać się każdemu z obrazów (wartość znana pod nazwą liczby epok). Liczba wybranych przez Ciebie epok będzie w dużej mierze zależeć od tego, ile masz dostępnego czasu i jak długo w praktyce zajmie Ci dopasowanie modelu. Jeśli na początku wybierzesz zbyt małą liczbę, zawsze będziesz mógł później trenować przez kolejne epoki.


  Ale dlaczego metoda nazywa się fine_tune, a nie fit? Biblioteka fastai faktycznie zawiera metodę zwaną fit, która rzeczywiście dopasowuje model (czyli wielokrotnie przegląda obrazy w zbiorze treningowym, za każdym razem aktualizując parametry, aby prognozy były coraz bliższe docelowym etykietom). Ale w tym przypadku zaczęliśmy od wstępnie wytrenowanego modelu i nie chcieliśmy odrzucać wszystkich możliwości, które już ma. Jak się dowiesz, istnieje kilka ważnych sztuczek pozwalających dostosować wstępnie wytrenowany model do nowego zbioru danych — jest to proces zwany dostrajaniem.
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          Słownictwo: dostrajanie


          Technika uczenia transferowego, która aktualizuje parametry wstępnie wytrenowanego modelu przez trenowanie go przez dodatkowe epoki przy użyciu innego zadania niż to, które zostało wykorzystane do treningu wstępnego.

        
      

    
  


  Gdy używasz metody fine_tune, biblioteka fastai wykonuje te wszystkie sztuczki za Ciebie. Istnieje kilka parametrów, które możesz ustawić (omówimy je później), jednak w pokazanej tutaj domyślnej formie metoda realizuje dwa działania:


  
    	Używa jednej epoki, aby dopasować tylko te części modelu, które są niezbędne, by nowy, losowy wierzchołek działał poprawnie z Twoim zbiorem danych.


    	Używa tylu epok, ilu zażądano podczas wywołania metody, aby dopasować cały model przez aktualizowanie wag późniejszych warstw (zwłaszcza wierzchołka) szybciej niż wagi warstw wcześniejszych (które, jak jeszcze zobaczysz, nie wymagają, generalnie rzecz biorąc, wielu zmian we wstępnie wytrenowanych wagach).

  


  Wierzchołek modelu to element, który został właśnie dodany, aby odpowiadać nowemu zbiorowi danych. Epoka to jedno pełne przetworzenie zbioru danych. Po wywołaniu funkcji fine_tune zostają wyświetlone wyniki uzyskane po każdej epoce. Widzimy więc numer epoki, wartości straty zbioru treningowego i walidacyjnego (są to „miary wydajności” używane do trenowania modelu), a także wszelkie żądane wskaźniki (w tym przypadku poziom błędów).


  Za pomocą tego kodu model nauczył się rozpoznawać koty i psy tylko na podstawie zaetykietowanych przykładów. Ale jak to się stało?


  Czego nauczył się program do rozpoznawania obrazów?


  Na tym etapie mamy już moduł rozpoznawania obrazów, który działa dobrze, ale nie mamy pojęcia, co właściwie robi! Chociaż wiele osób narzeka, że uczenie głębokie przyczynia się do powstawania tajemniczych modeli „czarnych skrzynek” (czyli czegoś, co zwraca prognozy, chociaż nikt nie może zrozumieć, w jaki sposób to robi), w rzeczywistości nie jest to wcale prawdą. Istnieje wiele badań pokazujących, w jaki sposób można dogłębnie przeanalizować modele uczenia głębokiego i uzyskać o nich wiele informacji. Mimo to w przypadku każdego rodzaju modelu uczenia maszynowego (w tym uczenia głębokiego i tradycyjnego modelu statystycznego) istnieje niebezpieczeństwo, że nie będzie można łatwo zrozumieć jego działania, zwłaszcza biorąc pod uwagę to, jak będzie się on zachowywać, gdy napotka dane, które bardzo się będą różnić od danych używanych do trenowania. W tej książce będziemy jeszcze wspominać o tym problemie.


  W 2013 roku doktorant Matt Zeiler i jego opiekun Rob Fergus opublikowali artykuł Visualizing and Understanding Convolutional Networks („Wizualizacja i zrozumienie sieci konwolucyjnych” — https://oreil.ly/iP8cr), w którym pokazali, jak wizualizować wagi sieci neuronowej wytrenowane w każdej warstwie modelu. Dokładnie przeanalizowali model, który wygrał konkurs ImageNet w 2012 roku, i z sukcesem wykorzystali uzyskane wyniki do znacznego jego ulepszenia, dzięki czemu byli w stanie wygrać konkurs w 2013 roku! Na rysunku 1.10 przedstawiono opublikowany przez nich obraz wag pierwszej warstwy.
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  Rysunek 1.10. Aktywacje pierwszej warstwy CNN (dzięki uprzejmości Matthew D. Zeilera i Roba Fergusa)


  Powyższy obraz wymaga wyjaśnienia. W przypadku każdej warstwy fragment obrazu z jasnoszarym tłem przedstawia wagi zrekonstruowane, a większy obszar na dole zawiera elementy obrazów treningowych, które najlepiej pasowały do każdego zbioru wag. W przypadku warstwy 1. widzimy, że model odkrył wagi, które reprezentują krawędzie ukośne, poziome i pionowe, a także różne gradienty (należy pamiętać, że dla każdej warstwy wyświetlany jest tylko podzbiór cech; w praktyce na wszystkich warstwach są ich tysiące).


  Są to podstawowe elementy konstrukcyjne, których model nauczył się na potrzeby widzenia komputerowego. Zostały one dokładnie przeanalizowane przez neurobiologów i naukowców z dziedziny widzenia komputerowego i okazało się, że te wytrenowane elementy konstrukcyjne są bardzo podobne do podstawowych mechanizmów znajdujących się w ludzkim oku, a także do takich cech widzenia komputerowego, które zostały opracowane, zanim pojawiło się uczenie głębokie. Na rysunku 1.11 została przedstawiona następna warstwa.
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  Rysunek 1.11. Aktywacje drugiej warstwy CNN (dzięki uprzejmości Matthew D. Zeilera i Roba Fergusa)


  W przypadku warstwy 2. istnieje dziewięć przykładów rekonstrukcji wag dla każdej z cech znalezionych przez model. Widzimy, że model nauczył się tworzyć detektory cech, które szukają narożników, powtarzających się linii, okręgów i innych prostych wzorów. Te detektory są zbudowane z podstawowych elementów konstrukcyjnych opracowanych w pierwszej warstwie. W przypadku każdego z nich prawa strona obrazu przedstawia małe fragmenty rzeczywistych obrazów, które są najbardziej zgodne z określonymi cechami. Na przykład wzór w wierszu 2. i kolumnie 1. odpowiada gradientom i teksturom związanym z zachodem słońca.


  Rysunek 1.12 przedstawia obraz wykorzystany w artykule, pokazujący wyniki rekonstrukcji cech warstwy 3.
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  Rysunek 1.12. Aktywacje trzeciej warstwy CNN (dzięki uprzejmości Matthew D. Zeilera i Roba Fergusa)


  Patrząc na prawą stronę tego obrazu, widzimy, że cechy są teraz w stanie zidentyfikować komponenty semantyczne wyższego poziomu (i dopasować się do nich), takie jak koła samochodu, tekst, czy płatki kwiatów. Jak pokazano na rysunku 1.13, z wykorzystaniem tych komponentów warstwy 4. i 5. mogą identyfikować pojęcia jeszcze wyższego poziomu.
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  Rysunek 1.13. Aktywacje czwartej i piątej warstwy CNN (dzięki uprzejmości Matthew D. Zeilera i Roba Fergusa)


  W tym artykule analizowano starszy model o nazwie AlexNet, który zawierał tylko pięć warstw. Obecnie sieci mogą zawierać setki warstw, więc możesz sobie wyobrazić, jak zaawansowane są cechy opracowane przez takie modele!


  Gdy dostrajaliśmy wcześniej wytrenowany model, modyfikowaliśmy to, na czym koncentrują się ostatnie warstwy (kwiaty, ludzie, zwierzęta), aby zająć się jedynie problemem odróżniania kotów od psów. Mówiąc bardziej ogólnie, moglibyśmy wyspecjalizować taki wstępnie wytrenowany model do wykonywania wielu różnych zadań. Spójrzmy na kilka przykładów.


  Systemy do rozpoznawania obrazów mogą radzić sobie z zadaniami innymi niż analiza obrazów


  Jak sama nazwa wskazuje, system do rozpoznawania obrazów może rozpoznawać tylko obrazy. Wiele rzeczy można jednak przedstawić jako obrazy, a to oznacza, że mechanizm rozpoznawania obrazów może się nauczyć wykonywania wielu różnych zadań.


  Na przykład można zamienić dźwięk w spektrogram, który jest wykresem pokazującym, jak wiele danej częstotliwości znajduje się w każdym miejscu pliku dźwiękowego. Student kursu fast.ai Ethan Sutin zastosował to podejście, aby z łatwością zdetronizować dostępną wówczas dokładność najnowocześniejszego modelu wykrywania dźwięków środowiskowych (https://oreil.ly/747uv) przy użyciu zbioru danych zawierającego 8732 dźwięki pochodzące z terenów miejskich. Funkcja show_batch biblioteki fastai wyraźnie udowadnia, że każdy dźwięk ma dość charakterystyczny spektrogram, co widać na rysunku 1.14.
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  Rysunek 1.14. Funkcja show_batch użyta ze spektrogramami różnych dźwięków


  Szeregi czasowe można łatwo przekształcić w obraz po prostu przez narysowanie ich na wykresie. Jednak często dobrym pomysłem jest przedstawienie danych w sposób, jaki maksymalnie ułatwia rozpoznawanie najważniejszych komponentów. W szeregu czasowym najprawdopodobniej interesujące będą czynniki takie jak epizodyczność i anomalie.


  Dla danych reprezentujących szeregi czasowe są dostępne różne transformacje. Na przykład student kursu fast.ai Ignacio Oguiza na podstawie zbioru danych szeregów czasowych stworzył przy użyciu techniki zwanej Gramian Angular Difference Field (GADF) obrazy służące do klasyfikowania oliwy z oliwek. Rezultat możesz zobaczyć na rysunku 1.15. Następnie wprowadził je do modelu klasyfikacji obrazów, takiego jak ten, który analizujemy w tym rozdziale. Otrzymane wyniki, pomimo że zawierały tylko 30 obrazów zbioru treningowego, miały ponad 90-procentową dokładność i były zbliżone do aktualnego stanu wiedzy.
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  Rysunek 1.15. Przekształcanie szeregów czasowych w obrazy


  Kolejny ciekawy przykład projektu stworzonego dzięki kursowi fast.ai pochodzi od Gleba Esmana. Pracował on w firmie Splunk nad wykrywaniem oszustw. Korzystał ze zbioru danych dotyczących tego, w jaki sposób użytkownicy poruszają i klikają myszą. Zbiory te zamienił w obrazy, na których przedstawił za pomocą kolorowych linii pozycję, prędkość i przyspieszenie wskaźników myszy. Kliknięcia były wyświetlane za pomocą kolorowych kółek (https://oreil.ly/6-I_X), co widać na rysunku 1.16. Następnie wyniki zostały przesłane do modelu rozpoznawania obrazów, podobnego do tego, którego używaliśmy w tym rozdziale. Działał on tak dobrze, że aż doprowadził do opatentowania rozwiązania służącego do analizy oszustw!
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  Rysunek 1.16. Zamiana sposobu obsługi myszy komputerowej na obraz


  Inny przykład pochodzi z artykułu Malware Classification with Deep Convolutional Neural Networks („Klasyfikowanie złośliwego oprogramowania za pomocą głębokich konwolucyjnych sieci neuronowych” — https://oreil.ly/l_knA) autorstwa Mahmouda Kalasha i in., w którym wyjaśniono, że „złośliwy plik binarny jest dzielony na 8-bitowe sekwencje, które następnie są konwertowane na równoważne im wartości dziesiętne. Otrzymany wektor dziesiętny jest przekształcany, a na jego podstawie zostaje wygenerowany obraz w odcieniach szarości, który reprezentuje próbkę złośliwego oprogramowania”. Wynik tego działania jest przedstawiony na rysunku 1.17.
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  Rysunek 1.17. Proces klasyfikowania złośliwego oprogramowania


  Następnie autorzy przedstawiają wygenerowane „obrazy”, różniące się od siebie w zależności od kategorii złośliwego oprogramowania, co pokazano na rysunku 1.18.
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  Rysunek 1.18. Przykłady rodzajów złośliwego oprogramowania


  Jak widać, różne typy złośliwego oprogramowania mają bardzo charakterystycznie cechy, rozpoznawalne przez ludzkie oko. Model, który naukowcy wyszkolili na podstawie otrzymanych wyników, dokładniej klasyfikował szkodliwe oprogramowanie niż jakakolwiek poprzednia metoda zaprezentowana w literaturze naukowej. Wynika stąd dobra, praktyczna zasada przekształcania zbioru danych w reprezentację graficzną: jeśli ludzkie oko może przydzielić obrazy do różnych kategorii, model uczenia głębokiego również powinien to potrafić.


  Ogólnie rzecz biorąc, okazuje się, że niewielka liczba metod uczenia głębokiego może być jednak zupełnie wystarczająca, a przy tym bardzo skuteczna, jeśli tylko wykażesz się pewną kreatywnością w prezentowaniu danych! Nie powinieneś jednak traktować 
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