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    Informacje o autorze


    Ron Kneusel zajmuje się zawodowo uczeniem maszynowym od 2003 r., a w 2016 r. uzyskał stopień doktora w dziedzinie uczenia maszynowego na Uniwersytecie Kolorado w Boulder. Obecnie pracuje w firmie L3Harris Technologies, Inc. Jest autorem dwóch innych książek, opublikowanych nakładem wydawnictwa Springer: Numbers and Computers oraz Random Numbers and Computers.


    Informacje o recenzencie merytorycznym


    Paul Nord pracuje na Wydziale Fizyki i Astronomii Uniwersytetu Valparaiso jako specjalista techniczny i asystent badawczy. W 1991 r. ukończył studia na Uniwer-sytecie Valparaiso na kierunku fizyka. Ponadto na tej samej uczelni uzyskał tytuł magistra analityki i modelowania w 2017 r. Paul uczestniczył w wielu projektach związanych z uczeniem maszynowym, w tym takim jak Disk Detective Collabora-tion, w grupie dyskusyjnej Faculty Learning Community, a także w wystawie sztuki wygenerowanej za pomocą algorytmu Google Deep Dream. Uczestniczy także w rozwoju i promowaniu programów naukowych skierowanych do dzieci w każdym wieku.

  


  
    Przedmowa


    Odkąd nastała współczesna era cyfrowa, naukowcy i inżynierowie inspirują się budową ludzkiego mózgu, na podstawie której możemy sobie wyobrazić, w jaki sposób rozbudowane, działające równolegle sieci prostych procesorów przypominających neurony są w stanie się uczyć i adaptować pod wpływem doświadczenia. W miarę opracowywania nowych metod matematycznych zagadnienie to wzbudzało kolejne fale entuzjazmu. W 1958 r. Frank Rosenblatt zaprezentował urządzenie zwane perceptronem, które miało niesamowitą właściwość uczenia się rozwiązywania dowolnego wyznaczonego zadania. Radość z odkrycia trwała do czasu, gdy Marvin Minsky i Seymour Papert przeprowadzili dogłębną analizę ukazującą teoretyczne oraz praktyczne ograniczenia możliwości perceptronu.


    W drugiej połowie lat 80. ubiegłego wieku kognitywista David Rumelhart wraz z Geoffreyem Hintonem i Ronaldem Williamsem opracował algorytm propagacji wstecznej umożliwiający przezwyciężenie ograniczeń zdefiniowanych przez Minsky’ego i Paperta. Imponujące prezentacje możliwości algorytmu, na przykład w postaci systemu przetwarzania tekstu na mowę NetTalk, doprowadziły do kolejnego wzrostu zainteresowania sieciami neuronowymi. Tym razem entuzjazm wygasł w momencie, gdy okazało się, że algorytm nie był w stanie radzić sobie z bardziej rozbudowanymi problemami.


    W ciągu kolejnych dwudziestu lat nastąpił wzrost mocy obliczeniowej komputerów, zwiększyły się rozmiary zestawów danych, a także pojawiły się nowe narzędzia programistyczne ułatwiające budowanie sieci neuronowych. Dzięki tym usprawnieniom możliwe stało się tworzenie znacznie większych modeli. Dziedzina ta została przemianowana na uczenie głębokie (ang. deep learning), a nowe pokolenie adeptów tej sztuki mogło zacząć rozwiązywać problemy o dotychczas niewyobrażalnej skali.


    Chociaż historia sugeruje, że w trakcie rozwijania uczenia głębokiego ponownie natrafimy na mur, technologia ta jest w stanie rozwiązywać skomplikowane praktyczne problemy o dużym znaczeniu. Dzięki niej już teraz zmienia się nasze życie, począwszy od asystentów sterowanych głosem, poprzez dokładne i profesjonalne analizy obrazów medycznych czy inteligentne pojazdy, aż po mnóstwo zastosowań, o których istnieniu nie mamy nawet pojęcia. Rewolucja uczenia głębokiego zbliża się wielkimi krokami, a przyszłość niesie ze sobą obietnicę jeszcze większego potencjału.


    Można pomyśleć, że tak zaawansowana technologia wykracza poza pojęcie przeciętnego człowieka, ale rządzące nią zasady okazują się całkiem zrozumiałe i przystępne. W rzeczy samej, akademiccy pionierzy rewolucji uczenia głębokiego byli z wykształcenia psychologami. Standardowy komputer z zainstalowanymi bezpłatnymi narzędziami programistycznymi całkowicie wystarczy do testowania pojęć i koncepcji opisanych w tej książce. Przy niewielkiej inwestycji w podzespoły sprzętowe (dotyczy to przede wszystkim karty graficznej) komputer zyskuje możliwości, którymi jeszcze dekadę temu dysponowały potężne superkomputery, co pozwala na prowadzenie skomplikowanych badań i wprowadzanie zaawansowanych implementacji.


    Dr Kneusel jest ekspertem w dziedzinie przetwarzania obrazów i ma ponad piętnastoletnie doświadczenie branżowe w uczeniu maszynowym. Książkę tę napisał z myślą o wyjaśnieniu fenomenu uczenia głębokiego nowicjuszom oraz hobbystom. Zakłada on brak kierunkowego wykształcenia u czytelników, dlatego rozpoczyna podróż po krainie uczenia maszynowego od samego początku. Pokazuje najpierw sposób tworzenia zestawów danych nadających się do skutecznego uczenia modelu uczenia głębokiego. Następnie przechodzi do omówienia klasycznych algorytmów uczenia maszynowego po to, aby stworzyć podwaliny opisu metod prowadzących do rewolucji uczenia głębokiego.


    W książce tej znajdziesz nie tylko solidne podłoże teoretyczne, ale także porady praktyczne ułatwiające czytelnikom projektowanie własnych modeli i rozwiązań. Wyjaśnia między innymi techniki strojenia i oceniania skuteczności modelu uczenia maszynowego za pomocą współczesnych standardów weryfikacji. Autor w całej książce kładzie szczególny nacisk na podejście intuicyjne. Wiedza praktyczna jest budowana na intuicji.


    Książka ta ma również za zadanie pomóc czytelnikowi wdrożyć się w bardziej zaawansowane metody i algorytmy. Ostatnie cztery rozdziały zostały poświęcone splotowym sieciom neuronowym, sercu nadzorowanego uczenia maszynowego. W opisywanych eksperymentach zostały wykorzystane standardowe zestawy danych, dobrze znane każdemu ekspertowi. Podsumowanie tych rozdziałów stanowi studium przypadku opisujące przykład rozwiązania problemu, począwszy od uzyskania zestawu danych, aż po ocenę skuteczności modelu.


    Żadna książka nie wyczerpuje całkowicie tematu. Deep Learning. Praktyczne wprowadzenie z zastosowaniem środowiska Pythona stanowi jedynie wprowadzenie. Ostatni rozdział jest swoistym przewodnikiem wskazującym potencjalne kierunki i przystanki Twojego zainteresowania w podróży ku rewolucji uczenia głębokiego. Rozkoszuj się tą podróżą.


    Doktor habilitowany Michael C. Mozer

    Profesor Wydziału Informatyki

    i Instytutu Kognitywistyki

    Uniwersytetu Kolorado w Boulder


    Pracownik naukowy

    w organizacji Google Research

    Mountain View, Kalifornia

  


  
    Podziękowania


    Jestem sobą nie jako osobny byt, lecz jedynie jako cząstka wszystkich innych bytów.


    Zgodnie z powyższym cytatem Davida Bentleya Harta jesteśmy sobą wyłącznie w odniesieniu do wszystkich innych ludzi. Dotyczy to każdego obszaru naszego życia, w tym także pisania książek.


    W pierwszej kolejności chciałbym podziękować rodzinie za cierpliwość i dodawanie mi otuchy w czasie realizowania tego projektu.


    Następnie chciałbym złożyć wyrazy wdzięczności mojej redaktor z wydawnictwa No Starch Press, znakomitej i profesjonalnej Alex Freed, która przerobiła masę chaotycznego tekstu w spójną i przystępną książkę. To samo dotyczy Paula Norda, który ustrzegł mnie przed głupimi błędami oraz sprawdził, czy twierdzenia zamieszczone w tej książce są rzeczywiście prawdziwe. Biorę na siebie winę za wszelkie inne błędy, które pozostały, gdyż nie posłuchałem sugestii Paula.


    Na koniec dziękuję wszystkim pracownikom wydawnictwa No Starch Press za wiarę w pomysł na tę książkę i za jego urzeczywistnienie.

  


  
    Wstęp


    [image: ]Jeszcze jako uczeń szkoły średniej chciałem napisać grę w kółko i krzyżyk, w której człowiek mógłby grać przeciwko komputerowi. W tamtym czasie byłem błogo nieświadomy podejścia informatyków do takiego zagadnienia. Miałem jedynie własne przemyślenia, zgodnie z którymi wystarczyła implementacja mnóstwa reguł za pomocą prostych instrukcji if-then oraz goto w dość nieuporządkowanym dialekcie Applesoft BASIC. Mój program zawierało mnóstwo reguł; było tego łącznie jakieś kilkaset wierszy kodu.


    Sam w sobie program działał całkiem nieźle aż do chwili, gdy wykryłem sekwencję ruchów nieuwzględnioną w regułach, przez co zacząłem wygrywać za każdym razem. Byłem przekonany, że istnieje jakiś sposób uczenia komputera rozwiązywania danych zadań poprzez pokazywanie mu przykładów, a nie odgórne definiowanie kodu oraz reguł; wierzyłem, że można jakoś zmusić komputer do samodzielnej nauki.


    W połowie lat 80. ubiegłego wieku, już jako student, byłem bardzo podekscytowany możliwością zapisu na kurs omawiający tematykę sztucznej inteligencji. W końcu dowiedziałem się, jak można stworzyć program grający w kółko i krzyżyk, ale komputer nadal się nie uczył; mimo wszystko ciągle był używany jedynie sprytny algorytm. Na tym samym kursie mimochodem przekonano nas, że chociaż spodziewano się któregoś dnia zwycięstwa komputera nad mistrzem szachowym (co rzeczywiście miało miejsce w 1997 r.), to niemożliwe było pokonanie najlepszego gracza w go przez maszynę. W marcu 2016 r. dokonał tego program bazujący na uczeniu głębokim o nazwie AlphaGo.


    W 2003 r. jako konsultant w firmie zajmującej się obliczeniami naukowymi zostałem przydzielony do współpracy z jednym z głównych producentów urządzeń medycznych. Celem była klasyfikacja w czasie rzeczywistym obrazów ultrasonograficznych tętnic wieńcowych za pomocą uczenia maszynowego (ang. machine learning): działu sztucznej inteligencji, w którym algorytmy samodzielnie uczą się na podstawie dostarczanych danych i tworzą modele, które nie są jawnie programowane przez człowieka. Właśnie na coś takiego czekałem!


    Miałem mglistą świadomość istnienia uczenia maszynowego oraz dziwnych tworów zwanych sieciami neuronowymi, które potrafiły uzyskiwać interesujące wyniki, ale zasadniczo uczenie maszynowe ograniczało się do niedużego obszaru badawczego i nie stanowiło jakiegoś wielkiego fenomenu, nad którym rozczulałby się zanadto przeciętny informatyk. Jednak w trakcie realizowania projektu zakochałem się w koncepcji uczenia komputera realizowania różnych zadań bez potrzeby jawnego pisania dużej ilości kodu. Samodzielnie rozwijałem wiedzę na ten temat nawet po zakończeniu projektu.


    Mniej więcej w okolicach 2010 r. brałem udział w kolejnym projekcie powiązanym z uczeniem maszynowym. Trafiłem w idealnym momencie. Ludzie od niedawna zaczęli rozprawiać o nowej technice uczenia maszynowego zwanej uczeniem głębokim, dzięki któremu do łask powróciły sieci neuronowe. Podwoje rewolucji otworzyły się w 2012 r. Miałem szczęście uczestniczyć w konferencji ICML 2012 w szkockim Edynburgu, gdzie firma Google zaprezentowała przełomowe wyniki algorytmu uczenia głębokiego rozpoznającego koty na filmikach z serwisu YouTube. Sala konferencyjna była zapełniona. Jak by nie patrzeć, w wydarzeniu wzięła udział zdumiewająca liczba 800 osób.


    Słowa te piszę w 2020 r., a konferencja, w której ostatnio uczestniczyłem, gościła ponad 13 000 uczestników. Szał uczenia maszynowego rozgorzał na dobre: to już nie jest przelotna moda, która minie lada chwila. Uczenie maszynowe już wpłynęło w olbrzymim stopniu na nasze życie, a to dopiero początek. Dobrze byłoby wiedzieć coś więcej o tym fenomenie, ponad często rozdmuchane prezentacje przedstawiające wszystko poza faktami; same w sobie fakty te są wystarczająco interesujące i nie potrzebują dodatkowej reklamy. Właśnie dlatego powstała ta książka: pozwoli Ci ona poznać podstawy uczenia maszynowego. W szczególności przyjrzymy się zagadnieniu uczenia głębokiego.


    Dla kogo jest przeznaczona ta książka?


    Napisałem tę książkę z myślą o czytelnikach niemających wiedzy o uczeniu maszynowym, cechujących się jednak ciekawością świata i chęcią do eksperymentowania. Aparat matematyczny zredukowałem do minimum. Za cel wyznaczyłem sobie pomoc w zrozumieniu podstawowych pojęć i opracowanie intuicyjnego podejścia, za pomocą którego będziesz mógł rozwijać się dalej.


    Jednocześnie nie chciałem pisać książki, w której wyjaśniałbym jedynie, jak należy korzystać z istniejących narzędzi, a jednocześnie pozbawionej rzeczywistej treści wyjaśniającej, dlaczego trzeba z nich tak korzystać. To prawda, że jeżeli interesuje Cię jedynie sposób działania, to będziesz w stanie tworzyć przydatne modele. Jednak bez znajomości przyczyny będziesz jedynie naśladować innych, a nie rozumieć proces, nie wspominając nawet o dołożeniu własnej cegiełki do rozwoju branży.


    Zakładam tu z kolei, że masz doświadczenie w programowaniu w dowolnym języku. Bez względu na to, czy jesteś studentem, czy pracownikiem korporacji, domyślnym językiem uczenia maszynowego jest Python, dlatego będziemy korzystać właśnie z niego. Zakładam także, że opanowałeś matematykę na poziomie szkoły średniej, ale nie rachunek różniczkowo-całkowy. Chcąc nie chcąc, będziemy mieli nieco do czynienia z tym rachunkiem, jednak powinieneś bez większego problemu rozumieć omawiane przeze mnie pojęcia, nawet jeżeli nigdy nie miałeś do czynienia z tą techniką. Przyjmuję też, że wiesz co nieco na temat statystyki i podstaw rachunku prawdopodobieństwa. Nie martw się, jeżeli zapomniałeś te rzeczy od czasu szkoły średniej; w rozdziale 1. znajdziesz podrozdziały wprowadzające Cię w te zagadnienia.


    Czego się nauczysz?


    Jeżeli przestudiujesz tę książkę w całości, nauczysz się następujących rzeczy:


    
      	Budowanie dobrego zestawu danych uczących. Taki zestaw danych odpowiednio przygotowuje model do pracy z nowymi, nieznanymi danymi.


      	Korzystanie z dwóch wiodących narzędzi uczenia maszynowego: scikit-learn i Keras.


      	Ocena skuteczności modelu po jego wytrenowaniu i przetestowaniu.


      	Stosowanie kilku klasycznych modeli uczenia maszynowego, takich jak algorytmy k najbliższych sąsiadów, lasów losowych lub maszyn wektorów nośnych.


      	Mechanizm działania i uczenia sieci neuronowych.


      	Opracowywanie modeli wykorzystujących splotowe sieci neuronowe.


      	Praca na określonym zestawie danych i przygotowanie od podstaw działającego modelu.

    


    Kilka słów o tej książce


    Książka ta jest poświęcona zagadnieniu uczenia maszynowego. Dziedzina ta zajmuje się tworzeniem modeli przyjmujących dane, na podstawie których te modele wysnuwają następnie jakieś wnioski. Wniosek taki może przyjmować postać etykiety przydzielającej obiekt do określonej klasy obiektów, na przykład rasy psa, lub ciągłej wartości wyjściowej, jak choćby proponowanej ceny domu wyposażonego w różne udogodnienia. Najważniejszy jest tu fakt, że model uczy się samodzielnie na podstawie dostarczonych danych. W konsekwencji model uczy się z przykładów.


    Możemy traktować model jako funkcję matematyczną, y = f(x), gdzie y jest wynikiem, etykietą klasy lub wartością ciągłą, natomiast x stanowi zestaw cech (ang. feature) symbolizujących nieznane dane wejściowe. Cechy są pomiarami lub informacjami o danych wejściowych, na podstawie których model uczy się generować określony wynik. Na przykład x może być wektorem symbolizującym długość, szerokość i wagę ryby, gdzie każdy z pomiarów jest osobną cechą. Naszym celem jest określenie odwzorowania f między x a y, którego będziemy mogli używać na nowych danych x, dla których nie znamy wyniku y.


    Standardowym sposobem określenia funkcji f jest przekazanie modelowi (lub algorytmowi) znanych danych i umożliwienie mu wyznaczenia parametrów, dzięki którym f okaże się użytecznym odwzorowaniem. Stąd właśnie wzięła się nazwa uczenie maszynowe: maszyna uczy się parametrów modelu. Nie obchodzą nas reguły same w sobie ani sposób ich zapisania w kodzie. Istotnie w niektórych rodzajach modeli, takich jak sieci neuronowe, nie wiemy nawet dokładnie, czego nauczył się model; wiemy jedynie, że realizuje określone zadanie w satysfakcjonującym stopniu.


    Rozróżniamy trzy główne odmiany uczenia maszynowego: uczenie nadzorowane (ang. supervised learning), uczenie nienadzorowane (ang. unsupervised learning) i uczenie przez wzmacnianie (ang. reinforcement learning). Opisany przed chwilą proces przynależy do uczenia nadzorowanego. Nadzorowaliśmy uczenie modelu za pomocą zestawu znanych wartości x i y, czyli zestawu uczącego (ang. training set). Tego typu zestaw danych jest oznakowany (ang. labeled), ponieważ znamy każdą wartość y otrzymywaną z wartości x. W uczeniu nienadzorowanym model stara się poznać parametry wyłącznie za pomocą danych wejściowych (x). Nie będziemy zajmować się tu uczeniem nienadzorowanym, ale jeśli zechcesz samodzielnie zgłębić to zagadnienie, przydatnych okazuje się wiele koncepcji omówionych przy okazji uczenia nadzorowanego.


    Uczenie nienadzorowane uczy model wykonywania określonych zadań, na przykład gry w szachy albo go. Model poznaje szereg czynności dostępnych w bieżącym stanie środowiska. Jest to ważny obszar uczenia maszynowego, odnoszący od niedawna duże sukcesy w zadaniach dotychczas uznawanych za wykonalne jedynie przez człowieka. Niestety, w celu zachowania przejrzystości i prostoty książki musiałem pójść na pewne kompromisy, dlatego całkowicie zignorujemy tu temat uczenia przez wzmacnianie.


    Zatrzymajmy się przez chwilę na terminologii. W multimediach wiele opisywanych w tej książce kwestii określanych jest jako sztuczna inteligencja (SI, ang. artificial intelligence — AI). Pojęcie to, chociaż poprawne, bywa także nieco mylące: uczenie maszynowe stanowi jedną z dziedzin sztucznej inteligencji. Kolejnym często spotykanym terminem jest uczenie głębokie. Jest on nieco zagmatwany, ale na potrzeby naszej książki zdefiniujemy go jako uczenie maszynowe z wykorzystaniem sieci neuronowych, zwłaszcza zawierających wiele warstw (stąd wyraz głębokie). Rysunek W.1 ukazuje relację między tymi pojęciami.
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    Rysunek W.1. Związek między sztuczną inteligencją, uczeniem maszynowym i uczeniem głębokim


    Oczywiście w dziedzinach uczenia maszynowego i uczenia głębokiego występuje olbrzymia różnorodność. W tej książce poznasz wiele różnych modeli. Możemy je ułożyć w „drzewo uczenia maszynowego” zaprezentowane na rysunku W.2.
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    Rysunek W.2. Drzewo uczenia maszynowego


    Drzewo to ukazuje ewolucję od tradycyjnych metod uczenia maszynowego u korzeni aż do nowoczesnych technik uczenia głębokiego w koronie. Uznaj to za przedsmak naszej podróży — w jej trakcie omówimy każdy z wymienionych tu modeli.


    Taką samą rolę pełni ostatnia część niniejszego wstępu, w której znajdziesz krótkie streszczenie poszczególnych rozdziałów.


    Rozdział 1., „Pierwsze kroki”. W tym rozdziale nauczysz się konfigurować swoje środowisko robocze. Znajdziesz tu także informacje o wektorach, macierzach, prawdopodobieństwie i statystyce, stanowiące powtórkę ze szkoły średniej.


    Rozdział 2., „Korzystanie z Pythona”. Znajdziesz tu podstawowe informacje o języku programowania Python.


    Rozdział 3., „Biblioteka NumPy”. Biblioteka NumPy stanowi rozszerzenie Pythona. To właśnie dzięki niej język ten nadaje się tak dobrze do uczenia maszynowego. Jeżeli jeszcze nie znasz tej biblioteki, koniecznie przeczytaj ten rozdział.


    Rozdział 4., „Praca z danymi”. Złe zestawy danych prowadzą do złych modeli; tutaj dowiesz się, jakie cechy decydują o dobrym zestawie danych.


    Rozdział 5., „Budowanie zestawów danych”. Będziemy tu tworzyć zestawy danych wykorzystywane w dalszej części książki. Nauczysz się także rozszerzać dostępne zestawy.


    Rozdział 6., „Klasyczne uczenie maszynowe”. Czasami aby zrozumieć, dokąd zmierzamy, warto dowiedzieć się, skąd pochodzimy. Opisuję tu niektóre z pierwotnych modeli uczenia maszynowego.


    Rozdział 7., „Eksperymentowanie z klasycznymi modelami”. Ten rozdział wyjaśnia mocne i słabe strony klasycznych technik uczenia maszynowego. W celach porównawczych będziemy odnosić się do uzyskiwanych tu wyników w dalszej części książki.


    Rozdział 8., „Wprowadzenie do sieci neuronowych”. Współczesne uczenie głębokie jest nierozerwalnie związane z sieciami neuronowymi; zdefiniujemy je w tym rozdziale.


    Rozdział 9., „Uczenie sieci neuronowej”. Ten niełatwy rozdział zawiera wiedzę wymaganą do zrozumienia mechanizmu uczenia sieci neuronowych. Wślizgnęły się tu pewne operacje z zakresu rachunku różniczkowo-całkowego, ale nie panikuj. Zostały omówione bardzo ogólnie, abyś mógł pojąć je intuicyjnie, a notacja nie jest taka straszna, jak mogłoby się na pozór wydawać.


    Rozdział 10., „Eksperymentowanie z sieciami neuronowymi”. Przeprowadzamy tu eksperymenty ułatwiające intuicyjne zrozumienie procesu, a także pozwalające odczuć rzeczywiste trudy pracy z zestawami danych.


    Rozdział 11., „Ocenianie modeli”. Aby zrozumieć wyniki prezentowane w artykułach i wykładach, musimy nauczyć się oceniać modele. Służy do tego ten rozdział.


    Rozdział 12., „Wprowadzenie do splotowych sieci neuronowych”. Mechanizm uczenia głębokiego, na jakim koncentrujemy się w tej książce, opiera się na koncepcji splotowej sieci neuronowej (CNN). Rozdział ten zawiera opis poszczególnych elementów takiej sieci.


    Rozdział 13., „Eksperymentowanie z biblioteką Keras i zestawem danych MNIST”. Tutaj przyjrzymy się działaniu sieci CNN poprzez eksperymentowanie z zestawem danych MNIST, stanowiącym jądro uczenia głębokiego.


    Rozdział 14., „Eksperymentowanie z zestawem danych CIFAR-10”. Zestaw danych MNIST jest bardzo użyteczny, ale sieć splotowa nie ma najmniejszego problemu z jego opanowaniem. Tutaj poznamy kolejny klasyczny zestaw danych, CIFAR-10, składający się z rzeczywistych obrazów, które zmuszą nasz model do wysiłku.


    Rozdział 15., „Studium przypadku: klasyfikowanie próbek dźwiękowych”. Naszą podróż zakończymy na studium przypadku. Wykorzystamy nowy, rzadko używany zestaw danych i przejdziemy przez proces projektowania dopasowanego do niego modelu. W tym rozdziale wykorzystamy całą wiedzę zdobytą w trakcie lektury książki, począwszy od budowania i rozszerzania danych, poprzez modele klasyczne, tradycyjne sieci neuronowe, sieci splotowe aż po łączenie modeli.


    Rozdział 16., „Dalsze kroki”. Żadna książka nie wyczerpuje całkowicie tematu. Ta nawet nie próbuje tego robić. W tym rozdziale wspominam o pewnych pominiętych przeze mnie zagadnieniach i pomagam Ci poruszać się wśród gór zasobów związanych z uczeniem maszynowym, dzięki czemu łatwiej Ci będzie skoncentrować się na kolejnych interesujących Cię tematach.


    Pełen kod wykorzystany w tej książce, podzielony na poszczególne rozdziały, dostępny jest na serwerze wydawnictwa Helion (https://ftp.helion.pl/przyklady/delepw.zip) lub, w oryginale, w repozytorium GitHub: https://github.com/rkneusel9/PracticalDeepLearningPython. Przejdźmy teraz do przygotowania naszego środowiska operacyjnego.

  


  
    Rozdział 1.

    Pierwsze kroki


    [image: ]Rozdział ten stanowi wprowadzenie do naszego środowiska operacyjnego oraz zawiera szczegóły jego konfiguracji. Znajdziesz tu także powtórzenie pewnych elementów matematyki, z których będziemy korzystać w dalszej części książki. Ostatni podrozdział został poświęcony krótkiemu omówieniu procesorów graficznych (ang. graphic processing unit — GPU), które mają duże znaczenie w uczeniu głębokim. Na szczęście w naszym przypadku nie odgrywają istotnej roli, dlatego nie musisz się martwić; korzystanie z tej książki nie będzie wiązało się z niespodziewanymi olbrzymimi kosztami.


    Środowisko operacyjne


    W tym podrozdziale zajmiemy się opisem środowiska, z którego będziemy korzystać aż do końca książki. Zakładamy tu, że używasz 64-bitowego Linuksa. Rodzaj dystrybucji nie jest zbyt istotny, ale żeby dodatkowo ułatwić wybór, przyjmijmy także, że korzystamy z Linuksa Ubuntu 20.04. Mając na uwadze znakomite wsparcie dystrybucji Ubuntu, uważamy, że nowsza wersja nie powinna powodować problemów. Python jest naszym lingua franca, powszechnym językiem uczenia maszynowego. Dokładniej mówiąc, będziemy używać Pythona w wersji 3.8.2; jest to wersja dostępna w Ubuntu 20.04.


    Przyjrzyjmy się pokrótce używanym przez nas narzędziom Pythona.


    NumPy


    NumPy jest biblioteką Pythona dodającą do środowiska przetwarzanie tablicowe. Listy Pythona można wykorzystywać jako jednowymiarowe tablice, jednak w praktyce są zbyt powolne i ograniczone. Biblioteka NumPy dodaje funkcje tablicowe, których brakuje Pythonowi; są one niezbędne w wielu zastosowaniach naukowych. NumPy stanowi bibliotekę bazową wykorzystywaną przez wszystkie pozostałe biblioteki, z których będziemy korzystać.


    scikit-learn


    Wszystkie omówione w tej książce tradycyjne modele uczenia maszynowego dostępne są w znakomitej bibliotece scikit-learn (czyli sklearn, jak jest nazywana po wczytaniu do Pythona). Zwróć uwagę, że zapis nazwy pozbawiony jest dużych liter, gdyż takiej właśnie notacji używają konsekwentnie sami twórcy w dokumentacji biblioteki. Biblioteka ta wykorzystuje tablice NumPy. Implementuje ona interfejs ustandaryzowany dla wielu różnych modeli uczenia maszynowego, a także całe mnóstwo funkcji, o których nie zdążę nawet wspomnieć. Bardzo polecam zapoznanie się z oficjalną dokumentacją sklearn (https://scikit-learn.org/ stable/index.html) w miarę ustawicznego zapoznawania się z uczeniem maszynowym i narzędziami służącymi do projektowania modeli.


    Keras i TensorFlow


    Samo w sobie zrozumienie uczenia głębokiego nie jest łatwe, nie wspominając nawet o jego wydajnej oraz poprawnej implementacji, dlatego zamiast próbować rozpisywać od podstaw splotową sieć neuronową, skorzystamy z popularnego, aktywnie rozwijanego narzędzia. Od samego początku społeczność uczenia głębokiego wspiera rozwój narzędzi ułatwiających korzystanie z sieci głębokich i udostępnia otwarte narzędzia objęte bardzo przyjaznymi licencjami. W czasie pisania tej książki dostępnych jest wiele popularnych narzędzi przygotowanych z myślą o Pythonie. Są to między innymi:


    
      	Keras,


      	PyTorch,


      	Caffe,


      	Caffe2,


      	Apache MXnet.

    


    Niektóre z tych narzędzi są prężnie rozwijane, o innych stopniowo zapominamy. Obecnie jednak jednym z mających najbardziej oddaną społeczność jest biblioteka Keras, wykorzystująca z kolei bibliotekę TensorFlow, dlatego będziemy z niej korzystać w tej książce.


    Keras (https://keras.io/) jest biblioteką uczenia głębokiego wykorzystującą do działania bibliotekę TensorFlow (https://www.tensorflow.org/). Z kolei TensorFlow to otwarty produkt firmy Google, implementujący kluczowe funkcje głębokich sieci neuronowych na wielu różnych platformach. Wybraliśmy bibliotekę Keras nie tylko z powodu popularności i błyskawicznego rozwoju, lecz także dlatego, że jest prosta w obsłudze. Naszym celem jest zrozumienie uczenia głębokiego w stopniu umożliwiającym implementowanie modeli, a następnie korzystanie z nich przy minimum złożoności programistycznej.


    Instalacja narzędzi


    Nie jesteśmy w stanie opisać procesu instalacji narzędzi na wszystkich systemach operacyjnych i na wszystkich konfiguracjach sprzętowych. Zamiast tego zaprezentujemy instrukcje opisujące krok po kroku proces instalacji dla określonego systemu operacyjnego będącego naszym systemem referencyjnym. Etapy te, wraz z minimalnymi wymaganymi wersjami bibliotek, powinny wystarczyć większości czytelników do przygotowania działającego środowiska roboczego.


    Pamiętaj, że zakładamy pracę w środowisku linuksowym, dokładniej w dystrybucji Ubuntu 20.04. Ubuntu jest szeroko rozpowszechnioną dystrybucją Linuksa i działa na niemal każdym nowym komputerze. Inne dystrybucje Linuksa również sprawdzą się jako środowisko pracy, podobnie jak system macOS, ale podane tu instrukcje są przeznaczone dla dystrybucji Ubuntu. Społeczność uczenia maszynowego raczej nie korzysta z systemu Windows. Istnieją jednak narzędzia przystosowane do tego systemu; zatem odważny czytelnik może spróbować także tam swych sił[1].


    Świeżo zainstalowana dystrybucja Ubuntu 20.04 zawiera domyślnie środowisko Python 3.8.2. W celu zainstalowania pozostałych pakietów musimy wejść do powłoki i wpisać poniższe polecenia w podanej kolejności:

    $ sudo apt-get update

    $ sudo apt-get install python3-pip



    $ sudo apt-get install build-essential python3-dev



    $ sudo apt-get install python3-setuptools python3-numpy



    $ sudo apt-get install python3-scipy libatlas-base-dev



    $ sudo apt-get install python3-matplotlib



    $ pip3 install scikit-learn



    $ pip3 install tensorflow



    $ pip3 install pillow



    $ pip3 install h5py



    $ pip3 install keras


    Po zakończeniu instalacji będziemy dysponować następującymi wersjami narzędzi i bibliotek:

    NumPy 1.17.4

    sklearn 0.23.2



    keras 2.4.3



    tensorflow 2.2.0



    pillow 7.0.0



    h5py 2.10.0



    matplotlib 3.1.2


    Biblioteka pillow służy do przetwarzania obrazów, h5py pozwala na pracę z plikami w formacie HDF5, natomiast matplotlib umożliwia tworzenie wykresów. HDF5 to ogólny, hierarchiczny format plików służący do przechowywania danych naukowych. Biblioteka Keras przechowuje w tym formacie parametry modelu.


    W dwóch następnych podrozdziałach znajdziesz łagodne wprowadzenie do pewnych pojęć matematycznych spotykanych w dalszej części książki.


    Podstawy algebry liniowej


    Przyjrzymy się teraz wektorom i macierzom. Opisujący te twory dział matematyki nazywany jest algebrą liniową lub teorią macierzy. Jak można się domyślić, algebra liniowa jest całkiem skomplikowaną dziedziną. Nam wystarczy wiedzieć, czym jest wektor oraz macierz, a także jak mnożymy dwa wektory, dwie macierze lub wektor przez macierz. Przekonamy się później, że dzięki temu uzyskujemy bardzo przydatny mechanizm implementowania określonych modeli, zwłaszcza sieci neuronowych.


    Zacznijmy od wektorów.


    Wektory


    Wektor (ang. vector) jest jednowymiarową listą wartości liczbowych. W ujęciu matematycznym może przybierać on następującą postać:
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    Trzeci element jest zapisywany jako a2 = 2. Zwróć uwagę, że korzystamy z konwencji programistycznej, zgodnie z którą indeksy wyznaczamy od wartości 0, zatem a2 daje nam trzeci element wektora.


    Powyższy wektor zapisaliśmy poziomo, dlatego nazywamy go wektorem wierszowym (ang. row vector). Jednak wektory stosowane w wyrażeniach matematycznych zazwyczaj są zapisywane w pionie:
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    Wektor zapisywany w pionie nazywany jest wektorem kolumnowym (ang. column vector). W naszym przykładzie zawiera on pięć elementów, dlatego mówimy, że jest pięcioelementowym wektorem kolumnowym. W tej książce wektor symbolizuje pojedynczą próbę (ang. sample), czyli jeden zestaw cech wprowadzanych na wejściu modelu.


    W ujęciu matematycznym wektory służą do reprezentowania punktów w przestrzeni. Jeżeli weźmiemy dwuwymiarową płaszczyznę kartezjańską, to wyznaczamy położenie danego punktu za pomocą dwuelementowego wektora (x, y), gdzie x stanowi odległość wzdłuż osi x, natomiast y jest odległością wzdłuż osi y. Wektor taki określa punkt w dwóch wymiarach, mimo że sam jest jednowymiarowy. Gdybyśmy mieli punkt w trzech wymiarach, musielibyśmy użyć wektora trójelementowego (x, y, z).


    W uczeniu maszynowym wektory służą często do symbolizowania sygnałów wejściowych do modelu, dlatego pracujemy z dziesiątkami, a nawet setkami wymiarów. Oczywiście nie jesteśmy w stanie zaznaczać ich na wykresie jako punktów w przestrzeni, ale tym właśnie są w ujęciu matematycznym. Jak się przekonamy, niektóre modele, na przykład algorytm k najbliższych sąsiadów, wykorzystują wektory cech właśnie jako punkty w wielowymiarowej przestrzeni.


    Macierze


    Macierz (ang. matrix) jest dwuwymiarową tablicą zawierającą wartości liczbowe, w której dany element określamy za pomocą numeru wiersza i kolumny. Poniżej widzimy przykładową macierz:
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    Jeżeli odnosimy się do liczby 6, to zapisujemy a1,2 = 6. Ponownie indeksujemy tu od wartości 0. Macierz a zawiera po trzy wiersze i kolumny, dlatego nazywamy ją macierzą 3×3.


    Mnożenie wektorów i macierzy


    Mnożenie dwóch wektorów jest niezmiernie proste; wystarczy pomnożyć elementy znajdujące się na tych samych pozycjach. Na przykład:
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    Jest to najczęściej spotykany sposób mnożenia tablicy podczas używania biblioteki NumPy i będziemy z niego bardzo często korzystać w kolejnych rozdziałach. Jednak w typowej matematyce nie jest on zbyt często używany.


    W przypadku klasycznie matematycznego iloczynu wektorów musimy brać pod uwagę fakt, czy są one wierszowe, czy kolumnowe. Będziemy pracować na dwóch wektorach: A = (a, b, c) i B = (d, e, f), które, zgodnie z przyjętą matematyczną konwencją, są domyślnie kolumnowe. Dodanie indeksu górnego T przekształca wektor kolumnowy w wierszowy. Matematycznie dopuszczalnymi sposobami mnożenia A i B są:
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    Operacja ta nazywana jest iloczynem zewnętrznym (ang. outer product). Z kolei operacja
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    jest iloczynem wewnętrznym (ang. inner product), znanym także jako iloczyn skalarny (ang. dot product). Zwróć uwagę, że w wyniku iloczynu zewnętrznego otrzymujemy macierz, a rezultatem iloczynu wewnętrznego jest pojedyncza liczba (skalar).


    Podczas mnożenia macierzy i wektora ten drugi zazwyczaj znajduje się po prawej stronie macierzy. Operację można przeprowadzić tylko wtedy, gdy liczba kolumn macierzy jest równa liczbie elementów wektora (który również w tym przypadku powinien być kolumnowy). W konsekwencji otrzymujemy wektor o liczbie elementów równej liczbie wierszy macierzy (ax + by + cz jest jednym elementem).


    Na przykład:
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    Pomnożyliśmy tu macierz 2×3 przez wektor kolumnowy 3×1, dzięki czemu otrzymaliśmy wektor 2×1. Zwróć uwagę, że liczba kolumn macierzy i wierszy wektora musi być taka sama, w przeciwnym razie nie można wykonać operacji mnożenia. Ponadto wartości w wektorze wynikowym są sumami iloczynów macierzy i wektora. Ta sama reguła dotyczy iloczynu dwóch macierzy:
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    Iloczyn macierzy 2×3 przez macierz 3×2 dał nam macierz 2×2.


    Podczas omawiania sieci splotowych będziemy pracować z tablicami trój-, a nawet czterowymiarowymi. Obiekty takie są nazywane tensorami (ang. tensor). Jeśli wyobrazisz sobie stos macierzy mających takie same rozmiary, otrzymasz tensor trójwymiarowy; w takim przypadku pierwszy indeks służy do określenia interesującej nas macierzy, a za pomocą dwóch pozostałych wyznaczamy interesujący nas element tejże macierzy. Z kolei jeżeli ułożysz stos trójwymiarowych tensorów, to otrzymasz tensor czterowymiarowy, w którym pierwszy indeks wyznacza interesujący nas tensor trójwymiarowy.


    Główne wnioski z tego podrozdziału są takie, że wektory mają jeden wymiar, macierze mają dwa wymiary, istnieją pewne reguły mnożenia tych obiektów, a także że nasze biblioteki będą korzystać w pewnym momencie z czterowymiarowych tensorów. Jeszcze wrócimy do tych wniosków w dalszej części książki.


    Statystyka i prawdopodobieństwo


    Działy statystyki i probabilistyki są tak rozległe, że często można jedynie wspomnieć o nich zaledwie kilka słów albo od razu napisać poświęconą im całą książkę czy dwie. Z tego powodu wspomnę tu jedynie o niektórych kluczowych aspektach i pozostawię Ci dokształcenie się w tych tematach zależnie od Twoich potrzeb. Zakładam, że na podstawie rzutów monetą i kostką pozyskałeś pewną elementarną wiedzę na temat prawdopodobieństwa.


    Statystyka opisowa


    Podczas przeprowadzania eksperymentów musimy zgłaszać wyniki w jakiś znaczący sposób. W naszym przypadku oznacza to zazwyczaj określanie wartości średniej plus minus wartość znana jako błąd standardowy średniej (ang. standard error of the mean — SE). Zdefiniujmy ten błąd na przykładzie.


    W przypadku dużej liczby pomiarów x, na przykład długości określonej części kwiatu, możemy obliczyć średnią ([image: ]) przez dodanie wszystkich wartości i podzielenie tej sumy przez liczbę wszystkich dodanych wartości. Po otrzymaniu średniej możemy obliczyć średnią rozpiętość poszczególnych wartości wokół średniej poprzez odjęcie każdej wartości od średniej, podniesienie wyniku do kwadratu, a następnie zsumowanie tak otrzymanych wartości i podzielenie otrzymanej sumy przez liczbę elementów minus jeden. W ten sposób uzyskujemy wariancję (ang. variance). Pierwiastek kwadratowy z wariancji nazywany jest odchyleniem standardowym (σ, ang. standard deviation), do którego powrócimy za chwilę. Za pomocą odchylenia standardowego możemy policzyć błąd standardowy jako [image: ], gdzie n jest liczbą wartości użytych do obliczenia średniej. Im mniejsza jest wartość SE, tym wartości są ściślej upakowane wokół średniej. Możemy interpretować tę wartość jako niepewność dotyczącą średniej. Zgodnie z nią przewidujemy, że rzeczywista wartość średnia (której nie znamy) mieści się w przedziale między [image: ]


    Czasami zastępujemy średnią medianą. Mediana (ang. median) jest wartością środkową, poniżej której znajduje się dokładnie połowa prób. Aby określić medianę danego zestawu wartości, najpierw sortujemy je numerycznie, a następnie wyznaczamy wartość środkową. W przypadku nieparzystej liczby elementów próby wartość tę wyznacza środkowy element, natomiast jeżeli mamy parzystą liczbę elementów, medianą jest wartość średnia między dwoma środkowymi elementami. Mediana czasami okazuje się lepsza od średniej, jeżeli próby nie mają dobrego, równomiernego rozrzutu wokół średniej. Klasycznym przykładem są dochody. Kilka najbogatszych osób tak przesuwa średnią do góry, że przestaje ona mieć większe znaczenie. Rozsądniejszym rozwiązaniem okazuje się mediana, która ukazuje jedną połowę osób zarabiających mniej i drugą zawierającą ludzi o wyższych dochodach.


    W późniejszych rozdziałach będziemy zajmować się statystyką opisową (ang. descriptive statistics). Są to wartości obliczone dla zestawu danych, pomagające zrozumieć jego własności. Przed chwilą wymieniłem trzy takie wartości: średnią, medianę i odchylenie standardowe. Nauczymy się je interpretować i zaznaczać na wykresach w celu lepszego zrozumienia zestawów danych.


    Rozkłady prawdopodobieństwa


    W tej książce będziemy korzystać z pojęcia rozkładu prawdopodobieństwa (ang. probability distribution). Można traktować go jako swoistą wyrocznię, która, zapytana, przepowie jakąś liczbę lub zbiór liczb. Na przykład podczas uczenia modelu korzystamy z liczb lub zbiorów liczb, które mierzymy; liczby te biorą się z danego rozkładu prawdopodobieństwa. Jest to tak zwany rozkład główny (ang. parent distribution). Możemy traktować go jako generator danych dostarczanych do modelu; w bardziej filozoficznym ujęciu jest to idealny zestaw danych, którego przybliżenie stanowią nasze dane.


    Istnieje wiele różnych rozkładów prawdopodobieństwa; niektóre z nich mają nawet własne nazwy. Dwoma najpowszechniejszymi są rozkład jednostajny i normalny. Niewątpliwie miałeś już do czynienia z rozkładem jednostajnym: ma on miejsce podczas rzucania kostką do gry. Skoro kostka ma sześć ścian, to wiemy, że prawdopodobieństwo wyrzucenia dowolnej wartości od 1 do 6 jest jednakowe. Jeżeli rzucimy kością sto razy i spiszemy otrzymywane wyniki, to zauważymy, że każdy numer został wyrzucony w przybliżeniu jednakową liczbę razy oraz że na dłuższą metę łatwo uwierzyć, że wartości te się wyrównają.


    Rozkład jednostajny (ang. uniform distribution) jest wyrocznią, która z jednakowym prawdopodobieństwem może udzielić nam każdej z dopuszczalnych odpowiedzi. W ujęciu matematycznym zapisujemy go jako U(a, b), gdzie litera U oznacza rozkład jednostajny (od ang. uniform), natomiast a i b wyznaczają zakres wartości losowanych z tego rozkładu. Dopuszczalne są liczby rzeczywiste, chyba że jawnie wymusimy losowanie wyłącznie liczb całkowitych. Symbolicznie zapisujemy x ~ U(0, 1), co oznacza, że x jest wartością zwracaną przez wyrocznię losującą z jednakowym prawdopodobieństwem dane z zakresu liczb rzeczywistych w przedziale (0,1). Nawiasy otwarte („(” i „)”) przy oznaczaniu przedziałów oznaczają przedział otwarty, czyli taki, w którym wartości graniczne są wykluczone z przedziału, natomiast nawiasy zamknięte („[” i „]”) wyznaczają przedział domknięty, uwzględniający w przedziale wartość graniczną oznaczoną takim nawiasem. Zatem U[0, 1) zwraca wartości w przedziale od 0 do 1, gdzie wartość 0 jest uwzględniona w przedziale, natomiast wartość 1 zostaje pominięta.


    Wykres rozkładu normalnego (ang. normal distribution), zwanego także rozkładem Gaussa (ang. Gaussian distribution) przybiera kształt dzwonowaty; w takim przypadku jedna wartość ma największe prawdopodobieństwo wystąpienia, natomiast prawdopodobieństwo wystąpienia innych wartości maleje wraz z oddalaniem się od tego punktu. Najbardziej prawdopodobną wartością jest średnia [image: ], natomiast parametrem określającym szybkość redukowania prawdopodobieństwa do zera (które jednak zawsze pozostaje niezerowe) jest odchylenie standardowe σ (sigma). W naszym przypadku jeżeli chcemy losować próbę z rozkładu normalnego, zapiszemy [image: ] co oznacza, że x jest losowana z rozkładu normalnego o średniej [image: ] i odchyleniu standardowym σ.


    Testy statystyczne


    Kolejnym zagadnieniem, które będzie pojawiać się od czasu do czasu, jest koncepcja testu statystycznego (ang. statistical test), czyli pomiaru służącego do określania prawdziwości danej hipotezy. Zazwyczaj hipoteza odnosi się do zbiorów pomiarów; mianowicie hipoteza zakłada, że dwa zbiory pomiarów wywodzą się z tego samego rozkładu głównego. Jeżeli statystyka obliczona na podstawie testu wykracza poza pewien określony zakres, to odrzucamy hipotezę i stwierdzamy, że mamy dowód na pochodzenie obydwu zestawów danych z dwóch różnych rozkładów.


    Tutaj będziemy zazwyczaj używać testu t, powszechnego testu statystycznego, w którym przyjmujemy rozkład normalny danych. Skoro zakładamy, że rozkład danych jest normalny, co może, ale nie musi być prawdą, to test ten nazywamy testem parametrycznym (ang. parametric test).


    Czasami będziemy korzystać z testu U Manna-Whitneya, który przypomina test t, gdyż pomaga określić, czy dane dwie próby pochodzą z tego samego rozkładu głównego, nie zakładamy tu jednak odgórnie określonego rozkładu danych. Jest to przykład testu nieparametrycznego (ang. nonparametric test).


    Bez względu na to, czy test jest parametryczny, czy nieparametryczny, zawsze otrzymujemy ostatecznie tak zwaną wartość p (ang. p-value). Stanowi ona prawdopodobieństwo wystąpienia obliczonej wartości testu w przypadku, gdyby hipoteza o pochodzeniu prób z tego samego rozkładu głównego była prawdziwa. Mała wartość p stanowi dowód na nieprawdziwość hipotezy.


    Zazwyczaj granicą wartości p jest 0,05, co oznacza, że w 1 na 20 przypadków możemy zmierzyć daną wartość testu statystycznego (testu t lub U Manna-Whitneya), nawet gdyby próby pochodziły z tego samego rozkładu głównego. Ostatnie lata udowodniły jednak, że taki próg jest zbyt łagodny. Gdy wartość p jest bliska granicy 0,05, ale jej nie przekracza, to zaczynamy uznawać, że może istnieć jakiś dowód zaprzeczający hipotezie. Jeżeli wartość p wynosi, powiedzmy, 0,001 lub nawet mniej, to uzyskujemy mocny dowód na pochodzenie prób z dwóch różnych rozkładów. W takim przypadku mówimy, że różnica jest statystycznie istotna/znacząca (ang. statistically significant).


    Procesory graficzne (GPU)


    Jedną z technologii umożliwiających rozwój współczesnego uczenia głębokiego są potężne procesory graficzne (ang. graphics processing unit — GPU). Są to miniaturowe komputery stanowiące część karty graficznej. Pierwotnie zostały zaprojektowane z myślą o grach komputerowych, ale potężne możliwości równoległego przetwarzania operacji zostały dostosowane do skrajnych wymogów obliczeniowych modeli głębokich sieci neuronowych. Mnóstwo postępów z ostatnich lat nie byłoby możliwych bez niesamowitych możliwości obliczeniowych układów GPU, które są dostępne nawet na prostych komputerach stacjonarnych. Liderem w tworzeniu układów GPU przeznaczonych do uczenia głębokiego jest firma NVIDIA, a dzięki technologii CUDA (ang. Compute Unified Device Architecture) odegrała kluczową rolę w sukcesie uczenia głębokiego. Nie byłoby przesadą stwierdzenie, że bez układów GPU uczenie głębokie w ogóle nie miałoby miejsca, a z pewnością nie byłoby tak rozpowszechnione.


    Skoro o tym mowa, nie oczekujemy, że w omawianych modelach muszą być wykorzystywane układy GPU. Będziemy używać na tyle małych zestawów danych i modeli, że do ich uczenia w rozsądnie krótkim czasie wystarczy zwyczajny procesor komputera. Wymusiliśmy zresztą ten wybór na etapie instalowania pakietów, ponieważ wybraliśmy wersję biblioteki TensorFlow działającą jedynie na zwykłym procesorze.


    Jeżeli dysponujesz kartą graficzną wyposażoną w architekturę CUDA i chcesz skorzystać z niej podczas pracy nad przykładami opisującymi uczenie głębokie, to możesz to zrobić, jeśli jednak nie masz takiego układu graficznego, nie planuj jego zakupu wyłącznie w tym celu. Jeśli korzystasz z układu GPU, przed instalacją pakietów zainstaluj najpierw prawidłowo architekturę CUDA, a następnie bibliotekę TensorFlow obsługującą karty graficzne. Biblioteka scikit-learn korzysta wyłącznie ze zwykłego procesora.


    Podsumowanie


    W niniejszym rozdziale zapoznaliśmy się z naszym środowiskiem operacyjnym. Następnie omówiliśmy kluczowe biblioteki Pythona, z których będziemy korzystać w dalszej części książki, a także przygotowaliśmy instrukcję instalacji tych narzędzi przy założeniu, że będziesz używać dystrybucji Ubuntu 20.04. Jak już wspomnieliśmy, narzędzia te działają równie dobrze w innych dystrybucjach Linuksa oraz systemach operacyjnych. Przeszliśmy dalej do krótkiego omówienia aparatu matematycznego, który będzie nam później potrzebny, a rozdział zakończyliśmy opisem znaczenia układów GPU oraz wyjaśnieniem, dlaczego nie są wymagane podczas pracy na omawianych tu modelach.


    Następny rozdział został poświęcony podstawom Pythona.


    
      
        [1] Nie jest to do końca prawda. System Windows jest dobrze wspierany pod względem środowiska Python i bibliotek uczenia maszynowego. Osoby zainteresowane mogą chcieć zainstalować środowisko Anaconda, a następnie dołączyć wymagane biblioteki; opisane w książce przykłady działają zarówno w Linuksie, jak i w systemie Windows — przyp. tłum.

      

    

  


  
    Rozdział 2.

    Korzystanie z Pythona


    [image: ]Jeżeli potrafisz już korzystać z Pythona, możesz śmiało pominąć ten rozdział. Stanowi on podsumowanie dla osób mających styczność z programowaniem, które jednak nie miały jeszcze do czynienia z Pythonem. Omawiamy tu ten język jedynie w zakresie umożliwiającym odczytywanie i pojmowanie przykładów opisanych w dalszej części książki. Jeżeli masz niewielkie doświadczenie (albo wcale go nie posiadasz) w programowaniu, powinieneś najpierw zapoznać się z bardziej kompletnym dziełem, na przykład Python. Instrukcje dla programisty. Wydanie II pióra Erica Matthesa (Helion, 2020).


    Python stanowi, najprościej mówiąc, zbiór sekwencyjnych instrukcji pogrupowanych w bloki za pomocą wcięć; struktury danych, takie jak liczby, łańcuchy znaków, krotki, listy i słowniki; struktury sterowania, w tym instrukcje warunkowe if-elif-else, pętle for oraz while, instrukcje with oraz bloki try-except; funkcje zawierające dodatkowe funkcje zagnieżdżone; a także olbrzymią bibliotekę łatwych do importowania bibliotek. W dalszej części rozdziału opiszemy każdy z tych elementów.


    Interpreter Pythona


    W Linuksie Python jest używany na jeden z dwóch sposobów. Możemy uruchomić interpreter Pythona z poziomu wiersza polecenia i wpisywać komendy w sposób interaktywny lub uruchomić skrypt zawierający polecenia Pythona. Wystarczy wpisać polecenie python3 w konsoli, aby móc używać Pythona w sposób interaktywny:

    $ python3

    Python 3.6.7 (default, Oct 22 2018, 11:32:17)



    [GCC 8.2.0] on linux



    Type "help", "copyright", "credits" or "license" for more information.



    >>>


    Jak widać, w konsekwencji zostaje wyświetlony znak zachęty w postaci symboli >>>. Wpisz jakieś wyrażenie, na przykład 1+2, i wciśnij klawisz Enter. Python natychmiast obliczy i wyświetli wynik operacji. Aby wyjść z konsoli, wciśnij kombinację klawiszy Ctrl+D.


    Instrukcje i białe znaki


    Podobnie jak niemal w każdym innym języku programowania instrukcje Pythona (jeśli nie są modyfikowane przez strukturę przepływu sterowania) są realizowane sekwencyjnie zgodnie z kolejnością występowania w kodzie. Spójrz na poniższy przykład:

    instrukcja1

    instrukcja2



    instrukcja3


    Najpierw zostanie zrealizowana instrukcja1, następnie instrukcja2, a na koniec instrukcja3.


    Licznie występujące instrukcje można zgrupować w jednostki zwane blokami (ang. block). Na przykład warunek instrukcji if prowadzący do wyniku True może spowodować zrealizowanie instrukcji zawartych w danym bloku. W ujęciu składniowym należy zaznaczyć w jakiś sposób instrukcje przynależące do bloku if, żeby komputer wiedział, które z nich należy realizować. W klasycznych językach, takich jak Pascal, stosowane były w tym celu pokaźnych rozmiarów słowa kluczowe BEGIN i END. Z kolei w rodzinie języków C, do której należy większość obecnie używanych języków, wprowadzono nawiasy klamrowe { i }.


    W Pythonie zadanie to spełniają wcięcia. Ułatwia to niejako odczyt kodu Pythona, gdyż zostaje w ten sposób ukazana hierarchiczna struktura bloków. Ponadto kod jest w ten sposób wizualnie spójny między różnymi autorami i staje się bardziej jednoznaczny. Gdy używamy w Pythonie instrukcji if else, to możemy z łatwością rozpoznać, które instrukcje należą do danego warunku, nawet jeśli nie poznaliśmy jeszcze samego formatu instrukcji if. Na przykład:

    if warunek1:



        instrukcja1

        instrukcja2



    else:



    instrukcja3


    Dzięki wcięciu wyraźnie widać, że instrukcja1 i instrukcja2 są realizowane wtedy, gdy warunek1 (bez względu na to, czym jest) będzie prawdziwy. Z kolei instrukcja3 zostaje wykonana wtedy, gdy warunek ten nie będzie prawdziwy.


    Zwróć uwagę na dwukropki w powyższym przykładzie. W ten sposób oznaczamy bloki kodu. Należy umieszczać dwukropek po każdej instrukcji sterowania, a kolejny wiersz powinien być wcięty o jeden poziom w głąb. Jeżeli spróbujesz użyć struktury sterowania, ale nie wprowadzisz żadnej instrukcji w jej wnętrzu, to zostanie wyświetlony komunikat o błędzie.


    Na przykład klauzula else: nie może występować bez przynajmniej jednej instrukcji wewnątrz bloku. Jeżeli nie musisz korzystać z klauzuli else, to jej nie używaj (a jeżeli naprawdę chcesz ją dołączyć, wprowadź słowo kluczowe pass; oznacza ono, że wiesz, iż należy umieścić tu jakąś instrukcję, ale nie chcesz, żeby ten warunek realizował jakąkolwiek operację).


    Koncepcja wcięć może wydawać się nieco straszna osobom dopiero poznającym Pythona, ale możesz ułatwić sobie nieco życie, konfigurując edytor tekstu w odpowiedni sposób. Zgodnie z konwencją osoba edytująca tekst powinna postępować zgodnie z następującymi wytycznymi:


    
      	Wstawiaj spacje w miejsce tabulatorów. Wystrzegaj się tabulatorów niczym ognia.


      	Zastępuj każdy tabulator czterema spacjami.


      	Automatycznie stosuj wcięcie po wciśnięciu klawisza Enter.

    


    Dzięki takiej konfiguracji po wprowadzeniu dwukropka instrukcji sterowania wystarczy wcisnąć Enter, a Python automatycznie będzie stosował wcięcie w danym bloku.


    Sposób konfiguracji tych ustawień zależy od używanego edytora, ale każdy dobry edytor umożliwia ich modyfikację, a niektóre mają standardowo włączone automatyczne wcięcia. Jeżeli korzystasz ze zintegrowanych środowisk programistycznych (ang. integrated development environment — IDE), to istnieje możliwość, że po rozpoznaniu kodu Pythona większość tych konwencji zostanie automatycznie uwzględniona.


    Zmienne i podstawowe struktury danych


    Natywne struktury danych Pythona są proste i zgrabne. W tym podrozdziale przyjrzymy się reprezentowaniu liczb, zmiennych, łańcuchów znaków, list i słowników.


    Przedstawianie liczb


    W Pythonie występują dwa rodzaje liczb: całkowite i zmiennoprzecinkowe. Liczby całkowite (ang. integer) składają się z pełnych wartości liczbowych, np. 42 czy 66. Z kolei w liczbach zmiennoprzecinkowych (ang. floating-point number) występuje przecinek dziesiętny, np. 3,1415 lub 2,718. Python obsługuje również liczby zespolone, ale nie będziemy ich omawiać w tej książce.


    Jeżeli nie umieścisz kropki dziesiętnej[1], to Python założy, że masz na myśli liczbę całkowitą; w przeciwnym wypadku będą używane wartości zmiennoprzecinkowe. Te drugie możemy zapisywać również za pomocą notacji naukowej, gdzie 6.022e23 oznacza 6,023·1023.


    Większość języków programowania może reprezentować liczby jedynie w określonym zakresie, ale ograniczenie to nie dotyczy Pythona w kwestii liczb całkowitych, gdyż wartość maksymalna jest ograniczona jedynie pojemnością pamięci. Wpisz dla zabawy operację 2**2001 i zobacz, co się stanie. Wiele sposobów przechowywania liczb i przeprowadzania operacji na nich jest niezwykle fascynujących. Zainteresowane osoby mogą bardziej zagłębić się w to zagadnienie[2].


    Zmienne


    Zmienne (ang. variable) stanowią doskonałe miejsce dla wielokrotnie używanych danych. Na szczęście korzystanie ze zmiennych w Pythonie jest bardzo proste. Python jest dynamicznym językiem programowania (ang. dynamically typed), co oznacza, że nie musimy odgórnie deklarować typu danych przechowywanych w zmiennej. Wystarczy przypisać dane do zmiennej, a Python sam określi ich typ.


    Możemy nawet zmienić typ danych przechowywanych w zmiennej poprzez przypisanie nowej wartości, bez względu na jej typ. Na przykład poniżej wszystkie trzy operacje przypisania są prawidłowe:

    ❶ >>> v = 123

    ❷ >>> n = 3.141592



    ❸ >>> v = 6.022e23


    Przypisujemy tu liczbę całkowitą 123 do zmiennej v ❶, wartość zmiennoprzecinkową 3,141592 do zmiennej n ❷ i następnie do zmiennej v przypisujemy nową wartość, tym razem liczbę zmiennoprzecinkową 6,022·1023 ❸.


    W nazwie zmiennych znaczenie ma wielkość liter. Nazwa musi zaczynać się od litery, a może zawierać także litery, cyfry i podkreślnik (_). Wielu programistów stosuje znany z Javy system zapisu tzw. camelCase (w którym duża litera jest wprowadzana w każdym słowie, począwszy od drugiego — przyp. tłum.), ale nie jest to koniecznie wymagane:

    >>> nazwaMojejZmiennej = 123


    Łańcuchy znaków


    Dane tekstowe w Pythonie są obsługiwane za pomocą łańcuchów znaków (ang. string). Oznaczamy je cudzysłowem — pojedynczym ('), podwójnym (") lub potrójnym ("""); muszą one z jednej strony otwierać, a z drugiej zamykać dany tekst. Potrójny cudzysłów ma dodatkowe znaczenie: może rozciągać się na kilka wierszy tekstu i często używa się go po definicji funkcji do implementacji prostego łańcucha tekstowego stanowiącego prostą dokumentację. Wszystkie poniższe łańcuchy znaków są prawidłowe:

    >>> rzecz1 = 'czarna krowa w kropki bordo'

    >>> rzecz2 = "Ciekawostki o alfabecie Morse'a"



    >>> rzecz3 = """



    raz



    dwa



    trzy



    """


    Tutaj rzecz1 jest prostym łańcuchem znaków; podobnie sprawa wygląda z rzecz2, ale zwróć uwagę, że tutaj wprowadziliśmy w tekście pojedynczy cudzysłów pełniący funkcję apostrofu. Jest to możliwe, ponieważ łańcuch znaków umieściliśmy w podwójnym cudzysłowie; gdybyśmy chcieli użyć podwójnego cudzysłowu wewnątrz łańcucha znaków, musielibyśmy go otoczyć pojedynczym cudzysłowem.


    Ostatni łańcuch znaków, rzecz3, rozciąga się na kilka wierszy. Znajdujące się między raz i dwa znaki nowej linii stanowią również część łańcucha znaków i zostaną wyświetlone w wyniku. Zauważ, że jeśli rzeczywiście przypiszesz ten łańcuch znaków do zmiennej rzecz3 w interpreterze Pythona, to interpreter umieści wielokropki (...). Pominęliśmy je w naszym przykładzie, gdyż nie stanowią części łańcucha znaków i mogłyby wprowadzić niepotrzebne zamieszanie.


    Listy


    Łańcuchy znaków i liczby są prymitywnymi typami danych (ang. primitive data type), co oznacza, że nie składają się ze zgrupowanych zbiorów danych. Myśl o nich jak o atomach. Można je łączyć w bardziej skomplikowane struktury danych za pomocą krotek i list. Lista (ang. list) stanowi uporządkowany zbiór innych danych, które mogą być danymi prymitywnymi lub dowolnym innym zbiorem. Przykładowo lista może przechowywać inne listy.


    Podstawowe operacje na listach


    W przeciwieństwie do innych typów danych, kolejność elementów dołączanych do listy ma znaczenie. Przejdziemy od razu do kilku przykładów, a następnie wyjaśnimy, co się w nich właściwie dzieje:

    ❶  >>> t = ["Quednoe","Biggles",39]

        >>> t



            ['Quednoe', 'Biggles', 39]



    ❷ >>> t[0]



            'Quednoe'



        >>> t[1]



            'Biggles'



        >>> t[2]



    39


    Najpierw definiujemy listę ❶. Otwieramy ją za pomocą znaku [, wprowadzamy elementy i zamykamy za pomocą znaku ]. Elementy listy są rozdzielane przy użyciu przecinka (,). Lista ta zawiera trzy elementy, o czym możemy się przekonać, jeśli każemy Pythonowi obliczyć wyrażenie t, będące samo w sobie listą.


    Możemy indeksować listę za pomocą indeksu umieszczonego w nawiasach kwadratowych, podobnie jak ma to miejsce w przypadku tablicy. W naszym przykładzie używamy notacji nawiasowej do wyświetlenia pierwszego elementu ❷. Następnie robimy to samo z drugim i trzecim elementem.


    Możemy dodawać elementy do listy za pomocą metody append:

    >>> t.append(3.14)

    >>> t



        ['Quednoe', 'Biggles', 39, 3.14]


    Widzimy, że teraz lista t zawiera czwarty element, liczbę zmiennoprzecinkową 3,14. Zwróć uwagę, że dodawany element trafia na koniec listy.


    Spójrzmy na kilka innych przykładów:

    ❶ >>> t[-1]

            3.14



    ❷ >>> t[0:2]



            ['Quednoe', 'Biggles']



    ❸ >>> t[1] = 'Melvin'



        >>> t



            ['Quednoe', 'Melvin', 39, 3.14]



    ❹ >>> t.index("Melvin")



           1


    Widzimy tu mechanizm indeksu ujemnego ❶, który rozpoczyna indeksowanie od końca listy i zmierza ku jej początkowi, dzięki czemu wartość -1 zawsze zwraca ostatni element. Dowiadujemy się także, w jaki sposób za pomocą zakresu wyznaczyć podzbiór listy ❷.


    Aby korzystać z zakresów w Pythonie, używamy formatu [a:b], który oznacza zwracanie wszystkich elementów od indeksu a do indeksu b minus 1. W ujęciu matematycznym jest to zbiór [a, b), w którym b-ty element nie jest uwzględniany. Zatem w zapisie t[0:2] zostaną zwrócone jedynie pierwszy i drugi element. Zwróć uwagę, że jeżeli pominiesz pierwszą albo drugą pozycję zakresu, to domyślnie zakres zacznie się od pierwszego elementu (jeżeli został pominięty początek) lub zakończy się na ostatnim elemencie (jeżeli został pominięty koniec).


    Jeżeli używasz indeksu po lewej stronie instrukcji przypisania, to modyfikujesz dany element listy ❸. Widzimy teraz, że drugi element listy został zmieniony.


    Możemy także używać metody index do przeszukiwania listy w poszukiwaniu danego elementu ❹. Jeżeli element zostanie znaleziony, metoda index zwraca indeks elementu. Jeżeli nie uda się znaleźć tego elementu, zostanie wyświetlony komunikat o błędzie.


    Jeżeli chcesz sprawdzić, czy dany element znajduje się na liście, ale nie interesuje Cię jego pozycja, użyj wyrażenia in, na przykład:

    >>> b = [1,2,3,4]

    >>> 2 in b



        True



    >>> 5 in b



        False


    Zostały tu zwrócone wartości logiczne, True i False. Zwróć uwagę, że są one zapisane dużą literą. Możemy przypisywać je również do zmiennych. Godna uwagi jest wartość None, stanowiąca odpowiednik wartości NULL spotykanej w innych językach programowania (a przynajmniej do pierwszego przybliżenia). Będziemy z niej wiele korzystać podczas omawiania funkcji Pythona w podrozdziale „Funkcje”.


    Kopiowanie list


    Należy jeszcze wspomnieć o jednej rzeczy związanej z listami: Python nie kopiuje ich podczas przypisywania ich do nowej zmiennej; zamiast tego wskazuje nowej zmiennej miejsce w pamięci zawierające tę listę. Na przykład:

    >>> a = [0,1,2,3,4]

    >>> a



        [0, 1, 2, 3, 4]



    >>> b = a



    >>> b



        [0, 1, 2, 3, 4]


    Definiujemy zmienną a jako pięcioelementową listę liczb. Następnie przypisujemy tę listę do nowej zmiennej, b, i przekonujemy się, że ma ona w istocie taką samą zawartość jak zmienna a.


    Jak na razie wszystko idzie po naszej myśli. Co się jednak stanie, jeśli postanowimy zmienić element zmiennej a w następujący sposób?

    >>> a[2] = 3

    >>> a



    [0, 1, 3, 3, 4]



    >>> b



        [0, 1, 3, 3, 4]


    Jak widać, zmienna a została zaktualizowana zgodnie z oczekiwaniami, ale, co może być nieco zaskakujące, to samo stało się ze zmienną b. Wynika to z faktu, że przypisanie zmiennej b do zmiennej a kieruje ją do tego samego obszaru pamięci, co a. W rzeczy samej zawartość zmiennej a nie jest kopiowana do zmiennej b.


    Jeżeli chcemy skopiować zawartość zmiennej a w czasie przypisywania do niej zmiennej b, to musimy jawnie zaznaczyć wszystkie jej elementy:

    ❶  >>> b = a[:]

        >>> a



            [0, 1, 3, 3, 4]



        >>> b



            [0, 1, 3, 3, 4]



        >>> a[2] = 2



        >>> a



            [0, 1, 2, 3, 4]



        >>> b



            [0, 1, 3, 3, 4]


    Definiujemy tu listę a, a następnie przypisujemy a do b poprzez zaznaczenie wszystkich elementów zmiennej a ❶. Widzimy teraz, że lista b wygląda tak samo jak lista a. Następnie aktualizujemy trzeci element zmiennej a i sprawdzamy, że lista została zmodyfikowana zgodnie z oczekiwaniami, gdzie pierwsza wartość 3 została zastąpiona wartością 2. Jednak w tym przypadku lista b pozostała bez zmian, ponieważ w operacji przypisywania została utworzona nowa lista w pamięci poprzez zaznaczenie wszystkich elementów zmiennej a.


    Python nie kopiuje automatycznie list, ponieważ mogą być one bardzo duże, zatem niepotrzebne skopiowanie takiej listy oznaczałoby marnotrawstwo pamięci. Pełne skopiowanie listy utworzonej z innych zagnieżdżonych list może być nietrywialnym zadaniem. Zaznaczenie wszystkich elementów zgodnie z metodą ❶ tworzy jedynie powierzchowną kopię — elementy zagnieżdżone są nadal dostępne poprzez aliasy. Użyj funkcji deepcopy z modułu copy, aby rekurencyjnie skopiować wszystkie poziomy listy wraz z zagnieżdżonymi elementami.


    Python zawiera także inną strukturę danych przypominającą listę, mianowicie krotkę (ang. tuple). Krotki, oznaczane za pomocą nawiasów okrągłych, przypominają listy, ale po zdefiniowaniu nie można już ich modyfikować. Zasadniczo będziemy korzystać z list, ale moduł NumPy od czasu do czasu wykorzystuje także krotki (zob. rozdział 3.).


    Słowniki


    Ostatnim typem danych, któremu się przyjrzymy, jest słownik (ang. dictionary). Składa się on ze zbioru kluczy, z których każdy zostaje powiązany z wartością. Definiujemy słownik za pomocą znaków { i }. Podobnie jak w przypadku listy, możemy tu umieścić dowolną wartość, włącznie z innym słownikiem. Klucz zazwyczaj przyjmuje postać łańcucha znaków, ale może być równie dobrze wartością liczbową albo innym obiektem. Słownik definiujemy w następujący sposób:

    >>> d = {"a":1, "b":2, "c":3}

    >>> d.keys()



        dict_keys(['a', 'b', 'c'])


    W powyższym przykładzie definiujemy słownik poprzez bezpośrednie określanie jego elementów. Elementy słownika mają postać par klucz:wartość. W naszym przykładzie wszystkie klucze są łańcuchami znaków, a wartość powiązana z każdym kluczem to liczba całkowita. Metoda keys zwraca wszystkie klucze słownika.


    Powyższa składnia przydaje się, jeżeli znana jest zawartość słownika. Zazwyczaj jednak tak nie jest. Przeważnie słownik jest zdefiniowany, a my osobno dodajemy do niego kolejne elementy:

    >>> d = {}

    >>> d["a"] = 1



    >>> d["b"] = 2



    >>> d["c"] = 3


    Definiujemy tu pusty słownik d, a następnie pojedynczo przypisujemy wartości dla nowego zbioru kluczy. Jeżeli dany klucz już istnieje w słowniku d, jego wartość zostaje zaktualizowana.


    Aby uzyskać wartość skojarzoną z danym kluczem, wystarczy jako indeks podać ten klucz:

    >>> d["b"]

        2


    Jeżeli poszukiwany klucz nie istnieje w słowniku, zostanie wyświetlony komunikat o błędzie. Aby sprawdzić, czy klucz jest dostępny, użyj wyrażenia in:

    >>> "c" in d

        True


    Za pomocą list i słowników możemy wygodnie przechowywać niemal wszelkie dane. Jest to jedna z zalet Pythona: programiści mogą poświęcać energię na realizację zadania zamiast na implementowanie skomplikowanych struktur danych. Listy i słowniki są szybko przetwarzane i zasadniczo powinny wystarczyć do większości zadań, chyba że masz do czynienia z obliczeniami naukowymi; wtedy do akcji wkracza omówiony w rozdziale 3. moduł NumPy.


    Struktury sterowania


    Python implementuje kilka struktur sterowania (ang. control structures), umożliwiających zmianę przepływu programu za pomocą składni. Nas interesują następujące struktury:


    
      	instrukcje if-elif-else,


      	pętle for,


      	pętle while,


      	instrukcje with,


      	bloki try-except.

    


    Instrukcje if-elif-else


    Instrukcja if służy do podejmowania decyzji. Podajesz warunek, którego wynik musi być wartością logiczną True lub False. Jeżeli warunek jest prawdziwy, to zostaje zrealizowany pierwszy blok instrukcji if. W przypadku nieprawdziwości warunku nic się nie dzieje i kod przechodzi poza blok instrukcji if, chyba że dołączysz blok else, który właśnie wtedy zostaje zrealizowany. Możesz testować wiele warunków jednocześnie w ramach jednej instrukcji za pomocą słowa kluczowego elif, które wprowadza dodatkowe warunki zdefiniowane w oddzielnych blokach kodu. Na przykład:

    ❶ >>> disc = b**2 - 4*a*c

    ❷ >>> if (disc < 0):



                print("urojona")



    ❸      elif (disc == 0):



                print("pojedyncza rzeczywista")



            else:



    ❹          print("para rzeczywistych")


    Kod ten sprawdza wyróżnik wielomianu kwadratowego ax2 + bx + c w celu sprawdzenia liczby rozwiązań i ich rodzajów: liczby rzeczywistej, pary liczb rzeczywistych lub liczb urojonych. Rozwiązaniami są wartości x, dla których wielomian wynosi 0.


    Najpierw zostaje obliczona wartość wyróżnika (disc) ❶. Następnie kod sprawdza, czy wartość wyróżnika jest mniejsza od zera ❷. Jeśli tak, to oznacza, że istnieją dwa rozwiązania z liczbami urojonymi. Jeśli wyróżnik jest równy 0 ❸, istnieje tylko jedno rozwiązanie w postaci liczby rzeczywistej. Blok else zajmuje się sytuacją, gdy oba powyższe przypadki są nieprawdziwe; w takiej sytuacji istnieją dwa rozwiązania zawierające liczby rzeczywiste ❹. Nawiasy wokół warunków nie są konieczne, ale poprawiają czytelność kodu. Zwróć także uwagę, że operacja potęgowania w Pythonie jest symbolizowana za pomocą symboli **, zatem b**2-4*a*c = b2 – 4ac. W razie potrzeby możesz korzystać z dowolnej liczby klauzul elif, a także możesz nie wprowadzać żadnej z nich i na koniec umieścić końcową instrukcję else. Python nie zawiera instrukcji case czy switch, spotykanych w innych popularnych językach programowania.


    Pętle for


    Niemal wszystkie strukturalne języki programowania zawierają pętle, umożliwiające powtarzalne realizowanie określonego bloku kodu. W tym punkcie przyjrzymy się kilku takim strukturom dostępnym w Pythonie.


    Główną strukturę zapętlenia w Pythonie tworzy pętla for. W innych językach pętle for stanowią określoną liczbę zapętleń definiowanych za pomocą wartości początkowej i końcowej, które stopniowo przyrastają o jakiś ustalony krok. W Pythonie pętle są realizowane na obiektach iterowalnych zawierających metodę next. Należą do nich znaki z łańcucha znaków, elementy listy lub krotki, a także elementy słownika.


    Python zawiera dwie wbudowane funkcje, które przydają się w przypadku pętli. Pierwszą z nich jest funkcja range, tworząca obiekt generujący kolejne liczby całkowite, począwszy od 0, chyba że zaznaczymy inaczej:

    ❶ >>> for i in range(6):

                print(i)



            0



            1



            2



            3



            4



            5


    Funkcja range ❶ zwraca wartości od 0 do 5, a instrukcja for przypisuje kolejno te wartości do i podczas każdej iteracji pętli. Wyświetlamy tu bieżącą wartość zmiennej i za pomocą wbudowanej funkcji print.


    Kolejną przydatną funkcją współgrającą z pętlami for jest enumerate. Zwraca ona dwie wartości. Pierwszą stanowi indeks bieżącego elementu jej argumentu, a drugą jest sam element. Zostało to zilustrowane na poniższym przykładzie:

        >>> x = ["czarna","krowa","w","kropki","bordo"]

    ❶  >>> for i in x: 



                print(i)



        czarna



        krowa



        w



        kropki



        bordo



    ❷ >>> for i,v in enumerate(x):



                print(i,v)



        0 czarna



        1 krowa



        2 w



        3 kropki



        4 bordo


    W pierwszej pętli po liście x ❶ każdy jej element zostaje przypisany do i w kolejnych iteracjach. W drugiej pętli wykorzystujemy funkcję enumerate, dzięki której w każdej iteracji otrzymujemy dwie wartości w każdej iteracji: bieżący indeks przechowywany w zmiennej i oraz bieżący element listy x przechowywany w zmiennej v ❷. Python jest w stanie przypisywać wiele części do wielu zmiennych w tym samym czasie. W tym przypadku ciało pętli wyświetla indeks, a po nim element powiązany z tym indeksem.


    Co się stanie, jeśli użyjemy pętli for na słowniku? Zobaczmy:

    ❶ >>> d = {"a":1, "b":2, "c":2.718}

    ❷ >>> for i in d:



            print(i)



        a



        b



        c



    ❸ >>> for i in d:



            print(i, d[i])



        a 1



        b 2



        c 2.718


    Definiujemy tu najpierw słownik d przechowujący trzy klucze ❶. Jeżeli umieścimy w pętli samą zmienną słownika, to otrzymamy w rezultacie klucze ❷. Jeśli jednak użyjemy następnie klucza do zwrotu powiązanej z nim wartości, jak ma to miejsce w drugiej pętli ❸, to przeiterujemy cały słownik i uzyskamy dostęp do każdej wartości dokładnie jeden raz.


    Jedną ze szczególnie przydatnych własności Pythona jest możliwość połączenia pętli for z listą w wyrażeniu listowym (ang. list comprehension). Wyrażenie takie rozpoczyna się jak lista od symbolu [, ale nie umieszczamy w nim poszczególnych elementów listy, lecz kod generujący listę. Przyzwyczajenie się do takiego skrótu wymaga nieco czasu, ale gdy już się z nim zaznajomisz, to stwierdzisz, że zastępuje on skutecznie wiele pętli for. Na przykład:

    ❶  >>> import random

        >>> a = []



        >>> for i in range(10000):



    ❷         a.append(random.random())



    ❸ >>> b = [random.random() for i in range(10000)]



    ❹ >>> m3 = [i for i in range(10000) if (i % 3) == 0]


    Importujemy najpierw standardową bibliotekę generatora liczb losowych ❶, a następnie wypełniamy listę a 10 000 losowych liczb w zakresie [0, 1) (co oznacza, że 0 jest uwzględniane, a 1 już nie) ❷. Następnie wypełniamy listę b taką samą liczbą wartości losowych, tym razem jednak korzystamy z wyrażenia listowego ❸. Zwróć uwagę, że składnia jest taka sama, jak podczas definiowania listy za pomocą wartości, tym razem jednak ciało listy jest obiektem zwracającym wartość. W naszym przypadku wprowadzamy tu wywołanie metody random.random(), a także pętlę for dla 10 000 elementów.


    W ostatnim przykładzie tworzymy listę m3, zawierającą wszystkie wielokrotności liczby 3 (także 0) mniejsze od 10 000 ❹. Klauzula if stanowi test określający, czy dana i-ta wartość znajdzie się na liście. Symbol procentu (%) oznacza operację modulo, czyli wyznaczanie reszty z dzielenia. W naszym przypadku sprawdzamy, czy reszta z dzielenia i przez 3 wynosi 0. Jeśli tak, to nie uzyskujemy żadnej reszty z dzielenia, co oznacza, że i jest wielokrotnością trójki (lub zerem).


    Pętle while


    Wiele języków programowania zawiera pętle zarówno z odgórnym, jak i oddolnym sprawdzaniem warunku. Pętla z odgórnym sprawdzaniem (ang. top-tested loop) testuje warunek na samym początku, jeszcze przed zrealizowaniem ciała pętli, i jeżeli wynik jest negatywny, to pętla nie zostaje wykonana. Z kolei w pętli z oddolnym sprawdzaniem (ang. bottom-tested loop) pętla zostaje wykonana przynajmniej jeden raz i dopiero wtedy następuje sprawdzenie warunku, co pozwala określić, czy konieczna jest następna iteracja. W języku C pętla while jest pętlą z odgórnym sprawdzaniem, natomiast do...while stanowi pętlę ze sprawdzaniem oddolnym. Python zawiera jedynie pętlę while z odgórnym sprawdzaniem warunku o następującej składni:

    ❶ >>> i = 0

    ❷ >>> while (i < 4):



            print(i)



    ❸    i += 1



        0



        1



        2



        3


    Musimy zainicjalizować zmienną sterowania pętlą (i) z przypisaną wartością 0 przed rozpoczęciem pętli ❶, dzięki czemu warunek i < 4 od samego początku będzie poprawny ❷. Zwróć także uwagę, że na końcu ciała pętli jawnie inkrementujemy i ❸. Wyrażenie i += 1 stanowi skrót do operacji i = i + 1, powodującej przyrost i o 1. Python nie zawiera znanych z języka C operatorów inkrementacji i dekrementacji, takich jak i ++. Jeżeli spróbujesz wprowadzić taki operator, Python uprzejmie zwróci Ci uwagę za pomocą błędu składni (SyntaxError).


    Pętla while jest powtarzana, dopóki warunek będzie spełniony. Programista może umieścić w ciele pętli elementy powodujące, że warunek w którymś momencie przestanie być spełniany i pętla zostanie przerwana. Możesz także wyjść samodzielnie z pętli, co zostało zaprezentowane w dalszej części rozdziału.


    Instrukcje break i continue


    Pętle for i while współdziałają z dwiema innymi instrukcjami Pythona. Aby natychmiast wyjść z pętli, użyj instrukcji break; z kolei w celu błyskawicznego przejścia do następnej iteracji skorzystaj z instrukcji continue. Jednym z najczęstszych zastosowań instrukcji break jest przerwanie nieskończonej pętli:

        >>> i = 0

        >>> while True:



            print(i)



            i += 1



            if (i == 4):



    ❶         break



        0



        1



        2



        3


    Otrzymujemy taki sam wynik, jak we wcześniejszym przykładzie z pętlą while, tym razem jednak jawnie wychodzimy z pętli za pomocą instrukcji break po spełnieniu warunku jej zakończenia ❶. W tym przypadku warunkiem tym jest inkrementacja i do wartości 4. W rzeczywistości użycie w tym przykładzie instrukcji break do przerwania pętli nie ma większego sensu, ponieważ można tego dokonać na inne, czytelniejsze sposoby, często jednak pętla musi być realizowana aż do zakończenia działania programu lub do wystąpienia innej rzadkiej sytuacji bądź błędu. Na przykład interpreter wiersza polecenia będzie sprawdzał dane wprowadzane za pomocą klawiatury. Każdy wprowadzany znak jest umieszczany w buforze. Jeżeli jednak dany znak oznacza nowy wiersz, pętla zostaje przerwana i interpreter sprawdza zawartość bufora.


    Instrukcja continue iteruje pętlę tak, że ignorowane są pozostałe instrukcje ciała pętli, na przykład:

        >>> for i in range(4):

                print(i)



    ❶         continue



                print("xyzzy")



        0



        1



        2



        3


    Tutaj obecność instrukcji continue ❶ sprawia, że druga instrukcja, print, pozostaje niezrealizowana.


    Instrukcja with


    Instrukcja with przydaje się podczas pracy z plikami. Na przykład w poniższym listingu umożliwia ona otwarcie pliku przechowywanego na dysku i wczytanie jego zawartości jako łańcucha znaków:

    >>> with open("sezam") as f:

            s = f.read()



    >>> s



    'to jest plik\n'


    Instrukcja with otwiera plik sezam i przypisuje obiekt pliku do zmiennej f. Używamy następnie metody read, aby wczytać całą zawartość pliku w postaci łańcucha znaków, który zostaje następnie przypisany do zmiennej s. Po wyświetleniu zawartości zmiennej s dowiadujemy się, że plik przechowuje łańcuch znaków to jest plik z umieszczonym na końcu znakiem nowej linii.


    Zwróć uwagę, że w powyższym przykładzie korzystamy z metod open i read do otwarcia pliku, ale nie zamykamy go w jawny sposób. Wynika to z faktu, że po zakończeniu instrukcji with zostaje automatycznie wywołana metoda close, ponieważ zmienna f wychodzi poza zakres (oznacza to, że zmienna f jest zdefiniowana jedynie wewnątrz ciała instrukcji with).


    Obsługa błędów za pomocą bloków try-except


    Przyjrzyjmy się jeszcze pokrótce zdolności Pythona do wyłapywania i przetwarzania błędów, gdyż nie chcemy, aby błędy psuły działanie naszych aplikacji. Również w tym przypadku zajmiemy się jedynie najogólniejszym opisem możliwości kontrolowania błędów jako pomocy w ich usuwaniu.


    Aby wyłapać jakiś błąd zamiast czekać, aż przerwie on działanie programu, możemy umieścić kod potencjalnie powodujący błędy w bloku try...except. Jeżeli błąd jest wywoływany przez dowolną instrukcję umieszczoną po instrukcji try, a przed instrukcją except, to zostanie wyłapany i będzie realizowany kod znajdujący się po klauzuli except. W poniższym przykładzie pokazuję sposób wyłapywania dowolnego błędu powodowanego przez instrukcje znajdujące się w bloku try; warto jednak wiedzieć, że Python zawiera bogaty zbiór typów błędów, a użytkownicy mogą nawet definiować własne błędy:

    >>> x = 1.0/0.0

    Traceback (most recent call last):



      File "<stdin>", line 1, in <module>



    ZeroDivisionError: float division by zero



    >>> try:



            x = 1.0/0.0



        except:



            x = 0



    >>> x



    0


    Próbujemy tu najpierw przypisać do zmiennej x wynik dzielenia przez zero. Kończy się to komunikatem o błędzie wygenerowanym przez Pythona. Jeżeli jednak umieścimy operację przypisania w bloku try, Python przejdzie do wiersza x = 0 z bloku except i przypisze 0 do zmiennej x.


    Jeżeli nie używasz zaawansowanego środowiska programistycznego obsługującego przerwanie programu w trakcie jego wykonywania, to możesz skorzystać z poniższej konstrukcji, ponieważ wstrzymuje ona działanie programu w momencie napotkania błędu. W naszym przykładzie wykonywanie programu zostaje wstrzymane natychmiast po natrafieniu na błąd dzielenia przez zero:

    >>> try:

            x = 1.0/0.0



        except:



            import pdb; pdb.set_trace()


    Po napotkaniu błędu zostanie importowany moduł pdb (jeśli nie został importowany już wcześniej) i nastąpi wywołanie funkcji set_trace, co pozwoli wejść do środowiska debugowania. Funkcję tę można, oczywiście, wywołać w dowolnym miejscu kodu; nie musi znajdować się wewnątrz bloku try...except.


    Funkcje


    Funkcje w Pythonie definiujemy za pomocą słowa kluczowego def, po którym podajemy nazwę funkcji, a także w nawiasach listę argumentów, które funkcja będzie przyjmować. Nawet jeśli nie zamierzasz podawać argumentów, musisz tak czy inaczej umieścić nawiasy. Python jest dynamicznym językiem programowania, dlatego podajemy parametry funkcji, ale bez żadnych informacji o typie. W razie potrzeby możesz także podać wartości domyślne. Również tutaj ignorujemy własności obiektowe Pythona i koncentrujemy się na niewielkim skrawku potencjału dostępnego w funkcjach. Zdefiniujmy prostą funkcję:

    >>> def iloczyn(a,b):

            return a*b



    >>> iloczyn(4,5)



    20


    Zdefiniowaliśmy tu funkcję o nazwie iloczyn, która przyjmuje dwa argumenty, nazwane tu przez nas a i b. Ciało funkcji składa się z jednej prostej instrukcji return, która powraca do miejsca w kodzie, w którym została wywołana funkcja iloczyn, wraz z daną wartością — tutaj iloczynem dwóch argumentów. Jeżeli przetestujemy tę funkcję, to przekonamy się, że rzeczywiście oblicza ona iloczyn argumentów.


    Zmodyfikujmy teraz funkcję iloczyn i wprowadźmy domyślną wartość drugiego argumentu:

    >>> def iloczyn(a,b=3):

            return a*b



    >>> iloczyn(4,5)



    20



    >>> iloczyn(3)



    9


    Dostarczamy wartości domyślne w liście argumentów funkcji. Jeżeli korzystamy z dwóch argumentów, Python, jak poprzednio, przypisze wartość drugiego argumentu wewnątrz funkcji. Jeśli jednak nie podamy drugiego argumentu, Python użyje domyślnej wartości 3, przez co w konsekwencji zostanie zwrócona wartość 3·3 = 9. Wyznaczenie domyślnej wartości argumentu funkcji powoduje, że staje się on argumentem nazwanym i, jak się przekonaliśmy powyżej, nie musimy wprowadzać wartości tego argumentu w czasie wywoływania funkcji. Technika ta jest bardzo przydatna i będziemy ją widywać od czasu do czasu w naszych przykładach.


    W ostatnim przykładzie zaprezentujemy przykład definiowania funkcji bezargumentowej:

    >>> def pp():

            print("plugh")



    >>> pp()



    plugh


    Funkcja pp zawiera pustą listę argumentów. Jedyna instrukcja w ciele funkcji wyświetla słowo plugh. Nie ma tu wartości zwracanej.


    Python umożliwia zagnieżdżanie definicji funkcji, dzięki czemu dana funkcja może zawierać w sobie inne funkcje. Funkcje wewnętrzne są dostępne jedynie dla funkcji zewnętrznej. Rzadko trzeba to robić, a jeśli zauważysz, że korzystasz z tego mechanizmu bardzo często, być może powinieneś przestawić się na programowanie obiektowe. Jednak od czasu do czasu rozwiązanie takie ma sens, dlatego tu o nim wspominamy.


    Warto także uczynić None wartością domyślną; dzięki temu możemy sprawdzić wewnątrz funkcji, jaka jest wartość argumentu. Możemy porównać dowolną zmienną przechowującą dowolny typ danych z wartością None.


    Moduły


    Zakończymy nasz szybki przegląd możliwości Pythona omówieniem systemu modułów. Mechanizm ten przypomina bibliotekę standardową języka C i wprowadza do Pythona bogaty zestaw gotowych narzędzi zdefiniowanych jako moduły. Użytkownicy mogą, oczywiście, tworzyć również własne moduły. Zatem modułem (ang. module) nazywamy zestaw funkcji, które możemy importować do programu. Możemy także importować określoną funkcję z danego modułu bez konieczności importowania całej jego zawartości, musisz jednak pamiętać, że importowana funkcja może mieć taką samą nazwę jak funkcja pochodząca z innej przestrzeni nazw.


    Mówiąc o przestrzeni nazw (ang. namespace), mamy na myśli zbiór funkcji, analogiczny do rodziny, gdzie poszczególne funkcje odpowiadają członkom tej rodziny. Wszystkie funkcje, o których „wie” nasz program, znajdują się w naszej przestrzeni nazw. Jeżeli importujemy funkcję z jakiegoś modułu, to również ona trafi do naszej przestrzeni nazw. Z kolei jeśli importujemy cały moduł i będziemy tworzyć odniesienie do zawartej w nim funkcji za pomocą przedrostka zawierającego nazwę modułu, to będziemy mogli skorzystać z tej funkcji, nie będzie ona jednak należeć do naszej przestrzeni nazw. Niedługo zobaczysz, dlaczego ta różnica ma znaczenie.


    Spójrzmy na kilka przykładów wykorzystywania modułów w Pythonie:

    >>> import time

    >>> time.time()



    1524693601.402852


    Importujemy najpierw moduł time. Oznacza to, że mamy teraz dostęp do wszystkich funkcji modułu time pod warunkiem, że przed ich nazwą będziemy umieszczać prefiks z nazwą tego modułu (time.). Funkcja time z modułu time zwraca bieżący czas (w sekundach), jaki upłynął od 1 stycznia 1970 r. Jest to tzw. czas uniksowy (ang. epoch time), przydatny do określania czasu wymaganego do zrealizowania danego programu. Zwracana wartość może jedynie wzrastać, dlatego różnica między czasem uniksowym na początku działania programu a czasem na końcu przetwarzania określa okres wymagany do zrealizowania danego kodu.


    Spójrzmy na kolejny przykład:

    >>> from time import ctime, localtime

    >>> ctime()



    'Wed Apr 25 16:00:21 2020'



    >>> localtime().tm_year



    2018


    Nie importujemy tutaj całego modułu time, tylko dwie funkcje z niego. W ten sposób umieszczamy je w naszej przestrzeni nazw, co pozwala na ich bezpośrednie wywoływanie. Funkcja ctime zwraca łańcuch znaków określający bieżący czas i datę, a z kolei funkcja localtime zwraca wybraną składową bieżącego czasu. W naszym przykładzie wyświetlamy bieżący czas w momencie pisania książki.


    W ostatnim przykładzie wyjaśniamy, dlaczego często lepiej jest importować cały moduł zamiast „wyciągać” z niego funkcje:

    >>> def sqrt(x):

            return 4



    >>> sqrt(2)



    4



    >>> from math import *



    >>> sqrt(2)



    1.4142135623730951


    Najpierw definiujemy funkcję o nazwie sqrt. Zwraca ona zawsze wartość 4, bez względu na argument. Funkcja taka nie jest, oczywiście, zbyt przydatna, ale mimo wszystko jest prawidłową funkcją Pythona.


    Importujmy teraz całą bibliotekę funkcji matematycznych math. Użyta tu składnia umieszcza wszystkie funkcje modułu w naszej przestrzeni nazw, dzięki czemu możemy je wywoływać bez wstawiania przedrostka z nazwą modułu. Widzimy teraz, że po wywołaniu funkcji sqrt zostaje obliczony pierwiastek kwadratowy.


    Co się stało z naszą dyskusyjną implementacją funkcji sqrt? Została przesłonięta po importowaniu całej biblioteki math, ponieważ moduł ten zawiera również funkcję sqrt, a ponieważ został importowany już po zdefiniowaniu naszej funkcji, to pierwszeństwo uzyskuje nowsza funkcja o tej samej nazwie — importowana z całą biblioteką.


    W kwestii użyteczności biblioteki modułowe stanowią bardzo mocną stronę Pythona. Biblioteka standardowa zawiera bardzo rozbudowaną dokumentację. Listę dostępnych modułów Pythona w wersji 3.X znajdziesz na stronie https://docs.python.org/3/py-modindex.html. Główna strona Pythona dostępna jest pod adresem https://www.python.org/. Bardzo polecam zapoznanie się z treścią obydwu stron, gdyż w ten sposób dowiesz się, jakie możliwości ma do zaoferowania Python.


    Podsumowanie


    W tym rozdziale zajęliśmy się podstawami Pythona, gdyż dzięki nim będziesz w stanie zrozumieć kod omówiony w dalszej części książki. Poznaliśmy zarówno składnię, jak i instrukcje Pythona. Przyjrzeliśmy się także zmiennym oraz strukturom danych, po czym przeszliśmy do struktur sterowania i funkcji, a podróż zakończyliśmy na omówieniu biblioteki modułów Pythona.


    W następnym rozdziale przejdziemy do biblioteki NumPy, dzięki której Python staje się jeszcze przydatniejszy. Moduł ten stanowi kluczowy element uczenia maszynowego, wykorzystywany praktycznie przez wszystkie pozostałe biblioteki uczenia maszynowego, w tym również używane przez nas w dalszej części książki.


    
      
        [1] W języku angielskim oraz w językach programowania ułamki dziesiętne są oznaczane za pomocą kropki, nie przecinka — przyp. tłum.

      


      
        [2] Zob. Numbers and Computers, Ronald T. Kneusel (Springer-Verlag, 2017).

      

    

  


  
    Rozdział 3.

    Biblioteka NumPy


    [image: ]Biblioteka NumPy jest podstawowym narzędziem uczenia maszynowego, z którego będziemy korzystać w tej książce. Jeżeli masz już dobrze opanowaną jej obsługę, możesz przejść do następnego rozdziału. W przeciwnym wypadku nie martw się; rozdział ten został przygotowany zarówno jako przypomnienie, jak i wprowadzenie do tematu.


    Pełny opis biblioteki NumPy wykracza poza ramy tej książki, dlatego jeśli jesteś zainteresowany zagadnieniem, możesz zajrzeć pod adres https://numpy.org/doc/ stable/user/quickstart.html.


    Dlaczego NumPy?


    Python jest dobrze przemyślanym językiem programowania, ale brakuje mu istotnej struktury danych, nieodzownej w programowaniu naukowym i matematycznym: mowa o tablicy. Jasne, mógłbyś używać słownika lub rozbudowanej listy jako tablicy, nie byłoby to jednak zgodne z duchem tych struktur i, co ważniejsze, ich przetwarzanie byłoby bardzo powolne. Przyjrzyjmy się różnicom w implementacji tablic i list. Listy Pythona są bardziej skomplikowane od stosowanego przez nas tu opisu, ale mechanizm ich działania jest zasadniczo taki sam.


    Tablice a listy


    Tablica (ang. array) jest zasadniczo stałej wielkości blokiem sąsiadujących ze sobą komórek pamięci, pojedynczym, pozbawionym przerw blokiem pamięci RAM, służącym do reprezentowania zbioru n elementów, z których każdy zajmuje dokładnie m bajtów. Na przykład zgodna ze standardem IEEE 754 liczba zmiennoprzecinkowa podwójnej precyzji zajmuje 64 bity (czyli 8 bajtów) pamięci i jest określana w Pythonie jako typ float. Zatem tablica zawierająca n = 100 takich liczb zajmowałaby co najmniej nm = 100(8) = 800 bajtów pamięci. Gdyby Python zawierał tablice jako strukturę danych, zarezerwowałby 800 bajtów pamięci i umieściłby zmienną tablicy, na przykład o nazwie A, na początku tego bloku, tak jak zaprezentowano na rysunku 3.1.


    [image: ]


    Rysunek 3.1. Tablica przechowywana w ciągłym bloku pamięci


    Jeżeli chcemy uzyskać dostęp do jakiegoś elementu tablicy, na przykład x[3], możemy bardzo szybko obliczyć jego dokładne położenie w tablicy poprzez dodanie wartości 3(8) = 24 do początkowego adresu tablicy. Tak działa operacja indeksowania w tablicy.


    Tablice wielowymiarowe są również przechowywane w pamięci jako ciągłe bloki, a operacja indeksowania okazuje się jedynie nieznacznie trudniejsza. W tablicy wielowymiarowej (ang. multidimensional array) do indeksowania elementów wykorzystywane są co najmniej dwie liczby. Wyobraź sobie szachownicę; do określenia położenia figury szachowej potrzebne są dwie współrzędne: wiersz i kolumna. Zatem szachownica stanowi przykład tablicy dwuwymiarowej. Jeżeli dodamy jeszcze jeden wymiar, tak że przeobrazimy szachownicę w stos szachownic, to do zlokalizowania figury będziemy potrzebować trzech liczb: wiersza, kolumny i numeru szachownicy. W ten sposób otrzymujemy tablicę trójwymiarową.


    W dalszej części książki będziemy korzystać z tablic jedno-, dwu- i trójwymiarowych. Każda z nich jest przechowywana w pamięci operacyjnej jako pojedynczy blok. Dzięki takiej strukturze indeksowanie tablicy przebiega błyskawicznie, dlatego operacje na elementach tablicy mogą być realizowane bardzo szybko.


    Porównajmy teraz te informacje z listą. Rysunek 3.2. ukazuje podstawową strukturę listy B w pamięci. W tym przypadku poszczególne jej elementy nie sąsiadują ze sobą, lecz są rozrzucone po całej pamięci operacyjnej i zawierają wskaźniki łączące je sekwencyjnie ze sobą niczym łańcuch. Każde ogniwo takiego łańcucha zawiera wartość przechowywanego elementu i wskaźnik do następnego ogniwa.


    [image: Obraz zawierający tekst, zegar, znak Opis wygenerowany automatycznie]


    Rysunek 3.2. Lista przechowywana jako zbiór powiązanych węzłów rozproszonych w pamięci operacyjnej


    Nie możemy indeksować listy poprzez dodanie przesunięcia do podstawowego adresu pamięci. Zamiast tego jeśli chcemy uzyskać dostęp do czwartego elementu, to musimy rozpocząć od samego jej początku, użyć zawartego tam odnośnika do następnego elementu, stamtąd przejść do kolejnego, skąd przeniesiemy się do następnego, aby w końcu trafić do komórki pamięci przechowującej czwarty element, czyli 3 na rysunku 3.2. W przypadku małej listy nie stanowi to dużego problemu, gorzej natomiast, gdybyśmy chcieli indeksować milionowy i musieli powtarzać tę operację milion razy zamiast od razu dodać do początkowego adresu 8 milionów bajtów.


    Tablice są wykorzystywane w przeważającej większości zadań uczenia maszynowego. Jeżeli tablica ma tylko jeden wymiar, to nazywana jest wektorem; wektory stanowią dane wejściowe w wielu omawianych przez nas modelach uczenia maszynowego. Jeśli tablica składa się z dwóch wymiarów, to mamy do czynienia z macierzą. Macierz możemy wyobrazić sobie jako szachownicę lub obraz, którego każdy piksel stanowi odpowiednik pozycji na szachownicy. Również macierze mogą stanowić dane wejściowe naszego modelu lub mogą być używane wewnątrz modelu. Dobrymi przykładami są macierze wag w sieciach neuronowych, a także jądra splotowe i wynikowe filtry w sieciach splotowych.


    Z tego powodu kluczowym czynnikiem jest szybkość przetwarzania danych tablicowych. Właśnie tutaj wchodzi do gry biblioteka NumPy. Dodaje brakujący typ tablicowy do Pythona, dzięki czemu obliczenia mogą być realizowane błyskawicznie. Szczerze mówiąc, bez tego modułu Python nadawałby się do implementacji jedynie najprostszych algorytmów uczenia maszynowego. Jednak dzięki bibliotece NumPy stał się doskonałym środowiskiem badań z zakresu uczenia maszynowego.


    Testowanie szybkości tablic i list


    Sprawdźmy teraz, ile szybkości biblioteka NumPy dodaje do Pythona. Odpowiedzialny za to kod znajdziemy w listingu 3.1.


    Listing 3.1. Porównanie szybkości biblioteki NumPy z szybkością „niewspomaganego” Pythona. Kod znajdziesz w pliku numpy_speed_test.py

    ❶  import numpy as np



        import time



        import random



        n = 1000000



        a = [random.random() for i in range(n)]



        b = [random.random() for i in range(n)]



        s = time.time()



    ❷  c = [a[i]*b[i] for i in range(n)]



        print("Wyrażenie listowe:", time.time()-s)



        s = time.time()



        c = []



    ❸  for i in range(n):



            c.append(a[i]*b[i])



        print("Pętla for:", time.time()-s)



        s = time.time()



    ❹  c = [0]*n



        for i in range(n):



            c[i] = a[i]*b[i]



        print("Istniejąca lista:", time.time()-s)



    ❺  x = np.array(a)



        y = np.array(b)



        s = time.time()



        c = x*y



        print("Czas NumPy:", time.time()-s)


    W listingu 3.1 importujemy najpierw bibliotekę numpy ❶, a następnie tworzymy dwie listy losowych liczb za pomocą wyrażenia listowego. Każda z list zawiera 1 000 000 elementów. Naszym zadaniem jest jak najszybsze pomnożenie obydwu list element po elemencie.


    Możemy zmierzyć czas potrzebny na wykonanie programu przez zapisanie początkowego czasu w zmiennej s i odjęcie jej od czasu końcowego. Funkcja time z modułu time zwraca liczbę sekund (w tym ich części ułamkowych) od wyznaczonej daty początkowej (1 stycznia 1970 r.). Po każdej wykonanej operacji wyświetlamy wynik operacji time.time()-s.


    W pierwszej operacji mnożenia a przez b korzystamy z wyrażenia listowego ❷. Następnie za pomocą pętli ❸ wybieramy każdy element z listy a i b, po czym umieszczamy ich iloczyn w liście c. Zwróć uwagę, że w tej metodzie trzecia lista jest na początku pusta, a w miarę wstawiania kolejnych wyników zwiększa się jej rozmiar w pamięci.


    W trzeciej operacji wyznaczamy obszar pamięci na listę, dzięki czemu nie musimy dodawać nowych elementów do listy c, lecz aktualizujemy jej odpowiednie elementy ❹. Rozwiązanie to może być nieco szybsze; zaraz się o tym przekonamy.


    Na koniec przeprowadzamy obliczenia za pomocą biblioteki NumPy ❺. Wykluczamy czas wymagany na przetworzenie dwóch list w tablice NumPy (wiersze 25. i 26.), ponieważ możemy z łatwością wygenerować losowe tablice (a dokładniej wektory, gdyż są jednowymiarowe) poprzez wywołanie modułu liczb losowych. Cała operacja na wektorach NumPy wygląda następująco: c = x*y. Jak widać, nie definiujemy tu jawnie pętli. NumPy jest biblioteką przetwarzania tablicowego i automatycznie iteruje po wszystkich elementach tablic.


    Jeżeli uruchomimy dziesięciokrotnie kod z listingu 3.1 w celu uzyskania średniego czasu zrealizowania każdego z czterech sposobów, to otrzymamy wyniki zaprezentowane w tabeli 3.1.


    Tabela 3.1. Uśredniony czas zrealizowania poszczególnych operacji mnożenia


    
      
        
        
      

      
        
          	
            Metoda

          

          	
            Czas działania (średni czas w sekundach ± błąd standardowy)

          
        


        
          	
            Wyrażenie listowe

          

          	
            0,158855 ± 0,000426

          
        


        
          	
            Pętla for

          

          	
            0,226371 ± 0,000823

          
        


        
          	
            Pętla for z istniejącą listą

          

          	
            0,201825 ± 0,000409

          
        


        
          	
            NumPy

          

          	
            0,009253 ± 0,000027

          
        

      
    


    Jak widać, biblioteka NumPy jest niemal 25-krotnie szybsza od standardowego Pythona z wykorzystaniem implementacji naiwnej. Właśnie dlatego chcemy korzystać z modułu NumPy w uczeniu maszynowym! Błąd standardowy oznacza tu odchylenie standardowe podzielone przez pierwiastek kwadratowy z liczby wartości uwzględnionych w średniej, w tym przypadku równej 10. Z kolei za pomocą odchylenia standardowego mierzymy odstęp wartości od średniej. Jego duża wartość oznacza, że wartości mieszczą się w szerokim zakresie. W naszym przypadku uzyskujemy niewielkie wartości odchylenia standardowego, co oznacza, że uzyskane czasy są do siebie zbliżone w poszczególnych przebiegach.


    Listing 3.1 ukazuje prawdziwą potęgę biblioteki NumPy. Operacje są natychmiast rozgłaszane wśród odpowiednich wymiarów bez konieczności jawnego definiowania pętli. Dostępne są również normalne operacje algebraiczne na wektorach i macierzach, zasadniczo jednak operacje na tablicach NumPy realizowane są automatycznie element po elemencie, bez żadnych dodatkowych pętli.


    Wiemy już, dlaczego chcemy korzystać z modułu NumPy, możemy więc przejść teraz do opisu niektórych jego funkcji.


    Podstawowe tablice


    Siła biblioteki NumPy tkwi w tablicach, dlatego zaczniemy właśnie od nich. Zajmiemy się najpierw podstawowymi przykładami, a następnie wyjaśnimy mechanizm ich działania.


    Definiowanie tablicy za pomocą funkcji, np. array


    Stwórzmy najpierw jakąś podstawową tablicę:

    >>> import numpy as np

    >>> a = np.array([1,2,3,4])



    >>> a



    array([1, 2, 3, 4])



    >>> a.size



    4



    >>> a.shape



    (4,)



    >>> a.dtype



    dtype('int64')


    Definiujemy tu tablicę a za pomocą funkcji array. Argumentem tej funkcji musi być coś, co biblioteka NumPy może przekształcić w tablicę. Takim obiektem może być lista, a także krotka, dlatego najczęściej to one stanowią argumenty funkcji array.


    Jeżeli będziemy chcieli sprawdzić zawartość tablicy a z poziomu Pythona, to zostaną wyświetlone typ obiektu i jego wartości. Biblioteka NumPy wyświetla zawartość tablicy, ale jeżeli zawiera ona wiele elementów, ukazanych zostanie kilka pierwszych i ostatnich.


    Następnie wyświetlamy trzy najpowszechniejsze własności tablicy NumPy: rozmiar (size), wymiary (shape) i typ danych (dtype). Nasza tablica jest czteroelementowa, dlatego jej rozmiar wynosi 4. Oznacza to, że rozmiar tablicy jest określany za pomocą liczby przechowywanych w niej elementów. Tablica ta jest wektorem, co oznacza, że jest jednowymiarowa; wymiary tablic są zawsze zwracane w postaci krotki, gdzie pierwszym i jedynym elementem jest 4. Rozumiemy przez to, że w pierwszym wymiarze znajdują się cztery elementy.


    Obecność zdefiniowanego typu danych jest dość zaskakująca, ponieważ w normalnych okolicznościach nie ma on większego znaczenia w Pythonie. Jednak w celu zoptymalizowania wykorzystania pamięci biblioteka NumPy przykłada do nich wagę. Gdy zdefiniowaliśmy tablicę za pomocą funkcji array, nie określiliśmy typu danych, zatem domyślnie został wyznaczony typ 64-bitowych liczb całkowitych, ponieważ wszystkie elementy tej tablicy to liczby całkowite. Gdyby chociaż jeden z elementów był wartością zmiennoprzecinkową, to cała tablica miałaby wyznaczony typ float64, będący odpowiednikiem typu double w językach C, C++ czy Java.


    Zdefiniujmy teraz jawnie typ danych przechowywanych w tablicy NumPy:

    >>> b = np.array([1,2,3,4], dtype="uint8")

    >>> b.dtype



    dtype('uint8')



    >>> c = np.array([1,2,3,4], dtype="float64")



    >>> c.dtype



    dtype('float64')


    Definiujemy tu dwie nowe tablice, b i c. Obydwie zawierają te same elementy z listy, [1, 2, 3, 4]. Zwróć jednak uwagę na argument dtype funkcji array. Za jego pomocą określamy typ danych przechowywanych w tablicy NumPy. W przypadku tablicy b wybieramy bezznakowe, ośmiobitowe liczby całkowite (uint8). Przykładem takiego typu jest bajt lub znak ASCII. Jeżeli sprawdzimy własność dtype tablicy b, to przekonamy się, że rzeczywiście przechowywane są w nim bezznakowe, ośmiobitowe liczby całkowite.


    Tablica c zawiera takie same elementy, jak tablica b, tym razem jednak na typ danych wyznaczamy 64-bitowe liczby zmiennoprzecinkowe. Również w tym przypadku możemy sprawdzić typ danych przechowywanych w tablicy c. Podczas korzystania z modułu NumPy musimy mieć świadomość typu danych przechowywanych w tablicy.


    W tabeli 3.2 znajdziesz najczęściej spotykane typy danych NumPy, a także ich odpowiedniki w języku C. Podczas definiowania tablic określaj typy danych jako łańcuch znaków zawierający nazwę typu. Poniżej prezentujemy przykłady tego mechanizmu.


    Tabela 3.2. Nazwy typów danych NumPy, ich odpowiedniki w języku C i zakresy


    
      
        
        
        
      

      
        
          	
            Nazwa w NumPy

          

          	
            Odpowiednik w C

          

          	
            Zakres

          
        


        
          	
            float64

          

          	
            double

          

          	
            ± [2,225·10−308, 1,798·10308]

          
        


        
          	
            float32

          

          	
            float

          

          	
            ± [1,175·10−38, 3,403·1038]

          
        


        
          	
            int64

          

          	
            long long

          

          	
            [−263, 263 − 1]

          
        


        
          	
            uint64

          

          	
            unsigned long long

          

          	
            [0, 264 − 1]

          
        


        
          	
            int32

          

          	
            long

          

          	
            [−231, 231 − 1]

          
        


        
          	
            uint32

          

          	
            unsigned long

          

          	
            [0, 232 − 1]

          
        


        
          	
            uint8

          

          	
            unsigned char

          

          	
            [0, 255 = 28 − 1]

          
        

      
    


    Do tej pory tworzyliśmy jedynie wektory w bibliotece NumPy. Przejdźmy teraz do tablic dwuwymiarowych, 
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