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			Wstęp

			Krótka historia uczenia głębokiego

			Korzenie obecnej popularności uczenia głębokiego sięgają zaskakująco głęboko, bo aż do lat 50. ubiegłego wieku. Choć mgliste wzmianki o „inteligentnych maszynach” można także znaleźć wcześniej, w świecie fikcji i spekulacji, to jednak na przełomie lat 50. i 60. pojawiły się pierwsze „sztuczne sieci neuronowe”, opierające się na dramatycznie uproszczonym modelu biologicznych neuronów. Spośród tych modeli szczególne zainteresowanie wzbudził (i zdobył sławę) model perceptronu, ogłoszony przez Franka Rosenblatta. Podłączony do prostego „aparatu fotograficznego” potrafił on rozróżniać różne typy obiektów. Choć jego pierwsza wersja działała jako program na komputerze IBM, to jednak kolejne były już rozwiązaniami czysto sprzętowymi.

			Zainteresowanie wielowarstwowym modelem perceptronu (ang. Multilayer Perceptron — MLP) trwało przez całe lata 60. ubiegłego wieku. Sytuacja ta uległa zmianie w 1969 roku, kiedy to Marvin Minsky oraz Seymour Papert opublikowali książkę pt. Perceptrons (wydaną przez MIT Press). Książka ta zawierała dowód pokazujący, że liniowe perceptrony nie są w stanie klasyfikować zachowań funkcji nieliniowych (XOR). Niezależnie od ograniczeń tego dowodu (modele nieliniowych perceptronów istniały w momencie publikacji tej książki i autorzy nawet o nich wspominali) publikacja ta zapowiadała katastrofę fundamentów, na których opierały się ówczesne modele sieci neuronowych. Badania nad nimi podupadły aż do lat 80. ubiegłego wieku, kiedy to pojawiła się nowa generacja naukowców.

			Wzrost mocy obliczeniowej komputerów, połączony z opracowaniem techniki propagacji wstecznej (znanej w różnych formach już w latach 60., lecz niestosowanej ogólnie aż do lat 80. ubiegłego wieku), doprowadził do ponownego wzrostu zainteresowania zagadnieniami sieci neuronowych. Komputery nie tylko zyskały możliwości uczenia znacznie większych sieci, lecz także pojawiły się techniki efektywniejszego uczenia głębszych sieci neuronowych. Pierwsze konwolucyjne sieci neuronowe połączyły te początkowe osiągnięcia z modelem rozpoznawania obrazów wzorowanym na działaniu mózgów ssaków, po raz pierwszy pozwalając na tworzenie sieci, które potrafiły efektywnie rozpoznawać złożone obrazy, takie jak ręcznie pisane cyfry lub ludzkie twarze. Sieci konwolucyjne robią to, stosując tę samą „podsieć” do różnych obszarów obrazu i łącząc uzyskane wyniki w bardziej abstrakcyjne cechy. Działaniu sieci tego typu przyjrzymy się nieco dokładniej w rozdziale 12. 

			W latach 90. ubiegłego wielu oraz pierwszej dekadzie tego wieku popularność sieci neuronowych znowu zmalała, gdyż popularniejsze stały się bardziej „zrozumiałe” modele, takie jak maszyna wektorów nośnych (SVM) czy też drzewa decyzyjne. Maszyny wektorów nośnych okazały się doskonałymi klasyfikatorami dla wielu ówczesnych źródeł danych, zwłaszcza jeśli zostały połączone z cechami przygotowywanymi przez ludzi. Wśród zagadnień związanych z komputerowym przetwarzaniem obrazów bardzo popularna stała się „inżynieria cech”. Obejmowała ona na przykład tworzenie detektorów cech dla niewielkich elementów na obrazach i ręczne łączenie ich w coś, co potrafiło rozpoznawać bardziej złożone formy. Później okazało się, że sieci głębokie także uczą się rozpoznawać podobne cechy oraz łączyć je w zbliżony sposób. W rozdziale 12. dokładniej przyjrzymy się wewnętrznym tajnikom działania takich sieci oraz pokażemy, w jaki sposób one się uczą.

			Wraz z pojawieniem się pod koniec pierwszej dekady tego wieku możliwości wykorzystywania procesorów graficznych (GPU) do ogólnych zastosowań programistycznych sieci neuronowe zyskały możliwość zrobienia wielkiego postępu w porównaniu z konkurencyjnymi rozwiązaniami. Jednostki graficzne składają się z tysięcy małych procesorów, które potrafią współbieżnie wykonywać tryliardy operacji na sekundę. Początkowo były one tworzone z myślą o grach komputerowych, w których konieczne jest renderowanie złożonych, trójwymiarowych scen w czasie rzeczywistym; później jednak okazało się, że tych samych urządzeń sprzętowych można używać do równoległego uczenia sieci neuronowych, skracając tym samym czas ich nauki 10 razy lub nawet więcej. 

			Trzeba tu wspomnieć o jeszcze jednym czynniku — otóż internet doprowadził do powstania ogromnych zbiorów uczących. O ile wcześniej naukowcy uczyli klasyfikatory na podstawie tysięcy zdjęć, o tyle teraz mają dostęp do milionów. To oraz możliwość tworzenia większych sieci sprawiły, że sieci neuronowe w końcu mogły zabłysnąć. Ta dominacja trwała jednak tylko przez kilka kolejnych lat, podczas których dzięki poprawionym technikom i rozwiązaniom sieci neuronowe zaczęto także stosować w innych dziedzinach niż rozpoznawanie obrazów, takich jak tłumaczenie, rozpoznawanie mody czy też generowanie obrazów.

			Dlaczego teraz?

			Choć znaczący wzrost mocy obliczeniowej oraz usprawnione techniki przyczyniły się do wzrostu zainteresowania sieciami neuronowymi, to nie można także zapominać o ogromnej poprawie łatwości wykorzystania. W szczególności chodzi tu o frameworki uczenia głębokiego, takie jak TensorFlow, Theano oraz Torch, dzięki którym nawet osoby bez eksperckiej wiedzy są w stanie tworzyć złożone sieci neuronowe i używać ich do rozwiązywania własnych problemów związanych z uczeniem maszynowym. Dzięki nim to, co niegdyś wymagało miesięcy lub nawet lat żmudnego kodowania i dużego wysiłku intelektualnego (pisanie wydajnego kodu działającego na procesorach graficznych jest naprawdę trudne), można teraz zrobić w jedno popołudnie (albo, w praktyce, w kilka dni). Ta zwiększona łatwość wykorzystania przełożyła się z kolei na znaczące zwiększenie się grona badaczy zajmujących się zagadnieniami uczenia głębokiego. Frameworki takie jak Keras, operujące na jeszcze wyższym poziomie abstrakcji, pozwoliły wszystkim, którzy znają język Python i potrafią posługiwać się kilkoma innymi narzędziami, na wykonywanie całkiem interesujących eksperymentów; o tym zresztą przekonamy się w tej książce.

			Kolejnym ważnym czynnikiem stanowiącym odpowiedź na pytanie „dlaczego teraz?” jest to, że ogromne zbiory danych stały się dostępne dla każdego. To prawda, że firmy takie jak Facebook czy Google wciąż mają łatwiejszy dostęp do miliardów zdjęć, komentarzy i wszelkich innych naszych danych, jednak zbiory danych liczące miliony elementów można zdobyć z wielu różnych źródeł. W rozdziale 1. przyjrzymy się różnym dostępnym możliwościom, a w pozostałych rozdziałach książki, zazwyczaj w pierwszej recepturze, przykładowe kody będą wyjaśniać, jak można pobrać wymagane dane uczące.

			W tym samym czasie prywatne firmy zaczęły generować oraz zbierać wielokrotnie więcej danych, co sprawiło, że cały krąg zagadnień związany z uczeniem głębokim nagle stał się interesujący pod względem komercyjnym. Model, który potrafi wskazać różnice między psem a kotem, jest całkiem interesujący, jednak dla firmy model, który potrafi zwiększyć sprzedaż o 15% dzięki uwzględnieniu danych historycznych, może stanowić różnicę między „być” a „nie być”. 

			Co musisz wiedzieć?

			Obecnie dostępnych jest bardzo wiele platform, technologii oraz języków programowania, z których można korzystać w ramach uczenia głębokiego. Wszystkie przykłady prezentowane w tej książce zostały napisane w Pythonie, a przeważająca część kodów bazuje na świetnym frameworku Keras. Przykładowe kody można pobrać w formie notatników Pythona. Dlatego też na pewno przyda się praktyczna wiedza:

			Język Python

			Preferowana jest znajomość języka Python 3, choć Python 2.7 powinien wystarczyć. W książce będzie używanych wiele bibliotek pomocniczych, które z powodzeniem można zainstalować przy użyciu programu pip. Kod jest zazwyczaj całkiem prosty, więc nawet początkujący programiści Pythona powinni być w stanie go przeanalizować i zrozumieć.

			Framework Keras

			Wszystkie najbardziej złożone i skomplikowane operacje związane z uczeniem maszynowym są niemal w całości wykonywane przez framework Keras. Stanowi on wyższy poziom abstrakcji i działa na bazie frameworków TensorFlow lub Theano. Wszystkie kody zostały przetestowane z wykorzystaniem TensorFlow, lecz powinny także działać w przypadku korzystania z Theano.

			Biblioteki NumPy, SciPy, scikit-learn

			Te bardzo użyteczne i potężne biblioteki są często używane w wielu recepturach. W większości przypadków wykonywane operacje będzie można łatwo zrozumieć na podstawie kontekstu, ale krótki rzut oka na dokumentację na pewno nie zaszkodzi.

			Notatniki Jupyter

			Notatniki są doskonałym sposobem udostępniania kodu; pozwalają przeplatać kod, jego wyniki oraz komentarze, a wszystko to jest wyświetlane w przeglądarkach WWW.

			Kody prezentowane w poszczególnych rozdziałach książki pochodzą zawsze z jednego lub kilku różnych notatników. W tekście książki często pomijam szczegóły, takie jak instrukcje importu, dlatego też dobrym pomysłem jest pobranie kodów do książki i uruchamianie notatników lokalnie. W pierwszej kolejności kody należy pobrać z serwera FTP wydawnictwa Helion (ftp://ftp.helion.pl/przyklady/delere.zip), a następnie rozpakować do dowolnego katalogu (na przykład: uczenie_glebokie_receptury) i przejść do niego.

			Po rozpakowaniu kodów należy utworzyć środowisko wirtualne na potrzeby projektu:

			python3 -m venv venv3



			source ven3/bin/activate



			Następnie należy zainstalować zależności:

			pip install -r requirements.txt



			Jeśli używany komputer jest wyposażony w procesor graficzny i jeśli chcemy z niego korzystać, to należy odinstalować pakiet tensorflow, a zamiast niego zainstalować tensorflow-gpu; obie te operacje można wykonać, używając programu pip:

			pip uninstall tensorflow



			pip install tensorflow-gpu



			Oprócz tego konieczne będzie zainstalowanie i skonfigurowanie odpowiedniej biblioteki do wykorzystania procesora graficznego, co może być dość kłopotliwym zadaniem.

			I w końcu można uruchomić serwer notatników:

			jupyter notebook



			Jeśli wszystko pójdzie zgodnie z oczekiwaniami, to w efekcie powinna zostać uruchomiona przeglądarka, a w niej powinna zostać wyświetlona strona zawierająca listę wszystkich notatników z kodami do książki. Nie obawiaj się eksperymentować i modyfikować ich kodu — w każdej chwili można je wyodrębnić z archiwum.

			Na samym początku każdego z rozdziałów zamieszczona jest lista wszystkich notatników, z których pochodzą kody przedstawione w danym rozdziale. Na początku nazw poszczególnych notatników umieściłem numer rozdziału, tak że znajdowanie kodów raczej nie powinno stanowić problemu. W katalogu notatników będzie można znaleźć także trzy dodatkowe katalogi:

			Data

			Zawiera dane potrzebne do działania różnych notatników — w większości są to fragmenty ogólnodostępnych zbiorów danych czy też inne elementy, które byłoby trudno wygenerować samodzielnie.

			Generated

			Ten katalog jest używany do przechowywania danych pośrednich.

			Zoo

			Zawiera podkatalog dla każdego rozdziału. Są w nim przechowywane zapisane modele używane w danym rozdziale. Jeśli ktoś nie ma czasu na samodzielne uczenie modeli, to wciąż będzie mógł je wykonywać po uprzednim wczytaniu z tego katalogu.

			Struktura tej książki

			Rozdział 1. zawiera szczegółowe informacje o tym, jak funkcjonują sieci neuronowe, skąd można zdobywać dane i jak te dane przetwarzać, by ułatwić stosowanie ich do uczenia sieci neuronowych. Rozdział 2. jest poświęcony temu, co zrobić, kiedy utkniemy. Sieci neuronowe cały czas są bardzo trudne do testowania, a rady i sztuczki dotyczące tego, jak je zmusić do odpowiedniego działania, opisane w tym rozdziale, pomogą w rozwiązywaniu problemów, które mogą się pojawić podczas realizacji bardziej złożonych receptur opisanych w dalszej części książki. Jeśli ktoś jest niecierpliwy, to może pominąć ten rozdział i wrócić do niego później, kiedy utknie i nie będzie wiedział, co zrobić, by ruszyć z miejsca. 

			Rozdziały od 3. do 15. są poświęcone różnym mediom, zaczynając od przetwarzania tekstów, a kończąc w rozdziale 15. na przetwarzaniu muzyki. Każdy rozdział przedstawia jeden projekt, którego realizacja jest podzielona na wiele receptur. Zazwyczaj każdy rozdział rozpoczyna się od receptury poświęconej zdobywaniu niezbędnych danych, po nim następuje kilka receptur zmierzających w stronę rozwiązania problemu, a receptury umieszczone na końcu służą do wizualizacji wyników.

			Rozdział 16. jest poświęcony używaniu modeli w rozwiązaniach produkcyjnych. Wykonywanie eksperymentów w notatnikach jest świetnym rozwiązaniem, jednak naszym końcowym celem będzie przeważnie podzielenie się wynikami z rzeczywistymi użytkownikami oraz uruchomienie modeli na prawdziwych serwerach lub urządzeniach mobilnych. W tym rozdziale wyjaśniłem, jak to można zrobić.

			Konwencje zastosowane w tej książce

			W książce zostały zastosowane następujące konwencje typograficzne:

			Kursywa

			Oznacza nowe terminy, adresy URL, adresy e-mail, nazwy i rozszerzenia plików.

			Czcionka o stałej szerokości znaków

			Jest stosowana do wyświetlania listingów kodu, jak również fragmentów wewnątrz akapitów, które to fragmenty odwołują się do elementów kodu, takich jak: nazwy funkcji, baz danych, typów danych, zmiennych środowiskowych, instrukcji i słów kluczowych.

			Kursywa o stałej szerokości znaków

			Oznacza fragmenty, które powinny zostać zastąpione wartościami podanymi przez użytkownika bądź też określonymi na podstawie kontekstu.
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							Ten element oznacza wskazówkę lub sugestię.
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							Ten element oznacza uwagę o charakterze ogólnym.

						
					

				
			

			Kody przykładów do książki

			Każdemu rozdziałowi tej książki odpowiada jeden lub kilka notatników, zawierających kody, których fragmenty prezentowane są w tych rozdziałach. Rozdziały można czytać bez wykonywania tych kodów, jednak testowanie ich podczas lektury jest znacznie bardziej zabawne. Wszystkie te kody można pobrać w formie pliku archiwum z serwera FTP wydawnictwa Helion: ftp://ftp.helion.pl/przyklady/delere.zip.

			Aby przygotować kody do działania, należy je pobrać i rozpakować do dowolnego katalogu, na przykład uczenie_glebokie_receptury, następnie trzeba otworzyć okno wiersza poleceń, przejść do katalogu zawierającego rozpakowane pliki i wykonać poniższe polecenia:

			python3 -m venv venv3



			venv3\Scripts\activate.bat



			pip install -r requirements.txt



			jupyter notebook



			Tak książka została napisana po to, aby pomóc Ci szybko realizować wyznaczone zadania. Wszystkie kody umieszczone w notatnikach są udostępniane na zasadach licencji Apache License 2.0.

			Doceniamy to, jeśli podaje się źródło, z którego pochodzą używane kody, jednak tego nie wymagamy. Informacje o źródle pochodzenia zawierają zazwyczaj tytuł, autora, wydawcę oraz numer ISBN, na przykład: Douwe Osinga, Deep Learning. Receptury, Helion, 2019, Copyright 2018 Douwe Osinga, ISBN 978-83-283-5231-5.

			Podziękowania

			Zaczynając od pracowników naukowych publikujących swoje nowe pomysły w witrynie https://arxiv.org, przez programistów implementujących te pomysły w serwisie GitHub, a kończąc na publicznych i prywatnych instytucjach publikujących zbiory danych przeznaczone do ogólnego użytku świat uczenia maszynowego jest pełen osób i instytucji, które ciepło witają wszystkich początkujących i ułatwiają im rozpoczęcie własnych eksperymentów. Otwarte dane, otwarte kody, otwarty dostęp do publikacji — ta książka nie powstałaby, gdyby nie kultura dzielenia się, powszechna w świecie uczenia maszynowego. 

			To wszystko jest prawdą w odniesieniu do pomysłów prezentowanych w książce, ale jest jeszcze bardziej prawdziwe w odniesieniu do zamieszonych w niej kodów. Pisanie modeli uczenia maszynowego od samego początku jest bardzo trudne, dlatego też niemal wszystkie modele używane w notatnikach zostały zaczerpnięte z innych źródeł. To najlepszy sposób, by zrobić coś szybko — znaleźć model, który robi coś podobnego do tego, co chcemy osiągnąć, i zmieniać go krok po kroku, sprawdzając przy tym, czy cały czas działa.

			Specjalne podziękowania chciałbym przekazać mojemu przyjacielowi i współautorowi tej książki — Rusellowi Powerowi. Oprócz tego, że pomógł mi napisać „Wstęp”, rozdziały 6. i 7., to odegrał także kluczową rolę w sprawdzaniu technicznej wartości tej książki oraz dołączonych do niej kodów. Co więcej, był nieocenionym recenzentem wielu pomysłów, spośród których kilka trafiło na strony tej książki.

			Muszę wspomnieć też o mojej kochanej żonie, która była pierwszą linią obrony w kwestii korekty powstających rozdziałów. Ma ona niesamowitą umiejętność wychwytywania błędów w tekście, który ani nie jest napisany w jej rodzimym języku, ani nie dotyczy zagadnień, w których jest ekspertem.

			Plik requirements.txt zawiera listę wszystkich pakietów używanych w tej książce. Serdecznie dziękuję wszystkim osobom, które współuczestniczyły w powstawaniu tych projektów. W szczególności dotyczy to frameworka Keras, gdyż używam go niemal we wszystkich recepturach, a czasami nawet korzystam z jego przykładów.

			Pisząc tę książkę, posiłkowałem się kodami i pomysłami zaczerpniętymi z wielu różnych pakietów i blogów. W szczególności są to:

			Rozdział 2. „Aby ruszyć z miejsca”

			Ten rozdział bazuje na pomysłach zaczerpniętych z wpisu na blogu, zatytułowanego 37 Reasons Why Your Neural Network Is Not Working[1] (https://blog.slavv.com/37-reasons-why-your-neural-network-is-not-working-4020854bd607).

			Rozdział 3. „Obliczanie podobieństwa słów przy użyciu wektorów właściwościowych”

			Dziękuję firmie Google za opublikowanie modelu Word2vec.

			Ten rozdział bazuje na bibliotece Gensim Radima Řehůřeka, także niektóre kody są wzorowane na tym doskonałym projekcie.

			Rozdział 5. „Generowanie tekstu wzorowanego na przykładach”

			Ten rozdział w dużym stopniu bazuje na wspaniałym artykule The Unreasonable Effectiveness of Recurrent Neural Networks[2], opublikowanym na blogu przez Andreja Karpathy’ego (http://karpathy.github.io/2015/05/21/rnn-effectiveness/). Ten wpis ponownie rozbudził moje zainteresowanie sieciami neuronowymi.

			Sposób wizualizacji wyników został zainspirowany przez artykuł Motokiego Wu Visualizations of Recurrent Neural Networks[3] (https://medium.com/@plusepsilon/visualizations-of-recurrent-neural-networks-c18f07779d56).

			Rozdział 6. „Dopasowywanie pytań”

			Ten rozdział został w pewnym stopniu zainspirowany konkursem Quora Question Pairs, prowadzonym w witrynie Kaggle (https://www.kaggle.com/c/quora-question-pairs).

			Rozdział 8. „Odwzorowywanie sekwencji na sekwencje”

			Kod tego przykładu został skopiowany z jednego z przykładów wchodzących w skład frameworka Keras, jednak używam go na nieco innym zbiorze danych.

			Rozdział 11. „Wykrywanie wielu obrazów”

			Ten rozdział bazuje na projekcie keras_frcnn (https://github.com/yhenon/keras-frcnn) Yanna Henona.

			Rozdział 12. „Styl obrazu”

			Przykład w tym rozdziale bazuje na artykule How Convolutional Neural Networks See the World[4] (https://blog.keras.io/how-convolutional-neural-networks-see-the-world.html) oraz, oczywiście, na przygotowanym przez Google’a notatniku DeepDream (https://github.com/google/deepdream/blob/master/dream.ipynb).

			Rozdział 13. „Generowanie obrazów przy użyciu autoenkoderów”

			Kod oraz pomysł bazują na publikacji Nicholasa Normandina pt. Conditional Variational Autoencoder[5].

			Rozdział 14. „Generowanie ikon przy użyciu głębokich sieci neuronowych”

			Kod uczący autoenkoder korzystający z frameworka Keras bazuje na skrypcie Qin Yonglianga DCGAN-Keras (https://github.com/ctmakro/DCGAN-Keras/blob/master/lets_gan.py).

			Rozdział 15. „Muzyka a uczenie głębokie”

			Rozdział bazuje na projekcie o nazwie gtzan.keras Heitora Guimarãesa. (https://github.com/Hguimaraes/gtzan.keras)

			
			
				
					[1]		37 powodów, dla których twoja sieć neuronowa nie działa — przyp. tłum.

				

				
					[2]		Nieuzasadniona wydajność rekurencyjnych sieci neuronowych — przyp. tłum.

				

				
					[3]		Wizualizacja rekurencyjnych sieci neuronowych — przyp. tłum.

				

				
					[4]		Jak konwolucyjne sieci neuronowe widzą świat — przyp. tłum.

				

				
					[5]		Warunkowy autoenkoder wariancyjny — przyp. tłum.

				

			

		


		
			Rozdział 1. 
Narzędzia i techniki

			W tym rozdziale przyjrzymy się narzędziom i technikom powszechnie używanym do uczenia głębokiego. Rozdział ten świetnie nadaje się do tego, by przeczytać go raz i zdobyć ogólną orientację w temacie, a następnie wracać, kiedy będzie to potrzebne.

			Zaczniemy od przeglądu różnych typów sieci neuronowych, które będą używane w tej książce. Większość z prezentowanych w niej receptur koncentruje się na tym, by wykonać określone zadanie, i jedynie pobieżnie opisuje architektury wykorzystywanych sieci. 

			Następnie skoncentrujemy się na tym, jak zdobywać dane. Technologiczni giganci, tacy jak Facebook i Google, mają dostęp do ogromnych ilości danych, które mogą stosować do swoich celów badawczych, jednak w internecie możemy znaleźć także dostatecznie dużo danych, by móc zrobić coś ciekawego. Receptury zamieszczone w tej książce korzystają z danych pochodzących z szerokiego zakresu źródeł.

			Kolejna część rozdziału będzie poświęcona wstępnemu przetwarzaniu danych. To bardzo ważne zagadnienie, które niejednokrotnie jest pomijane. A nawet jeśli nasza sieć neuronowa została odpowiednio przygotowana i jeśli dysponujemy świetnymi danymi, to i tak musimy się upewnić, że dane te będą w najlepszy możliwy sposób dostarczone do sieci.

			1.1. Typy sieci neuronowych

			W tym rozdziale oraz w dalszej części książki będziemy mówić o sieciach i modelach. Sieć to skrótowe określenie sieci neuronowej, odnoszące się do grupy połączonych ze sobą warstw. Dane są przekazywane do sieci z jednej jej strony, a z drugiej strony sieci są zwracane wyniki. Każda z warstw sieci implementuje pewną operację matematyczną, która jest wykonywana na danych przechodzących przez warstwę, i dysponuje pewnymi zmiennymi, które można modyfikować, by dokładnie określać działanie tej warstwy. W tym kontekście danymi są tensory, czyli wielowymiarowe wektory (które zazwyczaj mają dwa lub trzy wymiary).

			Pełny opis różnych rodzajów warstw i realizowanych przez nie operacji matematycznych wykracza poza zakres tej książki. Najprostszym typem warstwy jest warstwa w pełni połączona; pobiera ona dane w formie macierzy, mnoży tę macierz przez inną macierz, nazywaną wagami (ang. weights), i dodaje do wyniku kolejną macierz, nazywaną obciążeniem (ang. bias). Za każdą warstwą znajduje się funkcja aktywacji — funkcja matematyczna, która odwzorowuje wyniki jednej warstwy na wejścia następnej. Na przykład prosta funkcja aktywacji nazywana ReLU przekazuje wszystkie wartości dodatnie bez zmian, natomiast wartości ujemne zmienia na zera.

			Z technicznego punktu wiedzenia termin sieć odnosi się do architektury — sposobu, w jaki poszczególne warstwy są ze sobą połączone. Z kolei model to sieć oraz wszystkie zmienne określające sposób jej działania. Uczenie modelu modyfikuje te zmienne, tak by zwracane przez sieć prognozy lepiej odpowiadały oczekiwanym wynikom. Jednak w praktyce oba te terminy często są używane zamiennie.

			Terminy „uczenie głębokie” oraz „sieci neuronowe” w rzeczywistości obejmują szeroki zakres różnych modeli. Większość z tych sieci będzie dysponować podobnymi elementami (na przykład niemal wszystkie sieci służące do klasyfikacji będą korzystać z konkretnej wersji funkcji straty). Choć przestrzeń modeli jest bardzo zróżnicowana, to jednak większość z nich będzie należeć do jednej z kilku ogólnych kategorii. Niektóre modele będą korzystać z elementów należących do różnych kategorii; na przykład wiele sieci służących do klasyfikowania obrazów używa w pełni połączonej „czołowej” sekcji do wykonywania ostatecznej klasyfikacji.

			Sieci w pełni połączone

			Sieci w pełni połączone były pierwszym typem sieci neuronowych, nad którymi prowadzono prace. Aż do późnych lat 80. ubiegłego wieku były w centrum zainteresowania. W sieciach tego typu każda jednostka wyjściowa jest wyliczana jako suma ważona wszystkich wejść. Określenie „w pełni połączona” oddaje sposób działania sieci: każde wyjście jest połączone ze wszystkimi wejściami. Można to zapisać przy użyciu następującego wzoru:

			[image: ]

			Większość publikacji przedstawia sieci w pełni połączone za pomocą zapisu macierzowego. W tym przypadku mnożymy wektor wejść przez macierz wag W i uzyskujemy w ten sposób wektory wyjść:

			y = Wx

			Ponieważ mnożenie macierzy jest operacją liniową, sieć zawierająca jedynie mnożenie macierzy byłaby w stanie uczyć się tylko odwzorowań liniowych. Aby sieci neuronowe miały większe możliwości wyrazu, mnożenie macierzy jest uzupełniane przez nieliniową funkcję aktywacji. Może to być dowolna funkcja różniczkowalna, jednak powszechnie stosuje się tylko kilka takich funkcji. Do niedawna najczęściej stosowaną funkcją aktywacji był tangens hiperboliczny, tanh, który zresztą aż do dziś można znaleźć w niektórych modelach (rysunek 1.1).
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			Rysunek 1.1. Wykres funkcji aktywacji tanh

			Problem związany ze stosowaniem tej funkcji polega na tym, że staje się ona bardzo „płaska” dla wartości wejściowych znacząco odbiegających od zera. W efekcie gradient tej funkcji jest bardzo mały, co oznacza, że uzyskanie zmiany zachowania sieci może zająć bardzo dużo czasu. Ostatnio większą popularnością cieszą się inne funkcje aktywacji. Jedną z najpopularniejszych jest funkcja aktywacji określana jako prostowana jednostka liniowa (ang. Rectified Linear Unit albo w skrócie ReLU, patrz rysunek 1.2).

		 
							[image: ]

				 
			Rysunek 1.2. Wykres funkcji aktywacji ReLU

			I w końcu, wiele sieci neuronowych w swojej ostatniej warstwie używa funkcji sigmoidalnej (ang. sigmoid). Funkcja ta charakteryzuje się tym, że zawsze zwraca wartości z zakresu od 0 do 1. Ta cecha sprawia, że wyniki sieci można traktować jako prawdopodobieństwa (rysunek 1.3):
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			Rysunek 1.3. Wykres sigmoidalnej funkcji aktywacji

			Operacja mnożenia macierzy oraz wykonywana za nią funkcja aktywacji są nazywane warstwą sieci neuronowej. W niektórych przypadkach kompletna sieć neuronowa może się składać nawet ze 100 warstw, jednak w sieciach w pełni połączonych ich liczba zazwyczaj nie przekracza kilku. Jeśli rozwiązujemy zadanie klasyfikacyjne typu „jakiego gatunku kot jest widoczny na zdjęciu?”, to ostatnia warstwa sieci jest nazywana warstwą klasyfikacyjną. Liczba wyjść tej warstwy zawsze będzie odpowiadać liczbie dostępnych klas, spośród których należy dokonać wyboru.

			Warstwy umieszczone wewnątrz sieci są nazywane warstwami ukrytymi, a poszczególne wyjścia używane w warstwach ukrytych — jednostkami ukrytymi. Określenie „ukryty” pochodzi stąd, że jednostki te nie są widoczne bezpośrednio na zewnątrz sieci, tak jak jej wejścia i wyjścia. Liczba wyjść w tych warstwach ukrytych zależy od modelu (patrz rysunek 1.4):
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			Rysunek 1.4. Przykładowa struktura sieci neuronowej z warstwami ukrytymi

			Choć istnieje kilka praktycznych zasad dotyczących wyboru liczby oraz wielkości warstw ukrytych, to jednak — ogólnie rzecz biorąc — oprócz metody prób i błędów nie istnieje żadna ogólna strategia dotycząca doboru struktury sieci.

			Sieci konwolucyjne

			W ramach początkowych badań nad sieciami neuronowymi używano sieci w pełni połączonych, próbując rozwiązywać przy ich użyciu szerokie spektrum problemów. Jednak kiedy danymi wejściowymi są obrazy, to sieci w pełni połączone nie są optymalnym rozwiązaniem. Obrazy są bardzo duże: obraz o wymiarach 256×256 pikseli (taka rozdzielczość jest często stosowana w zadaniach klasyfikacji) wymaga użycia 256×256×3 wejść (każdy piksel ma bowiem 3 kolory). Gdyby model miał jedną warstwę ukrytą składającą się z 1000 jednostek, to warstwa ta miałaby niemal 200 milionów parametrów (uczonych wartości)! Ponieważ uzyskanie dobrych wyników klasyfikacji obrazów wymaga zastosowania kilku warstw, to gdybyśmy chcieli implementować je przy użyciu warstw w pełni połączonych, model miałby miliardy parametrów.

			W przypadku zastosowania takiej liczby parametrów niemal niemożliwe byłoby uniknięcie nadmiernego dopasowania modelu (problem nadmiernego dopasowania zostanie dokładniej opisany w następnym rozdziale; ogólnie rzecz biorąc, odpowiada on jednak sytuacji, w której sieć neuronowa tylko zapamiętuje wyniki, a nie jest w stanie ich uogólniać). Konwolucyjne sieci neuronowe (ang. Convolutional Neural Networks, określane skrótowo jako CNN) pozwalają na tworzenie niemal nadnaturalnie dobrych klasyfikatorów przy wykorzystaniu znacznie mniejszej liczby parametrów. Sieci konwolucyjne robią to, naśladując sposób, w jaki widzą ludzie i zwierzęta (patrz rysunek 1.5):
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			Rysunek 1.5. Poglądowa struktura konwolucyjnej sieci neuronowej

			Podstawowymi operacjami sieci konwolucyjnych są konwolucje. Zamiast wykonywać określoną funkcję na całym obrazie wejściowym, konwolucja wykonuje ją kolejno dla niewielkich fragmentów obrazu. W każdym miejscu konwolucja wykonuje jądro (zazwyczaj jest to operacja mnożenia macierzy oraz funkcja aktywacji, podobnie jak w przypadku sieci w pełni połączonych). Pojedyncze jądra są także często nazywane filtrami. W efekcie zastosowania jądra dla całego obszaru obrazu powstaje nowy, najprawdopodobniej mniejszy obraz. Na przykład często stosowane są filtry o wymiarach 3×3. Gdybyśmy zastosowali 32 takie filtry dla obrazu wejściowego, to sieć potrzebowałaby 3·3·3 (kolorów wejściowych)·32, czyli 864 parametry — to bardzo duża oszczędność w stosunku do sieci w pełni połączonej!

			Podpróbkowanie

			Ta operacja ogranicza liczbę parametrów, lecz teraz stajemy przed innym problemem. Każda warstwa sieci może w danej chwili „analizować” jedynie fragment obrazka o wymiarach 3×3; a skoro tak, to w jaki sposób można rozpoznawać obiekty, które potencjalnie mogą zajmować cały obszar obrazu? 

			By rozwiązać ten problem, typowe konwolucyjne sieci neuronowe korzystają z podpróbkowania — techniki służącej do zmniejszania wymiarów obrazu przekazywanego wewnątrz sieci. Dwoma mechanizmami najczęściej używanymi do podpróbkowania są:

			Konwolucje kroczące (ang. strided convolutions)

			W tym przypadku po prostu pomijamy jeden lub kilka pikseli podczas przesuwania filtra konwolucyjnego po powierzchni obrazu. W efekcie uzyskujemy mniejszy obraz. Na przykład jeśli obraz wejściowy miał wymiary 256×256 pikseli, a pomijamy co drugi piksel, to obraz wyjściowy będzie miał wymiary 128×128 pikseli (dla ułatwienia pomijamy przy tym obramowanie umieszczane przy krawędziach obrazu). Tego rodzaju kroczące ograniczanie rozdzielczości obrazu jest powszechnie stosowane w sieciach generujących (patrz punkt „Sieci typu GAN i autoenkodery”).

			Odpytywanie (ang. pooling)

			Zamiast stosowania pomijania pikseli przez operację konwolucji wiele sieci neuronowych ogranicza liczbę wejść poprzez stosowanie warstw odpytujących (ang. pooling layers). Warstwa odpytująca jest w zasadzie inną formą warstwy konwolucyjnej — zamiast mnożyć wejścia przez macierz, wykonuje operacje odpytywania. Najczęściej operacja ta sprowadza się do użycia operatora max lub operatora average. Pierwszy z tych operatorów wyznacza wartość maksymalną dla każdego z kanałów (kolorów) w obszarze próbkowania. Z kolei drugi operator wyznacza średnią wartości poszczególnych kanałów w obszarze próbkowania. (Można go sobie wyobrażać jako pewnego rodzaju zamazywanie wejścia).

			Jedną z możliwości wyobrażania sobie podpróbkowania jest uznanie go za sposób zwiększania poziomu abstrakcji tego, co robi sieć neuronowa. Na najniższym poziomie konwolucje wykrywają małe, lokalne cechy. Istnieje wiele takich cech, które nie są zlokalizowane zbyt głęboko. Wraz z każdym etapem odpytywania zwiększa się poziom abstrakcji; liczba cech jest zmniejszana, lecz zwiększa się głębokość każdej z nich. Ten proces jest kontynuowany tak długo, aż uzyskamy bardzo niewiele cech o wysokim poziomie abstrakcji, których możemy używać do wykonywania prognoz.

			Prognozy

			Po połączeniu większej liczby warstw konwolucyjnych z odpytującymi konwolucyjne sieci neuronowe używają jednej lub dwóch warstw w pełni połączonych, aby dokonać końcowych prognoz i zwrócić wyniki.

			Sieci rekurencyjne

			Rekurencyjne sieci neuronowe (ang. Recurrent Neural Networks, w skrócie RNN) są pod względem pojęciowym podobne do sieci konwolucyjnych, choć różnią się od nich pod względem struktury. Sieci rekurencyjne są często stosowane w sytuacjach, gdy dane wejściowe mają charakter sekwencyjny. Dane tego typu często występują podczas operacji na tekstach lub przetwarzania mowy. Zamiast przetwarzać jeden, kompletny przykład (jak w przypadku przetwarzania obrazu przy użyciu sieci konwolucyjnej), problemy sekwencyjne można rozwiązywać fragment po fragmencie. Rozważmy na przykład tworzenie sieci neuronowej, która będzie pisać dla nas sztuki wzorowane na dziełach Szekspira. Wejściem dla takiej sieci neuronowej byłyby oczywiście istniejące sztuki Szekspira:

			Lear. Attend the lords of France and Burgundy, Gloucester.



			Glou. I shall, my liege.



			W tym przykładzie naszym celem jest stworzenie sieci, która będzie prognozować następne słowo w sztuce. W tym celu sieć musi „pamiętać” tekst, który widziała wcześniej. Właśnie taki mechanizm zapewniają rekurencyjne sieci neuronowe. Pozwalają one także budować modele, które w naturalny sposób mogą operować na danych wejściowych o zmiennej długości (takich jak zdania lub fragmenty wypowiedzi). Najprostszą postać rekurencyjnej sieci neuronowej przedstawia następujący schemat (patrz rysunek 1.6).
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			Rysunek 1.6. Schematyczna postać rozwinięcia rekurencyjnej sieci neuronowej

			Po względem koncepcyjnym można wyobrażać sobie sieć typu RNN jako bardzo głęboką sieć w pełni połączoną, która została „rozwinięta”. W tym koncepcyjnym modelu każda warstwa sieci ma dwa wejścia, a nie jak wcześniej, tylko jedno (patrz rysunek 1.7).
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			Rysunek 1.7. Inna koncepcyjna postać rekurencyjnej sieci neuronowej

			Przypomnijmy sobie, że w sieci w pełni połączonej używana była operacja mnożenia macierzy, którą można było zapisać w następujący sposób:

			y = Wx

			Najprostszym sposobem dodania do tej operacji drugiego wejścia jest po prostu dołączenie go do ukrytego stanu:
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			gdzie symbol „ô” oznacza operację dołączenia czy też konkatenacji. Podobnie jak w przypadku sieci w pełni połączonych, także w sieciach rekurencyjnych, aby uzyskać nowy stan po operacji mnożenia macierzy można zastosować funkcję aktywacji:
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			Dzięki takiej interpretacji sieci rekurencyjnej bez trudu można zrozumieć, jak należy ją uczyć: sieć RNN należy potraktować jak rozwiniętą sieć w pełni połączoną i uczyć ją w normalny sposób. W literaturze jest to określane jako propagacja wsteczna przez czas (ang. backpropagation through time, w skrócie BPTT). Jeśli dysponujemy bardzo długimi danymi wejściowymi, to powszechnie stosowanym rozwiązaniem jest dzielenie ich na mniejsze fragmenty i uczenie sieci każdego z nich niezależnie. Choć takie rozwiązanie nie sprawdzi się dla każdego problemu, jest jednak raczej bezpieczną i często stosowaną techniką.

			Znikające gradienty i sieci LSTM

			W przypadku długich danych wejściowych nasze proste sieci RNN niestety spisują się gorzej, niż byśmy sobie tego życzyli. Dzieje się tak, gdyż struktura sprawia, że stają się one podatne na problem „znikających gradientów”. Przyczyną tego problemu jest bardzo duża głębokość nierozwiniętych rekurencyjnych sieci neuronowych. Za każdym razem, gdy wartość jest przekazywana do funkcji aktywacji, istnieje spore prawdopodobieństwo, że przekazywany dalej gradient będzie bardzo mały (na przykład funkcja aktywacji ReLU sprawi, że dla każdej wartości wejściowej mniejszej od zera gradient będzie wynosił zero). Kiedy tak się stanie dla jednej jednostki, sieć za tą jednostką już nie będzie uczona. A to z kolei sprawi, że do dalszej części sieci będzie przekazywany jeszcze słabszy sygnał uczący. W efekcie obserwowane uczenie sieci będzie bardzo wolne lub sieć nawet w ogóle nie będzie się uczyć.

			Aby poradzić sobie z tym problemem, naukowcy opracowali alternatywny mechanizm tworzenia rekurencyjnych sieci neuronowych. Podstawowy model rozwijania sieci w czasie został zachowany, jednak zamiast wykonywania prostego mnożenia macierzy i następującego po nim wywołania funkcji aktywacji zastosowano nieco bardziej złożony mechanizm przekazywania wartości do kolejnych warstw sieci (Wikipedia: https://en.wikipedia.org/wiki/Long_short-term_memory#/media/File:Peephole_Long_Short-Term_Memory.svg; patrz rysunek 1.8): 

			[image: ]

			Rysunek 1.8. Schematyczna postać węzła sieci neuronowej typu LSTM

			W sieciach neuronowych określanych jako długa pamięć krótkoterminowa (ang. long short-term memory, w skrócie LSTM) pojedyncza operacja mnożenia macierzy została zastąpiona czterema takimi operacjami, a dodatkowo wprowadzono ideę bramek, które są mnożone przez wektor. Podstawową cechą, która sprawia, że sieci LSTM uczą się bardziej efektywnie niż zwyczajne rekurencyjne sieci neuronowe, jest to, że zawsze istnieje ścieżka prowadząca od ostatecznej prognozy do dowolnej warstwy zachowującej gradienty. Szczegółowy opis mechanizmu zapewniającego tę możliwość wykracza poza zakres tego rozdziału, niemniej jednak w internecie można znaleźć kilka doskonałych poradników (http://colah.github.io/posts/2015-08-Understanding-LSTMs/) poświęconych temu zagadnieniu.

			Sieci typu GAN i autoenkodery

			W odróżnieniu od sieci przedstawionych w poprzednich punktach rozdziału sieci neuronowe typu GAN (ang. Generative Adversarial Networks) oraz autoenkodery nie wprowadzają żadnych nowych komponentów strukturalnych. Zamiast tego korzystają ze struktury, która w możliwie jak najlepszym stopniu odpowiada konkretnemu rozwiązywanemu problemowi; na przykład w przypadku operowania na obrazach zarówno sieci typu GAN, jak i autoenkodery będą używać konwolucji. Tym, co wyróżnia te rodzaje sieci neuronowych, jest sposób ich uczenia. Większość typowych sieci neuronowych jest uczona pod kątem prognozowania wyników (czy to jest kot?) na podstawie danych wejściowych (zdjęcia; patrz rysunek 1.9):

			[image: ]

			Rysunek 1.9. Sieć neuronowa używana do prognozowania

			Autoenkodery są uczone po to, by zwracać obraz przekazany na wejściu (patrz rysunek 1.10):

			[image: ]

			Rysunek 1.10. Schematyczne zastosowanie sieci typu autoenkoder

			A w jakim celu moglibyśmy chcieć wykonywać taką operację? Jeśli warstwy ukryte umieszczone wewnątrz sieci neuronowej zawierają reprezentację obrazu wejściowego, która ma (znacząco) mniej informacji niż początkowy obraz, a jednocześnie na podstawie tej reprezentacji ów początkowy obraz można odtworzyć, to sprowadza się to do pewnego rodzaju kompresji: można wziąć taki obraz i reprezentować go jedynie przy użyciu wartości z warstwy ukrytej. Można to sobie wyobrazić tak, że używamy sieci neuronowej do rzutowania początkowego obrazu na jakąś abstrakcyjną przestrzeń. Każdy punkt tej przestrzeni można następnie skonwertować z powrotem na obraz. 

			Autoenkodery z powodzeniem stosowano na małych obrazach, jednak mechanizmu ich uczenia nie dawało się przeskalować i używać do rozwiązywania większych problemów. W praktyce okazuje się, że przestrzeń wykorzystywana do odtwarzania obrazów nie jest dostatecznie „gęsta” i wiele jej punktów w rzeczywistości nie reprezentuje spójnych obrazów.

			Przykład zastosowania tego typu sieci neuronowych zostanie przedstawiony w rozdziale 13.

			Sieci typu GAN są jednymi z nowszych modeli sieci neuronowych, które potrafią generować realistyczne obrazy. Ich działanie bazuje na podziale problemu na dwie części: sieć generatora oraz sieć dyskryminatora. Sieć dyskryminatora pobiera niewielką, losową próbkę i generuje obraz (lub tekst). Z kolei sieć dyskryminatora stara się określić, czy wejściowy obraz jest „prawdziwy”, czy też został stworzony przez sieć generatora.

			Podczas uczenia takiej sieci uczone są jednocześnie obie jej części (patrz rysunek 1.11):

			[image: ]

			Rysunek 1.11. Schematyczna postać sieci typu GAN

			Próbkujemy obrazy z sieci generatora i przekazujemy je poprzez sieć dyskryminatora. Sieć generatora jest nagradzana za tworzenie obrazów, które będą w stanie oszukać dyskryminator. Sieć dyskryminatora musi także prawidłowo rozpoznawać prawdziwe obrazy (nie może za każdym razem stwierdzać, że obraz jest podrobiony). Dzięki temu, że obie sieci wzajemnie ze sobą konkurują, rozwiązanie to pozwala uzyskać sieć generatora zdolną do tworzenia naturalnych obrazów o bardzo wysokiej jakości. W rozdziale 14. zostały przedstawione receptury pokazujące zastosowanie sieci typu GAN do generowania ikon.

			Wnioski

			Sieci neuronowe mogą mieć bardzo wiele różnych architektur, a ich postać w głównej mierze będzie zależeć od przeznaczenia danej sieci. Projektowanie nowych typów sieci jest zadaniem typowo naukowym, a nawet ponowna implementacja typu sieci opisanego w publikacji jest bardzo trudnym zadaniem. W praktyce najprostszym rozwiązaniem jest znalezienie przykładów sieci, które robią coś zbliżonego do tego, o co nam chodzi, i sukcesywne zmienianie ich tak, by zaczęły robić dokładnie to, o co nam chodzi.

			1.2. Pozyskiwanie danych

			Jednym z głównych powodów wzrostu zainteresowania uczeniem głębokim w ciągu kilku ostatnich lat jest gwałtowne zwiększenie się ilości dostępnych danych. Dwadzieścia lat temu sieci neuronowe były uczone przy wykorzystaniu tysięcy obrazów, obecnie firmy takie jak Facebook czy Google do uczenia swoich sieci używają miliardów obrazów.

			Dzięki dostępowi do wszystkich informacji pochodzących od użytkowników ci internetowi giganci bez wątpienia znajdują się na uprzywilejowanej pozycji w dziedzinie uczenia głębokiego. Niemniej jednak w internecie istnieje wiele ogólnodostępnych źródeł danych, które przy niewielkim nakładzie pracy z powodzeniem można wykorzystać do uczenia własnych sieci. W tym podrozdziale przedstawię najważniejsze spośród tych źródeł. W przypadku każdego z nich opiszę, jak można pobierać dane, a także które z popularnych bibliotek mogą nam pomóc w przetwarzaniu tych danych oraz jakie są typowe sposoby korzystania z nich. Oprócz tego w dalszej części książki wskażę receptury, które z tych źródeł korzystają.

			Wikipedia

			Angielska Wikipedia nie tylko zawiera ponad 5 milionów artykułów, lecz także materiały w setkach innych języków (https://en.wikipedia.org/wiki/List_of_Wikipedias), choć ich dokładność i jakość bywają różne. Podstawowa idea wiki obejmowała tylko odnośniki jako jedyny sposób określania struktury, jednak wraz z upływem czasu możliwości Wikipedii nieco się poszerzyły.

			Strony kategorii zawierają listy odnośników do stron poświęconych temu samemu zagadnieniu, a ponieważ strony w Wikipedii zawierają odnośniki powrotne do kategorii, z powodzeniem można ich używać jako znaczników. Kategorie mogą być bardzo proste, takie jak „Koty”, lecz czasami w ich nazwach są także zawarte dodatkowe informacje, które można potraktować jak pary klucz – wartość skojarzone ze stronami, na przykład „Mammals described in 1758”. Niemniej jednak hierarchia kategorii w Wikipedii jest tworzona raczej doraźnie. Co więcej, rekurencyjne kategorie można wykryć, poruszając się wyłącznie w górę drzewa.

			Szablony (ang. templates) zostały pierwotnie zaprojektowane jako segmenty kodu stron wiki, które miały być automatycznie dołączane (ang. transcluded) na stronach. Można je dodawać poprzez umieszczenie nazwy takiego szablonu wewnątrz {{dwóch par nawiasów klamrowych}}. To rozwiązanie pozwoliło zachować spójny wygląd stron Wikipedii; na przykład wszystkie strony poświęcone miastom mają ramkę zawierającą informacje o populacji, lokalizacji oraz flagę bądź herb miejscowości, dzięki czemu są zawsze wyświetlane w taki sam, spójny sposób. 
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