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			Przedmowa

			Jeżeli zabierasz się za lekturę tej książki, to masz świadomość ogromnego postępu dokonanego w dziedzinie sztucznej inteligencji przez uczenie głębokie. W ciągu ostatnich lat z ledwo działających mechanizmów rozpoznawania obrazu i przekształcania mowy na tekst pisany przeszliśmy do bardzo wydajnych rozwiązań tych zadań.

			Konsekwencje tego bardzo szybkiego postępu są odczuwalne w praktycznie każdej dziedzinie, ale zanim będziemy mogli stosować technologię uczenia głębokiego w celu rozwiązania każdego problemu, do którego można jej użyć, technologia ta musi stać się dostępna jak najszerszej grupie odbiorców, w tym również dla ludzi niebędących ekspertami, naukowcami ani studentami uczelni technicznych. Uczenie głębokie wykorzysta swój pełny potencjał tylko wtedy, gdy zostanie zdemokratyzowane.

			Gdy w marcu 2015 r. upubliczniałem pierwszą wersję biblioteki uczenia głębokiego Keras, w ogóle nie myślałem o demokratyzacji sztucznej inteligencji. Przez kilka lat prowadziłem badania nad uczeniem maszynowym, a biblioteka Keras miała pomagać w przeprowadzaniu moich własnych eksperymentów. Ale w latach 2015 – 2016 dziesiątki tysięcy osób zainteresowało się uczeniem głębokim. Wiele z nich wybrało pakiet Keras, ponieważ był on wówczas (a tak naprawdę nadal jest) najprostszy w obsłudze dla osób początkujących. Zauważyłem, że nowi użytkownicy biblioteki Keras korzystali z niej na różne sposoby, o których wcześniej nie pomyślałem. Doszedłem do wniosku, że rozwijając tę bibliotekę, muszę brać pod uwagę jej dostępność. W ciągu kilku kolejnych lat zespół programistów pracujących nad tym pakietem zadbał o to, aby był on najbardziej dostępnym pakietem uczenia maszynowego. Dzięki temu z uczenia maszynowego zaczęły korzystać dziesiątki tysięcy kolejnych osób. Pakiet Keras zaczął być stosowany do rozwiązywania problemów, o których istnieniu nie mieliśmy nawet pojęcia.

			Napisanie książki, którą trzymasz w ręku, było kolejnym krokiem na drodze do umożliwienia korzystania z uczenia głębokiego jak największej grupie ludzi. Korzystanie z pakietu Keras od zawsze wymagało zrozumienia podstawowych zagadnień związanych z uczeniem maszynowym. Tworząc Keras, stosowaliśmy się do najlepszych praktyk uczenia głębokiego. Pisząc tę książkę, chciałem pokazać możliwości pakietu Keras i jednocześnie przekazać niezbędną wiedzę teoretyczną dotyczącą uczenia głębokiego, która pozwala zrozumieć szczegóły implementacji algorytmów. Moim zdaniem żadne z zagadnień związanych z uczeniem głębokim nie jest niemożliwe do zrozumienia. Mam nadzieję, że lektura tej książki umożliwi Ci rozpoczęcie pracy nad inteligentnymi aplikacjami i rozwiązywanie ważnych dla Ciebie problemów.

		


		
			Podziękowania

			Dziękuję wszystkim osobom, które pomagają w rozwoju pakietu Keras. Pakiet ten jest otwartym oprogramowaniem tworzonym przez setki programistów. Korzysta z niego ponad 200 000 użytkowników. Praca programistów i informacje zwrotne od użytkowników pomogły stworzyć bibliotekę Keras w jej obecnej formie.

			Chciałbym podziękować również firmie Google za wsparcie projektu Keras. Możliwość zaimplementowania tego pakietu jako wysokopoziomowego interfejsu biblioteki TensorFlow to coś wspaniałego. Integracja tych dwóch pakietów zwiększa ich możliwości i sprawia, że coraz więcej osób może korzystać z techniki uczenia głębokiego.

			Dziękuję pracownikom wydawnictwa Manning za powstanie tej książki: wydawcy (Marjanowi Bace’owi) i członkom zespołów redakcyjnych i produkcyjnych — osobom takim jak Jennifer Stour, Janet Vail, Tiffany Taylor, Katie Tennant, Dottie Marsico i wszystkim innym, którzy byli zaangażowani w ten projekt.

			Dziękuję pracownikom z zespołu korektorów, na którego czele stanął Aleksandar Dragosavljević, a w którego skład wchodzili: Diego Acuña Rozas, Geoff Barto, David Blumenthal-Barby, Abel Brown, Clark Dorman, Clark Gaylord, Thomas Heiman, Wilson Mar, Sumit Pal, Vladimir Pasman, Gustavo Patino, Peter Rabinovitch, Alvin Raj, Claudio Rodriguez, Srdjan Santic, Richard Tobias, Martin Verzilli, William E. Wheeler i Daniel Williams (i inni). Wsparcie tych osób pozwoliło na wyłapanie błędów technicznych, poprawę złej terminologii, literówek i zmianę zakresu tematycznego tej książki. Każdy etap procesu korekty prowadził do uzyskania coraz lepszego tekstu.

			Dziękuję redaktorowi Jerry’emu Gainesowi, a także korektorom merytorycznym tej książki, którymi byli Alex Ott i Richard Tobias. To najlepsi korektorzy merytoryczni, jakich można sobie wyobrazić.

			Na koniec chciałbym podziękować mojej żonie — Marii. Dziękuję Ci za ogromne wsparcie podczas pracy nad pakietem Keras i w czasie pisania tej książki.

		


		
			O książce

			Książka ta została napisana z myślą o osobach zajmujących się statystyką, analitykach, inżynierach i studentach mających pewne doświadczenie w pracy z językiem R, ale nieposiadających doświadczenia z technikami uczenia maszynowego i uczenia głębokiego. Niniejsza pozycja jest adaptacją wydanej przeze mnie wcześniej książki Deep Learning. Praca z językiem Python i biblioteką Keras (Helion, 2018). We wszystkich przykładach kodu zaprezentowanych w tej książce wykorzystano język R jako interfejs biblioteki Keras. Celem tej książki jest przedstawienie podstawowych zagadnień związanych z tą biblioteką, a także umożliwienie jej stosowania w sposób zaawansowany przez osoby pracujące w języku R. Podczas lektury przeanalizujesz ponad 30 przykładów kodu opisanego dokładnymi komentarzami. Dzięki wysokopoziomowym wyjaśnieniom będziesz w stanie zacząć korzystać z uczenia głębokiego w rozwiązywaniu konkretnych problemów.

			W zaprezentowanym kodzie korzystam z biblioteki Keras. Biblioteka ta z kolei korzysta z pakietu TensorFlow. Keras jest obecnie uważana za najpopularniejszą i najszybciej rozwijającą się bibliotekę uczenia maszynowego. Wielu analityków poleca ją jako najlepsze narzędzie, od którego warto zacząć swoją przygodę z uczeniem głębokim. Po przeczytaniu tej książki będziesz wiedzieć, czym jest uczenie głębokie, do czego warto je stosować i jakie są jego ograniczenia. Poznasz standardowy przepływ pracy używany podczas rozwiązywania problemów uczenia maszynowego i nauczysz się rozwiązywać typowe problemy. Będziesz w stanie używać pakietu Keras do rozwiązywania prawdziwych problemów związanych między innymi z rozpoznawaniem obrazu, przetwarzaniem języka naturalnego, klasyfikacją obrazów, przewidywaniem danych szeregu czasowego, analizą sentymentu, generowaniem tekstu i generowaniem obrazu.

			Kto powinien przeczytać tę książkę?

			Książka ta została napisana z myślą o osobach posiadających doświadczenie w programowaniu w R, które chcą rozpocząć pracę nad projektami związanymi z uczeniem maszynowym i uczeniem głębokim, ale z książki tej może skorzystać również wielu innych czytelników:

			
					Jeżeli jesteś analitykiem danych zajmującym się uczeniem maszynowym, to lektura tej książki będzie stanowić praktyczne wprowadzenie do uczenia głębokiego — najszybciej rozwijającej się i najważniejszej dziedziny uczenia maszynowego.

					Jeżeli jesteś ekspertem w dziedzinie uczenia głębokiego i chcesz rozpocząć pracę z pakietem Keras, to niniejsza książka będzie najlepszym praktycznym kursem dotyczącym tego pakietu, jaki można sobie wyobrazić.

					Jeżeli jesteś studentem kierunku formalnie związanego z uczeniem głębokim, to lektura tej książki uzupełni Twoją wiedzę zdobytą w trakcie studiów o wiele praktycznych rozwiązań. Dzięki niej zrozumiesz działanie głębokich sieci neuronowych i poznasz najważniejsze dobre praktyki korzystania z nich.

			

			Osoby techniczne, które nie zajmują się na co dzień pisaniem kodu, uznają, że lektura tej książki jest praktyczna — stanowi ona bowiem wprowadzenie do podstawowych, a także zaawansowanych zagadnień związanych z uczeniem głębokim. Do obsługi pakietu Keras niezbędne jest opanowanie języka R na poziomie średnio zaawansowanym. Nie musisz posiadać doświadczenia w dziedzinie uczenia maszynowego ani uczenia głębokiego — w książce opiszę wszystkie niezbędne zagadnienia podstawowe. Nie musisz również posiadać zaawansowanej wiedzy matematycznej — do lektury tej książki wystarczy znajomość matematyki na poziomie szkoły średniej.

			Struktura książki

			Książkę podzieliłem na dwie części. Jeżeli nie masz żadnego doświadczenia z uczeniem maszynowym, to przed przystąpieniem do lektury części I powinieneś zapoznać się z treścią części II. Zacznę od prostych przykładów, a z czasem będę przechodził do coraz bardziej skomplikowanych technik.

			Część I tej książki stanowi ogólne wprowadzenie do uczenia głębokiego. Znajdziesz w niej wyjaśnienie wielu terminów niezbędnych do tego, by móc rozpocząć korzystać z technik uczenia maszynowego i sieci neuronowych:

			
					Rozdział 1. przedstawia niezbędny kontekst i podstawowe wiadomości dotyczące sztucznej inteligencji, uczenia maszynowego i uczenia głębokiego.

					Rozdział 2. zawiera opis podstawowych koncepcji uczenia głębokiego: tensorów, operacji na tensorach, algorytmu spadki gradientowego i algorytmu propagacji wstecznej. W tym rozdziale znajdziesz również pierwszy przykład działającej sieci neuronowej.

					Rozdział 3. zawiera całą wiedzę niezbędną do rozpoczęcia korzystania z sieci neuronowych — jest to wprowadzenie do obsługi Keras — pakietu uczenia głębokiego, z którego będziemy korzystać w tej książce. Podczas lektury tego rozdziału dowiesz się, jak skonfigurować środowisko, a także przeanalizujesz trzy przykłady kodu źródłowego. Pod koniec tego rozdziału będziesz w stanie trenować proste sieci neuronowe rozwiązujące problemy klasyfikacji i regresji, a także będziesz wiedzieć, jak działają wewnętrzne mechanizmy ich trenowania.

					W rozdziale 4. opiszę standardowy sposób pracy nad projektami uczenia maszynowego. Zajmę się typowymi problemami i ich rozwiązaniami.

			

			W części II przyjrzę się praktycznym zastosowaniom uczenia głębokiego w przetwarzaniu obrazu i języka naturalnego. Wiele przedstawionych przeze mnie przykładów może być użytych w charakterze szablonów podczas rozwiązywania praktycznych problemów związanych z uczeniem głębokim:

			
					Rozdział 5. opisuje kilka praktycznych zastosowań uczenia głębokiego w przetwarzaniu obrazu — skupiam się na problemie klasyfikacji obrazu.

					Rozdział 6. opisuje praktyczne techniki przetwarzania danych sekwencyjnych takich jak tekst i szeregi czasowe.

					Rozdział 7. wprowadza zaawansowane techniki tworzenia rozbudowanych modeli uczenia głębokiego.

					Rozdział 8. dotyczy modeli generatywnych — modeli uczenia głębokiego tworzących obrazy i tekst, które czasami dają zaskakująco artystyczne efekty.

					Rozdział 9. stanowi podsumowanie przedstawionych wcześniej wiadomości. Zajmę się w nim również perspektywami uczenia głębokiego, a także ograniczeniami tej techniki.

			

			Wymagania dotyczące sprzętu i oprogramowania

			We wszystkich przykładach kodu przedstawionego w książce wykorzystywany jest pakiet uczenia głębokiego Keras (https://keras.io/). Pakiet ten jest otwartym oprogramowaniem, które możesz pobrać za darmo. Potrzebujesz również dostępu do komputera z systemem Unix. Co prawda możesz pracować w systemie Windows, ale go nie polecam. 

			Ponadto zachęcam do pracy na komputerze wyposażonym we współczesny układ graficzny firmy NVIDIA, taki jak model TITAN X. Nie jest to warunek konieczny, ale praca na takim układzie z pewnością będzie przebiegać szybciej. Więcej informacji na temat konfiguracji układu graficznego znajdziesz na stronie https://tensorflow.rstudio.com/tools/local_gpu.html.

			Jeżeli nie masz dostępu do komputera z nowoczesnym układem graficznym firmy NVIDIA, możesz skorzystać z chmury — polecam korzystanie z instancji n1-stan­dard-8 z dodatkiem NVIDIA Tesla K80 usługi Google Cloud lub instancji GPI chmury Amazon Web Services (AWS), takiej jak p2.xlarge. Więcej informacji na temat pracy w chmurze znajdziesz na stronie https://tensorflow.rstudio.com/tools/cloud_gpu.

			Kod źródłowy i kolorowe wersje ilustracji

			Całość kodu opisanego w tej książce możesz pobrać w postaci notatników R ze strony ftp://ftp.helion.pl/przyklady/delerk.zip.

		


		
			O autorach

			[image: ]François Chollet pracuje nad projektami uczenia głębokiego w firmie Google w Mountain View w Kalifornii. Jest twórcą biblioteki uczenia głębokiego Keras, a także współtwórcą pakietu uczenia maszynowego TensorFlow. Zajmuje się również rozwojem technik uczenia głębokiego związanych z prze­twarzaniem obrazu oraz procesami logicznego myślenia. Fran­çois wygłaszał referaty na najważniejszych konferencjach branżowych, takich jak Conference on Computer Vision and Pattern Recognition (CVPR), Conference and Workshop on Neural Information Processing Systems (NIPS) i International Conference on Learning Representations (ICLR).

			J.J. Allaire jest założycielem RStudio i twórcą zintegrowanego środowiska programistycznego RStudio. J.J. opracował interfejsy pozwalające na stosowanie pakietów Keras i TensorFlow podczas pracy w R.

		


		
			Część I 
Podstawy uczenia głębokiego

			Lektura rozdziałów 1. – 4. pozwoli Ci zrozumieć podstawowe zagadnienia związane z uczeniem głębokim — dowiesz się, czym jest uczenie głębokie, co można dzięki niemu osiągnąć i jak ono działa. Poznasz podstawowy przepływ pracy podczas rozwiązywania problemów z danymi za pomocą technik uczenia głębokiego. Jeżeli nie posiadasz dużej wiedzy z zakresu uczenia głębokiego, to z pewnością musisz przeczytać całą część I tej książki przed przejściem do praktycznej części II.

		


		
			Rozdział 1. 
Czym jest uczenie głębokie?

			
				
					
				
				
        
          	
            W tym rozdziale opisałem:

							
									Ogólne definicje podstawowych pojęć.

									Historię rozwoju uczenia maszynowego.

									Kluczowe czynniki wpływające na popularyzację uczenia głębokiego i potencjał tej technologii.

							

						
					

				
			

			W ciągu ostatnich kilku lat media coraz częściej mówią o sztucznej inteligencji. Terminy takie jak uczenie maszynowe, uczenie głębokie i sztuczna inteligencja pojawiły się w wielu artykułach, w tym również poza prasą branżową. Obiecuje się nam przyszłościowe rozwiązania, takie jak inteligentne czatboty, autonomiczne samochody i wirtualni asystenci — przyszłość czasami jest opisywana niezbyt optymistycznie, a niektóre teksty są wręcz utopijne. Często straszy się czytelników, że w przyszłości najbardziej opłacalne zawody będą wykonywane przez roboty i sztuczną inteligencję. Osoba chcąca zajmować się uczeniem maszynowym musi odróżnić fakty informujące o rozwoju tej technologii od futurystycznych wizji kreślonych przez prasę. Właśnie teraz tworzymy przyszłość i Ty możesz mieć czynny udział w tym procesie. Po przeczytaniu tej książki zyskasz umiejętność tworzenia mechanizmów sztucznej inteligencji. W związku z tym powinniśmy odpowiedzieć na następujące pytania: Co dotychczas osiągnięto w obszarze uczenia głębokiego? Jak ważna jest ta technologia? Dokąd zmierza? Czy należy wierzyć w panujący wokół niej hype? W tym rozdziale zdobędziesz wiedzę niezbędną do zrozumienia tego, czym są: sztuczna inteligencja, uczenie maszynowe i uczenie głębokie.

			1.1. Sztuczna inteligencja, uczenie maszynowe i uczenie głębokie

			Na początku musimy wyjaśnić, czym tak naprawdę jest sztuczna inteligencja. Co mamy na myśli, używając terminów „sztuczna inteligencja”, „uczenie maszynowe” i „uczenie głębokie” (patrz rysunek 1.1)? Czym się one różnią?

			[image: ]

			Rysunek 1.1. Sztuczna inteligencja, uczenie maszynowe i uczenie głębokie

			1.1.1. Sztuczna inteligencja

			Koncepcja sztucznej inteligencji pojawiła się w latach 50. ubiegłego wieku w wyniku tego, że pionierzy informatyki zaczęli zastanawiać się nad tym, czy komputery mogą „myśleć” — na pytanie to wciąż próbujemy odpowiedzieć sobie dzisiaj. Skrótowa definicja pojęcia „sztuczna inteligencja” może mieć następującą formę: zabieg mający na celu automatyzację procesu myślowego standardowo wykonywanego przez ludzi. Tak rozumiana sztuczna inteligencja jest ogólną dziedziną, na którą składają się uczenie maszynowe i uczenie głębokie, a także wiele innych technik, w których nie ma żadnego uczenia. We wczesnych symulatorach gry w szachy stosowano tylko zakodowane reguły wprowadzone przez programistów — takiego rozwiązania nie można określić mianem uczenia maszynowego. Przez dość długi czas wielu ekspertów uważało, że sztuczną inteligencję na poziomie ludzkiego umysłu można osiągnąć programistycznie poprzez programistyczne zdefiniowanie odpowiednio dużej liczby reguł przetwarzania wiedzy. Rozwiązanie to określa się mianem symbolicznej sztucznej inteligencji. Podejście to dominowało w świecie sztucznej inteligencji od lat 50. do późnych lat 80. XX w. Jego największa popularność przypada na lata 80., na złoty okres systemów eksperckich.

			Symboliczna sztuczna inteligencja sprawdziła się podczas rozwiązywania dobrze zdefiniowanych problemów logicznych występujących np. podczas gry w szachy, ale okazała się niezdolna do określenia jasnych reguł rozwiązywania bardziej złożonych i skomplikowanych problemów, takich jak klasyfikacja obrazu, rozpoznawanie mowy i tłumaczenie. Symboliczna sztuczna inteligencja została wyparta przez uczenie maszynowe.

			1.1.2. Uczenie maszynowe

			W epoce wiktoriańskiej lady Ada Lovelace była przyjaciółką i współpracowniczką Charlesa Babbage’a — wynalazcy maszyny analitycznej — pierwszego mechanicznego komputera ogólnego stosowania. Maszyna analityczna była w latach, w których ją projektowano (lata 30. i 40. XIX w.), czymś bardzo nowatorskim, ponieważ nie powstała jeszcze koncepcja komputerów ogólnego stosowania. Wynalazek ten miał po prostu wykorzystywać operacje mechaniczne w celu zautomatyzowania niektórych obliczeń związanych z analizą matematyczną. W 1843 r. Ada Lovelace skomentowała ten wynalazek słowami: „Maszyna analityczna nie ma na celu zapoczątkowania czegokolwiek. Może wykonywać operacje, które możemy kazać jej przeprowadzać… Jej celem jest zwiększanie dostępności tego, co umiemy już wykonywać”.

			Wypowiedź tę pionier sztucznej inteligencji Alan Turing określił mianem „obiekcji lady Lovelace” w swoim przełomowym, opublikowanym w 1950 r. artykule, zatytułowanym Computing Machinery and Intelligence[1], w którym to pojawiła się również koncepcja testu Turinga, mająca ogromny wpływ na rozwój sztucznej inteligencji. Turing cytował Adę Lovelace, zastanawiając się nad tym, czy komputery ogólnego przeznaczenia mogą się uczyć i tworzyć. Z jego rozważań wynika, że jest to możliwe.

			Uczenie maszynowe jest odpowiedzią na pytania: Czy komputery mogą wykraczać poza „to, co umiemy robić” i uczyć się samodzielnie sposobu wykonywania określonego zadania? Czy komputery mogą nas zaskakiwać? Czy komputer musi polegać na regułach wprowadzonych przez programistę? Czy może on samodzielnie utworzyć takie reguły, analizując dane?

			Pytania te doprowadziły to utworzenia nowego paradygmatu techniki programowania. W programowaniu klasycznym — paradygmacie symbolicznej sztucznej inteligencji — człowiek wprowadza reguły (tworzy program) oraz dane, które mają zostać przetworzone zgodnie z tymi regułami, a następnie oczekuje na uzyskanie danych wyjściowych (patrz rysunek 1.2). W przypadku uczenia maszynowego człowiek wprowadza dane, a także oczekiwane odpowiedzi, a komputer ma utworzyć reguły pozwalające na ich uzyskanie. Reguły te mogą zostać użyte w celu przetworzenia nowych danych i uzyskania oczekiwanych odpowiedzi.
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			Rysunek 1.2. Uczenie maszynowe: nowy model programowania

			System uczenia maszynowego jest trenowany — nie programuje się go w sposób jawny. Przedstawia się mu wiele przykładów wyników, a system określa ich statystyczną strukturę pozwalającą na ustalenie reguł umożliwiających automatyzację procesu. W przypadku chęci zautomatyzowania np. oznaczania zdjęć z wakacji można pokusić się o utworzenie systemu uczenia maszynowego, który na podstawie wielu przykładów zdjęć z wakacji rozpoznanych przez ludzi może określić reguły przypisywania oznaczeń do zdjęć.

			Uczenie maszynowe zaczęło zyskiwać popularność dopiero w latach 90. XX w., ale stało się praktycznie od razu najszybciej rozwijającą się dziedziną uczenia maszynowego. Trend ten stał się możliwy dzięki dostępności coraz szybszego sprzętu komputerowego i pojawianiu się większych zbiorów danych. Uczenie maszynowe jest ściśle powiązane ze statystyką (dziedziną matematyki), ale między uczeniem maszynowym a statystyką istnieje kilka ważnych różnic. Uczenie maszynowe, w przeciwieństwie do statystyki, zwykle zajmuje się dużymi i rozbudowanymi zbiorami danych (takimi jak zbiór danych milionów obrazów, z których każdy składa się z dziesiątków tysięcy pikseli). W przypadku takich zbiorów danych klasyczna analiza statystyczna, taka jak wnioskowanie bayesowskie, nie jest praktycznym rozwiązaniem. W związku z tym uczenie maszynowe, a szczególnie uczenie głębokie jest mniej związane z matematyką, a bardziej z praktyczną wiedzą inżynierską. To praktyczna dyscyplina, w której twierdzenia sprawdza się w sposób empiryczny, a nie teoretyczny.

			1.1.3. Formy danych umożliwiające uczenie

			W celu zdefiniowania uczenia głębokiego i zrozumienia różnicy między uczeniem głębokim a innymi technikami uczenia maszynowego musimy najpierw zrozumieć to, co tak naprawdę algorytmy uczenia maszynowego robią. Na początku tego rozdziału stwierdziłem, że uczenie maszynowe prowadzi do odkrywania reguł przetwarzania danych na podstawie przykładowych oczekiwanych wyników. W związku z tym w celu przeprowadzenia uczenia maszynowego potrzebujemy trzech rzeczy. Są to:

			
					Dane wejściowe. Jeżeli zadaniem jest rozpoznawanie mowy, to danymi mogą być pliki dźwiękowe z nagraniami wypowiedzi. W przypadku rozpoznawania obrazów danymi są pliki graficzne.

					Przykładowe oczekiwane wyniki. W przypadku rozpoznawania mowy takie dane pochodzą z transkrypcji plików dźwiękowych wykonanej przez człowieka. Z kolei w przypadku rozpoznawania obrazów mogą to być etykiety obrazów, takie jak „pies” czy „kot”.

					Sposób pomiaru tego, czy algorytm działa poprawnie. Jest to element niezbędny do określenia odległości między aktualnie generowanymi przez algorytm danymi wyjściowymi a oczekiwanymi danymi wyjściowymi. Wartość ta jest używana w roli informacji zwrotnej umożliwiającej dostrojenie działania algorytmu. Proces dostrajania algorytmu określamy mianem uczenia.

			

			Model uczenia maszynowego przekształca dane wejściowe w sensowne dane wyjściowe. Proces ten został „wyuczony” na drodze analizy znanych przykładowych danych wejściowych i wyjściowych. W związku z tym głównym problemem uczenia maszynowego i uczenia głębokiego jest właściwe przekształcenie danych. Proces ten ma na celu poznanie sposobu uzyskania oczekiwanej reprezentacji danych wejściowych. Zanim przejdziemy dalej, musimy wyjaśnić sobie, czym jest reprezentacja danych. Jest to tak naprawdę sposób przyglądania się danym — sposób ich przedstawiania i kodowania. Kolorowy obraz może być zapisany w formacie RGB (za pomocą informacji o nasyceniu kolorów czerwonego, zielonego i niebieskiego) lub w formacie HSV (za pomocą informacji o odcieniu i nasyceniu). Są to dwa sposoby reprezentacji tych samych danych. Wykonanie niektórych operacji na danych zapisanych w określony sposób może być pro­stsze od wykonania ich na danych o innej reprezentacji. Wybranie czerwonych pikseli prościej jest przeprowadzić w przypadku obrazu zapisanego w formacie RGB, a operację zmniejszania nasycenia kolorów łatwiej jest przeprowadzić na obrazie w formacie HSV. Modele uczenia maszynowego skupiają się na znalezieniu właściwej reprezentacji danych wejściowych — wykonują transformacje mające na celu ułatwienie wykonywania zadań takich jak klasyfikacja.

			Przeanalizujmy konkretny przykład. Na rysunku 1.3 przedstawiono osie x i y, a także punkty, których położenie można opisać za pomocą współrzędnych (x, y).
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			Rysunek 1.3. Przykładowe dane

Jak widać, mamy kilka białych i czarnych punktów. Załóżmy, że chcemy utworzyć algorytm, który na podstawie współrzędnych punktu będzie przewidywał jego kolor. W takiej sytuacji:

			
					Dane wejściowe są współrzędnymi naszych punktów.

					Oczekiwanymi danymi wyjściowymi są kolory naszych punktów.

					Sposobem pomiaru poprawności pracy algorytmu może być np. procentowa wartość określająca liczbę poprawnie sklasyfikowanych punktów.

			

			
			Potrzebujemy sposobu reprezentacji danych, który wyraźnie oddzieli białe punkty od czarnych. Jedną z transformacji, które możemy wykonać, jest zmiana współrzędnych (patrz rysunek 1.4).
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			Rysunek 1.4. Zmiana układu współrzędnych

			W nowym systemie współrzędnych współrzędne punktów są nową, lepszą reprezentacją naszych danych! Dzięki tej reprezentacji problem klasyfikacji punktów na czarne i białe może zostać sprowadzony do prostej reguły takiej jak: „czarne punkty charakteryzują się współrzędną x > 0” lub „białe punkty charakteryzują się współrzędną x < 0”. Jak widać, nowa reprezentacja danych rozwiązała problem klasyfikacji.

			W tym przykładzie ręcznie zdefiniowaliśmy zmianę układu współrzędnych, ale gdybyśmy opracowali metodę poszukiwania sposobu modyfikacji układu współrzędnych korzystającą z informacji zwrotnej w postaci wartości określającej procent punktów poprawnie sklasyfikowanych, to wówczas przeprowadzalibyśmy uczenie maszynowe. Termin uczenie w kontekście uczenia maszynowego odnosi się do procesu automatycznego poszukiwania lepszej reprezentacji danych.

			Wszystkie algorytmy uczenia maszynowego zawierają mechanizmy automatycznego poszukiwania sposobu przekształcenia danych do reprezentacji, która ułatwi wykonanie danego zadania. Operacje takie mogą polegać na zmianie układu współrzędnych lub rzutowaniu liniowym, przesunięciu, a także mogą mieć charakter nieliniowy (mogą polegać np. na wybraniu wszystkich punktów spełniających warunek x > 0). Algorytmy uczenia maszynowego nie są na tyle kreatywne, aby samodzielnie wymyślać te transformacje. Korzystają one ze zdefiniowanego uprzednio zbioru operacji określanego mianem przestrzeni hipotez.

			Jak widać, uczenie maszynowe, technicznie rzecz biorąc, to poszukiwanie praktycznej reprezentacji danych wejściowych w ramach zdefiniowanej przestrzeni możliwości na podstawie sygnału informacji zwrotnej. Ta prosta technika umożliwia rozwiązywanie zaskakująco dużej liczby problemów — od rozpoznawania mowy do prowadzenia pojazdów autonomicznych.

			Teraz już wiesz, czym jest uczenie, a więc możemy przyjrzeć się temu, co sprawia, że uczenie głębokie jest czymś wyjątkowym.

			1.1.4. „Głębia” uczenia głębokiego

			Uczenie głębokie jest dziedziną uczenia maszynowego: nowym sposobem uczenia się reprezentacji na podstawie danych, który kładzie nacisk na uczenie kolejnych warstw coraz lepszych reprezentacji. Głębia uczenia głębokiego nie odwołuje się do żadnego głębokiego rozumienia osiąganego przez tę technikę — głębią jest tworzenie wielowarstwowej reprezentacji danych. Głębokością modelu określamy liczbę warstw modelu danych. Uczenie głębokie mogłoby również nazywać się uczeniem reprezentacji warstwowych i uczeniem reprezentacji hierarchicznych. Współcześnie uczenie głębokie polega na tworzeniu dziesiątek, a nawet setek kolejnych warstw reprezentacji — wszystkie warstwy są uczone na podstawie danych treningowych. W innych technikach uczenia maszynowego skupia się zwykle na tworzeniu jedno- lub dwuwarstwowej reprezentacji danych, a więc czasami określa się je mianem uczenia płytkiego.

			W przypadku uczenia głębokiego wielowarstwowe reprezentacje danych są prawie zawsze tworzone za pomocą modeli określanych mianem sieci neuronowych. Sieci te składają się z wielu warstw neuronów. Termin sieć neuronowa odwołuje się do neurobiologii, ale pomimo tego, że niektóre koncepcje uczenia głębokiego wywodzą się z inspiracji działaniem naszego mózgu, modele uczenia głębokiego nie odzwierciedlają jego pracy. Nie ma żadnych dowodów na to, że mózg jest implementacją jakiegokolwiek współczesnego modelu uczenia głębokiego. Autorzy niektórych artykułów popularnonaukowych twierdzą, że algorytmy uczenia maszynowego są wzorowane na pracy mózgu, ale twierdzenia takie są fałszywe. Osoby rozpoczynające przygodę z uczeniem głębokim nie powinny porównywać uczenia głębokiego z neurobiologią — cała mistyczna otoczka tego, że technologia ta przypomina działanie naszego mózgu, jest zbędna. Od teraz możesz zapomnieć o wszystkich artykułach przedstawiających hipotetyczne związki między uczeniem głębokim a biologią. Przyjmij do wiadomości, że uczenie głębokie jest ramą matematyczną przeznaczoną do tworzenia form reprezentacji danych.

			Jak wygląda reprezentacja danych utworzona w wyniku procesu uczenia głębokiego? Przyjrzyjmy się procesowi przekształcania obrazu cyfry przez sieć składającą się z kilku warstw neuronów, mającemu na celu rozpoznanie tej cyfry (patrz rysunek 1.5).
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			Rysunek 1.5. Głęboka sieć neuronowa klasyfikująca cyfry

			Przyjrzyj się rysunkowi 1.6. Sieć przekształca obraz cyfry na reprezentacje, które coraz bardziej odbiegają od początkowego obrazu i są coraz bardziej zbliżone do wyjściowej formy danych. Działanie sieci głębokiej można traktować jako wieloetapową operację destylacji informacji, podczas której informacje przechodząc przez kolejne filtry, stają się coraz bardziej czyste (przydatne do wykonania określonego zadania).
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			Rysunek 1.6. Głębokie reprezentacje utworzone przez model klasyfikatora cyfr

			Właśnie na tym polega uczenie głębokie. Technicznie rzecz biorąc, jest to wieloetapowy proces uczenia reprezentacji danych. To dość prosty pomysł, ale jak się okazuje, bardzo proste mechanizmy po odpowiednim przeskalowaniu mogą zdziałać cuda.

			1.1.5. Działanie uczenia głębokiego przedstawione na trzech rysunkach

			Wiesz już, że uczenie maszynowe polega na mapowaniu danych wejściowych (będących np. obrazami) na docelowe dane wyjściowe (będące etykietami takimi jak „kot”). Proces mapowania jest definiowany w wyniku analizy wielu przykładów danych wejściowych i wyjściowych. Przypominam, że głębokie sieci neuronowe przeprowadzają tę operacje mapowania za pomocą głębokiej sekwencji prostych transformacji danych (warstw), a transformacje te są określane na podstawie analizy przykładów. Czas przyjrzeć się konkretnemu przykładowi procesu uczenia.

			Operacja przeprowadzana na danych wejściowych przez warstwę jest określana przez wagi tej warstwy, które są tak naprawdę zbiorem liczb. Technicznie rzecz biorąc, możemy stwierdzić, że transformacja przeprowadzana przez warstwę jest parametryzowana przez jej wagi (patrz rysunek 1.7). (Czasami wagi określa się mianem parametrów warstwy). W takim kontekście uczenie polega na znajdowaniu zbioru wartości wag wszystkich warstw sieci tak, aby sieć poprawnie mapowała dane wejściowe na dane wyjściowe. I tutaj dochodzimy do głównego problemu: głęboka sieć neuronowa może zawierać dziesiątki milionów parametrów. Ustalenie poprawnych wartości każdego parametru na pierwszy rzut oka wydaje się bardzo trudnym zadaniem, szczególnie jeżeli weźmiemy pod uwagę to, że parametr każdego neuronu sieci wpływa na działanie wszystkich pozostałych neuronów!
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			Rysunek 1.7. Wagi są parametrami sieci neuronowej

			Aby mieć nad czymś kontrolę, trzeba mieć możliwość obserwowania tego. W celu kontrolowania działania wyjść sieci neuronowej należy dysponować sposobem pomiaru tego, jak aktualnie generowane dane odbiegają od oczekiwań. Służy do tego funkcja straty sieci, określana również mianem funkcji celu. Funkcja straty przyjmuje argumenty w postaci przewidywanych wartości wygenerowanych przez sieć i prawdziwych docelowych wartości (wartości, które chcielibyśmy, aby były zwracane przez naszą sieć) i oblicza, jak bardzo te wartości odbiegają od siebie, oceniając poprawność przetworzenia danego przykładu przez sieć (patrz rysunek 1.8).
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			Rysunek 1.8. Funkcja straty mierzy jakość działania sieci

			Najważniejszą sztuczką uczenia głębokiego jest użycie tego wyniku jako informacji zwrotnej umożliwiającej dostrojenie wartości wag — modyfikację ich w celu zmniejszenia wartość błędu dla danego przykładu (patrz rysunek 1.9). Dostrajanie tych wartości jest wykonywane przez optymalizator implementujący algorytm propagacji wstecznej, który jest najważniejszym algorytmem uczenia głębokiego. Działanie tego algorytmu wyjaśnię w kolejnym rozdziale.
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			Rysunek 1.9. Wartość straty jest używana jako informacja zwrotna umożliwiająca korektę wag

			Początkowo wagom sieci przypisuje się losowe wartości, a więc sieć wykonuje serię losowych przekształceń. Oczywiście dane wyjściowe sieci odbiegają od oczekiwanych, a więc wartość straty jest bardzo duża, ale podczas każdej kolejnej iteracji algorytmu wagi są nieco dostrajane i wartość straty maleje. Jest to tzw. pętla trenowania. Powtórzenie jej odpowiednią liczbę razy (zwykle powtarza się ją kilkadziesiąt razy na tysiącach przykładów) pozwala na uzyskanie wartości wag minimalizujących funkcję straty. Sieć z minimalną stratą generuje dane wyjściowe maksymalnie zbliżone do danych docelowych. Taką sieć można uznać za wytrenowaną. Ponownie widzimy prosty mechanizm, który po odpowiednim przeskalowaniu pozwala zdziałać cuda.

			1.1.6. Co dotychczas osiągnięto za pomocą uczenia głębokiego?

			Uczenie głębokie to dość stara dziedzina uczenia maszynowego, jednak zyskała popularność dopiero na początku 2010 r. W ciągu kilku lat wywołała rewolucję i spowodowała znaczny postęp w rozwiązywaniu problemów związanych z analizą obrazu i dźwięku. Umiejętności naturalne i intuicyjne dla człowieka były w świecie komputerów przez długi czas czymś praktycznie nieosiągalnym.

			Uczenie głębokie doprowadziło do następujących przełomów w obszarach, które były w przeszłości bardzo problematyczne z punktu widzenia uczenia maszynowego:

			
					klasyfikacja obrazu zbliżona prawie do poziomu człowieka,

					rozpoznawanie mowy na poziomie zbliżonym do możliwości człowieka,

					transkrypcja pisma ręcznego na poziomie zbliżonym do możliwości człowieka,

					poprawa tłumaczenia maszynowego,

					poprawa konwersji tekstu na mowę,

					pojawienie się asystentów takich jak Google Now i Amazon Alexa,

					pojazdy autonomiczne jeżdżące prawie tak samo dobrze jak pojazdy kierowane przez ludzi,

					poprawa dobierania reklam w usługach Google, Baidu i Bing,

					poprawa wyników zwracanych przez wyszukiwarki internetowe,

					możliwość odpowiadania na pytania zadawane w języku naturalnym,

					pokonanie człowieka w grę Go.

			

			Wciąż odkrywamy nowe zastosowania uczenia głębokiego. Technika ta zaczęła być stosowana w celu rozwiązywania różnych problemów wykraczających poza sferę analizy obrazu i języka naturalnego. W przyszłości uczenie głębokie będzie pomagało ludziom w badaniach naukowych, tworzeniu oprogramowania i wielu innych dziedzinach życia.

			1.1.7. Nie wierz w tymczasową popularność

			W ciągu kilku ostatnich lat nastąpił ogromny postęp w dziadzinie uczenia głębokiego, ale wydaje mi się, że od tej technologii oczekuje się zbyt wiele. Co prawda niektóre nowatorskie rozwiązania, np. autonomiczne samochody, są już na wyciągnięcie ręki, ale wiele oczekiwanych zastosowań uczenia maszynowego nie będzie można uzyskać w ciągu wielu lat. Dotyczy to systemów umożliwiających rozmowę, profesjonalnego tłumaczenia tekstów między dowolnymi językami i rozumienia języka naturalnego na poziomie człowieka. Szczególnie nie należy traktować poważnie pojawienia się sztucznej inteligencji ogólnego stosowania osiągającej poziom ludzkiego mózgu. Z dużymi oczekiwaniami wiąże się ryzyko tego, że jeżeli technologia nie będzie się rozwijać tak szybko, jak by tego chcieli inwestorzy, to będą oni wycofywać swój wkład finansowy w dalsze badania nad nią, co może znacznie spowolnić jej dalszy rozwój.

			W przeszłości dochodziło do tego już dwukrotnie. W związku ze sztuczną inteligencją mieliśmy fazę dużego optymizmu, po której następowała faza rozczarowania i sceptycyzmu prowadząca do redukcji wydatków ponoszonych na jej rozwój. Po raz pierwszy miało to miejsce w latach 60. XX w. W czasach symbolicznej sztucznej inteligencji przewidywania co do jej możliwości były bardzo wygórowane. Najbardziej znanym pionierem i popularyzatorem symbolicznej sztucznej inteligencji był Marvin Minsky, który w 1967 r. stwierdził: „W ciągu jednego pokolenia […] rozwiążemy wszystkie problemy związane z utworzeniem sztucznej inteligencji”. W 1970 r. przedstawił jeszcze dokładniejszą prognozę: „W ciągu kolejnych 3 – 8 lat będziemy dysponować maszynami obdarzonymi ogólną inteligencją na poziomie średniej inteligencji człowieka”. W 2016 r. takie rozwiązanie wciąż wydaje się odległe. Trudno jest nam nawet przewidzieć, kiedy ono powstanie, chociaż już w latach 60. i 70. kilku ekspertów wierzyło, że ludzkość jest bardzo bliska utworzenia zaawansowanej sztucznej inteligencji. Współcześnie wiele osób wciąż w to wierzy. Gdy te przewidywania się nie spełniły, badacze przestali się interesować rozwojem sztucznej inteligencji i utraciła ona wsparcie finansowe rządu. Rozpoczęła się wówczas zima sztucznej inteligencji (określenie to odwołuje się do zimy atomowej, ponieważ powstało ono w okresie zimnej wojny).

			Nie była to ostatnia taka zima. W latach 80. systemy eksperckie symbolicznej sztucznej inteligencji zaczęły zyskiwać popularność wśród wielu dużych firm. Kilka początkowych sukcesów spowodowało falę inwestycji, której ulegały firmy z całego świata. Zaczynały one tworzyć własne działy sztucznej inteligencji, które miały rozwijać systemy eksperckie. W 1985 r. firmy wydawały rokrocznie na tę technologię ponad miliard dolarów, ale na początku lat 90. systemy te okazały się drogie w utrzymaniu i trudne w skalowaniu, a ich zastosowanie było ograniczone. W związku z tym zainteresowanie nimi zaczęło gasnąć. W ten sposób rozpoczęła się druga zima sztucznej inteligencji.

			Obecnie jesteśmy świadkami trzeciego cyklu fascynacji sztuczną inteligencją. Po tej fazie optymizmu może nastąpić faza rozczarowania. Najlepiej jest zracjonalizować oczekiwania krótkoterminowe i informować osoby niewtajemniczone w technikę uczenia maszynowego o tym, do czego można używać uczenia maszynowego, a także o tym, do czego się ono nie nadaje.

			1.1.8. Nadzieje na powstanie sztucznej inteligencji

			Możemy mieć nierealne krótkoterminowe oczekiwania co do sztucznej inteligencji, ale długoterminowa perspektywa powstania tej technologii jest obiecująca. Dopiero co zaczęliśmy stosować uczenie głębokie w celu rozwiązywania wielu ważnych problemów, a okazało się, że doskonale nadaje się ono do stawiania diagnoz w medycynie i umożliwia pojawienie się cyfrowych asystentów. Badania nad sztuczną inteligencją w ciągu ostatnich 5 lat posuwają się do przodu zaskakująco szybko. Wynika to w dużej mierze z niespotykanych funduszy kierowanych na jej rozwój. Niestety jak na razie sztuczna inteligencja nie jest stosowana w produktach i procesach mających wpływ na nasz świat. Większość odkryć z dziedziny uczenia głębokiego nie jest jeszcze stosowana w praktyce, a z pewnością nie jest stosowana w celu rozwiązywania wszystkich problemów, do których można je wykorzystywać. Ze sztucznej inteligencji nie korzysta jeszcze Twój lekarz ani Twoja księgowa. Oczywiście możesz zadać swojemu smartfonowi proste pytanie i uzyskać na nie rozsądną odpowiedź, sklep Amazon potrafi dość dobrze rekomendować produkty, aplikacja Zdjęcia Google po wpisaniu hasła „urodziny” przeszuka tysiące wykonanych przez Ciebie zdjęć i w ciągu ułamka sekundy znajdzie zdjęcia z urodzin Twojej córki, które miały miejsce miesiąc temu. To oczywiście duży postęp, ale te rozwiązania to tylko akcesoria pomagające nam w życiu. W przyszłości sztuczna inteligencja będzie miała dużo większy wpływ na naszą pracę, nasze życie i nasz sposób myślenia.

			Obecnie trudno jest uwierzyć w to, że sztuczna inteligencja może mieć duży wpływ na nasz świat, ponieważ nie jest jeszcze powszechnie wdrażana. Przypomina to sytuację z 1995 r., gdy trudno było uwierzyć w to, że internet będzie miał wpływ na nasze codzienne życie. Wówczas większość ludzi nie dostrzegała, w czym internet miałby być przydatny w ich życiu, i nie spodziewała się, że upowszechnienie się internetu będzie miało tak duży wpływ na nasz świat. Dzisiaj to samo dotyczy sztucznej inteligencji. Musimy zdawać sobie sprawę z tego, że sztuczna inteligencja nadejdzie. W niedalekiej przyszłości sztuczna inteligencja będzie Twoim asystentem, a nawet przyjacielem, będzie odpowiadać na Twoje pytania, pomoże w edukacji Twoich dzieci i będzie monitorować stan Twojego zdrowia. Dostarczy zakupy pod drzwi Twojego domu i przewiezie Cię z punktu A do B. Będzie interfejsem pomagającym w interakcji z coraz bardziej rozbudowanym światem technologii. Najważniejsze jest to, że sztuczna inteligencja pomoże całej ludzkości wykonać ogromny krok do przodu — pomoże naukowcom dokonywać odkryć w różnych dziedzinach (od badań nad ludzkim genomem do matematyki).

			Oczywiście w międzyczasie może nas spotkać kolejna zima sztucznej inteligencji (podobny problem dotyczył internetu: nadmierne oczekiwania wobec niego spowodowały spadek inwestycji w jego rozwój w latach 1998 – 1999, a dodatkowo rozwój internetu został spowolniony przez krach inwestycyjny na początku XXI w.). Pomimo tego nastąpił rozwój technologii internetowych. Sztuczna inteligencja będzie stosowana w prawie każdym procesie społecznym i w naszym życiu codziennym, podobnie jak dzisiaj stosowany jest internet.

			Nie wierz w krótkoterminową popularność, ale uwierz w długoterminową wizję. Wdrożenie prawdziwego potencjału sztucznej inteligencji (potencjału, o którym obecnie nawet nie śnimy) może okazać się czasochłonne, ale sztuczna inteligencja nadchodzi, a jej upowszechnienie się sprawi, że świat będzie lepszym miejscem.

			1.2. Zanim pojawiło się uczenie głębokie: krótka historia uczenia maszynowego

			Uczenie głębokie osiągnęło popularność i poziom wsparcia finansowego, jakich nie było nigdy wcześniej w historii rozwoju sztucznej inteligencji, ale nie jest to pierwsza forma uczenia maszynowego, która okazała się skuteczna. Można z pewnością stwierdzić, że większość algorytmów uczenia maszynowego używanych współcześnie nie jest algorytmami uczenia głębokiego. Uczenie głębokie nie jest narzędziem uniwersalnym — nie warto go stosować, gdy dysponujemy zbyt małym zbiorem danych, a niektóre problemy można rozwiązać lepiej za pomocą innych algorytmów. Jeżeli swoją przygodę z uczeniem maszynowym rozpoczynasz od uczenia głębokiego, to możesz znaleźć się w sytuacji, w której będziesz próbował na siłę używać uczenia maszynowego do rozwiązywania wszystkich problemów, ponieważ nie będziesz znał innych narzędzi. Jedynym sposobem na uniknięcie tej pułapki jest poznanie innych technik i stosowanie ich, gdy będzie to konieczne.

			W tej książce nie będę szczegółowo opisywał klasycznych technik uczenia maszynowego. Opiszę je jedynie w sposób ogólny i przytoczę kontekst historyczny ich powstania. W ten sposób przedstawię uczenie głębokie w szerszym kontekście uczenia maszynowego. Dzięki temu lepiej zrozumiesz przyczyny pojawienia się technik uczenia głębokiego.

			1.2.1. Modelowanie probabilistyczne

			Modelowanie probabilistyczne polega na zastosowaniu zasad statystyki w analizie danych. To jedna z pierwszych form uczenia maszynowego. Pomimo tego jest używana po dziś dzień. Jednym z najbardziej znanych algorytmów modelowania probabilistycznego jest naiwny klasyfikator bayesowski.

			Naiwny klasyfikator bayesowski jest klasyfikatorem uczenia maszynowego, który stosuje twierdzenie Bayesa i zakłada, że wszystkie parametry charakteryzujące dane wejściowe są niezależne (to dość „naiwne” założenie, z którego wzięła się nazwa klasyfika­tora). Ta metoda analizy danych jest starsza od komputerów (była stosowana ręcznie najprawdopodobniej już w latach 50. XX w.). Twierdzenie Bayesa i podstawy statystyki mające korzenie w XVIII w. to wszystko, czego potrzebujesz do zaimplementowania naiwnego klasyfikatora bayesowskiego.

			Z klasyfikatorem tym związany jest model regresji logistycznej, który jest uważany za podstawowy model uczenia maszynowego. Pomimo swojej nazwy jest to algorytm klasyfikacji, a nie regresji. Regresja logistyczna, podobnie do naiwnego klasyfikatora baye­sowskiego, pojawiła się dużo wcześniej niż komputery, ale wciąż jest stosowana z powodu swojej prostoty i uniwersalności. Często jest to pierwszy model używany przez analityka w celu rozpoznania stojącego przed nim zadania.

			1.2.2. Wczesne sieci neuronowe

			Pierwsze wersje sieci neuronowych były zupełnie inne od współczesnych sieci neuronowych, które opisuję w tej książce, ale wiedza na ich temat pozwoli Ci uzyskać świadomość tego, jak rozwijało się uczenie głębokie. Podstawowe idee sieci neuronowych zostały opracowane w latach 50., ale ich zaimplementowanie wymagało kilku dekad. Przed długi czas brakowało wydajnego sposobu trenowania dużych sieci neuronowych. Sytuacja ta uległa zmianie w połowie lat 80., gdy wielu badaczy odkryło ponownie algorytm propagacji wstecznej, umożliwiający trenowanie łańcuchów operacji parametrycznych poprzez optymalizację spadku gradientowego (koncepcje te zostaną wyjaśnione w dalszej części tej książki), a następnie zaczęło ich implementację w sieciach neuronowych.

			Pierwsza skuteczna aplikacja sieci neuronowych powstała w 1989 r. w Bell Labs, gdy Yann LeCun połączył algorytmy konwolucyjnych sieci neuronowych i propagacji wstecznej w celu rozwiązania problemu klasyfikacji cyfr zapisanych ręcznie. Utworzono w ten sposób sieć o nazwie LeNet, z której korzystała poczta USA w latach 90. w celu automatyzacji odczytu kodów pocztowych z kopert.

			1.2.3. Metody jądrowe

			W latach 90. XX w. sieci neuronowe zaczęły zyskiwać szacunek badaczy z powodu swoich pierwszych sukcesów. Spowodowało to ich dalszy rozwój i powstanie metod jądrowych. Metody jądrowe to grupa algorytmów klasyfikacji, są one lepiej znane jako maszyny wektorów nośnych (maszyny SVM). Implementacja maszyn SVM została opracowana przez Vladimira Vapnika i Corrinę Cortes we wczesnych latach 90. w firmie Bell Labs. Opublikowano ją w 1995 r.[2], ale starsza liniowa wersja tego algorytmu została opracowana przez Vapkina i Alexeya Chervonenkisa już w 1963 r.[3].

			Maszyny SVM próbują rozwiązać problem klasyfikacji, znajdując odpowiednie granice decyzyjne (patrz rysunek 1.10) oddzielające od siebie dwa zbiory punków należące do dwóch różnych kategorii. Granicę decyzyjną można traktować jako linię lub powierzchnię dzielącą treningowy zbiór danych na przestrzenie dwóch kategorii. W celu dokonania klasyfikacji nowych elementów zbioru danych wystarczy sprawdzić, po której stronie granicy decyzyjnej się znajdują.
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			Rysunek 1.10. Granica decyzyjna

			Maszyny wektorów nośnych znajdują takie granice, wykonując dwie operacje:

			
					Dane są mapowane na nową reprezentację o wysokiej liczbie wymiarów, w której granice decyzyjne można wyrazić w formie hiperpłaszczyzny (jeżeli dane mają tylko dwa wymiary — taką sytuację przedstawiono na rysunku 1.10 — to hiperpłaszczyzna jest linią).

					Dobra granica decyzyjna (hiperpłaszczyzna rozdzielająca) jest określana poprzez trenowanie algorytmu w celu zmaksymalizowania odległości między hiperpłaszczyzną a najbliższymi punktami danych z określonej klasy (proces ten nazywamy maksymalizacją marginesu). Dzięki temu granica może zostać uogólniona i sprawdzać się również w przypadku nowych próbek, które nie znajdują się w treningowym zbiorze danych.

			

			Technika mapowania danych na wysokowymiarową reprezentację, w której problem klasyfikacji staje się prostszy, może wyglądać dobrze na papierze, ale w praktyce może okazać się niemożliwa do zastosowania z powodu skomplikowania obliczeń. Problem ten rozwiązuje się za pomocą sztuczki jądra (ang. kernel trick). Właśnie od niej swoją nazwę wzięły metody jądrowe. Polega ona na tym, że w celu znalezienia dobrych hiperpłaszczyzn decyzyjnych w nowej przestrzeni nie trzeba jawnie obliczać współrzędnych punktów. Wystarczy obliczyć odległości między parami punktów umieszczonych w nowej przestrzeni, co można zrobić wydajnie przy użyciu funkcji jądra. Funkcja jądra jest operacją polegającą na przypisywaniu dowolnym dwóm punktom początkowej przestrzeni odległości między nimi w docelowej hiperprzestrzeni przy całkowitym pominięciu konieczności jawnego obliczania nowej reprezentacji. Funkcje jądra są zwykle tworzone w sposób ręczny — nie generuje się ich na podstawie danych — w przypadku maszyn wektorów nośnych w procesie uczenia ustalana jest tylko hiperpłaszczyzna rozdzielająca klasy.

			Początkowo maszyny SVM charakteryzowały się ogromną wydajnością przy prostych problemach klasyfikacji i były jedną z kilku metod uczenia maszynowego, za którymi stało solidne zaplecze teoretyczne i poważna analiza matematyczna, co sprawiało, że łatwo było je zrozumieć i zinterpretować. Zalety te przyczyniły się do długotrwałej popularności maszyn wektorów wspierających.

			Niestety maszyny SVM są trudne do skalowania w przypadku dużych zbiorów danych i nie dają dobrych wyników w przypadku problemów percepcyjnych, takich jak klasyfikacja obrazu. Algorytm maszyny CVM jest metodą płytką. Użycie go w celu rozwiązania problemu percepcyjnego wymaga wstępnego ręcznego uzyskania właściwej reprezentacji danych (proces ten jest określany mianem obróbki cech), co jest trudne i pracochłonne.

			1.2.4. Drzewa decyzyjne, lasy losowe i gradientowe wzmacnianie maszyn

			Drzewa decyzyjne są strukturą przypominającą drzewa. Umożliwiają one klasyfikację danych wejściowych i przewidywanie wartości wyjściowych na podstawie danych wejściowych (patrz rysunek 1.11). Są łatwe do przedstawienia w formie graficznej i do zinterpretowania. Zainteresowanie nimi wzrosło w pierwszej dekadzie lat dwutysięcznych, a do 2010 r. korzystano z nich częściej niż z metod jądrowych.
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			Rysunek 1.11. Drzewo decyzyjne: uczone parametry są pytaniami dotyczącymi danych; pytanie takie może mieć np. następującą postać: Czy drugi współczynnik danych wejściowych jest większy od 3,5?

			Dotyczy to szczególnie algorytmu lasów losowych, który wprowadził mocną, praktyczną technikę trenowania drzew decyzyjnych poprzez tworzenie wielu wyspecjalizowanych drzew decyzyjnych i łączenie zwracanych przez nie wyników. Lasy losowe stosuje się do rozwiązywania różnych problemów — można uznać je za drugi najlepszy algorytm przeznaczony do rozwiązywania zadań płytkiego uczenia maszynowego. Gdy w 2010 r. uruchomiona została popularna strona z konkursami dla analityków, http://kaggle.com, lasy losowe stały się najpopularniejszym algorytmem używanym do rozwiązywania publikowanych tam problemów. Trwało to aż do 2014 r., gdy pozycję lasów losowych zajęły algorytmy maszyn wzmacnianych gradientowo. Gradientowe wzmacnianie maszyn to, podobnie jak lasy losowe, technika oparta na łączeniu ze sobą wielu słabych modeli (ogólnie rzecz biorąc, modelami tymi są drzewa decyzyjne). W technice tej zastosowano wzmacnianie gradientowe — rozwiązanie umożliwiające ulepszenie każdego modelu uczenia maszynowego poprzez iteracyjne trenowanie nowych modeli specjalizujących się w rozwiązywaniu sytuacji sprawiających problemy poprzednim modelom. Zastosowanie drzew decyzyjnych w połączeniu ze wzmacnianiem gradientowym pozwoliło na uzyskanie modeli, które zwykle sprawdzają się lepiej od techniki lasów losowych, ale wciąż charakteryzują się podobnymi do niej właściwościami. Jest to jeden z najlepszych, o ile nie najlepszy, algorytm stosowany współcześnie do pracy z danymi innymi niż percepcyjne. Poza uczeniem głębokim jest to drugi algorytm używany w konkursach Kaggle.

			1.2.5. Powrót do sieci neuronowych

			W 2010 r. sieci neuronowe były praktycznie zupełnie zapomniane przez społeczność naukowców, ale pomimo tego zdarzały się osoby, które z nich korzystały i którym udało się dokonać czegoś przełomowego. Takimi osobami były: Geoffrey Hinton (Uniwersytet w Toronto), Yoshua Bengio (Uniwersytet Montrealski) i Yann LeCun (Uniwersytet Nowojorski). Z sieci neuronowych korzystało również szwedzkie laboratorium IDSIA.

			W 2011 r. Dan Ciresan z IDSIA zaczął wygrywać akademickie konkursy klasyfikacji obrazu za pomocą sieci neuronowych trenowanych na układach graficznych — był to pierwszy praktyczny sukces współczesnego uczenia maszynowego. Przełomowym wydarzeniem było wejście grupy Geoffreya Hintona do konkursu klasyfikacji obrazu ImageNet w 2012 r. Konkurs ten był wówczas bardzo trudny. Wymagał od uczestników klasyfikacji kolorowych obrazów o wysokiej rozdzielczości na 1000 różnych kategorii po wytrenowaniu na 1,4 miliona przykładowych obrazów. W 2011 r. mierzona podczas konkursu dokładność klasyfikacji wynosiła zaledwie 74,3%. W 2012 r. zespół dowodzony przez Alexa Krizhevsky’ego, korzystający z doradztwa Geoffreya Hintona, uzyskał wynik na poziomie 83,6%. Był to ogromny przełom. Odtąd konkurs został zdominowany przez konwolucyjne sieci neuronowe. Zwycięzca konkursu w 2015 r. uzyskał dokładność na poziomie 96,4%, a klasyfikacja obrazów konkursu ImageNet została uznana za problem, który został całkowicie rozwiązany.

			Od 2012 r. głębokie konwolucyjne sieci neuronowe (zwane w skrócie sieciami konwolucyjnymi) stały się najpopularniejszym algorytmem przetwarzania obrazu. W praktyce sprawdzają się one podczas pracy nad wszystkimi zadaniami percepcyjnymi. Na najważniejszych konferencjach związanych z komputerowym przetwarzaniem obrazu w latach 2015 – 2016 trudno było znaleźć prezentacje, w których w jakiś sposób nie zahaczano o tematykę sieci konwolucyjnych. Równocześnie uczenie głębokie zyskało wiele innych zastosowań. Zaczęto go używać między innymi podczas przetwarzania języka naturalnego. W wielu zastosowaniach sieci te całkowicie zastąpiły maszyny SVM i drzewa decyzyjne. Przez wiele lat Europejska Organizacja Badań Jądrowych (CERN) korzystała z metod opartych na drzewach decyzyjnych podczas analizy danych zbieranych przez czujnik ATLAS Wielkiego Zderzacza Hadronów (LHC). Jednak organizacja ta zdecydowała się zmienić algorytm na głębokie sieci neuronowe oparte na pakiecie Keras, a to z powodu ich wyższej skuteczności i łatwości trenowania na dużych zbiorach danych.

			1.2.6. Co wyróżnia uczenie głębokie?

			Główna przyczyną tak szybkiego wzrostu popularności uczenia głębokiego jest większa dokładność tej techniki podczas rozwiązywania wielu problemów, ale nie jest to jedyny powód. Uczenie głębokie sprawia również, że rozwiązywanie problemów staje się o wiele łatwiejsze z powodu pełnej automatyzacji najważniejszego etapu uczenia maszynowego: obróbki cech.

			Wcześniejsze techniki uczenia maszynowego — techniki uczenia płytkiego — doprowadzały do przekształcenia danych wejściowych w jedną lub w dwie kolejne przestrzenie reprezentacji poprzez proste transformacje, takie jak wysokowymiarowe nieliniowe rzutowanie (maszyny SVM) lub tworzenie drzew decyzyjnych. Niestety zmodyfikowana reprezentacja złożonych problemów, ogólnie rzecz biorąc, nie może zostać uzyskana za pomocą tych technik. W celu wygenerowania danych wejściowych, które mogłyby być akceptowane przez te metody, należy ręcznie zaprojektować odpowiednie warstwy reprezentacji danych, a więc przeprowadzić tzw. obróbkę cech. W uczeniu głębokim etap ten jest całkowicie zautomatyzowany — nie ma konieczności ręcznej obróbki cech. Ułatwia to znacznie przepływ roboczy całego procesu — skomplikowane wieloetapowe operacje zastępuje jeden prosty model uczenia maszynowego.

			Uczenie głębokie polega na zastosowaniu wielu kolejnych warstw reprezentacji. Czy w związku z tym to samo osiągnie się, stosując kilkukrotnie metody płytkie? W praktyce stosowanie kolejnych etapów metod uczenia płytkiego prowadzi do coraz mniejszej poprawy uzyskiwanych wyników, ponieważ optymalna pierwsza warstwa reprezentacji trójwarstwowego modelu nie jest optymalną pierwszą warstwą jednowarstwowego lub dwuwarstwowego modelu. Uczenie głębokie umożliwia modelowi jednoczesne łączne przetwarzanie wszystkich warstw reprezentacji. W takim przypadku modyfikacja jednej wewnętrznej cechy modelu powoduje automatyczną adaptację do tej zmiany pozostałych cech, bez potrzeby wykonywania operacji przez użytkownika. Wszystko to nadzoruje jeden sygnał zwrotny: każda zmiana modelu wpływa na osiąganie przez niego celu. To o wiele lepsze rozwiązanie od tworzenia stosów modeli płytki, ponieważ umożliwia trenowanie modelu na złożonej abstrakcyjnej reprezentacji bez potrzeby dzielenia jej na warstwy pośrednie, które są modyfikowane niezależnie od siebie.

			Istnieją dwie podstawowe cechy trenowania modeli uczenia głębokiego: tworzenie bardziej skomplikowanych reprezentacji w sposób inkrementalny (warstwa po warstwie) i to, że te pośrednie reprezentacje są przetwarzane jednocześnie — aktualizacja każdej warstwy powoduje automatyczną modyfikację warstw znajdujących się niżej i wyżej. Dzięki tym dwóm cechom uczenie głębokie stało się popularniejsze od innych technik uczenia maszynowego.

			1.2.7. Współczesne uczenie maszynowe

			We współczesnych technikach uczenia maszynowego można rozeznać się, przyglądając się przebiegom konkursów Kaggle. Z powodu dużej konkurencji (w niektórych konkursach biorą udział tysiące analityków, a nagrody sięgają milionów dolarów) i dużej różnorodności problemów uczenia maszynowego Kaggle pozwala wybrać metody, które sprawdzają się najlepiej. Jakie algorytmy wygrywają konkursy? Z jakich narzędzi korzystali zwycięzcy?

			W latach 2016 i 2017 konkursy Kaggle zostały zdominowane przez dwie metody: maszyny wzmacniane gradientowo i uczenie głębokie. Maszyny wzmacniane gradientowo są używane w celu rozwiązywania problemów, w których dostępne są ustrukturyzowane dane, a uczenie głębokie jest stosowane w przypadku problemów percepcyjnych, takich jak klasyfikacja obrazów. W pierwszym typie problemów prawie zawsze używana jest wspaniała biblioteka XGBoost, która istnieje w wersjach przeznaczonych dla języków Python i R. Większość osób biorących udział w konkursach Kaggle, korzystających z technik uczenia głębokiego, posługuje się biblioteką Keras. Wynika to z łatwości jej stosowania, uniwersalności i tego, że obsługuje ona języki Python i R.

			Głębokie uczenie maszynowe (w przypadku problemów percepcyjnych) i maszyny wzmacniane gradientowo (w przypadku płytkich problemów) to dwie techniki, które warto poznać jak najlepiej, aby odnieść sukces w świecie współczesnego uczenia maszynowego. W związku z tym musisz nauczyć się obsługi bibliotek XGBoost i Keras, które obecnie zdominowały konkursy Kaggle. Dzięki lekturze tej książki przybliżysz się do osiągnięcia tego celu.

			1.3. Dlaczego uczenie głębokie? Dlaczego teraz?

			Dwie podstawowe techniki związane z uczeniem głębokim i przetwarzaniem obrazu — konwolucyjne sieci neuronowe i algorytm propagacji wstecznej — były dobrze znane już w 1989 r. Algorytm LSTM (ang. Long Short Term Memory), będący podstawowym algorytmem uczenia głębokiego przeznaczonym do pracy z danymi szeregu czasowego, został opracowany w 1997 r. i praktycznie od tego czasu nie modyfikowano go w sposób znaczący. Dlaczego uczenie głębokie stało się popularne dopiero po 2012 r.? Co się zmieniło przez te dwie dekady?

			Ogólnie rzecz biorąc, rozwój uczenia maszynowego jest napędzany przez postęp technologiczny:

			
					lepszy sprzęt,

					rozwój zbiorów danych i metod porównawczych,

					lepsze algorytmy.

			

			Rozwój tej dziedziny bardziej od teorii napędzają eksperymentalne odkrycia, a więc rozwój algorytmów jest możliwy tylko wtedy, gdy pojawiają się dane i rozwiązania sprzętowe, które pozwalają na wypróbowanie nowych pomysłów lub przeskalowanie znanych od dawna metod. Uczenie maszynowe to nie matematyka i fizyka. Tutaj do większości odkryć nie dochodzi przy użyciu długopisu i papieru. Uczenie maszynowe to inżynieria.

			Głównym problemem lat dziewięćdziesiątych i dwutysięcznych był dostęp do danych i sprzętu, ale w międzyczasie rozwinął się internet i powstały układy graficzne o wysokiej wydajności, które miały zaspokoić potrzeby graczy.

			1.3.1. Sprzęt

			Pomiędzy latami 1990 a 2010 procesy dostępne dla standardowych użytkowników stały się około 5000 razy szybsze. W związku z tym małe modele uczenia głębokiego można uruchomić na praktycznie każdym laptopie, co było nie do pomyślenia 25 lat temu.

			Niestety typowe modele uczenia głębokiego używane do analizy obrazu lub rozpoznawania mowy wymagają o wiele większej mocy. W latach dwutysięcznych firmy takie jak NVIDIA i AMD zainwestowały miliardy dolarów w rozwój szybkich układów graficznych zdolnych do sprawnego równoległego przetwarzania wielu potoków danych. Miało to zaspokoić rosnące potrzeby coraz bardziej skomplikowanej grafiki trójwymiarowych gier. Inwestycja ta przyniosła korzyści również dla świata nauki. W 2007 r. NVIDIA uruchomiła projekt CUDA (https://developer.nvidia.com/about-cuda) — udostępniła interfejs programistyczny swoich procesorów graficznych. W obliczeniach przeprowadzanych równolegle kilka układów graficznych mogło wówczas zastąpić cały klaster procesorów ogólnego przeznaczenia. Głębokie sieci neuronowe składają się głównie z wielu operacji mnożenia małych macierzy i można je skutecznie zrównoleglić. Około 2011 r. zaczęto pracę nad napisaniem implementacji sieci neuronowych korzystających z technologii CUDA. Pionierami w tej dziedzinie byli Dan Ciresan[4] i Alex Krizhevsky[5].

			Rynek gier wsparł tworzenie superkomputerów kolejnych generacji aplikacji sztucznej inteligencji. Czasami wielkie rzeczy są na początku zabawkami. Obecnie NVIDIA TITAN X — procesor graficzny pod koniec 2015 r. kosztujący około 4000 zł — charakteryzuje się szczytową mocą obliczeniową na poziomie 6,6 TFLOPS w przypadku obliczeń na liczbach o pojedynczej precyzji: wykonuje 6,6 biliona operacji na zmiennych typu float32 w ciągu sekundy. Wartość ta przekracza około 350 razy moc zwykłych współczesnych laptopów. Zastosowanie układu TITAN X w celu wytrenowania modelu ImageNet, który kilka lat temu zwyciężył w konkursie ILSVRC, zajęłoby na nim tylko kilka dni. Duże firmy trenują modele uczenia głębokiego na klastrach składających się z setek układów graficznych wyprodukowanych specjalnie z myślą o tym zastosowaniu. Przykładem takiego układu jest NVIDIA Tesla K80. Zbudowanie klastrów o tak dużej mocy obliczeniowej byłoby niemożliwe bez zastosowania nowoczesnych układów graficznych.

			Przemysł uczenia głębokiego chce wykroczyć poza układy graficzne i zainwestować w wysoce wyspecjalizowane wydajne czipy utworzone wyłącznie z myślą o uczeniu głębokim. Firma Google podczas corocznej konwencji I/O pokazała procesor przetwarzający tensory (układ TPU). Projekt tego czipa został opracowany od podstaw i zoptymalizowany pod kątem sieci neuronowych. Według doniesień ma on być dziesięć razy szybszy od najlepszych dostępnych układów graficznych, a dodatkowo ma być bardziej energooszczędny.

			1.3.2. Dane

			Rozwój sztucznej inteligencji jest czasem określany jako kolejna rewolucja przemysłowa. Jeżeli uczenie głębokie określimy mianem silnika parowego tej rewolucji, to dane są jej węglem: nieobrobionym materiałem zasilającym nasze inteligentne maszyny, bez którego praca nad sztuczną inteligencją byłaby niemożliwa. Na dane wpływa nie tylko prawo Moore’a (wykładniczy przyrost pojemności pamięci masowych), ale również rozwój internetu, który umożliwił zbieranie i przesyłanie bardzo dużych zbiorów danych, możliwych do przetwarzania za pomocą technik uczenia maszynowego. Obecnie duże firmy pracują ze zbiorami danych obrazów, zbiorami nagrań wideo i zbiorami języka naturalnego, których nie można by utworzyć bez internetu. Podpisy obrazów publikowane przez użytkowników serwisu Flick okazały się prawdziwym skarbem z punktu widzenia firm zajmujących się przetwarzaniem obrazu. To samo dotyczy serwisów YouTube i Wikipedia, która to stała się głównym zbiorem danych używanym podczas przetwarzania języka naturalnego.

			Jeżeli miałbym wybrać zbiór danych, który stał się katalizatorem rozwoju uczenia głębokiego, to uznałbym za niego zbiór ImageNet, składający się 1,4 miliona obrazów oznaczonych etykietami 1000 kategorii (obraz może należeć tylko do jednej kategorii). Zbiór ten jest wyjątkowy nie tylko ze względu na swoją objętość, ale również ze względu na związany z nim konkurs[6].

			Przykład serwisu Kaggle pokazuje od 2010 r., że organizacja publicznych konkursów to doskonały sposób motywowania badaczy i naukowców do rozwoju swoich projektów. Utworzenie ogólnych technik porównywania wyników różnych algorytmów również przyczyniło się do rozwoju uczenia głębokiego.

			1.3.3. Algorytmy

			Poza problemami związanymi z danymi i sprzętem do końca lat dwutysięcznych problemem był również brak niezawodnego sposobu trenowania bardzo głębokich sieci neuronowych. Przyczyniało się to do tego, że sieci neuronowe były wciąż dość płytkie i korzystały z jedno- lub dwuwarstwowej reprezentacji, a więc nie mogły mieć przewagi nad bardziej dopracowanymi metodami uczenia płytkiego, takimi jak maszyny SVM i lasy losowe. Największy problem dotyczył propagacji gradientu przez głębokie stosy warstw. Sygnał sprzężenia zwrotnego używany podczas trenowania sieci neuronowych rozpływał się wraz ze wzrostem liczby warstw.

			Sytuacja ta uległa zmianie w latach 2009 – 2010 wraz z wprowadzeniem prostych, ale skutecznych poprawek algorytmu, umożliwiających lepszą propagację gradientu. Były to:

			
					lepsze funkcje aktywacji warstw neuronów,

					lepsze schematy inicjacji wag rozpoczynające się od wstępnego trenowania poszczególnych warstw, (rozwiązanie to jest rzadko stosowane w praktyce),

					lepsze schematy optymalizacji, takie jak RMSProp i Adam.

			

			Po wprowadzeniu tych ulepszeń możliwe stało się trenowanie modeli składających się z 10 lub więcej warstw. Dopiero wtedy uczenie głębokie zaczęło pokazywać swój potencjał.

			W latach 2014, 2015 i 2016 odkryto jeszcze bardziej zaawansowane metody wspierania propagacji gradientu, takie jak normalizacja wsadowa, połączenia szczątkowe i konwolucje oddzielane w zależności od głębokości. Dzisiaj możemy trenować od podstaw modele składające się z tysięcy warstw.

			1.3.4. Nowa fala inwestycji

			Gdy na przełomie lat 2012 i 2013 uczenie głębokie dokonało rewolucji w rozpoznawaniu obrazu, przełomowe technologie zaczęto stosować również w innych zadaniach percepcyjnych. Technologie te zyskały wsparcie finansowe tak duże, że stało się ono precedensem w całej historii rozwoju sztucznej inteligencji.

			W 2011 r., tuż przed rewolucją uczenia głębokiego, łączna suma kapitału inwestowanego w rozwój sztucznej inteligencji wynosiła około 19 milionów dolarów. Większość tej kwoty była wydawana na praktyczne zastosowania technik uczenia płytkiego. Wydatki na sztuczną inteligencję do 2014 r. wzrosły do robiącej wrażenie kwoty 394 miliony dolarów. W ciągu tych trzech lat powstało wiele start-upów chcących zarobić na popularności uczenia głębokiego. W tym samym czasie duże firmy technologiczne, takie jak Google, Facebook, Baidu i Microsoft, zainwestowały we własne działy badawcze. Inwestycje te były prawdopodobnie jeszcze większe od podanej przeze mnie wcześniej kwoty. Tylko część kwot została podana do publicznej wiadomości. W 2013 r. firma Google przejęła startup DeepMind za 500 milionów dolarów — było to największe przejęcie firmy zajmującej się sztuczną inteligencją. W 2014 r. firma Baidu otworzyła centrum badań nad uczeniem głębokim w Dolinie Krzemowej, inwestując w ten projekt 300 milionów dolarów. Start-up Nervana Systems, zajmujący się sprzętowym aspektem uczenia głębokiego, został przejęty przez firmę Intel w 2016 r. za ponad 400 milionów dolarów.

			Uczenie maszynowe, a szczególnie uczenie głębokie, stało się najważniejszym punktem strategii produktowych tych gigantów technologicznych. Pod koniec 2015 r. dyrektor naczelny firmy Google Sundar Pichai stwierdził, że „uczenie maszynowe jest technologią mającą największy wpływ na to, co robimy; stosujemy ją we wszystkich naszych produktach — w wyszukiwarkach, mechanizmach wyświetlania reklam, a także w serwisach YouTube i Play; co prawda dopiero raczkujemy w tej materii, ale z czasem będziemy stopniowo wprowadzać uczenie maszynowe we wszystkich obszarach naszej działalności”[7].

			W związku z tak dużą falą inwestycji w ciągu zaledwie 5 lat liczba osób pracujących nad rozwojem uczenia głębokiego wzrosła od kilkuset do dziesiątek tysięcy, a postęp badań nabrał szaleńczego tempa.

			1.3.5. Demokratyzacja uczenia głębokiego

			Jednym z kluczowych czynników powodujących zwiększenie się liczby osób zajmujących się uczeniem głębokim jest demokratyzacja narzędzi. Na początku uczenie głębokie wymagało solidnej znajomości języka C++ i technologii CUDA, co było wysokim progiem. Obecnie znajomość podstaw R umożliwia przeprowadzanie skomplikowanych analiz przy użyciu technik uczenia głębokiego. Doszło do tego dzięki rozwojowi bibliotek przetwarzania tensorów w Pythonie i R: Theano i TensorFlow. Biblioteki te znacznie ułatwiły implementację nowych modeli. Ponadto pojawiły się biblioteki przyjazne użytkownikom, takie jak Keras, które sprawiły, że stosowanie uczenia maszynowego stało się tak proste jak zabawa z klockami LEGO. Po pojawieniu się biblioteki Keras na początku 2015 r. bardzo szybko wiele nowych start-upów, a także wielu studentów i badaczy uznało ją za najlepsze narzędzie do pracy.

			1.3.6. Co dalej?

			Czy w głębokich sieciach neuronowych jest coś specjalnego, co sprawia, że są one „właściwą” technologią do inwestowania? Czy uczenie maszynowe jest kolejną modą, która wkrótce przeminie? Czy za 20 lat wciąż będziemy korzystać z głębokich sieci neuronowych?

			Charakterystyka uczenia głębokiego uzasadnia jego rewolucyjny status w dziedzinie sztucznej inteligencji. Być może za 20 lat nie będziemy używać sieci neuronowych, ale to, z czego będziemy korzystać, powstanie na bazie współczesnego uczenia głębokiego i związanych z nim koncepcji. Te ważne charakterystyki uczenia głębokiego można podzielić na trzy kategorie:

			
					Prostota — uczenie głębokie zwalnia z obowiązku wstępnego przetwarzania cech, upraszcza cykl roboczy pracy nad modelem, a same modele składają się zwykle z 5 lub 6 różnych operacji na tensorach.

					Skalowalność — uczenie głębokie jest techniką podatną na zrównoleglanie obliczeń na procesorach graficznych lub procesorach TPU, co w pełni umożliwia korzystanie z prawa Moore’a. Ponadto modele uczenia głębokiego są trenowane poprzez iterację małych wsadów danych, co pozwala na trenowanie ich na zbiorach danych o dowolnych rozmiarach (jedynym czynnikiem spowalniającym ich pracę może być brak dostępnej równoległej mocy obliczeniowej, co dzięki prawu Moore’a jest problemem, który stopniowo będzie sam się rozwiązywał).

					Wszechstronność i możliwość wielokrotnego stosowania — w przeciwieństwie do wielu wcześniejszych technik uczenia maszynowego modele uczenia maszynowego mogą być trenowane na dodatkowych danych bez potrzeby uruchamiania ich od zera, co sprawia, że nadają się doskonale do wieloetapowej nauki. Jest to ważne w przypadku bardzo dużych modeli produkcyjnych. Ponadto wytrenowane modele uczenia głębokiego mogą być stosowane w celu rozwiązywania wielu problemów: np. możliwe jest zastosowanie modelu uczenia głębokiego wytrenowanego pod kątem klasyfikacji zdjęć do przetwarzania materiałów wideo. W związku z tym raz wykonana praca może zostać użyta w celu utworzenia jeszcze bardziej rozbudowanych modeli. Z tego powodu uczenie głębokie można stosować również podczas pracy z dosyć małymi zbiorami danych.

			

			Uczenie głębokie jest popularne od zaledwie kilku lat i wciąż nie znamy pełni możliwości tej technologii. Co miesiąc dowiadujemy się o nowych zastosowaniach i modyfikacjach pokonujących wcześniejsze ograniczenia. Postęp od rewolucji naukowej zwykle można przedstawić za pomocą wykresu funkcji sigmoid: na początku następuje szybki postęp, który z czasem stopniowo się stabilizuje, gdy badacze dochodzą do twardych ograniczeń. Dalszy rozwój przebiega już wolniej. Głębokie uczenie w 2017 r. znajduje się najprawdopodobniej w pierwszej połowie tego wykresu, a więc w ciągu najbliższych kilku lat technologię tę czeka jeszcze duży postęp.
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			Rozdział 2. 
Matematyczne podstawy sieci neuronowych

			
				
					
				
				
        
          	
            W tym rozdziale opisałem:

							
									Pierwszy przykład sieci neuronowej.

									Tensory i operacje na tensorach.

									Uczenie sieci neuronowych przy użyciu algorytmów propagacji wstecznej i spadku gradientowego.

							

						
					

				
			

			Zrozumienie przebiegu uczenia głębokiego wymaga znajomości wielu prostych koncepcji matematycznych, takich jak tensory, operacje na tensorach, różniczkowanie czy spadek gradientowy. Celem tego rozdziału jest wyjaśnienie tych koncepcji bez wchodzenia w zbędne szczegóły. Będę unikał notacji matematycznej, ponieważ sprawia ona problemy osobom niedysponującym odpowiednią wiedzą matematyczną, a tak naprawdę nie jest konieczna do wyjaśnienia zagadnień.

			W celu wprowadzenia pewnego kontekstu tensorów i spadku gradientowego zacznę rozdział od praktycznego przykładu sieci neuronowej, a następnie opiszę każdą nową koncepcję w niej zastosowaną. Poznanie tych koncepcji jest niezbędne, aby być w stanie zrozumieć przykłady, które zaprezentuję w kolejnych rozdziałach! 

			Po przeczytaniu tego rozdziału będziesz w sposób intuicyjny rozumieć działanie sieci neuronowych i będziesz mógł przejść do rozdziału 3., w którym zacznę opisywać ich praktyczne zastosowania.

			2.1. Pierwszy przykład sieci neuronowej

			Przyjrzyjmy się pierwszemu przykładowi sieci neuronowej korzystającej z biblioteki Keras w języku R. Sieć ta ma klasyfikować ręcznie zapisane cyfry. Nie przejmuj się, jeżeli nie zrozumiesz wszystkich elementów tego przykładu. Jest to normalne, jeżeli nie masz doświadczenia w pracy z biblioteką Keras ani innym podobnym do niej pakietem. Prawdopodobnie jeszcze nawet nie zainstalowałeś pakietu Keras… To niczemu nie przeszkadza. W kolejnym rozdziale opiszę każdy element tego przykładu w sposób szczegółowy. W związku z tym nie przejmuj się, jeżeli niektóre rzeczy wydadzą Ci się czarną magią! Musimy od czegoś zacząć.

			W zaprezentowanym przykładzie próbujemy rozwiązać problem klasyfikacji obrazów w skali szarości przedstawiających ręcznie zapisane cyfry (obrazy te mają rozdzielczość 28×28 pikseli). Chcemy podzielić je na 10 kategorii (cyfry od 0 do 9). Będziemy korzystać ze zbioru danych MNIST, który jest uznawany przez środowisko analityków za zbiór klasyczny. Istnieje on tak długo, jak długa jest historia uczenia maszynowego. Zbiór ten zawiera 60 000 obrazów treningowych oraz 10 000 obrazów testowych. Został utworzony przez Narodowy Instytut Standaryzacji i Technologii (NIST) w latach 80. ubiegłego wieku. Rozwiązanie wspomnianego problemu można porównać do wyświetlenia napisu „Witaj, świecie!” podczas nauki nowego języka programowania. Zbiór ten jest również używany w celu sprawdzania tego, czy algorytm działa poprawnie. Jeżeli zaczniesz zawodowo zajmować się uczeniem maszynowym, to odkryjesz, że zbiór MNIST pojawia się ciągle w różnych pracach naukowych, artykułach publikowanych w internecie itd. Na rysunku 2.1 przedstawiono wybrane elementy tego zbioru.

			[image: ]

			Rysunek 2.1. Przykładowe cyfry należące do zbioru MNIST

			Uwaga dotycząca klas i etykiet W uczeniu maszynowym kategorię problemu klasyfikacji nazywamy klasą. Elementy zbioru danych nazywa się z kolei próbkami. Przynależność próbki do danej klasy określa etykieta.

			Nie musisz uruchamiać tego przykładu na swoim komputerze już teraz, ale jeżeli chcesz to zrobić, to powinieneś zacząć od zainstalowania pakietu Keras (zagadnienie to opisałem w podrozdziale 3.3).

			Zbiór danych MNIST jest dołączony do pakietu Keras w formie list train i test. Każda z tych list składa się z obrazów (x) i związanych z nimi etykiet (y).

			Listing 2.1. Ładowanie zbioru danych MNIST dołączonego do pakietu Keras

			library(keras)



			mnist <- dataset_mnist()



			train_images <- mnist$train$x



			train_labels <- mnist$train$y



			test_images <- mnist$test$x



			test_labels <- mnist$test$y



			Tablice train_images i train_labels tworzą treningowy zbiór danych. Będzie on używany podczas trenowania modelu. Do testowania posłuży nam testowy zbiór danych, składający się z tablic test_images i test_labels. Obrazy są zakodowane w formie tablic, a etykiety mają formę tablicy cyfr (od 0 do 9). Do każdego obrazu przypisana jest tylko jedna etykieta.

			Funkcja str() języka R umożliwia szybkie przyjrzenie się strukturze tablicy. Skorzystajmy z niej w celu przeanalizowania danych treningowych:

			> str(train_images)



			int [1:60000, 1:28, 1:28] 0 0 0 0 0 0 0 0 0 0 ...



			> str(train_labels)



			int [1:60000(1d)] 5 0 4 1 9 2 1 3 1 4 ...



			A teraz zobaczmy, jak wyglądają dane testowe:

			> str(test_images)



			int [1:10000, 1:28, 1:28] 0 0 0 0 0 0 0 0 0 0 ...



			> str(test_labels)



			int [1:10000(1d)] 7 2 1 0 4 1 4 9 5 9 ...



			Będziemy pracować według następującego przepływu roboczego: najpierw będziemy trenować sieć neuronową na danych treningowych: train_images i train_labels. Sieć nauczy się kojarzyć obrazy i etykiety. Następnie nasza sieć wygeneruje przewidywania dotyczące zbioru test_images, a uzyskane wyniki porównamy z etykietami test_labels.

			Zbudujmy naszą sieć. Przypominam, że nie musisz jeszcze rozumieć wszystkiego, co się dzieje w tym przykładzie.

			Listing 2.2. Architektura sieci

			network <- keras_model_sequential() %>%



			  layer_dense(units = 512, activation = "relu", input_shape = c(28 * 28)) %>%



			  layer_dense(units = 10, activation = "softmax")



			Nie obawiaj się tego, że nie rozumiesz działania operatora 
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