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  O autorze


  Rowel Atienza jest profesorem w Instytucie Elektrycznym i Inżynierii Elektronicznej Uniwersytetu Filipińskiego w Diliman. Jest szefem katedry sztucznej inteligencji w Instytucie Dado i Marii Banatao i otrzymał tytuł magistra na Uniwersytecie Narodowym w Singapurze za pracę nad czteronożnym robotem ze sztuczną inteligencją. Doktoryzował się na Australijskim Uniwersytecie Narodowym, jego praca dotyczyła aktywnego śledzenia wzroku w interakcji człowiek – robot. Jego obecna praca badawcza koncentruje się na sztucznej inteligencji i widzeniu komputerowym.


  Chciałbym podziękować mojej rodzinie, Cherry, Diwie i Jacobowi. Nigdy nie przestają wspierać mojej pracy.


  Dziękuję mojej mamie, która zaszczepiła we mnie szacunek do wartości wykształcenia.


  Chciałbym wyrazić swoją wdzięczność ludziom z Packt i recenzentom technicznym tej książki: Janice, Ianowi, Karanowi i Valerio. Inspirowali mnie i dobrze mi się z nimi pracowało.


  Chciałbym podziękować instytucjom, które zawsze wspierają mój program nauczania i badania: Uniwersytetowi Filipińskiemu, DOST, Samsung Research PH i CHED-PCARI.


  Chciałbym podziękować moim studentom. Byli cierpliwi, kiedy rozwijałem swoje kursy w AI.


  O recenzencie


  Valerio Maggio uzyskał tytuł doktora informatyki na Wydziale Matematyki Uniwersytetu Neapolitańskiego im. Fryderyka II. Jego praca, zatytułowana „Ulepszenie utrzymywania oprogramowania przy użyciu technik nienadzorowanego uczenia maszynowego”, dotyczyła uczenia maszynowego i inżynierii oprogramowania, a tytuł pracy to. Po kilku latach jako badacz po doktoracie i wykładowca na Uniwersytecie w Salerno i Uniwersytecie Basilicaty dołączył do laboratorium „Modele predykcyjne dla biomedycyny i środowiska” w Fondazione Bruno Kessler (FBK), gdzie pracował jako pracownik naukowy. Valerio jest obecnie zatrudniony jako Senior Research Associate w Dynamic Genetics Lab na Uniwersytecie w Bristolu (http://dynamicgenetics.org/). Jego zainteresowania badawcze skupiają się na metodach i oprogramowaniu dla odtwarzalnego uczenia maszynowego i głębokiego uczenia w biomedycynie. Valerio zajmuje się również zagadnieniami inżynierii oprogramowania w chmurach w ramach inicjatywy firmy Microsoft na rzecz szkolnictwa wyższego i badań naukowych oraz jest bardzo aktywnym członkiem społeczności języka Python. Jest wiodącym członkiem komitetu organizacyjnego wielu międzynarodowych konferencji, takich jak EuroPython, PyCon/PyData Italy, EuroScipy.


  Przedmowa


  W ostatnich latach uczenie głębokie odniosło bezprecedensowy sukces w rozwiązywaniu trudnych problemów związanych z widzeniem, mową, przetwarzaniem języka naturalnego i jego rozumieniem, i w wielu innych dziedzinach, w których jest bardzo dużo danych. Zainteresowanie tą dziedziną ze strony firm, uniwersytetów, rządów i organizacji badawczych przyspieszyło postęp w tej dziedzinie. Ta książka obejmuje wybrane ważne tematy z zakresu uczenia głębokiego i zawiera trzy nowe rozdziały: „Wykrywanie obiektów”, „Segmentacja semantyczna” i „Uczenie nienadzorowane z wykorzystaniem informacji wzajemnej”. Na początku przedstawiamy zaawansowane podstawy teoretyczne i pojęcia, potem wyjaśniamy, co się za nimi intuicyjnie kryje, a następnie tworzymy implementację równań i algorytmów przy użyciu Keras oraz przeprowadzamy analizę wyników.


  Sztuczna inteligencja (ang. Artificial Intelligence, AI) w obecnej formie nadal jest nie do końca zrozumianą dziedziną. Uczenie głębokie (ang. Deep Learning, DL), jako poddziedzina sztucznej inteligencji, również. Chociaż jest jej daleko do bycia dojrzałą dziedziną, w wielu działających w świecie rzeczywistym zastosowaniach, takich jak wykrywanie i rozpoznawanie oparte na widzeniu, autonomiczna nawigacja, rekomendacje produktów, rozpoznawanie i synteza mowy, oszczędzanie energii, odkrywanie leków, finanse i marketing, już używa się algorytmów DL. O wiele więcej możliwych zastosowań zostanie odkrytych i stworzonych. Celem tej książki jest wyjaśnienie zaawansowanych koncepcji, przedstawienie przykładowych implementacji i umożliwienie czytelnikom, jako ekspertom w swojej dziedzinie, identyfikacji możliwych docelowych zastosowań.


  Nie w pełni dojrzała dziedzina to miecz obosieczny. Z jednej strony oferuje wiele możliwości odkrywania i eksploatacji. W uczeniu głębokim jest wiele nierozwiązanych problemów. Przekłada się to na możliwości bycia pierwszym na rynku — czy to w zakresie rozwoju produktu, publikacji, czy też uznania. Z drugiej strony trudno jest zaufać nie do końca rozumianej metodzie w środowisku o znaczeniu krytycznym. Możemy z przekonaniem stwierdzić, że bardzo niewielu inżynierów zajmujących się uczeniem maszynowym odważyłoby się latać samolotem z autopilotem sterowanym przez system uczenia głębokiego. Aby osiągnąć ten poziom zaufania, trzeba wykonać jeszcze wiele pracy. Zaawansowane koncepcje omówione w tej książce mają dużą szansę odegrać ważną rolę jako podstawa w zdobyciu tego poziomu zaufania.


  Żadna książka o DL nie będzie w stanie opisać wszystkich zagadnień. Ta książka nie jest wyjątkiem. Mając ograniczone zasoby czasu i objętości książki, mogliśmy ledwie dotknąć interesujących obszarów, takich jak przetwarzanie i rozumienie języka naturalnego, synteza mowy, automatyczne uczenie maszynowe (AutoML), grafowe sieci neuronowe (GNN), głębokie uczenie bayesowskie i wiele innych. Jednak w tej książce wierzymy, że wyjaśnienie wybranych obszarów umożliwi Czytelnikowi zajęcie się również innymi dziedzinami, które nie zostały tu omówione.


  Jako Czytelnik, który ma zamiar rozpocząć czytanie tej książki, pamiętaj, że wybrałeś obszar, który jest ekscytujący i może mieć ogromny wpływ na społeczeństwo. Jesteśmy szczęściarzami, mając pracę, na którą z niecierpliwością czekamy, gdy budzimy się rano.


  Dla kogo jest ta książka


  Książka przeznaczona jest dla inżynierów zajmujących się uczeniem maszynowym i dla studentów, którzy chcieliby lepiej zrozumieć zaawansowane zagadnienia z zakresu uczenia głębokiego. Każdy omówiony temat jest uzupełniony o implementację kodu w Keras. W szczególności używane jest API biblioteki Keras z TensorFlow 2 (lub po prostu tf.keras). Ta książka jest przeznaczona dla Czytelników, którzy chcieliby zrozumieć, jak przełożyć teorię na implementację działającego kodu w Keras. Poza zrozumieniem teorii również implementacja kodu jest zwykle jednym z trudnych zadań, jeśli chodzi o zastosowanie uczenia maszynowego w rozwiązywaniu rzeczywistych problemów.


  Co znajdziesz w tej książce?


  Rozdział 1. „Wprowadzenie do uczenia głębokiego z Keras” obejmuje kluczowe koncepcje uczenia głębokiego, takie jak optymalizacja, regularyzacja, funkcje straty, podstawowe warstwy i sieci oraz ich implementacja w tf.keras. Ten rozdział służy zarówno jako przegląd zagadnień uczenia głębokiego, jak i tf.keras przy użyciu sekwencyjnego interfejsu API.


  W rozdziale 2. „Głębokie sieci neuronowe” omawiamy funkcjonalny interfejs API tf.keras. Implementujemy w tf.keras (przy użyciu funkcyjnego interfejsu API) i badamy dwie szeroko stosowane architektury sieci głębokich: ResNet i DenseNet.


  Rozdział 3. „Sieci autokodujące” opisuje często spotykaną strukturę sieci zwaną również autokoderem, która służy do wykrywania niejawnej reprezentacji w danych wejściowych. Omówiono tutaj i zaimplementowano w tf.keras dwa przykładowe zastosowania autokoderów: odszumianie i kolorowanie.


  Rozdział 4. „Generatywne sieci współzawodniczące” omawia jedno z ostatnich znaczących osiągnięć w uczeniu głębokim. Sieci GAN służą do generowania nowych, syntetycznych danych, wyglądających jak prawdziwe. Ten rozdział omawia podstawowe pojęcia dotyczące sieci GAN. Zostały zbadane dwie przykładowe sieci GAN: DCGAN i CGAN, pokazano również ich implementację w tf.keras.


  Rozdział 5. „Ulepszone sieci GAN” omawia algorytmy ulepszające podstawową sieć GAN. Algorytmy te umożliwiają poradzenie sobie z trudnościami w trenowaniu sieci GAN i poprawiają percepcyjną jakość syntetyzowanych danych. W rozdziale omówiono i pokazano implementację sieci WGAN, LSGAN i ACGAN w tf.keras.


  Rozdział 6. „Rozplątane reprezentacje w GAN” omawia sposób kontrolowania poszczególnych atrybutów syntetycznych danych generowanych przez GAN. Atrybuty można kontrolować, jeśli niejawna reprezentacja jest rozplątana. W rozdziale opisano i zaimplementowano w tf.keras dwie techniki rozplątywania reprezentacji: InfoGAN i StackedGAN.


  Rozdział 7. „Międzydomenowe GAN” obejmuje praktyczne zastosowanie sieci GAN do translacji jednego typu obrazów na inny, co jest znane powszechnie jako transfer międzydomenowy. Omówiono i zaimplementowano w tf.keras sieć CycleGAN, szeroko stosowany międzydomenowy GAN. Pokazano również, jak CycleGAN wykonuje kolorowanie i przenoszenie stylu obrazów.


  Rozdział 8. „Wariacyjne sieci autokodujące (VAE)” omawia inny ważny temat DL. Podobnie jak sieć GAN, VAE jest generatywnym modelem sieci używanym do wytworzenia syntetycznych danych. Jednak w przeciwieństwie do GAN VAE koncentruje się na dekodowalnej ciągłej przestrzeni niejawnej, która jest odpowiednia do wnioskowania wariacyjnego. Omówiono i zaimplementowano w tf.keras VAE i jego odmiany: CVAE i β-VAE.


  Rozdział 9. „Uczenie głębokie ze wzmocnieniem” wyjaśnia zasady uczenia ze wzmocnieniem i Q-uczenie. Przedstawiono dwie techniki wdrażania Q-uczenia dla dyskretnej przestrzeni działania: aktualizację Q-tabeli i głębokie sieci Q (DQN). Implementacja Q-uczenia przy użyciu języka Python i sieci DQN w tf.keras została zademonstrowana z wykorzystaniem środowisk OpenAI Gym.


  Rozdział 10. „Strategie w metodach gradientowych” wyjaśnia, jak używać sieci neuronowych do wyuczenia strategii podejmowania decyzji w uczeniu ze wzmocnieniem. Omówione i zaimplementowane zostały cztery metody w środowiskach tf.keras i OpenAI Gym: WZMOCNIENIE, WZMOCNIENIE z wartością bazową, Aktor-Krytyk i Aktor-Krytyk z przewagą. Przykład przedstawiony w tym rozdziale przedstawia metody strategii gradientowych dla ciągłej przestrzeni akcji.


  Rozdział 11. „Wykrywanie obiektów” omawia jedno z najczęstszych zastosowań widzenia komputerowego: wykrywanie obiektów lub identyfikację i lokalizowanie obiektów na obrazie. Omówiono kluczowe koncepcje wielkoskalowego algorytmu wykrywania obiektów zwanego SSD, a implementacja w tf.keras jest budowana krok po kroku. Przedstawiono przykładową technikę zbierania i etykietowania zbiorów danych. Następnie wytrenowano i oceniono stworzoną implementację sieci SSD w tf.keras z użyciem zbioru danych.


  Rozdział 12. „Segmentacja semantyczna” omawia inne często spotykane zastosowanie widzenia komputerowego — segmentację semantyczną lub identyfikację klasy obiektu każdego piksela na obrazie. Omówiono też zasady segmentacji. Następnie bardziej szczegółowo omówiono segmentację semantyczną. Stworzono przy użyciu tf.keras przykładową implementację algorytmu segmentacji semantycznej o nazwie FCN, a następnie poddano ją ocenie. Wykorzystano ten sam zbiór danych, który był użyty w poprzednim rozdziale, został on zmodyfikowany na potrzeby segmentacji semantycznej.


  Rozdział 13. „Uczenie nienadzorowane z wykorzystaniem informacji wzajemnej” wyjaśnia, dlaczego DL nie będzie się rozwijało, dopóki w dużym stopniu będzie zależało od ręcznego nanoszenia przez człowieka etykiet na dane. Uczenie nienadzorowane skupia się na algorytmach, które tego nie wymagają. Jedną ze skutecznych technik uczenia nienadzorowanego jest wykorzystanie koncepcji informacji wzajemnej (MI). Dzięki maksymalizacji MI zaimplementowano w tf.keras nienadzorowane grupowanie/klasyfikację i oceniono wyniki.


  Jak wynieść najwięcej z lektury tej książki


  
    	Głębokie uczenie i Python: Czytelnik powinien mieć podstawową wiedzę na temat głębokiego uczenia się i jego implementacji w języku Python. Chociaż wcześniejsze doświadczenie w używaniu Keras w implementowaniu algorytmów głębokiego uczenia się jest ważne, nie jest ono wymagane. Rozdział 1. „Wprowadzenie do zaawansowanego uczenia głębokiego z Keras” zawiera przegląd koncepcji głębokiego uczenia i ich implementacji w tf.keras.


    	Matematyka: opisy w tej książce przygotowano, zakładając, że Czytelnik jest zaznajomiony z rachunkiem różniczkowym, algebrą liniową, statystyką i prawdopodobieństwem na poziomie uniwersyteckim.


    	GPU: większość implementacji tf.keras w tej książce wymaga GPU. Bez GPU wykonywanie wielu przykładowych kodów jest niepraktyczne ze względu na czas wykonywania kodu (od wielu godzin do wielu dni). Przykłady zawarte w tej książce wykorzystują na tyle, na ile się dało, rozsądne ilości danych, aby zminimalizować użycie komputerów o wysokiej wydajności. Oczekujemy jednak, że Czytelnik powinien mieć dostęp co najmniej do karty NVIDIA GTX 1060.


    	Edytor: przykładowy kod w tej książce był edytowany za pomocą Vim w systemie Ubuntu Linux 18.04 LTS i MacOS Catalina. Można używać dowolnego edytor tekstu zgodnego z językiem Python.


    	TensorFlow 2: przykłady kodu w tej książce zostały napisane przy użyciu interfejsu API Keras z TensorFlow 2 lub tf2. Upewnij się, że zarówno sterownik GPU NVIDIA, jak i tf2 są poprawnie zainstalowane.


    	Przykłady kodu: uczymy się na przykładach i eksperymentach. Po ściągnięciu kodu przeanalizuj go. Uruchom. Zmodyfikuj. Uruchom ponownie. Przeprowadzaj kreatywne eksperymenty, modyfikując kod. To jedyny sposób, aby docenić całą teorię wyjaśnianą w rozdziałach.

  


  Pobierz przykładowe pliki kodu


  Kody z książki są dostępne pod adresem https://ftp.helion.pl/przyklady/delet2.zip.


  Pobierz kolorowe obrazy


  Udostępniamy również kolorowe wersje obrazów użyte w tej książce. Możesz je pobrać pod adresem https://ftp.helion.pl/przyklady/delet2.zip.


  Konwencje typograficzne


  Kod zamieszczony w tej książce jest napisany w języku Python, a dokładniej w języku Python w wersji 3. Polecenia linii poleceń prowadzące do wykonania kodu są zapisane następująco:


  
    python3 dcgan-mnist-4.2.1.py

  


  Na powyższym przykładzie widać stosowaną konwencję nazewniczą: algorytm-zbiór_danych-rozdział.podrozdział.numer.py. W powyższym przykładzie wiersza poleceń chodzi o sieć DCGAN na zbiorze danych MNIST z rozdziału 4. „Generatywne sieci współzawodniczące”, drugiego podrozdziału i pierwszego pliku. W niektórych przypadkach nie jest podane dokładne polecenie wiersza poleceń do wykonania, ale zakładamy, że jest to:


  
    python3 nazwa-pliku-w-listingu

  


  Nazwa pliku przykładowego kodu znajduje się w nagłówku listingu. W tej książce określenie „listing” służy do identyfikacji przykładów kodu w tekście.


  Blok kodu jest oznaczony w następujący sposób:


  
    def build_generator(inputs, image_size):

  


  
        """Konstruowanie modelu generatora

  


  
     

  


  
        Stos warstw BN-ReLU-Conv2DTranpose do generowanie fałszywych obrazów

  


  
        Wyjściową funkcją aktywacji jest sigmoida zamiast tanh (jak w [1]).

  


  
        Sigmoida łatwiej osiąga zbieżność.

  


  
     

  


  
        Argumenty:

  


  
            inputs (Layer): warstwa wejściowa generatora — wektor z

  


  
            image_size (tensor): rozmiar jednego boku docelowego obrazu

  


  
            (zakładamy kształt kwadratu)

  


  
     

  


  
        Zwraca:

  


  
            generator (Model): model generatora

  


  
        """

  


  
     

  


  
        image_resize = image_size // 4

  


  
        # parametry sieci

  


  
        kernel_size = 5

  


  
        layer_filters = [128, 64, 32, 1]

  


  
     

  


  
        x = Dense(image_resize * image_resize * layer_filters[0])(inputs)

  


  
        x = Reshape((image_resize, image_resize, layer_filters[0]))(x)

  


  
     

  


  
        for filters in layer_filters:

  


  
            # pierwsze dwie warstwy splotowe używają kroku 2 (strides = 2)

  


  
            # ostatnie dwie używają kroku 1 (strides = 1)

  


  
            if filters > layer_filters[-2]:

  


  
                strides = 2

  


  
            else:

  


  
                strides = 1

  


  
            x = BatchNormalization()(x)

  


  
            x = Activation('relu')(x)

  


  
            x = Conv2DTranspose(filters=filters,

  


  
                                kernel_size=kernel_size,

  


  
                                strides=strides,

  


  
                                padding='same')(x)

  


  
     

  


  
        x = Activation('sigmoid')(x)

  


  
        generator = Model(inputs, x, name='generator')

  


  
        return generator

  


  Gdy chcemy zwrócić uwagę Czytelnika na konkretny blok kodu, używamy pogrubienia


  
    # generowanie fałszywych obrazów

  


  
    fake_images = generator.predict([noise, fake_labels])

  


  
    # prawdziwy+fałszywy obraz = 1 partia danych uczących

  


  
    x = np.concatenate((real_images, fake_images))

  


  
    # prawdziwe+fałszywe etykiety = 1 partia etykiet danych uczących 

  


  
    labels = np.concatenate((real_labels, fake_labels))

  


  Jeśli jest to możliwe, dołączona jest notatka dokumentująca (ang. docstring). Wszystkie komentarze tekstowe są zapisane tak, by zajmować możliwie najmniej miejsca.


  Pogrubiona czcionka w tekście wskazuje na nowy termin, ważne słowo. Z kolei czcionką pochyloną są oznaczone słowa, które zobaczysz na ekranie, na przykład w menu lub oknach dialogowych.


  
    
      	
        Ostrzeżenia lub ważne uwagi są oznaczone w taki sposób.

      
    

  



  1. Wprowadzenie do uczenia głębokiego z Keras


  W pierwszym rozdziale wprowadzimy trzy typy sztucznych sieci neuronowych używanych w uczeniu głębokim — będziemy z nich korzystać w tej książce. Te sieci to: perceptron wielowarstwowy (ang. MultiLayer Perceptron, MLP), konwolucyjne (zwane także splotowymi) sieci neuronowe (ang. Convolutional Neural Network, CNN) i rekurencyjne sieci neuronowe (ang. Recurrent Neural Networks, RNN), które zostaną wprowadzone i opisane dokładniej w dalszych podrozdziałach. To właśnie tych sieci jako elementów składowych użyjemy do zbudowania wybranych głębokich sieci neuronowych takich jak: sieci autoregresyjne (sieci autokodujące, GAN i VAE), głębokie sieci uczone ze wzmocnieniem, sieci do wykrywania i segmentacji obiektów oraz sieci uczone metodami uczenia nienadzorowanego z wykorzystaniem informacji współdzielonej.


  W tym rozdziale dowiesz się również, jak zaimplementować modele MLP, CNN i RNN przy użyciu biblioteki Keras, a dokładniej mówiąc, użyjemy biblioteki TensorFlow Keras, zwanej dalej tf.keras. Zaczniemy od wyjaśnienia, dlaczego tf.keras jest doskonałym narzędziem dla nas. Następnie zagłębimy się w szczegóły implementacyjne trzech sieci uczenia głębokiego.


  W tym rozdziale:


  
    	Pokażemy, dlaczego biblioteka tf.keras jest dobrym wyborem, jeśli chodzi o wykorzystanie w zaawansowanym uczeniu głębokim.


    	Wprowadzimy MLP, CNN i RNN będące podstawowymi elementami składowymi (których będziemy używać w tej książce) do tworzenia zaawansowanych modeli uczenia głębokiego.


    	Pokażemy przykłady, jak implementować modele wykorzystujące sieci MLP, CNN i RNN przy użyciu tf.keras.


    	Równocześnie będziemy wprowadzać ważne koncepcje uczenia głębokiego, w tym pojęcia optymalizacji, regularyzacji i funkcji straty.

  


  Pod koniec tego rozdziału będziemy już mieć zaimplementowane za pomocą tf.keras podstawowe sieci niezbędne w procesie uczenia głębokiego. Będziemy więc mogli zająć się w następnym rozdziale zaawansowanymi zagadnieniami głębokiego uczenia. Rozwiązania będziemy budować na bazie stworzonych w tym rozdziale implementacji sieci. Zacznijmy ten rozdział od omówienia Keras i jego możliwości jako biblioteki umożliwiającej implementację rozwiązań wykorzystujących uczenie głębokie.


  1.1. Dlaczego Keras jest idealną biblioteką do uczenia głębokiego?


  Keras [1] jest popularną biblioteką umożliwiającą uczenie głębokie. W momencie pisania tego tekstu korzystało z niej ponad 370 000 programistów i liczba ta rośnie każdego roku o około 35%, a ponad 800 osób aktywnie ją rozwija. Niektóre przykłady użyte w tej książce zostały umieszczone w oficjalnym repozytorium GitHub biblioteki Keras.


  Keras jest wykorzystywany jako interfejs API wysokiego poziomu przez TensorFlow firmy Google (popularną otwartoźródłową bibliotekę głębokiego uczenia). Często używaną nazwą jest tf.keras — w tej książce słowa Keras i tf.keras będą używane zamiennie jako nazwa biblioteki.


  tf.keras jest często wybierana jako biblioteka głębokiego uczenia, ponieważ dobrze integruje się z TensorFlow, które z kolei znane jest ze swojej niezawodności we wdrożeniach produkcyjnych. TensorFlow oferuje również różne narzędzia do wdrażania i utrzymania działającego produktu, debugowania i wizualizacji oraz uruchamiania modeli zarówno na urządzeniach wbudowanych, jak i w przeglądarkach. W branży technologicznej Keras jest używany przez takie firmy jak Google, Netflix, Uber i NVIDIA.


  Narzędziem, które wybraliśmy na potrzeby tej książki, jest tf.keras, ponieważ biblioteka ta umożliwia szybką implementację modeli uczenia głębokiego. To powoduje, że Keras jest idealny — jest praktyczny i poręczny, gdy w tej książce zgłębiamy zaawansowane koncepcje uczenia głębokiego. Ponieważ Keras jest zaprojektowany z myślą o przyspieszeniu opracowywania, trenowania i walidacji modeli uczenia głębokiego, konieczne jest poznanie kluczowych pojęć z tej dziedziny, zanim możliwe będzie maksymalne wykorzystanie możliwości biblioteki.


  
    
      	
        Wszystkie przykłady z tej książki można znaleźć w formie archiwum pod adresem https://ftp.helion.pl/przyklady/delet2.zip.

      
    

  



  W bibliotece tf.keras poszczególne warstwy modeli są ze sobą połączone jak klocki Lego, dzięki czemu budowa modeli jest jasna i łatwa do zrozumienia. Trenowanie modelu jest proste i wymaga jedynie dostarczenia danych wejściowych oraz określenia liczby epok uczenia i wskaźników umożliwiających monitorowanie procesu uczenia.


  W efekcie większość modeli uczenia głębokiego w Keras można zaimplementować za pomocą znacznie mniejszej liczby wierszy kodu w porównaniu z innymi bibliotekami uczenia głębokiego, takimi jak PyTorch. Korzystając z Keras, zwiększamy produktywność, bo oszczędzamy czas potrzebny na implementację kodu. W zamian można go poświęcić na bardziej kreatywne zadania, na przykład opracowywanie lepszych algorytmów uczenia głębokiego.


  Keras jest również idealny do szybkiej implementacji modeli uczenia głębokiego, takich jak te, których będziemy używać w tej książce. Typowe modele można zbudować w zaledwie kilku wierszach kodu za pomocą sekwencyjnego interfejsu API. W modelu tym zarówno warstwy sieci, jak i inne operacje są traktowane jako sekwencyjnie wykonywane warstwy. (To, że jest prosty, nie oznacza, że nadaje się tylko do prostych zadań).


  W Keras można również budować bardziej zaawansowane i złożone modele, korzystając z funkcyjnego API oraz klas Model i Layer do dynamicznych diagramów — można je dostosować do indywidualnych wymagań. Funkcyjny interfejs API obsługuje budowanie modeli podobnych do diagramów, umożliwia ponowne wykorzystanie warstw oraz tworzenie modeli, które zachowują się jak funkcje języka Python. Niezależnie od tego klasy Model i Layer zapewniają zestaw szablonowych komponentów (ang. framework) do wdrażania nietypowych lub eksperymentalnych modeli i warstw uczenia głębokiego.


  Instalowanie biblioteki Keras i TensorFlow


  Keras nie jest niezależną biblioteką uczenia głębokiego. Jak widać na rysunku 1.1, jest on zbudowany na bazie innej biblioteki głębokiego uczenia lub technologii zaplecza (ang. backend). Zapleczem może być TensorFlow firmy Google, Theano firmy MILA, CNTK firmy Microsoft lub Apache MXNet. W przeciwieństwie do poprzedniego wydania tej książki w tym wydaniu użyjemy Keras dostarczanego przez TensorFlow 2.0 (tf2 lub po prostu tf, znanego częściej jako tf.keras), aby skorzystać z przydatnych narzędzi oferowanych przez tf2. tf.keras jest de facto uważany również za interfejs dostępowy (ang. frontend) dla TensorFlow, który wykazał się niezawodnością w środowisku produkcyjnym. Co więcej, w najbliższej przyszłości nie będzie już dostępne wsparcie Keras dla innych technologii zaplecza niż TensorFlow.
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  Rysunek 1.1. Keras to biblioteka wysokiego poziomu, która znajduje się nad innymi zestawami szablonów umożliwiającymi uczenie głębokie. Keras jest obsługiwany przez CPU, GPU i TPU


  Przejście z używania Keras do tf.keras jest proste i polega na zmianie polecenia:


  
    from keras... import ...

  


  na polecenie


  
    from tensorflow.keras... import ...

  


  Przykładowe kody zamieszczone w książce zostały napisane w języku Python w wersji 3 (wsparcie dla języka w wersji 2 zakończyło się w roku 2020).


  Jeśli chodzi o wymagania sprzętowe, to Keras działa na zwykłych procesorach (CPU), procesorach graficznych (GPU) i procesorach tensorowych (TPU) firmy Google (rysunek 1.1). Kody zamieszczone w tej książce testowaliśmy na procesorze i procesorach graficznych NVIDIA (w szczególności na modelach GTX 1060, GTX 1080Ti, RTX 2080Ti, V100 i Quadro RTX 8000).


  Zanim przejdziemy do dalszej części książki, upewnij się, że masz prawidłowo zainstalowany tf2. Instalację można przeprowadzić na wiele sposobów; jednym z nich jest instalacja tf2 za pomocą pip3:


  
    $ sudo pip3 install tensorflow

  


  Jeśli posiadasz obsługiwany procesor graficzny NVIDIA z prawidłowo zainstalowanymi sterownikami i zestawem narzędzi (zarówno NVIDIA CUDA, jak i biblioteki cuDNN Deep Neural Network), zdecydowanie zalecamy zainstalowanie wersji obsługującej procesory GPU, ponieważ może ona przyspieszyć zarówno uczenie, jak i predykcję:


  
    $ sudo pip3 install tensorflow-gpu

  


  Keras nie musi być instalowany odrębnie, ponieważ jest instalowany wraz z pakietem tf2. Jeśli nie masz ochoty instalować bibliotek na potrzeby wszystkich użytkowników (ang. system-wide), zdecydowanie zalecamy użycie środowiska Anaconda (https://www.anaconda.com/distribution/). Innym powodem do skorzystania z Anacondy (oprócz izolowanego środowiska dla użytkownika), jest to, że dystrybucja Anaconda instaluje również często używane, przydatne w naukach o danych pakiety innych firm, które są niezastąpione w uczenia głębokim.


  Uruchomienie przykładowych kodów zamieszczonych w tej książce wymaga dodatkowych pakietów, takich jak pydot, pydot_ng, vizgraph, python3-tk i matplotlib. Zainstaluj je, zanim przejdziesz dalej.


  Poniższe polecenia nie powinny wygenerować żadnych błędów, jeśli tf2 jest zainstalowany prawidłowo wraz z zależnościami:


  
    $ python3

  


  
    >>> import tensorflow as tf

  


  
    >>> print(tf.__version__)

  


  
    2.6.0

  


  
    >>> from tensorflow.keras import backend as K 

  


  
    >>> print(K.epsilon())

  


  
    1e-07

  


  W tej książce nie zawarto pełnego opisu interfejsu Keras API. Opisane jest tylko to, co jest potrzebne do omówienia wybranych zaawansowanych tematów głębokiego uczenia w niniejszej książce. Więcej informacji o Keras znajduje się w oficjalnej dokumentacji Keras, którą można znaleźć na stronie https://keras.io lub https://www.tensorflow.org/guide/keras/overview.


  W kolejnych sekcjach zostaną omówione szczegóły dotyczące MLP, CNN i RNN. Użyjemy tf.keras, by zbudować prosty klasyfikator przy użyciu każdej z tych sieci.


  1.2. Sieci MLP, CNN i RNN


  Wspomnieliśmy już, że będziemy korzystać z trzech sieci w uczeniu głębokim. Są to:


  
    	perceptron wielowarstwowy (MLP),


    	splotowa sieć neuronowa (CNN) (zwana czasem konwolucyjną),


    	rekurencyjna sieć neuronowa (RNN).

  


  Będziemy z nich korzystać w tej książce. Później przekonasz się, że często łączy się je ze sobą tak, aby wykorzystać mocne strony każdej z nich.


  Będziemy je omawiać bardziej szczegółowo jedna po drugiej. Najpierw MLP wraz z istotnymi zagadnieniami, takimi jak funkcje strat, algorytmy optymalizujące i dostrajające parametry. Następnie omówimy zarówno sieć CNN, jak i RNN.


  Różnice między MLP, CNN i RNN


  MLP jest siecią o topologii pełnych połączeń (ang. fully connected, FC), w skrócie — w pełni połączoną. W niektórych publikacjach można spotkać się z nazwami: głęboka jednokierunkowa (lub skierowana) (ang. feed-forward) sieć neuronowa lub jednokierunkowa sieć neuronowa — w tej książce będziemy używać akronimu MLP. Zrozumienie działania tej sieci w kontekście znanych zastosowań pomoże wyrobić sobie wyobrażenie w kwestii podejmowania decyzji leżących u podstaw projektowania zaawansowanych modeli uczenia głębokiego.


  MLP są często stosowane w prostych problemach logistycznych i problemach, które można rozwiązać za pomocą regresji liniowej. Jednak MLP nie są najlepszym wyborem, jeśli chodzi o przetwarzanie sekwencyjnych i wielowymiarowych wzorców danych. Ze względu na konstrukcję i sposób działania MLP ma trudności z zapamiętaniem wzorców w danych sekwencyjnych i wymaga znacznej liczby parametrów, by przetwarzać dane wielowymiarowe.


  Dla sekwencyjnych danych wejściowych popularnym rozwiązaniem są sieci RNN, ponieważ ich wewnętrzna konstrukcja umożliwia wykrycie zależności z uwzględnieniem danych już wprowadzonych, co jest przydatne w zadaniach predykcji. Z kolei w przypadku danych wielowymiarowych, takich jak obrazy i filmy, w wyodrębnianiu map cech do celów klasyfikacji, segmentacji, generowania i innych pomniejszych zadań najlepiej sprawdzają się sieci CNN. W niektórych przypadkach sieć CNN w postaci jednowymiarowego splotu jest również wykorzystywana w sieciach z sekwencyjnymi danymi wejściowym. Jednak w większości przypadków modeli uczenia głębokiego sieci MLP i CNN lub RNN są połączone tak, by jak najlepiej wykorzystać możliwości każdej z sieci.


  Same sieci MLP, CNN i RNN nie wystarczają do skonstruowania modelu sieci głębokiej. Trzeba jeszcze określić cel lub funkcję straty (ang. loss function), algorytm optymalizujący (optymalizator — ang. optimizer) i algorytm dostosowujący parametry sieci (regulator — ang. regularizer). Celem jest zmniejszanie wartości funkcji straty podczas uczenia, ponieważ taka zmiana świadczy o tym, że model się uczy.


  Aby zminimalizować wartość funkcji straty, model wykorzystuje optymalizator. Jest to algorytm, który określa, w jaki sposób należy dostosować wagi (ang. weights) i obciążenie (ang. bias) na każdym etapie treningu. Wytrenowany model musi jednak działać nie tylko na danych uczących (treningowych), ale także na danych spoza tego zbioru — i za to odpowiada regularyzacja. Jej działanie na zapewnić, że już wyuczony (wytrenowany) model uogólni swoje działanie — będzie działał również na nowych, nieznanych mu danych.


  Przejdźmy teraz do omawiania wspomnianych trzech sieci — zaczniemy od omówienia MLP.


  1.3. Perceptron wielowarstwowy (MLP)


  Pierwszą z trzech sieci, które omówimy, jest MLP. Załóżmy, że celem jest stworzenie sieci neuronowej do identyfikacji liczb na podstawie odręcznie napisanych cyfr. Na przykład, gdy dane wejściowe do sieci są obrazem odręcznie napisanej liczby 8, sieć musi ją rozpoznać jako cyfrę 8. Jest to klasyczna praca sieci klasyfikujących, które można trenować, korzystając z regresji logistycznej. Aby wytrenować (i zweryfikować) działanie sieci klasyfikującej, musimy dysponować odpowiednio dużym zestawem danych składających się z odręcznie napisanych cyfr. Zmodyfikowany zbiór danych amerykańskiego Narodowego Instytutu Norm i Technologii (ang. Modified National Instituted Standards and Technology, MNIST [2]) nadaje się do zadania klasyfikacji odręcznie napisanych cyfr i jest często uważany za odpowiednik „Witaj, świecie”, jeśli chodzi o zbiory danych stosowane w uczeniu głębokim.


  Zanim omówimy model klasyfikatora zbudowanego z użyciem MLP, konieczne jest zrozumienie danych zbioru MNIST. Będziemy używać tego zbioru w wielu przykładach w niniejszej książce. MNIST jest wykorzystywany do wyjaśniania i sprawdzania poprawności wielu teorii uczenia głębokiego: zawiera 70 000 próbek pisma, które są relatywnie niewielkie, ale wystarczająco bogate w informacje (rysunek 1.2).
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  Rysunek 1.2. Przykładowe obrazy ze zbioru danych MNIST. Każdy obraz jest w skali szarości i ma rozmiar 28×28 pikseli


  W następnej sekcji pokrótce przedstawimy zbiór MNIST.


  Zbiór danych MNIST


  MNIST to zbiór odręcznie napisanych cyfr od 0 do 9. Zawiera zbiór uczący zawierający 60 000 obrazów i 10 000 obrazów w zbiorze testowym. Obrazy cyfr są przyporządkowane do odpowiednich kategorii lub mają odpowiednie etykiety. W niektórych publikacjach w odniesieniu do etykiety (ang. label) jest również używany termin cel (ang. target) lub powszechnie przyjęta (uznawana) prawda (ang. ground truth, GT).


  Na rysunku 1.2 można zobaczyć przykładowe obrazy cyfr MNIST, każdy o rozmiarze 28×28 pikseli, w skali szarości. Jeśli chcemy skorzystać z danych MNIST w Keras, dostępny jest interfejs API do automatycznego pobierania i wyodrębniania obrazów oraz etykiet. Listing 1.1 pokazuje, jak załadować zbiór danych MNIST w jednej linijce kodu, aby zliczyć zarówno etykiety zbioru uczącego, jak i testowego, a następnie wyświetlić 25 losowych obrazów cyfr.


  Listing 1.1. mnist-sampler-1.3.1.py


  
    import numpy as np

  


  
    from tensorflow.keras.datasets import mnist

  


  
    import matplotlib.pyplot as plt

  


  
     

  


  
    # załadowanie zbioru

  


  
    (x_train, y_train), (x_test, y_test) = mnist.load_data()

  


  
     

  


  
    # zliczenie liczby unikalnych etykiet w zbiorze uczącym

  


  
    unique, counts = np.unique(y_train, return_counts=True)

  


  
    print("Etykiety zbioru uczącego: ", dict(zip(unique, counts)))

  


  
     

  


  
    # zliczenie liczby unikalnych etykiet w zbiorze testowym

  


  
    unique, counts = np.unique(y_test, return_counts=True)

  


  
    print("Etykiety zbioru testowego: ", dict(zip(unique, counts)))

  


  
     

  


  
    # próbka 25 cyfr ze zbioru uczącego MNIST

  


  
    indexes = np.random.randint(0, x_train.shape[0], size=25)

  


  
    images = x_train[indexes]

  


  
    labels = y_train[indexes]

  


  
     

  


  
    # wyświetlenie 25 cyfr MNIST

  


  
    plt.figure(figsize=(5,5))

  


  
    for i in range(len(indexes)):

  


  
        plt.subplot(5, 5, i + 1)

  


  
        image = images[i]

  


  
        plt.imshow(image, cmap='gray')

  


  
        plt.axis('off')

  


  
     

  


  
    plt.savefig("mnist-samples.png")

  


  
    plt.show()

  


  
    plt.close('all')

  


  Metoda mnist.load_data() jest wygodna, ponieważ nie ma potrzeby ładowania wszystkich 70 000 obrazów oraz etykiet jedna po drugiej i przechowywania ich w tablicach. Uruchom kod, wpisując następujące polecenie:


  
    python3 mnist-sampler-1.3.1.py

  


  W wierszu poleceń po uruchomieniu kodu pojawi się rozkład etykiet w zbiorach uczącym i testowym:


  
    Etykiety zbioru uczącego:  {0: 5923, 1: 6742, 2: 5958, 3: 6131, 4: 5842, 5: 5421, 6: 5918, 7: 6265, 8: 5851, 9: 5949}

  


  
    Etykiety zbioru testowego:  {0: 980, 1: 1135, 2: 1032, 3: 1010, 4: 982, 5: 892, 6: 958, 7: 1028, 8: 974, 9: 1009}

  


  Następnie kod wyświetli 25 losowych cyfr, co pokazano wcześniej na rysunku 1.2.


  Zanim omówimy klasyfikator MLP, przypominamy, że choć dane MNIST składają się z dwuwymiarowych tensorów, należy je przekształcić do odpowiedniej (dla konkretnego typu warstwy wejściowej) postaci (ang. shape). Na rysunku 1.3 pokazano schematycznie, w jaki sposób obraz 3×3 w skali szarości jest przekształcany dla warstw wejściowych w przypadku każdej z sieci: MLP, CNN i RNN.
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  Rysunek 1.3. Schemat, w jaki sposób obraz wejściowy (podobny do danych MNIST — dla uproszczenia pokazano przekształcenie obrazu 3×3 w skali szarości) jest przekształcany do odpowiedniej postaci w zależności od typu warstwy wejściowej


  W kolejnych rozdziałach zostanie przedstawiony model klasyfikatora MLP dla MNIST. Pokażemy, jak skutecznie zbudować i wyuczyć model za pomocą tf.keras, a następnie sprawdzić poprawność jego działania.


  Model klasyfikatora cyfr MNIST


  Zaproponowany model MLP (przedstawiony na rysunku 1.4) może być wykorzystany do klasyfikacji cyfr MNIST. Gdy jednostki sieci lub perceptrony są odsłonięte, model MLP jest siecią o topologii pełnych połączeń, co pokazano na rysunku 1.5. Pokażemy też, w jaki sposób na podstawie danych wejściowych obliczane jest wyjście perceptronu hn — jako funkcja wag (ang. weight) wi i obciążenia (ang. bias) bn dla n-tej jednostki. Odpowiednią implementację w tf.keras ilustruje listing 1.2.
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  Rysunek 1.4. Model klasyfikatora cyfr MLP MNIST
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  Rysunek 1.5. Klasyfikator MLP dla cyfr MNIST z rysunku 1.4 jest siecią o topologii pełnych połączeń. Dla uproszczenia na rysunku nie zostały pokazane bloki odpowiadające za aktywację i pomijanie, pokazano za to szczegółowo jedną jednostkę (lub perceptron)


  Listing 1.2. mlp-mnist-1.3.2.py


  
    import numpy as np

  


  
    from tensorflow.keras.models import Sequential

  


  
    from tensorflow.keras.layers import Dense, Activation, Dropout

  


  
    from tensorflow.keras.utils import to_categorical, plot_model

  


  
    from tensorflow.keras.datasets import mnist

  


  
     

  


  
    # załadowanie zbioru MNIST

  


  
    (x_train, y_train), (x_test, y_test) = mnist.load_data()

  


  
     

  


  
    # Zliczenie liczby etykiet

  


  
    num_labels = len(np.unique(y_train))

  


  
     

  


  
    # konwersja na wektor "jeden-aktywny" (OH)

  


  
    y_train = to_categorical(y_train)

  


  
    y_test = to_categorical(y_test)

  


  
     

  


  
    # wymiary obrazów (przy założeniu, że są kwadratami)

  


  
    image_size = x_train.shape[1]

  


  
    input_size = image_size * image_size

  


  
     

  


  
    # zmiana rozmiaru i normalizacja

  


  
    x_train = np.reshape(x_train, [-1, input_size])

  


  
    x_train = x_train.astype('float32') / 255

  


  
    x_test = np.reshape(x_test, [-1, input_size])

  


  
    x_test = x_test.astype('float32') / 255

  


  
     

  


  
    # parametry sieci

  


  
    batch_size = 128

  


  
    hidden_units = 256

  


  
    dropout = 0.45

  


  
     

  


  
    # modelem jest trójwarstwowy MLP z ReLU i pomijaniem (ang. dropout) w każdej warstwie

  


  
    model = Sequential()

  


  
    model.add(Dense(hidden_units, input_dim=input_size))

  


  
    model.add(Activation('relu'))

  


  
    model.add(Dropout(dropout))

  


  
    model.add(Dense(hidden_units))

  


  
    model.add(Activation('relu'))

  


  
    model.add(Dropout(dropout))

  


  
    model.add(Dense(num_labels))

  


  
    # to jest wyjście dla wektora "jeden-aktywny" (OH) 

  


  
    model.add(Activation('softmax'))

  


  
    model.summary()

  


  
     

  


  
    plot_model(model, to_file='mlp-mnist.png', show_shapes=True)

  


  
     

  


  
    # funkcja straty dla wektora OH, optymalizator Adam

  


  
    # dokładność jest odpowiednią miarą do oceny jakości klasyfikatora

  


  
    model.compile(loss='categorical_crossentropy',

  


  
                  optimizer='adam',

  


  
                  metrics=['accuracy'])

  


  
    # trenowanie sieci

  


  
    model.fit(x_train, y_train, epochs=20, batch_size=batch_size)

  


  
     

  


  
    # sprawdzenie poprawności działania modelu na zbiorze testowym, by ocenić zdolność uogólniania

  


  
    _, acc = model.evaluate(x_test,

  


  
                            y_test,

  


  
                            batch_size=batch_size,

  


  
                            verbose=0)

  


  
    print("\nDokładność na zbiorze testowym: %.1f%%" % (100.0 * acc))

  


  Zanim omówimy szczegóły implementacji samego modelu, kilka słów odnośnie do przygotowania danych — muszą mieć prawidłową postać i format. Po załadowaniu zbioru danych MNIST najpierw zliczamy liczbę etykiet:


  
    # Zliczenie liczby etykiet

  


  
    num_labels = len(np.unique(y_train))

  


  Możliwe jest co prawda zakodowanie num_labels = 10 „na sztywno”, ale dobrą praktyką jest stosowanie uniwersalnych rozwiązań, ponieważ zakodowanie „na sztywno” powodowałoby przyjęcie założenia, że y_train ma zawsze etykiety z zakresu od 0 do 9.


  W tym momencie etykiety są cyframi, czyli przyjmują wartości od 0 do 9. Taka rzadka reprezentacja etykiet w postaci wartości skalarnej (skalara) nie jest odpowiednia dla warstwy prognozującej sieci, której wartościami wyjściowymi będą prawdopodobieństwa dla danej klasy. Bardziej odpowiednią reprezentacją jest kodowanie w postaci wektora „jeden-aktywny” (ang. one-hot encoding, OH), który będzie w tym przypadku 10-wymiarowym wektorem i na pozycji indeksu klasy cyfry będzie miał 1, a na wszystkich pozostałych 0. Na przykład, jeśli etykietą jest 2, to równoważny jej wektor OH będzie w postaci [0,0,1,0,0,0,0,0,0,0] (pozycje etykietujemy od zera).


  Poniższe wiersze kodu umożliwiają przekształcenie każdej etykiety w odpowiadający jej wektor OH:


  
    # konwersja na wektor "jeden-aktywny" (OH)

  


  
    y_train = to_categorical(y_train)

  


  
    y_test = to_categorical(y_test)

  


  W uczeniu głębokim dane są przechowywane jako tensory. Termin „tensor” odnosi się zarówno do skalara (tensor zerowymiarowy), wektora (tensor jednowymiarowy), macierzy (tensor dwuwymiarowy) i tensora wielowymiarowego.


  Od tego momentu będziemy używać terminu „tensor”, chyba że ze względu na jasność wywodu lepiej będzie użyć terminów: skalar, wektor lub macierz.


  Pozostała część kodu (jak pokazano poniżej) oblicza: wymiary obrazu, wartość input_ size pierwszej warstwy gęstej oraz skaluje wartość każdego piksela z zakresu 0 do 255 na zakres od 0,0 do 1,0. Chociaż surowe wartości pikseli mogłyby być używane bezpośrednio, lepiej jest znormalizować dane wejściowe, aby uniknąć dużych wartości gradientu, co mogłyby utrudnić trening. Wyjście sieci jest również znormalizowane. Po przeprowadzeniu treningu sieci istnieje możliwość przeliczenia wszystkich wartości dotyczących pikseli na liczby całkowite poprzez pomnożenie tensora wyjściowego przez 255.


  Proponowany model jest zbudowany z wykorzystaniem warstw MLP. Dlatego wejście powinno być jednowymiarowym tensorem. W związku z tym x_train i x_test są przekształcane odpowiednio na [60 000, 28·28] i [10 000, 28·28]. Parametr –1 w np.reshape oznacza, że obliczenie prawidłowego wymiaru pozostawiamy bibliotece. W przypadku x_train wynosi on 60 000.


  
    # rozmiar obrazu (zakładamy, że jest kwadratowy) 400 

  


  
    image_size = x_train.shape[1]

  


  
    input_size = image_size * image_size

  


  
     

  


  
    # zmiana rozmiaru i normalizacja

  


  
    x_train = np.reshape(x_train, [-1, input_size])

  


  
    x_train = x_train.astype('float32') / 255

  


  
    x_test = np.reshape(x_test, [-1, input_size])

  


  
    x_test = x_test.astype('float32') / 255

  


  Po przygotowaniu zbioru danych możemy skupić się na budowaniu modelu klasyfikatora MLP przy użyciu sekwencyjnego API Keras.


  Budowanie modelu przy użyciu MLP i Keras


  Po przygotowaniu danych kolej na zbudowanie modelu. Proponowany model jest złożony z trzech warstw MLP. W Keras warstwa MLP jest określana jako gęsta (ang. dense, co oznacza sieć o topologii pełnych połączeń — w pełni połączoną sieć). Zarówno pierwsza, jak i druga warstwa MLP są identyczne i mają po 256 jednostek. Następnie „dokładamy” warstwę funkcji aktywacji (w skrócie — aktywacja, ang. activation), w tym wypadku funkcję ReLU (ang. Rectified Linear Unit), oraz warstwę pomijania (ang. dropout). Wybrano 256 jednostek na warstwę, ponieważ dla 128, 512 i 1024 jednostek sieć ma gorszą wydajność: dla 128 jednostek szybko jest osiągana zbieżność, ale ma niższą dokładność na zbiorze testowym; przy dodatkowej liczbie jednostek (512 lub 1024) dokładność otrzymana na zbiorze testowym nie zwiększa się znacząco.


  Liczba jednostek sieci jest hiperparametrem. Odpowiada za „zdolność” sieci do odwzorowywania bardziej złożonych zależności (stosowanym określeniem jest też pojemność sieci (ang. capacity)). Zdolność ta jest miarą złożoności funkcji, którą sieć jest w stanie aproksymować. W przypadku wielomianów takim hiperparametrem jest stopień wielomianu. W miarę jak wzrasta stopień wielomianu, zwiększa się również możliwość aproksymacji funkcji.


  Jak widać na poniższych wierszach kodu, model klasyfikatora jest zaimplementowany przy użyciu sekwencyjnego API Keras. Jest to wystarczające, jeśli model ma jedno wejście i jedno wyjście, a sygnał jest sekwencyjnie przetwarzany przez warstwy. Skorzystamy z niego ze względu na jego prostotę, ale w rozdziale 2. „Głębokie sieci neuronowe” wprowadzimy funkcjonalne API Keras, aby móc implementować zaawansowane modele uczenia głębokiego, wymagające bardziej złożonych struktur (na przykład mających wiele wejść i wyjść).


  
    # modelem jest trójwarstwowy MLP z ReLU i pomijaniem w każdej warstwie

  


  
    model = Sequential()

  


  
    model.add(Dense(hidden_units, input_dim=input_size))

  


  
    model.add(Activation('relu'))

  


  
    model.add(Dropout(dropout))

  


  
    model.add(Dense(hidden_units))

  


  
    model.add(Activation('relu'))

  


  
    model.add(Dropout(dropout))

  


  
    model.add(Dense(num_labels))

  


  
    # to jest wyjście dla wektora "jeden-aktywny" (OH) 

  


  
    model.add(Activation('softmax'))

  


  Ponieważ warstwa gęsta odwzorowuje operację liniową, sekwencja warstw gęstych również może przybliżać tylko funkcję liniową. Problem jednak polega na tym, że klasyfikacja cyfr MNIST jest z natury procesem nieliniowym. Wstawienie funkcji aktywacji relu między warstwami gęstymi umożliwi sieci MLP modelowanie również nieliniowych odwzorowań. ReLU (i jej implementacja relu) to prosta funkcja nieliniowa. Przypomina to filtr, który pozwala na „przejście” dodatnich sygnałów wejściowych bez zmian, jednocześnie ograniczając wszystko inne do zera. Matematycznie funkcję relu można zapisać następującym równaniem:
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  Została ona przedstawiona na rysunku 1.6.
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  Rysunek 1.6. Wykres funkcji ReLU. Użycie funkcji ReLU umożliwia wprowadzenie nieliniowości w sieciach neuronowych


  W Keras istnieją inne funkcje nieliniowe, których można użyć. Są to na przykład elu, selu, softplus, sigmoid i tanh. Jednak relu jest najczęściej używaną funkcją — jest wydajna obliczeniowo ze względu na swoją prostotę. Funkcje: sigmoidalna i tangens hiperboliczny są używane jako funkcje aktywacji w warstwie wyjściowej i zostaną opisane później. W tabeli 1.1 przedstawione są równania każdej z wymienionych funkcji aktywacji:


  Tabela 1.1. Definicje często używanych nieliniowych funkcji aktywacji
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  Mamy już zdefiniowane kluczowe warstwy modelu klasyfikatora wykorzystującego MLP, ale nie zajęliśmy się jeszcze kwestią uogólniania (zdolności modelu do prawidłowego działania na danych spoza zbioru uczącego). Aby rozwiązać ten problem, stosujemy algorytmy umożliwiające modyfikację procesu uczenia sieci o czym przeczytasz w następnej sekcji.


  Regularyzacja


  Sieć neuronowa ma tendencję do uczenia się „na pamięć” danych uczących, zwłaszcza jeśli ma zbyt dużą pojemność. W takim przypadku sieć fatalnie sobie radzi gdy pokażemy jej dane testowe — mamy wówczas do czynienia z klasycznym przypadkiem braku zdolności sieci do tzw. uogólniania. Aby tego uniknąć, budując model stosujemy warstwę (lub funkcję) umożliwiającą regularyzację (ang. regularization). Popularnym podejściem jest pomijanie i tak też nazywana jest warstwa modelu realizująca to zadanie.


  Idea pomijania jest prosta. Biorąc pod uwagę współczynnik pomijania (dropout), wybrana warstwa losowo usuwa określoną współczynnikiem część swoich jednostek z udziału w treningu następnej warstwy (zeruje ich wyjścia). Parametr dropout równy 0,45 oznacza, że 45% neuronów zostanie „wyłączone”. Na przykład, jeśli pierwsza warstwa ma 256 jednostek, a współczynnik pomijania wynosi 0,45, tylko 140 jednostek ((1–0,45)·256 jednostek = 140) warstwy pierwszej przekaże swoje sygnały wyjściowe na wejścia kolejnej warstwy.


  Dodanie warstwy realizującej operację pomijania sprawia, że sieci neuronowe działają prawidłowo, nawet jeśli dane wejściowe różnią się od tych w zbiorze uczącym — sieć jest wytrenowana, by prawidłowo przewidywać wynik, nawet jeśli braknie udziału niektórych jednostek. Warto zauważyć, że parametr pomijania jest aktywny tylko podczas uczenia, nie jest też stosowany na warstwie wyjściowej. Co więcej, operacja pomijania nie występuje również podczas predykcji.


  Istnieją inne algorytmy regularyzacji, które mogą być używane w inny sposób niż pomijanie, na przykład l1 lub l2. W Keras obciążenie, wagi i wartości wyjściowe funkcji aktywacji można poddawać regularyzacji (na poziomie każdej warstwy). Metody l1 i l2 faworyzują niższe wartości parametrów poprzez dodawanie funkcji kary. Zarówno l1, jak i l2 nakładają karę będącą częścią sumy wartości bezwzględnej (w przypadku l1) lub kwadratu wartości parametrów (w przypadku l2). Innymi słowy, funkcja kary zmusza optymalizator do znalezienia parametrów o niskich wartościach, gdyż takie sieci są bardziej odporne na obecność zakłóceń występujących w danych wejściowych.


  Na przykład regulator wagi l2 o wartości parametru 0,001 można zaimplementować następująco:


  
    from tensorflow.keras.regularizers import l2

  


  
    model.add(Dense(hidden_units,

  


  
                    kernel_regularizer=l2(0.001),

  


  
                    input_dim=input_size))

  


  Nie dodaje się kolejnej warstwy, jeśli jest stosowana regularyzacja l1 lub l2. W warstwie gęstej regularyzacja jest wymuszana wewnętrznie. Jednak dla proponowanego modelu pomijanie daje lepszą wydajność niż l2.


  Nasz model jest już prawie gotowy. W następnej sekcji omówimy zagadnienia dotyczące warstwy wyjściowej i funkcji straty.


  Funkcja aktywacji i funkcja straty


  Po warstwie wyjściowej, złożonej z 10 jednostek, jest warstwa aktywacji softmax. W tej warstwie


  10 jednostek odpowiada 10 możliwym etykietom, klasom lub kategoriom. Funkcje aktywacji softmax można wyrazić matematycznie następującym równaniem:


  
    
      
        	[image: 29]

        	
          (równanie 1.7)

        
      

    
  


  Równanie stosuje się do wszystkich N = 10 wyjść, xi dla i = 0, 1 ... 9 w przypadku finalnej predykcji. Idea softmax jest zaskakująco prosta: wyniki są przedstawiane w postaci wartości prawdopodobieństwa, normalizując tym samym (suma wszystkich prawdopodobieństw dla wszystkich wyników wynosi 1,0) predykcję. Wartość sygnału wyjściowego warstwy jest więc prawdopodobieństwem tego, że indeks jest poprawną etykietą dla danego obrazu wejściowego. Na przykład, gdy warstwa softmax generuje prognozę, będzie to 10-wymiarowy tensor 1D, który może wyglądać podobnie do następującego wyniku:


  
    [3.57351579e-11  7.08998016e-08  2.30154569e-07  6.35787558e-07  5.57471187e-11  4.15353840e-09   3.55973775e-16  9.99995947e-01  1.29531730e-09  3.06023480e-06]

  


  Tensor wyjściowy predykcji sugeruje, że obraz wejściowy wygląda na cyfrę 7 (wartość wektora o tym właśnie indeksie ma najwyższe prawdopodobieństwo). Metodę numpy.argmax() można wykorzystać do znalezienia indeksu elementu o najwyższej wartości.


  Istnieją inne możliwości wyboru wyjściowej warstwy aktywacji, takie jak liniowa, sigmoidalna lub tanh. Aktywacja liniowa jest funkcją tożsamościową. Kopiuje wartości swoich wejść na swoje wyjście. Funkcja sigmoidalna jest również znana jako sigmoida lub funkcja logistyczna. Używamy jej, jeśli elementy tensora predykcji będą niezależnie mapowane na zakres wartości przedziału (0,0; 1,0). To, co ją różni od softmax, to że wszystkie elementy przewidywanego tensora nie muszą sumować się do 1,0. Funkcja sigmoidalna jest używana na przykład jako ostatnia warstwa w przewidywaniu nastrojów (od 0,0 do 1,0, gdzie 0,0 oznacza „zły”, a 1,0 „dobry”) lub w generowaniu obrazu (0,0 jest mapowane na poziom koloru 0 kanału dla pikseli, a 1,0 jest mapowane na 255).


  Zbiór wartości funkcji tanh daje nam dla odmiany do dyspozycji zakres wartości w przedziale od (–1,0 do 1,0). Jest to ważne, jeśli dane wyjściowe mogą przyjmować zarówno wartości dodatnie, jak i ujemne. Funkcja tanh jest częściej stosowana w wewnętrznej warstwie w rekurencyjnych sieciach neuronowych, ale bywa również wykorzystywana jako funkcja aktywacja warstwy wyjściowej. Jeśli funkcja tanh ma być używana zamiast sigmoidy, dane muszą być odpowiednio przeskalowane. Na przykład zamiast skalować każdy piksel w skali szarości w zakresie [0,0; 1,0] według wzoru [image: 30], wykonujemy przeliczenie do zakresu [–1,0;1,0] za pomocą wzoru [image: 30_].


  Wykresy na rysunku 1.7 przedstawiają funkcję sigmoidalną i tangens hiperboliczny. Matematycznie funkcję sigmoidalną można zapisać następującym równaniem:
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          (równanie 1.5)
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  Rysunek 1.7. Wykresy funkcji sigmoidalnej i funkcji tangens hiperboliczny


  To, na ile tensor przewidywań różni się od wektora OH danych wzorcowych, nazywamy stratą (ang. loss). Jednym z typów funkcji straty (umożliwiających pomiar straty) jest błąd średniokwadratowy (ang. Mean Squared Error, MSE) lub średnia różnica kwadratów pomiędzy wartością wzorcową (lub etykietą) a wartością prognozowaną. W tym przykładzie używamy skategoryzowanej entropii krzyżowej (ang. categorical_crossentropy). Jest to ujemna wartość sumy iloczynu celu (lub etykiety) i logarytmu predykcji każdej z kategorii. W Keras dostępne są też inne funkcje straty, takie jak średni błąd bezwzględny (ang. mean-absolute_error, MAE) i binarna entropia krzyżowa (ang. binary_crossentropy). Tabela 1.2 zawiera zestawienie często używanych funkcji strat.


  Tabela 1.2. Zestawienie często używanych funkcji strat. Kategorie odnoszą się do liczby klas (na przykład jest 10 klas dla zbioru MNIST), zarówno jeśli chodzi o etykietę, jak i wartość przewidywaną. Równania funkcji strat dotyczą tylko jednego wyjścia. Średnia wartość straty jest średnią liczoną dla całej serii (próbki, porcji) danych uczących (wszystkich przykładowych danych uczących w jednej iteracji (ang. batch))
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  Wybór funkcji straty nie jest arbitralny, jest jednym z kryteriów determinujących to, że model w ogóle się nauczy. W przypadku klasyfikacji do kategorii dobrym wyborem jest albo categorical_crossentropy, albo mean_squared_error po warstwie aktywacji softmax. Z kolei binary_crossentropy jest zwykle używana po sigmoidalnej warstwie aktywacji, a mean_squared_error jest opcją dla wyjścia funkcji tangens hiperboliczny.


  W następnej sekcji omówimy algorytmy optymalizacji, które są wykorzystywane w celu minimalizowania omówionych właśnie przed chwilą funkcji strat.


  Optymalizacja


  Celem procesu optymalizacji jest minimalizowanie funkcji straty. Zakładamy, że jeśli funkcja straty zmaleje do zadowalającego poziomu, jest to dla nas (pośrednio) informacja, że model nauczył się funkcji, która przekształca dane wejściowe na wyjściowe. Do określenia, czy model nauczył się ukrytego rozkładu danych, używane są miary wydajności. Domyślną miarą w Keras jest strata. Podczas uczenia, walidacji i testowania można również uwzględniać inne miary, na przykład dokładność (ang. accuracy). Dokładność to procent lub ułamek poprawnych prognoz względem danych wzorcowych (GT). W uczeniu głębokim istnieje wiele innych miar wydajności, ich wybór zależy od docelowego zastosowania modelu. Wartości miar wydajności modelu wytrenowanego na testowym zbiorze danych podaje się w literaturze w celu porównania z innymi modelami uczenia głębokiego.


  W Keras mamy do wyboru kilka metod optymalizacji. Najczęściej używane to: stochastyczna metoda gradientowa (ang. Stochastic Gradient Descent, SGD), momenty adaptacyjne (ang. Adaptive Moments, Adam) i propagacja średniokwadratowa (and. Root Mean Squared Propagation, RMSprop). Każdy optymalizator posiada parametry, które można zmieniać, takie jak współczynnik uczenia (ang. learning rate), pęd (ang. momentum) i zanik (ang. decay). Adam i RMSprop są odmianami SGD z adaptacyjnym współczynnikiem uczenia. W stworzonej przez nas sieci klasyfikującej zastosowano optymalizację Adam, po jej zastosowaniu uzyskujemy najwyższą dokładność na zbiorze testowym.


  SGD jest uważany za najbardziej podstawowy optymalizator. Jest prostszą wersją metody gradientu prostego (ang. gradient descent, GD), znanego z rachunku różniczkowego. W GD „schodzenie w dół” wzdłuż krzywej funkcji powoduje znalezienie wartości minimalnej (podobnie jak przy schodzeniu w dół w dolinie — w końcu znajdziemy się na jej dnie).


  Algorytm GD jest przedstawiony na rysunku 1.8. Załóżmy, że x jest parametrem (na przykład wagą) dostrojonym w celu znalezienia minimalnej wartości y (na przykład funkcji straty). Zaczynając od dowolnego punktu x = –0,5, gradient dy/dx = –2,0. Algorytm gradientu prostego powoduje, że x zostaje zmodyfikowany według wzoru x = –0,5 – ε(–2,0). Nowa wartość x jest obliczana poprzez dodanie do starej wartości (ale w kierunku przeciwnym do gradientu) starej wartości gradientu zmodyfikowanej przez parametr ε (zwykle niewielki) — będący współczynnikiem uczenia. W naszym przykładzie, jeśli ε = 0,01, nowa wartość x wynosi –0,48. Kroki te są powtarzane iteracyjnie i z każdym krokiem wartość y jest coraz bliższa wartości minimalnej. Dla x = 0,5 gradient dy/dx = 0, co oznacza, że znaleźliśmy najniższą wartość y = –1,25 metodą gradientową i nie jest potrzebne wykonywanie kolejnych kroków.
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  Rysunek 1.8. GD jest podobne do chodzenia w dół po krzywej funkcji aż do osiągnięcia najniższego punktu. Na tym wykresie globalne minimum jest dla x = 0,5


  Wybór współczynnika uczenia ε jest kluczowy. Jego duża wartość może spowodować, że nie znajdziemy wartości minimalnej, ponieważ będziemy ją „przeskakiwać” tam i z powrotem i nigdy w nią nie trafimy. Duża wartość z kolei może wymagać znacznej liczby iteracji, zanim zostanie znalezione minimum. Dodatkowo, jeśli funkcja ma wiele wartości minimalnych, wyszukiwanie może utknąć w minimum lokalnym.


  Przykład funkcji z więcej niż jednym minimum można zobaczyć na rysunku 1.9. Jeśli z jakiegoś powodu wyszukiwanie rozpoczęło się z lewej strony wykresu, a współczynnik uczenia jest bardzo mały, istnieje duże prawdopodobieństwo, że GD znajdzie x = –1,55 jako minimalną wartość y i nie znajdzie globalnego minimum dla x = 1,66. Odpowiednio ustawiony współczynnik uczenia umożliwi pokonanie „wzniesienia” przy x = 0,0 przez GD.


  [image: Obraz2792.TIF]


  Rysunek 1.9. Wykres funkcji mającej dwa minima, jedno dla x = –1,55 i drugie dla x = 1,66. Na rysunku pokazano również wykres pochodnej funkcji


  W praktyce w zagadnieniach głębokiego uczenia zwykle rekomendowane jest rozpoczęcie od wyższej wartości wskaźnika uczenia (na przykład w zakresie od 0,1 do 0,001) i stopniowe jego zmniejszanie, w miarę jak wartość funkcji straty zbliża się do minimum.


  Metoda gradientu prostego zwykle nie jest stosowana w głębokich sieciach neuronowych. Często zdarza się, że mamy do czynienia z milionami parametrów podczas ich uczenia i korzystanie z metody gradientu prostego jest nieefektywne obliczeniowo. Zamiast tego stosujemy SGD. W metodzie tej wykorzystujemy niewielkie „partie” (ang. mini-batch) próbek do obliczenia przybliżonej wartości gradientu. Parametry (na przykład wagi i obciążenia) są dostosowywane zgodnie z równaniem:


  
    
      
        	[image: 33]

        	
          (równanie 1.8)

        
      

    
  


  W tym równaniu [image: 34] są odpowiednio parametrami i tensorem gradientu funkcji straty. Wartość g jest obliczana z pochodnych cząstkowych funkcji straty. Ze względu na optymalizację dla GPU rekomendowane jest, by wielkość minipartii (ang. mini-batch) była potęgą liczby 2. W naszej sieci batch_size = 128.


  Aktualizacje parametrów ostatniej warstwy są obliczane według równania 1.8. Jak więc dostosować parametry poprzednich warstw? W tym przypadku korzystamy ze wzoru na różniczkowanie funkcji złożonej — jest ona stosowana do propagacji pochodnych do niższych warstw i obliczania odpowiednich gradientów. Ten algorytm znany jest jako algorytm wstecznej propagacji (ang. backpropagation, BP) w uczeniu głębokim. Szczegóły wstecznej propagacji wykraczają poza zakres tej książki, jeśli chcesz się dowiedzieć więcej, to dobrym źródłem online jest http://neuralnetworksanddeeplearning.com.


  Ponieważ optymalizacja wykorzystuje różniczkowanie, ważnym kryterium w doborze funkcji straty jest to, że musi być ona gładka lub inaczej różniczkowalna. Jest to ważne ograniczenie, o którym należy pamiętać przy wprowadzaniu nowej funkcji straty.


  Biorąc pod uwagę zbiór danych uczących, wybór funkcji straty, optymalizatora i regulatora, możemy teraz trenować model, wywołując funkcję fit():


  
    # funkcja straty dla wektora OH

  


  
    # optymalizator Adam

  


  
    # dokładność jest odpowiednią miarą do oceny jakości klasyfikatora

  


  
    compile(loss='categorical_crossentropy', optimizer='adam', metrics=['accuracy'])

  


  
     

  


  
    # uczenie sieci

  


  
    model.fit(x_train, y_train, epochs=20, batch_size=batch_size)

  


  Jest to kolejna pomocna cecha Keras. Wystarczy dostarczyć tylko: dane x, dane y, liczbę epok nauki, rozmiar próbki danych, a funkcja fit() „zajmie się” resztą. W innych bibliotekach uczenia głębokiego trzeba wykonać wiele zadań: przygotowanie danych wejściowych i wyjściowych w odpowiednim formacie, ładowanie, monitorowanie i tak dalej. Wszystko to musi być zrobione wewnątrz pętli for, a w Keras wszystko odbywa się w jednej linii kodu.


  W funkcji fit() epoka oznacza pobranie wszystkich danych zbioru uczącego. Parametr batch_size to wielkość próbki liczby danych wejściowych do przetworzenia na każdym etapie uczenia. Aby ukończyć jedną epokę, funkcja fit() wykonuje liczbę kroków równą rozmiarowi zbioru danych uczących podzielonemu przez rozmiar partii plus 1 (w celu ewentualnego skompensowania części ułamkowej).


  Po wytrenowaniu modelu czas na ocenę jego wydajności.


  Ocena wydajności


  W tym momencie mamy już gotowy model klasyfikatora cyfr MNIST. Ocena wydajności będzie kolejnym kluczowym krokiem sprawdzenia, czy zaproponowany wyuczony model daje zadowalające wyniki. Uczenie modelu przez 20 epok powinno wystarczyć, aby uzyskać miary wydajności umożliwiające porównanie sieci.


  W zamieszczonej niżej tabeli 1.3 zestawiono różne konfiguracje sieci i odpowiadające im parametry wydajności. W kolumnie Warstwy wyświetlana jest liczba jednostek dla warstw od 1 do 3. Dla każdego optymalizatora używane są domyślne parametry tf.keras. Można zaobserwować, jak zmiany algorytmu regularyzacji, optymalizatora i liczby jednostek w warstwie wpływają na wyniki. Kolejnym ważnym wnioskiem, jaki można wyciągnąć, przyglądając się danym w tabeli 1.3, jest to, że większe sieci niekoniecznie mają lepszą wydajność.


  Tabela 1.3. Różne konfiguracje sieci MLP i wyniki jakości klasyfikacji


  
    
      
        	
          Warstwy

        

        	
          Regularyzacja

        

        	
          Optymalizacja

        

        	
          ReLU

        

        	
          Dokładność danych uczących (%)

        

        	
          Dokładność danych testowych (%)

        
      


      
        	
          256-256-256

        

        	
          Brak

        

        	
          SGD

        

        	
          Brak

        

        	
          93,65

        

        	
          92,5

        
      


      
        	
          256-256-256

        

        	
          L2(0.001)

        

        	
          SGD

        

        	
          Tak

        

        	
          99,35

        

        	
          98, 0

        
      


      
        	
          256-256-256

        

        	
          L2(0,01)

        

        	
          SGD

        

        	
          Tak

        

        	
          96,90

        

        	
          96,7

        
      


      
        	
          256-256-256

        

        	
          Brak

        

        	
          SGD

        

        	
          Tak

        

        	
          99,93

        

        	
          98, 0

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,4)

        

        	
          SGD

        

        	
          Tak

        

        	
          98,23

        

        	
          98,1

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,45)

        

        	
          SGD

        

        	
          Tak

        

        	
          98,07

        

        	
          98,1

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,5)

        

        	
          SGD

        

        	
          Tak

        

        	
          97,68

        

        	
          98,1

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,6)

        

        	
          SGD

        

        	
          Tak

        

        	
          97,11

        

        	
          97,9

        
      


      
        	
          256-512-256

        

        	
          pomijanie (0,45)

        

        	
          SGD

        

        	
          Tak

        

        	
          98,21

        

        	
          98,2

        
      


      
        	
          512-512-512

        

        	
          pomijanie (0,2)

        

        	
          SGD

        

        	
          Tak

        

        	
          99,45

        

        	
          98,3

        
      


      
        	
          512-512-512

        

        	
          pomijanie (0,4)

        

        	
          SGD

        

        	
          Tak

        

        	
          98,95

        

        	
          98,3

        
      


      
        	
          512-1024-512

        

        	
          pomijanie (0,45)

        

        	
          SGD

        

        	
          Tak

        

        	
          98,90

        

        	
          98,2

        
      


      
        	
          1024-1024-


          1024

        

        	
          pomijanie (0,4)

        

        	
          SGD

        

        	
          Tak

        

        	
          99,37

        

        	
          98,3

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,6)

        

        	
          Adam

        

        	
          Tak

        

        	
          98,64

        

        	
          98,2

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,55)

        

        	
          Adam

        

        	
          Tak

        

        	
          99,02

        

        	
          98,3

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,45)

        

        	
          Adam

        

        	
          Tak

        

        	
          99,39

        

        	
          98,5

        
      


      
        	
          256-256-256

        

        	
          pomijanie (0,45)

        

        	
          RMSprop

        

        	
          Tak

        

        	
          98,75

        

        	
          98,1

        
      


      
        	
          128-128-128

        

        	
          pomijanie (0,45)

        

        	
          Adam

        

        	
          Tak

        

        	
          98,70

        

        	
          97,7

        
      

    
  


  Zwiększenie głębokości naszej sieci nie przyniosło żadnych dodatkowych korzyści pod względem dokładności zarówno dla zestawów danych uczących, jak i testowych. Z drugiej strony mniejsza liczba jednostek (128) może obniżyć dokładność zarówno na zbiorze testowym, jak i na uczącym. Najlepszą dokładność na zbiorze uczącym, na poziomie 99,93%, uzyskujemy po usunięciu regularyzacji i użyciu 256 jednostek na warstwę. Dokładność na zbiorze testowym jest jednak znacznie niższa i wynosi 98,0%. Jest to efektem nadmiernego dopasowania — przeuczenia (ang. overfitting) sieci.


  Najwyższą dokładność na poziomie 98,5% na zbiorze testowym osiągnęliśmy z optymalizatorem Adam i parametrem pomijania równym 0,45. Technicznie rzecz biorąc, nadal mamy tu pewien stopień przeuczenia sieci, biorąc pod uwagę, że dokładność na zbiorze uczącym wynosi 99,39%. Z kolei dla sieci 256-512-256, parametru pomijania równego 0,45 i algorytmu SGD dokładność zarówno na zbiorze uczącym, jak i testowym jest taka sama i wynosi 98,2%. Sieć z usuniętymi dwoma warstwami, Regularizer i ReLU, ma najgorszą wydajność. Ogólnie rzecz biorąc, okazuje się też, że lepszą wydajność otrzymujemy, stosując pomijanie, niż gdy zastosujemy l2.


  Na tym przykładzie widzimy, że konieczne jest poprawienie architektury stosowanej sieci. Po omówieniu podsumowania modelu klasyfikatora MLP w następnej sekcji przedstawimy kolejny klasyfikator MNIST. Tym razem wykorzystamy sieć CNN — wykaże on znaczną poprawę dokładności uzyskaną na zbiorze testowym.


  Podsumowanie modelu MLP


  Biblioteka Keras umożliwia szybkie uzyskanie informacji o modelu przez wywołanie polecenia model.summary().


  Listing 1.3 przedstawia podsumowanie modelu proponowanej sieci. Wymagał on łącznie aż 269 322 parametrów. Jest to istotne, szczególnie jeśli wziąć pod uwagę, że mamy do czynienia ze stosunkowo prostym zadaniem klasyfikacji cyfr MNIST. MLP nie są wydajne, jeśli chodzi o liczbę parametrów. Liczbę parametrów można obliczyć z rysunku 1.5, zwracając uwagę na to, jak obliczane są wyjścia perceptronu. Licząc od wejścia do warstwy gęstej, mamy: 784·256+256 = 200 960. Od pierwszej warstwy gęstej do drugiej warstwy gęstej jest: 256·256+256 = 65 792. Od drugiej warstwy gęstej do warstwy wyjściowej: 10·256+10 = 2570, co łącznie daje 269 322.


  Listing 1.3. Podsumowanie modelu klasyfikatora cyfr MLP MNIST


  
    _________________________________________________________________

  


  
    Layer (type)                 Output Shape              Param #

  


  
    =================================================================

  


  
    dense_1 (Dense)                (None, 256)               200960

  


  
    _________________________________________________________________

  


  
    activation_1 (Activation)      (None, 256)               0

  


  
    _________________________________________________________________

  


  
    dropout_1 (Dropout)            (None, 256)               0

  


  
    _________________________________________________________________

  


  
    dense_2 (Dense)                (None, 256)               65792

  


  
    _________________________________________________________________

  


  
    activation_2 (Activation)      (None, 256)               0

  


  
    _________________________________________________________________

  


  
    dropout_2 (Dropout)            (None, 256)               0

  


  
    _________________________________________________________________

  


  
    dense_3 (Dense)                (None, 10)                2570

  


  
    _________________________________________________________________

  


  
    activation_3 (Activation)      (None, 10)                0

  


  
    =================================================================

  


  
    Total params: 269,322

  


  
    Trainable params: 269,322

  


  
    Non-trainable params: 0

  


  Innym sposobem weryfikacji sieci jest wywołanie polecenia:


  
    plot_model(model, to_file='mlp-mnist.png', show_shapes=True)

  


  Rysunek 1.10 przedstawia wykres, jaki powstaje po wywołaniu tego polecenia. Widać, że jest podobny do wyników metody summary(), ale graficznie pokazuje połączenie oraz wejścia i wyjścia każdej warstwy.
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  Rysunek 1.10. Schemat klasyfikatora cyfr MLP MNIST w formie graficznej


  Po podsumowaniu naszego modelu kończymy omawianie tematu związanego z MLP. W następnym podrozdziale zbudujemy model klasyfikatora cyfr MNIST w oparciu o CNN.


  1.4. Splotowa (konwolucyjna) sieć neuronowa


  Przechodzimy do drugiego typu sztucznej sieci neuronowej, CNN. Będziemy rozwiązywać ten sam problem — klasyfikacji cyfr MNIST, ale tym razem za pomocą CNN.


  Rysunek 1.11 przedstawia model CNN, którego użyjemy do klasyfikacji cyfr MNIST, a jego implementację przedstawiono na listingu 1.4. Aby można go było zaimplementować, potrzebne będą pewne zmiany w stosunku do poprzedniego modelu. Zamiast wektora wejściowego mamy teraz tensor wejściowy mający nowe wymiary (wysokość, szerokość, kanał/y) lub (rozmiar_obrazu, rozmiar_obrazu, 1). W naszym przypadku będzie to (28, 28, 1) dla obrazów MNIST w skali szarości. Aby dostosować dane do wymagań dotyczących kształtu danych wejściowych, konieczna będzie zmiana rozmiaru obrazów zbioru uczącego i testowego.
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  Rysunek 1.11. Model CNN dla klasyfikacji cyfr MNIST


  Implementacja dla modelu z powyższego rysunku:


  Listing 1.4. cnn-mnist-1.4.1.py


  
    import numpy as np

  


  
    from tensorflow.keras.models import Sequential

  


  
    from tensorflow.keras.layers import Activation, Dense, Dropout

  


  
    from tensorflow.keras.layers import Conv2D, MaxPooling2D, Flatten

  


  
    from tensorflow.keras.utils import to_categorical, plot_model

  


  
    from tensorflow.keras.datasets import mnist

  


  
     

  


  
    # załadowanie zbioru MNIST

  


  
    (x_train, y_train), (x_test, y_test) = mnist.load_data()

  


  
     

  


  
    # zliczenie liczby etykiet

  


  
    num_labels = len(np.unique(y_train))

  


  
     

  


  
    # konwersja na wektor "jeden-aktywny" (OH)

  


  
    y_train = to_categorical(y_train)

  


  
    y_test = to_categorical(y_test)

  


  
     

  


  
    # wymiary obrazów wejściowych

  


  
    image_size = x_train.shape[1]

  


  
    # zmiana rozmiaru i normalizacja

  


  
    x_train = np.reshape(x_train,[-1, image_size, image_size, 1])

  


  
    x_test = np.reshape(x_test,[-1, image_size, image_size, 1])

  


  
    x_train = x_train.astype('float32') / 255

  


  
    x_test = x_test.astype('float32') / 255

  


  
     

  


  
    # parametry sieci

  


  
    # obraz jest przetwarzany "tak-jak-jest" (kwadrat, skala szarości)

  


  
    input_shape = (image_size, image_size, 1)

  


  
    batch_size = 128

  


  
    kernel_size = 3

  


  
    pool_size = 2

  


  
    filters = 64

  


  
    dropout = 0.2

  


  
     

  


  
    # model jest stosem warstw CNN-ReLU-MaxPooling

  


  
    model = Sequential()

  


  
    model.add(Conv2D(filters=filters,

  


  
                     kernel_size=kernel_size,

  


  
                     activation='relu',

  


  
                     input_shape=input_shape))

  


  
    model.add(MaxPooling2D(pool_size))

  


  
    model.add(Conv2D(filters=filters,

  


  
                     kernel_size=kernel_size,

  


  
                     activation='relu'))

  


  
    model.add(MaxPooling2D(pool_size))

  


  
    model.add(Conv2D(filters=filters,

  


  
                     kernel_size=kernel_size,

  


  
                     activation='relu'))

  


  
    model.add(Flatten())

  


  
    # pomijanie jako regularyzacja

  


  
    model.add(Dropout(dropout))

  


  
    # warstwa wyjściowa jest 10-wymiarowym wektorem OH

  


  
    model.add(Dense(num_labels))

  


  
    model.add(Activation('softmax'))

  


  
    model.summary()

  


  
    plot_model(model, to_file='cnn-mnist.png', show_shapes=True)

  


  
     

  


  
    # funkcja straty dla wektora OH, optymalizator Adam

  


  
    # dokładność jest odpowiednią miarą do oceny jakości klasyfikatora

  


  
    model.compile(loss='categorical_crossentropy',

  


  
                  optimizer='adam',

  


  
                  metrics=['accuracy'])

  


  
    # trenowanie sieci

  


  
    model.fit(x_train, y_train, epochs=10, batch_size=batch_size)

  


  
     

  


  
    _, acc = model.evaluate(x_test,

  


  
                            y_test,

  


  
                            batch_size=batch_size,

  


  
                            verbose=0)

  


  
    print("\nDokładność na zbiorze testowym: %.1f%%" % (100.0 * acc))

  


  Przede wszystkim użyliśmy tutaj warstw Conv2D — jest to podstawowa zmiana w stosunku do poprzedniego modelu. Funkcja aktywacji ReLU jest argumentem dla Conv2D(). Funkcja ReLU może być użyta jako warstwa aktywacji, o ile w modelu jest uwzględniona warstwa normalizująca próbki. W głębokich sieciach CNN stosowana jest normalizacja próbek (ang. batch normalization, BN), dzięki czemu można osiągnąć duże szybkości uczenia się sieci bez destabilizacji procesu uczenia.


  Splot


  O ile dla modelu MLP cechą charakterystyczną warstw gęstych jest liczba jednostek, to działanie sieci CNN zależy od jądra (ang. kernel). Jak pokazano na rysunku 1.12, jądro można wyobrazić sobie jako prostokątną łatkę (lub okno), które przesuwa się przez cały obraz od lewej do prawej i z góry na dół. Taką operację nazywamy splotem (ang. convolution) — można się też spotkać ze spolszczeniem: konwolucja. Operacja ta przekształca obraz wejściowy w mapę cech, która jest reprezentacją tego, czego jądro nauczyło się z obrazu wejściowego. Mapa cech jest następnie przekształcana w inną mapę cech w kolejnej warstwie i tak dalej. Liczba map cech generowanych na Conv2D jest kontrolowana przez argument filters.
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  Rysunek 1.12. Jądro 3×3 jest splecione z cyfrowym obrazem MNIST


  Splot pokazano w krokach tn i tn+1, w których jądro przesunęło się z krokiem jednego piksela w prawo.


  Obliczenia związane ze splotem pokazano na rysunku 1.13.
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  Rysunek 1.13. Przykład, w jaki sposób obliczany jest jeden element mapy cech w wyniku operacji splotu


  Dla uproszczenia pokazujemy wykonanie operacji na obrazie wejściowym o wymiarach 5×5 (lub wejściowej mapie cech), do którego zastosowano jądro 3×3. Pokazano wynikową mapę cech po operacji splotu. Wartość jednego elementu mapy cech została zacieniowana. Zauważ, że wynikowa mapa cech jest mniejsza niż oryginalny obraz wejściowy, ponieważ splot jest wykonywany tylko na poprawnych elementach — jądro nie może „wyjść” poza granice obrazu. Jeśli wymiary danych wejściowych mają być takie same jak wyjściowych map cech, Conv2D akceptuje opcję padding='same', a dane wejściowe są wtedy uzupełnianie zerami przy brzegu, tak aby po operacji splotu zachować niezmienione wymiary.


  Operacje łączenia


  Ostatnią zmianą jest dodanie warstwy MaxPooling2D z argumentem pool_ size=2. MaxPooling2D kompresuje każdą mapę cech. Każda „łatka” o rozmiarze pool_size×pool_size jest redukowana do jednego punktu na mapie cech. Wartość jest równa największej spośród wartości cechy w „łatce”. Na poniższym rysunku 1.14 pokazano działanie MaxPooling2D dla „łatki” 2×2.
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  Rysunek 1.14. Operacja MaxPooling2D. Dla uproszczenia wejściowa mapa cech to 4×4, co daje mapę cech 2×2


  Istotne w MaxPooling2D jest zmniejszenie rozmiaru mapy cech, co przekłada się na zwiększenie rozmiaru pola receptywnego (ang. receptive field). Na przykład po MaxPooling2D(2) jądro 2×2 jest teraz w przybliżeniu splecione z łatką 4×4 — CNN nauczyła się nowego zestawu map cech dla różnych rozmiarów pola receptywnego.


  Istnieją też inne sposoby łączenia i kompresji. Na przykład, aby osiągnąć 50-procentowe zmniejszenie rozmiaru, AveragePooling2D(2) bierze wartość średnią z pól łatki zamiast wartości maksymalnej (jak to było w przypadku MaxPooling2D(2)). Splatanie krokowe (ang. strided convolution) Conv2D(strides=2,…) z kolei będzie pomijało co drugi piksel podczas splotu i też da ten sam efekt: zmniejszenie rozmiaru o 50%. Występują subtelne różnice w skuteczności każdej z technik redukcji.


  W Conv2D i MaxPooling2D zarówno pool_size, jak i kernel nie muszą być kwadratowe. W takich przypadkach należy podać zarówno rozmiary wierszy, jak i kolumn, na przykład pool_size = (1, 2) i kernel = (3, 5).


  Wynikiem ostatniej operacji MaxPooling2D jest stos map cech. Rolą funkcji Flatten() jest przekształcenie tego stosu na wektory, które są odpowiednie dla warstw pomijających lub gęstych, podobnie jak to miało miejsce w przypadku wyjściowej warstwy modelu MLP.


  W następnej sekcji ocenimy wydajność wyuczonego modelu klasyfikatora MNIST CNN.


  Ocena wydajności i podsumowanie modelu


  Jak pokazano na listingu 1.5, model CNN z listingu 1.4 wymaga mniejszej liczby parametrów (na poziomie 80 226 w porównaniu do 269 322 w przypadku MLP). Warstwa conv2d_1 ma 640 parametrów, ponieważ każde jądro ma 3⋅3 = 9 parametrów, a każda z 64 map funkcji ma jedno jądro i jedno obciążenie (ang. bias). W podobny sposób można obliczyć liczbę parametrów dla innych warstw splotowych.


  Listing 1.5. Podsumowanie klasyfikatora cyfr CNN MNIST


  
    _________________________________________________________________

  


  
    Layer (type)                    Output Shape              Param #

  


  
    =================================================================

  


  
    conv2d_1 (Conv2D)               (None, 26, 26, 64)        640

  


  
    _________________________________________________________________

  


  
    max_pooling2d_1 (MaxPooling2D)  (None, 13, 13, 64)        0

  


  
    _________________________________________________________________

  


  
    conv2d_2 (Conv2D)               (None, 11, 11, 64)        36928

  


  
    _________________________________________________________________

  


  
    max_pooling2d_2 (MaxPooling2    (None, 5, 5, 64)          0

  


  
    _________________________________________________________________

  


  
    conv2d_3 (Conv2D)               (None, 3, 3, 64)          36928

  


  
    _________________________________________________________________

  


  
    flatten_1 (Flatten)             (None, 576)               0

  


  
    _________________________________________________________________

  


  
    dropout_1 (Dropout)             (None, 576)               0

  


  
    _________________________________________________________________

  


  
    dense_1 (Dense)                 (None, 10)                5770

  


  
    _________________________________________________________________

  


  
    activation_1 (Activation)       (None, 10)                0

  


  
    =================================================================

  


  
    Total params: 80,266

  


  
    Trainable params: 80,266

  


  
    Non-trainable params: 0

  


  Rysunek 1.15 przedstawia graficzną reprezentację klasyfikatora cyfr CNN MNIST.
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  Rysunek 1.15. Schemat klasyfikatora CNN dla cyfr MNIST w formie graficznej


  W tabeli 1.4 widzimy maksymalną dokładność testu wynoszącą 99,4%, osiągniętą w przypadku sieci 3-warstwowej z 64 mapami cech na warstwę przy użyciu optymalizatora Adam, z parametrem pomijania równym 0,2. Sieci CNN są bardziej wydajne, jeśli chodzi o parametry, i mają wyższą dokładność niż MLP. CNN nadają się również do nauki reprezentacji cech z danych sekwencyjnych, obrazów i filmów.


  Tabela 1.4. Różne konfiguracje sieci CNN i miary jakości dla klasyfikatora cyfr CNN MNIST


  
    
      
        	
          Warstwy

        

        	
          Regularyzacja

        

        	
          Optymalizacja

        

        	
          Dokładność danych uczących (%)

        

        	
          Dokładność danych testowych (%)

        
      


      
        	
          64-64-64

        

        	
          pomijanie (0.2)

        

        	
          SGD

        

        	
          97,76

        

        	
          98,50

        
      


      
        	
          64-64-64

        

        	
          pomijanie (0.2)

        

        	
          RMSprop

        

        	
          99,11

        

        	
          99,00

        
      


      
        	
          64-64-64

        

        	
          pomijanie (0.2)

        

        	
          Adam

        

        	
          99,75

        

        	
          99,40

        
      


      
        	
          64-64-64

        

        	
          pomijanie (0.4)

        

        	
          Adam

        

        	
          99,64

        

        	
          99,30

        
      

    
  


  Omówiliśmy i dokonaliśmy oceny wytrenowanego modelu CNN, spójrzmy więc na ostatnią z podstawowych sieci — RNN. Zostanie ona omówiona w następnym podrozdziale.


  1.5. Rekurencyjna sieć neuronowa


  Przyjrzymy się teraz ostatniej z naszych trzech podstawowych typów sztucznych sieci neuronowych, rekurencyjnej sieci neuronowej.


  RNN to rodzina sieci, które nadają się do uczenia reprezentacji danych sekwencyjnych, takich jak tekst w przetwarzaniu języka naturalnego (ang. Natural Language Processing, NLP) lub strumień danych z czujników urządzeń. Chociaż dane zbioru MNIST nie mają charakteru sekwencyjnego, nietrudno sobie wyobrazić, że każdy obraz można zinterpretować jako sekwencję rzędów lub kolumn pikseli. Zatem model oparty na RNN również może przetwarzać obraz MNIST jako sekwencję 28-elementowych wektorów wejściowych z krokiem czasowym (ang. time step) (czasem można się spotkać z tłumaczeniem takt) równym 28. Listing 1.6 przedstawia kod dla modelu sieci RNN przedstawionej na rysunku 1.16.
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  Rysunek 1.16. Model sieci RNN dla klasyfikacji cyfr MNIST


  Listing 1.6. rnn-mnist-1.5.1.py


  
    import numpy as np

  


  
    from tensorflow.keras.models import Sequential

  


  
    from tensorflow.keras.layers import Dense, Activation, SimpleRNN

  


  
    from tensorflow.keras.utils import to_categorical, plot_model

  


  
    from tensorflow.keras.datasets import mnist

  


  
     

  


  
    # załaduj zbiór MNIST

  


  
    (x_train, y_train), (x_test, y_test) = mnist.load_data()

  


  
     

  


  
    # zlicz liczbę etykiet

  


  
    num_labels = len(np.unique(y_train))

  


  
     

  


  
    # konwersja na wektor OH

  


  
    y_train = to_categorical(y_train)

  


  
    y_test = to_categorical(y_test)

  


  
     

  


  
    # zmiana rozmiaru i normalizacja

  


  
    image_size = x_train.shape[1]

  


  
    x_train = np.reshape(x_train,[-1, image_size, image_size])

  


  
    x_test = np.reshape(x_test,[-1, image_size, image_size])

  


  
    x_train = x_train.astype('float32') / 255

  


  
    x_test = x_test.astype('float32') / 255

  


  
     

  


  
    # parametry sieci

  


  
    input_shape = (image_size, image_size)

  


  
    batch_size = 128

  


  
    units = 256

  


  
    dropout = 0.2

  


  
     

  


  
    # model to sieć RNN z 256 jednostkami, wejście to 28-wymiarowy wektor

  


  
    # 28 kroków czasowych

  


  
    model = Sequential()

  


  
    model.add(SimpleRNN(units=units,

  


  
                        dropout=dropout,

  


  
                        input_shape=input_shape))

  


  
    model.add(Dense(num_labels))

  


  
    model.add(Activation('softmax'))

  


  
    model.summary()

  


  
    plot_model(model, to_file='rnn-mnist.png', show_shapes=True)

  


  
     

  


  
    # funkcja straty dla wektora OH

  


  
    # sgd jako optymalizator

  


  
    # dokładność jest odpowiednią miarą oceny jakości klasyfikatora

  


  
    model.compile(loss='categorical_crossentropy',

  


  
                  optimizer='sgd',

  


  
                  metrics=['accuracy'])

  


  
    # uczenie sieci

  


  
    model.fit(x_train, y_train, epochs=20, batch_size=batch_size)

  


  
     

  


  
    _, acc = model.evaluate(x_test,

  


  
                            y_test,

  


  
                            batch_size=batch_size,

  


  
                            verbose=0)

  


  
    print("\nDokładność na zbiorze testowym: %.1f%%" % (100.0 * acc)) 

  


  Istnieją dwie główne różnice między klasyfikatorem RNN a dwoma poprzednimi modelami. Pierwsza to postać danych wejściowych: input_shape = (image_size, image_size). Zapis input_shape = (timesteps, input_dim) bardziej oddawałby ich rzeczywistą postać (lub mogłaby to być sekwencja wektorów o wymiarze input_dim i długości równej krokom czasu). Druga to użycie warstwy SimpleRNN do reprezentowania komórki RNN z 256 jednostkami (units=256). Zmienna units reprezentuje liczbę jednostek wyjściowych. O ile CNN charakteryzuje się splotem jąder na wejściowej mapie cech, o tyle wyjście RNN jest funkcją nie tylko obecnego wejścia, ale także wyjścia w poprzednim kroku czasowym (lub stanu ukrytego — ang. hidden state). Skoro wcześniejsze wyjście jest także funkcją wcześniejszego wejścia, to bieżące wyjście jest również funkcją wcześniejszych zarówno wejścia, jak i wyjścia, i tak dalej. Warstwa SimpleRNN w Keras jest uproszczoną wersją RNN. Poniższe równanie opisuje wyjście SimpleRNN:


  
    
      
        	[image: 48]

        	
          (równanie 1.9)

        
      

    
  


  W tym równaniu b jest wektorem obciążeń, a wektory W i U są nazywane odpowiednio jądrem rekurencyjnym (ang. recurrent kernel) — zawierającym wagi wcześniejszego wyjścia, i jądrem — zawierającym wagi dla bieżącego wejścia. Indeks dolny t służy do wskazania pozycji (kroku czasowego) w sekwencji. Dla warstwy SimpleRNN z argumentem units=256 całkowita liczba parametrów wynosi 256+256⋅256+256⋅28 = 72 960, co odpowiada udziałom wektorów odpowiednio b, W oraz U.


  Na rysunku 1.17 przedstawiono diagramy zarówno dla SimpleRNN, jak i RNN używanych do zadań klasyfikacyjnych. Tym, co sprawia, że SimpleRNN jest prostsze niż RNN, jest brak wartości wyjściowych ot = Vht+c przed obliczeniem funkcji softmax:
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  Rysunek 1.17. Schemat sieci SimpleRNN i RNN


  RNN mogą być początkowo trudniejsze do zrozumienia w porównaniu z sieciami MLP lub CNN. W MLP podstawową jednostką jest perceptron — gdy zrozumiesz pojęcie perceptronu, zrozumienie MLP będzie proste, bo MLP to połączone w sieć perceptrony. W CNN jądro jest łatką (lub oknem), które przesuwa się po mapie cech, aby wygenerować inną mapę cech. W RNN w rzeczywistości jest tylko jedna komórka, a najważniejsza jest koncepcja sprzężenia zwrotnego.


  Można mieć wrażenie, że istnieje wiele komórek, ponieważ tę jedyną uwzględniamy w każdym kroku czasowym. Trzeba jednak pamiętać, że w rzeczywistości jest to wielokrotnie używana ta sama komórka (chyba że sieć zostanie rozwinięta (ang. unrolled)). Leżące niżej warstwy RNN są współdzielone pomiędzy komórkami.


  Podsumowanie pokazane na listingu 1.7 pokazuje, że użycie SimpleRNN wymaga mniejszej liczby parametrów.


  Listing 1.7. Podsumowanie klasyfikatora RNN dla cyfr MNIST


  
    Layer (type)                 Output Shape              Param #

  


  
    =================================================================

  


  
    simple_rnn_1 (SimpleRNN)       (None, 256)               72960

  


  
    _________________________________________________________________

  


  
    dense_1 (Dense)                (None, 10)                2570

  


  
    _________________________________________________________________

  


  
    activation_1 (Activation)      (None, 10)                0

  


  
    =================================================================

  


  
    Total params: 75,530

  


  
    Trainable params: 75,530

  


  
    Non-trainable params: 0

  


  Rysunek 1.18 przedstawia graficzny opis klasyfikatora cyfr MNIST zbudowanego z użyciem sieci RNN. Ten model jest bardzo zwięzły w porównaniu z poprzednimi (MLP i CNN).
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  Ciąg dalszy dostępny w wersji pełnej.

  Rozdział 2. Głębokie sieci neuronowe
Dostępne w wersji pełnej.

  Rozdział 3. Sieci autokodujące
Dostępne w wersji pełnej.

  Rozdział 4. Generujące sieci współzawodniczące
Dostępne w wersji pełnej.

  Rozdział 5. Ulepszone sieci GAN
Dostępne w wersji pełnej.

  Rozdział 6. Rozplątane reprezentacje w GAN
Dostępne w wersji pełnej.

  Rozdział 7. Międzydomenowe GAN
Dostępne w wersji pełnej.

  Rozdział 8. Wariacyjne sieci autokodujące (VAE)
Dostępne w wersji pełnej.

  Rozdział 9. Uczenie głębokie ze wzmocnieniem
Dostępne w wersji pełnej.

  Rozdział 10. Strategie w metodach gradientowych
Dostępne w wersji pełnej.

  Rozdział 11. Wykrywanie obiektów
Dostępne w wersji pełnej.

  Rozdział 12. Segmentacja semantyczna
Dostępne w wersji pełnej.

  Rozdział 13. Uczenie nienadzorowane z wykorzystaniem informacji wzajemnej
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
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