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    O autorze


    Ben Auffarth jest doświadczonym liderem w dziedzinie analizy danych, z bogatą wiedzą i doktoratem z neuroinformatyki. Ben przeanalizował terabajty danych, przeprowadził symulację aktywności mózgu na superkomputerach z 64 tysiącami rdzeni, zaprojektował i przeprowadził wiele eksperymentów, zbudował liczne systemy wspomagające aplikacje dla branży ubezpieczeniowej oraz trenował sieci neuronowe na milionach dokumentów. Jest autorem książek Machine Learning for Time Series oraz Artificial Intelligence with Python Cookbook. Teraz pracuje w branży ubezpieczeniowej w firmie Hastings Direct.


    Pisanie tej książki było długą i czasami żmudną podróżą, ale równocześnie bardzo ekscytującą. Ta podróż nie byłaby tak bogata bez poświęcenia ze strony kilku kluczowych osób, którym chciałbym ogromnie podziękować. Przede wszystkim chciałbym z całego serca złożyć podziękowanie Leo, który swoimi cennymi uwagami sprawił, że ta książka stała się lepsza. Jestem równie wdzięczny moim wydawcom, Tanyi, Elliotowi i Kushalowi. Ich zaangażowanie przekroczyło wszelkie moje oczekiwania. W szczególności Tanya dała mi wiele wskazówek dotyczących mojego pisania, nieustannie zachęcając mnie do wyjaśniania moich myśli, co znacząco wpłynęło na końcowy kształt tej książki.


    O recenzentach


    Leonid Ganeline jest inżynierem uczenia maszynowego z dużym doświadczeniem w przetwarzaniu języka naturalnego. Pracował przy wielu start-upach, tworzył modele i systemy produkcyjne. Czynnie współtworzy framework LangChain i kilka innych projektów z otwartym źródłem. Interesuje się głównie oceną modeli, szczególnie modeli LLM.


    Chciałbym podziękować moim rodzicom, którzy nauczyli mnie racjonalnego myślenia, oraz mojej żonie, która wspierała mnie przy powstawaniu tej książki.


    Ruchi Bhatia jest informatykiem z tytułem magistra z zarządzania systemami informatycznymi, uzyskanym na uniwersytecie Carnegie Mellon. Obecnie rozwija swoje umiejętności jako menadżer produktu w szybko rozwijającej się dziedzinie analizy danych i sztucznej inteligencji w firmie HP. Jest najmłodszą potrójną zdobywczynią tytułu Kaggle Grandmaster. Poprzednio pracowała w firmie OpenMined jako lider działu analiz danych, gdzie prowadziła zespół analityków, który stworzył wiele innowacyjnych i wpływowych rozwiązań.


    Chciałabym ogromnie podziękować moim rodzicom. Podczas całej mojej kariery wspierali mnie i motywowali. Bez ich wiary w moje możliwości i bez ich wskazówek nie byłabym w tym miejscu, w którym jestem dzisiaj. Dziękuję, Mamo i Tato, że zawsze jesteście przy mnie.

  


  Wstęp


  Na tle dynamicznie i szybko rozwijającej się sztucznej inteligencji generatywna sztuczna inteligencja wyróżnia się jako innowacyjna siła gotowa zmienić sposób naszej interakcji z technologią. Ta książka to podróż w złożony świat modeli LLM (ang. large language models, duże modele językowe) — silników o wielkiej mocy napędzających tę transformację. Dzięki niniejszej książce programiści, badacze i pasjonaci sztucznej inteligencji posiądą wiedzę konieczną do opanowania tych modeli.


  Zanurz się w odmętach uczenia głębokiego, gdzie nieustrukturyzowane dane wchodzą do gry, i odkryj, jak modele LLM, takie jak GPT-4, zaczynają wpływać na przedsiębiorstwa, społeczeństwa i pojedyncze osoby. Środowiska technologiczne i media zrobiły duży szum wokół możliwości i potencjału tych modeli, więc najwyższy czas, by odkryć, jak one działają, rozwijają się i popychają nas w kierunku przyszłości.


  Ta książka jest swego rodzaju kompasem, wskazującym kierunek, w którym należy iść, by zrozumieć fundamenty techniczne modeli LLM. Znajdziesz tutaj próbkę szerokiego zastosowania tych modeli, odkryjesz elegancję ich architektury oraz dowiesz się, jakie mogą być następstwa ich powstania. Niniejsza książka jest skierowana do różnego rodzaju czytelników, od osób, które dopiero stawiają pierwsze kroki w obszarze sztucznej inteligencji, po doświadczonych programistów. Ponieważ znajdziesz tu teorię popartą praktycznymi przykładami z podanym kodem, nie tylko zrobisz pierwsze kroki, by zrozumieć w pełni modele LLM, ale będziesz również w stanie wykorzystywać je w innowacyjny i odpowiedzialny sposób.


  Zanim wyruszymy w tę podróż razem, przygotujmy się do kształtowania narracji generatywnej sztucznej inteligencji, która obecnie rozkwita, i zarazem bycia ukształtowanym przez nią. W tej narracji Ty, uzbrojony w wiedzę i zdolność przewidywania, jesteś w czołówce tego ekscytującego technologicznego rozwoju.


  Dla kogo jest ta książka?


  Ta książka jest przeznaczona dla programistów, badaczy i wszystkich zainteresowanych modelami LLM. Treść w niej jest przekazana jasno i spójnie, a dodatkowo zawiera wiele przykładowych kodów, które pomogą Ci zrozumieć teorię poprzez praktykę.


  Bez względu na to, czy jest się początkującym, czy doświadczonym programistą, ta książka jest cennym źródłem wiedzy dla każdego, kto chce maksymalnie wykorzystywać modele LLM i pozostać w czołówce osób stosujących te modele i framework LangChain.


  O czym jest ta książka?


  W rozdziale 1. „Czym jest generatywna sztuczna inteligencja” wyjaśniono, jak generatywna sztuczna inteligencja, z uczeniem głębokim u podstaw, zrewolucjonizowała przetwarzanie tekstu, obrazów i wideo. Ten rozdział wprowadza modele generatywne, takie jak LLM, z opisaniem technicznych podwalin i przedstawia ich potencjał rewolucjonizowania wielu sektorów. Odkryjesz w nim teorię stojącą za tymi modelami, w tym sieci neuronowe oraz różne podejścia do szkolenia modeli i tworzenia zawartości podobnej do tej wytworzonej przez człowieka. Ten rozdział przedstawia ewolucję sztucznej inteligencji, architekturę transformera, modele przekształcające tekst na obraz, takie jak Stable Diffusion, oraz porusza wykorzystanie modeli LLM w aplikacjach muzycznych i wideo.


  Rozdział 2. „LangChain dla aplikacji opartych na modelach LLM” odkrywa potrzebę wyjścia poza duże papugujące modele językowe (ang. stochastic parrots), modele naśladujące język bez zrozumienia treści. W tym celu został wykorzystany framework LangChain. W tym rozdziale poznasz ograniczenia, między innymi te wynikające z nieaktualnej wiedzy, ograniczenia działania i zjawiska halucynacji, a ponadto dowiesz się, jak LangChain zbiera zewnętrzne dane dla określonego zastosowania sztucznej inteligencji. Ten rozdział krytycznie podchodzi do koncepcji modeli naśladujących język ludzki, odkrywając wady modeli wytwarzających treść w języku naturalnym, które generują czasem treść bez znaczenia, oraz wyjaśnia, jak monity i tok myślowy zwiększają możliwości rozwiązywania problemów z kontekstem, polaryzacją i nieprzejrzystością modeli LLM.


  Rozdział 3. „Rozpoczęcie pracy z LangChain” zawiera podstawową wiedzę dotyczącą konfiguracji środowiska, w którym będziesz uruchamiać wszystkie przykłady z tej książki. Na początku dowiesz się, jak zainstalować oprogramowanie Docker, Conda, pip i Poetry. Później w tym rozdziale znajdziesz szczegóły dotyczące integracji modeli różnych dostawców, między innymi ChatGPT firmy OpenAI oraz Hugging Face, włączając w to uzyskanie niezbędnych kluczy API. Nauczysz się uruchamiać lokalnie modele z otwartym źródłem. Rozdział kończy się budową aplikacji opartej na modelu LLM wspomagającej pracowników działu obsługi klienta. Zobaczysz w nim przykłady, jak LangChain może usprawniać procesy i poprawiać dokładność odpowiedzi.


  W rozdziale 4. „Budowanie skutecznych agentów” pokazano, jak zamieniać modele LLM w wydajne agenty przez redukcję błędnych informacji, wykorzystanie zaawansowanych strategii formułowania próśb o podsumowanie oraz integrację zewnętrznych narzędzi w celu wzbogacenia wiedzy. Omówiono w nim metodę Chain of Density (łańcuch zagęszczenia) służącą do wyciągania informacji i przedstawiono ozdobniki i język wyrażeń frameworku LangChain w celu stworzenia niestandardowego zachowania. W tym rozdziale wprowadzono proces mapuj-redukuj frameworku LangChain do pracy z długimi dokumentami i omówiono monitorowanie tokenów w celu zarządzania kosztami korzystania z API.


  W tym rozdziale zobaczysz też, jak zaimplementować aplikację Streamlit, by tworzyć interaktywne aplikacje oparte na modelu LLM, i jak wywoływać funkcje i używać narzędzi, aby wyjść poza podstawowe generowanie tekstu. W celu pokazania strategii podejmowania decyzji zaimplementowano dwa odrębne paradygmaty agentów, metodę planowania i rozwiązywania oraz uczenie bez przykładów.


  W rozdziale 5. „Tworzenie robota konwersacyjnego na kształt ChatGPT” zagłębiono się w problem wzbogacania możliwości robotów konwersacyjnych za pomocą pobierania rozszerzonej generacji (RAG, ang. Retrieval Augmented Generation), metody zapewniającej modelowi LLM dostęp do zewnętrznej wiedzy, zwiększając przy tym dokładność modelu oraz jego biegłość w określonej dziedzinie. Ten rozdział omawia wektoryzację dokumentów, wydajność indeksowania oraz wykorzystanie wektorowych baz danych takich jak Milvus czy Pinecone do wyszukiwania semantycznego. Zaimplementujemy robota konwersacyjnego (ang. chatbot), wdrażając łańcuchy umiaru w celu zapewnienia odpowiedzialnej komunikacji. Robot konwersacyjny, dostępny na platformie GitHub, będzie podstawą do odkrywania bardziej zaawansowanych tematów takich jak zapamiętywanie kwestii poruszanych w rozmowie oraz zarządzanie kontekstem.


  W rozdziale 6. „Tworzenie oprogramowania z pomocą generatywnej sztucznej inteligencji” omówiono szybko przybierającą na znaczeniu rolę modeli LLM w tworzeniu oprogramowania, podkreślono potencjał sztucznej inteligencji w celu automatyzacji kodowania oraz jako dynamicznego asystenta podczas tworzenia bazy kodu. W tym rozdziale zbadano, jak obecnie wykorzystywana jest sztuczna inteligencja w tworzeniu oprogramowania, poeksperymentowano z modelami w celu generowania fragmentów kodu oraz wprowadzono zautomatyzowany proces tworzenia oprogramowania za pomocą LangChain. Krytyczne spojrzenie na rezultaty zwrócone przez sztuczną inteligencję pokazuje, jak ważna jest rola człowieka, który musi na nie spojrzeć, by usunąć potencjalne błędy. Ponadto to człowiek przygotowuje ogólny projekt i przestrzeń do współpracy programistów ze sztuczną inteligencją.


  Rozdział 7. „Modele LLM w analizie danych” odkrywa możliwości zastosowania sztucznej inteligencji w analizie danych, uwydatniając potencjał modeli LLM w celu zwiększenia produktywności i podczas prowadzenia badań. W tym rozdziale poznasz bieżący zakres automatyzacji w analizie danych przy użyciu AutoML, a następnie zagłębisz się bardziej w tę koncepcję i zobaczysz, jak wdrażać modele LLM dla zaawansowanych zadań takich jak zwiększanie zestawu danych i generowanie wykonywalnego kodu. Ponadto w tym rozdziale opisano praktyczne metody dla modeli LLM do przeprowadzania badawczej analizy danych, uruchamiania zapytań SQL oraz tworzenia wizualizacji danych statystycznych. W końcu w tym rozdziale, za pomocą agentów i narzędzi, pokazano, jak modele LLM mogą rozwiązywać złożone pytania dotyczące danych.


  Rozdział 8. „Niestandardowe modele LLM i zwracane przez nie rezultaty” zagłębia się w techniki warunkowania, takie jak dostrajanie i formułowanie monitów, które są niezbędne, by odpowiednio dobrać wydajność modelu LLM do złożonego rozumowania i wyspecjalizowanych zadań. W tym rozdziale wytłumaczono, na czym polega dostrajanie, podczas którego model LLM jest dalej trenowany na danych szczególnych dla określonego zadania, formułowane są odpowiednie monity, a to wszystko po to, by model LLM generował rezultaty zgodne z naszymi założeniami. W tym rozdziale są implementowane zaawansowane strategie tworzenia monitów, takie jak uczenie na kilku przykładach (ang. few-shot learning) oraz łańcuch myśli (ang. chain-of-thought), dzięki czemu ulepszane są zdolności rozumowania modeli LLM. Ten rozdział nie tylko zapewnia konkretne przykłady dostrajania i formułowania monitów, ale omawia także przyszłość modeli LLM — to, jak się będą rozwijać i jakie będą mieć zastosowania.


  Rozdział 9. „Generatywna sztuczna inteligencja w produkcji” omawia proces wdrażania modeli LLM w rzeczywistych aplikacjach, pokazując najlepsze praktyki do zapewnienia optymalnej wydajności. Dowiesz się w nim, jak sprostać wymaganiom, utrzymać jakość podczas skalowania oraz skutecznie monitorować działanie tych aplikacji i modeli LLM. W tym rozdziale podkreślono, jak ważne są systematyczne ocenianie, obserwowanie i podejmowanie działań, by generatywna sztuczna inteligencja angażowała klienta i wpływała na decyzje mające skutki finansowe. Ponadto w tym rozdziale przedstawiono praktyczne strategie wdrażania i monitorowania aplikacji opartych na modelach LLM za pomocą takich narzędzi jak Fast API, Ray i najnowszych — LangServe i LangSmith. Te narzędzia mogą zautomatyzować ocenę i wskaźniki wspierające odpowiedzialne zastosowanie generatywnej sztucznej inteligencji we wszystkich branżach.


  W rozdziale 10. „Przyszłość modeli generatywnych” starano się przewidzieć potencjalne ulepszenia i wyzwania socjotechniczne generatywnej sztucznej inteligencji. Zbadano w nim wpływ tych technologii na ekonomię i społeczeństwo. W tym rozdziale znajdziesz próbę odpowiedzi na pytanie, czy sztuczna inteligencja będzie odbierać ludziom pracę, wprowadzać w obieg fałszywe informacje. Zastanowiono się w nim nad problemami natury etycznej, między innymi nad tym, czy sztuczna inteligencja działa zgodnie z ludzkimi wartościami. Ponieważ różne branże przygotowują się na zmiany wywołane rozwojem sztucznej inteligencji, zadaniem dużych przedsiębiorstw, ustawodawców i technologów jest stworzenie skutecznych ram zarządzania sztuczną inteligencją. W ostatnim rozdziale podkreślono, że ważne jest odpowiednie wykorzystanie sztucznej inteligencji, tak by zwiększała potencjał człowieka, a jednocześnie to, że należy przewidzieć ryzyka takie jak fałszywe informacje, odchylenia lub wykorzystanie sztucznej inteligencji jako broń. W tym rozdziale wyjaśniono, jak ważne są przejrzystość, etyka i równy dostęp do sztucznej inteligencji, aby rozwój sztucznej inteligencji szedł w dobrym kierunku.


  Co trzeba wiedzieć?


  Aby móc wyciągnąć z tej książki jak najwięcej, trzeba mieć podstawową wiedzę z zakresu języka programowania Python. Ponadto warto znać podstawy uczenia maszynowego.


  Pobieranie przykładów do książki


  Przykłady do tej książki znajdziesz pod linkiem: https://ftp.helion.pl/przyklady/genesz.zip.


  Konwencje typograficzne przyjęte w tej książce


  W niniejszej książce zastosowano szereg konwencji typograficznych.


  Kod w tekście: Wskazuje na słowa kodu użyte w tekście, na nazwy tabel bazodanowych i na dane wprowadzane przez użytkownika.


  Przykład: „Uruchom polecenie poetry install, by zainstalować niezbędne zależności”.


  Blok kodu jest zapisany w następujący sposób:

  from langchain.chains import LLMCheckerChain



  from langchain.llms import OpenAI



  llm = OpenAI(temperature=0.7)



  text = "Które ssaki składają największe jaja?" 




  Jeśli chcemy zwrócić Twoją uwagę na określony fragment kodu, używamy pogrubionej czcionki:

  from pandasai.llm.openai import OpenAI



  llm = OpenAI(api_token="TWÓJ_TOKEN_API")



  pandas_ai = PandasAI(llm) 




  Polecenia lub dane wyjściowe wyświetlane w wierszu poleceń są zapisywane w następujący sposób:

  pip install -r requirements.txt 




  Pochylona czcionka: Wskazuje na ścieżki, nazwy plików i folderów, rozszerzenia plików, skróty klawiszowe, elementy menu oraz nazwy użytkowników Twittera. Oto przykład: „Wybierz System info (informacje systemowe) z panelu Administration (administracja)”.


  Pogrubiona czcionka: Wskazuje na nowy termin, ważne słowo lub słowa.
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          Ważne uwagi są zapisywane w ten sposób.
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          Wskazówki przedstawiane są w ten sposób.

        
      

    
  


  
    Rozdział 1

    Czym jest generatywna sztuczna inteligencja?


    W ciągu ostatniego dziesięciolecia uczenie głębokie rozwinęło się na szeroką skalę i jest w stanie przetwarzać i generować nieustrukturyzowane dane takie jak tekst, obrazy czy wideo. Te zaawansowane modele sztucznej inteligencji stały się bardzo popularne w różnych branżach i obejmują modele LLM (ang. large language models, duże modele językowe). Obecnie jest wiele szumu wokół sztucznej inteligencji (AI, ang. artificial intelligence). Interesują się nią nie tylko media, ale również przemysł, co jest zrozumiałe, gdyż sztuczna inteligencja, tak rozwinięta jak dzisiaj, może mieć ogromny wpływ na przedsiębiorstwa, społeczeństwa i każdego z nas. Sztuczna inteligencja jest tak popularna, gdyż ta technologia niesamowicie się rozwija, ma wiele możliwych zastosowań oraz może zrewolucjonizować wiele branż.


    W tym rozdziale odkryjemy modele generatywne i ich zastosowania. Omówimy koncepcje techniczne i podejście do trenowania, dzięki któremu modele mogą wytwarzać nową zawartość. Nie będziemy się zagłębiać w generatywne modele dla dźwięku i wideo, natomiast postaramy się zrozumieć, jak techniki takie jak sieci neuronowe, ogromne zbiory danych i skala obliczeniowa umożliwiają modelom generatywnym poszerzenie możliwości w zakresie wytwarzaniu tekstu i obrazu. Odczarujemy sposób, w jaki te modele generują zawartość taką jak ta wytwarzana przez człowieka w wielu różnych dziedzinach. Czytelnicy, dzięki znajomości tych podstaw, będą umieli lepiej zauważyć szanse i określić wyzwania tej bardzo szybko rozwijającej się technologii.


    W tym rozdziale poruszymy następujące tematy:


    
      	Wprowadzenie do generatywnej sztucznej inteligencji.


      	Zrozumienie modeli LLM.


      	Czym są modele przekładające tekst na obraz?


      	Co sztuczna inteligencja może zrobić w innych dziedzinach?

    


    Zacznijmy od wprowadzenia słownictwa!


    Wprowadzenie do generatywnej sztucznej inteligencji


    Media niemal cały czas podają co rusz to nowe rewelacje dotyczące sztucznej inteligencji i jej potencjalnego wpływu. Można usłyszeć lub przeczytać o tym, jak rozwija się przetwarzanie języka naturalnego (NLP, ang. Natural Language Processing) i rozpoznawanie obrazów (ang. computer vision), a co więcej, często słyszymy o rozwijaniu tak zaawansowanych modeli jak GPT-4. Szczególnym zainteresowaniem cieszą się modele generatywne, ponieważ potrafią wytwarzać tekst, obrazy i inną kreatywną zawartość, której często nie można odróżnić od tej wytworzonej przez człowieka. Ponadto te modele mogą zapewnić bardzo wiele funkcjonalności, między innymi wyszukiwanie semantyczne, manipulowanie zawartością oraz klasyfikację. Dzięki temu poprzez automatyzację można zmniejszyć koszty, a kreatywność człowieka może wzrosnąć do niespotykanego wcześniej poziomu.
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            Generatywna sztuczna inteligencja to algorytmy, które mogą generować nową zawartość, w przeciwieństwie do analizowania istniejących danych i działania na nich tak jak w przypadku bardziej tradycyjnego, predyktywnego uczenia maszynowego lub systemów AI.

          
        

      
    


    Testy wzorcowe (ang. benchmark) badające wydajność wykonywania zadań w różnych dziedzinach są główną siłą napędową rozwoju tych modeli. Wykres z rysunku 1.1, zainspirowany wpisem zatytułowanym GPT-4 Predictions Stephena McAleese z bloga LessWrong, przedstawia, jak modele LLM stawały się coraz lepsze w teście MMLU (ang. Massive Multitask Language Understanding). Test MMLU został zaprojektowany, by oceniać wiedzę i zdolności rozwiązywania problemów z zakresu podstawowych obliczeń matematycznych, historii Stanów Zjednoczonych i informatyki, prawa i wielu innych dziedzin.
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    Rysunek 1.1. Średnia wydajność modeli LLM zbadana za pomocą testu MMLU
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            Zwróć uwagę, że choć większość wyników testów wzorcowych uzyskano przez monity z podaniem 5 przykładów, wyniki kilku modeli, takich jak GPT-2, PaLM i PaLM 2, uzyskano bez podawania przykładów.

          
        

      
    


    W tych testach widać znaczące postępy modeli generatywnych w ostatnich latach. Wśród nich wyróżniają się modele z ogólnie dostępnym interfejsem użytkownika od firmy OpenAI. Postęp jest szczególnie widoczny między wydaniami GPT-2 a GPT-3, a potem między GPT-3.5 a GPT-4. Jednak na te wyniki powinno się spoglądać z pewną dozą krytycyzmu, gdyż są samodzielnie zgłaszane i uzyskiwane poprzez zadawanie pytań bez przykładów lub z 5 przykładami. Uczenie bez przykładów oznacza, że modelom były po prostu zadawane pytania, natomiast w przypadku 5 przykładów poza pytaniami modelowi podawano 5 przykładów par pytanie i odpowiedź. Dodatkowe przykłady mogły się przełożyć na około 20-procentową lepszą wydajność, zgodnie z artykułem naukowym zatytułowanym Measuring Massive Multitask Language Understanding (napisanym przez Hendrycksa i innych, uaktualnionym w 2023 roku).


    Zarówno te modele, jak i ich trenowanie różnią się od siebie między innymi skalą, dostrajaniem instrukcji, dopracowaniem mechanizmów uwagi, co może się przekładać na wzrost wydajności. Przede wszystkim dzięki masowemu wzrostowi parametrów, z 1,5 miliarda (GPT-2) do 175 miliardów (GPT-3) i do ponad biliona (GPT-4), modele mogą uczyć się bardziej złożonych wzorców. W 2022 roku wprowadzono możliwość dostrajania modeli na podstawie instrukcji podanych przez człowieka już po zakończonym treningu. W ten sposób model może się uczyć, jak wykonywać zadanie na podstawie przykładów i informacji zwrotnych.


    Według testów wzorcowych kilka modeli ostatnio wykazywało lepszą wydajność niż przeciętny człowiek, choć ogólnie wciąż nie osiągnęły poziomu człowieka-eksperta. Te osiągnięcia inżynierii są imponujące, jednak należy pamiętać, że wydajność i poprawność działania tych modeli zależy od dziedziny. W teście GSM8K większość modeli wciąż pozostawia wiele do życzenia, gdyż nie potrafi rozwiązywać problemów matematycznych na poziomie szkoły podstawowej.


    Modele GPT (ang. Generative Pre-trained Transformer — generatywny wstępnie wytrenowany transformer), takie jak GPT-4 firmy OpenAI, stanowią najlepszy przykład rozwoju sztucznej inteligencji w zakresie modeli LLM. ChatGPT został przyjęty przez szeroką grupę odbiorców. Możliwości tego chatbota ciągle rosły wraz z kolejnymi wersjami i wzrostem rozmiaru modelu. Te roboty konwersacyjne mogą w czasie rzeczywistym generować odpowiedzi podobne do podawanych przez człowieka. Dzięki temu ChatGPT można stosować na bardzo wielu polach — od tworzenia oprogramowania, przez pisanie poezji, po komunikację biznesową.


    Jako że modele AI, takie jak GPT firmy OpenAI, cały czas się rozwijają, mogą stać się nieodłączonym zasobem w zespołach, które potrzebują dostępu do różnej wiedzy i umiejętności.


    I tak GPT-4 można porównać do omnibusa, który nigdy się nie męczy i nie żąda zapłaty (poza opłatami licencyjnymi i kosztami użycia API), a ponadto może podać informacje z zakresu matematyki i statystyki, makroekonomii, biologii czy prawa (te modele dobrze wypadają w egzaminie Uniform Bar Exam). Ponieważ modele AI stają się coraz bardziej profesjonalne i łatwej dostępne, prawdopodobnie będą miały znaczący wpływ na kształt pracy i nauki w przyszłości.
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            OpenAI to amerykańska firma badawcza, której celem jest rozwój i promowanie przyjaznej sztucznej inteligencji. Została założona w 2015 roku i od początku była wspierana przez wiele wpływowych osób i firm, którym zawdzięcza początkowe dofinansowanie na poziomie miliarda dolarów. Na początku OpenAI określało się jako organizacja non profit, współpracująca z innymi instytucjami i naukowcami, dzieląca się publicznie swoimi patentami i wynikami badań. W 2018 roku Elon Musk zrezygnował z bycia członkiem zarządu, podając jako powód potencjalny konflikt interesów z Teslą. W 2019 roku OpenAI przekształciło się w organizację zarobkową, a następnie firma Microsoft zainwestowała sporą kwotę w OpenAI i w rezultacie systemy OpenAI zostały zintegrowane z platformą Azure i silnikiem wyszukiwarki Bing. Za największe osiągnięcia firmy OpenAI uważa się narzędzie OpenAI Gym, które umożliwia tworzenie algorytmów wzmacniających uczenie, oraz generatywne modele GPT-n oraz DALL-E, generujący obrazy na podstawie tekstu.

          
        

      
    


    Dzisiaj ta technologia jest bardziej dostępna i można ją odpowiednio dostosować do danego przypadku użycia i dlatego te modele mogą dawać nowe możliwości ludziom z różnych środowisk. Te modele już pokazały swój potencjał w obszarach wymagających wysokiego poziomu rozumowania i zrozumienia problemu, choć jakość zwracanych rezultatów różni się w zależności od poziomu złożoności zadania.


    Modele generatywne wytwarzające obrazy przesunęły granice możliwości. Dzisiaj są w stanie wytwarzać zawartość wizualną oraz rozpoznawać obrazy, między innymi potrafią wykrywać obiekty, dzielić obraz na części, dodawać tytuły oraz podpisy.


    W następnym punkcie wyjaśnimy bardziej szczegółowo pojęcia: model generatywny, sztuczna inteligencja i uczenie maszynowe.


    Czym są modele generatywne?


    W mediach często, gdy jest mowa o tych nowych modelach, słyszy się określenie sztuczna inteligencja. W środowiskach zajmujących się sztuczną inteligencją żartuje się, że AI to wyszukane określenie dla uczenia maszynowego lub że AI to uczenie maszynowe w garniturze, tak jak pokazano na rysunku 1.2.
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    Rysunek 1.2. Uczenie maszynowe w garniturze. Obraz wygenerowany przez model Stable Diffusion v2.1 dostępny na stronie https://replicate.com/


    Warto wyraźniej rozgraniczyć pojęcia modelu generatywnego, sztucznej inteligencji, uczenia maszynowego, uczenia głębokiego i modelu językowego.


    
      	Sztuczna inteligencja (AI, ang. Artificial Intelligence) to szeroka dziedzina informatyki skupiona na tworzeniu inteligentnych agentów, które potrafią rozumować, uczyć się i działać autonomicznie.


      	Uczenie maszynowe (ML, ang. Machine Learning) to poddziedzina sztucznej inteligencji skupiona na rozwijaniu algorytmów, które potrafią się uczyć z danych.


      	Uczenie głębokie (ang. Deep Learning) używa głębokich sieci neuronowych, które mogą mieć wiele warstw, jako mechanizmu dla algorytmów ML w celu nauki złożonych wzorców na podstawie danych.


      	Modele generatywne są odmianą modelu ML i potrafią generować nowe dane na podstawie wzorców wyuczonych na danych wejściowych.


      	Modele językowe (LM, ang. Language Model) to modele statystyczne służące do przewidywania słów w sekwencji słów języka naturalnego. Niektóre modele językowe korzystają z uczenia głębokiego i są trenowane na ogromnych zestawach danych, stając się tym samym dużymi modelami językowymi (modelami LLM).

    


    Schemat z rysunku 1.3 pokazuje, jak modele LLM łączą w sobie na wielką skalę techniki uczenia głębokiego takie jak sieci neuronowe oraz modelowanie sekwencyjne z modelowania językowego.
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    Rysunek 1.3. Schemat różnych modeli. Modele LLM są połączeniem technik uczenia maszynowego z modelowaniem językowym


    Modele generatywne to rodzaj sztucznej inteligencji. Mają wielką moc i potrafią generować nowe dane przypominające dane treningowe. Modele generatywne przebyły bardzo długą drogę, by móc generować nowe przykłady na podstawie wzorców w danych treningowych. Te modele mogą obsługiwać różne rodzaje danych i są używane w różnych dziedzinach, między innymi dla tekstu, obrazu, muzyki i wideo.


    Modele generatywne wyróżniają się głównie tym, że mogą syntetyzować nowe dane, a nie tylko prognozować lub podejmować decyzje. Dzięki temu można je stosować do generowania tekstu, obrazów, muzyki i wideo.


    Nie wszystkie modele językowe są generatywne. Modele generatywne ułatwiają tworzenie syntetycznych danych do trenowania modeli sztucznej inteligencji, gdy rzeczywiste dane są niewystarczające lub gdy mamy do nich ograniczony dostęp. Taki sposób generowania danych zmniejsza koszt ich etykietowania oraz zwiększa skuteczność treningu. Oddział firmy Microsoft, Microsoft Research, zastosował to podejście (Textbooks Are All You Need, czerwiec 2023), aby wytrenować swój model phi-1. Wykorzystano model GPT-3.5 do stworzenia podręczników i ćwiczeń do nauki języka Python.


    Istnieją liczne rodzaje modeli generatywnych obsługujących wiele typów danych w różnych dziedzinach.


    
      	Tekst na tekst — modele generujące tekst z tekstu wejściowego, tak jak agenty konwersacyjne, na przykład: LLaMa 2, BPT-4, Claude i PaLM 2.


      	Tekst na obraz — modele generujące obrazy z tekstu, na przykład: DALL-E 2, Stable Diffusion i Imagen.


      	Tekst na dźwięk — modele generujące muzykę z tekstu, na przykład: Jukebox, AudioLM i MusicGen.


      	Tekst na wideo — modele generujące zawartość audiowizualną z tekstu, na przykład Phenaki, Emu Video.


      	Tekst na mowę — modele syntetyzujące mowę z tekstu, na przykład WaveNet i Tacotron.


      	Mowa na tekst — modele przekładające mowę na tekst [nazywane również ASR (ang. Automatic Speech Recognition, automatyczne rozpoznawanie mowy)], na przykład Whisper i SpeechGPT.


      	Obraz na tekst — modele generujące podpisy dla obrazów, na przykład CLIP i DALL-E 3.


      	Obraz na obraz — tego typu modele mają zastosowanie w zwiększaniu zestawu danych, między innymi za pomocą zwiększania rozdzielczości, zmiany stylu oraz uzupełniania braków w obrazie.


      	Tekst na kod — modele generujące kod programu z tekstu, na przykład Stable Diffusion i DALL-E 3.


      	Wideo na dźwięk — modele analizujące wideo i generujące pasującą do wideo ścieżkę dźwiękową, na przykład Soundify.

    


    Jest wiele więcej możliwości, które można rozważyć. Wymieniłem tylko kilka z nich, te, z którymi miałem do czynienia. Co więcej, samą kategorię tekstu moglibyśmy podzielić na mniejsze podkategorie, między innymi tekst na równania matematyczne z ChatGPT i Claude na czele lub tekst na kod, czyli modele generujące kod programu komputerowego na podstawie tekstu takie jak Minerva czy Gaactica albo modele generujące opis algorytmu takie jak AlphaTensor.


    Kilka modeli pracuje z różnymi rodzajami danych, zarówno na wejściu, jak i wyjściu. Przykładem modelu przyjmującego multimodalne dane na wejściu jest GPT-4V (model GPT-4 z rozpoznawaniem obrazu) firmy OpenAI, wydany we wrześniu 2023 roku. Ten model przyjmuje tekst i obrazy oraz ma lepsze optyczne rozpoznawanie znaków (OCR, ang. Optical Character Recognition) niż poprzednie wersje, dzięki czemu poprawniej odczytuje tekst z obrazów. Obrazy są opisywane za pomocą słów, a następnie jest stosowany filtr tekstowy. Dzięki temu można uniknąć ryzyka generowania nadmiernie rozbudowanych opisów obrazów.


    Jak widać na podanej powyżej liście przykładów modeli, tekst jest popularnym rodzajem danych wejściowych, który na wyjściu może być przekształcony na różne rodzaje danych, między innymi obraz, dźwięk i wideo. Dane wyjściowe mogą być również zamienione z powrotem na tekst lub na ten sam rodzaj danych. Modele LLM bardzo szybko się rozwijają dla danych tekstowych. Te modele mają wiele różnych możliwości przekształcania danych tekstowych na inne rodzaje danych i sprawdzają się w różnych dziedzinach. Niniejsza książka jest głównie poświęcona modelom LLM, choć przyjrzymy się również krótko innym modelom, szczególnie tym przekształcającym tekst na obraz. Tego rodzaju modele zwykle opierają się na architekturze transformera wytrenowanej na ogromnych zestawach danych poprzez samonadzorujące się uczenie.


    Ten szybki postęp pokazuje potencjał generatywnej sztucznej inteligencji w różnych dziedzinach. Firmy coraz bardziej interesują się możliwościami AI i widzą jej potencjalny wpływ na swoje procesy biznesowe. Jednak jest wiele istotnych wyzwań, którym trzeba stawić czoła, między innymi dostępność danych, moc obliczeniowa, tendencyjność danych, problemy z oceną, nieodpowiednie użycie modelu i inne kwestie socjologiczne. Więcej o tych wyzwaniach powiemy w rozdziale 10. „Przyszłość modeli generatywnych”.


    Zastanówmy się nad wspomnianym postępem bardziej i zadajmy sobie pytanie: dlaczego teraz?


    Dlaczego teraz?


    Generatywna sztuczna inteligencja, udostępniona szerszej publiczności w 2022 roku, zawdzięcza swój sukces kilku powiązanym ze sobą czynnikom. Rozwój i powodzenie modeli generatywnych opiera się na ulepszonych algorytmach, znacznym zwiększeniu się mocy obliczeniowej i rozwoju sprzętu, dostępności bardzo dużych zestawów danych z etykietami oraz aktywnej i współpracującej ze sobą społeczności badaczy, pomagających rozwijać narzędzia i techniki.


    To głównie dzięki tworzeniu coraz bardziej zaawansowanych metod matematycznych i obliczeniowych modele generatywne tak szybko się rozwijają. Przykładem takiej metody jest algorytm propagacji wstecznej, stworzony w 1980 roku przez Geoffreya Hintona, Davida Rumelharta oraz Ronalda Williamsa. Umożliwia on skuteczny i wydajny sposób trenowania wielowarstwowych sieci neuronowych.


    W 2000 roku sieci neuronowe zaczęły zyskiwać na popularności, gdyż naukowcy zaczęli tworzyć coraz to bardziej złożone architektury. Jednak punktem zwrotnym dla wydajności i możliwości tych modeli było nadejście uczenia głębokiego, rodzaju sieci neuronowej z wieloma warstwami. Co ciekawe, koncepcja uczenia głębokiego istniała już od pewnego czasu, a rozwój modeli generatywnych łączy się ze znaczącym rozwojem sprzętu, szczególnie z rozwojem procesorów graficznych (GPU, ang. Graphics Processing Units), które były motorem napędowym postępów na polu sztucznej inteligencji.


    Jak już wspomniano wcześniej, tańszy sprzęt z większymi możliwościami był kluczowym czynnikiem rozwoju modeli uczenia głębokiego. Modele te wymagają bardzo dużej mocy obliczeniowej, by można było je trenować i uruchamiać. Musimy brać tutaj pod uwagę wszystkie aspekty mocy przetwarzania, pamięci i miejsca na dysku. Wykres z rysunku 1.4 pokazuje koszt (wyrażony w dolarach na terabajt) przechowywania danych na różnych nośnikach, takich jak dyski twarde, urządzenia półprzewodnikowe, pamięć flash oraz pamięć wewnętrzna. Wykres został sporządzony na podstawie wykresu umieszczonego w artykule Our World in Data autorstwa Maxa Rosera, Hannah Ritchie i Edouarda Mathieu, opublikowanym na stronie https://ourworldindata.org/grapher/historical-cost-of-computer-memory-and-storage.
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    Rysunek 1.4. Koszt przechowywania od 1950 roku wyrażony w dolarach na terabajt


    W przeszłości trenowanie modelu uczenia głębokiego było zbyt drogie, jednak dzisiaj sprzęt jest dużo tańszy niż kiedyś i możliwe jest trenowanie większych modeli na dużo większych zestawach danych. Rozmiar modelu to jeden z czynników wpływających na to, jak bardzo wyniki zwrócone przez model są zbliżone do danych treningowych.


    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            Jak ważna jest liczba parametrów w modelach LLM?


            Im model ma więcej parametrów, tym lepiej wychwytuje związek między słowami i zdaniami. Prosty przykład: model LLM może się nauczyć, że jest bardziej prawdopodobne, iż po słowie „kot” wystąpi słowo „pies”, jeśli jest poprzedzone słowem „gonić”, nawet kiedy pomiędzy nimi znajduje się więcej słów. Z zasady im model jest bardziej pewny, tym lepiej będzie działał, na przykład będzie lepiej odpowiadał na pytania.


            Szczególnie można to zauważyć na modelach z od 2 do 7 miliardów parametrów. Takie modele mają nowe zdolności, między innymi generowanie kreatywnych tekstów w postaci wierszy, kodu, skryptów, utworów muzycznych, wiadomości elektronicznych czy listów, a nawet są w stanie wyczerpująco odpowiadać na trudne pytania otwarte.

          
        

      
    


    Ten zwrot ku większym modelom rozpoczął się około 2009 roku, gdy firma NVIDIA zapoczątkowała tak zwany wielki wybuch uczenia głębokiego. Procesory graficzne sprawdzają się szczególnie dobrze w obliczeniach z macierzami/wektorami, które są niezbędne do uczenia głębokiego sieci neuronowych. Procesory graficzne znacząco zwiększają prędkość i skuteczność tych systemów dzięki wielu rzędom wielkości i skróceniu czasu działania z tygodni do dni. Tutaj należy wyróżnić platformę CUDA firmy NVIDIA, która pozwala na bezpośrednie programowanie procesorów graficznych. Dzięki niej programiści i naukowcy mogą łatwiej niż kiedykolwiek wcześniej przeprowadzać eksperymenty i wdrażać złożone modele generatywne rewolucjonizujące rozpoznawanie obrazów, mowy, a ostatnio również modele LLM. W wielu artykułach naukowych można przeczytać, że do trenowania modelu wykorzystano procesor graficzny NVIDIA A100.


    W pierwszej dekadzie XXI wieku wiele rodzajów modeli generatywnych zaczęło zyskiwać przychylność. Autokodery (odmiana sieci neuronowej potrafiąca nauczyć się kompresować dane z warstwy wejściowej do danych reprezentatywnych, a następnie odtworzyć dane wejściowe) stanowiły podstawę dla bardziej zaawansowanych modeli, takich jak autokodery wariacyjne (VAE, ang. Variational Autoencoders), które ukazały się po raz pierwszy w 2013 roku. Autokodery wariacyjne, w przeciwieństwie do tradycyjnych koderów, wykorzystują wnioskowanie wariacyjne, aby nauczyć się rozkładu danych, co jest również określane mianem przestrzeni ukrytej danych wejściowych. Niemal w tym samym czasie, w 2014 roku, Ian Goodfellow i inni zaproponowali generatywne sieci przeciwstawne (GAN, ang. Generative Adversarial Networks).


    Na przestrzeni ostatnich dziesięciu lat znacząco ulepszono podstawowe algorytmy wykorzystywane w uczeniu głębokim. Mamy między innymi lepsze metody optymalizacji, bardziej zaawansowane architektury modeli oraz ulepszone techniki regularyzacji. Modele transformerów, wprowadzone w 2017 roku, będące kolejnym owocem tego postępu, otworzyły drzwi wielkoskalowym modelom, takim jak GPT-3. Transformery opierają się na mechanizmach uwagi i umożliwiły kolejny skok wydajności modeli generatywnych. Takie modele, między innymi BERT firmy Google czy GPT firmy OpenAI, mogą generować bardzo spójne teksty o odpowiednim kontekście.


    Duże znaczenie miał również rozwój technik uczenia przez transfer, które umożliwiają dostrajanie modeli wytrenowanych już dla jednego zadania na potrzeby innego, podobnego zadania. Dzięki tym technikom trenowanie wielkich modeli generatywnych jest wydajniejsze i bardziej praktyczne. Ponadto modele generatywne zawdzięczają wzrost swojej popularności i rozwój pojawieniu się bibliotek i narzędzi (TensorFlow, PyTorch i Keras), zaprojektowanych specjalnie do pracy z tymi sztucznymi sieciami neuronowymi. Co więcej, wspomniane biblioteki i narzędzia pozwoliły na ustandaryzowanie procesów tworzenia, trenowania i wdrażania modeli.


    Poza dostępnością tańszego i mocniejszego sprzętu pojawiły się również ogromne zestawy danych z etykietami, co także przyczyniło się do rozwoju modeli generatywnych. Wynika to faktu, że modele uczenia głębokiego, szczególnie te generatywne, w celu przeprowadzenia skutecznego treningu wymagają ogromnych ilości danych tekstowych. W ciągu ostatniej dekady mamy do czynienia z wysypem danych dostępnych w internecie, co pozwoliło się rozwijać takim modelom. Dzisiaj, gdy internet jest ogólnodostępny, można stosunkowo łatwo uzyskać bardzo duże zestawy danych tekstowych, obrazów i innych danych.


    Teraz można trenować modele na o wiele większych zestawach danych, co w przeszłości nie było możliwe. Aby dalej wspierać postęp modeli generatywnych, społeczność naukowców stworzyła testy wzorcowe i inne metody sprawdzające działanie modeli, między innymi wspomniany już test MMLU czy ImageNet dla klasyfikacji obrazów.


    Podsumowując, modelowanie generatywne jest fascynującą i bardzo szybko rozwijającą się dziedziną. Modele generatywne mogą zrewolucjonizować sposób naszej interakcji z komputerami, a ponadto mogą tworzyć oryginalne treści. Jestem bardzo podekscytowany tym, co przyniesie przyszłość w kwestii modeli generatywnych.


    Zrozumienie modeli LLM


    Modele generujące tekst, takie jak GPT-4 firmy OpenAI, mogą tworzyć spójne i poprawne pod względem gramatycznym teksty w różnych językach i formatach. Te modele mają praktyczne zastosowanie między innymi w tworzeniu treści i przetwarzaniu języka naturalnego. W tym celu tworzy się algorytmy zdolne zrozumieć i wygenerować tekst w naturalnym języku.


    Zadaniem modelowania językowego jest przewidywanie następnego słowa, znaku, a nawet zdania na podstawie poprzednich słów, znaków czy zdań w sekwencji. Innymi słowy, modelowanie językowe jest metodą kodowania zasad i struktur języka w taki sposób, by były zrozumiałe dla maszyny. Modele LLM są w stanie uchwycić gramatykę, składnię i semantykę ludzkiego języka. Te modele stanowią najważniejszą część większych zadań związanych z przetwarzaniem języka naturalnego, takich jak tworzenie zawartości, tłumaczenie, podsumowanie, tłumaczenie języka maszynowego oraz edycja tekstu (na przykład poprawa pisowni).


    Istota modelowania językowego, a szerzej mówiąc, przetwarzania języka naturalnego, opiera się w dużej mierze na jakości uczenia się reprezentacji. Generatywne modele językowe kodują informacje o tekstach, na których zostały wytrenowane, i generują na tej podstawie nowy tekst.
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            Podczas uczenia się z reprezentacji (ang. representation learning) model uczy się wewnętrznych reprezentacji nieprzetworzonych danych w celu wykonania zadania z zakresu uczenia maszynowego, zamiast polegać tylko na wyciąganiu cech. Na przykład model klasyfikujący obrazy uczący się z reprezentacji może nauczyć się przedstawiać obrazy na podstawie takich cech jak krawędzie, kształty i tekstury. Model nie ma dokładnych instrukcji, jakich cech szukać. Uczy się z reprezentacji nieprzetworzonych pikseli, dzięki czemu ma zdolność przewidywania.

          
        

      
    


    Ostatnio modele LLM są wykorzystywane do pisania esejów, pisania kodu, tłumaczeń i analizy sekwencji genetycznych. Szerzej patrząc, modele językowe mają wiele umiejętności, dzięki czemu mają bardzo szerokie zastosowania. Modele LLM mogą między innymi wykonywać następujące zadania:


    
      	Odpowiadanie na pytania. Roboty konwersacyjne uzbrojone w sztuczną inteligencję i wirtualne agenty mogą zapewnić wydajną obsługę dostosowaną do potrzeb danego człowieka przez skrócenie czasu oczekiwania na odpowiedź, a co za tym idzie, poprawiają jakość obsługi klienta i zwiększają jego zadowolenie. Tego typu systemy mogą być używane w określonych kontekstach, na przykład do rezerwacji stolików w restauracji czy zakupu biletów.


      	Automatyczne podsumowanie. Modele językowe mogą streszczać artykuły, publikacje naukowe i inne treści, a w konsekwencji użytkownicy końcowi mogą szybciej zdobyć informacje i je zrozumieć.


      	Analiza wydźwięku tekstu (ang. sentiment analysis). Modele językowe, poprzez analizę opinii i emocji wyrażonych w tekście, mogą pomóc wydajniej zrozumieć informacje zwrotne i opinie klientów.


      	Modelowanie tematyczne. Modele LLM mogą wychwytywać tematy i motywy całego dokumentu. Są w stanie określić grupy słów i ukryte struktury znaczeniowe.


      	Wyszukiwanie semantyczne. Modele LLM mogą się skupiać na zrozumieniu znaczenia poszczególnych dokumentów. Wykorzystują przetwarzanie języka naturalnego do interpretacji słów i koncepcji, poprawiając w ten sposób jakość wyszukiwania.


      	Tłumaczenie. Modele językowe potrafią tłumaczyć teksty z jednego języka na inny, wspierając globalną ekspansję przedsiębiorstw. Nowe modele generatywne dorównują produktom komercyjnym (na przykład aplikacji Google Tłumacz).

    


    Pomimo znaczących osiągnięć modele językowe wciąż mają pewne ograniczenia, jeśli chodzi o złożone rozumowanie matematyczne lub logiczne. Nie jest pewne, czy wraz ze zwiększaniem się rozmiaru modele językowe nabędą nowych umiejętności rozumowania. Ponadto modele LLM zwracają najbardziej prawdopodobne odpowiedzi w danym kontekście i czasami mogą zwracać zmyślone informacje, co określamy mianem halucynacji. Jest to zarówno wada, jak i zaleta, gdyż to pokazuje kreatywny potencjał modeli językowych. O halucynacjach powiemy więcej w rozdziale 5. „Tworzenie robota konwersacyjnego na kształt ChatGPT”, a na razie przejdźmy do bardziej szczegółowych kwestii technicznych leżących u podstaw modeli LLM.


    Co to jest GPT?


    Modele LLM to głębokie sieci neuronowe, biegłe w rozumieniu i generowaniu ludzkiego języka. Obecne generacje modeli LLM, takie jak ChatGPT, to architektury głębokich sieci neuronowych używające modelu transformera. Te modele przechodzą wstępny trening nienadzorowany na długich, ogromnych ilościach danych, dzięki czemu model uczy się wzorców językowych i struktur. Szybki rozwój tych modeli umożliwił stworzenie wszechstronnych modeli sztucznej inteligencji mających szerokie zastosowanie i pracujących z różnymi rodzajami danych, co przełożyło się na innowacyjne zastosowania oraz na zmiany w różnych gałęziach działalności gospodarczej.


    Siła, która wyróżnia najnowsze generacje modeli LLM z interfejsem (chatboty), tkwi w ich zdolności podawania spójnych i osadzonych w kontekście odpowiedzi, nawet podczas luźnej konwersacji z otwartymi pytaniami. Model generuje kolejne słowo na podstawie poprzednich słów i w ten sposób płynnie zwraca spójny tekst, który często trudno odróżnić od tekstu napisanego przez człowieka. Jednak zauważono, że ChatGPT czasami zwraca wiarygodne odpowiedzi, które tak naprawdę nie są poprawne i nie mają większego sensu, o czym ostrzegają sami twórcy ChatGPT, firma OpenAI. To zjawisko jest znane jako halucynacja i jest jedną z rzeczy, które należy brać pod uwagę, jeśli chodzi o modele LLM.


    Transformer jest architekturą uczenia głębokiego, wprowadzoną w 2017 roku przez badaczy z firmy Google i naukowców z Uniwersytetu w Toronto (w artykule zatytułowanym Attention Is All You Need, napisanym przez Vaswaniego i współpracowników). Transformer składa się z warstwy samouwagi (ang. self-attention) i jednokierunkowych sieci neuronowych typu fast-forward, dzięki czemu może skutecznie wychwytywać związek między słowami w zdaniu. Mechanizm uwagi pozwala modelowi skupić się na różnych częściach otrzymanego na wejściu zdania.


    Natomiast modele GPT (ang. Generative Pre-trained Transformer — generatywny wstępnie wytrenowany transformer) zostały wprowadzone w 2018 roku przez badaczy z firmy OpenAI. Pierwszym tego typu modelem był GPT-1 (Improving Language Understanding by Generative Pre-Training, Radford i inni). Proces wstępnego treningu obejmuje przewidywanie kolejnego słowa w sekwencji tekstu, zwiększając tym samym zdolność rozumienia języka, która jest mierzona na podstawie jakości danych wyjściowych. Po wstępnym treningu model może być dostrajany dla określonych zadań związanych z przetwarzaniem języka, na przykład na potrzeby analizy wydźwięku tekstu, tłumaczenia czy rozmowy. To połączenie uczenia nadzorowanego z nienadzorowanym przekłada się na lepsze działanie modeli GPT i zmniejsza wyzwania związane z trenowaniem modeli LLM.


    W ostatnim czasie ilość danych wykorzystywanych do trenowania modeli LLM radykalne się zwiększyła. Model GPT-1 wprowadzony przez firmę OpenAI w 2018 roku był trenowany na zestawie danych BookCorpus z 985 milionami słów. Model BERT, wypuszczony na rynek w tym samym roku, został wytrenowany na połączeniu zestawu BookCorpus z angielską Wikipedią, co w sumie dawało 3,3 miliarda słów. Teraz zbiory treningowe dla modeli LLM sięgają kilku bilionów tokenów.


    Wykres z rysunku 1.5 pokazuje rozwój modeli LLM.


    [image: Obraz]


    Rysunek 1.5. Modele LLM od modelu BERT po GPT-4 — rozmiar, rozmiar zestawu treningowego i organizacje. W przypadku modeli chronionych prawem autorskim podany rozmiar parametrów jest często szacunkowy


    Liczba punktów danych wskazuje na koszt trenowania wyrażony w petaFLOPach i petaFLOPach na sekundę w ciągu dnia. Ta ostatnia jednostka to przerób równy wykonaniu 1015 operacji w ciągu dnia. W tych obliczeniach operacje treningowe są szacowane jako przybliżona liczba operacji dodawania i mnożenia na podstawie użycia procesora graficznego.


    Jeśli chodzi o modele chronione prawem autorskim lub te z zamkniętym źródłem, ta informacja nie jest znana i w takich przypadkach na wykresie umieściłem krzyżyk. I tak na przykład w dokumentacji modelu XLNet nie ma informacji podanej we FLOPACH, ale jest informacja, że trening został przeprowadzony na chipach 512 TPU v3 i trwał 2,5 dnia.


    Modele GPT niesamowicie się rozwinęły, a firma OpenAI ze swoją serią modeli GPT-n jest liderem w tworzeniu bazowych modeli sztucznej inteligencji. Modele GPT potrafią przyjmować i zwracać nie tylko dane tekstowe. Model GPT-4 poza tekstem jest w stanie przetwarzać obrazy. Co więcej, modele GPT stanowią podstawę dla technologii przetwarzania tekstu na obraz, takich jak rozpraszanie i równoległe dekodowanie, co umożliwiło powstanie modeli VFM (ang. Visual Foundation Models, bazowe modele wizualizacji) dla systemów pracujących z obrazami.
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            Model bazowy (ang. foundation model) to ogromny model wytrenowany na olbrzymiej ilości danych, by mógł być wykorzystywany do szerokiego wachlarza zadań. W przypadku modeli GPT ten wstępny trening jest przeprowadzany na drodze uczenia nienadzorowanego.

          
        

      
    


    Model GPT-3 został wytrenowany na 300 miliardach tokenów i ma 175 miliardów parametrów, co jest niespotykaną dotychczas liczbą. Model GPT-4 jest najnowszym modelem GPT firmy OpenAI, jednak jego rozmiar i informacje dotyczące trenowania nie zostały opublikowane ze względu na konkurencję i kwestie bezpieczeństwa. Różne szacunki sugerują, że GPT-4 ma od 200 do 500 miliardów parametrów. Sam Altman, prezes firmy OpenAI, podał, że wytrenowanie modelu GPT-4 kosztowało ponad 100 milionów dolarów.


    Model konwersacyjny ChatGPT został wydany w listopadzie 2022 roku przez firmę OpenAI. ChatGPT opiera się na poprzednich modelach GPT (szczególnie na GPT-3) i jest zoptymalizowany na potrzeby dialogów. Używa połączenia rozmów między ludźmi odgrywającymi różne role oraz zestawu danych, w którym człowiek nadał odpowiednie etykiety dla oznaczenia oczekiwanego działania modelu. Ten model pokazuje doskonałe umiejętności, między innymi jeśli chodzi o zapamiętywanie wielu różnych informacji oraz dokładne śledzenie kontekstu w dłuższych dialogach.


    W marcu 2023 roku pojawił się model GPT-4, który był kolejną ważną oznaką postępu w tej dziedzinie. Podczas jego trenowania przez pół roku ciągle sprawdzano zgodność zwracanych odpowiedzi, dzięki czemu model dokonuje lepszej oceny oraz lepiej unika odpowiedzi na złośliwe i prowokacyjne pytania.


    Firma OpenAI nie jest chętna do podawania szczegółów technicznych, jednak według krążących informacji model GPT-4 ma 1,8 biliona parametrów i jest 10 razy większy niż model GPT-3. Co więcej, OpenAI było w stanie utrzymać koszty na rozsądnym poziomie dzięki wykorzystaniu modelu MoE (ang. Mixture of Experts, mieszanka ekspertów) składającego się z 16 ekspertów, po 111 miliardów parametrów każdy.


    Wygląda na to, że model GPT-4 został wytrenowany na około 13 bilionach tokenów. Jednak nie były to tokeny unikatowe, gdyż w tej liczbie uwzględnia się powtórzone reprezentacje danych w każdej epoce. Zestaw danych na potrzeby dostrajania modelu zawierał miliony wierszy instrukcji. Plotka, którą należy traktować z przymrużeniem oka, głosi, że firma OpenAI mogła zastosować spekulacyjne dekodowanie dla wnioskowania modelu GPT-4, to znaczy, że mniejszy model (model wyrocznia) mógłby przewidywać odpowiedzi dużego modelu, a te przewidziane odpowiedzi mogły przyspieszyć dekodowanie przez dostarczanie ich do większego modelu, a co za tym idzie, tokeny były pomijane. To ryzykowna strategia, ponieważ w zależności od progu ufności dla odpowiedzi modelu wyroczni jakość odpowiedzi mogłaby się znacznie pogorszyć.


    Istnieje również multimodalna wersja modelu GPT-4, która zawiera osobny koder obrazów, wytrenowany na połączonych danych tekstowych i wizualnych. W rezultacie model może czytać strony internetowe i mówić, co jest na obrazach oraz filmach.


    Jak widziałeś na rysunku 1.5, jest jeszcze sporo innych modeli poza tymi od OpenAI. Niektóre z nich mogą być zamiennikami dla modeli od OpenAI, które mają zamknięte źródło, dlatego teraz przyjrzymy się im bliżej.


    Inne modele LLM


    Do innych ważnych bazowych modeli GPT, poza tymi od firmy OpenAI, należy zaliczyć model PaLM 2 firmy Google DeepMind, który stanowi podstawę dla chatbota Bard. Choć model GPT-4 prowadzi pod względem wydajności w większości testów, inne modele wykazują podobną wydajność w niektórych zadaniach i miały swój wkład w rozwój modeli GPT.


    Model PaLM 2 ukazał się w maju 2023 roku i został wytrenowany z myślą o poprawie zdolności wielojęzycznych i rozumowania z jednoczesnym utrzymaniem wysokiej wydajności obliczeniowej. Posługując się różnymi skalami obliczeniowymi, autorzy (PaLM 2 Technical Report, Anil i inni) obliczyli optymalne skalowanie zestawu danych treningowych i parametrów. Model PaLM 2 jest mniejszy i wykazuje się szybszym i wydajniejszym wnioskowaniem, dzięki czemu ma szersze zastosowanie i szybciej zwraca odpowiedzi, co powoduje, że tempo interakcji jest bardziej naturalne.


    Testy modeli o różnych rozmiarach pokazały, że PaLM 2 w porównaniu ze swoim poprzednikiem, modelem PaLM, znacząco polepszył jakość wykonywania zadań, w tym zdroworozsądkowe rozumowanie w wielu językach, rozumowanie matematyczne i generowanie tekstów w języku naturalnym.


    Model PaLM 2 był również testowany na różnych oficjalnych egzaminach z biegłości językowej. Model zdawał egzamin z języka chińskiego (HSK 7-9 Pisanie i HSK 7-9 Ogólny), japońskiego (JPT A-C Ogólny), włoskiego (PLIDA C2 Pisanie i PLIDA C2 Ogólny), francuskiego (TCG Ogólny) i hiszpańskiego (DELE C2 Pisanie i DELE C2 Ogólny). Wszystkie te egzaminy były na poziomie C2 według Europejskiego Systemu Opisu Kształcenia Językowego (ESOKJ). Certyfikat na tym poziomie świadczy o biegłości i zaawansowanej znajomości języka. Model PaLM 2 uzyskał w większości najwyższe oceny.


    W lutym i lipcu 2023 roku firma Meta AI wypuściła, odpowiednio, modele LLaMa i LLaMa 2 (z 70 miliardami parametrów). To był ważny moment, gdyż te modele umożliwiały społeczności samodzielne ich rozwijanie, co zaowocowało wysypem modeli LLM z otwartym źródłem. Model LLaMa zapoczątkował powstanie takich modeli jak Vicuna, Koala, RedPajama, MPT, Alpaca i Gorilla. Model LLaMa 2, choć ukazał się niedawno, już zainspirował powstanie liczących się na rynku modeli piszących kod, między innymi WizardCoder.


    Te modele LLM, zoptymalizowane pod kątem prowadzenia dialogu, w większości testów osiągały lepsze wyniki niż inne modele z otwartym źródłem i według użytkowników dorównywały innym modelom z zamkniętym źródłem. Model LLaMa 2 z 70 miliardami parametrów działa na równi z modelem PaLM (z 540 miliardami parametrów) lub lepiej od niego, ale wciąż jest przepaść między modelem LLaMa 2 a GPT-4 czy PaLM-2-L.


    Model LLaMa 2 to zaktualizowana wersja modelu LLaMa 1. Model LLaMa 2 został wytrenowany na nowej mieszance publicznie dostępnych danych. Rozmiar zestawu do wstępnego treningu zwiększył się o 40% (2 biliony tokenów), podwoiła się długość kontekstu, a ponadto przyjęto technikę uwagi skupionej na zapytaniach (ang. grouped-query attention).


    Wydano różne odmiany modelu LLaMa 2, które różniły się liczbą parametrów (7, 13, 34 i 70 miliardów). Podczas gdy model LLaMa został wydany na niekomercyjnej licencji, model LLaMa 2 jest dostępny dla wszystkich, którzy chcą go używać do celów badawczych, a nawet komercyjnych.


    LLaMa 2-Chat został przetestowany pod względem bezpieczeństwa tak jak inne modele z otwartym i zamkniętym źródłem. Osoby, które go oceniały, wprowadziły około 2000 wrogich monitów, zarówno w przypadku pojedynczego pytania, jak i dłuższych dialogów.


    Modele Claude i Claude 2 to asystenty wyposażone w sztuczną inteligencję, stworzone przez firmę Anthropic. Po wnikliwej ocenie okazało się, że model Claude 2, który ukazał się w lipcu 2023 roku, jest jednym z najlepszych konkurentów modelu GPT-4 na rynku. Jest dużo lepszy od swojej poprzedniej wersji. Jest bardziej pomocny, „szczery” i nie kieruje się stereotypami. Ten model również dobrze sprawdza się w standardowych testach takich jak GRE czy MBE. Kluczowe zmiany to: zwiększony rozmiar kontekstu do 200 tysięcy tokenów, czyli dużo więcej niż gros dostępnych modeli, oraz dostępność do użytku komercyjnego i otwarte źródło. Co więcej, sprawdza się lepiej w pisaniu kodu, podsumowywaniu i rozumieniu długich dokumentów.


    Dokumentacja modelu Claude 2 zawiera sporo szczegółów i można tam znaleźć informacje o ograniczeniach tego modelu takich jak zmyślanie, tendencyjność, błędy rzeczowe i potencjalne nadużycia. Są to problemy, które dotykają wszystkich modeli LLM. Firma Anthropic pracuje nad rozwiązaniem tych problemów przez zastosowanie takich technik jak filtrowanie danych, redukcja stronniczości i wprowadzanie zabezpieczeń.


    Teraz już tylko kilka podmiotów rozwija modele LLM, gdyż to wymaga dużych zasobów obliczeniowych. W następnym punkcie przyjrzymy się tym organizacjom bliżej.


    Główni gracze na rynku modeli LLM


    Trenowanie ogromnej liczby parametrów na ogromnych zestawach danych wymaga znacznej mocy obliczeniowej i zespołu doświadczonych danologów i inżynierów danych. Model LLaMa 2 firmy Meta, z 70 miliardami parametrów, został wytrenowany na 1,4 biliona tokenów, a zestaw treningowy dla modelu PaLM 2, z 340 miliardami parametrów (mniej niż poprzednie modele LLM firmy Google AI) był większy i obejmował przynajmniej 100 języków. Wytrenowanie współczesnych modeli LLM kosztuje od 10 milionów do 100 milionów dolarów.


    Tylko kilka firm, widocznych na rysunku 1.5, było w stanie z powodzeniem wytrenować i wdrożyć ogromne modele. Największe firmy, takie jak Microsoft czy Google, zainwestowały w start-upy i nawiązały współpracę z innymi firmami, by wspierać rozwój tych modeli. Niektóre projekty są prowadzone razem przez firmy i uniwersytety, tak jak w przypadku Stable Diffusion, Soundify i DreamFusion.
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            Jest sporo firm i organizacji rozwijających generatywną sztuczną inteligencję, w tym modele LLM. Oto klika z nich:


            
              	OpenAI udostępniło źródło modelu GPT-2, jednak następne wersje tego modelu mają zamknięte źródło, z tym że sam model jest dostępny do użytku publicznego na stronach internetowych lub poprzez API.


              	Google (w tym oddział DeepMind) rozwinęło kilka modeli LLM, począwszy od modelu BERT po najnowsze modele Chinchilla, Gopher, PaLM i PaLM2. Choć niektóre z ich poprzednich modeli były na licencji open source, teraz firma utrzymuje w tajemnicy owoce swojej pracy.


              	Anthropic wypuściło modele Claude i Claude 2 do użytku publicznego na stronach internetowych. API jest na razie w wersji beta i dostępne dla ograniczonej grupy użytkowników. Źródło tych modeli jest zamknięte.


              	Meta udostępniło modele RoBERTa, BART i LLaMa 2, jak również parametry tych modeli (choć w większości przypadków bez możliwości użycia ich komercyjnie) oraz kod źródłowy w celu konfiguracji i trenowania modeli.


              	Microsoft rozwinął takie modele jak Turing-NG i Megatron-Turing-NLG, ale głównie skupił się na integracji swoich produktów z modelami OpenAI, a rozwijanie własnych modeli zeszło na drugi plan. Kod trenujący i parametry dla phi-1 zostały udostępnione do celów badawczych.


              	Stability AI, firma stojąca za Stable Diffusion, udostępniła wagi modelu na licencji niekomercyjnej.


              	Mistral, francuski start-up działający w branży AI, udostępnił darmowy w użyciu model z 7 miliardami parametrów, który działa dużo lepiej niż modele w podobnej wielkości. Model tej firmy został wytrenowany na zestawie prywatnych danych i powstał z myślą o wspieraniu społeczności skupionej wokół generatywnej sztucznej inteligencji, choć firma Mistral ma w swojej ofercie również komercyjne produkty.


              	EleutherAI to organizacja zrzeszająca naukowców pracujących nad ogólnodostępnymi modelami z otwartym źródłem, GPT-Neo i GPT-J.


              	Aleph Alpha, Alibaba oraz Baidu zapewniają dostęp do API i umożliwiają integrację swoich modeli z innymi produktami, zamiast dzielenia się parametrami i kodem użytym do trenowania.

            


            Jest jeszcze kilka mniejszych instytucji, między innymi Technology Innovation Institute (TII), instytut badawczy finansowany przez rząd Zjednoczonych Emiratów Arabskich. Udostępnił on źródło dużego modelu językowego Falcon do celów badawczych i użytku komercyjnego.

          
        

      
    


    Określanie parametrów generatywnych modeli jest skomplikowanym zadaniem, dlatego mniejsze firmy i organizacje, bez wystarczających mocy obliczeniowych i wiedzy, mogą mieć problem z wdrożeniem tych modeli, choć ostatnio, po publikacji modeli LLaMa, można zauważyć ważne sukcesy odniesione przez mniejsze firmy, na przykład przełom w zdolności pisania kodu przez modele.


    W następnym punkcie zobaczymy, jak na przestrzeni ostatnich lat rozwijały się uczenie głębokie i generatywne modele, dzięki czemu dzisiaj obserwujemy rozkwit umiejętności tych modeli oraz wzrost ich popularności.


    Przejdźmy do sedna sprawy — jak działają modele LLM i co znajduje się „pod ich maską”? Jak działają modele GPT?


    Jak działają modele GPT?


    Już od pewnego czasu stosuje się generatywny trening wstępny z wykorzystaniem takich metod jak modele Markova i inne techniki. Jednak modele językowe, takie jak BERT czy GPT, powstały dzięki architekturze głębokich sieci neuronowych transformera (Vaswani i inni, Attention Is All You Need, 2017), która była punktem zwrotnym w przetwarzaniu języka naturalnego i generatywnej sztucznej inteligencji.


    Transformer pozwolił przekroczyć granice w przetwarzaniu języka naturalnego, szczególnie w tłumaczeniach i rozumieniu języka. Neuronowe tłumaczenie maszynowe (NMT, ang. Neural Machine Translation) to dominujące podejście w tłumaczeniu maszynowym, wykorzystujące uczenie głębokie w celu uchwycenia zależności w zdaniu. Modele oparte na transformerach zwracały lepsze wyniki niż te oparte na poprzednich podejściach, takich jak rekurencyjne sieci neuronowe, a w szczególności sieci LSTM (ang. Long Short-Term Memory, długa pamięć krótkoterminowa).


    Architektura modelu transformera ma budowę koder-dekoder, gdzie koder mapuje sekwencję 
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