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    Opinie o książce


    Zafascynowała mnie ta książka. To rewelacyjna kompozycja niezwykle ważnych podstawowych teoretycznych informacji oraz szczegółowych, praktycznych kodów, skryptów i instrukcji. Jej lektura była dla mnie przyjemnością i z pewnością dla Ciebie też będzie! Na początku poznasz podstawy: modele generatywne, inżynierię monitu i inne zagadnienia. Następnie przejdziesz do dużych modeli językowych i ich wykorzystania w platformie Amazon SageMaker. Po opanowaniu podstaw poznasz różne metody dostrajania modeli i dotrzesz do sedna książki, gdzie nauczysz się tworzyć aplikacje potrafiące kontekstowo rozumować za pomocą modeli wykorzystujących różnego rodzaju dane, np. teksty i obrazy.


    — Jeff Barr, wiceprezes i główny popularyzator AWS


    Ta książka jest źródłem kompleksowych informacji o tworzeniu generatywnych rozwiązań bazujących na sztucznej inteligencji w chmurze AWS. Jej autorzy, Chris, Antje i Shelbee, wykonali imponującą pracę wyjaśniając na praktycznych przykładach kluczowe koncepcje multimodalnych dużych modeli językowych, dobre praktyki ich tworzenia i towarzyszące temu pułapki. Jest to źródło aktualnej wiedzy, dzięki której przyspieszysz swoją drogę od koncepcji do realizacji rozwiązań opartych na generatywnej sztucznej inteligencji.


    — Geeta Chauhan, liderka działu praktycznej sztucznej inteligencji w Meta


    Podczas opracowywania i wdrażania aplikacji opartych na generatywnej sztucznej inteligencji trzeba podejmować wiele skomplikowanych wyborów decydujących o jakości danych dostarczanych przez aplikację, jej opłacalności, skalowalności i niezawodności. Ta książka wyjaśnia tajniki podstawowych koncepcji, jak również zawiera praktyczne wskazówki umożliwiające podejmowanie takich decyzji i budowanie udanych aplikacji.


    — Brent Rabowsky, starszy menedżer, specjalista od sztucznej inteligencji /

    uczenia maszynowego, architekt rozwiązań w AWS


    Mało jest książek, które wyczerpująco opisują od początku do końca proces tworzenia i wdrażania modeli sztucznej inteligencji. Jeżeli wykorzystujesz uczenie maszynowe, ta książka jest Twoją lekturą obowiązkową!


    — Alejandro Herrera, analityk danych w Snowflake


    Ta książka zawiera głęboką wiedzę o budowie i zastosowaniach modeli generatywnej sztucznej inteligencji. Obejmuje cały proces ich tworzenia, nie tylko inżynierię monitu i dostrajanie. Musisz ją przeczytać, jeżeli zamierzasz robić coś nietrywialnego. Dzięki niej zdobędziesz wiedzę i narzędzia niezbędne do osiągnięcia tego celu.


    — Randy DeFauw, główny architekt rozwiązań w AWS


    Ilość dostępnych w internecie informacji na temat generatywnej sztucznej inteligencji może przytłoczyć każdego. Dlatego nie ma lepszego sposobu na rozpoczęcie pracy z tym zagadnieniem niż lektura tej książki. To przejrzysty, przemyślany, praktyczny przewodnik prowadzący od podstaw po zaawansowane tematy, takie jak dostrajanie parametrów i wdrażanie dużych modeli językowych w chmurze AWS. To niezwykle cenne źródło informacji dla każdego badacza i inżyniera danych!


    — Alexey Grigorev, główny analityk danych w OLX Group, założyciel DataTalks.Club


    To zdecydowanie najlepsza książka o praktycznych zastosowaniach generatywnej sztucznej inteligencji, jaką do tej pory przeczytałem. Antje, Chris i Shelbee stworzyli wyjątkowe źródło ponadczasowych informacji, które mam nadzieję będzie edukacyjnym materiałem na uniwersytetach. Zdecydowanie jest to lektura obowiązkowa dla każdego, kto chce tworzyć w chmurze AWS rozbudowane aplikacje oparte na generatywnej sztucznej inteligencji.


    — Olalekan Elesin, dyrektor platformy nauki o danych w HRS Group


    Jeżeli szukasz solidnych podstaw do nauki, jak tworzyć i wdrażać produkty i usługi oparte na generatywnej sztucznej inteligencji, nie potrzebujesz niczego poza tą książką. Jej autorzy, Chris Fregly, Antje Barth i Shelbee Eigenbrode, zawarli w niej głęboką wiedzę, dzięki której z nowicjusza zamienisz się w eksperta od zawiłości tworzenia, dostrajania i trenowania aplikacji. Jest to niezbędnik i lektura obowiązkowa dla każdego początkującego inżyniera AI, menedżera produktu, marketera i lidera biznesowego.


    — Lillian Pierson, założycielka Data-Mania


    Książka Generatywna sztuczna inteligencja na platformie AWS daje głęboki wgląd w innowacyjne techniki tworzenia aplikacji do przetwarzania różnego rodzaju danych i podejmowania kontekstowych decyzji. Czytelnik uzyska w niej kompleksowy obraz obejmujący zagadnienia teoretyczne, jak również praktyczne narzędzia niezbędne do tworzenia aplikacji opartych na generatywnej sztucznej inteligencji. To lektura obowiązkowa dla każdego, kto chce w pełni wykorzystać potencjał chmury AWS w tej dziedzinie.


    — Kesha Williams, dyrektor w Slalom Consulting i specjalista od uczenia maszynowego w AWS


    Krajobraz generatywnej sztucznej inteligencji ewoluuje bardzo szybko, więc książka obejmująca skondensowaną, obszerną, najistotniejszą wiedzę na ten temat jest czymś niewiarygodnym. Dobra robota!


    — Francesco Mosconi, szef działu analiz danych w Catalit

  


  
    Wprowadzenie


    W tej książce poznasz typowe zastosowania generatywnej sztucznej inteligencji i zadania, przed którymi stoi branża i środowisko akademickie. Zdobędziesz głęboką praktyczną wiedzę, dzięki której będziesz mógł wykorzystywać najnowocześniejsze istniejące modele i tworzyć od podstaw własne. Nauczysz się je przystosowywać do konkretnych danych, zadań, przypadków i zastosowań biznesowych.


    Ta książka jest przeznaczona dla entuzjastów sztucznej inteligencji i uczenia maszynowego, analityków danych oraz inżynierów, którzy chcą poznać podstawy techniczne i dobre praktyki trenowania, dostrajania i wdrażania modeli generatywnej sztucznej inteligencji. Przyjęliśmy założenie, że znasz język Python i podstawowe zagadnienia, takie jak sieci neuronowe, propagacja w przód i wstecz, aktywacja, gradient.


    Do zrozumienia przykładów kodu użytych w tej książce wystarczy podstawowa znajomość języka Python i platform głębokiego uczenia, takich jak TensorFlow czy PyTorch. Wiedza o chmurze AWS nie jest niezbędna, ale będzie przydatna w niektórych przykładach.


    Dogłębnie poznasz cykl życia generatywnej sztucznej inteligencji i takie zagadnienia jak inżynieria monitu, kontekstowe uczenie na kilku przykładach, wstępny trening i ocena modelu generatywnego, adaptacja domeny, PEFT (ang. Parameter-Efficient Fine-Tuning — dostrajanie efektywne parametryczne) i RLHF (ang. Reinforcement Learning From Human Feedback — uczenie przez wzmacnianie na podstawie informacji zwrotnych od człowieka).


    Poznasz w praktyce popularne duże modele językowe, takie jak Llama 2 (https://oreil.ly/6eU0H) i Falcon (https://oreil.ly/3seVt), jak również multimodalne modele generatywne Stable Diffusion (https://oreil.ly/D_gWo) i IDEFICS (https://oreil.ly/mX_Mm). Dostęp do nich uzyskasz za pośrednictwem stron Hugging Face Model Hub (https://oreil.ly/qqlzn), Amazon SageMaker JumpStart (https://oreil.ly/QtHib) lub Amazon Bedrock (https://oreil.ly/siP0v) — zarządzanej usługi dla generatywnej sztucznej inteligencji.


    Dowiesz się także, jak kontekstowo implementować technikę RAG[1] (ang. Retrieval-Augmented Generation — generowanie wspomagane pobieraniem) i agentowe przepływy decyzyjne[2]. Poznasz platformy aplikacyjne i biblioteki, takie jak LangChain (https://oreil.ly/XQYmh), ReAct[3] i PAL (ang. Program-Aided-Language — język wspomagany programowo), za pomocą których będziesz mógł wykorzystywać niestandardowe własne i zewnętrzne interfejsy API oraz źródła danych, np. wyszukiwarki internetowe i systemy partnerów.


    Na koniec poznasz przykłady wykorzystania wszystkich pojęć, platform i bibliotek generatywnej sztucznej inteligencji do przetwarzania różnego rodzaju treści, takich jak teksty, obrazy, dźwięki i filmy.


    Nie przejmuj się, jeżeli teraz nie zrozumiesz tego wszystkiego. W książce każdy temat jest szczegółowo opisany. Posiądziesz praktyczną wiedzę i doświadczenie, które pozwolą Ci budować nowoczesne aplikacje oparte na generatywnej sztucznej inteligencji. Zachwycisz swoich klientów, wyprzedzisz konkurencję i zwiększysz przychody!


    Konwencje typograficzne


    W książce zostały zastosowane następujące konwencje typograficzne:


    Czcionka pogrubiona


    Oznacza nowe pojęcia.


    Czcionka pochyła


    Oznacza adresy e-mail, nazwy plików i ich rozszerzenia.


    Czcionka o stałej szerokości


    Jest zastosowana w listingach, jak również w odwołaniach do elementów kodu, na przykład w nazwach zmiennych, funkcji, baz danych, typów, zmiennych środowiskowych, w instrukcjach i słowach kluczowych.


    Pogrubiona czcionka o stałej szerokości


    Oznacza instrukcje i inne ciągi znaków wpisywane przez użytkownika podczas konwersacji z asystentem sztucznej inteligencji.


    Pochyła czcionka o stałej szerokości


    Oznacza ciągi znaków, które muszą być zmienione na dane wprowadzone przez użytkownika lub inne dane wynikające z kontekstu opisu.
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            Oznacza poradę lub sugestię.
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            Zawiera ogólną informację.

          
        

      
    


    Przykłady kodów


    Dodatkowe materiały (przykładowe kody, ćwiczenia itp.) są dostępne pod adresem https://ftp.helion.pl/przyklady/geszin.zip.


    Książka ta ma pomóc Ci w pracy. Ogólnie rzecz biorąc, kodu znajdującego się w tej książce można używać we własnych programach i dokumentacjach bez proszenia kogokolwiek o zgodę, chyba że wykorzystasz duże fragmenty. Jeśli np. w pisanym programie użyjesz kilku fragmentów kodu z tej książki, nie musisz pytać o pozwolenie. Aby sprzedawać i rozprowadzać płyty CD-ROM z przykładami, trzeba mieć zezwolenie. Aby odpowiedzieć komuś na pytanie, cytując fragment tej książki wraz z kodem źródłowym, nie trzeba mieć zezwolenia. Aby wykorzystać dużą ilość kodu źródłowego z tej książki w dokumentacji własnego produktu, trzeba mieć pozwolenie.


    Informacje o źródle użytych fragmentów są mile widziane, ale niewymagane. Notka powinna zawierać nazwisko autora, tytuł publikacji, nazwę wydawcy oraz datę i miejsce publikacji, np. Chris Fregly, Antje Barth, Shelbee Eigenbrode, Generatywna sztuczna inteligencja na platformie AWS, Helion, Gliwice 2024.


    Podziękowania


    Wyrazy naszej wdzięczności niech przyjmą recenzenci, w szczególności Brent Rabowsky, Randy DeFauw, Sean Owen, Akhil Behl i Sireesha Muppala. Wasze opinie miały kluczowe znaczenie dla narracji, którą obraliśmy w tej książce, a dzięki Waszym wskazówkom i intuicji dopracowaliśmy szczegóły techniczne przykładowych kodów.


    Chris


    Dedykuję tę książkę mojej mamie, która stale zachęcała mnie do dzielenia się wiedzą z innymi. Zawsze cierpliwie słuchałaś, gdy mówiłem o swoim życiu, zadawałem pytania i szukałem odpowiedzi.


    Antje


    Dziękuję mojej rodzinie za zapewnienie mi świetnego wykształcenia i wsparcie w moich zawodowych przedsięwzięciach. W szczególności chcę podziękować mojemu bratu Kaiowi, który kupił mi pierwszego laptopa i zapewnił narzędzia niezbędne do studiów. To był impuls do mojej kariery w informatyce.


    Shelbee


    Dziękuję mojemu mężowi Steve’owi i córce Emily za to, że są moimi nieustającymi pytaniami „dlaczego?”, za wsparcie podczas pisania tej książki, zwłaszcza późnymi wieczorami i w długie weekendy. Chcę także podziękować mojemu psu Molly za cierpliwe pozowanie do zdjęć, które wykorzystałam jako dane wejściowe kilku multimodalnych modeli opisanych w tej książce!


    
      
        [1] Patrick Lewis i in., Retrieval-Augmented Generation for Knowledge-Intensive NLP Tasks (https://oreil.ly/ZDYm4), arXiv, 2021 r.

      


      
        [2] Jason Wei i in., Chain-of-Thought Prompting Elicits Reasoning in Large Language Models (https://oreil.ly/tqEvF), arXiv, 2022 r.

      


      
        [3] Shunyu Yao i in., ReAct: Synergizing Reasoning and Acting in Language Models (https://oreil.ly/qVR0N), arXiv, 2023 r.

      

    

  


  
    Rozdział 1.

    Podstawy generatywnej sztucznej inteligencji, przypadki użycia i cykl życia projektu


    W tym rozdziale poznasz kilka przykładów praktycznych zastosowań generatywnej sztucznej inteligencji, podstawowe modele i cykl życia projektu. Opisane przykłady obejmują m.in. inteligentne wyszukiwanie informacji, obsługę klienta przy użyciu zautomatyzowanego chatbota, streszczanie dialogów, moderowanie niebezpiecznych treści, personalizowanie filmów o produktach i generowanie kodu źródłowego.


    Poznasz również kilka usług generatywnej sztucznej inteligencji i opcji sprzętowych dostępnych w chmurze AWS (Amazon Web Services), m.in. Amazon Bedrock (https://oreil.ly/PNyAH), Amazon SageMaker (https://oreil.ly/Y44kE), Amazon CodeWhisperer (https://oreil.ly/Ov3hL), AWS Trainium (https://oreil.ly/WlAKI) i AWS Inferentia (https://oreil.ly/4dBwH). Są to elastyczne usługi i opcje sprzętowe umożliwiające tworzenie w chmurze AWS kompleksowych, kontekstowych, multimodalnych aplikacji wnioskujących.


    Przyjrzyjmy się kilku typowym przykładom użycia i zadaniom generatywnej sztucznej inteligencji.


    Przykłady użycia i zadania


    Generatywna sztuczna inteligencja, podobnie jak głębokie uczenie, jest technologią ogólnego przeznaczenia, wykorzystywaną do różnych celów, w różnych branżach i segmentach klientów. Istnieje wiele rodzajów zastosowań multimodalnych modeli sztucznej inteligencji. Poniższa lista obejmuje najpopularniejsze z nich wraz z przykładami użycia.


    Streszczanie tekstu


    Tworzenie krótszej wersji tekstu, na przykład podsumowania artykułu prasowego, dokumentu prawnego lub raportu finansowego, z zachowaniem głównych myśli, ale z użyciem mniejszej liczby słów lub akapitów, co umożliwia szybsze przyswojenie. Streszczenia są często wykorzystywane w rozmowach z obsługą klienta, ponieważ dają szybki wgląd w interakcje między klientem a konsultantem.


    Przepisywanie tekstu


    Modyfikowanie sformułowań w tekście w celu dostosowania go do innego odbiorcy, sformalizowania lub zmiany tonu. Przykładem jest przekształcenie formalnego dokumentu prawnego w mniej formalny, zawierający mniej specjalistycznych terminów, zrozumiały dla odbiorców mniej obytych z prawem.


    Wyodrębnianie informacji


    Wyodrębnianie z dokumentów takich informacji jak imiona i nazwiska, adresy, wydarzenia, liczby. Przykładem jest tworzenie w systemie ERP (ang. Enterprise Resource Planning — planowanie zasobów przedsiębiorstwa), np. SAP, zamówień na podstawie wiadomości e-mail.


    Zwykłe i wizualne odpowiadanie na pytania


    Udzielanie odpowiedzi na pytania dotyczące dokumentów, obrazów, filmów lub dźwięków. Przykładem zastosowania jest wewnętrzny chatbot odpowiadający na pytania pracowników dotyczące zatrudnienia i świadczeń.


    Wykrywanie szkodliwych treści


    Rozszerzenie zadania pytanie-odpowiedź. Generatywny model może odpowiadać na pytania o to, czy zadane teksty, obrazy, filmy lub dźwięki zawierają szkodliwe treści.


    Klasyfikowanie i moderowanie treści


    Kwalifikowanie treści, takich jak dokumenty, obrazy, filmy i dźwięki, do określonych kategorii. Przykładem zastosowania jest usuwanie wiadomości e-mail zawierających spam, filtrowanie nieodpowiednich obrazów, etykietowanie tekstowych zgłoszeń odbieranych przez obsługę klienta.


    Interfejs konwersacyjny


    Prowadzenie wielostronnych rozmów za pośrednictwem interfejsu podobnego do czatu w celu wykonania określonego zadania. Przykładem jest chatbot do zautomatyzowanej obsługi klienta lub prowadzenia sesji psychoterapeutycznych.


    Tłumaczenia językowe


    Tłumaczenia językowe były pierwszymi zastosowaniami generatywnej sztucznej inteligencji. Przykładem jest przetłumaczenie książki na język niemiecki w celu rozszerzenia grona klientów wydawnictwa. Inny przykład to konwersja kodu aplikacji z języka Python do Javy w celu przystosowania jej do istniejącego środowiska.


    Generowanie kodu źródłowego


    Tworzenie kodu źródłowego na podstawie opisu w języku naturalnym, a nawet odręcznego szkicu. Rysunek 1.1 przedstawia stronę internetową utworzoną w językach HTML i JavaScript na bazie szkicu narysowanego na serwetce w restauracji.


    [image: Obraz]


    Rysunek 1.1. Generowanie kodu interfejsu graficznego na podstawie odręcznego szkicu


    Wnioskowanie


    Analizowanie problemu w celu odkrycia potencjalnych nowych rozwiązań, kompromisów lub ukrytych szczegółów. Przeanalizujmy przykład kwartalnych sprawozdań w formie nagrań dźwiękowych oraz szczegółowych pisemnych raportów, wysyłanych inwestorom przez dyrektora finansowego. Model może analizować treści w różnych formatach i wyciągać wnioski na temat kondycji firmy, które nie wynikają wprost z nagrań ani tekstów.


    Maskowanie danych osobowych


    Model generatywny może w zadanym tekście maskować dane osobowe. To zastosowanie przydaje się w pracy z poufnymi danymi, z których trzeba usuwać informacje umożliwiające identyfikację osób.


    Spersonalizowany marketing i reklamy


    Generowanie spersonalizowanych opisów produktów, filmów lub reklam na podstawie profilu użytkownika. Przykładem jest tworzenie na stronie sklepu internetowego indywidualnych opisów produktów w zależności od wieku i sytuacji zalogowanego użytkownika. Rysunek 1.2 przedstawia przykładowe zdjęcia i opisy produktu skierowane do grup demograficznych obejmujących dorosłe osoby, dorosłych z dziećmi i dzieci.
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    Rysunek 1.2. Spersonalizowany marketing


    W tym przykładzie każdy klient sklepu widzi unikalny, wysoce spersonalizowany obraz oraz opis tego samego produktu, co przekłada się na większą liczbę kliknięć i sprzedaż.


    W każdym z opisanych zadań i przykładów generatywny model tworzy treść zrozumiałą dla człowieka, w języku zbliżonym do naturalnego. Te niesamowite efekty są możliwe dzięki architekturze sieci neuronowej zwanej transformerem, którą poznasz w rozdziale 3.


    W następnym podrozdziale dowiesz się, jak uzyskać dostęp do podstawowych modeli za pomocą centrów.


    Modele podstawowe i centra modeli


    Modele podstawowe to bardzo duże i skomplikowane sieci neuronowe zawierające miliardy parametrów (wag). Parametrom są nadawane wartości w fazie uczenia, często nazywanej treningiem wstępnym. Modele trenuje się na ogromnych zbiorach danych, nierzadko przez wiele tygodni, a nawet miesięcy, przy użyciu klastrów wydajnych procesorów CPU i GPU (ang. Graphics Processing Unit — układ przetwarzania obrazu). Modele po ustaleniu parametrów są w stanie przetwarzać złożone dane, takie jak treści w języku naturalnym, obrazy, filmy i dźwięki.


    Większość projektów wykorzystujących generatywną sztuczną inteligencję będziesz rozpoczynał od wybrania modelu dostępnego w centrum modeli, takim jak Hugging Face Model Hub (https://oreil.ly/47QTP), PyTorch Hub (https://oreil.ly/Y87Ps) lub Amazon SageMaker JumpStart (https://oreil.ly/UTDPL). Centrum zazwyczaj zawiera szczegółowe opisy modeli i przykłady ich użycia.


    W tej książce będziemy używać podstawowych modeli Llama 2 firmy Meta (Facebook, https://oreil.ly/itO5R), Falcon firmy Technology Innovation Institute (TII, https://oreil.ly/6IQER) oraz FLAN-T5 firmy Google (https://oreil.ly/hunYU), dostępnych w centrach Hugging Face i SageMaker JumpStart. Więcej informacji na temat modeli i ich centrów znajdziesz w rozdziale 3.


    Teraz poznaj cykl życia typowego projektu generatywnej sztucznej inteligencji, który będzie wykorzystywany w pozostałej części książki.


    Cykl życia projektu generatywnej sztucznej inteligencji


    Nie istnieje oficjalny cykl życia projektu generatywnej sztucznej inteligencji. Rysunek 1.3 przedstawia ogólny schemat, który będziemy wykorzystywać w najważniejszych etapach naszej podroży przez aplikacje oparte na sztucznej inteligencji. Dzięki tej książce nauczysz się intuicyjnie unikać trudności i podejmować trafne decyzje.
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    Rysunek 1.3. Schemat cyklu życia projektu generatywnej sztucznej inteligencji


    Przyjrzyjmy się poszczególnym elementom cyklu życia projektu.


    Rozpoznanie przypadku


    Tak jak w każdym projekcie, najpierw trzeba określić jego zakres, w tym konkretny przypadek i zadanie, które trzeba zrealizować za pomocą generatywnej sztucznej inteligencji. Zalecamy rozpoczynanie od wybrania jednego, dobrze udokumentowanego przykładu użycia. Ułatwi to poznanie środowiska modelu, jego możliwości i ograniczeń oraz pozwoli uniknąć konieczności jego optymalizacji pod kątem określonego zadania. Modele są w stanie wykonywać różne zadania i na początku trudno jest ocenić i zoptymalizować model pod kątem określonego zastosowania.


    Eksperymenty i wybór


    Modele generatywnej sztucznej inteligencji są w stanie skutecznie wykonywać różnego rodzaju zadania. Trzeba jednak ustalić, czy istniejący model jest odpowiedni do danego zastosowania. W rozdziale 2. dowiesz się, jak pracować z gotowymi podstawowymi modelami, wykorzystując inżynierię monitu i uczenie kontekstowe.


    Jak się przekonasz w rozdziale 3., pracę najczęściej zaczyna się od wybrania istniejącego modelu podstawowego. Takie podejście znacznie przyspiesza wprowadzenie produktu na rynek, ponieważ nie wymaga wstępnego trenowania modelu, które zajmuje mnóstwo zasobów, wymaga cierpliwości, użycia bilionów słów, obrazów, filmów lub dźwięków, wykonania wielu obliczeń i poświęcenia mnóstwa czasu. Często wstępny trening modelu zajmuje miliony godzin procesora GPU.


    Wybierając model, należy również brać pod uwagę jego wielkość, ponieważ ma ona wpływ na sprzęt i koszty niezbędne do treningu i obsługi. Większe modele zazwyczaj lepiej przystosowują się do większej liczby zadań. Zdarzają się jednak wyjątki, a ponadto zależy to od danych wykorzystywanych do treningu i dostrajania.


    Zalecamy testowanie różnych modeli pod kątem wybranego przypadku i zadania. Aby szybko wykonać iteracje i poznać metody interakcji, można zacząć od istniejącego, dobrze udokumentowanego, niewielkiego, wymagającego małej ilości sprzętu modelu podstawowego, zawierającego np. 7 miliardów parametrów, a następnie przejść do większego, obejmującego np. 175 miliardów parametrów.


    Pracę będziesz zazwyczaj zaczynał od użycia środowiska testowego Amazon SageMaker JumpStart lub Amazon Bedrock. Jak się przekonasz w rozdziale 2., w ten sposób można szybko testować różne modele i monity. Następnie możesz użyć skryptu w języku Python i notatnika Jupyter lub środowiska IDE (ang. Integrated Development Environment — zintegrowane środowisko programistyczne), takiego jak Visual Studio Code lub Amazon SageMaker Studio, przygotować niestandardowe zbiory danych i eksperymentować z modelami. Gdy model będzie gotowy do użycia na większą skalę, możesz go przenieść do klastra umożliwiającego rozproszone realizowanie zadań, np. SageMaker, wykorzystującego wydajne procesory NVIDIA GPU (https://oreil.ly/lEmvQ) lub AWS Trainium. Ten temat będzie opisany w rozdziale 4.


    Na początku nie będziesz musiał używać akceleratorów. Będzie to jednak konieczne w przypadku bardziej złożonych modeli, wymagających długotrwałego opracowywania. Im szybciej poznasz nietypowe, czasami niejasne aspekty programowania akceleratorów, takich jak procesory NVIDIA GPU lub AWS Trainium, tym lepiej. Na szczęście wielu zawiłości możesz uniknąć dzięki oferowanym przez producentów bibliotekom NVIDIA CUDA i AWS Neuron SDK.


    Adaptacja, dostosowanie i ulepszenie


    Ważne jest dostosowanie modelu generatywnego do konkretnej domeny, użycia i zadania. Rozdziały 5., 6., 7. i 11. są poświęcone dostrajaniu modeli za pomocą niestandardowych zbiorów danych pod kątem określonych celów biznesowych.


    Modele generatywne coraz bardziej upodabniają się do ludzi, dlatego ważne jest, aby funkcjonowały zgodnie z ludzkimi wartościami i preferencjami, czyli ogólnie dobrze się zachowywały. W rozdziałach 7. i 11. opiszemy technikę RLHF (ang. Reinforcement Learning From Human Feedback — uczenie przez wzmacnianie na podstawie informacji zwrotnych od człowieka) umożliwiającą dostrajanie modelu generatywnego, aby był przydatny, uczciwy i nieszkodliwy. Technika ta jest kluczowym elementem znacznie szerszego obszaru odpowiedzialnej sztucznej inteligencji.


    Modele generatywne dysponują ogromną wiedzą i ilością informacji, ale często trzeba je uzupełniać o aktualne wiadomości i poufne dane dotyczące firmy. W rozdziale 9. poznasz metody wzbogacania modeli za pomocą zewnętrznych źródeł danych lub interfejsów API.


    Ocena


    Poprawne wdrożenie aplikacji opartej na generatywnej sztucznej inteligencji wymaga wykonania mnóstwa iteracji. Dlatego ważne jest właściwe zdefiniowanie kryteriów oceny i punktów odniesienia, aby móc mierzyć poziom dostrojenia modelu. Ten temat będzie opisany w rozdziale 5. Ocena modelu nie jest tak prosta jak w tradycyjnym uczeniu maszynowym. Pozwala jednak kontrolować udoskonalanie go na etapie adaptacji i dostosowania, w szczególności pod kątem zgodności z celami biznesowymi i preferencjami ludzi.


    Wdrożenie i integracja


    Gotowy, dobrze dostrojony, dostosowany model można wdrożyć i zintegrować z aplikacją. W rozdziale 8. dowiesz się, jak optymalizować model pod kątem wnioskowania, lepszego wykorzystania zasobów i zmniejszania opóźnień, aby spełniał potrzeby użytkowników. Nauczysz się również wykorzystywać punkty końcowe Amazon SageMaker do wdrażania modeli w instancjach obliczeniowych AWS Inferentia, zoptymalizowanych pod kątem wnioskowania generatywnego. Punkty SageMaker doskonale nadają się do zarządzania modelami, ponieważ są wysoce skalowalne, odporne na błędy i dostosowywalne. Oferują m.in. możliwość wykonywania testów A/B, wdrażanie w tle i automatyczne skalowanie modeli.


    Monitorowanie


    System gromadzenia wskaźników i monitorowania pracy wszystkich komponentów modelu generatywnej sztucznej inteligencji należy odpowiednio skonfigurować, tak jak każdy system produkcyjny. W rozdziałach 8. i 12. dowiesz się, jak w chmurze AWS wykorzystywać do tego celu usługi Amazon CloudWatch i CloudTrail. Można je elastycznie konfigurować za pomocą konsoli AWS lub pakietu AWS SDK. Są również zintegrowane z innymi usługami, m.in. z Amazon Bedrock opisaną w rozdziale 12., przeznaczoną do zarządzania generatywną sztuczną inteligencją.


    Generatywna sztuczna inteligencja w chmurze AWS


    W tym podrozdziale poznasz usługi i funkcje specjalnie zaprojektowane pod kątem generatywnej sztucznej inteligencji w chmurze AWS. Przedstawia je rysunek 1.4. Dowiesz się również o korzyściach płynących z korzystania z tej chmury.
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    Rysunek 1.4. Usługi i funkcje chmury AWS wspomagające generatywną sztuczną inteligencję


    Dostawcy tworzą i przygotowują do wstępnego treningu modele podstawowe, wymagające wydajnych i kosztownych zasobów obliczeniowych oraz pamięci masowych. Chmura AWS oferuje szereg platform i infrastruktur do budowania modeli. Są to m.in. samodzielnie zarządzane instancje obliczeniowe zoptymalizowane pod kątem generatywnej sztucznej inteligencji, np. Amazon EC2 (https://oreil.ly/xJipS), jak również usługi zarządzane, np. Amazon SageMaker (https://oreil.ly/4aFoy), przeznaczone do trenowania i wdrażania modeli. Ponadto chmura oferuje własne akceleratory zoptymalizowane pod kątem trenowania i wdrażania modeli generatywnych (odpowiednio AWS Trainium i AWS Inferentia).


    Akcelerator AWS Trainium został opracowany specjalnie z myślą o wydajnych i tanich obciążeniach treningowych, a AWS Inferentia o wysokowydajnym i tanim wnioskowaniu. Opcje infrastruktury AWS zoptymalizowane pod kątem generatywnej sztucznej inteligencji są wykorzystywane przez dostawców i trenerów modeli.


    Trenerzy dostosowują lub dopasowują modele podstawowe do konkretnych domen, zastosowań i zadań. Zwykle wymagane są do tego celu nie tylko pamięci masowe i zasoby obliczeniowe, ale także narzędzia dające dostęp do szeregu modeli podstawowych i eliminujących potrzebę zarządzania infrastrukturą. Trenerzy oprócz zoptymalizowanej infrastruktury mają dostęp do szerokiej gamy popularnych modeli podstawowych, a także narzędzi do ich dostosowywania, m.in. wbudowanych funkcjonalności Amazon Bedrock i Amazon SageMaker JumpStart.


    Amazon Bedrock to w pełni zarządzana usługa dająca dostęp do modeli oferowanych przez firmę Amazon (np. Titan) i popularnych dostawców zewnętrznych (np. AI21 Labs, Anthropic, Cohere i Stability AI). Dzięki niej można łatwo eksperymentować z dostępnymi modelami, jak również indywidualnie dostosowywać je do własnych danych, integrować i wdrażać w aplikacjach. Agenci usługi są w pełni zarządzani, umożliwiają dodatkową personalizację modeli na podstawie własnych źródeł danych oraz realizowanie zadań.


    Usługa Amazon SageMaker JumpStart (https://oreil.ly/AcuaW) daje dostęp zarówno do publicznych, jak i autorskich modeli podstawowych. Umożliwia wdrażanie modeli podstawowych w czasie rzeczywistym za pomocą punktów końcowych Amazon SageMaker oraz dostrajanie dostępnych modeli. Automatycznie generuje kody do ich wdrażania i dostrajania. Można ją dodatkowo rozszerzać za pomocą zarządzanego środowiska Amazon SageMaker Studio (https://oreil.ly/mcXmf). Dzięki niemu można wykorzystywać bez ograniczeń dowolne modele podstawowe, a nie tylko te dostępne w centrum modeli.


    Dostosowanie modelu do konkretnego zastosowania, zadania lub domeny często wymaga rozszerzenia go o dodatkowe dane. Chmura AWS oferuje wiele opcji implementacji magazynowania i osadzania wektorów. Opcje te są wykorzystywane w technice RAG (ang. Retrieval-Augmented Generation — generowanie wspomagane pobieraniem) umożliwiającej efektywne pobieranie z zewnętrznych źródeł danych potrzebnych do dostosowania modelu. Dostępne opcje obejmują silnik wektorowy dla usługi Amazon OpenSearch Serverless (https://oreil.ly/bDKdG) oraz wtyczkę k-NN (https://oreil.ly/RnsRD) do usługi Amazon OpenSearch Service (https://oreil.ly/DtPA4). Ponadto w bazach Amazon Aurora PostgreSQL (https://oreil.ly/FhHSQ) i Amazon Relational Database Services (RDS) dla PostgreSQL (https://oreil.ly/DtgJe) można za pomocą wbudowanego rozszerzenia pgvector (https://oreil.ly/2BAZ1) zapisywać wektory.


    Jeżeli potrzebujesz w pełni zarządzanej usługi semantycznego przeszukiwania danych specyficznych dla wybranej domeny, skorzystaj z Amazon Kendra (https://oreil.ly/KfbZz), która automatycznie tworzy osadzenia i zarządza nimi.


    Chmura AWS oferuje wiele opcji udostępniania aplikacjom modeli generatywnych. Wykorzystując szerokie spektrum pakietów zarządzanych usług, można tworzyć niestandardowe aplikacje bazujące na generatywnej sztucznej inteligencji. Na przykład usługa Amazon CodeWhisperer umożliwia kodowanie w różnych językach. Zwiększa produktywność programistów dzięki funkcjom skanowania kodu pod kątem podatności na ataki, sugerowaniu poprawek i atrybucji kodu.


    AWS HealthScribe (https://oreil.ly/Rk7yx) to kolejna spakowana usługa skierowana do branży opieki zdrowotnej. Automatycznie generuje notatki z rozmów pacjentów z lekarzami.


    Usługa Amazon QuickSight Q (https://oreil.ly/BZAyv) zawiera wbudowane funkcjonalności umożliwiające użytkownikom zadawanie w naturalnym języku pytań dotyczących danych, uzyskiwanie odpowiedzi i generowanie wizualizacji dających lepszy wgląd w dane.


    W tej książce skupimy się głównie na zagadnieniach opisanych w podrozdziale „Cykl życia projektu generatywnej sztucznej inteligencji” oraz na tworzeniu aplikacji wykorzystujących generatywną sztuczną inteligencję. Często podczas zagłębiania się w etapy cyklu życia projektu będziemy się odwoływać do opisanych usług Amazon SageMaker JumpStart i Amazon Bedrock.


    Teraz gdy poznałeś kilka podstawowych usług przeznaczonych dla generatywnej sztucznej inteligencji, przyjrzyjmy się niektórym korzyściom z korzystania z chmury AWS podczas tworzenia aplikacji.


    Dlaczego chmura AWS?


    Kluczowe korzyści z korzystania z chmury AWS podczas tworzenia aplikacji wykorzystujących generatywną sztuczną inteligencję obejmują wysoką elastyczność i szeroki wybór usług, funkcje bezpieczeństwa, zarządzanie na poziomie korporacyjnym, najnowocześniejsze funkcjonalności generatywnej sztucznej inteligencji, niskie koszty operacyjne w pełni zarządzanych usług, dostępność gotowych rozwiązań i usług oraz bogatą historię ciągłych innowacji. Przyjrzyjmy się bliżej każdej z nich na konkretnych przykładach.


    Wysoka elastyczność i szeroki wybór usług


    Chmura AWS oferuje nie tylko szereg usług i funkcji przystosowanych do różnych zastosowań, ale też szeroki wybór modeli generatywnych. Dzięki temu można nie tylko dobierać modele do konkretnych zastosowań, ale także je zmieniać i ciągle oceniać pod kątem wykorzystania nowych możliwości.


    Funkcje bezpieczeństwa i zarządzanie na poziomie korporacyjnym


    Chmura AWS oferuje funkcje bezpieczeństwa i zarządzania, które są ważne w najbardziej sformalizowanych branżach. Na przykład usługa SageMaker trenowania i wdrażania modeli oraz Amazon Bedrock oferują krytyczne funkcjonalności ochrony danych, izolacji sieci, kontroli dostępu, autoryzacji użytkowników i wykrywania zagrożeń.


    Najnowocześniejsze funkcjonalności generatywnej sztucznej inteligencji


    Chmura AWS oferuje modele rozwijane przez firmę Amazon, jak również przez zewnętrznych dostawców, modele otwarte i autorskie. Wykorzystuje w tym celu usługi Amazon Bedrock i Amazon SageMaker JumpStart. Oprócz tego dysponuje infrastrukturą AWS Trainium i AWS Inferentia do trenowania i wdrażania modeli na dużą skalę.


    Niskie koszty operacyjne


    Jak wspomnieliśmy wcześniej, wiele usług i funkcji AWS związanych z generatywną sztuczną inteligencją jest udostępnianych za pośrednictwem infrastruktury zarządzanej, usług bezserwerowych i rozwiązań pakietowych. Dzięki temu użytkownik nie musi zarządzać infrastrukturą i może skupić się na modelach i aplikacjach oraz wykorzystaniu rozwiązań i usług.


    Bogata historia ciągłych innowacji


    Chmura AWS ma bogatą historię innowacji popartą wieloletnim doświadczeniem nie tylko w rozwoju infrastruktury, ale też sztucznej inteligencji.


    Chmura AWS oferuje szeroki zakres głębokich, rozszerzalnych funkcjonalności wspomagających generatywną sztuczną inteligencję we wszystkich zastosowaniach, przeznaczonych zarówno dla dostawców modeli, jak i trenerów czy użytkowników. Umożliwia również tworzenie niestandardowych aplikacji. Ten temat jest opisany w następnym podrozdziale.


    Tworzenie aplikacji opartych na generatywnej sztucznej inteligencji w chmurze AWS


    Aplikacje oparte na generatywnej sztucznej inteligencji obejmują nie tylko generatywne modele. Wymagają użycia wielu niezawodnych, skalowalnych i bezpiecznych komponentów, niezależnie od tego, czy są przeznaczone dla użytkowników, czy systemów. Ilustruje to rysunek 1.5.


    [image: Obraz]


    Rysunek 1.5. Aplikacje oparte na generatywnej sztucznej inteligencji obejmują nie tylko modele podstawowe


    Wszystkie funkcjonalności spakowanej usługi generatywnej sztucznej inteligencji, takiej jak Amazon CodeWhisperer, są udostępniane użytkownikowi w całkowicie abstrakcyjnej formie. Chmura AWS oferuje szeroki zakres usług niezbędnych do tworzenia kompleksowych aplikacji. Rysunek 1.6 przedstawia niektóre z nich.
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    Rysunek 1.6. Szeroki zakres usług chmury AWS umożliwiających tworzenie aplikacji opartych na generatywnej sztucznej inteligencji


    Podsumowanie


    W tym rozdziale poznałeś podstawy generatywnej sztucznej inteligencji, kilka przykładów jej zastosowań oraz cykl życia projektu obejmujący rozpoznanie przypadku, inżynierię monitu (rozdział 2.), wybór modelu podstawowego (rozdział 3.), dostrojenie (rozdziały 5. i 6.), dostosowanie do preferencji ludzi (rozdział 7.), wdrożenie (rozdział 8.), integrację z zewnętrznymi źródłami danych i agentami (rozdział 9.).


    Etapy wymagające intensywnych obliczeń, m.in. dostrajanie i dostosowanie do preferencji ludzi, można efektywnie realizować dzięki algorytmom kwantyzacji i rozproszonego przetwarzania danych (rozdział 4.). Algorytmy te przyspieszają iteracyjny cykl tworzenia modeli generatywnej sztucznej inteligencji.


    W rozdziale 2. poznasz kilka wskazówek technicznych i dobrych praktyk przydatnych podczas pracy z podstawowymi modelami językowymi (rozdział 3.), multimodalnymi modelami podstawowymi (rozdziały 10. i 11.), centrum modeli Amazon SageMaker JumpStart (rozdział 3.) i zarządzaną usługą Amazon Bedrock (rozdział 12.).

  


  
    Rozdział 2.

    Inżynieria monitu i uczenie kontekstowe


    W tym rozdziale poznasz kilka wymagających niewielkiego kodowania metod interakcji z modelami generatywnej sztucznej inteligencji, w szczególności inżynierię monitu i uczenie kontekstowe. Jak się przekonasz, formułowanie monitów to zarówno nauka, jak i sztuka, dzięki której model generuje lepsze, trafniejsze odpowiedzi. Nauczysz się też kilku dobrych praktyk definiowania monitów i ich szablonów, dzięki którym będziesz mógł w pełni wykorzystywać możliwości modeli.


    Dowiesz się, jak stosować uczenie kontekstowe i umieszczać w kontekście wraz z danymi wejściowymi kilka par monitów i uzupełnień (np. pytań i odpowiedzi). W wyniku uczenia kontekstowego model wykazuje tendencję do udzielania odpowiedzi podobnych do określonych za pomocą tych par. Zmiana zachowania generatywnego modelu na czas realizacji pojedynczego żądania jest jedną z jego najbardziej niezwykłych cech.


    Na koniec poznasz kilka najczęściej wykorzystywanych parametrów, m.in. temperaturę i Top K, określających kreatywność modelu podczas tworzenia treści.


    Danymi wejściowymi modeli językowych są monity, a wyjściowymi generowane uzupełnienia. Jak się teraz przekonasz, oba rodzaje danych składają się z tokenów.


    Monity i uzupełnienia


    Modele generatywnej sztucznej inteligencji potrafią wprawdzie przetwarzać różnego rodzaju dane wejściowe, ale najczęściej są to dane tekstowe, tzw. monity (ang. prompt), które zawierają instrukcje, kontekst i wszelkie dodatkowe warunki realizacji zadania. Przykładowe monity to „Podsumuj następujący tekst” lub „Kto wygrał mistrzostwa World Series w baseballu w 2016 roku?”.


    Odpowiedzią modelu jest uzupełnienie (ang. completion) zawierające wynik wykonania zadania. Zazwyczaj jest to tekst, ale mogą to być innego rodzaju dane, pod kątem których model został przetrenowany, np. obrazy, filmy lub dźwięki. W dalszej części rozdziału dowiesz się, jak formułować tekstowe monity, aby uzyskiwać pożądane uzupełnienia, natomiast w rozdziale 11. poznasz monity multimodalne.


    Tokeny


    Monity i uzupełnienia w języku naturalnym są zdaniami, natomiast model generatywny przekształca je w sekwencje tokenów, czyli fragmentów słów. Model jest w stanie odzwierciedlić ogromny zasób słów za pomocą stosunkowo niewielkiego zbioru od 30 000 do 100 000 tokenów.
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            Z reguły przyjmuje się, że na jedno słowo przypada 1,3 tokenu, ale ten przelicznik może być różny. Taką wartość przyjmuje się do szacowania kosztów usług bazujących na tokenach. Zazwyczaj podawana jest cena za każdy milion tokenów.

          
        

      
    


    Model językowy, wykorzystując niewielki zasób słownictwa, jest w stanie podczas wstępnego treningu nauczyć się rozumieć język naturalny. Danymi treningowymi są miliony dokumentów. Dla modelu dokument jest po prostu sekwencją znanych mu tokenów. Więcej na temat wstępnego treningu dowiesz się w rozdziale 3.


    Modele uczenia maszynowego i sztucznej inteligencji, szczególnie modele generatywne, wykorzystują podczas przetwarzania danych reguły statystyki, algebry liniowej, rachunku prawdopodobieństwa, funkcje strat i mnożenie macierzy. Są to operacje głębokiego uczenia wykonywane na liczbach, a nie tekstach, obrazach czy filmach.


    Inżynieria monitu


    Inżynieria monitu to nowa, fascynująca technika dostosowywania modelu do konkretnych zadań i zastosowań. Umiejętnie stosowana pozwala w pełni wykorzystać możliwości modelu i aplikacji opartych na sztucznej inteligencji.


    Dane wejściowe modelu noszą nazwę monitu. Monit zawiera tekst (w przypadku modelu językowego) lub inne dane, na przykład obraz lub film (w przypadku modelu multimodalnego). Na jego podstawie model w procesie wnioskowania generuje uzupełnienie. Oto kilka przykładów par monitów i uzupełnień (pytań i odpowiedzi).


    Monit:

    Kto wygrał mistrzostwa World Series w baseballu w 2016 r.?




    Uzupełnienie:

    Chicago Cubs wygrali mistrzostwa World Series w 2016 r., pokonując Cleveland Indians w emocjonującej serii siedmiu meczów. Ten tytuł zakończył najdłuższą, trwającą 108 lat stagnację tego zespołu w historii Major League Baseball.




    Aby uzyskać poprawną, dokładną odpowiedź, trzeba poeksperymentować z różnymi monitami, ponieważ niektóre modele są dość gadatliwe. Inżynieria monitu polega na wykonywaniu wielu iteracji z różnymi subtelnościami językowymi, których skuteczność często zależy od procesu wytrenowania modelu.


    Wiele chatbotów jest dostrajanych za pomocą danych oznaczonych etykietami przez człowieka. Często odbywa się to w procesie uczenia przez wzmacnianie, które będzie opisane w rozdziale 7. Czasami monity i uzupełnienia są dodatkowo oznaczane prefiksami, np. Użytkownik: i Asystent:, umożliwiającymi odróżnienie ról, danych wejściowych i odpowiedzi. W terminologii inżynierii monitu powyższe prefiksy są często określane odpowiednio jako oznaczenie danych wejściowych i oznaczenie danych wyjściowych.


    Ten sam przykład monitu i uzupełnienia, dotyczący modelu wytrenowanego do roli asystenta, wykorzystujący oznaczenia danych wejściowych i wyjściowych, wygląda następująco:


    Monit:

    Użytkownik: Kto wygrał mistrzostwa World Series w baseballu w 2016 r.?




    Uzupełnienie:

    Asystent: Chicago Cubs wygrali mistrzostwa World Series w 2016 r., pokonując Cleveland Indians w emocjonującej serii siedmiu meczów. Ten tytuł zakończył najdłuższą, trwającą 108 lat stagnację tego zespołu w historii Major League Baseball.




    Pamiętaj, że struktura monitu jest bardzo indywidualną cechą modelu. W przypadku użycia innych oznaczeń danych wejściowych i wyjściowych można uzyskać wyniki niezgodne z oczekiwaniami. Dlatego przed rozpoczęciem eksperymentów z nowym modelem należy sprawdzać strukturę jego monitu. Tę informację zazwyczaj można znaleźć w dokumentacji lub karcie modelu.


    Przyjrzyjmy się teraz kilku typowym strukturom monitu i technikom inżynierii umożliwiającym pełne wykorzystanie możliwości standardowych modeli generatywnej sztucznej inteligencji.


    Struktura monitu


    W poprzednim przykładzie monit miał prostą strukturę, typową dla wirtualnego asystenta. Bardziej rozbudowana struktura zawiera takie sekcje jak instrukcja, kontekst, oznaczenie danych wejściowych i wyjściowych. Przyjrzyjmy się teraz dwóm pierwszym sekcjom.


    Instrukcja


    Instrukcja to tekst opisujący zadanie, które model ma wykonać. Kontynuując poprzedni przykład, do monitu można dodać instrukcję, aby model wygenerował jednozdaniowe podsumowanie.


    Monit:

    Użytkownik: Odpowiedz na poniższe pytanie jednym zdaniem:



    Kto wygrał mistrzostwa World Series w baseballu w 2016 r.?




    Uzupełnienie:

    Asystent: Drużyna Chicago Cubs wygrała mistrzostwa World Series w 2016 r., pokonując Cleveland Indians w emocjonującej serii siedmiu meczów, która zakończyła się wynikiem 8:7 w dogrywce.




    Jak widać, model rzeczywiście odpowiedział jednym zdaniem.


    Aby model wygenerował oczekiwany wynik, instrukcja musi być prosta, jasna, dokładna, zrozumiała i kontekstowa. Im bardziej szczegółową instrukcję otrzyma model, tym lepiej zrealizuje zadanie. Zapewniając właściwy kontekst, ułatwia się modelowi rozpoznanie zadania lub tematu.


    Kontekst


    Kontekst oznacza istotne, szczegółowe informacje, dzięki którym model jest w stanie rozpoznać zadanie lub temat i odpowiednio zareagować. Kontekst może obejmować wcześniejszą konwersację, informacje wprowadzające lub konkretne żądania użytkownika. Stanowi punkt odniesienia dla modelu, umożliwiający generowanie lepszych, dokładniejszych odpowiedzi. Dzięki niemu interakcja użytkownika z modelem jest bardziej spójna i sensowna.


    Popularną techniką umożliwiającą uzyskanie pożądanego wyniku jest definiowanie kontekstu w formie przykładowych par monitów i uzupełnień. W zależności od liczby użytych par technika ta nosi nazwę uczenia na jednym przykładzie (ang. one-shot learning) lub uczenia na kilku przykładach (ang. few-shot learning). Zdolność modelu do uczenia się na podstawie przykładów i do odpowiedniego dostosowywania swoich reakcji nosi nazwę uczenia kontekstowego (ang. in-context learning). To zagadnienie poznasz dokładniej w następnym podrozdziale.


    Przykłady 2.1, 2.2 i 2.3 stanowią zmodyfikowane wersje opisanego wcześniej przykładu. Wykorzystują bardziej rozbudowaną strukturę monitu obejmującą 
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