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    O autorze


    Maxim Lapan jest entuzjastą uczenia głębokiego i niezależnym badaczem. Jego wiedza i 15-letnie doświadczenie zawodowe w zakresie programowania i architektury systemów dotyczy wielu zagadnień, od niskopoziomowych sterowników jądra Linuksa, aż po optymalizację wydajności i projektowanie aplikacji rozproszonych, działających w tysiącach serwerów. Dzięki rozległemu doświadczeniu związanemu z dużymi zbiorami danych, uczeniem maszynowym i rozproszonymi systemami obliczeniowymi wysokiej wydajności, a także dzięki znajomości innych dyscyplin ma zdolność wyjaśniania skomplikowanych spraw za pomocą prostych słów i trafiających w wyobraźnię przykładów. Obecne interesuje się praktycznymi zastosowaniami uczenia głębokiego, takimi jak głębokie przetwarzanie języka naturalnego i głębokie uczenie przez wzmacnianie.


    Maxim mieszka z rodziną w Moskwie.


    Chciałbym podziękować mojej rodzinie — żonie Oldze i dzieciom: Kseni, Julii i Fedorowi za cierpliwość oraz wsparcie. Tworzenie tej książki było trudnym projektem, którego nie mógłbym zrealizować bez Waszej pomocy, dlatego bardzo dziękuję! Julia i Fedor wykonali świetną robotę podczas gromadzenia próbek dla platformy MiniWoB (rozdział 16., „Nawigacja w sieci”) i testowania umiejętności agenta w grze Czwórki (rozdział 23., „AlphaGo Zero”).

  


  
    O recenzentach


    Mikhail Yurushkin ma tytuł doktora. Obszarami jego badań są obliczenia wysokiej wydajności i optymalizacja projektowania kompilatorów. Mikhail jest starszym wykładowcą na Południowym Uniwersytecie Federalnym w Rostowie nad Donem. Prowadzi zaawansowane kursy uczenia głębokiego z zakresu widzenia komputerowego i przetwarzania języka naturalnego. Od ponad ośmiu lat zajmuje się programowaniem w języku C++ na wielu platformach, uczeniem maszynowym i uczeniem głębokim. Jest przedsiębiorcą i założycielem kilku start-upów technologicznych, w tym BroutonLab — firmy zajmującej się danologią, która specjalizuje się w tworzeniu oprogramowania opartego na sztucznej inteligencji.


    Per-Arne Andersen jest doktorantem w dziedzinie głębokiego uczenia przez wzmacnianie na Uniwersytecie w Agder w Norwegii, a także autorem kilku artykułów technicznych na temat zastosowania uczenia przez wzmacnianie w grach. Otrzymał nagrodę dla najlepszego studenta od Brytyjskiego Towarzystwa Komputerowego za badania nad uczeniem przez wzmacnianie opartym na modelach. Per-Arne jest również ekspertem w dziedzinie bezpieczeństwa sieci — zajmuje się tą dziedziną od 2012 roku. Interesuje się uczeniem maszynowym, uczeniem głębokim, bezpieczeństwem sieci i uczeniem przez wzmacnianie.


    Sergey Kolesnikov jest inżynierem ds. badań naukowych i przemysłowych o ponadpięcioletnim doświadczeniu w uczeniu maszynowym, uczeniu głębokim oraz uczeniu przez wzmacnianie. Obecnie pracuje nad aplikacjami przemysłowymi, które dotyczą widzenia komputerowego, przetwarzania języka naturalnego i systemów rekomendacji. Jest zaangażowany w badania naukowe związane z uczeniem przez wzmacnianie. Interesuje się również sekwencyjnym podejmowaniem decyzji i psychologią. Sergey jest zwycięzcą konkursu NeurIPS i apologetą otwartego oprogramowania. Jest także twórcą Catalyst — wysokopoziomowej platformy PyTorch służącej do przeprowadzania badań i projektowania z wykorzystaniem uczenia głębokiego i uczenia przez wzmacnianie.

  


  
    Wstęp


    W książce zaprezentowano zagadnienia związane z uczeniem przez wzmacnianie, które jest dziedziną uczenia maszynowego. Dotyczy ona ogólnych i w większości trudnych problemów związanych z optymalizacją uczenia w złożonych środowiskach. Proces uczenia jest sterowany wyłącznie wartością nagrody i obserwacjami uzyskanymi ze środowiska. Używany model jest bardzo ogólny i można go zastosować w wielu praktycznych sytuacjach — od grania w gry po optymalizację złożonych procesów produkcyjnych.


    Dziedzina uczenia przez wzmacnianie rozwija się bardzo szybko ze względu na wysoki poziom uniwersalności i ogólności. Cieszy się dużym zainteresowaniem wśród badaczy, którzy próbują udoskonalać istniejące metody lub tworzyć nowe, jak i praktyków zainteresowanych rozwiązywaniem problemów w najbardziej efektywny sposób.


    Dlaczego napisałem tę książkę?


    Książka jest próbą wypełnienia oczywistej luki polegającej na braku pozycji, która zawierałaby praktyczne i uporządkowane informacje o metodach i środkach wykorzystywanych w uczeniu przez wzmacnianie. Na całym świecie prowadzi się wiele badań. Prawie codziennie są publikowane artykuły naukowe, a większość konferencji dotyczących uczenia głębokiego, na przykład Neural Information Processing Systems (NeurIPS) czy International Conference on Learning Representations (ICLR), jest poświęcona metodom uczenia przez wzmacnianie. Istnieje również kilka dużych grup badawczych zajmujących się zastosowaniem metod uczenia przez wzmacnianie w robotyce, medycynie, systemach wieloagentowych i innych dziedzinach.


    Chociaż dokumenty zawierające opisy najnowszych badań są łatwo dostępne, mają zbyt wysoki poziom abstrakcji i specjalizacji, aby można je było łatwo zrozumieć. Jeszcze gorzej przedstawia się sytuacja związana z praktycznymi aspektami uczenia przez wzmacnianie, ponieważ nie jest zawsze oczywiste, w jaki sposób można przejść od abstrakcyjnej metody opisanej w artykule naukowym za pomocą trudno zrozumiałej formy matematycznej do działającej implementacji rozwiązującej rzeczywisty problem.


    Zainteresowani mają więc problem ze zrozumieniem metod i rozwiązań przedstawionych w dokumentach i zaprezentowanych na konferencjach. Co prawda na specjalistycznych blogach traktujących o różnych aspektach uczenia poprzez wzmacnianie pojawiają się bardzo dobre wpisy ilustrowane realnymi przykładami, ale ograniczony format pozwala na pokazanie tylko jednej lub dwóch metod, i to bez możliwości zademonstrowania, w jaki sposób są one ze sobą powiązane. Ta książka jest próbą rozwiązania tego problemu.


    Zastosowana metoda


    W książce zaprezentowałem wiele praktycznych rozwiązań. Każda metoda została zaimplementowana w różnych środowiskach, od najprostszego do dość złożonego. Postarałem się, aby przykłady były łatwe do zrozumienia. Było to możliwe dzięki wysokiej skuteczności i potędze biblioteki PyTorch. Z drugiej strony złożoność i wymagania związane z przykładami odpowiadają możliwościom technicznym hobbystów, którzy nie mają dostępu do bardzo dużych zasobów obliczeniowych, takich jak klastry kart graficznych (GPU) czy bardzo wydajne stacje robocze. Ufam, że dzięki temu zagadnienia związane z uczeniem przez wzmacnianie trafią do znacznie szerszej publiczności, nie tylko do grup badawczych lub dużych firm zajmujących się sztuczną inteligencją. Ponieważ mamy do czynienia z uczeniem głębokim, zalecany jest dostęp do kart graficznych. Około połowa przykładów przedstawionych w książce może wykorzystywać możliwości procesorów GPU.


    Oprócz typowych przykładów zastosowania uczenia przez wzmacnianie, takich jak gry Atari lub rozwiązywanie problemów ze sterowaniem ciągłym, w książce jest dostępnych kilka rozdziałów (10., 14., 15., 16. i 18.), które zawierają większe projekty ilustrujące sposoby wykorzystania metod w przypadku bardziej skomplikowanych zadań. Chociaż te przykłady nadal nie są pełnymi, realnymi projektami (w przeciwnym razie należałoby im poświęcić oddzielną książkę), dobrze pokazują, w jaki sposób paradygmat uczenia przez wzmacnianie może zostać użyty w przypadku dziedzin wykraczających poza standardowe zastosowania.


    W pierwszych trzech częściach książki zaprezentowałem w pełni samodzielne przykłady wraz z kodem źródłowym. Doprowadziło to czasem do powtarzania się fragmentów programów (w większości przypadków pętle treningowe są do siebie bardzo podobne), ale wierzę, że swoboda bezpośredniego dostępu do metody, którą chcesz poznać, jest ważniejsza niż uniknięcie kilku powtórzeń. Wszystkie przykłady użyte w książce są dostępne pod adresem https://ftp.helion.pl/przyklady/glucz2.zip.


    Dla kogo jest przeznaczona książka?


    Główną grupą docelową są osoby, którzy już mają pewną wiedzę o uczeniu maszynowym, ale chcą w praktyce zrozumieć, na czym polega działanie uczenia przez wzmacnianie. Czytelnik powinien znać język Python i podstawy uczenia głębokiego oraz maszynowego. Zrozumienie zagadnień statystycznych i teorii prawdopodobieństwa będzie przydatne, ale nie jest warunkiem koniecznym do zrozumienia większości materiałów zaprezentowanych w książce.


    Co znajduje się w książce?


    Rozdział 1. „Czym jest uczenie przez wzmacnianie?”. Wprowadzenie do zagadnienia uczenia przez wzmacnianie i prezentacja głównych modeli formalnych.


    Rozdział 2. „Zestaw narzędzi OpenAI Gym”. Praktyczne aspekty zastosowania metod uczenia przez wzmacnianie wykorzystujących bibliotekę Gym opartą na otwartych źródłach.


    Rozdział 3. „Uczenie głębokie przy użyciu biblioteki PyTorch”. Omówienie biblioteki PyTorch.


    Rozdział 4. „Metoda entropii krzyżowej”. Użycie jednej z najprostszych metod uczenia przez wzmacnianie w celu zaprezentowania sposobów rozwiązań przykładowych problemów.


    Rozdział 5. „Uczenie tabelaryczne i równanie Bellmana”. Prezentacja rodziny metod uczenia przez wzmacnianie opartych na wartościach.


    Rozdział 6. „Głębokie sieci Q”. Analiza głębokich sieci Q (DQN), które są rozszerzeniem podstawowych metod opartych na wartościach, dzięki czemu mogą służyć do rozwiązywania skomplikowanych zadań.


    Rozdział 7. „Biblioteki wyższego poziomu uczenia przez wzmacnianie”. Opis biblioteki PTAN, wykorzystanej w książce do uproszczenia implementacji metod uczenia przez wzmacnianie.


    Rozdział 8. „Rozszerzenia sieci DQN”. Szczegółowy przegląd nowoczesnych rozszerzeń metody DQN, które poprawiają jej stabilność i jakość w przypadku obsługi złożonych środowisk.


    Rozdział 9. „Sposoby przyspieszania metod uczenia przez wzmacnianie”. Przegląd metod umożliwiających szybsze wykonywanie kodu uczenia przez wzmacnianie.


    Rozdział 10. „Inwestowanie na giełdzie za pomocą metod uczenia przez wzmacnianie”. Pierwszy praktyczny projekt, który dotyczy wykorzystania metody DQN do inwestowania na giełdzie.


    Rozdział 11. „Alternatywa — gradienty polityk”. Wprowadzenie do kolejnej rodziny metod uczenia przez wzmacnianie opartych na trenowaniu polityk.


    Rozdział 12. „Metoda aktor-krytyk”. Prezentacja jednej z najczęściej stosowanych metod w uczeniu przez wzmacnianie.


    Rozdział 13. „Asynchroniczna wersja metody aktor-krytyk”. Rozszerzenie metody aktor-krytyk poprzez zastosowanie równoległego środowiska komunikacyjnego w celu poprawy jej stabilności i jakości.


    Rozdział 14. „Trenowanie chatbotów z wykorzystaniem uczenia przez wzmacnianie”. Projekt, który dotyczy stosowania metod uczenia przez wzmacnianie do rozwiązywania problemów z przetwarzaniem języka naturalnego.


    Rozdział 15. „Środowisko TextWorld”. Zastosowanie metod uczenia przez wzmacnianie w interaktywnych grach fabularnych.


    Rozdział 16. „Nawigacja w sieci”. Kolejny zaawansowany projekt, który dotyczy wykorzystania metod uczenia przez wzmacnianie do nawigowania po stronach internetowych za pomocą systemu MiniWoB.


    Rozdział 17. „Ciągła przestrzeń akcji”. Opis specyfiki środowisk wykorzystujących ciągłą przestrzeń akcji i odpowiednie metody.


    Rozdział 18. „Metody uczenia przez wzmacnianie w robotyce”. Zastosowanie metod uczenia przez wzmacnianie w problemach dotyczących robotyki. Opis procesu budowy i trenowania niewielkiego robota wykorzystującego algorytmy sztucznej inteligencji.


    Rozdział 19. „Regiony zaufania — PPO, TRPO, ACKTR i SAC”. Kolejny rozdział o ciągłych przestrzeniach akcji, w którym zaprezentowano metody związane z regionami zaufania.


    Rozdział 20. „Optymalizacja typu »czarna skrzynka« w przypadku uczenia przez wzmacnianie”. Prezentacja zestawu metod, które nie wykorzystują jawnie gradientów.


    Rozdział 21. „Zaawansowana eksploracja”. Różne metody, które można wykorzystać do lepszej eksploracji środowiska.


    Rozdział 22. „Alternatywa dla metody bezmodelowej — agent wspomagany wyobraźnią”. Zaprezentowanie podejścia opartego na modelu i wykorzystanie najnowszych wyników badań dotyczących zastosowania wyobraźni w uczeniu przez wzmacnianie.


    Rozdział 23. „AlphaGo Zero”. Opis działania algorytmu AlphaGo Zero i zastosowanie go w grze „Czwórki”.


    Rozdział 24. „Użycie metod uczenia przez wzmacnianie w optymalizacji dyskretnej”. Zastosowanie metod uczenia przez wzmacnianie w dziedzinie optymalizacji dyskretnej i rozwiązanie problemu kostki Rubika.


    Rozdział 25. „Metoda wieloagentowa”. Prezentacja nowej dziedziny metod uczenia przez wzmacnianie pozwalającej na rozwiązywanie problemów za pomocą wielu agentów.


    Co zrobić, by jak najlepiej wykorzystać tę książkę?


    Wszystkie rozdziały w tej książce mają taką samą strukturę: na początku zostaje przeanalizowany powód zdefiniowania metody, jej podstawy teoretyczne oraz pomysł, który się za nią kryje. Następnie zostaje zaprezentowanych kilka przykładów użycia metody (wraz z kodami źródłowymi) do rozwiązywania różnych problemów.


    Możesz korzystać z książki na kilka sposobów:


    
      	Aby się szybko zapoznać z określoną metodą, możesz przeczytać tylko wstęp do rozdziału.


      	Aby lepiej zrozumieć sposób implementacji metody, możesz przeanalizować kod i komentarze.


      	Aby uzyskać głęboką znajomość metody (moim zdaniem to najlepszy sposób na naukę), możesz użyć udostępnionego kodu źródłowego jako punktu odniesienia i spróbować ją ponownie zaimplementować.

    


    Bez względu na to, jaką opcję wybierzesz, wierzę, że książka okaże się przydatna dla Ciebie!


    Przykłady kodu do pobrania


    Zamieszczone w książce przykłady kodu możesz pobrać w formie archiwum pod adresem https://ftp.helion.pl/przyklady/glucz2.zip. W archiwum znajduje się również plik PDF, który zawiera kolorowe wersje ilustracji wykorzystanych w tej książce.


    Konwencje użyte w książce


    W tej książce zastosowano następujące konwencje typograficzne:


    Czcionka pogrubiona


    Wykorzystywana w celu sformatowania nowych, ważnych terminów, na przykład: „Uczenie przez wzmacnianie jest dziedziną uczenia maszynowego”.


    Czcionka pochyła


    Oznacza ważniejsze terminy, adresy URL, adresy mailowe, nazwy opcji, nazwy ścieżek, nazwy plików i ich rozszerzenia. Na przykład: „Zamontuj plik WebStorm-10*.dmg jako nowy dysk w systemie”.


    Czcionka o stałej szerokości


    Używana w listingach, a także w akapitach zawierających fragmenty programu, takie jak nazwy zmiennych lub funkcji, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe, nazwy tabel baz danych, dane wejściowe wprowadzane przez użytkownika.


    Pogrubiona czcionka o stałej szerokości


    Stosowana do wyróżniania fragmentów kodu.


    Blok kodu (listing) wygląda tak:

    if __name__ == "__main__":



        net = OurModule(num_inputs=2, num_classes=3)



        v = torch.FloatTensor([[2, 3]])



        out = net(v)



        print(net)



        print(out)




    Dane wejściowe i wyjściowe wiersza poleceń sformatowane są tak:

    >>> torch.FloatTensor([[1,2,3],[3,2,1]])



    tensor([[ 1., 2., 3.],



            [ 3., 2., 1.]])




    
      W ten sposób są oznaczone ważne uwagi, wskazówki i opisy przydatnych sztuczek.

    

  


  
    Rozdział 1.

    Czym jest uczenie przez wzmacnianie


    Uczenie przez wzmacnianie (ang. reinforcement learning, RL) to dziedzina uczenia maszynowego (ang. machine learning, ML), która umożliwia automatyczne uczenie się podejmowania optymalnych decyzji. Jest to ogólny i powszechny problem, który dotyczy wielu dziedzin nauki i inżynierii.


    W naszym szybko zmieniającym się świecie nawet takie zagadnienia, które wydają się być statycznymi problemami związanymi z danymi wejściowymi i wyjściowymi, mogą się stać dynamiczne, jeśli zostanie dla nich uwzględniony czas. Wyobraź sobie, że chciałbyś rozwiązać prosty problem uczenia nadzorowanego dotyczący klasyfikowania obrazów zwierząt domowych za pomocą dwóch klas docelowych — psa i kota. Gromadzisz dane treningowe, a następnie implementujesz klasyfikator przy użyciu ulubionego zestawu narzędzi do uczenia głębokiego (ang. deep learning). Po pewnym czasie model zaczyna wykazywać doskonałą wydajność. Świetnie! Wdrażasz go i zapominasz o nim. Jednak po wakacjach spędzonych w jakimś nadmorskim kurorcie wracasz i odkrywasz, że sposób strzyżenia psów uległ zmianie, więc znaczna część Twoich zapytań jest teraz błędnie klasyfikowana. Musisz zaktualizować obrazy treningowe i powtórzyć cały proces. Nie jest dobrze!


    Powyższy przykład miał na celu pokazanie, że nawet proste zadania związane z uczeniem maszynowym zależą od ukrytego wymiaru czasu. Jest on często pomijany, ale może spowodować pojawienie się problemu w systemie produkcyjnym. Uczenie przez wzmacnianie jest metodą, która w obliczeniach domyślnie uwzględnia dodatkowy wymiar (zazwyczaj, ale nie zawsze będący czasem). Dzięki temu jest ona znacznie bliższa temu, co ludzie uważają za sztuczną inteligencję (ang. artificial intelligence, AI).


    W tym rozdziale omówimy bardziej szczegółowo uczenie przez wzmacnianie. Zapoznasz się z następującymi zagadnieniami:


    
      	W jaki sposób uczenie przez wzmacnianie jest związane z innymi działami uczenia maszynowego? Czym jest uczenie nadzorowane i nienadzorowane?


      	Stosowana terminologia i związki zachodzące między elementami procesu uczenia przez wzmacnianie.


      	Teoretyczne podstawy uczenia maszynowego — procesy decyzyjne Markowa.

    


    Uczenie nadzorowane


    Być może znasz już pojęcie uczenia nadzorowanego, które jest najlepiej zbadaną i znaną dziedziną uczenia maszynowego. Podstawowe pytanie brzmi: w jaki sposób można automatycznie zdefiniować funkcję, która odwzorowuje dane wejściowe na dane wyjściowe, biorąc pod uwagę zbiór przykładowych par? Problem wydaje się być łatwy, ale obejmuje wiele trudnych pytań, na które komputery dopiero niedawno zaczęły odpowiadać z pewnym sukcesem. Istnieje wiele przykładów zagadnień związanych z uczeniem nadzorowanym, takich jak:


    
      	Klasyfikowanie tekstów. Czy wiadomość e-mail jest spamem, czy też nie?


      	Klasyfikowanie obrazów i lokalizacja obiektów. Czy zdjęcie zawiera wizerunek kota, psa, czy czegoś zupełnie innego?


      	Regresja. Na podstawie informacji uzyskanych z czujników pogodowych należy przewidzieć, jaka będzie jutro pogoda.


      	Analiza nastrojów. Jaki jest poziom satysfakcji klienta z recenzji?

    


    Tego typu zagadnienia mają jedną cechę wspólną: istnieją pewne realne dane wejściowe i uzyskane wyniki, a chcielibyśmy się dowiedzieć, jak wygenerować dane wyjściowe dla przyszłych, obecnie nieznanych danych wejściowych. Nazwa „nadzorowane” wynika stąd, że model uczy się na podstawie odpowiedzi dostarczonych przez źródło realnych danych.


    Uczenie nienadzorowane


    Z drugiej strony istnieje tak zwane uczenie nienadzorowane, które nie uwzględnia żadnej kontroli oraz etykiet przypisanych do danych. Głównym celem takiego uczenia jest poznanie jakiejś ukrytej struktury zbioru danych. Typowym przykładem zastosowania tej metody jest grupowanie danych. Algorytm próbuje umieszczać elementy zbioru w zestawach klastrów, które mogą ujawnić relacje zachodzące między danymi. Na przykład mógłbyś chcieć wyszukać obrazy podobne do siebie lub klientów o standardowym sposobie działania.


    Inną metodą uczenia nienadzorowanego, która staje się coraz bardziej popularna, są generatywne sieci przeciwstawne (ang. generative adversarial networks, GAN). W przypadku dwóch konkurujących ze sobą sieci neuronowych pierwsza z nich próbuje wygenerować fałszywe dane, aby oszukać drugą, podczas gdy ta stara się odróżnić dane wygenerowane sztucznie od danych pobranych ze zbioru danych. Z biegiem czasu obie sieci coraz lepiej wykonują swoje zadania i potrafią odkrywać subtelne wzorce zawarte w zbiorze danych.


    Uczenie przez wzmacnianie


    Uczenie przez wzmacnianie jest trzecim rodzajem uczenia maszynowego. Zawiera się ono gdzieś pomiędzy pełnym nadzorowaniem a całkowitym brakiem wcześniej zdefiniowanych etykiet. W celu poznania sposobu reprezentacji danych wykorzystywanych jest wiele istniejących metod uczenia nadzorowanego, takich jak głębokie sieci neuronowe służące do aproksymacji funkcji, stochastyczny spadek wzdłuż gradientu i propagacja wsteczna. Zazwyczaj są one jednak stosowane w zupełnie inny sposób.


    W następnych dwóch podrozdziałach szczegółowo przeanalizuję metodę uczenia przez wzmacnianie, w tym jej założenia oraz stojącą za nią teorię matematyczną. Aby porównać uczenie przez wzmacnianie z uczeniem nadzorowanym i nienadzorowanym, wybierzmy na początek mniej formalną, ale łatwiejszą do zrozumienia ścieżkę.


    Wyobraź sobie, że masz agenta, który musi wykonać pewne działania w jakimś środowisku (pojęcia „agenta” i „środowiska” zostaną szczegółowo zdefiniowane w dalszej części tego rozdziału). Dobrym przykładem jest sztuczna mysz robot znajdująca się w labiryncie (rysunek 1.1). Można sobie również wyobrazić automatyczny śmigłowiec próbujący wykonać figurę akrobacyjną lub program szachowy starający się pokonać arcymistrza. Dla uproszczenia zajmijmy się robotem.


    [image: Obraz zawierający tekst  Opis wygenerowany automatycznie]


    Rysunek 1.1. Labirynt, w którym porusza się mysz robot


    W tym przypadku środowiskiem jest labirynt, w którym w pewnych miejscach znajduje się pożywienie, a w innych odsłonięte przewody elektryczne. Mysz może wykonywać czynności takie jak skręcanie w lewo lub w prawo czy też poruszanie się do przodu. W każdej chwili potrafi dostrzec (zaobserwować) pełny stan labiryntu, aby podjąć decyzję o podejmowanych akcjach. Robot stara się znaleźć jak najwięcej pożywienia, unikając porażenia prądem, gdy tylko jest to możliwe. Sygnały oznaczające pożywienie i energię elektryczną są nagrodą przyznawaną agentowi (czyli myszy) przez środowisko, będącą dodatkową informacją zwrotną dotyczącą akcji. Nagroda jest bardzo ważną koncepcją uczenia przez wzmacnianie — omówimy ją w dalszej części rozdziału. Na razie wystarczy, abyś wiedział, że ostatecznym celem agenta jest zdobycie jak największej nagrody. W przypadku tego przykładu mysz robot może doznać lekkiego porażenia prądem, gdy będzie się chciała dostać do miejsca z dużą ilością jedzenia. Uzyska na pewno lepszy wynik, niż gdyby wybrała pozostanie w miejscu, co skutkowałoby brakiem nagrody.


    Nie chcielibyśmy zakodować w programie wiedzy o środowisku i optymalnych działaniach, jakie powinna podjąć mysz w określonej sytuacji. Zajęłoby to zbyt dużo wysiłku, a informacje mogłyby się stać bezużyteczne nawet po niewielkiej zmianie kształtu labiryntu. Zamiast tego chcielibyśmy mieć jakiś magiczny zestaw metod, które pozwoliłyby myszy robotowi samodzielnie się nauczyć, jak unikać elektryczności i zbierać jak najwięcej pożywienia. Uczenie przez wzmacnianie jest właśnie takim magicznym zestawem narzędzi i działa inaczej niż metody uczenia nadzorowanego i nienadzorowanego. Nie wykorzystuje wcześniej zdefiniowanych etykiet w sposób, w jaki funkcjonuje uczenie nadzorowane. Nikt nie etykietuje obrazów, które robot uważa za dobre lub złe, ani też nie podaje mu najlepszego kierunku, w którym powinien się poruszać.


    Jednakże nie postępujemy zupełnie po omacku, jak w przypadku uczenia nienadzorowanego — mamy system nagród. W przypadku zdobycia pożywienia nagroda jest pozytywna, natomiast w wyniku porażenia prądem — negatywna. Gdy nic specjalnego się nie dzieje, nagroda jest neutralna. Obserwując nagrodę i odnosząc ją do podjętych akcji, agent uczy się, jak lepiej działać, gromadzić więcej jedzenia i rzadziej narażać się na porażenie prądem. Oczywiście ogólność i uniwersalność metod RL ma swoją cenę. Uczenie przez wzmacnianie jest uważane za znacznie ambitniejszą dziedzinę niż uczenie nadzorowane czy nienadzorowane. Pokrótce omówię, co sprawia, że jest ono trudne do zrealizowania.


    Trudności związane z uczeniem przez wzmacnianie


    Przede wszystkim należy zwrócić uwagę na to, że obserwacja w uczeniu przez wzmacnianie zależy od zachowania agenta i do pewnego stopnia jest jego wynikiem. Jeśli agent zdecyduje się wykonywać nieefektywne akcje, wtedy obserwacje nie poinformują o tym, co zrobił źle i co powinien wykonać, aby poprawić wynik (agent będzie po prostu cały czas otrzymywał negatywną informację zwrotną). Jeśli agent jest uparty i ciągle popełnia błędy, obserwacje dadzą fałszywe wrażenie, że nie ma sposobu na uzyskanie większej nagrody — życie jest cierpieniem — co może być całkowicie błędne.


    W terminologii uczenia maszynowego oznacza to dane, które nie są niezależne i identycznie dystrybuowane. Dostęp do niezależnych i identycznie dystrybuowanych danych jest wymaganiem w przypadku większości metod uczenia nadzorowanego.


    Drugą rzeczą, która komplikuje życie agenta, jest to, że musi on nie tylko wykorzystywać zdobytą wiedzę, ale także aktywnie badać środowisko, ponieważ być może wykonanie czegoś w inny sposób znacznie poprawi wynik. Problem polega na tym, że zbyt duży poziom eksploracji może również poważnie obniżyć nagrodę (nie wspominając już o tym, że agent może też zapomnieć, czego się wcześniej nauczył), więc należy znaleźć pewną równowagę między tymi dwoma działaniami. Dylemat polegający na zachowaniu równowagi między eksploracją a eksploatacją jest jednym z fundamentalnych kwestii uczenia przez wzmacnianie. Przez cały czas musimy podejmować decyzje — czy powinienem udać się na kolację do znanego już miejsca, czy też spróbować nowej, eleganckiej restauracji? Jak często mam zmieniać pracę? Czy powinienem studiować nową dziedzinę, czy zajmować się tym, na czym się już znam? Nie ma uniwersalnych odpowiedzi na te pytania.


    Trzeci czynnik komplikujący polega na tym, że po wykonaniu pewnej czynności przyznanie nagrody może zostać znacznie opóźnione. Na przykład w przypadku szachów jeden znaczący ruch w trakcie partii może zaburzyć całą równowagę. Musimy odkrywać różne przyczyny, które mogą być trudne do dostrzeżenia podczas wykonywania działań w miarę upływu czasu.


    Pomimo wspomnianych przeszkód i komplikacji uczenie przez wzmacnianie osiągnęło znaczące sukcesy w ostatnich latach i staje się coraz bardziej interesującą dziedziną badań i zastosowań praktycznych.


    Chciałbyś dowiedzieć się więcej? Przyjrzyjmy się teraz szczegółom i przeanalizujmy terminologię oraz zasady działania uczenia przez wzmacnianie.


    Formalne podstawy uczenia przez wzmacnianie


    Każda dziedzina naukowa i techniczna charakteryzuje się określonymi założeniami i ograniczeniami. W poprzednim podrozdziale omówiliśmy uczenie nadzorowane, w którym takimi założeniami jest znajomość par danych wejściowych i wyjściowych. Twoje dane nie zawierają etykiet? Musisz je zdobyć lub skorzystać z innej teorii. Nie oznacza to, że uczenie nadzorowane jest dobre lub złe — po prostu sprawia, że nie ma zastosowania do Twojego problemu.


    Istnieje wiele historycznych przykładów praktycznych i teoretycznych przełomów, które miały miejsce, gdy ktoś próbował w kreatywny sposób zakwestionować reguły. Musimy jednak również zrozumieć nasze ograniczenia. Ważne jest, aby znać i rozumieć zasady gry w przypadku różnych metod, ponieważ może to zaoszczędzić mnóstwa czasu. Oczywiście również uczenie przez wzmacnianie ma formalne podstawy. Przez resztę tej książki będziemy je analizować pod różnymi kątami.


    Rysunek 1.2 przedstawia dwa główne elementy uczenia przez wzmacnianie — agenta i środowisko, a także ich kanały komunikacyjne — akcje, nagrodę i obserwacje. Omówimy je szczegółowo w kilku następnych podrozdziałach.
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    Rysunek 1.2. Elementy składowe uczenia przez wzmacnianie oraz ich kanały komunikacyjne


    Nagroda


    Przeanalizujmy pojęcie nagrody. W przypadku uczenia przez wzmacnianie jest to wartość skalarna, którą okresowo uzyskujemy ze środowiska. Jak wspomniałem, nagroda może być pozytywna lub negatywna, duża lub mała, jednak jest tylko liczbą. Celem nagrody jest poinformowanie agenta, jak dobrze działał. Nie definiujemy, jak często agent ją otrzymuje — może się ona pojawiać co sekundę lub tylko raz w ciągu całego życia agenta. Często jednak agent otrzymuje nagrodę po upływie określonego czasu lub po przeprowadzeniu interakcji ze środowiskiem. W przypadku jednorazowych systemów nagradzania wszystkie nagrody z wyjątkiem ostatniej będą zerowe.


    Celem nagrody jest przekazanie agentowi informacji zwrotnej na temat jego sukcesu. To najważniejszy element uczenia przez wzmacnianie. Zasadniczo termin „wzmacnianie” wynika stąd, że nagroda otrzymana przez agenta powinna wzmacniać jego zachowanie w sposób pozytywny lub negatywny. Nagroda ma charakter lokalny, co oznacza, że odzwierciedla niedawną działalność agenta, a nie wszystkie osiągnięte przez niego do tej pory sukcesy. Oczywiście otrzymanie dużej nagrody za jakąś akcję nie oznacza, że sekundę później nie poniesie on dramatycznych konsekwencji swoich wcześniejszych decyzji. To jak napad na bank — może wyglądać na dobry pomysł, dopóki nie weźmiesz pod uwagę konsekwencji.


    Agent stara się uzyskać możliwie największą skumulowaną nagrodę za przeprowadzenie całej sekwencji akcji. Sens nagrody możesz lepiej zrozumieć, zapoznawszy się z listą określonych przykładów:


    
      	Inwestowanie na giełdzie. Wartość zysku jest nagrodą dla osoby kupującej i sprzedającej akcje.


      	Szachy. Nagrodę uzyskuje się po zakończeniu gry — jest to wygrana, przegrana lub remis. Oczywiście wszystko zależy od kontekstu. Na przykład dla mnie remis w meczu z arcymistrzem szachowym byłby ogromną nagrodą. W praktyce musimy określić dokładną wartość nagrody, ale może to być dość skomplikowane. Na przykład w przypadku szachów nagroda mogłaby być proporcjonalna do umiejętności przeciwnika.


      	System dopaminowy w mózgu. Pewna część mózgu (układ limbiczny) wytwarza dopaminę za każdym razem, gdy potrzebuje wysłać pozytywny sygnał do pozostałych elementów. Wyższe stężenia dopaminy powodują powstanie uczucia przyjemności, co wzmacnia działania uważane przez ten układ za dobre. Niestety, układ limbiczny, biorąc pod uwagę rzeczy, które traktuje jako dobre, działa w trochę przestarzały sposób — uwzględnia żywność, rozmnażanie i dominację (ale to zupełnie inna historia!).


      	Gry komputerowe. Zazwyczaj gracz uzyskuje oczywistą informację zwrotną w postaci liczby zabitych wrogów lub zdobytego wyniku. Zauważ, że nagroda została już skumulowana, więc w przypadku gier zręcznościowych powinna być pochodną wyniku, czyli równą +1 za każdym razem, gdy gracz zabije kolejnego wroga, natomiast równą 0 dla wszystkich innych kroków czasowych.


      	Nawigacja w sieci. Pewne praktyczne zastosowania wymagają automatycznego wyodrębniania informacji dostępnych w sieci. Wyszukiwarki starają się rozwiązywać takie zadania, ale czasami, aby dostać się do poszukiwanych danych, trzeba wypełnić formularz, przejść przez serię odnośników lub odpowiedzieć na pytanie w zabezpieczeniu CAPTCHA, co może być trudne do wykonania przez silnik wyszukujący. Istnieje jednak możliwość użycia uczenia przez wzmacnianie. W takich przypadkach nagrodą jest informacja lub wynik, który należy uzyskać.


      	Optymalizacja architektur sieci neuronowych. Uczenie przez wzmacnianie zostało z powodzeniem zastosowane w dziedzinie optymalizacji architektur sieci neuronowych. Celem jest uzyskanie najlepszego wskaźnika wydajności dla określonych zbiorów danych poprzez dostosowanie liczby warstw lub ich parametrów, dodanie dodatkowych połączeń obejściowych lub wprowadzenie innych zmian w architekturze sieci neuronowej. Nagrodą w tym przypadku jest wydajność (dokładność lub inny wskaźnik pokazujący, jak dokładne są prognozy generowane przez sieć neuronową).


      	Szkolenie psów. Jeśli kiedykolwiek próbowałeś tresować psa, wiesz, że za każdym razem, gdy zrobi to, o co prosiłeś, musisz dać mu coś smacznego (ale nie za dużo). Powszechnie stosowane jest również karanie zwierzaka (nagroda negatywna), gdy nie wykonuje on rozkazów, chociaż ostatnie badania wykazały, że nie jest to tak skuteczne jak nagroda pozytywna.


      	Oceny w szkole. Każdy z nas ma doświadczenie w tej dziedzinie! Oceny szkolne to system nagród mający na celu przekazywanie uczniom informacji zwrotnych na temat ich postępów w nauce.

    


    Jak widać na podstawie powyższych przykładów, pojęcie nagrody jest bardzo ogólnym wskaźnikiem wydajności agenta. Istnieje ona lub można ją sztucznie zdefiniować w wielu praktycznych zagadnieniach spotykanych w świecie rzeczywistym.


    Agent


    Agent wchodzi w interakcję ze środowiskiem wykonując określone akcje, dokonując obserwacji i otrzymując za to ewentualne nagrody. W większości praktycznych zadań dotyczących uczenia przez wzmacnianie agent jest oprogramowaniem, które ma rozwiązać jakiś problem w mniej lub bardziej efektywny sposób. W przypadku wcześniej zaprezentowanych ośmiu przykładów agenci zostaną zdefiniowani w następujący sposób:


    
      	Inwestowanie na giełdzie — system handlowy lub broker podejmujący decyzje dotyczące wykonania zlecenia.


      	Szachy — gracz lub program komputerowy.


      	System dopaminowy w mózgu — sam mózg, który na podstawie danych sensorycznych decyduje o tym, czy było to dobre doświadczenie.


      	Gry komputerowe — gracz, który lubi daną grę lub program komputerowy (Andrej Karpathy napisał kiedyś na Twitterze: „Mieliśmy sprawić, by sztuczna inteligencja wykonywała całą pracę, a my gralibyśmy tylko w gry. Jednak to my wykonujemy całą pracę, a sztuczna inteligencja gra w gry!”).


      	Nawigacja w sieci — oprogramowanie, które informuje przeglądarkę, które łącze należy kliknąć, jak przesunąć mysz lub jaki tekst wprowadzić.


      	Optymalizacja architektur sieci neuronowych — oprogramowanie sterujące określoną architekturą optymalizowanej sieci neuronowej.


      	Szkolenie psów — Ty podejmujesz decyzje dotyczące działań (karmienie lub karanie), więc jesteś agentem.


      	Oceny w szkole — uczeń lub student.

    


    Środowisko


    Środowisko jest czymś, co otacza agenta. W najogólniejszym sensie to reszta wszechświata, ale taka definicja jest przesadna, ponieważ wymaga niesamowitych ilości pamięci, których nie mogą zapewnić nawet komputery kolejnych generacji, więc zazwyczaj kierujemy się tutaj zdrowym rozsądkiem.


    Komunikacja agenta ze środowiskiem ogranicza się do nagrody (uzyskanej ze środowiska), akcji (wykonanych przez agenta i przekazanych środowisku) i obserwacji (są to pewne informacje niebędące nagrodą, które agent otrzymuje od środowiska). Omówiliśmy już nagrody, więc teraz przeanalizujmy akcje i obserwacje.


    Akcje


    Akcje to czynności, które agent może wykonywać w środowisku. Mogą być nimi na przykład ruchy dozwolone przez reguły gry (jeśli bierzemy pod uwagę grę) lub odrabianie zadań domowych (w przypadku szkoły). Mogą być one tak proste jak przesunięcie pionka o jedno pole do przodu lub tak skomplikowane jak wypełnienie do jutrzejszego poranka formularza podatkowego.


    W uczeniu przez wzmacnianie rozróżniamy dwa rodzaje akcji — dyskretne lub ciągłe. Akcje dyskretne tworzą skończony zbiór wzajemnie wykluczających się czynności, które agent może wykonywać, takich jak ruch w lewo lub w prawo. Akcje ciągłe wykorzystują pewną wartość. Na przykład w samochodzie, w którym kręci się kierownicą, używana jest wartość kąta i kierunek skrętu. Różne wartości kąta mogą po chwili doprowadzić do odmiennych sytuacji, więc samo określenie „skręcenie kierownicą” to zdecydowanie za mało.


    Obserwacje


    Obserwacje środowiska są dla agenta drugim kanałem informacyjnym (pierwszym jest nagroda). Możesz się zastanawiać, dlaczego potrzebujemy kolejnego źródła danych. Odpowiedź brzmi: z powodu wygody. Obserwacje to informacje, które środowisko dostarcza agentowi. Mówią one, co się dzieje wokół niego.


    Obserwacje mogą (ale nie muszą) mieć znaczenie dla nadchodzącej nagrody (na przykład zauważenie powiadomienia od banku o wypłacie). Mogą nawet zawierać informacje o nagrodzie wyrażone w niejasnej lub zaciemnionej formie, takie jak liczba zdobytych punktów wyświetlana na ekranie gry komputerowej. Co prawda to tylko piksele, ale potencjalnie moglibyśmy je zamienić na wartości nagród — nie jest to wielki problem dla nowoczesnego uczenia głębokiego.


    Z drugiej strony nagroda nie powinna być postrzegana jako rzecz drugorzędna lub nieważna. Jest ona główną siłą napędzającą proces uczenia się agenta. Jeśli nagroda jest niewłaściwa, zakłócona lub nawet nieznacznie odbiega od głównego celu, może się okazać, że trenowanie się nie powiedzie.


    Ważne jest również rozróżnienie między stanem środowiska a obserwacjami. Stan środowiska potencjalnie dotyczy każdego atomu we wszechświecie, co uniemożliwia zmierzenie wszystkich jego parametrów. Nawet jeśli ograniczymy środowisko do wystarczająco małego, w większości przypadków uzyskanie pełnej informacji o nim będzie niemożliwe lub w pomiarach pojawi się szum. Nie przeszkadza to jednak, ponieważ uczenie przez wzmacnianie natywnie obsługuje takie przypadki. Wróćmy jeszcze raz do naszego zestawu przykładów:


    
      	Inwestowanie na giełdzie — środowiskiem jest cały rynek finansowy i wszystko, co ma na niego wpływ. Jest to ogromny zbiór zawierający takie elementy jak najnowsze wiadomości, warunki gospodarcze i polityczne, pogoda, zapasy żywności i informacje wyświetlane na Twitterze. Nawet Twoja dzisiejsza decyzja o pozostaniu w domu mogłaby pośrednio wpłynąć na światowy system finansowy (jeśli wierzysz w „efekt motyla”). Jednak nasze obserwacje ograniczają się do cen akcji, wiadomości itd. Nie mamy dostępu do całego stanu środowiska, co sprawia, że handel jest czymś nietrywialnym.


      	Szachy — środowisko to Twoja szachownica oraz przeciwnik, a więc jego umiejętności szachowe, nastrój, stan umysłu, wybrana taktyka itd. Obserwacje są tym, co widzisz (położenie Twoich figur), ale na niektórych poziomach gry przydaje się znajomość psychologii i umiejętność odczytywania nastroju przeciwnika, ponieważ może to zwiększyć Twoje szanse.


      	System dopaminowy w mózgu — środowiskiem jest Twój mózg, a także układ nerwowy i stan Twoich narządów oraz cały świat, który możesz postrzegać. Obserwacje to wewnętrzny stan mózgu i sygnały pochodzące z Twoich zmysłów.


      	Gry komputerowe — w tym przypadku środowiskiem jest stan komputera, w tym jego cała pamięć i dane na dysku. W przypadku gier sieciowych należy uwzględnić inne komputery oraz infrastrukturę internetową znajdującą się między nimi a komputerem gracza. Obserwacje dotyczą tylko pikseli ekranu i dźwięków. Same piksele zawierają niemałą ilość informacji (ktoś wyliczył, że całkowita liczba możliwych zdjęć o średniej wielkości (1024×768) jest znacznie większa niż liczba atomów w naszej galaktyce), ale stan całego środowiska jest zdecydowanie większy.


      	Nawigacja w sieci — środowiskiem jest internet, w tym cała infrastruktura sieciowa znajdująca się między komputerem, w którym znajduje się agent, a serwerem WWW. Jest to naprawdę ogromny system zawierający miliony różnych komponentów. Obserwacja to zwykle strona internetowa wczytywana podczas bieżącego etapu nawigacji.


      	
        Optymalizacja architektur sieci neuronowych — środowisko jest dość proste i składa się z zestawu narzędzi, które przeprowadzają określoną analizę sieci neuronowej, a także zbioru danych używanego do wyznaczenia wskaźnika wydajności. W porównaniu z internetem jest to niewielkie środowisko testowe.

        Środowisko to może udostępniać różne obserwacje, które zawierają informacje dotyczące testowania, takie jak poziom dynamiki konwergencji straty lub inne wskaźniki uzyskane na etapie ewaluacji.

      


      	Szkolenie psów — środowiskiem jest Twój pies (w tym jego trudne do zaobserwowania reakcje wewnętrzne, nastrój i doświadczenia życiowe) oraz jego otoczenie, na przykład inne psy, a nawet kot chowający się w krzakach. Obserwacje to sygnały wysyłane przez Twoje zmysły i pamięć.


      	Oceny w szkole — środowisko to szkoła, system edukacji kraju, społeczeństwo i dziedzictwo kulturowe. Obserwacje są takie same jak w przypadku szkolenia psów — zmysły i pamięć ucznia.

    


    Tymi właśnie zagadnieniami będziemy się zajmować w dalszej części tej książki. Wiesz już, że model uczenia przez wzmacnianie jest niezwykle uniwersalny, więc można go zastosować do rozwiązywania różnych problemów. Zanim zagłębimy się w szczegóły modelu RL, przyjrzyjmy się, w jaki sposób uczenie przez wzmacnianie jest powiązane z innymi dyscyplinami.


    Istnieje wiele obszarów, które są związane z uczeniem przez wzmacnianie. Najistotniejsze z nich przedstawiłem na rysunku 1.3. Sześć najważniejszych dziedzin ma pewne cechy wspólne, które dotyczą metod i szczegółowych zagadnień związanych z podejmowaniem decyzji (umieściłem je wewnątrz szarego koła).
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    Rysunek 1.3. Różne dziedziny uczenia przez wzmacnianie


    W miejscu przecięcia pokrewnych, ale wciąż różnych dziedzin naukowych znajduje się uczenie przez wzmacnianie, które jest tak ogólne, że może z nich korzystać. Oto one:


    
      	Uczenie maszynowe. Uczenie przez wzmacnianie, które jest działem uczenia maszynowego, wykorzystuje wiele jego metod, rozwiązań i sztuczek. Zasadniczo celem RL jest nauczenie agenta, jak powinien się zachowywać w sytuacji, gdy otrzymuje niedoskonałe dane obserwacyjne.


      	Inżynieria (w szczególności sterowanie optymalne). Pomaga w podejmowaniu optymalnych działań, aby uzyskać jak najlepsze wyniki.


      	Neurologia. We wcześniejszym przykładzie wystąpił system dopaminowy. Wykazano, że ludzki mózg działa podobnie jak model uczenia przez wzmacnianie.


      	Psychologia. Badanie zachowania ludzi w różnych warunkach (ich reakcji i możliwości adaptacyjnych). Jest to bliskie zagadnieniom związanym z uczeniem przez wzmacnianie.


      	Ekonomika. Jedną z ważnych kwestii jest maksymalizacja nagrody z punktu widzenia niedoskonałej wiedzy i zmieniających się warunków w świecie rzeczywistym.


      	Matematyka. Zajmuje się systemami idealnymi, a także kładzie duży nacisk na wyznaczanie optymalnych warunków w dziedzinie badań operacyjnych.

    


    W dalszej części rozdziału zapoznasz się z teoretycznymi podstawami uczenia przez wzmacnianie, co z kolei pozwoli na zaprezentowanie odpowiednich metod stosowanych do rozwiązania problemów. Poniższy podrozdział jest bardzo ważny dla zrozumienia pozostałej części książki.


    Teoretyczne podstawy uczenia przez wzmacnianie


    W tym podrozdziale przedstawię teorię matematyczną oraz stosowane metody notacji dla składników RL (nagrody, agenta, akcji, obserwacji i środowiska), które właśnie omówiliśmy. Następnie, wykorzystując zdobytą wiedzę, przeanalizujemy pojęcia drugiego rzędu dotyczące uczenia przez wzmacnianie, w tym stan, epizod, historię, wartość i zysk, które w dalszej części książki będą wielokrotnie używane do opisywania różnych metod.


    Procesy decyzyjne Markowa


    Na początku omówimy procesy decyzyjne Markowa (ang. Markov decision processes, MDP), które zostaną wyjaśnione w sposób, w jaki działa rosyjska lalka matrioszka — zaczniemy od najprostszego przypadku procesu Markowa (ang. Markov process, MP), a następnie rozszerzymy go o nagrody, które zamienią go w proces Markowa z nagrodami (ang. Markov reward process). Wreszcie, dodawszy akcje, umieścimy ten pomysł w dodatkowym opakowaniu, co doprowadzi nas do procesu decyzyjnego Markowa.


    Procesy Markowa i procesy decyzyjne Markowa są szeroko stosowane w informatyce i innych dziedzinach inżynierii. Zapoznanie się z tym rozdziałem będzie więc korzystne nie tylko w kontekście uczenia przez wzmacnianie, ale także w przypadku znacznie szerszego zakresu zagadnień. Jeśli znasz już procesy decyzyjne Markowa, możesz szybko przejrzeć rozdział, zwracając uwagę tylko na definicje terminów, ponieważ będziemy je regularnie wykorzystywać.


    Proces Markowa


    Zacznijmy od najprostszego elementu rodziny Markowa — procesu Markowa, zwanego również łańcuchem Markowa[1] (ang. Markov chain). Wyobraź sobie, że istnieje jakiś system, który możesz tylko obserwować. To, co obserwujesz, jest zwane stanami. System może się przełączać między nimi zgodnie z pewnymi prawami dynamiki. Pamiętaj, że nie możesz wpływać na system, lecz jedynie obserwować zmieniające się stany.


    Wszystkie możliwe stany systemu tworzą zbiór zwany przestrzenią stanów. W przypadku procesu Markowa jest wymagane, by ten zbiór stanów był skończony (może jednak być bardzo duży, aby zrekompensować to ograniczenie). Twoje obserwacje tworzą sekwencję stanów lub łańcuch (dlatego procesy Markowa są także nazywane łańcuchami Markowa). Gdy na przykład weźmiesz pod uwagę najprostszy model pogody dotyczący jakiegoś miasta, możesz zaobserwować, że bieżący dzień jest słoneczny lub deszczowy — to nasza przestrzeń stanów. Sekwencja obserwacji w czasie utworzy łańcuch stanów (na przykład [słoneczny, słoneczny, deszczowy, słoneczny, …]) zwany historią.


    Aby taki system mógł zostać nazwany procesem Markowa, musi spełniać własność Markowa, co oznacza, że przyszłe stany systemu powinny być zdeterminowane wyłącznie przez stan bieżący. Główna zasada własności Markowa polega na uczynieniu każdego obserwowalnego stanu niezależnym, co pozwoli opisać przyszłość systemu. Innymi słowy, własność Markowa wymaga, aby stany systemu były odróżnialne od siebie i unikatowe. W takim przypadku do modelowania przyszłej dynamiki systemu potrzebny jest tylko jeden stan, a nie cała historia lub na przykład ostatnie N stanów.


    W przypadku prostego przykładu dotyczącego pogody własność Markowa ogranicza model do reprezentowania tylko takich przypadków, dla których po słonecznym dniu może z takim samym prawdopodobieństwem nastąpić dzień deszczowy, niezależnie od liczby słonecznych dni, z którymi mieliśmy do czynienia w przeszłości. To niezbyt realistyczny model, ponieważ na podstawie doświadczenia wiemy, że szansa na jutrzejszy deszcz zależy nie tylko od dzisiejszych warunków, ale także od wielu innych czynników, takich jak pora roku, szerokość geograficzna miejscowości czy bliska obecność gór i morza. Niedawno udowodniono, że nawet aktywność słoneczna ma duży wpływ na pogodę. Ten przykład jest więc naprawdę prosty, ale ważne jest, aby rozumieć ograniczenia i podejmować świadome decyzje.


    Gdybyśmy chcieli uczynić model bardziej złożonym, moglibyśmy to zrobić poprzez rozszerzenie przestrzeni stanów, co pozwoliłoby uchwycić więcej zależności. Jeśli chciałbyś odróżnić prawdopodobieństwo wystąpienia deszczowych dni w lecie i zimie, mógłbyś w stanach uwzględniać pory roku.


    W tym przypadku Twoja przestrzeń stanów wyglądałaby na przykład tak: [słoneczny+lato, słoneczny+zima, deszczowy+lato, deszczowy+zima, …].


    Ponieważ Twój model systemu spełnia własność Markowa, możesz zapisać prawdopodobieństwa zmiany stanów za pomocą macierzy przejść. Jest to macierz kwadratowa o rozmiarze N×N, gdzie N oznacza liczbę stanów w modelu. Element w wierszu i oraz kolumnie j zawiera prawdopodobieństwo przejścia systemu ze stanu i do stanu j.


    W przykładzie pogodowym macierz przejść mogłaby wyglądać następująco:
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    Jeśli mamy słoneczny dzień, istnieje 80-procentowe prawdopodobieństwo, że następny również będzie taki sam, a także 20-procentowe prawdopodobieństwo, że pogoda się zmieni i będzie padać. W przypadku dnia deszczowego istnieje 10-procentowe prawdopodobieństwo, że pogoda się poprawi, i 90-procentowe prawdopodobieństwo, że następny dzień także będzie deszczowy.


    Formalnie proces Markowa składa się z następujących elementów:


    
      	przestrzeni (zbioru) stanów (S), w których może się znajdować system,


      	macierzy przejść (P) zawierającej prawdopodobieństwa zmiany stanów, która określa dynamikę systemu.

    


    Proces Markowa można przedstawić za pomocą grafu z węzłami odpowiadającymi stanom systemu i krawędziami określającymi prawdopodobieństwa przejść (rysunek 1.4). Jeśli prawdopodobieństwo przejścia wynosi 0, nie rysujemy krawędzi (nie ma możliwości, aby przejść z jednego stanu do drugiego). Ten sposób prezentacji jest również szeroko stosowany dla maszyn skończonych, które występują w teorii automatów.
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    Rysunek 1.4. Model pogody z dniami słonecznymi i deszczowymi


    Jak już wspominałem, zajmujemy się jedynie obserwacjami. Nie mamy możliwości wpływania na pogodę, więc po prostu ją obserwujemy i rejestrujemy spostrzeżenia.


    Weźmy pod uwagę bardziej skomplikowany przykład i rozważmy model zwany pracownikiem biurowym (dobrym przykładem jest Dilbert, główny bohater słynnych kreskówek Scotta Adamsa). Jego przestrzeń stanów jest następująca:


    
      	Dom — nie ma go w biurze.


      	Komputer — pracuje przy swoim komputerze w biurze.


      	Kawa — pije kawę w biurze.


      	Rozmowa — omawia coś ze współpracownikami w biurze.

    


    Graf przejść między stanami przedstawiony jest na rysunku 1.5.
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    Rysunek 1.5. Graf przejść między stanami dla modelu pracownika biurowego


    Zakładamy, że dzień roboczy pracownika biurowego zwykle zaczyna się w stanie Dom. Po przyjściu do pracy musi się koniecznie napić kawy (brak krawędzi Dom → Komputer i Dom → Rozmowa). Na powyższym schemacie widzimy również, że dni robocze zawsze kończą się (to znaczy przechodzą do stanu Dom) w stanie Komputer.


    Oto odpowiednia macierz przejść:
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    Prawdopodobieństwa można umieścić bezpośrednio na grafie przejść między stanami (rysunek 1.6):
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    Rysunek 1.6. Graf stanów zawierający prawdopodobieństwa przejść


    W praktyce rzadko mamy dostęp do dokładnej macierzy przejść. O wiele bardziej realna sytuacja polega na tym, że istnieją tylko obserwacje stanów systemu, które są także nazywane epizodami:


    
      	Dom → Kawa → Kawa → Rozmowa → Rozmowa → Komputer → Komputer → Komputer → Dom


      	Komputer → Komputer → Rozmowa → Rozmowa → Kawa → Komputer → Komputer → Komputer


      	Dom → Dom → Kawa → Rozmowa → Komputer → Kawa → Kawa

    


    Oszacowanie macierzy przejść na podstawie obserwacji nie jest skomplikowane — po prostu zliczamy wszystkie przejścia z każdego stanu i normalizujemy je w tej sposób, by ich suma wynosiła 1. Im więcej danych obserwacyjnych uzyskamy, tym bliższe prawdzie będzie nasze oszacowanie.


    Warto również zauważyć, że własność Markowa implikuje stacjonarność (podstawowy rozkład przejść dla dowolnego stanu nie zmienia się w czasie). Niestacjonarność oznacza, że istnieje jakiś ukryty czynnik, który wpływa na dynamikę systemu i nie jest uwzględniany w obserwacjach. Jest to jednak sprzeczne z własnością Markowa, która wymaga, aby podstawowy rozkład prawdopodobieństwa był dla danego stanu taki sam, niezależnie od historii przejść.


    Ważne jest, by zrozumieć różnicę między faktycznymi przejściami obserwowanymi w czasie epizodu a podstawowym rozkładem podanym w macierzy przejść. Określone epizody, które obserwujemy, są losowo pobierane z rozkładu modelu, więc mogą się od siebie różnić. Prawdopodobieństwo uzyskania próbki dla danego przejścia pozostaje jednak takie samo. Jeśli nie jest to spełnione, teoria związana z łańcuchem Markowa nie ma w danym przypadku zastosowania.


    Pójdźmy dalej i rozszerzmy model procesu Markowa, aby stał się bardziej przydatny w uczeniu przez wzmacnianie. Dodajmy do niego nagrody!


    Proces Markowa z nagrodami


    Aby użyć nagrody, musimy nieco rozszerzyć model procesu Markowa. Po pierwsze przejścia między stanami powinniśmy uzupełnić wartościami. Co prawda mamy już prawdopodobieństwa, ale są one używane do uchwycenia dynamiki systemu, a teraz otrzymamy możliwość wykorzystywania dodatkowych skalarów.


    Nagrody mogą występować w różnych formach. Najprostszym sposobem jest zdefiniowanie innej macierzy kwadratowej, podobnej do macierzy przejść, zawierającej wartości nagród przyznawanych za przejście ze stanu i do stanu j.


    Jak wspomniano, nagroda może być pozytywna lub negatywna czy też duża lub mała. W niektórych przypadkach taka reprezentacja jest nadmiarowa i może zostać uproszczona. Jeśli nagroda jest przyznawana na przykład za osiągnięcie danego stanu niezależnie od poprzedniego, możemy zachować tylko pary stan → nagroda, co przyczyni się do uproszczenia zapisu. Może to mieć jednak zastosowanie tylko wtedy, gdy wartość nagrody zależy wyłącznie od stanu docelowego, co nie zawsze ma miejsce.


    Drugim elementem, który dodamy do modelu, będzie stopa dyskontowa γ (gamma), czyli liczba z zakresu od 0 do 1 (włącznie). Jej znaczenie zostanie wyjaśnione po zdefiniowaniu dodatkowych cech procesu Markowa z nagrodami.


    Jak stwierdziłem, w przypadku procesu Markowa obserwujemy łańcuch zmian stanów. Podobnie jest również w przypadku procesu Markowa z nagrodami, ale dla każdego przejścia zdefiniowaliśmy teraz dodatkową wielkość — nagrodę. Wszystkie obserwacje są więc powiązane z odpowiednią wartością nagrody przypisaną do każdego przejścia w systemie.


    Dla każdego epizodu definiujemy w następujący sposób wartość wynikową w czasie t:
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    Spróbujmy zrozumieć, co oznacza powyższy wzór. Dla każdego punktu czasowego obliczamy wartość wynikową jako sumę kolejnych nagród. Bardziej odległe nagrody są jednak mnożone przez stopę dyskontową podniesioną do potęgi równej liczbie kroków od punktu początkowego w momencie t. Stopa dyskontowa określa możliwość brania pod uwagę przyszłych nagród. W przypadku wartości gamma równej 1 wartość wynikowa Gt będzie równa po prostu sumie wszystkich kolejnych nagród i będzie charakteryzować agenta, który doskonale zdaje sobie sprawę z istnienia przyszłych nagród. Jeśli wartość gamma będzie równa 0, wartość Gt stanie się po prostu natychmiastową nagrodą bez żadnego kolejnego stanu i będzie odpowiadać agentowi, który nie jest zainteresowany przyszłymi nagrodami.


    Powyższe liczby są oczywiście wartościami skrajnymi — najczęściej parametr gamma zawiera się w zakresie od 0,9 do 0,99. Powoduje to, że agent interesuje się przyszłymi nagrodami, ale nie sięga zbyt daleko w przyszłość. Wartość γ = 1 może mieć zastosowanie w przypadku krótkich, skończonych epizodów.


    Parametr gamma ma duże znaczenie w uczeniu przez wzmacnianie — będziemy go często spotykać w kolejnych rozdziałach. Na razie potraktuj go jako informację o tym, jak daleko w przyszłość spogląda agent, aby oszacować wartość wynikową. Im bardziej parametr gamma jest zbliżony do 1, tym więcej kroków zostanie wziętych pod uwagę.


    Wartości wynikowe nie są zbyt przydatne w praktyce, ponieważ zostały zdefiniowane dla każdego określonego łańcucha, który obserwowaliśmy w procesie Markowa z nagrodami, więc nawet w przypadku tego samego stanu mogą się znacznie od siebie różnić. Jeśli jednak wpadniemy w skrajność i wyznaczymy oczekiwaną wartość wynikową dla dowolnego stanu (uśredniając dużą liczbę łańcuchów), otrzymamy znacznie bardziej użyteczną wielkość, która jest zwana wartością stanu:
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    Interpretacja powyższego wzoru jest prosta — dla każdego stanu s wielkość V(s) jest średnią (lub oczekiwaną) wartością zwracaną, jaką otrzymujemy, postępując zgodnie z procesem Markowa z nagrodami.


    Aby zastosować zdobytą wiedzę w praktyce, uzupełnijmy proces pracownika biurowego (Dilberta) o możliwość uzyskiwania nagród, a więc zamieńmy go w proces Dilberta z nagrodami. Wartości nagród będą następujące:


    
      	Dom → Dom: 1 (jak dobrze być w domu)


      	Dom → Kawa: 1


      	Komputer → Komputer: 5 (ciężka praca jest pożyteczną czynnością)


      	Komputer → Rozmowa: –3 (nie należy się rozpraszać podczas pracy)


      	Rozmowa → Komputer: 2


      	Komputer → Kawa: 1


      	Kawa → Komputer: 3


      	Kawa → Kawa: 1


      	Kawa → Rozmowa: 2


      	Rozmowa → Kawa: 1


      	Rozmowa → Rozmowa: –1 (długie rozmowy stają się nudne)

    


    Odpowiedni graf przedstawia rysunek 1.7.
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    Rysunek 1.7. Graf stanów zawierający prawdopodobieństwa przejść (liczby w kolorze czarnym) oraz wartości nagród (liczby w kolorze szarym)


    Zastanówmy się teraz nad wartościami stanów o różnych wartościach parametru gamma. Zacznijmy od prostego przypadku — gamma = 0. W jaki sposób można obliczyć wartości stanów? Aby odpowiedzieć na to pytanie, ustalmy wartość stanu Rozmowa. Jak mogłoby wyglądać kolejne przejście? Zależy to od wartości prawdopodobieństwa. Zgodnie z macierzą przejść dla procesu Dilberta istnieje 50-procentowe prawdopodobieństwo, że następnym stanem będzie ponownie Rozmowa, 20-procentowe, że będzie to Kawa, a 30-procentowe, że będzie to Komputer. Gdy gamma = 0, wartość wynikowa jest równa tylko wartości następnego stanu. Jeśli więc chcielibyśmy obliczyć wartość stanu Rozmowa, powinniśmy zsumować wszystkie wartości przejść, mnożąc je przez ich prawdopodobieństwa:


    V(Rozmowa) = –1 ⋅ 0,5 + 2 ⋅ 0,3 + 1 ⋅ 0,2 = 0,3


    V(Kawa) = 2 ⋅ 0,7 + 1 ⋅ 0,1 + 3 ⋅ 0,2 = 2,1


    V(Dom) = 1 ⋅ 0,6 + 1 ⋅ 0,4 = 1,0


    V(Komputer) = 5 ⋅ 0,5 + (–3) ⋅ 0,1 + 1 ⋅ 0,2 + 2 ⋅ 0,2 = 2,8


    Tak więc Komputer jest najcenniejszym stanem, w jakim agent może się znaleźć (jeśli zależy mu tylko na natychmiastowej nagrodzie). Nie jest to zaskakujące, ponieważ przejście Komputer → Komputer zdarza się często (liczba innych przejść nie jest zbyt duża) i jest związane z dużą nagrodą.


    Teraz trudniejsze pytanie — jaka będzie wartość w przypadku, gdy gamma = 1? Zastanów się dokładnie. Odpowiedź brzmi: dla wszystkich stanów wartość ta będzie nieskończona. Ponieważ schemat nie zawiera stanów ujść (stanów bez przejść wychodzących), więc gdy stopa dyskontowa jest równa 1, zależy nam na potencjalnie nieskończonej liczbie przejść w przyszłości. Gdy gamma = 0, w przypadku krótkich okresów wszystkie wartości są dodatnie, więc suma nieskończonej liczby wartości dodatnich jest również nieskończonością, niezależnie od stanu początkowego.


    Taki wynik oznacza, że w przypadku procesu Markowa z nagrodami zamiast po prostu sumować wszystkie przyszłe nagrody, warto użyć parametru gamma. W większości przypadków proces może się charakteryzować nieskończoną (lub dużą) liczbą przejść. Ponieważ zajmowanie się wartościami nieskończonymi nie jest zbyt praktyczne, chcielibyśmy ograniczyć zakres, dla którego wykonujemy obliczenia. Takie ograniczenie zapewnia użycie parametru gamma o wartości mniejszej niż 1 — więcej szczegółów poznasz w dalszej części książki. Z drugiej strony, jeśli masz do czynienia ze środowiskami o skończonej liczbie przejść (takich jak gra w kółko i krzyżyk, która zawiera maksymalnie dziewięć kroków), wtedy warto użyć gamma = 1. Na przykład istnieje ważna klasa środowisk z tylko jednym krokiem zwana problemami wielorękich bandytów (ang. multi-armed bandit MDP). Oznacza to, że dla każdego kroku musisz wybrać tylko jedną akcję, która zapewni Ci jakąś nagrodę — wtedy epizod dobiegnie końca.


    Jak już wspomniałem, wartość gamma zawiera się w zakresie od 0 do 1. Niestety, nawet dla tak niedużych procesów Markowa z nagrodami jak zaprezentowany przed chwilą przykład Dilberta jest prawie niemożliwością, by samodzielnie wyznaczyć dokładne wartości, ponieważ wymaga to sumowania setek liczb. Komputery dobrze się spisują w rozwiązywaniu żmudnych zadań, więc istnieje kilka prostych metod, które pozwalają im na szybkie wyznaczanie wartości dla procesów Markowa z nagrodami dla podanego przejścia i macierzy nagród. Jeden z takich algorytmów poznamy, a nawet zaimplementujemy w rozdziale 5., w którym będziemy analizować metody Q-uczenia.


    Teraz dodajmy kolejną warstwę złożoności do procesów Markowa z nagrodami i zaprezentujmy ostatni, brakujący element: akcje.


    Akcje


    Być może masz już jakiś pomysł, jak można rozszerzyć proces Markowa z nagrodami o akcje. Po pierwsze musimy dodać zbiór akcji (A), który musi być skończony. Będzie to przestrzeń akcji dla agenta. Po drugie musimy uzupełnić macierz przejść o akcje, co w zasadzie oznacza, że należy zdefiniować dla nich dodatkowy wymiar, który zamieni macierz w sześcian.


    W przypadku zwykłych procesów Markowa oraz procesów Markowa z nagrodami macierz przejść miała postać kwadratu: stany źródłowe znajdowały się w wierszach, a stany docelowe w kolumnach. Każdy wiersz i zawierał więc listę prawdopodobieństw przejść do każdego ze stanów (rysunek 1.8).
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    Rysunek 1.8. Macierz przejść w formie kwadratu


    Teraz agent nie obserwuje już biernie zmian stanów, ale może aktywnie wybierać akcje. Dla każdego stanu źródłowego nie potrzebujemy więc listy liczb, ale macierzy. Jej wymiar głębokości zawiera akcje, które może podjąć agent, natomiast drugim wymiarem jest stan docelowy systemu po wykonaniu działania. Poniższy rysunek przedstawia nową tabelę przejść. Stała się ona kostką ze stanem źródłowym jako wymiarem wysokości (indeksowanym przez i), stanem docelowym jako szerokością (j) i akcją podejmowaną przez agenta jako głębokością (k) (rysunek 1.9).


    [image: ]


    Rysunek 1.9. Prawdopodobieństwa przejść dla procesu decyzyjnego Markowa


    Ogólnie rzecz ujmując, poprzez wybieranie akcji agent może wpływać na prawdopodobieństwa stanów docelowych, co jest użyteczną umiejętnością.


    Aby lepiej wyjaśnić, dlaczego potrzebujemy tak skomplikowanego systemu, wyobraźmy sobie małego robota, który żyje w świecie o rozmiarach 3×3 i może wykonywać akcje takie jak skręt w lewo, skręt w prawo i ruch do przodu. Stan świata to pozycja robota oraz jego orientacja (góra, dół, lewo i prawo), co daje nam 3×3×4 = 36 stanów (robot może się znajdować w dowolnym miejscu i mieć dowolną orientację).


    Załóżmy także, że robot ma niezbyt doskonałe silniki (co często się zdarza w świecie rzeczywistym), więc gdy wykonuje skręt w lewo lub w prawo, istnieje 90% szans, że nastąpi żądany obrót, jednak czasami (z prawdopodobieństwem 10%) koło się ślizga, a orientacja robota pozostaje taka sama. To samo dzieje się z jazdą do przodu — w 90% przypadków wszystko działa poprawnie, ale w pozostałych 10% robot pozostaje w tej samej pozycji.


    Na rysunku 1.10 przedstawiłem niewielką część grafu przejść, która zawiera możliwe przejścia ze stanu (1, 1, w górę), gdy robot znajduje się w środku swojego świata i jest skierowany w górę. Jeśli robot spróbuje ruszyć do przodu, istnieje 90-procentowe prawdopodobieństwo, że znajdzie się w stanie (0, 1, w górę). Jednocześnie pozostaje 10-procentowe prawdopodobieństwo, że koła się zaczną ślizgać, a pozycja docelowa pozostanie równa (1, 1, w górę).


    [image: ]


    Rysunek 1.10. Środowisko robota


    W celu zapamiętania wszystkich szczegółów dotyczących środowiska i możliwych reakcji na akcje wykonywane przez agenta ogólny proces decyzyjny Markowa wykorzystuje trójwymiarową macierz przejścia, której wymiarami są stan źródłowy, akcja i stan docelowy.


    Aby przekształcić proces Markowa z nagrodami w proces decyzyjny Markowa, musimy dodać akcje do macierzy nagród w taki sam sposób, jak zrobiliśmy wcześniej w przypadku macierzy przejść. Macierz nagród będzie więc teraz zależała nie tylko od stanu, ale także od akcji. Innymi słowy, nagroda, którą agent otrzyma, będzie zależna nie wyłącznie od stanu, w jakim się znajdzie, lecz również od działania, które do niego doprowadzi.


    Jest to podobne do sytuacji, w której chcesz coś wykonać — zwykle zdobywasz nowe umiejętności i wiedzę, nawet jeśli rezultat Twoich wysiłków nie jest zbyt udany. Zatem nagroda może być lepsza, gdy jednak coś zrobisz, nawet jeśli w efekcie nic się nie zmieni.


    Dzięki formalnie zdefiniowanemu procesowi decyzyjnemu Markowa jesteśmy teraz gotowi do przeanalizowania najważniejszego składnika uczenia przez wzmacnianie — polityki.


    Polityka


    Prosta definicja polityki polega na tym, że jest to zbiór reguł kontrolujących zachowanie agenta. Nawet w dość prostych środowiskach mogą istnieć różne polityki. W przypadku poprzedniego przykładu z robotem agent może mieć różne polityki, które będą prowadzić do odmiennych zestawów stanów. Robot może wykonywać na przykład następujące akcje:


    
      	Bez względu na wszystko iść do przodu na oślep.


      	Próbować omijać przeszkody poprzez sprawdzanie, czy poprzedni ruch do przodu nie powiódł się.


      	Kręcić się w kółko, by rozbawiać swojego twórcę.


      	Losowo wybierać akcje, aby modelować pijanego robota.

    


    Być może pamiętasz, że głównym celem agenta w uczeniu przez wzmacnianie jest uzyskanie jak największego zysku. Różne polityki mogą być związane z różnymi wartościami zysków, dlatego ważne jest, aby wybrać taką, która jest najlepsza. Warto więc dobrze zrozumieć pojęcie polityki.


    Formalnie polityka jest definiowana jako rozkład prawdopodobieństwa akcji dla każdego możliwego stanu:
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    Definicja zwraca prawdopodobieństwo, a nie określoną akcję mająca na celu wprowadzenie losowości do zachowania agenta. W dalszej części książki wyjaśnię, dlaczego taki sposób zdefiniowania polityki jest ważny i przydatny. Polityka deterministyczna jest szczególnym przypadkiem probabilistyki, w którym wymagana akcja ma prawdopodobieństwo równe 1.


    Warto pamiętać, że jeśli polityka jest ustalona i nie zmienia się, wówczas proces decyzyjny Markowa staje się procesem Markowa z nagrodami, ponieważ możemy zredukować macierze przejść i nagród poprzez pozbycie się wymiarów związanych z akcjami.


    Gratuluję, że udało Ci się dotrzeć do tego miejsca! Ten rozdział był co prawda trudny, ale jednocześnie ważny dla zrozumienia całego późniejszego materiału praktycznego. Po dwóch kolejnych rozdziałach, w których przeanalizuję bibliotekę OpenAI Gym i uczenie głębokie, w końcu postaram się odpowiedzieć na następujące pytanie: jak uczyć agentów rozwiązywania praktycznych zadań?


    Podsumowanie


    W tym rozdziale rozpoczęliśmy podróż po świecie uczenia przez wzmacnianie. Dowiedzieliśmy się, co sprawia, że uczenie przez wzmacnianie jest wyjątkowe, i jaki ma ono związek z paradygmatami uczenia nadzorowanego i nienadzorowanego. Następnie zapoznaliśmy się z podstawami teoretycznymi, czyli procesami Markowa, procesami Markowa z nagrodami oraz procesami decyzyjnymi Markowa. Ta wiedza będzie bardzo przydatna do zrozumienia dalszej części książki.


    W następnym rozdziale odejdziemy od formalnej teorii i zajmiemy się praktyką. Przeanalizujemy wymaganą konfigurację i biblioteki, a następnie utworzymy pierwszego agenta.


    
      
        [1] Dokładnie rzecz ujmując, łańcuch Markowa jest procesem Markowa o czasie dyskretnym — przyp. tłum.

      

    

  


  
    Rozdział 2.

    Zestaw narzędzi OpenAI Gym


    Po przeanalizowaniu w poprzednim rozdziale wielu teoretycznych zagadnień związanych z uczeniem przez wzmacnianie zacznijmy wreszcie robić coś bardziej praktycznego! W tym rozdziale poznasz podstawy biblioteki OpenAI Gym, używanej w celu zapewnienia jednolitego interfejsu API dla agenta RL i wielu środowisk uczenia przez wzmacnianie. Eliminuje to konieczność tworzenia nadmiarowego kodu.


    W tym rozdziale również utworzysz pierwszego losowo działającego agenta i w praktyce zapoznasz się z podstawowymi koncepcjami uczenia przez wzmacnianie, które omówiliśmy do tej pory. Pod koniec rozdziału będziesz znał następujące zagadnienia:


    
      	wysokopoziomowe wymagania, które należy spełnić, aby podłączyć agenta do platformy obsługującej uczenie przez wzmacnianie,


      	podstawowy sposób implementacji losowego agenta uczenia przez wzmacnianie w języku Python,


      	obsługę biblioteki OpenAI Gym.

    


    Anatomia agenta


    Jak dowiedziałeś się z poprzedniego rozdziału, świat uczenia przez wzmacnianie zawiera następujące elementy:


    
      	Agenta — rzecz lub osoba, która odgrywa aktywną rolę. W praktyce agent to fragment kodu, który implementuje pewną politykę. Polityka wykorzystuje obserwacje i decyduje o tym, jakie akcje są potrzebne na każdym z etapów.


      	Środowisko — model zewnętrznego świata, który jest odpowiedzialny za dostarczanie obserwacji i nagradzanie. Środowisko zmienia swój stan na podstawie akcji agenta.

    


    Sprawdźmy, w jaki sposób powyższe elementy można zaimplementować w Pythonie. Zdefiniujemy środowisko, które zapewni agentowi uzyskiwanie losowych nagród po określonej liczbie kroków, niezależnie od wykonywanych przez niego akcji. Taka implementacja nie jest zbyt przydatna, ale pozwoli się skoncentrować na tworzeniu metod dla klas definiujących środowisko i agenta. Zacznijmy od środowiska:

    class Environment:



        def __init__(self):



            self.steps_left = 10




    W powyższym kodzie środowisko inicjalizuje stan wewnętrzny. W tym przypadku stan jest po prostu licznikiem ograniczającym liczbę kroków, które agent może wykonać w celu interakcji ze środowiskiem.

        def get_observation(self) -> List[float]:



            return [0.0, 0.0, 0.0]




    Metoda get_observation() powinna zwrócić obserwację bieżącego środowiska do agenta. Zwykle jest ona implementowana jako pewna funkcja wewnętrznego stanu środowiska. Zapis -> List[float] jest przykładem adnotacji typu, która została wprowadzona w Pythonie 3.5. Więcej informacji na ten temat możesz znaleźć w dokumentacji pod adresem https://docs.python.org/3/library/typing.html. W tym przykładzie wektor obserwacji zawsze wynosi zero, ponieważ środowisko w zasadzie nie ma stanu wewnętrznego.

        def get_actions(self) -> List[int]:



            return [0, 1]




    Metoda get_actions() umożliwia agentowi uzyskanie listy akcji, które może wykonać. Zwykle taki zestaw nie zmienia się w czasie, jednak w pewnych stanach niektóre akcje mogą stać się niemożliwe (na przykład nie każdy ruch jest możliwy dla dowolnej pozycji gry w kółko i krzyżyk). W tym uproszczonym przykładzie istnieją tylko dwie akcje, które agent może wykonywać. Zostały one zakodowane za pomocą liczb całkowitych 0 i 1.

        def is_done(self) -> bool:



            return self.steps_left == 0




    Powyższa metoda informuje agenta o zakończeniu epizodu. Jak dowiedziałeś się z wcześniejszego rozdziału, seria interakcji środowisko – agent jest podzielona na sekwencję kroków zwanych epizodami. Epizody mogą być skończone, jak na przykład w grze w szachy, lub nieskończone, jak misja Voyager 2 (słynna sonda kosmiczna, która została wystrzelona ponad 40 lat temu i opuściła już Układ Słoneczny). Aby uwzględnić obie opcje, środowisko powinno zapewnić sposób pozwalający na wykrycie, kiedy epizod się zakończył.

        def action(self, action: int) -> float:



            if self.is_done():



                raise Exception("Koniec gry")



            self.steps_left -= 1



            return random.random()




    Metoda action() jest centralnym składnikiem środowiska. Wykonuje ona dwa działania: obsługuje akcję agenta i zwraca za nią nagrodę. W obecnym przykładzie nagroda jest losowa, a sama akcja jest odrzucana. Aktualizujemy liczbę kroków i nie obsługujemy zakończonych epizodów.


    Klasa zarządzająca agentem jest znacznie prostsza i zawiera tylko dwie metody: konstruktora i funkcję wykonującą jeden krok w środowisku:

    class Agent:



        def __init__(self):



            self.total_reward = 0.0




    W konstruktorze inicjalizujemy licznik, który przechowuje sumaryczną nagrodę zgromadzoną przez agenta podczas epizodu.

        def step(self, env: Environment):



            current_obs = env.get_observation()



            actions = env.get_actions()



            reward = env.action(random.choice(actions))



            self.total_reward += reward




    Funkcja step używa instancji środowiska jako argumentu i umożliwia agentowi wykonanie następujących działań:


    
      	Obserwowanie środowiska.


      	Podjęcie decyzji dotyczącej wyboru akcji na podstawie obserwacji.


      	Poinformowanie środowiska o wybranej akcji.


      	Zdobycie nagrody za wykonanie bieżącego kroku.

    


    Agent jest prymitywny i ignoruje obserwacje uzyskane w procesie podejmowania decyzji o tym, jaką akcję powinno się wykonać. Zamiast tego każda akcja jest wybierana losowo. Ostatnim elementem jest kod, który tworzy obie klasy i uruchamia jeden epizod:

    if __name__ == "__main__":



        env = Environment()



        agent = Agent()



        while not env.is_done():



            agent.step(env)



        print("Sumaryczna nagroda: %.4f" % agent.total_reward)




    Cały kod programu można znaleźć pod adresem https://ftp.helion.pl/przyklady/glucz2.zip (plik r02/01_agent_anatomy.py). Nie zawiera on żadnych zewnętrznych zależności i powinien działać z mniej lub bardziej nowoczesną wersją Pythona. Po każdym uruchomieniu otrzymasz odmienną wartość nagrody uzyskaną przez agenta.


    Chociaż kod jest prosty, ilustruje podstawowe pojęcia, które są związane z modelem uczenia przez wzmacnianie. Środowisko może być niezwykle skomplikowanym modelem fizycznym, a agentem — duża sieć neuronowa, która implementuje najnowszy algorytm RL. Podstawowy wzorzec pozostanie jednak taki sam — w każdym kroku agent będzie uzyskiwał obserwacje ze środowiska, wykonywał obliczenia i wybierał akcję do wykonania. Rezultatem akcji będzie nagroda i nowa obserwacja.


    Mógłbyś zapytać: skoro wzorzec jest zawsze taki sam, więc po co za każdym razem tworzyć go od podstaw? A może został już przez kogoś zaimplementowany i występuje w postaci biblioteki? Oczywiście istnieją odpowiednie platformy, ale zanim poświęcimy trochę czasu na ich omówienie, przygotujmy środowisko programistyczne.


    Wymagania sprzętowe i programowe


    Przykłady zaprezentowane w książce zostały zaimplementowane i przetestowane za pomocą wersji 3.7 języka Python. Zakładam, że znasz już ten język i typowe pojęcia, takie jak środowiska wirtualne, więc nie będę szczegółowo omawiać, jak zainstalować pakiet w sposób izolowany. W przykładach zostaną użyte wspomniane wcześniej adnotacje typów, które pozwolą na dostarczenie sygnatur typów do funkcji i metod klas.


    Biblioteki zewnętrzne, które będziemy wykorzystywać w książce, zostały udostępnione na zasadzie otwartego oprogramowania. Oto one:


    
      	NumPy — biblioteka do obliczeń naukowych, w której zaimplementowano operacje macierzowe i typowe funkcje.


      	OpenCV Python Bindings — biblioteka obsługująca widzenie komputerowe, udostępniająca wiele funkcji służących do przetwarzania obrazu.


      	Gym — platforma uczenia przez wzmacnianie. Zawiera różne środowiska, z którymi można się komunikować w ujednolicony sposób.


      	PyTorch — uniwersalna i funkcjonalna biblioteka do uczenia głębokiego. Zostanie dokładniej zaprezentowana w rozdziale 3.


      	PyTorch Ignite — zestaw narzędzi wysokiego poziomu wykorzystujący bibliotekę PyTorch, używany w celu ograniczania ilości standardowego kodu. Zostanie omówiony w rozdziale 3. Pełna dokumentacja jest dostępna pod adresem https://pytorch.org/ignite/.


      	PTAN — rozszerzenie biblioteki Gym, które stworzyłem, aby mogło wspierać nowoczesne metody głębokiego uczenia przez wzmacnianie i bloki konstrukcyjne. Użyte klasy zostaną szczegółowo opisane, a ich kod źródłowy zaprezentowany (patrz https://github.com/Shmuma/ptan).

    


    W niektórych rozdziałach zostaną wykorzystane określone biblioteki. Na przykład użyjemy biblioteki Microsoft TextWorld do programowania gier tekstowych, PyBullet do symulacji robotów, OpenAI Universe do zautomatyzowania obsługi przeglądarki itd. Te specjalistyczne rozdziały będą zawierały instrukcje dotyczące instalacji bibliotek.


    Większość książki (część druga, trzecia i czwarta) jest poświęcona nowoczesnym metodom głębokiego uczenia ze wzmacnianiem, które pojawiły się w ciągu ostatnich kilku lat. Słowo „głęboki” w tym kontekście oznacza częste stosowanie uczenia głębokiego. Powinieneś wiedzieć, że wymaga ono dużej mocy obliczeniowej. Jeden nowoczesny procesor graficzny (GPU) może być od 10 do 100 razy szybszy niż nawet najefektywniejsze systemy z wieloma jednostkami centralnymi (CPU). W praktyce oznacza to, że trenowanie, które zajmuje godzinę w systemie z procesorem graficznym, może trwać od pół dnia do tygodnia w najszybszym systemie ze zwykłym procesorem. Nie oznacza to, że bez dostępu do GPU nie można przetestować przykładów z tej książki — potrwa to po prostu dłużej. Aby poeksperymentować z kodem (najbardziej skuteczny sposób nauczenia się czegokolwiek), lepiej więc uzyskać dostęp do maszyny z procesorem graficznym. Można to zrobić na różne sposoby:


    
      	Kupić nowoczesny procesor graficzny obsługujący architekturę CUDA.


      	Skorzystać z chmury. Zarówno Amazon Web Services, jak i Google Cloud udostępniają systemy oparte na GPU.


      	Skorzystać ze środowiska Google Colab, które oferuje bezpłatny dostęp do GPU dla notatników Jupyter.

    


    Instrukcje dotyczące konfiguracji systemu wykraczają poza zakres tej książki, ale istnieje wiele podręczników dostępnych w internecie. Jeśli chodzi o system operacyjny, należy używać Linuksa lub macOS-a. Co prawda system Windows jest wspierany przez biblioteki PyTorch i Gym, ale przykłady zaprezentowane w książce nie zostały w nim w pełni przetestowane.


    Polecenie pip freeze pozwala poznać dokładne wersje bibliotek, które stosujemy w całej książce (może być ono przydatne do rozwiązywania problemów związanych z przykładami, ponieważ otwarte oprogramowanie i narzędzia uczenia głębokiego ewoluują niezwykle szybko):

    atari-py==0.2.6



    gym==0.15.3



    numpy==1.17.2



    opencv-python==4.1.1.26



    tensorboard==2.0.1



    torch==1.3.0



    torchvision==0.4.1



    pytorch-ignite==0.2.1



    tensorboardX==1.9



    tensorflow==2.0.0



    ptan==0.6




    Wszystkie przykłady zaprezentowane w książce zostały utworzone i przetestowane przy użyciu biblioteki PyTorch 1.3, którą można zainstalować, postępując zgodnie z instrukcjami podanymi na stronie http://pytorch.org (zwykle wystarczy po prostu użyć polecenia conda install pytorch torchvision -c pytorch).


    Przejdźmy teraz do szczegółów związanych z interfejsem API biblioteki OpenAI Gym, który zapewni dostęp do wielu środowisk, od zupełnie trywialnych po wymagające.


    Interfejs API biblioteki OpenAI Gym


    Biblioteka Gym języka Python została opracowana i jest wspierana przez laboratorium badawcze OpenAI (www.openai.com). Głównym jej celem jest udostępnienie bogatego zestawu środowisk i umożliwienie przeprowadzania za pomocą ujednoliconego interfejsu eksperymentów związanych z uczeniem przez wzmacnianie. Nie jest więc zaskakujące, że główna klasa Env w bibliotece jest środowiskiem. Instancje tej klasy zawierają kilka metod i pól, które dostarczają informacji o jej możliwościach. Każde ze środowisk udostępnia następujące wysokopoziomowe funkcje i dane:


    
      	Zestaw akcji, które mogą być wykonywane w środowisku. Biblioteka Gym wspiera zarówno akcje dyskretne, jak i ciągłe, a także pozwala na ich łączenie.


      	Kształt i zakres obserwacji, które środowisko dostarcza agentowi.


      	Metodę step służącą do wykonania akcji. Metoda zwraca bieżącą obserwację, nagrodę i informację o zakończeniu epizodu.


      	Metodę reset, która przywraca środowisko do stanu początkowego i zwraca pierwszą obserwację.

    


    Przeanalizujmy szczegółowo każdy z komponentów środowiska.


    Przestrzeń akcji


    Jak wspomniałem, akcje, które agent wykonuje, mogą być dyskretne, ciągłe lub stanowić ich kombinację. Akcje dyskretne to ustalony zestaw działań, które agent może wykonać — na przykład poruszać się w lewo, w prawo, w górę lub w dół. Innym przykładem jest przycisk, który można nacisnąć lub zwolnić. Oba stany wykluczają się wzajemnie, ponieważ główną cechą przestrzeni akcji dyskretnych jest to, że w danym momencie można wybrać tylko jedną akcję ze skończonego zestawu działań.


    Akcja ciągła ma przypisaną wartość. Może to być na przykład kierownica, którą można obracać o określony kąt, lub pedał przyspieszenia, który można naciskać z różną siłą. Opis akcji ciągłej zawiera także informacje o zakresie wartości. W przypadku kierownicy zakres wartości może wynosić od –720 do 720 stopni. W przypadku pedału przyspieszenia wartości mieszczą się zwykle w przedziale od 0 do 1.


    Oczywiście nie jesteśmy ograniczeni do jednej akcji — środowisko może wykonywać wiele czynności, takich jak jednoczesne naciskanie wielu przycisków lub obracanie kierownicą i naciskanie dwóch pedałów (hamulca i pedału przyspieszenia). Aby zapewnić wsparcie dla takich przypadków, w bibliotece Gym zdefiniowano specjalną klasę kontenera, która umożliwia konsolidację wielu przestrzeni akcji.


    Przestrzeń obserwacji


    Jak wspomniałem w rozdziale 1., obserwacje to informacje niebędące nagrodą, które środowisko dostarcza agentowi w każdym punkcie czasowym. Obserwacje mogą być tak proste jak zbiór liczb lub złożone — na przykład być wielowymiarowymi tensorami zawierającymi kolorowe obrazy uzyskane z kilku kamer. Mogą być także dyskretne, podobnie jak przestrzenie akcji. Przykładem dyskretnej przestrzeni obserwacyjnej jest żarówka, która może się znajdować w dwóch stanach — włączonym lub wyłączonym, zwracanych w postaci wartości logicznej.


    Klasy biblioteki Gym odzwierciedlają więc podobieństwo między akcjami i obserwacjami. Odpowiedni diagram klas pokazany jest na rysunku 2.1.
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    Rysunek 2.1. Dziedziczenie po klasie Space w bibliotece Gym


    Podstawowa klasa abstrakcyjna Space zawiera dwie istotne metody:


    
      	sample() — zwraca losową próbkę z przestrzeni.


      	contain(x) — sprawdza, czy argument x należy do dziedziny przestrzeni.

    


    Powyższe metody są abstrakcyjne i zostały ponownie zaimplementowane w każdej z klas podrzędnych:


    
      	Klasa Discrete reprezentuje wzajemnie wykluczający się zestaw elementów, ponumerowanych od 0 do n–1. Jej jedynym polem (n) jest liczba opisywanych przez nią elementów. Na przykład za pomocą zapisu Discrete(n = 4) można zdefiniować przestrzeń akcji z czterema kierunkami poruszania się [w lewo, w prawo, w górę lub w dół].


      	Klasa Box reprezentuje n-wymiarowy tensor liczb wymiernych z przedziału [dolny, górny]. Na przykład mogłaby ona reprezentować pedał przyspieszenia z jedną pojedynczą wartością z zakresu od 0,0 do 1,0 — Box(low=0.0, high=1.0, shape=(1,), dtype=np.float32) (argumentowi shape została przypisana krotka o długości 1 z wartością równą 1, czyli jednowymiarowy tensor z pojedynczą wartością). Parametr dtype określa typ wartości przestrzeni — w powyższym przykładzie definiujemy go jako 32-bitową liczbę zmiennoprzecinkową biblioteki NumPy. Innym przykładem wykorzystania klasy Box może być obserwacja ekranu Atari (w dalszej części książki omówię wiele środowisk Atari), który jest obrazem RGB (z kanałami czerwonym, zielonym i niebieskim) o wymiarach 210×160 pikseli — Box(low=0, high=255, shape=(210, 160, 3), dtype=np.uint8). W tym przypadku argument shape jest krotką trzech elementów: pierwszy wymiar to wysokość obrazu, drugi to szerokość, a trzeci jest równy 3, co odpowiada trzem kanałom dla koloru czerwonego, zielonego i niebieskiego. W sumie każda z obserwacji jest więc trójwymiarowym tensorem o wielkości 100 800 bajtów.


      	Ostatnią klasą potomną jest Tuple, która umożliwia łączenie kilku instancji klas Space. Dzięki temu można tworzyć przestrzenie akcji i obserwacji o dowolnej złożoności. Załóżmy, że chcielibyśmy zdefiniować specyfikację przestrzeni akcji dla samochodu. Samochód ma kilka elementów sterujących, których parametry można zmieniać w każdym punkcie czasowym, w tym kąt skrętu kierownicy, położenie pedału hamulca i położenie pedału przyspieszenia. Te trzy kontrolki można określić za pomocą trzech wartości zmiennoprzecinkowych w jednej instancji klasy Box. Oprócz podstawowych składników sterujących samochód zawiera inne elementy dyskretne, takie jak kierunkowskaz (który może być wyłączony albo wskazywać skręt w prawo lub w lewo) lub klakson (włączony lub wyłączony). Aby połączyć to wszystko w jedną klasę specyfikującą przestrzeń akcji, możemy utworzyć obiekt Tuple(spaces=(Box(low=-1.0, high=1.0, shape=(3,), dtype=np.float32), Discrete(n=3),Discrete(n=2))). Taka uniwersalność jest jednak rzadko potrzebna. W tej książce będziemy wykorzystywać jedynie klasy Box i Discrete. Klasa Tuple może być jednak przydatna w niektórych przypadkach.

    


    W bibliotece Gym zdefiniowano również inne podklasy klasy Space, jednak najbardziej przydatne są te, które przedstawiłem powyżej. Wszystkie podklasy implementują metody sample() i contains(). Metoda sample() pobiera losową próbkę odpowiadającą klasie Space i jej parametrom. Przydaje się głównie w przypadku przestrzeni akcji, gdy należy wybrać losową akcję. Na przykład Discrete.sample() zwróci losowy element z zakresu dyskretnego, a Box.sample() zwróci losowy tensor o odpowiednich wymiarach i wartościach zawartych w podanym zakresie. Metoda contains() weryfikuje, czy podane argumenty są zgodne z parametrami klasy Space, i jest używana przez bibliotekę Gym do sprawdzania, czy agent działa sensownie.


    Każde środowisko zawiera dwa obiekty typu Space: action_space i observation_space. Dzięki temu można tworzyć ogólny kod, który będzie działać w każdym środowisku. Oczywiście zajmowanie się pikselami ekranu różni się od obsługi obserwacji dyskretnych (być może będziemy chcieli wstępnie przetworzyć obrazy za pomocą warstw konwolucyjnych lub innych metod dostępnych w zestawie narzędzi widzenia komputerowego). W większości przypadków oznacza to optymalizację kodu dla określonego środowiska lub grupy środowisk, jednak biblioteka Gym umożliwia także tworzenie kodu generycznego.


    Środowisko


    Jak wspomniałem wcześniej, w bibliotece Gym środowisko jest reprezentowane przez klasę Env, która składa się z następujących elementów:


    
      	action_space — to pole klasy Space zawiera specyfikację dozwolonych działań w środowisku.


      	observation_space — pole również należy do klasy Space i określa obserwacje dostarczane przez środowisko.


      	reset() — metoda resetuje środowisko do stanu początkowego i zwraca początkowy wektor obserwacji.


      	step() — metoda umożliwia agentowi podjęcie akcji i zwraca informacje o wyniku — następną obserwację, lokalną nagrodę i flagę oznaczającą zakończenie epizodu. Ta metoda jest dość skomplikowana, więc przeanalizuję ją szczegółowo w dalszej części tego podrozdziału.

    


    W klasie Env istnieją również metody pomocnicze, takie jak render(), która pozwala uzyskać obserwację w postaci przyjaznej dla człowieka, jednak nie będziemy ich używać. Pełną listę możesz znaleźć w dokumentacji biblioteki Gym. W tej książce przeanalizujemy podstawowe metody klasy Env: reset() i step().


    Wcześniej wyjaśniłem już, w jaki sposób kod może uzyskać informacje o akcjach i obserwacjach środowiska. Teraz powinieneś się dowiedzieć, jak działa sama akcja. Komunikacja ze środowiskiem odbywa się poprzez metody step i reset.


    Ponieważ metoda reset jest znacznie prostsza, zacznijmy od niej. Nie ma ona argumentów, a jej działanie polega na resetowaniu środowiska do stanu początkowego i uzyskiwaniu początkowej obserwacji. Pamiętaj, że metodę tę musisz wywołać po utworzeniu środowiska. Jak być może pamiętasz z rozdziału 1., komunikacja agenta ze środowiskiem może się kiedyś skończyć (jak program wyświetlający ekran „Koniec gry”). Takie sesje są nazywane epizodami. Po zakończeniu epizodu agent musi rozpoczynać pracę od nowa. Wartość zwracana przez metodę reset to pierwsza obserwacja środowiska.


    Metoda step() jest centralnym elementem związanym z funkcjonalnością środowiska. Wykonuje ona następujące działania:


    
      	Informuje środowisko, jakie akcje zostaną podjęte w kolejnym kroku.


      	Uzyskuje nową obserwację ze środowiska po wykonaniu akcji.


      	Uzyskuje nagrodę, którą agent otrzymał w danym kroku.


      	Uzyskuje informację, że epizod został zakończony.

    


    Jedynym argumentem metody step() jest akcja. Metoda zwraca informacje w postaci krotki (struktury języka Python, a nie klasy Tuple, o której wspomnieliśmy w poprzednim punkcie) składającej się z czterech elementów (observation, reward, done i info):


    
      	observation — wektor NumPy lub macierz z danymi obserwacyjnymi.


      	reward — nagroda w postaci liczby zmiennoprzecinkowej.


      	done — flaga logiczna, która ma wartość True po zakończeniu epizodu.


      	info — dodatkowe informacje specyficzne dla środowiska. Zwykłą praktyką jest ignorowanie tej wartości w ogólnych metodach uczenia przez wzmacnianie (czyli nieuwzględnianie szczegółów związanych z określonym środowiskiem).

    


    Być może masz już pomysł, jak obsłużyć środowisko w kodzie agenta. W pętli będziemy wywoływać metodę step() z akcją do wykonania, dopóki wartość done nie stanie się równa True. Następnie powinniśmy wywołać reset(), aby zacząć wszystko od nowa. Nie wiemy jeszcze, w jaki sposób należy utworzyć obiekt Env.


    Tworzenie środowiska


    Każde środowisko ma unikatową nazwę w postaci EnvironmentName-vN, gdzie N jest liczbą używaną w celu rozróżnienia między różnymi wersjami tego samego środowiska (na przykład po poprawieniu błędów lub wprowadzeniu istotnych zmian w kodzie). Pakiet gym udostępnia funkcję make(env_name) pozwalającą na utworzenie środowiska, której jedynym argumentem jest jego nazwa w postaci łańcucha.


    W chwili pisania tej książki biblioteka Gym 0.13.1 zawierała 859 różnych środowisk. Oczywiście nie wszystkie z nich były unikatowe, ponieważ lista obejmowała wszystkie dostępne wersje. To samo środowisko może się także różnić ustawieniami i przestrzeniami obserwacji. Na przykład gra Breakout na Atari ma następujące nazwy środowisk:


    
      	Breakout-v0, Breakout-v4 — oryginalna gra Breakout z losową pozycją początkową i kierunkiem piłki.


      	BreakoutDeterministic-v0, BreakoutDeterministic-v4 — gra Breakout z tym samym początkowym położeniem i wektorem prędkości piłki.


      	BreakoutNoFrameskip-v0, BreakoutNoFrameskip-v4 — gra Breakout, w której agentowi jest przesyłana każda klatka.


      	Breakout-ram-v0, Breakout-ram-v4 — gra Breakout, w której jest obserwowana cała pamięć emulatora Atari (128 bajtów) zamiast pikseli ekranu.


      	Breakout-ramDeterministic-v0, Breakout-ramDeterministic-v4.


      	Breakout-ramNoFrameskip-v0, Breakout-ramNoFrameskip-v4.

    


    Dla starego, dobrego Breakouta istnieje więc w sumie 12 środowisk. Dla Czytelników, którzy nie znają tej gry, dołączam na rysunku 2.2 zrzut ekranu z rozgrywki.
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    Rysunek 2.2. Gra Breakout


    Nawet po usunięciu zduplikowanych wersji biblioteka Gym 0.13.1 zawiera imponującą listę 154 unikatowych środowisk, które można podzielić na kilka grup:


    
      	Rozwiązywanie klasycznych problemów związanych ze sterowaniem: zadania testowe, które są wykorzystywane w teorii sterowania optymalnego i artykułach dotyczących uczenia przez wzmacnianie jako wzorce lub programy demonstracyjne. Są proste, więc charakteryzują się niewielkimi przestrzeniami obserwacji i akcji. Przydają się jednak do szybkiego testowania podczas implementacji algorytmów. Potraktuj je jako „Zbiór MNIST dla RL” (MNIST to zbiór danych służący do rozpoznawania cyfr pisma odręcznego utworzony przez Yanna LeCuna, który można znaleźć pod adresem http://yann.lecun.com/exdb/mnist/).


      	Atari 2600: gry z klasycznej platformy z lat 70 XX wieku. Istnieje 63 unikatowych gier.


      	Algorytmika: zadania, których celem jest wykonywanie prostych obliczeń, takich jak kopiowanie obserwowanej sekwencji lub dodawanie liczb.


      	Gry planszowe: gry Go i Hex.


      	Box2D: środowiska, które wykorzystują symulator fizyki Box2D do nauki chodzenia lub sterowania samochodem.


      	MuJoCo: kolejny symulator fizyki stosowany do rozwiązywania problemów związanych ze sterowaniem ciągłym.


      	Dostrajanie parametrów: uczenie przez wzmacnianie używane do optymalizacji parametrów sieci neuronowych.


      	Przetwarzanie tekstu: proste środowiska związane z przetwarzaniem tekstu.


      	PyGame: kilka środowisk zaimplementowanych przy użyciu silnika PyGame.


      	Doom: dziewięć minigier zaimplementowanych przy użyciu platformy ViZDoom.

    


    Pełną listę środowisk można znaleźć pod adresem https://gym.openai.com/envs lub na stronie wiki w repozytorium projektu na GitHubie. Jeszcze większy zestaw środowisk jest dostępny w bibliotece OpenAI Universe (obecnie wycofywanej przez OpenAI), która udostępnia ogólne interfejsy do maszyn wirtualnych, pozwalając na uruchamianie gier wykorzystujących platformę Flash oraz podstawowy system operacyjny, przeglądarek internetowych i innych aplikacji świata rzeczywistego. OpenAI Universe rozszerza interfejs API biblioteki Gym, wykorzystując jej zasady projektowania i paradygmaty. Więcej szczegółów znajdziesz na stronie https://github.com/openai/universe. Bibliotekę Universe dokładniej przeanalizujemy w rozdziale 13. Wykorzystamy ją razem z platformą MiniWoB do automatyzowania zadań wykonywanych przez przeglądarkę.


    Dość teorii! Utwórzmy teraz sesję w języku Python, która będzie obsługiwać jedno ze środowisk biblioteki Gym.


    Sesja CartPole


    Zastosujmy zdobytą wiedzę i poznajmy jedno z najprostszych środowisk uczenia przez wzmacnianie, które udostępnia biblioteka Gym.

    $ python



    Python 3.7.5 |Anaconda, Inc.| (default, Mar 29 2018, 18:21:58)



    [GCC 7.2.0] on linux



    Type "help", "copyright", "credits" or "license" for more information.



    >>> import gym



    >>> e = gym.make('CartPole-v0')




    Zaimportowaliśmy pakiet gym i utworzyliśmy środowisko o nazwie CartPole. Pochodzi ono z grupy zadań rozwiązujących klasyczne problemy związane ze sterowaniem. Jego działanie polega na sterowaniu platformą za pomocą drążka przymocowanego do jej dolnej części (rysunek 2.3). Problem polega na tym, że drążek ma tendencję do opadania w prawo lub w lewo, więc w każdym kroku musisz go równoważyć, przesuwając platformę odpowiednio w jedną lub drugą stronę.
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    Rysunek 2.3. Środowisko CartPole


    Obserwacja środowiska to cztery liczby zmiennoprzecinkowe zawierające informacje o współrzędnej x środka masy drążka, jego prędkości, kącie względem platformy i prędkości kątowej. Aby zrównoważyć drążek, można w prosty sposób zamienić te liczby na odpowiednie akcje, wykorzystując w tym celu wiedzę matematyczną i fizyczną. Problem polega jednak na tym, jak nauczyć się równoważyć system, nie znając dokładnego znaczenia obserwowanych liczb i korzystając tylko z nagrody. Nagroda w tym środowisku wynosi 1 i jest przyznawana w każdym kroku czasowym. Epizod trwa do momentu, gdy drążek dotknie platformy, więc aby otrzymać lepszą nagrodę, musimy balansować nią w taki sposób, aby nie upadł.


    Ten problem może się wydawać trudny, ale po przeczytaniu zaledwie dwóch rozdziałów będziesz znał algorytm, który w ciągu kilku minut z łatwością go rozwiąże, nie mając przy tym pojęcia, co oznaczają obserwowane liczby. Zrobimy to jedynie metodą prób i błędów oraz przy użyciu odrobiny magii uczenia przez wzmacnianie.


    Wróćmy do naszej sesji.

    >>> obs = e.reset()



    >>> obs



    array([-0.04937814, -0.0266909 , -0.03681807, -0.00468688])




    Resetujemy środowisko i uzyskujemy pierwszą obserwację (nowo utworzone środowisko należy zawsze zresetować). Jak wspomniałem, obserwacja to cztery liczby, więc sprawdźmy, czy tak jest w rzeczywistości.

    >>> e.action_space



    Discrete(2)



    >>> e.observation_space



    Box(4,)




    Pole action_space jest typu Discrete, więc akcje będą po prostu wynosić 0 lub 1, gdzie 0 oznacza przesunięcie platformy w lewo, a 1 w prawo. Przestrzeń obserwacji to Box(4,), czyli wektor o rozmiarze 4 z wartościami zawierającymi się w zakresie [-inf, inf].

    >>> e.step(0)



    (array([-0.04991196, -0.22126602, -0.03691181, 0.27615592]), 1.0,



    False, {})




    Poprzez wykonanie akcji 0 przesunęliśmy platformę w lewo, a następnie otrzymaliśmy krotkę z czterema elementami:


    
      	Nową obserwację, która jest wektorem składającym się z czterech liczb.


      	Nagrodę w wysokości 1.0.


      	Flagę done o wartości False, która oznacza, że epizod się jeszcze nie skończył, więc drążek nie upadł na platformę.


      	Dodatkowe informacje o środowisku, czyli pusty słownik.

    


    Następnie w przestrzeniach akcji i obserwacji użyjemy metody sample() klasy Space.

    >>> e.action_space.sample()



    0



    >>> e.action_space.sample()



    1



    >>> e.observation_space.sample()



    array([2.06581792e+00, 6.99371255e+37, 3.76012475e-02, -5.19578481e+37])



    >>> e.observation_space.sample()



    array([4.6860966e-01, 1.4645028e+38, 8.6090848e-02, 3.0545910e+37])




    Metoda zwróciła losową próbkę z odpowiedniej przestrzeni, co w przypadku przestrzeni akcji Discrete oznacza przypadkową liczbę 0 lub 1, a dla przestrzeni obserwacji wektor czterech losowych liczb. Losowa próbka z przestrzeni obserwacji może się wydawać bezużyteczna. Jest to prawda, jednak próbka z przestrzeni akcji może zostać wykorzystana, gdy nie będziemy pewni, jaką akcję wykonać. Jest ona teraz szczególnie przydatna, ponieważ nie znasz jeszcze żadnych metod uczenia przez wzmacnianie, a przecież chcielibyśmy się pobawić środowiskiem Gym. Wiesz już wystarczająco dużo, więc możesz zaimplementować dla środowiska CartPole pierwszego losowo działającego agenta.


    Losowy agent dla środowiska CartPole


    Chociaż środowisko jest znacznie bardziej złożone niż w przypadku pierwszego przykładu zaprezentowanego w podrozdziale „Anatomia agenta”, kod agenta będzie znacznie krótszy. Na tym polega potęga wielokrotnego użycia, abstrakcji i korzystania z niezależnych bibliotek!


    Oto kod (możesz go znaleźć pod adresem https://ftp.helion.pl/przyklady/glucz2.zip —plik r02/02_cartpole_random.py):

    import gym



    if __name__ == "__main__":



        env = gym.make("CartPole-v0")



        total_reward = 0.0



        total_steps = 0



        obs = env.reset()




    Utworzyliśmy środowisko i zainicjalizowaliśmy licznik kroków oraz akumulator nagrody. W ostatnim wierszu zresetowaliśmy środowisko, aby uzyskać pierwszą obserwację (której nie będziemy używać, ponieważ agent jest stochastyczny).

        while True:



            action = env.action_space.sample()



            obs, reward, done, _ = env.step(action)



            total_reward += reward



            total_steps += 1



            if done:



                break



        print("Epizod zakończony w %d krokach, sumaryczna nagroda %.2f" % (



            total_steps, total_reward))




    W pętli wygenerowaliśmy losową akcję, a następnie zażądaliśmy od środowiska, aby ją wykonało i zwróciło następną obserwację obs, nagrodę reward i flagę zakończenia epizodu done. Po zakończeniu epizodu zatrzymujemy pętlę i wyświetlamy, ile wykonaliśmy kroków oraz jaką nagrodę otrzymaliśmy. Jeśli uruchomisz ten przykład, uzyskasz następujący wynik (ze względu na losowość agenta będzie się jednak trochę różnić od przedstawionego w książce):

    r02$ python 02_cartpole_random.py



    Epizod zakończony w 12 krokach, sumaryczna nagroda 12.00




    Podobnie jak w przypadku sesji interaktywnej, otrzymane ostrzeżenie nie jest związane z kodem, ale z wewnętrznymi strukturami biblioteki Gym. Zanim drążek upadnie i epizod dobiegnie końca, losowy agent wykona średnio od 12 do 15 kroków. Większość środowisk dostępnych w bibliotece Gym ma „ograniczenie nagradzania”, które jest równe średniej nagrodzie, jaką agent powinien zdobyć podczas 100 kolejnych epizodów, w trakcie których „rozpracowuje” środowisko. W przypadku CartPole to ograniczenie wynosi 195, co oznacza, że agent przez 195 kroków (lub nawet dłużej) musi się starać, by drążek nie upadł. Patrząc z tej perspektywy, wydajność losowego agenta wydaje się być dość słaba. Jednak nie bądź rozczarowany — jesteśmy dopiero na początku, a wkrótce rozwiążesz problem CartPole, a także wielu innych, znacznie bardziej interesujących i wymagających środowisk.


    Dodatkowa funkcjonalność biblioteki Gym — opakowania i monitory


    Do tej pory przeanalizowałem około dwóch trzecich podstawowego interfejsu API biblioteki Gym, a także podstawowe funkcje wymagane do tworzenia agentów. W zasadzie nie musisz znać niczego więcej, ale dodatkowa wiedza ułatwi Ci pracę, a sam kod stanie się bardziej zwięzły. Omówię więc krótko pozostałą część interfejsu API.


    Opakowania


    Bardzo często będziesz musiał rozszerzyć funkcjonalność środowiska w pewien ogólny sposób. Załóżmy, że środowisko zwraca dużo obserwacji. Zamierzasz je zgromadzić w buforze, a następnie dostarczyć agentowi N ostatnich z nich. Jest to typowa sytuacja spotykana w przypadku dynamicznych gier komputerowych, w których analiza jednej klatki nie wystarczy, aby uzyskać pełną informację o stanie. Innym przykładem jest przypadek, gdy chcesz wstępnie przetworzyć piksele obrazu, aby ułatwić jego analizowanie przez agenta, lub potrzebujesz znormalizować wyniki nagród. Istnieje wiele sytuacji, które są podobne do siebie — ogólnie rzecz ujmując, chcesz „opakować” istniejące środowisko i użyć pewnej logiki, by coś uzyskać. Biblioteka Gym zapewnia odpowiednie rozwiązanie — jest nim klasa Wrapper. Jej strukturę przedstawiłem na rysunku 2.4.
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    Rysunek 2.4. Hierarchia klas Wrapper w bibliotece Gym


    Klasa Wrapper dziedziczy po klasie Env. Jej konstruktor akceptuje pojedynczy argument — instancję klasy Env, która ma zostać „opakowana”. Aby dodać dodatkową funkcjonalność, musisz przedefiniować metody, które chcesz rozszerzyć, takie jak step() lub reset(). Jedynym wymaganiem jest wywołanie oryginalnej metody klasy nadrzędnej.


    W przypadku bardziej wymagających zadań, takich jak przetwarzanie samych obserwacji lub akcji, istnieją klasy pochodne dziedziczące po klasie Wrapper, które pozwalają na filtrowanie określonych informacji. Oto one:


    
      	ObservationWrapper — musisz przedefiniować metodę obserwacji (obs) klasy nadrzędnej. Argument obs jest obserwacją pochodzącą z opakowanego środowiska. Metoda powinna zwrócić obserwację, która zostanie przekazana agentowi.


      	RewardWrapper — ujawnia metodę (rew), która może modyfikować wartość nagrody przyznaną agentowi.


      	ActionWrapper — musisz przesłonić metodę związaną z akcją (act), dzięki czemu zmodyfikujesz akcję przekazaną przez agenta do opakowanego środowiska.

    


    Aby lepiej zrozumieć sposób działania opakowań, wyobraź sobie sytuację, w której chcielibyśmy modyfikować strumień akcji generowanych przez agenta i z prawdopodobieństwem 10% zastępować je akcjami przypadkowymi. Może się to wydawać nierozsądne, ale ta prosta sztuczka jest jedną z najbardziej praktycznych i skutecznych metod rozwiązywania problemów związanych z eksploracją i eksploatacją, o których wspomniałem w rozdziale 1. Generując losowe akcje, sprawiamy, że agent eksploruje środowisko i od czasu do czasu oddala się od utartych szlaków wynikających ze stosowanej przez niego polityki. Takie rozwiązanie jest łatwe do zastosowania przy użyciu klasy ActionWrapper (cały przykład programu można znaleźć pod adresem https://ftp.helion.pl/przyklady/glucz2.zip — plik r02/03_random_action_wrapper.py).

    import gym



    from typing import TypeVar



    import random



    Action = TypeVar('Action')



    class RandomActionWrapper(gym.ActionWrapper):



        def __init__(self, env, epsilon=0.1):



            super(RandomActionWrapper, self).__init__(env)



            self.epsilon = epsilon




    Poprzez wywołanie metody __init__ klasy nadrzędnej zainicjowaliśmy opakowanie, a następnie zapamiętaliśmy wartość epsilon (prawdopodobieństwo losowej akcji).

        def action(self, action: Action) -> Action:



            if random.random() < self.epsilon:



                print("Losowość!")



                return self.env.action_space.sample()



            return action




    Jest to metoda, którą musimy przesłonić w klasie nadrzędnej, aby zmodyfikować akcje agenta. Za każdym razem, gdy rzucamy kostką, z prawdopodobieństwem epsilon pobieramy losową akcję z przestrzeni akcji i zwracamy ją zamiast tej, którą przesłał agent. Zauważ, że dzięki abstrakcji action_space i opakowaniu byliśmy w stanie stworzyć ogólny kod, który będzie działał z każdym środowiskiem dostępnym w bibliotece Gym. Aby potwierdzić, że opakowanie działa, wyświetlamy odpowiednią informację za każdym razem, gdy akcja zostaje zmodyfikowana. Oczywiście w kodzie produkcyjnym nie będzie to konieczne.

    if __name__ == "__main__":



        env = RandomActionWrapper(gym.make("CartPole-v0"))




    Nadszedł czas na użycie opakowania. Stworzymy typowe środowisko CartPole i przekażemy je do konstruktora klasy Wrapper. Odtąd będziemy używać opakowania jako zwykłej instancji środowiska Env. Ponieważ klasa Wrapper dziedziczy po klasie Env i udostępnia ten sam interfejs, możemy w dowolny sposób zagnieżdżać opakowania kombinacji. To rozwiązanie jest potężne, przejrzyste i generyczne.

        obs = env.reset()



        total_reward = 0.0



        while True:



            obs, reward, done, _ = env.step(0)



            total_reward += reward



            if done:



                break



        print("Nagroda: %.2f" % total_reward)




    Użyliśmy prawie tego samego kodu co poprzednio, z tą różnicą, że za każdym razem próbowaliśmy wykonywać akcję 0. Po uruchomieniu kodu powinieneś stwierdzić, że opakowanie rzeczywiście działa.

    r02$ python 03_random_actionwrapper.py



    Losowość!



    Losowość!



    Losowość!



    Losowość!



    Nagroda: 12.00




    Jeśli chcesz, możesz zmodyfikować parametr epsilon używany podczas tworzenia opakowania i sprawdzić, czy większa losowość poprawia wyniki uzyskane przez agenta.


    Teraz przejdźmy dalej i przyjrzyjmy się kolejnej interesującej perełce, która jest ukryta w bibliotece Gym — klasie Monitor.


    Monitory


    Kolejną klasą, którą warto poznać, jest Monitor. Została on zaimplementowana podobnie jak Wrapper. Klasa ta może zapisywać w pliku informacje o działaniach agenta, a także opcjonalnie tworzyć plik wideo. Jeszcze jakiś czas temu można było przesyłać wyniki uzyskane za pomocą klasy Monitor na stronę https://gym.openai.com i na tle osiągnięć innych programistów sprawdzać, jaką pozycję udało się osiągnąć (rysunek 2.5). Niestety, pod koniec sierpnia 2017 roku laboratorium badawcze OpenAI wyłączyło funkcję przesyłania i zamroziło wszystkie wyniki. Co prawda pojawiło się już kilka alternatywnych rozwiązań, ale nie są one w pełni gotowe. Mam nadzieję, że ta sytuacja zostanie wkrótce rozwiązana, jednak w chwili pisania książki nie było możliwe porównywanie uzyskanych wyników z osiągnięciami innych osób.


    Przykładowy ranking dotyczący środowiska CartPole przedstawiłem na rysunku 2.5.
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    Rysunek 2.5. Interfejs internetowy biblioteki Gym zawierający ranking dotyczący środowiska CartPole


    Każdy przesłany pakiet wyników zawierał szczegółowe informacje o dynamice trenowania. Na rysunku 2.6 zaprezentowałem moje rozwiązanie dla jednej z minigier serii Doom.
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    Rysunek 2.6. Dynamika dla środowiska DoomDefendLine


    Bez względu na wspomniane powyżej problemy klasa Monitor jest nadal przydatna, ponieważ możesz się dowiedzieć, jak agent radzi sobie w środowisku. Poniżej zaprezentowałem sposób uzupełnienia losowego agenta CartPole o klasę Monitor. W gruncie rzeczy na tym polega cała różnica w kodzie (przykład programu można znaleźć pod adresem https://ftp.helion.pl/przyklady/glucz2.zip — plik r02/04_cartpole_random_monitor.py).

    if __name__ == "__main__":



        env = gym.make("CartPole-v0")



        env = gym.wrappers.Monitor(env, "recording")




    Drugim argumentem przekazywanym do klasy Monitor jest nazwa katalogu, w którym zostaną zapisane wyniki. Nie powinien on istnieć, ponieważ w przeciwnym razie działanie programu zakończy się niepowodzeniem i pojawi się wyjątek (aby temu zaradzić, można usunąć istniejący katalog albo do konstruktora klasy Monitor przekazać argument force=True).


    Klasa Monitor wymaga obecności w systemie narzędzia FFmpeg, które służy do konwersji zapisanych obserwacji na wyjściowy plik wideo. Jeśli nie będzie ono dostępne, klasa Monitor zgłosi wyjątek. Najłatwiejszym sposobem zainstalowania oprogramowania FFmpeg jest użycie menedżera pakietów, specyficznego dla określonej dystrybucji systemu operacyjnego.


    Aby uruchomić przykład, należy spełnić jeden z trzech dodatkowych warunków wstępnych:


    
      	Kod powinien zostać uruchomiony w sesji X11 z rozszerzeniem OpenGL (GLX).


      	Kod należy uruchomić na wirtualnym wyświetlaczu Xvfb.


      	W połączeniu SSH należy użyć przekierowania X11 (ang. X11 forwarding).

    


    Konieczność spełnienia jednego z powyższych warunków wynika z powodu nagrywania pliku wideo, które odbywa się poprzez wykonywanie zrzutów ekranu z okna rysowanego przez środowisko. Niektóre systemy używają biblioteki OpenGL do rysowania grafiki, więc musi być ona zainstalowana. Może to stanowić problem dla maszyny wirtualnej w chmurze, która nie ma fizycznego monitora i interfejsu graficznego. Aby temu zaradzić, utworzono specjalny „wirtualny” wyświetlacz graficzny, zwany Xvfb (wirtualny bufor ramki X11), który uruchamia wirtualny ekran na serwerze i zmusza program do rysowania na nim. Dzięki temu klasa Monitor bez problemu utworzy wymagany plik wideo.


    Środowisko Xvfb musisz zainstalować w komputerze (zwykle wymaga to zainstalowania pakietu xvfb). Aby uruchomić program, należy zastosować specjalny skrypt xvfb-run:

    $ xvfb-run -s "-screen 0 640x480x24" python 04_cartpole_random_monitor.py 



    [2017-09-22 12:22:23,446] Making new env: CartPole-v0



    [2017-09-22 12:22:23,451] Creating monitor directory recording



    [2017-09-22 12:22:23,570] Starting new video recorder writing to recording/openaigym.video.0.31179.video000000.mp4



    Epizod zakończony w 14 krokach, sumaryczna nagroda 14.00



    [2017-09-22 12:22:26,290] Finished writing results. You can upload them to the scoreboard via gym.upload('recording')




    Jak widać na podstawie uzyskanych wyników, plik wideo został pomyślnie zapisany, więc możesz go odtworzyć i zobaczyć, jak agent radził sobie w środowisku.


    Innym sposobem rejestrowania akcji agenta jest użycie przekierowania X11, które wykorzystuje zdolność protokołu SSH do tunelowania komunikacji w graficznym interfejsie użytkownika między klientem X11 (kodem języka Python, który chce wyświetlić pewne informacje graficzne) a serwerem X11 (oprogramowaniem, które wie, jak wyświetlić te informacje, i ma dostęp do fizycznego wyświetlacza).


    W przypadku architektury X11 programy klienta i serwera są niezależne od siebie, więc mogą działać w różnych maszynach. Aby skorzystać z przekierowania X11, będziesz musiał spełnić następujące warunki:


    
      	Zainstalować serwer X11 w lokalnej maszynie. System Linux domyślnie zawiera działający serwer X11 (wszystkie środowiska graficzne wykorzystują interfejs X11). W komputerze z systemem Windows możesz skonfigurować implementację X11 innych firm, na przykład zainstalować aplikację VcXsrv o otwartych źródłach (dostępną pod adresem https://sourceforge.net/projects/vcxsrv/).


      	Poprzez użycie opcji -X w wierszu poleceń ssh -X nazwa_serwera zezwolić na zalogowanie się na zdalnej maszynie za pomocą protokołu SSH. Umożliwi to tunelowanie X11 i pozwoli wszystkim procesom działającym w sesji na używanie lokalnego wyświetlacza do wyświetlania grafiki.

    


    Następnie możesz uruchomić program korzystający z klasy Monitor, który dzięki przechwytywaniu obrazów do pliku wideo umożliwi wyświetlenie działań agenta.


    Podsumowanie


    Zacząłeś już poznawać praktyczną stronę uczenia przez wzmacnianie! W tym rozdziale zainstalowaliśmy bibliotekę OpenAI Gym zawierającą mnóstwo środowisk, które można testować. Przeanalizowaliśmy jej podstawowy interfejs API i utworzyliśmy losowo działającego agenta.


    Dowiedziałeś się również, w jaki sposób można modułowo rozszerzać funkcjonalność istniejących środowisk, a także poznałeś metodę rejestrowania aktywności agenta za pomocą klasy Monitor. Zdobyta wiedza będzie intensywnie wykorzystywana w kolejnych rozdziałach.


    Za chwilę przeanalizujemy pakiet PyTorch, który jest ulubioną biblioteką naukowców zajmujących się uczeniem głębokim. Przygotuj się na ciekawy rozdział!

  


  
    Rozdział 3.

    Uczenie głębokie przy użyciu biblioteki PyTorch


    W poprzednim rozdziale zaprezentowałem biblioteki o otwartych źródłach, które zapewniają dostęp do środowisk RL. Jednak ostatnie osiągnięcia, a zwłaszcza połączenie uczenia ze wzmacnianiem z uczeniem głębokim, pozwalają na rozwiązywanie znacznie trudniejszych problemów, niż było to możliwe kiedykolwiek wcześniej. Wynika to częściowo z rozwoju metod i narzędzi uczenia głębokiego. Ten rozdział jest poświęcony jednemu z takich narzędzi — chodzi o bibliotekę PyTorch, która umożliwia implementowanie złożonych modeli uczenia głębokiego przy użyciu zaledwie kilku wierszy kodu w języku Python.


    Rozdział nie zamierza zastąpić podręcznika o uczeniu głębokim, ponieważ dziedzina ta jest bardzo rozległa i zmienia się w sposób dynamiczny. Zostaną jednak omówione następujące zagadnienia:


    
      	Specyfika biblioteki PyTorch i szczegóły implementacyjne (przy założeniu, że znasz już podstawy uczenia głębokiego).


      	Biblioteki wyższego poziomu wykorzystujące bibliotekę PyTorch w celu ułatwienia rozwiązywania typowych problemów związanych z uczeniem głębokim.


      	Biblioteka PyTorch Ignite, która zostanie użyta w kilku przykładach.

    


    
      Uwaga związana z kompatybilnością


      Wszystkie przykłady użyte w tym rozdziale zostały przetestowane z biblioteką PyTorch w wersji 1.3.0, która zawiera drobne zmiany w porównaniu z wersją 0.4.0, wykorzystywaną w pierwszym wydaniu tej książki. Jeśli używasz starszej wersji PyTorch, rozważ aktualizację. W tym rozdziale omówię różnice występujące w najnowszej wersji, która była dostępna w czasie pisania książki.

    


    Tensory


    Tensor jest podstawowym elementem konstrukcyjnym we wszystkich zestawach narzędzi uczenia głębokiego. Chociaż nazwa brzmi trochę mistycznie, tak naprawdę tensor jest po prostu tablicą wielowymiarową. Jak pamiętasz ze szkoły, pojedyncza liczba jest czymś w rodzaju bezwymiarowego punktu, wektor ma jeden wymiar, a macierz jest obiektem dwuwymiarowym. Trójwymiarowe zbiory liczb mogą być reprezentowane przez kostki, ale w przeciwieństwie do macierzy nie mają specjalnej nazwy. W przypadku zbiorów o większych wymiarach możemy więc stosować termin „tensor” (rysunek 3.1).
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    Rysunek 3.1. Od pojedynczej liczby do tensora n-wymiarowego


    W przypadku tensorów używanych w uczeniu głębokim należy także zwrócić uwagę na to, że są one tylko częściowo powiązane z tensorami wykorzystywanymi w rachunku tensorowym lub algebrze tensorów. W uczeniu głębokim tensor jest dowolną tablicą wielowymiarową, natomiast w matematyce jest odwzorowaniem między przestrzeniami wektorowymi, które w niektórych przypadkach może co prawda być reprezentowane jako tablica wielowymiarowa, ale kryje się pod nim więcej semantycznych zawiłości. Matematycy zwykle krzywo patrzą na każdego, kto używa ustalonych terminów matematycznych do nazywania innych rzeczy, więc uważaj!


    Tworzenie tensorów


    Jeśli znasz bibliotekę NumPy (a powinieneś!), wiesz, że jej głównym celem jest generyczna obsługa tablic wielowymiarowych. Nie są one co prawda w tej bibliotece nazywane tensorami, ale w rzeczywistości nimi są. Tensory są szeroko stosowane w obliczeniach naukowych do przechowywania danych. Na przykład obraz kolorowy można zakodować jako trójwymiarowy tensor mający wymiary szerokości, wysokości i koloru.


    Poza wymiarami każdy tensor charakteryzuje się typem zawartych w nim elementów. Biblioteka PyTorch obsługuje osiem typów: trzy typy zmiennoprzecinkowe (16-bitowy, 32-bitowy i 64-bitowy) i pięć typów całkowitych (8-bitowy ze znakiem, 8-bitowy bez znaku, 16-bitowy, 32-bitowy i 64-bitowy). Tensory różnych typów są reprezentowane przez odmienne klasy, z których najczęściej stosowanymi są torch.FloatTensor (odpowiadająca 32-bitowej liczbie zmiennoprzecinkowej), torch.ByteTensor (8-bitowa liczba całkowita bez znaku) i torch.LongTensor (64-bitowa liczba całkowita ze znakiem). Opis pozostałych klas można znaleźć w dokumentacji PyTorch.


    Istnieją trzy sposoby tworzenia tensorów za pomocą biblioteki PyTorch:


    
      	Wywołanie konstruktora wymaganego typu.


      	Konwersja tablicy NumPy lub listy języka Python na tensor. W tym przypadku typ tensora zostanie określony na podstawie typu tablicy.


      	Jawne utworzenie tensora przez bibliotekę PyTorch i wypełnienie go określonymi danymi. Na przykład można użyć funkcji torch.zeros(), aby zdefiniować tensor wypełniony wartościami zerowymi.

    


    Oto kilka prostych przykładów zastosowania wspomnianych powyżej metod:

    >>> import torch

    >>> import numpy as np

    >>> a = torch.FloatTensor(3, 2)

    >>> a

    tensor([[4.1521e+09,  4.5796e-41],

            [ 1.9949e-20, 3.0774e-41],

            [ 4.4842e-44, 0.0000e+00]])


    Zaimportowaliśmy biblioteki PyTorch i NumPy, a następnie utworzyliśmy niezainicjalizowany tensor o rozmiarach 3×2. Biblioteka PyTorch domyślnie przydziela pamięć dla tensora, ale nie inicjalizuje go. Aby wyzerować zawartość tensora, musimy użyć odpowiedniej operacji:

    >>> a.zero_()

    tensor([[ 0., 0.],

            [ 0., 0.],

            [ 0., 0.]])


    Tensory mogą obsługiwać dwa rodzaje operacji: lokalne i funkcyjne. Operacje lokalne charakteryzują się znakiem podkreślenia dołączonym do odpowiednich nazw i przetwarzają zawartość tensora. Następnie jest zwracany zmodyfikowany obiekt. Odpowiednik funkcyjny tworzy kopię tensora zawierającą wykonaną modyfikację i pozostawia niezmieniony tensor oryginalny. Operacje lokalne są zwykle szybsze ze względu na lepszą wydajność i mniejsze zużycie pamięci.


    Innym sposobem tworzenia tensora za pomocą konstruktora jest użycie kolekcji języka Python (na przykład listy lub krotki), za pomocą której zostanie określona zawartość nowo utworzonej struktury:

    >>> torch.FloatTensor([[1,2,3],[3,2,1]])

    tensor([[ 1., 2., 3.],

            [ 3., 2., 1.]])


    Za pomocą biblioteki NumPy tworzymy ten sam tensor co powyżej, ale zawierający zera:

    >>> n = np.zeros(shape=(3, 2))

    >>> n

    array([[ 0., 0.],

           [ 0., 0.],

           [ 0., 0.]])

    >>> b = torch.tensor(n)

    >>> b

    tensor([[ 0., 0.],

            [ 0., 0.],

            [ 0., 0.]], dtype=torch.float64)


    Metoda torch.tensor wykorzystuje tablicę NumPy jako argument i tworzy na jej podstawie tensor o odpowiednim kształcie. W powyższym przykładzie utworzyliśmy tablicę NumPy zainicjalizowaną zerami, więc została ona domyślnie wypełniona liczbami zmiennoprzecinkowymi o podwójnej precyzji (64-bitowymi). Typ wynikowego tensora jest więc równy DoubleTensor (jest to tensor, który zawiera wywołanie dtype). Zwykle w przypadku uczenia głębokiego podwójna precyzja nie jest wymagana, ponieważ powoduje dodatkowe zużycie pamięci i zmniejszenie wydajności. Powszechną praktyką jest używanie typu 32-bitowego lub nawet 16-bitowego, co w zupełności wystarcza. Aby utworzyć tego rodzaju tensor, musisz jawnie określić typ tablicy NumPy:

    >>> n = np.zeros(shape=(3, 2), dtype=np.float32)

    >>> torch.tensor(n)

    tensor([[ 0., 0.],

            [ 0., 0.],

            [ 0., 0.]])


    Do metody torch.tensor można w argumencie dtype opcjonalnie przekazać typ żądanego tensora. Jednak zachowaj ostrożność, ponieważ należy w nim podać specyfikację typu PyTorch, a nie NumPy. Typy PyTorch są przechowywane w pakiecie torch, na przykład torch.float32, torch.uint8.

    >>> n = np.zeros(shape=(3,2))

    >>> torch.tensor(n, dtype=torch.float32)

    tensor([[ 0., 0.],

            [ 0., 0.],

            [ 0., 0.]])


    
      Uwaga związana z kompatybilnością


      Metoda torch.tensor() i jawna specyfikacja typu PyTorch zostały dodane w wersji 0.4.0 biblioteki. Upraszcza to tworzenie tensorów. W poprzednich wersjach zalecanym sposobem konwertowania tablic NumPy była funkcja torch.from_numpy(), która jednak miała problemy z jednoczesną obsługą list języka Python i tablic NumPy. Jest ona nadal obecna w bibliotece w celu zapewnienia zgodności z poprzednimi wersjami, ale zamiast niej należy w miarę możliwości stosować bardziej uniwersalną metodę torch.tensor().

    


    Tensory skalarne


    Biblioteka PyTorch obsługuje od wersji 0.4.0 tensory o zerowym wymiarze, które odpowiadają wartościom skalarnym (przedstawione po lewej stronie rysunku 3.1). Takie tensory mogą być wynikiem niektórych operacji, takich jak suma wszystkich wartości w tensorze. Wcześniej tego typu przypadki były obsługiwane przez tworzenie jednowymiarowego (wektorowego) tensora o wymiarze równym jeden.


    Takie rozwiązanie działało, ale nie było zbyt proste, ponieważ aby uzyskać dostęp do wartości, potrzebna była dodatkowa indeksacja. Tensory o zerowym wymiarze są teraz natywnie wspierane i zwracane przez odpowiednie funkcje, a także mogą być tworzone za pomocą metody torch.tensor(). Aby w języku Python uzyskać dostęp do rzeczywistej wartości takiego tensora, należy użyć specjalnej metody item():

    >>> a = torch.tensor([1,2,3])

    >>> a

    tensor([ 1, 2, 3])

    >>> s = a.sum()

    >>> s

    tensor(6)

    >>> s.item()

    6

    >>> torch.tensor(1)

    tensor(1)


    Operacje na tensorach


    Istnieje wiele operacji, które można wykonać na tensorach. W tej książce nie ma niestety wystarczającej ilości miejsca, aby je wszystkie wymienić. Zwykle wystarczy zapoznać się z dokumentacją biblioteki PyTorch dostępną pod adresem http://pytorch.org/docs/. Należy wspomnieć, że oprócz wymienionych już operacji lokalnych i funkcyjnych (czyli ze znakiem podkreślenia i bez niego, na przykład abs() i abs_()) dodatkowe działania są dostępne w pakiecie torch oraz klasie tensor. W pierwszym przypadku funkcja zwykle używa tensora jako argumentu, natomiast w drugim wykorzystuje metody oraz pola tensora.


    Najczęściej operacje na tensorach mają odpowiedniki zdefiniowane w bibliotece NumPy. Jeśli więc jest w niej dostępna jakaś funkcja, istnieje duża szansa, że zawiera się ona także w bibliotece PyTorch. Przykładami są torch.stack(), torch.transpose() i torch.cat().


    Tensory GPU


    Biblioteka PyTorch niejawnie obsługuje procesory graficzne z architekturą CUDA, co oznacza, że wszystkie operacje są dostępne w dwóch wersjach — CPU i GPU. Odpowiednia wersja jest wybierana automatycznie, a decyzja podejmowana jest na podstawie typu tensorów.


    Każdy typ tensora może być obsługiwany zarówno przez zwykły procesor, jak również kartę graficzną. Jedyna różnica polega na tym, że tensory GPU znajdują się w pakiecie torch.cuda, a nie w torch. Na przykład torch.FloatTensor to 32-bitowy tensor liczb zmiennoprzecinkowych, który rezyduje w pamięci procesora. Jego odpowiednikiem dla karty graficznej jest torch.cuda.FloatTensor.


    Aby dokonać konwersji z CPU na GPU, należy użyć metody to(device), która tworzy kopię tensora w określonym urządzeniu (może to być procesor komputera lub procesor graficzny). Jeśli tensor już istnieje, metoda nic nie robi i po prostu zwraca oryginalną strukturę. Typ urządzenia można wybrać na różne sposoby. Po pierwsze możesz podać ciąg znaków określający nazwę urządzenia, czyli "cpu" dla zwykłego procesora lub "cuda" dla karty graficznej. Urządzenie GPU może zawierać po dwukropku opcjonalny indeks — na przykład druga karta GPU w systemie może zostać zaadresowana jako "cuda:1" (indeksy zaczynają się od zera).


    Innym, nieco bardziej efektywnym sposobem określenia urządzenia jest użycie klasy torch.device, która akceptuje nazwę urządzenia i opcjonalny indeks. Aby wyświetlić informację o urządzeniu, w którym obecnie jest przechowywany tensor, należy użyć właściwości device.

    >>> a = torch.FloatTensor([2,3])

    >>> a

    tensor([ 2., 3.])

    >>> ca = a.to('cuda'); ca

    tensor([ 2.,3.], device='cuda:0')


    Utworzyliśmy tensor w procesorze, a następnie skopiowaliśmy go do pamięci karty graficznej. Podczas obliczeń mogą być stosowane obie kopie. Wszystkie operacje specyficzne dla GPU są niewidoczne dla użytkownika:

    >>> a + 1

    tensor([ 3., 4.])

    >>> ca + 1

    tensor([ 3., 4.], device='cuda:0')

    >>> ca.device

    device(type='cuda', index=0)


    
      Uwaga związana z kompatybilnością


      Metoda to() i klasa torch.device zostały zaimplementowane w wersji 0.4.0 biblioteki PyTorch. Wcześniej kopiowanie między CPU a GPU było realizowane za pomocą dwóch metod tensorowych (cpu() i cuda()), co wymagało użycia dodatkowych wierszy kodu w celu jawnej konwersji tensorów do formatu obsługiwanego przez procesor graficzny. W najnowszym wydaniu biblioteki możesz utworzyć żądany obiekt torch.device na początku programu, a także używać funkcji to(device) z każdym zdefiniowanym tensorem. Stare metody cpu() i cuda() wciąż istnieją i mogą się przydać, jeśli będziesz chciał mieć pewność, że tensor znajdzie się w pamięci procesora lub karty graficznej niezależnie od swej pierwotnej lokalizacji.

    


    Gradienty


    Nawet mając wsparcie ze strony kart graficznych, nie warto byłoby sobie zawracać głowy całą zabawą z tensorami bez dostępu do „superfunkcji” — automatycznego obliczania gradientów. Ta opcja została pierwotnie zaimplementowana w zestawie narzędzi Caffe, a następnie stała się de facto standardem w bibliotekach uczenia głębokiego.


    Ręczne obliczanie gradientów było niezwykle trudne do zaimplementowania i debugowania — nawet w przypadku najprostszej sieci neuronowej. Trzeba było obliczyć pochodne dla wszystkich funkcji, zastosować regułę łańcuchową, a następnie zaimplementować wynik obliczeń, wierząc w to, że wszystko zostało dobrze zrobione. Takie żmudne zadanie mogłoby być bardzo przydatnym ćwiczeniem umożliwiającym zrozumienie zasady działania uczenia głębokiego, ale na pewno nie chciałbyś go wciąż wykonywać podczas eksperymentowania z różnymi rodzajami sieci neuronowych.


    Na szczęście te czasy już minęły, podobnie jak programowanie sprzętowe za pomocą lutownicy i lamp próżniowych! Utworzenie sieci neuronowej składającej się z setek warstw nie wymaga teraz niczego więcej niż zbudowania jej ze wstępnie zdefiniowanych bloków konstrukcyjnych, a w skrajnym przypadku samodzielnego opracowania wyrażenia transformacji.


    Wszystkie gradienty zostaną dokładnie wyznaczone, użyte w propagacji wstecznej i zastosowane w sieci. Aby to osiągnąć, musisz zdefiniować architekturę sieci pod kątem wykorzystywanej biblioteki uczenia głębokiego. Architektury takie mogą się od siebie różnić szczegółami, ale generalnie rzecz ujmując, ich zasada działania jest taka sama — należy zdefiniować kolejność, w jakiej sieć będzie przekształcać dane wejściowe na wyjściowe (rysunek 3.2).
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    Rysunek 3.2. Przepływ danych i gradientów w sieci neuronowej


    Znaczący wpływ na działanie sieci może mieć sposób, w jaki gradienty są obliczane. Istnieją dwie metody:


    
      	Metoda statyczna — strukturę sieci należy zdefiniować wcześniej, a później nie będzie już jej można zmienić. Przed wykonaniem jakichkolwiek obliczeń cała konfiguracja zostanie przetworzona i zoptymalizowana przez bibliotekę uczenia głębokiego. Model ten został zaimplementowany w bibliotece TensorFlow (w wersji niższej od 2.0), Theano i wielu innych.


      	Metoda dynamiczna — nie musisz wcześniej dokładnie definiować konfiguracji — wystarczy wykonać operacje, których należy użyć do transformacji realnych danych. W tym czasie biblioteka zapisze kolejność wykonywanych działań, a gdy poprosisz ją o przeprowadzenie obliczeń, wykorzysta historię operacji i wyznaczy gradienty parametrów sieci. Ta metoda jest również zwana gradientami notatnikowymi i została zaimplementowana w bibliotece PyTorch, Chainer i kilku innych.

    


    Obie metody mają zalety i wady. Metoda statyczna jest zwykle szybsza, ponieważ wszystkie obliczenia można wykonać przy użyciu procesora graficznego, minimalizując obciążenia związane z transferem danych. Dodatkowo biblioteka może znacznie lepiej optymalizować kolejność wykonywania obliczeń, a nawet usuwać fragmenty struktury.


    Z drugiej strony, chociaż metoda dynamiczna wiąże się z poważniejszym narzutem obliczeniowym, pozwala programistom na znacznie większą swobodę. Na przykład mogliby oni stwierdzić: „W przypadku tych danych mogę zastosować jedną sieć, a dla pozostałych użyję zupełnie innego modelu z gradientami wynikającymi z wartości średniej dla paczki”. Inna, bardzo atrakcyjna zaleta metody dynamicznej polega na tym, że pozwala ona wyrazić transformację w sposób bardziej naturalny i odpowiadający semantyce języka Python. W końcu przecież używamy jedynie biblioteki języka Python, która zawiera wiele funkcji. Należy więc po prostu je odpowiednio wywołać i pozwolić bibliotece na wykonanie magicznych działań.


    
      Uwaga związana z kompatybilnością


      Biblioteka PyTorch obsługuje od wersji 1.0 kompilator just-in-time (JIT), który zamienia kod źródłowy na tak zwany format TorchScript. Dzięki tej reprezentacji pośredniej program można wykonać szybciej, a dodatkowo nie jest on zależny od języka Python w środowisku produkcyjnym.

    


    Tensory a gradienty


    Tensory biblioteki PyTorch wykorzystują wbudowane mechanizmy do obliczania i monitorowania gradientów. Wystarczy więc przekonwertować dane na tensory, a następnie wykonać obliczenia przy użyciu metod i funkcji tensorowych dostarczanych w pakiecie torch. W razie konieczności możesz oczywiście przetwarzać dane za pomocą funkcji niskopoziomowych, ale w większości przypadków wystarcza wsparcie, które zapewnia biblioteka PyTorch.


    Każdy tensor ma kilka atrybutów związanych z gradientami:


    
      	grad — właściwość, która jest tensorem (o takim samym kształcie jak obiekt) zawierającym wyznaczone gradienty.


      	is_leaf — ten atrybut jest równy True, jeśli tensor został skonstruowany przez użytkownika. Gdy jest równy False, oznacza to, że obiekt jest wynikiem transformacji funkcji.


      	requires_grad — atrybut równy True, jeśli tensor wymaga obliczenia gradientów. Ta właściwość jest dziedziczona z węzłów liści, które są inicjalizowane wartościami podczas konstruowania tensora (torch.zeros(), torch.tensor() itd.). Domyślnie konstruktor wykorzystuje wartość requires_grad=False, więc jeśli chciałbyś, aby dla tensora zostały wyznaczone gradienty, musiałbyś to wyraźnie określić.

    


    Aby uczynić powyższy opis bardziej czytelnym, wykonajmy proste ćwiczenie:

    >>> v1 = torch.tensor([1.0, 1.0], requires_grad=True)

    >>> v2 = torch.tensor([2.0, 2.0])


    Właśnie utworzyliśmy dwa tensory, z których pierwszy wymaga wyznaczenia gradientów.

    >>> v_sum = v1 + v2

    >>> v_res = (v_sum*2).sum()

    >>> v_res

    tensor(12., grad_fn=<SumBackward0>)


    Dodaliśmy do siebie odpowiednie składniki obu wektorów (czyli otrzymaliśmy wektor [3, 3]), podwoiliśmy każdy z ich elementów, a wreszcie zsumowaliśmy je. W rezultacie otrzymaliśmy tensor o zerowym wymiarze i wartości 12. Jak widać, na razie mieliśmy do czynienia z prostymi obliczeniami matematycznymi. Spójrzmy teraz na rysunek 3.3, który zawiera schemat odpowiadający tym działaniom.


    [image: ]


    Rysunek 3.3. Graf reprezentujący wyrażenie matematyczne


    Jeśli sprawdzilibyśmy atrybuty tensorów, moglibyśmy stwierdzić, że jedynymi węzłami liści są v1 i v2, a każda zmienna (z wyjątkiem v2) wymaga obliczenia gradientów:

    >>> v1.is_leaf, v2.is_leaf

    (True, True)

    >>> v_sum.is_leaf, v_res.is_leaf

    (False, False)

    >>> v1.requires_grad

    True

    >>> v2.requires_grad

    False

    >>> v_sum.requires_grad

    True

    >>> v_res.requires_grad

    True


    Teraz zażądajmy od biblioteki PyTorch, aby obliczyła gradienty dla grafu:

    >>> v_res.backward()

    >>> v1.grad

    tensor([ 2., 2.])


    Wywołanie funkcji backward sprawiło, że biblioteka PyTorch obliczyła pochodną zmiennej v_res w odniesieniu do dowolnej zmiennej, która jest zawarta w grafie. Innymi słowy, zostało określone, jaki wpływ na pozostałą część grafu mają małe zmiany wartości zmiennej v_res. W naszym przykładzie wartości 2 gradientów zmiennej v1 oznaczają, że po zwiększeniu jej dowolnego elementu o 1 wynikowa wartość v_res wzrośnie o 2.


    Jak wspomniałem, biblioteka PyTorch wyznacza gradienty tylko dla tensorów węzłów liści zawierających atrybut requires_grad=True. Jeśli spróbowalibyśmy sprawdzić gradienty v2, nie otrzymalibyśmy żadnego wyniku:

    >>> v2.grad


    Powodem tego jest zapewnienie odpowiedniej wydajności związanej z obliczeniami i zużyciem pamięci. W rzeczywistości nasza sieć może zawierać miliony zoptymalizowanych parametrów oraz wykonywać setki operacji pośrednich. Podczas optymalizacji realizowanej za pomocą stochastycznego spadku wzdłuż gradientu nie interesują nas gradienty pośrednich wyników mnożenia macierzy. W modelu chcemy modyfikować jedynie gradienty straty w odniesieniu do parametrów modelu (czyli wag). Jeśli jednak trzeba będzie obliczyć gradienty danych wejściowych (może to być przydatne, jeśli musisz wygenerować kilka antagonistycznych przykładów, aby „oszukać” sieć neuronową, lub dostosować wstępnie wytrenowane osadzenia słów), podczas tworzenia tensorów użyj parametru requires_grad=True.


    Teraz wiesz już w zasadzie wszystko, co jest potrzebne do zaimplementowania optymalizatora sieci neuronowej. W pozostałej części tego rozdziału zostaną omówione dodatkowe przydatne funkcje, które udostępniają wysokopoziomowe bloki składowe architektur sieci neuronowych, popularne algorytmy optymalizacyjne i typowe funkcje strat. Nie zapominaj jednak, że wszystkie te elementy możesz w prosty sposób sam zaimplementować. Z tego powodu biblioteka PyTorch jest tak popularna wśród naukowców zajmujących się uczeniem głębokim. Doceniają oni przede wszystkim jej wysoką przejrzystość i uniwersalność.


    
      Uwaga związana z kompatybilnością


      Możliwość wyznaczania gradientów w tensorach jest jedną z najważniejszych opcji, jakie się pojawiły w wersji PyTorch 0.4.0. Monitorowane grafów i akumulowanie gradientów było poprzednio realizowane za pomocą osobnej, bardzo niewielkiej klasy Variable. Była ona czymś w rodzaju opakowania tensora i automatycznie zapisywała historię obliczeń, aby umożliwić użycie propagacji wstecznej. Ta klasa nadal istnieje w wersji 0.4.0, ale nie jest wspierana i wkrótce zostanie usunięta, więc nowo tworzony kod nie powinien jej stosować. Moim zdaniem dobrze się stało, że wprowadzono taką modyfikację, ponieważ mimo że logika klasy Variable nie była skomplikowana, jednak nadal wymagała dodatkowego kodu do opakowywania i rozpakowywania tensorów. Teraz gradienty są wbudowaną właściwością tensora, co sprawia, że interfejs API jest znacznie prostszy.

    


    Bloki konstrukcyjne sieci neuronowych


    W pakiecie torch.nn znajdziesz mnóstwo predefiniowanych klas udostępniających podstawowe bloki funkcjonalne. Zostały one zaprojektowane z myślą o zastosowaniach praktycznych (na przykład obsługują minipaczki, mają rozsądne wartości domyślne, a wagi są odpowiednio zainicjalizowane). Wszystkie moduły są zgodne z definicją obiektu wywoływalnego, co oznacza, że instancja dowolnej klasy może działać jak funkcja, gdy zostanie zastosowana z argumentami. Na przykład klasa Linear implementuje warstwę ze sprzężeniem wyprzedzającym i opcjonalnym przesunięciem:

    >>> import torch.nn as nn

    >>> l = nn.Linear(2, 5)

    >>> v = torch.FloatTensor([1, 2])

    >>> l(v)

    tensor([ 1.0532,  0.6573, -0.3134,  1.1104, -0.4065], grad_

    fn=<AddBackward0>)


    Utworzyliśmy losowo zainicjalizowaną warstwę ze sprzężeniem wyprzedzającym, posiadającą dwa wejścia i pięć wyjść. Następnie użyliśmy jej z tensorem liczb zmiennoprzecinkowych. Wszystkie klasy pakietu torch.nn dziedziczą po klasie nadrzędnej nn.Module, której można użyć do zaimplementowania wysokopoziomowych bloków sieci neuronowej. Z kolejnego podrozdziału dowiesz się, jak można to zrobić. Na razie przeanalizujmy przydatne metody, które udostępniają klasy potomne nn.Module. Oto one:


    
      	parameters() — zwraca iterator dla wszystkich zmiennych, które wymagają obliczenia gradientu (czyli wag modułu).


      	zero_grad() — inicjalizuje wszystkie gradienty parametrów wartościami zerowymi.


      	to(device) — przenosi wszystkie parametry modułu do danego urządzenia (CPU lub GPU).


      	state_dict() — zwraca słownik ze wszystkimi parametrami modułu i jest przydatna podczas jego serializacji.


      	load_state_dict() — inicjalizuje moduł przy użyciu słownika stanów.

    


    Pełna lista dostępnych klas znajduje się w dokumentacji biblioteki pod adresem http://pytorch.org/docs.


    Należy też wspomnieć o bardzo wygodnej klasie, która pozwala łączyć warstwy i tworzyć potok — mam na myśli klasę Sequential. Najlepszym sposobem na zademonstrowanie jej możliwości jest użycie przykładu kodu:

    >>> s = nn.Sequential(

    ... nn.Linear(2, 5),

    ... nn.ReLU(),

    ... nn.Linear(5, 20),

    ... nn.ReLU(),

    ... nn.Linear(20, 10),

    ... nn.Dropout(p=0.3),

    ... nn.Softmax(dim=1))

    >>> s

    Sequential(

      (0): Linear(in_features=2, out_features=5, bias=True)

      (1): ReLU()

      (2): Linear(in_features=5, out_features=20, bias=True)

      (3): ReLU()

      (4): Linear(in_features=20, out_features=10, bias=True)

      (5): Dropout(p=0.3)

      (6): Softmax()

    )


    Utworzyliśmy trójwarstwową sieć neuronową używającą funkcji softmax dla pierwszego wymiaru danych wyjściowych (wymiar zerowy to próbki z paczek), jak również wykorzystującą rektyfikator (ReLU) jako funkcję aktywacji i dropout. Zastosujemy ją z przykładowymi danymi:

    >>> s(torch.FloatTensor([[1,2]]))

    tensor([[0.1115, 0.0702, 0.1115, 0.0870, 0.1115, 0.1115, 0.0908, 

    0.0974, 0.0974, 0.1115]], grad_fn=<SoftmaxBackward>)


    Wygląda na to, że minipaczka została pomyślnie przetworzona przez sieć!


    Warstwy definiowane przez użytkownika


    W poprzednim podrozdziale stwierdziłem, że nn.Module jest klasą nadrzędną dla wszystkich bloków konstrukcyjnych sieci neuronowych udostępnianych przez bibliotekę PyTorch. Jest ona jednak czymś znacznie więcej. Dzięki dziedziczeniu po klasie nn.Module można tworzyć własne bloki konstrukcyjne, łączyć je ze sobą, ponownie wykorzystywać i integrować ze strukturą PyTorch.


    Klasa nn.Module zapewnia klasom potomnym dość bogatą funkcjonalność:


    
      	Monitoruje wszystkie elementy składowe, które są zawarte w bieżącym module. Na przykład blok konstrukcyjny może mieć dwie warstwy ze sprzężeniem wyprzedzającym, wykorzystywane w celu przeprowadzenia transformacji.


      	Udostępnia funkcje służące do zarządzania parametrami zarejestrowanych modułów składowych. Możesz na przykład uzyskać pełną listę parametrów modułu (metoda parameters()), zresetować jego gradienty (metoda zero_grads()), przenieść dane do pamięci CPU lub GPU (metoda to(device)), wykonać serializację i deserializację modułu (state_dict() i load_state_dict()), a nawet przeprowadzić ogólną transformację przy użyciu własnego obiektu wywoływalnego (apply()).


      	Definiuje konwencję stosowania klasy Module z danymi. Każdy moduł musi wykonać transformację danych za pomocą zastąpionej metody forward().


      	Udostępnia kilka dodatkowych opcji, takich jak możliwość zarejestrowania funkcji przechwytującej w celu zmodyfikowania transformacji modułu lub przepływu gradientów. Są one jednak przydatne w przypadku bardziej zaawansowanych zadań.

    


    Powyżej zaprezentowane możliwości pozwalają na zagnieżdżanie modeli składowych i tworzą przy tym struktury wyższego poziomu, co jest niezwykle przydatne w przypadku bardziej skomplikowanych konstrukcji. Bez względu na to, czy mamy do czynienia z prostą, jednowarstwową transformacją liniową, czy 1001-warstwowym potworem sieci szczątkowej (ResNet), ich obsługa jest realizowana w ten sam sposób. Dzięki temu kod staje się prostszy i można go ponownie wykorzystywać.


    Twórcy platformy PyTorch uprościli definiowanie modułów dzięki starannemu zaprojektowaniu biblioteki i użyciu sporej dawki magii Pythona. Aby więc utworzyć niestandardowy moduł, zwykle musimy wykonać tylko dwie czynności — zarejestrować moduły podrzędne i zaimplementować metodę forward().


    Sprawdźmy, jak można to zrealizować w praktyce. Wykorzystajmy w tym celu klasę Sequential z poprzedniego podrozdziału, ale tym razem utwórzmy kod, który będzie bardziej ogólny i nadawać się będzie do wielokrotnego użytku (cały program można znaleźć pod adresem https://ftp.helion.pl/przyklady/glucz2.zip — plik r03/01_modules.py).

    class OurModule(nn.Module):

        def __init__(self, num_inputs, num_classes, dropout_prob=0.3):

            super(OurModule, self).__init__()

            self.pipe = nn.Sequential(

                nn.Linear(num_inputs, 5),

                nn.ReLU(),

                nn.Linear(5, 20),

                nn.ReLU(),

                nn.Linear(20, num_classes),

                nn.Dropout(p=dropout_prob),

                nn.Softmax(dim=1)

            )


    Zdefiniowaliśmy klasę OurModule, która dziedziczy po nn.Module. W konstruktorze przekazujemy trzy parametry: rozmiar wejściowy, rozmiar wyjściowy i opcjonalnie prawdopodobieństwo dropoutu. W kodzie musimy przede wszystkim wywołać konstruktor klasy nadrzędnej, aby mogła zostać zainicjalizowana.


    Następnie tworzymy znaną już nam sieć nn.Sequential zawierającą kilka warstw oraz przypisujemy ją do pola o nazwie pipe. Dzięki przypisaniu instancji Sequential do pola klasy automatycznie rejestrujemy moduł (nn.Sequential dziedziczy po nn.Module, podobnie zresztą jak inne klasy w pakiecie nn). W celu zarejestrowania nie musimy niczego wywoływać — wystarczy przypisać moduły podrzędne do odpowiednich pól. Po wykonaniu kodu konstruktora wszystkie pola zostaną automatycznie zarejestrowane (jeśli mimo tego chcesz tę operację wykonać samodzielnie, możesz skorzystać z oddzielnej funkcji służącej do rejestracji modułów podrzędnych, dostępnej w klasie nn.Module).

        def forward(self, x):

            return self.pipe(x)


    Oryginalną funkcję forward musimy zastąpić własną implementacją przeprowadzającą transformację danych. Ponieważ moduł w bardzo prosty sposób opakowuje istniejące warstwy, wystarczy, by wykonały one przekształcenie danych. Zauważ, że moduł traktujemy jako obiekt wywoływalny (czyli „udajemy”, że instancja modułu jest funkcją, i wywołujemy ją z argumentami) — nie używamy składni zawierającej wywołanie klasy nn.Module i metody forward(). Wynika to stąd, że nn.Module zastępuje metodę __call__(), która jest wykorzystywana, gdy traktujemy instancję jako obiekt wywoływalny. Ta metoda wykonuje pewne magiczne operacje, a także wywołuje naszą metodę forward(). Gdyby metoda forward() została wywołana w sposób bezpośredni, należałoby użyć klasy nn.Module, co mogłoby spowodować pojawienie się błędnych wyników.


    Na tym właśnie polega definiowanie własnego modułu. A teraz użyjmy poniższego kodu:

    if __name__ == "__main__":

        net = OurModule(num_inputs=2, num_classes=3)

        v = torch.FloatTensor([[2, 3]])

        out = net(v)

        print(net)

        print(out)


    Tworzymy moduł, dostarczywszy mu w postaci argumentów żądaną liczbę wejść i wyjść. Następnie definiujemy tensor, który również zostaje użyty jako obiekt wywoływalny i odpowiednio przekształcony. W dalszej kolejności wyświetlamy informację o wewnętrznej strukturze sieci (nn.Module zastępuje metody __str__() i __repr__()). Wreszcie wyświetlamy wynik transformacji sieci.

    r03$ python 01_modules.py

    OurModule(

      (pipe): Sequential(

        (0): Linear(in_features=2, out_features=5, bias=True)

        (1): ReLU()

        (2): Linear(in_features=5, out_features=20, bias=True)

        (3): ReLU()

        (4): Linear(in_features=20, out_features=3, bias=True)

        (5): Dropout(p=0.3, inplace=False)

        (6): Softmax(dim=1)

      )

    )

    tensor([[0.5436, 0.3243, 0.1322]], grad_fn=<SoftmaxBackward>)

    Dostępność technologii CUDA: True

    Dane CUDA: tensor([[0.5436, 0.3243, 0.1322]], device='cuda:0', grad_

    fn=<CopyBackwards>)


    Wszystko, co zostało wcześniej powiedziane o dynamicznej naturze biblioteki PyTorch, jest nadal prawdą. Metoda forward() jest wywoływana dla każdej paczki, więc oczywiście możesz wykonać złożone transformacje danych, takie jak użycie hierarchicznej funkcji softmax lub losowy wybór sieci. Liczba argumentów w Twoim module również nie jest ograniczona. Możesz więc bez problemu utworzyć moduł z wieloma wymaganymi parametrami i dziesiątkami opcjonalnych argumentów.


    Teraz zapoznajmy się z dwoma ważnymi elementami biblioteki PyTorch, które ułatwiają życie: funkcjami straty i optymalizatorami.


    Funkcje straty i optymalizatory


    Sieć, która przekształca dane wejściowe w dane wyjściowe, nie jest jedynym elementem wykorzystywanym podczas trenowania. Musimy także zdefiniować cel uczenia, czyli funkcję przyjmującą dwa argumenty — dane wyjściowe z sieci i dane wymagane przez nas. Jej zadaniem będzie zwrócenie pojedynczej liczby oznaczającej, jak bardzo prognozy sieci są zbliżone do pożądanego wyniku. Jest ona nazywana funkcją straty, a w wyniku jej działania uzyskujemy wartość straty. Korzystając z niej, obliczamy gradienty parametrów sieci i odpowiednio je dostosowujemy, aby w kolejnej iteracji ją zmniejszyć. Dzięki temu model osiąga coraz lepsze wyniki. Funkcja straty, jak również metoda dostrajania parametrów sieci za pomocą gradientów są bardzo powszechnie stosowane i występują w wielu formach, dlatego stanowią istotną część biblioteki PyTorch. Zacznijmy od funkcji straty.


    Funkcje straty


    Funkcje straty zostały zdefiniowane w pakiecie nn i zaimplementowane w postaci klasy podrzędnej dziedziczącej po nn.Module. Zwykle przyjmują dwa argumenty: dane wyjściowe z sieci (prognoza) i żądane dane wyjściowe (dane rzeczywiste, które są również nazywane etykietą próbki danych). W momencie pisania tej książki biblioteka PyTorch 1.3.0 zawiera 20 różnych funkcji straty. Oczywiście nic nie stoi na przeszkodzie, aby utworzyć nową funkcję, którą można w jawny sposób zoptymalizować.


    Oto najczęściej używane, standardowe funkcje straty:


    
      	nn.MSELoss — średni błąd kwadratowy, który jest standardową funkcją straty dla zagadnień związanych z regresją.


      	nn.BCELoss i nn.BCEWithLogits — binarna entropia krzyżowa. Pierwsza wersja wymaga pojedynczej wartości prawdopodobieństwa (zwykle jest to wynik warstwy Sigmoid), a druga przyjmuje nieprzetworzone wyniki jako dane wejściowe i stosuje funkcję sigmoidalną. Ten drugi sposób jest zwykle bardziej stabilny numerycznie i wydajniejszy. Wspomniane funkcje straty (jak sugerują ich nazwy) są często wykorzystywane w problemach dotyczących klasyfikowania binarnego.


      	nn.CrossEntropyLoss i nn.NLLLoss — słynne kryteria „największego prawdopodobieństwa”, stosowane podczas rozwiązywania problemów klasyfikowania wieloklasowego. Pierwsza wersja wykorzystuje nieprzetworzone wyniki i wewnętrznie stosuje funkcję LogSoftmax, natomiast druga wymaga jako danych wejściowych logarytmów prawdopodobieństwa.

    


    Dostępne są również inne funkcje strat. Możesz też utworzyć klasę dziedziczącą po Module, dzięki której będziesz mógł porównywać dane wyjściowe i docelowe. Teraz przeanalizujmy drugi element procesu optymalizacji.


    Optymalizatory


    Zadaniem optymalizatora jest pobranie gradientów parametrów modelu, a następnie odpowiednie zmodyfikowanie tych parametrów w celu zmniejszenia wartości straty. Dzięki temu model działa lepiej i osiąga wyniki coraz bardziej zbliżone do pożądanych. Zmiana parametrów może się wydawać prosta, lecz proces ten zawiera wiele szczegółów i jest ważnym tematem badań naukowych. Biblioteka PyTorch udostępnia w pakiecie torch.optim znaczną liczbę implementacji znanych optymalizatorów, na przykład:


    
      	SGD — prosty algorytm stochastycznego spadku wzdłuż gradientu z możliwością użycia techniki momentum.


      	RMSprop — optymalizator zaproponowany przez Geoffreya Hintona.


      	Adagrad — adaptacyjny optymalizator gradientów.


      	Adam — dość udane i popularne połączenie algorytmów RMSprop i Adagrad.

    


    Wszystkie optymalizatory udostępniają jednolity interfejs, co ułatwia eksperymentowanie z różnymi metodami optymalizacji (czasami właściwa metoda optymalizacji może naprawdę wpłynąć na dynamikę konwergencji i wynik końcowy). W konstruktorze należy przekazać iterowalną kolekcję tensorów, która zostanie zmodyfikowana podczas procesu optymalizacji. Zazwyczaj w tym celu przekazuje się wynik działania metody params() w wysokopoziomowej instancji nn.Module, który zawiera kolekcję wszystkich tensorów dla węzłów liści ze zdefiniowanymi gradientami.


    Teraz przeanalizujmy ogólny schemat pętli treningowej.

    for batch_x, batch_y in iterate_batches(data, batch_size=32):   #1

        batch_x_t = torch.tensor(batch_x)                           #2

        batch_y_t = torch.tensor(batch_y)                           #3

        out_t = net(batch_x_t)                                      #4

        loss_t = loss_function(out_t, batch_y_t).                   #5

        loss_t.backward()                                           #6

        optimizer.step()                                            #7

        optimizer.zero_grad()                                       #8


    Zazwyczaj dane są przetwarzane wielokrotnie (pojedyncza iteracja, podczas której zostają przetworzone wszystkie dane, jest zwana epoką). Najczęściej danych jest zbyt wiele, aby mogły się wszystkie naraz zmieścić w pamięci procesora lub karty graficznej, więc są dzielone na paczki o jednakowej wielkości. Każda paczka zawiera próbki danych i etykiety docelowe w postaci tensorów (wiersz 2. i 3.).


    Próbki danych przekazujesz do sieci (wiersz 4.), a otrzymane wyniki i etykiety docelowe 
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