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  Wstęp


  Ta książka zapozna Cię z podstawami uczenia maszynowego przy użyciu TensorFlow. TensorFlow jest nową biblioteką oprogramowania firmy Google do uczenia głębokiego (ang. deep learning), która ułatwia inżynierom projektowanie i wdrażanie zaawansowanych architektur uczenia głębokiego. Dowiesz się, jak wykorzystać TensorFlow do budowy systemów zdolnych do wykrywania obiektów na zdjęciach, rozumienia tekstu napisanego przez człowieka i przewidywania właściwości potencjalnych leków. Ponadto uzyskasz intuicyjne zrozumienie potencjału TensorFlow jako systemu do przeprowadzania obliczeń na tensorach i dowiesz się, jak wykorzystać go w zadaniach wykraczających poza tradycyjny zakres uczenia maszynowego.


  Co ważne, Głębokie uczenie z TensorFlow jest jedną z pierwszych książek napisanych dla praktyków. Uczy podstawowych pojęć poprzez praktyczne przykłady i umożliwia zrozumienie podstaw uczenia maszynowego. Grupą docelową tej książki są praktykujący programiści, którzy dobrze radzą sobie z projektowaniem systemów oprogramowania, ale niekoniecznie z tworzeniem systemów uczących. Czasami użyjemy prostej algebry liniowej i analizy matematycznej, ale omówimy wszystkie niezbędne podstawy. Przewidujemy również, że nasza książka okaże się przydatna dla naukowców i innych profesjonalistów, którzy dobrze radzą sobie ze skryptami, ale niekoniecznie z projektowaniem algorytmów uczenia.


  Konwencje stosowane w książce


  W tej książce stosowane są następujące konwencje typograficzne:


  Pogrubienie


  Wskazuje nowe, ważne pojęcia.


  Kursywa


  Wskazuje adresy URL, adresy e-mail, nazwy i rozszerzenia plików.


  Czcionka o stałej szerokości


  Używana do oznaczenia listingów kodu; występuje również w obrębie akapitów do oznaczenia takich elementów programu, jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.


  Pogrubiona czcionka o stałej szerokości


  Polecenia lub inny tekst wprowadzany bezpośrednio przez użytkownika.


  Pochylona czcionka o stałej szerokości


  Wskazuje tekst, który powinien zostać zastąpiony wartościami określonymi przez użytkownika lub wynikającymi z kontekstu.
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          Ten element oznacza wskazówkę lub sugestię.
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          Ten element oznacza ogólną uwagę.
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          Ten element oznacza ostrzeżenie lub przestrogę.

        
      

    
  


  Korzystanie z kodu źródłowego


  Archiwum z przykładami kodu wykorzystanymi w książce jest dostępne na serwerze FTP wydawnictwa Helion, pod adresem ftp://ftp.helion.pl/przyklady/glutef.zip.


  Podziękowania


  Bharath jest wdzięczny promotorowi swojej pracy doktorskiej za to, że pozwolił mu pracować nad tą książką w nocy i w weekendy, a szczególnie wdzięczny swojej rodzinie za jej nieustające wsparcie podczas całego procesu.


  Reza jest wdzięczny społecznościom open source, na których opiera się znaczna część oprogramowania i informatyki. Oprogramowanie open source jest jednym z największych skupisk ludzkiej wiedzy, jakie kiedykolwiek stworzono, a powstanie tej książki byłoby niemożliwe bez całej społeczności, która za tym stoi.


  Rozdział 1. Wprowadzenie do uczenia głębokiego


  Uczenie głębokie zrewolucjonizowało przemysł technologiczny. Korzystają z niego nowoczesne tłumaczenia maszynowe, wyszukiwarki i komputerowi asystenci. Tendencja ta będzie tylko postępować, w miarę jak uczenie głębokie obejmie robotykę, farmaceutykę, energetykę i wszystkie inne dziedziny współczesnej technologii. Rozwijanie praktycznej wiedzy na temat zasad uczenia głębokiego staje się niezbędną umiejętnością dla osób zawodowo zajmujących się tworzeniem nowoczesnego oprogramowania.


  W tym rozdziale przedstawimy historię uczenia głębokiego oraz jego szeroki wpływ na społeczności badawcze i komercyjne. Następnie omówimy niektóre z najbardziej znanych zastosowań uczenia głębokiego. Obejmie to zarówno ważne architektury uczenia maszynowego, jak i jego podstawowe elementy. Na koniec przedstawimy krótko, dokąd zmierza uczenie głębokie w perspektywie najbliższych kilku lat, a w następnych rozdziałach zajmiemy się TensorFlow.


  Uczenie maszynowe pożera informatykę


  Do niedawna inżynierowie oprogramowania chodzili najpierw do szkoły, gdzie uczyli się wielu podstawowych algorytmów (przeszukiwanie wykresów, sortowanie, wyszukiwania w bazie danych itp.), a następnie wyruszali w świat rzeczywisty, aby zastosować te algorytmy w systemach. Większość dzisiejszej gospodarki cyfrowej oparta jest na skomplikowanych łańcuchach podstawowych algorytmów, łączonych mozolnie przez pokolenia inżynierów. Większość z tych systemów nie jest w stanie się przystosowywać. Wszystkie konfiguracje i rekonfiguracje muszą być wykonywane przez wysoko wykwalifikowanych inżynierów, co czyni systemy kruchymi.


  Nauczanie maszynowe obiecuje zmienić branżę produkcji oprogramowania poprzez umożliwienie systemom dynamicznej adaptacji. Wdrażane systemy uczenia maszynowego są w stanie uczyć się pożądanych zachowań z baz danych przykładów. Co więcej, takie systemy mogą się stale zmieniać w miarę napływu nowych danych. Bardzo wyrafinowane systemy oprogramowania wykorzystujące uczenie maszynowe są w stanie radykalnie zmienić swoje zachowanie bez większych zmian w kodzie (wystarczą zmiany w danych treningowych). Tendencja ta prawdopodobnie ulegnie jedynie przyspieszeniu, w miarę jak narzędzia do uczenia maszynowego i jego wdrażanie będą stawały się coraz prostsze.


  W miarę zmiany zachowania systemów zaprojektowanych przez inżynierów oprogramowania zmienią się również ich (inżynierów) zadania. W pewnym sensie transformacja ta będzie analogiczna do tej, jaka miała miejsce w rozwoju języków programowania. Pierwsze komputery zostały starannie zaprogramowane. Podłączano i łączono ze sobą sieci przewodów. Następnie projektowano karty dziurkowane, aby umożliwić tworzenie nowych programów bez zmian sprzętowych w komputerach. Po erze kart dziurkowanych powstały pierwsze języki asemblerowe. Następnie stworzono języki wyższego poziomu, takie jak Fortran czy Lisp. Kolejne warstwy rozwoju stworzyły języki bardzo wysokiego poziomu, takie jak Python, z zawiłymi ekosystemami prekodowanych algorytmów. Wielu współczesnych informatyków wykorzystuje nawet automatycznie generowany kod. Współcześni twórcy aplikacji używają narzędzi takich jak Android Studio do automatycznego wygenerowania dużej części kodu, który chcieliby utworzyć. Każda kolejna fala uproszczeń poszerzała zasięg informatyki przez obniżenie barier wejścia.


  Uczenie maszynowe obiecuje jeszcze bardziej obniżyć bariery; programiści wkrótce będą mogli zmieniać zachowanie systemów poprzez zmianę danych treningowych, być może bez konieczności pisania nawet jednej linii kodu. Po stronie użytkownika systemy oparte na języku mówionym i zrozumieniu języka naturalnego, takie jak Alexa i Siri, pozwolą laikom na wykonywanie złożonych obliczeń. Ponadto systemy oparte na technologii uczenia maszynowego mogą stać się bardziej odporne na błędy. Zdolność do przeprogramowywania modeli będzie oznaczać zmniejszenie ilości kodu i zwiększenie możliwości ich utrzymania. Krótko mówiąc, uczenie maszynowe prawdopodobnie całkowicie zmieni rolę inżynierów oprogramowania. Dzisiejsi programiści będą musieli zrozumieć, jak uczą się systemy uczenia maszynowego, oraz poznać klasy błędów, które pojawiają się w powszechnych systemach uczenia maszynowego. Ponadto będą musieli zrozumieć wzorce projektowe, które leżą u podstaw systemów uczenia maszynowego (bardzo różniące się stylem i formą od wzorców projektowych klasycznego oprogramowania). Będą musieli poznać obliczenia na tensorach na tyle, aby zrozumieć, dlaczego wyrafinowana, głęboka architektura może źle zachowywać się podczas nauki. Nie będzie przesadą stwierdzenie, że zrozumienie uczenia maszynowego (teorii i praktyki) stanie się podstawową umiejętnością, którą w nadchodzącym dziesięcioleciu będzie musiał posiąść każdy informatyk i inżynier oprogramowania.


  W pozostałej części tego rozdziału zabierzemy Cię w błyskawiczną podróż po podstawach nowoczesnego uczenia głębokiego. Pozostała część tej książki będzie poświęcona bardziej dogłębnie wszystkim tematom, które tutaj poruszymy.


  Podstawowe elementy uczenia głębokiego


  Większość głębokich architektur budowana jest poprzez łączenie i rekombinację ograniczonego zestawu pierwotnych elementów architektonicznych, zwanych zazwyczaj warstwami sieci neuronowych. Są one fundamentalnym elementem składowym głębokich sieci. W pozostałej części tej książki przedstawimy dogłębne wprowadzenie do takich warstw. Jednak w tym podrozdziale omówimy krótko popularne moduły, które można znaleźć w wielu sieciach głębokich. Nie mamy zamiaru przedstawiać tu szczegółowego wprowadzenia do tych modułów. Naszym celem jest raczej zapewnienie szybkiego przeglądu elementów składowych wyrafinowanych, głębokich architektur, aby zaspokoić Twój apetyt. Sztuka uczenia głębokiego polega na łączeniu i rekombinacji takich modułów, a my chcemy pokazać Ci alfabet tego języka, abyś mógł wkroczyć na ścieżkę wiedzy o uczeniu głębokim.


  W pełni połączona warstwa


  W pełni połączona sieć przekształca listę wejść w listę wyjść. Przekształcenie to nazywane jest w pełni połączonym, ponieważ każda wartość wejściowa może mieć wpływ na dowolną wartość wyjściową. Warstwy te będą miały wiele zmiennych parametrów, nawet dla stosunkowo niewielu wejść, ale ich dużą zaletą jest brak zakładania struktury na wejściach. Koncepcja ta została zilustrowana na rysunku 1.1.
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  Rysunek 1.1. W pełni połączona warstwa. Strzałki wchodzące reprezentują wejścia, a strzałki wychodzące reprezentują wyjścia. Grubość linii łączących reprezentuje wielkość wyuczonych wag. W pełni połączona warstwa przekształca wejścia na wyjścia poprzez wyuczoną regułę


  Warstwa splotowa


  Sieć splotowa (konwolucyjna — ang. convolutional layer) zakłada, że jej wejściem jest swoista struktura przestrzenna. W szczególności zakłada ona, że wejścia bliskie sobie pod względem przestrzennym są powiązane semantycznie. Założenie to ma największy sens w przypadku obrazów, ponieważ piksele znajdujące się blisko siebie są prawdopodobnie powiązane semantycznie. W rezultacie warstwy splotowe znalazły szerokie zastosowanie w architekturach uczenia głębokiego do przetwarzania obrazów. Koncepcja ta została zilustrowana na rysunku 1.2.
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  Rysunek 1.2. Warstwa splotowa. Bryła po lewej stronie przedstawia dane wejściowe, natomiast bryła po prawej stronie przedstawia wyjście. W tym konkretnym przypadku dane wejściowe mają kształt (32, 32, 3). Oznacza to, że wejście jest obrazem o rozdzielczości 32 piksele na 32 piksele z trzema kanałami kolorów RGB. Wyróżniony obszar na wejściu jest „lokalnym polem recepcyjnym” czyli grupą wejść, które są przetwarzane razem w celu utworzenia wyróżnionego obszaru na wyjściu


  Podobnie jak w pełni połączone warstwy przekształcają listy w listy, tak warstwy splotowe przekształcają obrazy w obrazy. W rezultacie warstwy splotowe mogą być wykorzystywane do wykonywania złożonych przekształceń obrazu, takich jak zastosowanie filtrów artystycznych do zdjęć w aplikacjach fotograficznych.


  Warstwy rekurencyjnej sieci neuronowej


  Warstwy rekurencyjnej sieci neuronowej (RNN — ang. recurrent neural network) są podstawowymi elementami, które pozwalają sieciom neuronowym uczyć się na podstawie sekwencji wejść. Warstwa ta zakłada, że dane wejściowe ewoluują krok po kroku zgodnie ze zdefiniowaną regułą aktualizacji, której można się nauczyć z danych. Ta reguła aktualizacji określa przewidywanie następnego stanu w sekwencji na podstawie wszystkich stanów, które pojawiły się wcześniej. Sieć RNN jest zilustrowana na rysunku 1.3.
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  Rysunek 1.3. Rekurencyjna sieć neuronowa (RNN). Wejścia są doprowadzane do sieci od dołu, a wyjścia wyprowadzane górą. Litera „W” reprezentuje transformację wyuczoną (współdzieloną we wszystkich krokach czasowych). Sieć jest reprezentowana koncepcyjnie po lewej stronie i rozwijana po prawej stronie, aby pokazać, jak przetwarzane są dane wejściowe z różnych kroków czasowych


  Warstwa RNN może nauczyć się tej reguły aktualizacji na podstawie danych. W efekcie sieci RNN są bardzo przydatne w zadaniach takich jak modelowanie językowe, gdzie inżynierowie starają się budować systemy, które na podstawie historii mogą przewidzieć następne słowo, jakie wpisze użytkownik.


  Komórki LSTM


  Warstwy RNN przedstawione w poprzednim punkcie są w stanie nauczyć się teoretycznie dowolnych reguł aktualizacji sekwencji. W praktyce jednak takie warstwy są niezdolne do uczenia się wpływów z odległej przeszłości. Tak odległe oddziaływania mają kluczowe znaczenie w modelowaniu językowym, ponieważ znaczenie zdania złożonego może zależeć od relacji między odległymi słowami. Komórka LSTM (ang. long short-term memory — długa pamięć krótkotrwała) jest modyfikacją warstwy RNN, która umożliwia sygnałom z dalszej przeszłości przejście do teraźniejszości. Komórka LSTM jest pokazana na rysunku 1.4.
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  Rysunek 1.4. Komórka LSTM. Wewnętrznie komórka LSTM posiada zestaw specjalnie zaprojektowanych operacji, które osiągają dużą moc uczenia się zwykłej sieci RNN przy jednoczesnym zachowaniu wpływów z przeszłości. Należy zauważyć, że ilustracja przedstawia jeden z wielu wariantów LSTM


  Architektury uczenia głębokiego


  Istnieją setki różnych modeli, które łączą w sobie podstawowe elementy uczenia głębokiego, przedstawione w poprzednim podrozdziale. Niektóre z tych architektur były ważne z historycznego punktu widzenia. Inne były pierwszymi przykładami nowatorskich projektów, które miały wpływ na postrzeganie tego, co może zrobić uczenie głębokie.


  W tym podrozdziale przedstawiamy wybór różnych architektur uczenia głębokiego, które — jak się okazało —miały wpływ na środowisko naukowe. Chcemy podkreślić, że jest to historia fragmentaryczna, która nie próbuje być wyczerpująca. Z pewnością istnieją opisy innych ważnych modeli, które nie zostały tu przedstawione.


  LeNet


  Architektura LeNet jest prawdopodobnie pierwszą znaczącą „głęboką” architekturą splotową. Wprowadzona w 1988 roku, służyła do optycznego rozpoznawania znaków (OCR) w dokumentach. Chociaż wykonywała swoje zadanie w sposób godny podziwu, koszt obliczeniowy sieci LeNet był niebywale wysoki dla sprzętu komputerowego dostępnego w tamtym czasie, więc przez kilkadziesiąt lat od jej stworzenia projekt popadł we względne zapomnienie. Architekturę tę ilustruje rysunek 1.5.
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  Rysunek 1.5. Architektura LeNet, wprowadzona w 1988 r., była prawdopodobnie pierwszym głębokim modelem splotowym do przetwarzania obrazów


  AlexNet


  W 2010 roku po raz pierwszy został zorganizowany konkurs ILSVRC (ImageNet Large Scale Visual Recognition Challenge), który miał być sprawdzianem postępu dokonanego w systemach rozpoznawania obrazu. Organizatorzy wykorzystali Amazon Mechanical Turk, platformę internetową do łączenia pracowników ze zleceniodawcami, w celu katalogowania dużych zbiorów zdjęć z listami znajdujących się na nich obiektów. Zastosowanie Mechanical Turk pozwoliło na uzyskanie znacznie większego zbioru danych niż te zgromadzone wcześniej.


  Przez pierwsze dwa lata triumfowały bardziej tradycyjne systemy uczenia maszynowego, które opierały się na systemach takich jak HOG i SIFT (ręcznie dostrajane metody ekstrakcji cech wizualnych). W 2012 roku do konkursu wkroczyła architektura AlexNet, będąca zmodyfikowaną siecią LeNet działającą na potężnych procesorach graficznych (GPU), i wygrała rywalizację ze współczynnikiem błędów o połowę niższym niż u najbliższych konkurentów. To zwycięstwo zasadniczo wzmocniło (już rodzący się) trend w kierunku wykorzystania architektur uczenia głębokiego w rozpoznawaniu obrazów. Architekturę AlexNet pokazano na rysunku 1.6.
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  Rysunek 1.6. Architektura przetwarzania obrazów AlexNet. Zwyciężyła w konkursie ILSVRC 2012 i odrodziła zainteresowanie architekturą splotową


  ResNet


  Od 2012 r. architektury splotowe systematycznie zwyciężały w ILSVRC (oraz w wielu innych konkursach związanych z rozpoznawaniem obrazu). Konkurs odbywał się co roku, a zwycięska architektura zyskiwała na głębi i złożoności. Szczególnie godna uwagi była architektura ResNet, zwycięzca konkursu ILSVRC 2015; w przeciwieństwie do 8-warstwowej architektury AlexNet, architektura ResNet została rozbudowana do 130 warstw.


  Proces uczenia w głębokich sieciach stanowił dawniej pewne wyzwanie; wraz ze wzrostem głębi sieci pojawiał się problem zanikających gradientów (ang. vanishing gradients). Sygnały są tłumione, w miarę jak przechodzą przez sieć, co prowadzi do osłabienia procesu uczenia. Tłumienie to można wytłumaczyć matematycznie, ale efektem jest to, że każda dodatkowa warstwa wielokrotnie zmniejsza siłę sygnału, co wprowadza pułapy efektywnej głębokości sieci.


  Architektura ResNet wprowadziła innowację, która kontrolowała to tłumienie: połączenia pomijające. Połączenia te pozwalają na przesyłanie części sygnału z głębszych warstw bez osłabiania, co umożliwia efektywne uczenie przez znacznie głębsze sieci. Połączenie pomijające ResNet pokazano na rysunku 1.7.
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  Rysunek 1.7. Komórka ResNet. Połączenie tożsamościowe po prawej stronie pozwala na przesłanie niezmodyfikowanej wersji wejścia przez komórkę. Modyfikacja umożliwia efektywny trening bardzo głębokich architektur splotowych


  Automatyczne generowanie opisów


  Gdy specjaliści nabrali większego doświadczenia w wykorzystywaniu pierwotnych elementów uczenia głębokiego, eksperymentowali z łączeniem i dopasowywaniem podstawowych modułów, aby stworzyć systemy o wyższym poziomie zaawansowania, które mogłyby wykonywać bardziej złożone zadania niż tylko proste wykrywanie obiektów. Systemy opisywania neuronowego automatycznie generują opisy zawartości obrazów. Czynią to poprzez połączenie sieci splotowej, która pobiera informacje z obrazów, z warstwą LSTM, która generuje zdanie opisowe dla obrazu. Cały system jest szkolony od początku do końca. Oznacza to, że sieć splotowa i sieć LSTM trenują wspólnie, aby osiągnąć pożądany cel, jakim jest generowanie zdań opisowych dla dostarczonych obrazów.


  To kompleksowe szkolenie jest jedną z kluczowych innowacji wspomagających nowoczesne systemy uczenia głębokiego, ponieważ zmniejsza potrzebę skomplikowanego wstępnego przetwarzania danych wejściowych. Modele opisywania obrazów, które nie wykorzystują uczenia głębokiego, musiałyby wykorzystywać skomplikowane metody przetwarzania obrazu, takie jak SIFT, które nie mogą być trenowane równolegle z generatorem opisów.


  Model opisywania neuronowego przedstawiono na rysunku 1.8.
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  Rysunek 1.8. Architektura opisywania neuronowego. Poszczególne cechy wejściowe są pobierane z obrazu wejściowego za pomocą sieci splotowej, a następnie sieć rekurencyjna generuje opis


  Neuronowe tłumaczenie maszynowe firmy Google


  System neuronowego tłumaczenia maszynowego firmy Google (Google-NMT) wykorzystuje paradygmat kompleksowego szkolenia do budowy systemu tłumaczenia, który przekształca zdania z języka źródłowego bezpośrednio na język docelowy. System Google-NMT opiera się na fundamentalnym elemencie LSTM, który jest kilkunastokrotnie zestawiany i szkolony na niezwykle dużym zbiorze danych z przetłumaczonymi zdaniami. Ostateczna architektura zapewniła przełomowy postęp w tłumaczeniu maszynowym poprzez zmniejszenie różnicy między tłumaczeniami ludzkimi i maszynowymi nawet o 60%. Architekturę GoogleNMT ilustruje rysunek 1.9.
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  Rysunek 1.9. Neuronowy system tłumaczenia maszynowego firmy Google wykorzystuje głęboką architekturę rekurencyjną do przetwarzania zdania wejściowego oraz drugą głęboką architekturę rekurencyjną do wygenerowania przetłumaczonego zdania wyjściowego


  Modele jednorazowe


  Uczenie jednorazowe (ang. one-shot learning) to prawdopodobnie najciekawsza nowa idea w uczeniu maszynowym/głębokim. W większości technik uczenia głębokiego wyuczenie znaczących zachowań wymaga zazwyczaj bardzo dużej ilości danych. Przykładowo, architektura AlexNet wykorzystywała duży zbiór danych ILSVRC do nauki wykrywania obiektów wizualnych. Jednak wiele badań w dziedzinie kognitywistyki wskazuje, że ludzie mogą nauczyć się złożonych koncepcji z zaledwie kilku przykładów. Weźmy dla przykładu dziecko poznające po raz pierwszy żyrafy. Dziecko, które zobaczyło w zoo jedną żyrafę, jest w stanie nauczyć się rozpoznawać wszystkie żyrafy, które od tej pory zobaczy.


  Ostatnie postępy w uczeniu głębokim zapoczątkowały tworzenie architektur zdolnych do podobnych osiągnięć w uczeniu się. Mając zaledwie kilka przykładów koncepcji (ale posiadając wiele źródeł informacji dodatkowych), systemy takie mogą nauczyć się tworzyć sensowne przewidywania z bardzo niewielu punktów danych. W jednym z ostatnich referatów (napisanym przez autora tej książki) wykorzystano ten pomysł, aby zademonstrować, że architektury jednorazowe mogą uczyć się nawet w takich kontekstach, w których nie są w stanie zrobić tego dzieci, np. w przypadku odkrywania leków. Architekturę jednorazową do odkrywania leków zilustrowano na rysunku 1.10.
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  Rysunek 1.10. Architektura jednorazowa wykorzystuje rodzaj sieci splotowej do przekształcenia każdej molekuły w wektor. Wektor tlenku styrenu jest porównywany z wektorami z eksperymentalnego zbioru danych. Do zapytania przypisywana jest etykieta dla najbardziej podobnego punktu danych (kwas tosylowy)


  AlfaGo


  Go to starożytna gra planszowa, niezwykle popularna w Azji. Komputerowa wersja gry go stanowiła duże wyzwanie dla informatyki od końca lat 60. Techniki, które w 1997 roku umożliwiły pokonanie arcymistrza Garriego Kasparowa przez komputerowy system szachowy Deep Blue, nie skalowały się na go. Po części problem polega na tym, że go ma dużo większą planszę niż szachy; plansze go mają wymiary 19x19, w odróżnieniu od 8x8 dla szachów. Ponieważ w każdym kroku można wykonać znacznie więcej ruchów, drzewo możliwych ruchów go rozszerza się znacznie szybciej, co sprawia, że wyszukiwanie metodą brute force przy użyciu współczesnego sprzętu komputerowego jest niewystarczające do prowadzenia gry w go. Rysunek 1.11 przedstawia planszę do gry w go.


  [image: Obraz3437.PNG]


  Rysunek 1.11. Plansza do gry w go. Gracze umieszczają na przemian białe i czarne pionki na siatce o rozmiarze 19x19


  Mistrzowski poziom komputerowej gry w go został w końcu osiągnięty przez program AlphaGo należącej do Google firmy DeepMind. AlphaGo był w stanie pokonać jednego z największych mistrzów go na świecie, Lee Sedola, w rozgrywce składającej się z pięciu gier. Niektóre z kluczowych pomysłów AlphaGo obejmują wykorzystanie głębokiej sieci wartości i głębokiej sieci polityki. Sieć wartości zapewnia oszacowanie wartości pozycji na planszy. W przeciwieństwie do szachów, w grze go bardzo trudno jest odgadnąć ze stanu planszy, czy wygrywają białe, czy czarne. Sieć wartości rozwiązuje ten problem, ucząc się przewidywania na podstawie wyników gry. Z drugiej strony, sieć polityki pomaga oszacować najlepszy ruch, biorąc pod uwagę aktualną sytuację na planszy. Połączenie tych dwóch technik z wyszukiwaniem Monte Carlo (klasyczna metoda wyszukiwania) pomogło przezwyciężyć duży współczynnik rozgałęzień w grze go. Podstawową architekturę AlphaGo ilustruje rysunek 1.12.
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  Rysunek 1.12. A) Obraz architektury AlphaGo. Początkowo sieć polityki wyboru ruchów jest trenowana na zbiorze danych gier eksperckich. Polityka ta jest następnie udoskonalana poprzez samodzielną grę. „UpW” oznacza uczenie przez wzmacnianie, a „UN” oznacza uczenie nadzorowane. B) Obie sieci, polityki i wartości, działają na reprezentacjach planszy do gry


  Generatywne sieci kontradyktoryjne


  Generatywne sieci kontradyktoryjne (sieci GAN — ang. generative adversarial networks) to nowy typ głębokiej sieci wykorzystującej dwie konkurujące ze sobą sieci neuronowe, generatora i przeciwnika (zwanego również dyskryminatorem), które toczą ze sobą pojedynki. Generator stara się tworzyć próbki na podstawie dystrybucji treningowej (np. próbuje generować realistyczne obrazy ptaków). Dyskryminator pracuje nad odróżnieniem próbek wytworzonych przez generator od próbek z danych rzeczywistych (czy dany ptak jest prawdziwym zdjęciem, czy stworzonym przez generator?). Ten „antagonistyczny” trening dla sieci GAN jest w stanie wygenerować próbki obrazów o znacznie wyższej wierności niż w przypadku innych technik i może być przydatny w trenowaniu skutecznych dyskryminatorów przy ograniczonej ilości danych. Architekturę GAN przedstawiono na rysunku 1.13.
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  Rysunek 1.13. Koncepcyjne przedstawienie generatywnej sieci kontradyktoryjnej (GAN)


  Sieci GAN udowodniły, że są w stanie generować bardzo realistyczne obrazy i prawdopodobnie staną się podstawą komputerowych narzędzi graficznych następnej generacji. Próbki z takich systemów zbliżają się obecnie do fotorealizmu. Wciąż jednak pozostaje wiele teoretycznych i praktycznych zastrzeżeń, które należy dopracować, co wymaga jeszcze wielu badań.


  Neuronowe maszyny Turinga


  Większość prezentowanych dotychczas systemów uczyła się złożonych funkcji w ograniczonych obszarach zastosowań, takich jak wykrywanie obiektów, opisywanie obrazów, tłumaczenie maszynowe czy gra w go. Ale czy można by mieć głębokie architektury, które uczą się ogólnych pojęć algorytmicznych, takich jak „sortowanie”, „dodawanie” lub „mnożenie”?


  Neuronowa maszyna Turinga (NTM — ang. neural Turing machine) jest pierwszą próbą stworzenia architektury uczenia głębokiego zdolnej do uczenia się dowolnych algorytmów. Architektura ta dodaje zewnętrzny bank pamięci do systemu przypominającego LSTM, umożliwiając głębokiej architekturze wykorzystanie dodatkowej przestrzeni do obliczania bardziej zaawansowanych funkcji. W chwili obecnej architektury w stylu NTM są jeszcze dość ograniczone i zdolne do uczenia się jedynie prostych algorytmów. Niemniej jednak metody NTM są aktywnym obszarem badań, a przyszłe innowacje mogą przekształcić te wczesne wersje demonstracyjne w praktyczne narzędzia uczenia. Koncepcja architektury NTM jest zilustrowana na rysunku 1.14.
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  Rysunek 1.14. Koncepcja neuronowej maszyny Turinga. Ma ona zewnętrzny bank pamięci, w którym architektura głęboka dokonuje zapisów i odczytów


  Środowiska uczenia głębokiego


  Badacze od dziesięcioleci wdrażali pakiety oprogramowania ułatwiające budowę architektur sieci neuronowych (uczenie głębokie). Jeszcze kilka lat temu systemy te były w większości przeznaczone do specjalnych zastosowań i wykorzystywane wyłącznie w społeczności akademickiej. Ten brak znormalizowanego, przemysłowego oprogramowania uniemożliwiał szerokie wykorzystanie sieci neuronowych osobom spoza grona ekspertów.


  W ciągu ostatnich kilku lat sytuacja uległa drastycznej zmianie. W 2012 roku firma Google stworzyła system DistBelief i wykorzystała go do budowy i wdrożenia wielu prostszych architektur uczenia głębokiego. Pojawienie się DistBelief i podobnych pakietów, takich jak Caffe, Theano, Torch, Keras, MxNet itd., dało impuls do przyjęcia takich rozwiązań w zastosowaniach przemysłowych.


  TensorFlow korzysta z tej bogatej historii intelektualnej i opiera się na niektórych z tych pakietów (zwłaszcza Theano) w zakresie zasad projektowania. TensorFlow (i Theano) w szczególności wykorzystuje koncepcję tensorów jako pierwotnych elementów, stanowiących podstawę systemów uczenia głębokiego. To skupienie się na tensorach odróżnia te pakiety od takich systemów jak DistBelief czy Caffe, które nie pozwalają na taką samą elastyczność w budowaniu zaawansowanych modeli.


  Chociaż pozostała część tej książki będzie się koncentrować na TensorFlow, zrozumienie podstawowych zasad powinno Ci umożliwić wykorzystanie wyciągniętych wniosków i zastosowanie ich bez większego trudu w alternatywnych środowiskach uczenia głębokiego.


  Ograniczenia TensorFlow


  Jedna z głównych słabości TensorFlow polega na tym, że budowanie nowej architektury uczenia głębokiego jest stosunkowo powolne (rzędu kilku sekund na zainicjowanie architektury). Dlatego konstruowanie w TensorFlow wyrafinowanych głębokich architektur, które dynamicznie zmieniają swoją strukturę, nie jest zbyt wygodne. Jedną z takich architektur jest TreeLSTM, która wykorzystuje drzewa analizy składniowej zdań angielskich do wykonywania zadań, które wymagają zrozumienia języka naturalnego. Ponieważ każde zdanie ma inne drzewo składniowe, każde wymaga nieco innej architektury. Architekturę TreeLSTM ilustruje rysunek 1.15.
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  Rysunek 1.15. Koncepcyjne przedstawienie architektury TreeLSTM. Kształt drzewa jest różny dla każdego punktu danych wejściowych, więc dla każdego przykładu musi być skonstruowany inny wykres obliczeniowy


  Modele takie mogą być zaimplementowane w TensorFlow, jednak wymaga to znacznej pomysłowości ze względu na ograniczenia obecnego API TensorFlow. Nowe środowiska, takie jak Chainer, DyNet i PyTorch, zapewniają usunięcie tych barier, tworząc na tyle lekkie konstrukcje nowych architektur, że z łatwością da się budować modele takie jak TreeLSTM. Na szczęście, programiści TensorFlow już pracują nad rozszerzeniami jego API (np. TensorFlow Eager), które umożliwią łatwiejszą budowę dynamicznych architektur.


  Jeden z aspektów polega na tym, że postęp w środowiskach uczenia głębokiego przebiega bardzo szybko, a dzisiejszy nowatorski system może jutro okazać się przestarzały. Jednak podstawowe zasady działania tensorów są znane od dawna i będą one dobrze służyły czytelnikom niezależnie od przyszłych zmian w modelach programowania. Książka ta będzie kładła nacisk na wykorzystanie TensorFlow jako narzędzia do rozwoju intuicyjnej wiedzy na temat analizy tensorowej, które są jego podstawą.


  Podsumowanie


  W tym rozdziale wyjaśniliśmy, dlaczego uczenie głębokie jest tematem o krytycznym znaczeniu dla nowoczesnego inżyniera oprogramowania, i przedstawiliśmy krótko kilka głębokich architektur. W następnym rozdziale rozpoczniemy poznawanie TensorFlow, platformy firmy Google do konstruowania i treningu głębokich architektur. W kolejnych rozdziałach przyjrzymy się bliżej praktycznym przykładom głębokich architektur.


  Uczenie maszynowe (a w szczególności uczenie głębokie), jak wiele nauk komputerowych, jest dyscypliną bardzo empiryczną. Zrozumienie uczenia głębokiego jest tak naprawdę możliwe tylko poprzez bogate doświadczenie praktyczne. Z tego powodu w pozostałej części książki zamieściliśmy szereg dogłębnych studiów przypadku. Zachęcamy do wnikliwego przyjrzenia się tym przykładom i eksperymentowania z własnymi pomysłami za pomocą TensorFlow. Zrozumienie algorytmów tylko teoretycznie nie wystarczy!


  Rozdział 2. Wprowadzenie do podstawowych elementów TensorFlow


  Ten rozdział wprowadzi Cię w podstawowe aspekty TensorFlow. W szczególności dowiesz się, jak wykonywać podstawowe obliczenia przy jego użyciu. Dużo miejsca poświęcimy na wprowadzenie koncepcji tensorów i omówienie sposobu, w jaki tensory są reprezentowane i wykorzystywane w TensorFlow. Będzie to wymagało krótkiego przeglądu niektórych pojęć matematycznych, które leżą u podstaw algebry tensorów. W szczególności omówimy pokrótce podstawy algebry liniowej i zademonstrujemy, jak przeprowadzać podstawowe operacje algebry liniowej z TensorFlow.


  Po omówieniu podstawowych zagadnień matematycznych przejdziemy do rozważań na temat różnic pomiędzy deklaratywnym i imperatywnym stylem programowania. W przeciwieństwie do wielu języków programowania, TensorFlow jest w dużej mierze deklaratywny. Wywołanie operacji TensorFlow dodaje opis obliczeń do „grafu obliczeniowego TensorFlow”. W szczególności kod TensorFlow „opisuje” obliczenia i nie wykonuje ich. Aby uruchomić kod TensorFlow, użytkownicy muszą utworzyć obiekty tf.Session. Przedstawimy koncepcję sesji i opiszemy, w jaki sposób użytkownicy wykonują przy ich pomocy obliczenia w TensorFlow.


  Na zakończenie rozdziału omówimy pojęcie zmiennych. Zmienne w TensorFlow reprezentują tensory i można wykonywać na nich obliczenia, które modyfikują te zmienne. Pokażemy, jak tworzyć zmienne i aktualizować ich wartości za pomocą TensorFlow.


  Poznajemy tensory


  Tensory są podstawowymi konstrukcjami matematycznymi w takich dziedzinach jak fizyka i inżynieria. Jednak historycznie rzecz biorąc, tensory były mniej eksploatowane przez informatykę, która tradycyjnie kojarzona jest bardziej z matematyką dyskretną i logiką. Ten stan rzeczy zaczął się znacząco zmieniać wraz z pojawieniem się uczenia maszynowego i oparciem go na wektorowej analizie matematycznej. Nowoczesne uczenie maszynowe opiera się na przetwarzaniu i obliczaniu tensorów.


  Skalary, wektory i macierze


  Na początek podamy kilka prostych przykładów tensorów, które mogą być Ci znane. Najprostszym przykładem tensora jest skalar, pojedyncza stała wartość będąca liczbą rzeczywistą (przypomnijmy, że liczby rzeczywiste są liczbami w systemie dziesiętnym o dowolnej precyzji, przy czym dozwolone są zarówno liczby dodatnie, jak i ujemne). W matematyce liczby rzeczywiste oznaczamy symbolem ℝ. Bardziej formalnie skalar nazywamy tensorem zerowego rzędu.
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          Dygresja na temat ciał


          Czytelnicy zaawansowani matematycznie mogliby zaprotestować, mówiąc, że całkowicie sensowne jest definiowanie tensorów opartych na liczbach zespolonych lub liczbach w systemie binarnym. Ogólnie rzecz biorąc, wystarczy, że liczby pochodzą z ciała, jakim jest matematyczny zbiór liczb, w którym zdefiniowane są: 0, 1, dodawanie, mnożenie, odejmowanie i dzielenie. Typowe ciała obejmują liczby rzeczywiste ℝ, liczby wymierne ℚ, liczby zespolone ℂ oraz ciała skończone, takie jak ℤ2. Dla uproszczenia w większości rozważań zakładamy wartości rzeczywiste tensorów, ale zastąpienie ich wartościami z innych ciał jest całkowicie racjonalne.

        
      

    
  


  Jeśli skalary są tensorami zerowego rzędu, to czym jest tensor pierwszego rzędu? Formalnie rzecz biorąc, tensor pierwszego rzędu to wektor; lista liczb rzeczywistych. Tradycyjnie wektory są zapisywane jako wektory kolumnowe:
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  lub jako wektory wierszowe:
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  Co do zasady, zbiór wszystkich wektorów kolumnowych o długości 2 jest zapisywany jako ℝ2×1, podczas gdy zbiór wszystkich wektorów wierszowych o długości 2 to ℝ1×2. Do celów obliczeniowych można powiedzieć, że kształt wektora kolumnowego to (2, 1), podczas gdy kształt wektora wierszowego to (1, 2). Jeżeli nie chcemy określać, czy wektor jest wektorem wierszowym, czy kolumnowym, możemy powiedzieć, że pochodzi z zestawu ℝ2 i ma kształt (2). To pojęcie kształtu tensora jest dość ważne dla zrozumienia obliczeń TensorFlow; wrócimy jeszcze do tego w dalszej części tego rozdziału.


  Jednym z najprostszych sposobów wykorzystania wektorów jest określanie współrzędnych w świecie rzeczywistym. Załóżmy, że decydujemy o punkcie początkowym (powiedzmy, że będzie to miejsce, w którym obecnie się znajdujesz). Wówczas każda pozycja na świecie może być określona przez trzy wartości przemieszczania z aktualnego miejsca (przemieszczenie lewo – prawo, przemieszczenie przód – tył, przemieszczenie góra – dół). Zestaw wektorów (przestrzeń wektorowa) ℝ3 może więc określać dowolną pozycję na świecie.


  Inny przykład: załóżmy, że kot jest opisywany przez swój wzrost, wagę i kolor. Wówczas kot w grze komputerowej może być reprezentowany jako wektor
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w przestrzeni ℝ3. Ten typ reprezentacji jest często nazywany ekstrakcją cech (ang. featurization). Oznacza to, że ekstrakcja cech jest reprezentacją obiektów świata rzeczywistego w postaci wektora (lub bardziej ogólnie tensora). Prawie wszystkie algorytmy uczenia maszynowego operują na wektorach lub tensorach, stąd też proces ekstrakcji cech jest krytyczną częścią procesu uczenia maszynowego.


  Często system cechowania może być najbardziej zaawansowaną częścią systemu uczenia maszynowego. Załóżmy, że mamy cząsteczkę benzenu, jak 
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