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    Przedmowa


    Hadoop powstał na podstawie narzędzia Nutch. W kilka osób próbowaliśmy zbudować otwartą wyszukiwarkę internetową i mieliśmy problemy z zarządzaniem obliczeniami przeprowadzanymi nawet w stosunkowo niedużej grupie komputerów. Gdy firma Google opublikowała prace na temat systemu GFS i modelu MapReduce, droga do rozwiązania stała się prosta. W Google’u opracowano systemy rozwiązujące problemy, na które natrafiliśmy w trakcie prac nad Nutchem. We dwóch zaczęliśmy w wolnym czasie odtwarzać systemy Google’a w Nutchu.


    Udało nam się uruchomić Nutcha na dwudziestu komputerach, jednak szybko stało się jasne, że aby poradzić sobie z ogromem internetu, będziemy potrzebować tysięcy maszyn. Ponadto zadanie stało się zbyt rozbudowane, aby dwóch programistów pracujących na pół etatu mogło sobie z nim poradzić.


    Mniej więcej w tym czasie projektem zainteresowała się firma Yahoo!, która szybko zbudowała zespół. Dołączyłem do niego. Wyodrębniliśmy z Nutcha aspekty związane z przetwarzaniem rozproszonym i nazwaliśmy projekt „Hadoop”. Dzięki pomocy firmy Yahoo! Hadoop szybko stał się technologią dostosowaną do potrzeb internetu.


    W 2006 roku Tom White zaczął wnosić swój wkład w rozwój Hadoopa. Znałem już Toma dzięki jego świetnemu artykułowi na temat Nutcha. Dlatego wiedziałem, że potrafi w przejrzysty sposób opisywać skomplikowane zagadnienia. Szybko się przekonałem, że poza tym umie pisać oprogramowanie, które czyta się równie przyjemnie jak prozę.


    Tom od początku pracy nad Hadoopem okazywał dbałość o użytkowników i projekt. W odróżnieniu od większości uczestników projektów o otwartym dostępie do kodu źródłowego Tom był zainteresowany nie tyle dostosowywaniem systemu do swoich potrzeb, co ułatwianiem korzystania z niego użytkownikom.


    Początkowo Tom zajmował się głównie zapewnianiem dobrego współdziałania Hadoopa z usługami EC2 i S3 Amazonu. Następnie zajął się bardziej różnorodnymi problemami — w tym usprawnianiem interfejsów API modelu MapReduce, rozwijaniem witryny i projektowaniem platformy do serializacji obiektów. We wszystkich tych obszarach Tom precyzyjnie prezentował swoje pomysły. Wkrótce zasłużył na miejsce w komitecie odpowiedzialnym za rozwój Hadoopa i stał się członkiem grupy Hadoop Project Management Committee.


    Obecnie Tom jest poważanym członkiem społeczności programistów skupionej wokół Hadoopa. Choć jest ekspertem w wielu technicznych obszarach projektu, jego głównym zadaniem jest ułatwianie innym posługiwania się Hadoopem i zrozumienia tego narzędzia.


    Dlatego bardzo ucieszyłem się na wieść, że Tom zamierza napisać książkę na temat Hadoopa. Kto lepiej się do tego nadaje? Teraz masz możliwość poznawać Hadoopa pod kierunkiem mistrza — nie tylko technologii, ale też zdrowego rozsądku i zrozumiałego języka.


    — Doug Cutting, kwiecień 2009


    szopa na podwórku, Kalifornia

  


  
    Wprowadzenie


    Martin Gardner, matematyk i autor książek naukowych, w jednym z wywiadów powiedział:


    „Poza analizą matematyczną czuję się zagubiony. Z tego wynikał sukces mojej kolumny. Tyle czasu zajmowało mi zrozumienie tego, o czym pisałem, że wiedziałem, jak ująć to w słowa zrozumiałe dla większości czytelników”[1].


    Pod wieloma względami myślę podobnie o Hadoopie. Wewnętrzne mechanizmy Hadoopa są skomplikowane. Są oparte na teorii systemów rozproszonych, praktycznej inżynierii i zdrowym rozsądku. Dla niewtajemniczonych Hadoop może być bardzo niezrozumiały.


    Jednak nie musi tak być. Dostępne w Hadoopie narzędzia do pracy z wielkimi danymi (ang. big data) są w swej istocie proste. Powtarzającym się motywem jest tu podnoszenie poziomu abstrakcji. Chcemy tworzyć cegiełki dla programistów, którzy mają dużo danych do przechowywania i analizowania, ale nie posiadają czasu, umiejętności lub chęci, by stać się ekspertami od systemów rozproszonych i budować infrastrukturę potrzebną do obsługi takich danych.


    Hadoop udostępnia prosty i wszechstronny zestaw funkcji. Dlatego gdy tylko zacząłem posługiwać się tą platformą, stało się dla mnie oczywiste, że zasługuje ona na popularyzację. Jednak w tamtych czasach (na początku 2006 roku) opracowywanie, konfigurowanie i pisanie programów wykorzystujących Hadoopa było prawdziwą sztuką. Później sytuacja znacznie się poprawiła. Dostępnych jest więcej przykładów i bogatsza dokumentacja. Funkcjonują też aktywne listy mailingowe, na których można zadawać pytania. Mimo to dla początkujących największą przeszkodą jest zrozumienie możliwości, jakie daje omawiana technologia, w jakich obszarach jest ona wyjątkowo przydatna i jak jej używać. Dlatego napisałem tę książkę.


    Społeczność skupiona wokół platformy Apache Hadoop przebyła długą drogę. Od czasu pojawienia się pierwszego wydania tej książki projekt Hadoop rozkwitł. Pojęcie „big data” trafiło do powszechnego użytku[2]. Przez ten czas Hadoop stał się znacznie popularniejszy, wydajniejszy, bardziej niezawodny, skalowalny i łatwiejszy w zarządzaniu. Liczba rozwiązań zbudowanych i uruchamianych z wykorzystaniem Hadoopa znacznie wzrosła. Trudno jest jednej osobie śledzić wszystkie te rozwiązania. Aby jeszcze bardziej zwiększyć popularność tej platformy, musimy dodatkowo ułatwić korzystanie z niej. Wymaga to napisania nowych narzędzi, zintegrowania jej z kolejnymi systemami oraz opracowania nowych, usprawnionych interfejsów API. Chcę w tym uczestniczyć i mam nadzieję, że ta książka zachęci Ciebie i innych do tego samego.


    Kwestie porządkowe


    W trakcie omawiania konkretnych klas Javy często pomijam nazwę pakietu, aby uprościć tekst. Jeśli chcesz dowiedzieć się, z którego pakietu pochodzi dana klasa, możesz łatwo to sprawdzić w dokumentacji interfejsu API Javy dla Hadoopa (odnośnik znajdziesz na stronie głównej platformy Apache Hadoop — http://hadoop.apache.org/) lub w określonym projekcie. Jeżeli korzystasz ze środowiska IDE, mechanizm automatycznego uzupełniania pomoże Ci znaleźć szukane elementy.


    Ponadto, choć jest to niezgodne z zaleceniami dotyczącymi stylu, na listingach, gdzie importowanych jest wiele klas z jednego pakietu, czasem używam symbolu wieloznacznego w postaci gwiazdki, aby skrócić kod (na przykład import org.apache.hadoop.io.*).


    Przykładowe programy z tej książki można pobrać z poświęconej książce witryny (http://hadoopbook.com/). Znajdziesz tam także instrukcje pomocne przy pobieraniu zbiorów danych używanych w przykładach w książce, jak również uwagi dotyczące uruchamiania programów z książki oraz odnośniki do aktualizacji, dodatkowych materiałów i mojego bloga.


    Co nowego znajdziesz w wydaniu czwartym?


    Wydanie czwarte dotyczy wyłącznie wersji Hadoop 2. Edycje z rodziny Hadoop 2 to obecnie aktualne i najbardziej stabilne wersje tej platformy.


    Znajdziesz tu nowe rozdziały dotyczące projektów YARN (rozdział 4.), Parquet (rozdział 13.), Flume (rozdział 14.), Crunch (rozdział 18.) i Spark (rozdział 19.). Dodałem też nowy podrozdział pomagający czytelnikom poruszać się po książce („Zawartość książki”).


    W tym wydaniu pojawiły się dwa nowe studia przypadku (w rozdziałach 22. i 23.). Jedno dotyczy używania Hadoopa w systemach w branży opieki zdrowotnej, drugie — wykorzystywania technologii Hadoopa do przetwarzania danych związanych z genomem. Studia przypadków z wcześniejszych wydań książki są dostępne w internecie (https://github.com/oreillymedia/hadoop_the_definitive_guide_4e).


    W istniejących rozdziałach wprowadziłem wiele poprawek, aktualizacji i usprawnień, aby dostosować tekst do najnowszych wersji Hadoopa i powiązanych z nim projektów.


    Konwencje stosowane w tej książce


    W książce używane są następujące konwencje typograficzne:


    Kursywa


    Reprezentuje nowe pojęcia, adresy URL, adresy e-mail, nazwy plików i rozszerzenia plików.


    Czcionka o stałej szerokości


    Jest używana w listingach, a także w akapitach do wyróżniania instrukcji i opcji wiersza poleceń oraz elementów programu — na przykład zmiennych, nazw funkcji, baz danych, typów danych, zmiennych środowiskowych, instrukcji i słów kluczowych.


    Pogrubiona czcionka o stałej szerokości


    Oznacza polecenia i inny tekst, który użytkownik powinien przepisać.


    Czcionka o stałej szerokości z kursywą


    Reprezentuje tekst, który należy zastąpić wartościami podanymi przez użytkownika lub zależnymi od kontekstu.
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            Ta ikona oznacza ogólną uwagę.
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            Ta ikona reprezentuje wskazówkę lub sugestię.
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            Ta ikona oznacza ostrzeżenie lub przestrogę.

          
        

      
    


    Korzystanie z przykładowego kodu


    Materiały pomocnicze (kod, przykłady, ćwiczenia itd.) możesz pobrać z poświęconej książce witryny (http://hadoopbook.com/; część spolszczonych materiałów znajdziesz w witrynie wydawnictwa Helion — http://helion.pl) i z serwisu GitHub (https://github.com/tomwhite/hadoop-book/).


    Ta książka ma pomóc Ci w wykonywaniu zadań. Zwykle możesz korzystać z zaprezentowanego tu kodu w programach i dokumentacji. Nie musisz prosić wydawnictwa o pozwolenie, chyba że chcesz zreprodukować dużą część kodu. Na przykład napisanie programu, który wykorzystuje kilka fragmentów kodu z książki, nie wymaga pozwolenia. Sprzedaż lub dystrybucja płyt CD-ROM z przykładami z książek wydawnictwa O’Reilly wymaga zezwolenia. Do udzielenia odpowiedzi na pytanie przy użyciu cytatów z tej książki i przykładowego kodu pozwolenie nie jest konieczne. Używanie dużych fragmentów przykładowego kodu w dokumentacji produktu wymaga zezwolenia.


    Doceniamy wskazywanie źródła kodu, jednak nie jest to wymagane. Przy podawaniu źródła zwykle określa się tytuł, autora, wydawnictwo i numer ISBN książki. Oto przykład: Hadoop: The Definitive Guide, Fourth Edition, Tom White (O’Reilly). Prawa autorskie 2015 Tom White, 978-1-491-90163-2.


    Jeśli uważasz, że korzystasz z przykładowego kodu w sposób wykraczający poza dozwolony użytek lub przedstawione tu pozwolenia, możesz się z nami skontaktować pod adresem permissions@oreilly.com.


    Podziękowania


    W trakcie pisania tej książki polegałem na wielu ludziach (bezpośrednio i pośrednio). Dziękuję całej społeczności skupionej wokół Hadoopa, od której dużo się nauczyłem (proces ten wciąż trwa).


    Podziękowania należą się zwłaszcza Michaelowi Stackowi i Jonathanowi Grayowi za napisanie rozdziału na temat HBase. Adrian Woodhead, Marc de Palol, Joydeep Sen Sarma, Ashish Thusoo, Andrzej Białecki, Stu Hood, Chris K. Wensel i Owen O’Malley zasłużyli na podziękowania za studia przypadków.


    Dziękuję też recenzentom, którzy przedstawili wiele pomocnych sugestii i poprawek do wersji roboczej tekstu. Oto te osoby: Raghu Angadi, Matt Biddulph, Christophe Bisciglia, Ryan Cox, Devaraj Das, Alex Dorman, Chris Douglas, Alan Gates, Lars George, Patrick Hunt, Aaron Kimball, Peter Krey, Hairong Kuang, Simon Maxen, Olga Natkovich, Benjamin Reed, Konstantin Shvachko, Allen Wittenauer, Matei Zaharia i Philip Zeyliger. Ajay Anand dbał o płynny przebieg procesu recenzowania. Philip („flip”) Kromer był na tyle uprzejmy, że pomógł mi z danymi meteorologicznymi organizacji NCDC wykorzystywanymi w przykładach z tej książki. Specjalne podziękowania należą się Owenowi O’Malleyowi i Arunowi C. Murthyemu za wyjaśnienie mi zawiłych mechanizmów przestawiania danych w modelu MapReduce. Za wszelkie usterki, które pozostały w tekście, odpowiadam oczywiście ja sam.


    Jestem bardzo wdzięczny wszystkim, którzy dokonali szczegółowej oceny i przekazali informacje zwrotne dotyczące drugiego wydania tej książki. Oto te osoby: Jeff Bean, Doug Cutting, Glynn Durham, Alan Gates, Jeff Hammerbacher, Alex Kozlov, Ken Krugler, Jimmy Lin, Todd Lipcon, Sarah Sproehnle, Vinithra Varadharajan i Ian Wrigley. Dziękuję też wszystkim czytelnikom, którzy przesłali erratę do wydania pierwszego. Podziękowania należą się też Aaronowi Kimballowi za rozdział poświęcony narzędziu Sqoop i Philipowi („flipowi”) Kromerowi za studium przypadku dotyczące przetwarzania grafów.


    Dziękuję też wszystkim za informacje zwrotne i sugestie na temat trzeciego wydania książki. Oto te osoby: Alejandro Abdelnur, Eva Andreasson, Eli Collins, Doug Cutting, Patrick Hunt, Aaron Kimball, Aaron T. Myers, Brock Noland, Arvind Prabhakar, Ahmed Radwan i Tom Wheeler. Rob Weltman przekazał mi bardzo szczegółowe informacje zwrotne na temat całej książki, co przyczyniło się do znacznego ulepszenia ostatecznej wersji tekstu. Dziękuję również wszystkim czytelnikom, którzy przesłali erratę do wydania drugiego.


    Jestem wdzięczny za bezcenne informacje zwrotne dotyczące czwartego wydania. Udzieliły mi ich następujące osoby: Jodok Batlogg, Meghan Blanchette, Ryan Blue, Jarek Jarcec Cecho, Jules Damji, Dennis Dawson, Matthew Gast, Karthik Kambatla, Julien Le Dem, Brock Noland, Sandy Ryza, Akshai Sarma, Ben Spivey, Michael Stack, Kate Ting, Josh Walter, Josh Wills i Adrian Woodhead. Ryan Brush, Micah Whitacre i Matt Massie udostępnili nowe studia przypadków do tego wydania. Ponownie dziękuję wszystkim czytelnikom za przesłanie uwag do erraty.


    Szczególne podziękowania należą się Dougowi Cuttingowi za zachęty, wsparcie, przyjaźń i napisanie przedmowy.


    Dziękuję też wszystkim innym osobom, z którymi w trakcie pisania tej książki dyskutowałem osobiście lub za pomocą poczty elektronicznej.


    W trakcie prac nad pierwszym wydaniem tej książki trafiłem do firmy Cloudera. Dziękuję moim współpracownikom za wsparcie i zapewnienie mi czasu na pisanie oraz szybkie ukończenie tekstu.


    Jestem wdzięczny redaktorom Mike’owi Loukidesowi i Meghan Blanchette, a także innym pracownikom wydawnictwa O’Reilly za pomoc w tworzeniu tej książki. Mike i Meghan zawsze byli gotowi odpowiadać na moje pytania, przeczytali pierwsze wersje robocze książki i dbali o to, abym pracował zgodnie z harmonogramem.


    Pisanie tej książki wymagało ode mnie dużo pracy. Nie poradziłbym sobie bez nieustającego wsparcia rodziny. Moja żona, Eliane, nie tylko dbała o dom, ale też pomagała w recenzowaniu i redakcji tekstu oraz szukaniu studiów przypadków. Córki, Emilia i Lottie, były bardzo wyrozumiałe. Cieszę się na myśl o tym, że będę mógł spędzać z nimi dużo więcej czasu.


    
      
        [1] Alex Bellos, The Science of fun, „The Guardian”, 31 maja 2008 roku (http://www.theguardian.com/science/2008/ may/31/maths.science).

      


      
        [2] To pojęcie w 2013 roku zostało dodane do słownika Oxford English Dictionary (http://blog.oxforddictionaries.com/2013/06/oed-june-2013-update/).

      

    

  


  
    Część I

    Podstawy platformy Hadoop

  


  
    Rozdział 1.

    Poznaj platformę Hadoop


    W dawnych latach używano wołów do transportu ciężarów. Jednak gdy jeden wół nie potrafił pociągnąć pnia drzewa, nie próbowano wyhodować większych osobników. Dlatego my też nie powinniśmy budować większych komputerów. W zamian należy rozwijać systemy maszyn.


    — Grace Hopper


    Dane!


    Żyjemy w epoce danych. Nie jest łatwo zmierzyć łączną ilość danych przechowywanych w postaci elektronicznej, jednak organizacja IDC szacuje, że „cyfrowy wszechświat” w 2013 roku liczył 4,4 zettabajta, a do roku 2020 ta wielkość ma wzrosnąć dziesięciokrotnie — do 44 zettabajtów[1]. Zettabajt to 1021 bajtów i odpowiada tysiącowi eksabajtów, milionowi petabajtów lub miliardowi terabajtów. Na dane potrzebny będzie więc więcej niż jeden dysk twardy na osobę.


    Wielkie ilości danych napływają z wielu źródeł. Pomyśl o następujących kwestiach[2]:


    
      	Giełda NYSE każdego dnia generuje 4 – 5 terabajtów danych.


      	Na Facebooku zapisanych jest ponad 240 miliardów zdjęć. Ilość zajmowanego przez zdjęcia miejsca rośnie każdego miesiąca o 7 petabajtów.


      	Przechowująca drzewa genealogiczne witryna Ancestry.com przechowuje około 10 petabajtów danych.


      	W archiwum internetu znajduje się około 18,5 petabajta danych.


      	Wielki Zderzacz Hadronów pod Genewą w Szwajcarii generuje około 30 petabajtów danych rocznie.

    


    Danych jest więc bardzo dużo. Prawdopodobnie zastanawiasz się, jaki to ma związek z Tobą. Większość danych znajduje się w największych serwisach internetowych (takich jak wyszukiwarki) oraz w instytucjach naukowych i finansowych, prawda? Czy nadejście wielkich danych wpływa na mniejsze firmy i na jednostki?


    Uważam, że tak. Pomyśl na przykład o zdjęciach. Dziadek mojej żony był zapalonym fotografem i robił zdjęcia przez całe dorosłe życie. Wszystkie jego fotografie (w średnim formacie, ze slajdów i w formacie 35 mm) po przeskanowaniu w wysokiej rozdzielczości zajmują około 10 GB. Porównaj to z cyfrowymi zdjęciami wykonanymi przez moją rodzinę w samym tylko 2008 roku, które w sumie zajmują 5 GB. Moja rodzina generuje dane fotograficzne 35 razy szybciej niż dziadek mojej żony. Tempo to każdego roku rośnie, ponieważ coraz łatwiej jest robić więcej zdjęć.


    Strumień danych cyfrowych generowanych przez pojedynczych ludzi szybko rośnie. Projekt MyLifeBits prowadzony przez Microsoft Research (http://research.microsoft.com/en-us/projects/mylifebits/default.aspx) pozwala przyjrzeć się metodom archiwizowania osobistych informacji, które w bliskiej przyszłości mogą trafić do powszechnego użytku. MyLifeBits to eksperyment, w którego ramach interakcje poszczególnych osób (rozmowy telefoniczne, przesyłane e-maile, dokumenty) były rejestrowane w formie elektronicznej i zapisywane. Dane obejmowały też wykonywane co minutę zdjęcie. Łączna ilość rejestrowanych danych wynosiła gigabajt miesięcznie. Gdy koszty przechowywania danych spadną na tyle, że akceptowalne będzie ciągłe rejestrowanie dźwięku i obrazu, ilość danych przechowywanych w usłudze MyLifeBits może wielokrotnie wzrosnąć.


    Tak więc ilość danych generowanych przez poszczególne osoby rośnie, jednak prawdopodobnie ważniejsze jest to, że ilość danych wytwarzanych przez maszyny w ramach internetu przedmiotów będzie jeszcze większa. Dzienniki komputerów, czytniki kodów kreskowych, sieci czujników, ślady tras rejestrowane przez GPS, transakcje handlowe — wszystko to przyczynia się do powstawania góry danych.


    Każdego roku rośnie też ilość publicznie dostępnych danych. Organizacje nie mogą ograniczać się do zarządzania własnymi danymi. W przyszłości sukces będzie w dużym stopniu zależał od umiejętności uzyskania wartości z firmowych danych.


    Projekty takie jak Public Data Sets w usługach sieciowych Amazonu (http://aws.amazon.com/public-data-sets/) i Infochimps.org (http://www.infochimps.com/) mają prowadzić do budowania bibliotek informacji, w których dane będą bezpłatnie (lub za niską cenę) udostępniane do pobrania i analiz. Łączenie informacji z różnych źródeł ma nieoczekiwane i trudne do wyobrażenia zastosowania.


    Pomyśl na przykład o projekcie Astrometry.net (http://astrometry.net/), który obejmuje pobieranie nowych zdjęć nocnego nieba z grupy Astrometry z serwisu Flickr. Każde zdjęcie jest analizowane w celu określenia części nieba, która się na nim znajduje, a także zidentyfikowania ciekawych ciał niebieskich, takich jak gwiazdy lub galaktyki. Ten projekt pokazuje, co jest możliwe, gdy dane (tu są nimi opisane zdjęcia) są udostępniane i używane do czegoś (do analiz), czego ich twórcy nie przewidzieli.


    Mówi się, że „większa ilość danych jest więcej warta niż lepsze algorytmy”. Oznacza to, że przy niektórych problemach (na przykład rekomendowanie filmów lub utworów muzycznych na podstawie preferencji) lepsze efekty można uzyskać nie dzięki bardzo wymyślnym algorytmom, a dzięki większej ilości danych (nawet przy prostszych algorytmach)[3].


    Dobra wiadomość jest taka, że wielkie dane są dostępne. Zła informacja dotyczy tego, że trudno jest je przechowywać i analizować.


    Przechowywanie i analizowanie danych


    Problem jest prosty — choć pojemność dysków twardych przez lata znacznie wzrosła, czas dostępu do danych (szybkość odczytu informacji z dysków) zmienił się w mniejszym stopniu. Typowy dysk z 1990 roku przechowywał 1370 MB danych przy szybkości transferu 4,4 MB na sekundę[4]. Oznaczało to, że wszystkie dane z pełnego dysku można było wczytać w około pięć minut. Ponad 20 lat później normą są dyski terabajtowe, a szybkość transferu wynosi około 100 MB na sekundę. Dlatego wczytanie wszystkich danych z dysku zajmuje ponad dwie i pół godziny.


    Wczytanie wszystkich danych z jednego dysku zajmuje dużo czasu, a ich zapis jest jeszcze wolniejszy. Oczywisty sposób na skrócenie czasu odczytu polega na pobieraniu danych z wielu dysków jednocześnie. Wyobraź sobie, że masz 100 dysków i każdy z nich przechowuje jedną setną danych. Równoległy odczyt pozwala na pobranie wszystkich danych w mniej niż dwie minuty.


    Używanie tylko jednej setnej dysku wydaje się marnotrawstwem. Można jednak utworzyć 100 zbiorów danych po jeden terabajt każdy i umożliwić ich współużytkowanie. Użytkownicy takiego systemu chętnie będą współdzielić dane w zamian za szybsze analizy. Statystycznie poszczególne osoby będą przeprowadzać analizy w innych godzinach, dlatego nie będą sobie zbytnio przeszkadzać.


    Jednak z jednoczesnym odczytem i zapisem danych z użyciem wielu dysków związane są pewne niuanse.


    Pierwszy problem dotyczy awarii sprzętu. Gdy używanych jest wiele urządzeń, prawdopodobieństwo, że któreś z nich zawiedzie, jest stosunkowo wysokie. Często stosowaną techniką unikania utraty danych jest ich replikacja. System przechowuje dodatkowe kopie danych, dlatego nawet po awarii dane nie zostaną utracone. Tak działa na przykład model RAID, choć w systemie plików Hadoopa (ang. Hadoop Distributed Filesystem — HDFS) zastosowano nieco inne podejście, o czym się dalej przekonasz.


    Drugi problem związany jest z tym, że większość analiz wymaga łączenia danych, a dla danych wczytanych z jednego dysku potrzebne mogą być dane z dowolnego z innych 99 dysków. Różne systemy rozproszone umożliwiają łączenie danych z wielu źródeł, jednak poprawne wykonywanie takich operacji jest trudne. MapReduce to model programowania, który ujmuje w abstrakcyjnej postaci problem odczytów i zapisów danych na dyskach oraz przekształca te operacje na obliczenia na zbiorach kluczy i wartości. W dalszych rozdziałach szczegółowo omawiam ten model. Tu ważne jest to, że obliczenia obejmują dwa etapy — mapowania (ang. map) i redukcji (ang. reduce). To na poziomie przechodzenia między tymi etapami ma miejsce łączenie danych. Model MapReduce, podobnie jak system HDFS, ma wbudowane mechanizmy zapewniające niezawodność.


    W skrócie można napisać, że Hadoop jest niezawodną, skalowalną platformą do przechowywania i analizy danych. Co więcej, ponieważ jest to platforma o otwartym dostępie do kodu źródłowego działająca na średniej klasy sprzęcie, stanowi przystępne rozwiązanie.


    Przetwarzanie w zapytaniach wszystkich danych


    Może się wydawać, że w modelu MapReduce stosowane jest podejście siłowe. Wynika to z tego, że w każdym zapytaniu przetwarzany może być cały zbiór danych, a przynajmniej duża jego część. W tym jednak tkwi siła tego modelu. MapReduce to model wsadowego przetwarzania zapytań. Możliwość uruchamiania jednorazowych zapytań na całym zbiorze danych i uzyskiwania wyników w rozsądnym czasie to prawdziwy przełom. Zmienia to sposób myślenia o danych i pozwala korzystać z informacji archiwizowanych wcześniej na taśmach lub dyskach. Ludzie mogą zacząć w innowacyjny sposób korzystać z danych. Mogą uzyskać odpowiedź na pytania, które wcześniej wymagały zbyt długiego przetwarzania. To z kolei prowadzi do dalszych pytań i nowych wniosków.


    Na przykład w firmie Mailtrust (jest to odpowiedzialny za pocztę elektroniczną dział organizacji Rackspace) wykorzystuje się Hadoopa do przetwarzania dzienników. Jedno z napisanych zapytań określa, z jakich obszarów geograficznych pochodzą klienci firmy. Oto co firma pisze na ten temat:


    „Uzyskane dane okazały się tak przydatne, że co miesiąc uruchamiamy algorytm MapReduce. Dane pomagają nam decydować, w których centrach danych firmy Rackspace powinniśmy umieszczać nowe serwery poczty elektronicznej w miarę rozwoju firmy”.


    Dzięki połączeniu kilkuset gigabajtów danych i narzędziom do ich analizowania inżynierom z firmy Rackspace udało się zrozumieć dane w zupełnie nowy sposób, a także wykorzystać wyciągnięte wnioski do usprawnienia świadczonych klientom usług.


    Poza przetwarzanie wsadowe


    Mimo wszystkich swoich zalet model MapReduce jest przeznaczony dla systemów przetwarzania wsadowego, dlatego nie nadaje się do analiz interaktywnych. Nie da się uruchomić zapytania i uzyskać wyniku w kilka sekund. Przetwarzanie zapytań zajmuje zwykle kilka minut, dlatego najlepiej jest to robić w trybie nieinteraktywnym, bez człowieka oczekującego na wyniki.


    Jednak od czasu pierwszych wersji twórcy Hadoopa wyszli poza przetwarzanie wsadowe. Nazwa „Hadoop” czasem jest używana dla większego ekosystemu projektów, a nie tylko dla systemu HDFS i modelu MapReduce. Te projekty łączy to, że stanowią infrastrukturę dla przetwarzania rozproszonego i przetwarzania dużych zbiorów danych. Wiele z tych projektów jest rozwijanych przy pomocy organizacji Apache Software Foundation (http://www.apache.org/), która zapewnia wsparcie dla społeczności twórców projektów o otwartym dostępie do kodu źródłowego (w tym dla pierwszego projektu serwera HTTP, od którego organizacja wzięła swoją nazwę).


    Pierwszym komponentem, który zapewniał dostęp do danych w trybie online, była baza HBase — magazyn danych przechowywanych w postaci klucz-wartość, wykorzystujący system HDFS. Baza HBase zapewnia dostęp do odczytu i zapisu do poszczególnych wierszy oraz umożliwia wsadowy odczyt i zapis danych masowych. HBase jest dobrym rozwiązaniem do budowania aplikacji.


    Tym, co umożliwiło rozwój nowych modeli przetwarzania w Hadoopie, było wprowadzenie w wersji Hadoop 2 systemu YARN (ang. Yet Another Resource Negotiator). YARN to system zarządzania zasobami klastra, który umożliwia dowolnemu programowi rozproszonemu (nie tylko algorytmom MapReduce) korzystanie z danych z klastra Hadoopa.


    W kilku ostatnich latach pojawiły się różne wzorce przetwarzania zgodne z Hadoopem. Oto przykłady:


    Interaktywny SQL


    Rezygnacja z modelu MapReduce i zastosowanie silnika obsługi zapytań rozproszonych, który wykorzystuje specjalne, zawsze aktywne demony (takie jak Impala) lub kontener wielokrotnego użytku (na przykład Hive w platformie Tez), pozwala w Hadoopie szybko zwracać odpowiedzi na SQL-owe zapytania z zachowaniem możliwości obsługi dużych zbiorów danych.


    Przetwarzanie iteracyjne


    Wiele algorytmów (na przykład używanych w uczeniu maszynowym) z natury działa iteracyjnie. Dlatego wydajniej jest przechowywać pośrednie zbiory robocze w pamięci, zamiast wczytywać je z dysku w każdej iteracji. Architektura modelu MapReduce tego nie umożliwia, jednak pożądany efekt można łatwo uzyskać na przykład dzięki Sparkowi. Pozwala to łatwo eksplorować zbiory danych.


    Przetwarzanie strumieni


    Systemy oparte na strumieniach (na przykład Storm, Spark Streaming i Samza) umożliwiają przeprowadzanie w czasie rzeczywistym rozproszonych obliczeń na niezwiązanych strumieniach danych i przekazywanie wyników do Hadoopa lub do systemów zewnętrznych.


    Wyszukiwanie


    Platforma wyszukiwania Solr może działać w klastrze Hadoopa i indeksować dokumenty dodawane do systemu HDFS oraz przetwarzać zapytania informacyjne z wykorzystaniem indeksów przechowywanych w tym systemie.


    Mimo pojawienia się w Hadoopie różnych mechanizmów przetwarzania model MapReduce nadal jest przydatny w obszarze przetwarzania wsadowego. Warto zrozumieć jego działanie, ponieważ związanych jest z nim kilka uniwersalnych elementów (na przykład formaty wejściowe i sposób podziału zbiorów danych na fragmenty).


    Porównanie z innymi systemami


    Hadoop nie jest pierwszym rozproszonym systemem do przechowywania i analizowania danych. Ma jednak wyjątkowe cechy, odróżniające go od pozornie podobnych rozwiązań. Tu przedstawiam niektóre z tych właściwości.


    Systemy RDBMS


    Dlaczego do przeprowadzania rozbudowanych analiz nie można zastosować baz danych zapisanych na wielu dyskach? Do czego potrzebny jest Hadoop?


    Odpowiedź na te pytania związana jest z trendem dotyczącym dysków — czas wyszukiwania poprawia się wolniej niż szybkość transferu. Wyszukiwanie polega na przeniesieniu głowicy dysku w odpowiednie miejsce w celu odczytu lub zapisu danych. Określa to opóźnienie dysku (szybkość transferu odpowiada jego przepustowości).


    Jeśli w operacjach dostępu do danych dominuje wyszukiwanie, to odczyt lub zapis dużych fragmentów zbiorów danych trwa dłużej niż strumieniowe pobieranie danych (które odbywa się z szybkością transferu). Przy aktualizowaniu niewielkiej części rekordów w bazie dobrze sprawdzają się tradycyjne b-drzewa (jest to używana w relacyjnych bazach danych struktura danych, w której szybkość aktualizacji jest ograniczona szybkością wyszukiwania). Gdy aktualizowanie dotyczy większości bazy danych, b-drzewa są mniej wydajne niż model MapReduce, w którym używany jest mechanizm sortowania i scalania w celu odbudowania bazy.


    Model MapReduce pod wieloma względami można traktować jak uzupełnienie systemów RDBMS (ang. Relational Database Management System, czyli system zarządzania relacyjną bazą danych). Różnice między tymi narzędziami opisane są w tabeli 1.1. Model MapReduce dobrze sprawdza się w problemach, w których trzeba przeanalizować w trybie wsadowym cały zbiór danych. Dotyczy to zwłaszcza analiz ad hoc. System RDBMS dobrze nadaje się do obsługi zapytań i aktualizacji punktowych, gdy zbiór danych jest zindeksowany, co pozwala na szybkie pobieranie i aktualizowanie stosunkowo niewielkich ilości danych. Model MapReduce warto stosować w aplikacjach, w których dane są zapisywane raz, a następnie wczytywane wielokrotnie. Relacyjne bazy danych są lepsze dla nieustannie aktualizowanych zbiorów danych[5].


    Tabela 1.1. Porównanie systemu RDBMS z modelem MapReduce
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    Jednak różnice między relacyjnymi bazami danych a systemami opartymi na Hadoopie się zacierają. W relacyjnych bazach danych zaczynają pojawiać się rozwiązania z Hadoopa, a systemy oparte na Hadoopie, na przykład Hive, stają się bardziej interaktywne (dzięki rezygnacji z modelu MapReduce) i udostępniają mechanizmy takie jak indeksy i transakcje, przez co upodabniają się do tradycyjnych systemów RDBMS.


    Inna różnica między Hadoopem a systemami RDBMS dotyczy struktury zbiorów danych, którymi te narzędzia manipulują. Ustrukturyzowane dane są uporządkowane w jednostki o zdefiniowanym formacie. Na przykład dokumenty XML-owe i tabele baz danych mogą być zgodne z określonym, predefiniowanym schematem. Tak wygląda świat systemów RDBMS. Częściowo ustrukturyzowane dane nie są ściśle określone. Choć może być używany dla nich schemat, często jest on ignorowany i traktuje się go jak wskazówkę pomocną przy wyborze struktury danych. Na przykład w arkuszu danych strukturą jest sieć komórek, natomiast same komórki mogą zawierać dowolne dane. Dane nieustrukturyzowane nie mają określonej wewnętrznej struktury. Dotyczy to na przykład zwykłego tekstu lub danych reprezentujących grafikę. Hadoop dobrze współdziała z nieustrukturyzowanymi i częściowo ustrukturyzowanymi danymi, ponieważ jest zaprojektowany tak, aby interpretować dane w czasie ich przetwarzania (schemat przy odczycie). To zapewnia elastyczność i pozwala uniknąć potrzebnego w systemach RDBMS kosztownego etapu wczytywania danych (w Hadoopie wystarczy skopiować plik).


    Dane relacyjne często są normalizowane w celu zapewnienia ich integralności i wyeliminowania nadmiarowości. Normalizacja utrudnia przetwarzanie danych w Hadoopie, ponieważ sprawia, że odczyt rekordu staje się operacją globalną. Jest to sprzeczne z jednym z podstawowych założeń w Hadoopie, zgodnie z którym możliwy musi być strumieniowy (i szybki) odczyt i zapis danych.


    Dzienniki serwerów WWW to dobry przykład zbioru nieznormalizowanych rekordów. Na przykład nazwy maszyn klienckich za każdym razem podawane są w całości, choć ten sam klient może występować w dzienniku wielokrotnie. Jest to jedna z przyczyn, dla których pliki dzienników dobrze analizuje się za pomocą Hadoopa. Zauważ, że Hadoop obsługuje złączenia, przy czym nie są one stosowane tak często jak w świecie relacyjnym.


    MapReduce (i inne modele przetwarzania z Hadoopa) skaluje się liniowo względem wielkości danych. Dane są dzielone na partycje, a podstawowe operacje (takie jak mapowanie i redukcja) można wykonywać równolegle dla odrębnych partycji. To oznacza, że podwojenie ilości danych wejściowych prowadzi do dwukrotnego wydłużenia czasu wykonywania zadania. Jeśli jednak podwoisz także wielkość klastra, zadanie zostanie wykonane równie szybko jak dla początkowej ilości danych. W przypadku zapytań SQL-a zwykle jest inaczej.


    Przetwarzanie sieciowe


    Społeczności zainteresowane przetwarzaniem HPC (ang. high-performance computing) i przetwarzaniem sieciowym (ang. grid computing) od lat zajmują się przetwarzaniem danych na dużą skalę. Używają do tego takich interfejsów API jak interfejs MPI (ang. Message Passing Interface). Przetwarzanie HPC polega zwykle na rozdzieleniu pracy między maszyny z klastra mające dostęp do współużytkowanego systemu plików w sieci SAN (ang. storage area network). To podejście działa dobrze dla zadań o dużych wymaganiach obliczeniowych, nie daje jednak dobrych efektów, gdy węzły potrzebują dostępu do większych zbiorów danych (o wielkości setek gigabajtów — od tego poziomu dobrze widoczne stają się zalety Hadoopa), ponieważ przepustowość sieci prowadzi wtedy do zatorów, a węzły obliczeniowe pozostają bezczynne.


    Hadoop próbuje umieszczać potrzebne dane w odpowiednich węzłach obliczeniowych, co pozwala na szybki dostęp do przechowywanych lokalnie danych[6]. To podejście, lokalność danych (ang. data locality), jest podstawą przetwarzania danych w Hadoopie i powodem wysokiej wydajności tej platformy. Twórcy Hadoopa uznali, że to przepustowość sieci jest najcenniejszym zasobem w centrum danych (łatwo jest przeładować połączenia w sieci kopiowaniem danych). Dlatego Hadoop oszczędnie gospodaruje przepustowością i aby to osiągnąć, jawnie określa topologię sieci. Zauważ, że to podejście nie uniemożliwia przeprowadzania w Hadoopie analiz o dużych wymaganiach obliczeniowych.


    Interfejs MPI zapewnia programistom dużą kontrolę, jednak wymaga jawnej obsługi procesu przepływu danych za pomocą niskopoziomowych procedur w języku C i mechanizmów takich jak gniazda. Potrzebne są też wysokopoziomowe algorytmy analityczne. Przetwarzanie w Hadoopie odbywa się tylko na wyższym poziomie. Programista myśli w kategoriach modelu danych (na przykład par klucz-wartość w modelu MapReduce), natomiast przepływ danych jest określany niejawnie.


    Koordynowanie procesów w rozbudowanych obliczeniach rozproszonych nie jest proste. Najtrudniejszy aspekt to płynna obsługa częściowych niepowodzeń (gdy nie wiadomo, czy w zdalnym procesie wystąpił problem) przy jednoczesnym dokonywaniu postępów w ogólnych obliczeniach. Platformy do obsługi przetwarzania rozproszonego (na przykład MapReduce) wykrywają zadania zakończone niepowodzeniem i planują ich ponowne wykonanie na sprawnych maszynach. Model MapReduce pozwala uzyskać ten efekt, ponieważ ma architekturę typu shared-nothing. Oznacza to, że zadania nie są od siebie zależne. Jest to uproszczony opis, ponieważ dane wyjściowe z mapperów są przekazywane do reduktorów, jednak zarządza tym model MapReduce. Dlatego ponowne uruchomienie po nieudanym wykonaniu zadania jest trudniejsze w przypadku reduktora niż mappera, ponieważ trzeba się upewnić, że możliwe jest pobranie potrzebnych danych wyjściowych. Gdy jest to niemożliwe, trzeba ponownie uruchomić potrzebne mappery. Jednak zwykle z perspektywy programisty kolejność wykonywania zadań jest nieistotna. Natomiast w programach opartych na interfejsie MPI trzeba jawnie zarządzać punktami kontrolnymi i przywracaniem stanu. Zapewnia to programiście większą kontrolę kosztem trudniejszego do napisania kodu.


    Przetwarzanie z udziałem ochotników


    Gdy ludzie po raz pierwszy usłyszeli o technologiach Hadoop i MapReduce, często zadawali pytanie: „Czym różni się to od projektu SETI@home?”. Organizacja SETI (ang. Search for Extra-Terrestrial Intelligence) prowadzi projekt SETI@home (http://setiathome.berkeley.edu/), w którym ochotnicy udostępniają czas procesora swoich bezczynnych komputerów do analizowania danych z radioteleskopów pod kątem życia pozaziemskiego. SETI@home to najbardziej znany z projektów z obliczeniami z udziałem ochotników. Inne projekty z tej kategorii to Great Internet Mersenne Prime Search (wyszukiwanie dużych liczb pierwszych) i Folding@home (próby zrozumienia zwijania białek i związku tego procesu z chorobami).


    W takich projektach rozwiązywany problem jest dzielony na porcje (jednostki robocze) rozsyłane do analizy do komputerów z całego świata. Na przykład w projekcie SETI@home jednostka robocza to około 0,35 MB danych z radioteleskopu. Na typowym komputerze ich przeanalizowanie zajmuje od kilku godzin do kilku dni. Po zakończeniu analiz wyniki są przesyłane z powrotem na serwer, a klient otrzymuje następną jednostkę roboczą. Zabezpieczenie przed oszustwami polega na tym, że każda jednostka robocza jest wysyłana do trzech różnych maszyn. Żeby wyniki zostały zaakceptowane, odpowiedzi z przynajmniej dwóch z tych maszyn muszą być identyczne.


    Choć projekt SETI@home pozornie działa podobnie jak model MapReduce (problem jest dzielony na przetwarzane równolegle niezależne porcje), występują między nimi istotne różnice. Problem w projekcie SETI@home jest wymagający obliczeniowo. Dlatego dobrze nadaje się do przetwarzania na setkach tysięcy komputerów z całego świata[7], ponieważ czas transferu jednostek roboczych jest bardzo krótki w porównaniu z czasem wykonywania obliczeń. Ochotnicy udostępniają cykle procesora, a nie przepustowość sieci.


    Model MapReduce ma uruchamiać zadania zajmujące minuty lub godziny na zaufanym, dedykowanym sprzęcie działającym w jednym centrum danych z bardzo wysoką przepustowością połączeń. W projekcie SETI@home obliczenia są wykonywane w nieskończoność na niezaufanych maszynach z internetu o bardzo zróżnicowanej przepustowości i bez lokalności danych.


    Krótka historia platformy Apache Hadoop


    Platforma Hadoop została zbudowana przez Douga Cuttinga, twórcę Apache Lucene — popularnej biblioteki do przeszukiwania tekstu. Ta platforma powstała w wyniku prac prowadzonych nad Apache Nutch, wyszukiwarką internetową o otwartym dostępie do kodu źródłowego rozwijaną w ramach projektu Lucene.


    Zbudowanie wyszukiwarki internetowej od podstaw było ambitnym celem. Skomplikowanym zadaniem jest nie tylko napisanie oprogramowania do przeglądania i indeksowania witryn, ale też uruchamianie go bez specjalnego zespołu ds. operacyjnych. Takie rozwiązanie składa się z mnóstwa komponentów. Ponadto wyszukiwarka wymaga poniesienia wysokich kosztów. Mike Cafarella i Doug Cutting oszacowali, że sprzęt systemu obsługującego indeks dla miliarda stron kosztuje około 500 000 dolarów, a miesięczne koszty działania wyszukiwarki to około 30 000 dolarów[8]. Mimo to uznali, że warto przystąpić do pracy, ponieważ pozwoli to udostępnić i ostatecznie zdemokratyzować algorytmy wyszukiwarki.


    
      
        
      

      
        
          	
            Skąd wzięła się nazwa „Hadoop”?


            Hadoop to nie akronim, tylko wymyślona nazwa. Twórca projektu, Doug Cutting, wyjaśnia jej pochodzenie:


            „Jest to nazwa, jaką moje dziecko nadało wypchanemu żółtemu słoniowi. Jest krótka, stosunkowo łatwa do przeliterowania i w wymowie, nie ma określonego znaczenia i nie jest używana nigdzie indziej. Są to moje kryteria dla nazw. Dzieci są dobre w ich generowaniu. „Googol” to także określenie używane przez dzieci”.


            Projekty w ekosystemie platformy Hadoop też zwykle mają nazwy niepowiązane z ich przeznaczeniem, za to często odnoszące się do słonia lub innych zwierząt (na przykład „Pig”, czyli świnia). Mniejsze komponenty mają bardziej opisowe (a tym samym mniej ciekawe) nazwy. Jest to dobra zasada, ponieważ przeważnie można ustalić funkcję danego komponentu na podstawie jego nazwy. Na przykład węzeł nazw (ang. namenode)[9] służy do zarządzania przestrzenią nazw systemu plików.

          
        

      
    


    Prace nad wyszukiwarką Nutch rozpoczęto w 2002 roku. Szybko powstały robot internetowy i system wyszukiwania. Jednak twórcy projektu odkryli, że zastosowana architektura nie umożliwi obsługi dostępnych w internecie miliardów stron. Pomoc nadeszła w postaci opublikowanej w 2003 roku pracy z opisem architektury rozproszonego systemu plików z firmy Google, GFS, używanego w rozwiązaniach produkcyjnych tej firmy[10]. GFS lub podobny system rozwiązałby problemy uczestników projektu związane z przechowywaniem bardzo dużych plików wygenerowanych w procesie przeszukiwania i indeksowania sieci. System GFS przede wszystkim pozwoliłby zwolnić czas poświęcany na wykonywanie zadań administracyjnych, takich jak zarządzanie węzłami przechowującymi dane. W 2004 roku programiści pracujący nad Nutchem rozpoczęli pisanie otwartej implementacji takiego systemu plików, który nazwali NDFS (ang. Nutch Distributed Filesystem).


    W 2004 roku firma Google opublikowała pracę, w której przedstawiła model MapReduce światu[11]. W 2005 roku programiści pracujący nad Nutchem ukończyli działającą implementację modelu MapReduce w swoim produkcie. Do połowy tego roku wszystkie najważniejsze algorytmy Nutcha zostały dostosowane do technologii MapReduce i NDFS.


    Implementację technologii NDFS i MapReduce z Nutcha można było wykorzystać także w zastosowaniach innych niż wyszukiwanie. W lutym 2006 roku te technologie przeniesiono do niezależnego podprojektu Hadoop w projekcie Lucene. W mniej więcej tym samym czasie Doug Cutting został pracownikiem firmy Yahoo!, która zapewniła zespół i zasoby potrzebne do przekształcenia Hadoopa w system działający na skalę internetu (zobacz ramkę poniżej). Efekty tych prac przedstawiono w lutym 2008 roku, kiedy to firma Yahoo! ogłosiła, że indeks w produkcyjnej wersji jej wyszukiwarki został wygenerowany przez mający 10 000 rdzeni klaster oparty na Hadoopie[12].


    
      
        
      

      
        
          	
            Hadoop w firmie Yahoo!


            Budowanie wyszukiwarek internetowych wymaga bardzo dużych ilości danych i tym samym dużej liczby maszyn do ich przetwarzania. Wyszukiwarka Yahoo! Search składa się z czterech podstawowych komponentów. Są to: Crawler (pobiera strony z serwerów WWW), WebMap (tworzy graf dla znanej części internetu), Indexer (buduje indeks odwrotny dla najlepszych stron) i Runtime (przetwarza zapytania użytkowników). WebMap tworzy graf obejmujący około tryliona (1012) krawędzi, z których każda reprezentuje odnośnik, i około 100 miliardów węzłów (1011) odpowiadających różnym adresom URL. Tworzenie i analizowanie tak rozbudowanych grafów wymaga dużej liczby komputerów działających przez wiele dni. Na początku 2005 roku trzeba było przeprojektować infrastrukturę komponentu WebMap (nazwaną Dreadnaught) pod kątem obsługi większej liczby węzłów. Dreadnaught z powodzeniem potrafił obsługiwać od 20 do 600 węzłów, jednak wymagał kompletnej zmiany projektu, aby działał dla jeszcze większej liczby węzłów. Dreadnaught pod wieloma względami działał podobnie jak MapReduce, ale zapewniał większą swobodę i nie wymagał ściśle określonej struktury danych. W zadaniach w systemie Dreadnaught każdy fragment mógł przesyłać dane wyjściowe do dowolnego fragmentu z następnego etapu zadania, a za przypisywanie prac odpowiadał kod biblioteki. W praktyce większość etapów w komponencie WebMap była parami odpowiadającymi fazom modelu MapReduce. Dlatego aplikacje korzystające z komponentu WebMap nie wymagały poważnej refaktoryzacji przy ich dostosowywaniu do modelu MapReduce.


            Eric Baldeschwieler (pseudonim Eric14) zebrał niewielki zespół i zaczęliśmy projektować nową platformę oraz budować jej prototyp. Platforma miała zastąpić system Dreadnaught, była napisana w języku C++ i oparta na technologiach GFS i MapReduce. Choć prace rozpoczęto z powodu zapotrzebowania na nową platformę dla komponentu WebMap, zespół wiedział, że niezbędna była standardowa platforma przetwarzania wsadowego dla przeglądarki Yahoo! Search. Utworzenie platformy wystarczająco uniwersalnej, aby mogła obsługiwać także innych użytkowników, pozwoliłoby lepiej wykorzystać nakłady poniesione na jej rozwój.


            W tym samym czasie obserwowaliśmy postępy w pracy nad Hadoopem, który był częścią projektu Nutch. W styczniu 2006 roku firma Yahoo! zatrudniła Douga Cuttinga, a miesiąc później zdecydowaliśmy się zrezygnować z naszego prototypu i zastąpić go Hadoopem. Hadoop miał tę przewagę nad nowym prototypem i projektem, że był już używany w prawdziwej aplikacji (w Nutchu) dla 20 węzłów. To pozwoliło nam uruchomić po dwóch miesiącach klaster eksperymentalny i zacząć obsługę prawdziwych klientów znacznie szybciej niż przy tworzeniu całego rozwiązania od początku. Inną zaletą Hadoopa było oczywiście to, że była to platforma o otwartym dostępie do kodu źródłowego, dlatego łatwiej było nam uzyskać od działu prawnego firmy Yahoo! zezwolenie na prace nad rozwiązaniami o otwartym dostępie do kodu źródłowego (choć i tak wymagało to dużo starań). Tak więc w pierwszej połowie 2006 roku przygotowaliśmy obejmujący 200 węzłów klaster dla badaczy. Wstrzymaliśmy plany modyfikowania komponentu WebMap, a w zamian zajęliśmy się obsługą i usprawnianiem Hadoopa w ramach badań z udziałem użytkowników.


            — Owen O’Malley, 2009

          
        

      
    


    W styczniu 2008 Hadoop zyskał status samodzielnego projektu Apache’a dzięki sukcesom tego narzędzia oraz zróżnicowanej i aktywnej społeczności. W tym czasie Hadoop był już używany przez wiele innych firm (obok Yahoo!), takich jak Last.fm, Facebook i „New York Times”.


    W dobrze udokumentowanym projekcie „New York Times” wykorzystał chmurę obliczeniową EC2 Amazonu do przetworzenia 4 terabajtów zeskanowanych archiwów gazety i przekształcenia ich na pliki PDF dostosowane do internetu[13]. Proces ten zajął mniej niż 24 godziny i wykorzystano do tego 100 maszyn. Cały projekt prawdopodobnie nie doszedłby do skutku, gdyby nie stosowany w Amazonie model opłat za godziny (dzięki czemu „New York Times” mógł pozwolić sobie na dostęp do dużej liczby maszyn przez krótki czas) i łatwy w użyciu model programowania równoległego używany w Hadoopie.


    W kwietniu 2008 roku Hadoop pobił rekord świata i stał się najszybszym systemem sortującym terabajt danych. W obejmującym 910 węzłów klastrze Hadoop posortował terabajt danych w 209 sekund (czyli w mniej niż 3,5 minuty), pokonując rekordzistę z poprzedniego roku o 297 sekund[14]. W listopadzie tego samego roku firma Google poinformowała, że jej implementacja modelu MapReduce posortowała terabajt danych w 68 sekund[15]. Jeszcze później, w kwietniu 2009 roku, ogłoszono, że zespół z firmy Yahoo! z wykorzystaniem Hadoopa posortował terabajt danych w 62 sekundy[16].


    Od tamtego czasu nawet większe zbiory danych sortowano w jeszcze krótszym czasie. W zawodach w 2014 roku zespół z firmy Databricks zajął ex aequo pierwsze miejsce w rankingu Gray Sort. Zespół wykorzystał oparty na Sparku klaster z 207 węzłami do posortowania 100 terabajtów danych w 1406 sekund, co daje 4,27 terabajta na minutę[17].


    Obecnie Hadoop jest stosowany w wielu dużych firmach. Branża docenia Hadoopa jako platformę ogólnego użytku do przechowywania i analizowania wielkich danych. Dowodem na to jest liczba produktów, które wykorzystują tę platformę. Komercyjną pomoc techniczną z zakresu Hadoopa pełnią duże, cenione korporacje (na przykład EMC, IBM, Microsoft i Oracle), a także firmy specjalizujące się w Hadoopie (na przykład Cloudera, Hortonworks i MapR).


    Zawartość książki


    Książka jest podzielona na pięć głównych części. Części od I do III są poświęcone samemu Hadoopowi. Część IV dotyczy powiązanych projektów z ekosystemu platformy Hadoop. W części V znajdziesz studia przypadków. Książkę możesz czytać od początku do końca lub wybrać jedną ze ścieżek, które pozwalają pominąć rozdziały niepotrzebne do zrozumienia dalszego tekstu. Te ścieżki przedstawia rysunek 1.1.


    [image: ]


    Rysunek 1.1. Struktura książki. Rozdziały możesz czytać w różnej kolejności


    Część I obejmuje pięć rozdziałów poświęconych podstawowym komponentom Hadoopa. Należy zapoznać się z nią przed przejściem do dalszej lektury. Rozdział 1. (niniejszy) to ogólne wprowadzenie do Hadoopa. Rozdział 2. zawiera wprowadzenie do modelu MapReduce. W rozdziale 3. opisuję szczegółowo systemy plików w Hadoopie (przede wszystkim system HDFS). Rozdział 4. zawiera omówienie systemu YARN; jest to system zarządzania zasobami klastra w Hadoopie. Rozdział 5. dotyczy cegiełek do budowania operacji wejścia-wyjścia w Hadoopie — komponentów związanych z integralnością danych, kompresją, serializacją i plikowymi strukturami danych.


    Część II zawiera cztery rozdziały ze szczegółowym omówieniem modelu MapReduce. Zawierają one informacje ułatwiające zrozumienie dalszych rozdziałów (na przykład rozdziałów z części IV poświęconych przetwarzaniu danych), jednak można je pominąć w trakcie pierwszej lektury. Rozdział 6. przedstawia praktyczne kroki potrzebne do zbudowania aplikacji zgodnej z modelem MapReduce. W rozdziale 7. pokazuję z perspektywy użytkownika implementację modelu MapReduce w Hadoopie. Rozdział 8. dotyczy modelu programowania i różnych formatów danych związanych z modelem MapReduce. Rozdział 9. jest poświęcony zaawansowanym zagadnieniom związanym z modelem MapReduce (w tym sortowaniu i złączaniu danych).


    Część III dotyczy zarządzania Hadoopem. W rozdziałach 10. i 11. opisuję, jak skonfigurować oparty na Hadoopie klaster z systemem HDFS i modelem MapReduce działającymi w systemie YARN, a także jak zarządzać takim klastrem.


    Część IV jest poświęcona projektom opartym na Hadoopie i ściśle związanym z tą platformą. Każdy rozdział dotyczy jednego projektu i jest niezależny od innych informacji z tej części, dlatego wszystkie rozdziały można czytać w dowolnej kolejności.


    Dwa pierwsze rozdziały z tej części dotyczą formatów danych. W rozdziale 12. opisuję Avro — współdziałającą z różnymi językami bibliotekę serializacji danych dla Hadoopa. Rozdział 13. jest poświęcony Parquetowi — wydajnemu kolumnowemu formatowi do przechowywania danych zagnieżdżonych.


    W dwóch następnych rozdziałach omówione jest pobieranie danych do Hadoopa. Rozdział 14. przedstawia narzędzie Flume służące do pobierania dużych ilości przesyłanych strumieniowo danych. Rozdział 15. dotyczy narzędzia Sqoop odpowiedzialnego za wydajny masowy transfer danych między ustrukturyzowanymi magazynami (na przykład relacyjnymi bazami danych) a systemem HDFS.


    Wspólnym tematem czterech następnych rozdziałów jest przetwarzanie danych, a zwłaszcza posługiwanie się abstrakcjami wyższego poziomu niż model MapReduce. Opisany w rozdziale 16. Pig to język przepływu danych służący do eksplorowania bardzo dużych zbiorów informacji. Przedstawiony w rozdziale 17. Hive to hurtownia danych, która umożliwia zarządzanie danymi przechowywanymi w systemie HDFS i zapewnia język zapytań oparty na SQL-u. W rozdziale 18. opisany jest Crunch — wysokiego poziomu interfejs API z Javy służący do pisania potoków przetwarzania danych działających w platformach MapReduce lub Spark. Omówiony w rozdziale 19. Spark to platforma przetwarzania dużych zbiorów danych w klastrach. Zapewnia silnik przetwarzania skierowanych grafów acyklicznych i interfejsy API dla języków Scala, Java i Python.


    Rozdział 20. to wprowadzenie do narzędzia HBase. Jest to rozproszona, kolumnowa baza danych działająca w czasie rzeczywistym. Do przechowywania danych służy w niej system HDFS. Rozdział 21. dotyczy usługi ZooKeeper. Jest to rozproszona, wysoce dostępna usługa do koordynowania pracy, która zapewnia przydatne podstawowe mechanizmy do budowania aplikacji rozproszonych.


    Część V to zbiór studiów przypadków przesłanych przez osoby, które w ciekawy sposób wykorzystują platformę Hadoop.


    W dodatkach znajdziesz pomocnicze informacje na temat Hadoopa, dotyczące na przykład instalacji tej platformy na komputerze.
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    Rozdział 2.

    Model MapReduce


    MapReduce to model programowania związany z przetwarzaniem danych. Jest prosty, ale umożliwia pisanie przydatnych programów. Hadoop potrafi uruchamiać programy oparte na modelu MapReduce napisane w różnych językach. W tym rozdziale zobaczysz ten sam program napisany w językach Java, Ruby i Python. Programy oparte na modelu MapReduce są z natury równoległe, dlatego umożliwiają przeprowadzanie analiz na bardzo dużych zbiorach danych każdemu, kto ma do dyspozycji wystarczającą liczbę maszyn. Model MapReduce pokazuje pełnię swych możliwości dla dużych zbiorów danych. Zacznijmy więc od uzyskania takiego zbioru.


    Zbiór danych meteorologicznych


    W ramach przykładu zobaczysz, jak napisać program analizujący dane meteorologiczne. Czujniki o każdej godzinie rejestrują dane w wielu miejscach na świecie i zbierają duże ilości informacji, które dobrze nadają się do analizowania za pomocą modelu MapReduce, ponieważ przetwarzane mają być wszystkie informacje, a dane mają postać częściowo ustrukturyzowaną i są oparte na rekordach.


    Format danych


    Używane tu dane pochodzą z organizacji NCDC (ang. National Climatic Data Center — http://www.ncdc.noaa.gov/). Dane są przechowywane w wierszowym formacie ASCII, w którym każdy wiersz to rekord. Format udostępnia bogaty zestaw elementów z obszaru meteorologii. Liczne z nich są opcjonalne lub mają zmienną długość. Dla uproszczenia koncentrujemy się na podstawowych elementach, które zawsze są dostępne i mają stałą szerokość, takich jak temperatura.


    Na listingu 2.1 przedstawiony jest przykładowy rekord z komentarzami przy niektórych istotnych wierszach. Wiersz jest rozbity na wiele części, co pozwala przedstawić poszczególne pola. W prawdziwym pliku pola są umieszczone w jednym wierszu i nie mają ograniczników.


    Listing 2.1. Format rekordu organizacji NCDC


    
      0057

    


    
      332130    # Identyfikator stacji pogodowej USAF 

    


    
      99999     # Identyfikator stacji pogodowej WBAN

    


    
      19500101  # Data obserwacji

    


    
      0300      # Godzina obserwacji

    


    
      4

    


    
      +51317    # Szerokość geograficzna (stopnie x 1000)

    


    
      +028783   # Długość geograficzna (stopnie x 1000)

    


    
      FM-12

    


    
      +0171     # Wysokość (w metrach)

    


    
      99999

    


    
      V020

    


    
      320       # Kierunek wiatru (w stopniach)

    


    
          1# Kod oznaczający jakość danych

    


    
      N

    


    
      0072

    


    
      1

    


    
      00450     # Pułap chmur (w metrach)

    


    
      1         # Kod oznaczający jakość danych

    


    
      C

    


    
      N

    


    
      010000    # Widoczność (w metrach)

    


    
      1         # Kod oznaczający jakość danych 

    


    
      N

    


    
      9

    


    
      -0128     # Temperatura powietrza (stopnie Celsjusza x 10)

    


    
      1         # Kod oznaczający jakość danych

    


    
      -0139     # Punkt rosy (stopnie Celsjusza x 10)

    


    
      1         # Kod oznaczający jakość danych

    


    
      10268     # Ciśnienie atmosferyczne (hektopaskale x 10)

    


    
      1         # Kod oznaczający jakość danych

    


    Pliki są uporządkowane według dat i stacji pogodowych. Dla każdego roku z przedziału od 1901 do 2001 istnieje katalog ze spakowanymi do formatu gzip plikami odpowiadającymi poszczególnym stacjom, dla których zarejestrowano odczyty w danym roku. Oto przykładowe pierwsze pliki dla roku 1990:


    
      % ls raw/1990 | head

    


    
      010010-99999-1990.gz

    


    
      010014-99999-1990.gz

    


    
      010015-99999-1990.gz

    


    
      010016-99999-1990.gz

    


    
      010017-99999-1990.gz

    


    
      010030-99999-1990.gz

    


    
      010040-99999-1990.gz

    


    
      010080-99999-1990.gz

    


    
      010100-99999-1990.gz

    


    
      010150-99999-1990.gz

    


    Funkcjonują dziesiątki tysięcy stacji pogodowych, dlatego cały zbiór składa się z dużej liczby stosunkowo niewielkich plików. Zwykle łatwiejsze i wydajniejsze jest przetwarzanie niewielu dużych plików, dlatego dane wstępnie przetworzono, tak aby odczyty z każdego roku znalazły się w pojedynczym pliku. Z dodatku C dowiesz się, jak wykonano tę operację.


    Analizowanie danych za pomocą narzędzi uniksowych


    Jaką najwyższą temperaturę odnotowano w zbiorze danych w określonym roku? Najpierw zobacz, jak odpowiedzieć na to pytanie bez Hadoopa. Pozwoli to określić wydajność na potrzeby późniejszych porównań, a także umożliwi sprawdzanie uzyskiwanych wyników.


    Klasycznym narzędziem do przetwarzania danych wierszowych jest awk. Listing 2.2 przedstawia krótki skrypt obliczający maksymalną temperaturę w każdym roku.


    Listing 2.2. Program do wyszukiwania maksymalnej temperatury odnotowanej w poszczególnych latach według danych organizacji NCDC


    
      #!/usr/bin/env bash

    


    
      for year in all/*

    


    
      do

    


    
        echo -ne `basename $year.gz`"\t"

    


    
        gunzip -c $year | \

    


    
          awk '{ temp = substr($0, 88, 5) + 0;

    


    
                 q = substr($0, 93, 1);

    


    
                 if (temp !=9999 && q ~ /[01459]/ && temp > max) max = temp }

    


    
               END { print max }'

    


    
      done

    


    Skrypt przechodzi w pętli po skompresowanych plikach reprezentujących lata. Najpierw wyświetla rok, a następnie przetwarza każdy plik za pomocą narzędzia awk. Skrypt tego narzędzia pobiera z danych dwa pola — temperaturę powietrza i kod określający jakość. Wartość reprezentująca temperaturę jest przekształcana na liczbę całkowitą przez dodanie zera. Następnie kod sprawdza, czy temperatura jest prawidłowa (w zbiorze danych organizacji NCDC wartość 9999 oznacza brak danych) i czy kod określający jakość nie wskazuje na to, że odczyt jest błędny. Jeśli dane są poprawne, wartość jest porównywana z dotychczasowym maksimum. Po znalezieniu nowej najwyższej wartości maksimum jest aktualizowane. Blok END jest wykonywany po przetworzeniu wszystkich wierszy z pliku i wyświetla maksymalną wartość.


    Oto początkowe dane wyjściowe:


    
      % ./max_temperature.sh

    


    
      1901 317

    


    
      1902 244

    


    
      1903 289

    


    
      1904 256

    


    
      1905 283

    


    
      ...

    


    Wartości reprezentujące temperaturę w pliku źródłowym są mnożone przez 10, dlatego dane oznaczają, że maksymalna temperatura w 1901 roku wynosiła 31,7°C (na początku wieku liczba odczytów była bardzo niska, dlatego ten wynik jest akceptowalny). Sprawdzenie danych z całego wieku zajęło 42 minuty w jednym przebiegu w pojedynczym egzemplarzu maszyny EC2 High-CPU Extra Large.


    Aby przyspieszyć przetwarzanie, należy uruchamiać części programu równolegle. Teoretycznie jest to proste. Można przetwarzać różne lata w osobnych procesach i wykorzystać wszystkie dostępne wątki sprzętowe maszyny. Związane jest to jednak z kilkoma problemami.


    Po pierwsze, podział zadania na fragmenty równej wielkości nie zawsze jest łatwy lub oczywisty. Tu wielkość plików dla poszczególnych lat znacznie się zmienia, dlatego niektóre procesy zakończą pracę znacznie szybciej niż inne. Nawet jeśli proces po przetworzeniu jednego pliku rozpocznie analizowanie następnego, to na czas trwania całego przebiegu skryptu największy wpływ będzie miał najdłuższy plik. Lepsze podejście (choć wymagające więcej pracy) polega na podziale danych wyjściowych na porcje o stałej wielkości i przypisywaniu ich procesom.


    Po drugie, łączenie wyników z niezależnych procesów może wymagać dodatkowego przetwarzania. Tu wynik z każdego roku jest niezależny od pozostałych, a wszystkie wyniki można połączyć ze sobą i posortować według lat. W podejściu z porcjami danych o stałej wielkości łączenie wyników jest skomplikowane. W omawianym przykładzie dane z określonego roku są zwykle rozbijane na kilka porcji i niezależnie przetwarzane. Otrzymywana jest więc maksymalna temperatura dla każdej porcji. Dlatego w ostatnim kroku trzeba ustalić najwyższą wartość z wszystkich porcji z każdego roku.


    Po trzecie, moc obliczeniowa wciąż jest ograniczona do pojedynczej maszyny. Jeśli przy danej liczbie procesorów najlepszy wynik to 20 minut, nie da się tego zmienić. Nie można przyspieszyć procesu. Ponadto niektóre zbiory danych rozrastają się do wielkości wykraczającej poza możliwości pojedynczego komputera. Gdy zaczynasz używać wielu maszyn, rolę zaczyna odgrywać wiele innych czynników, związanych głównie z koordynowaniem zadań i niezawodnością. Która jednostka ma uruchamiać całe zadanie? Jak radzić sobie z procesami, w których wystąpił błąd?


    Dlatego choć przetwarzanie równoległe jest możliwe, w praktyce sprawia dużo trudności. Wykorzystanie platformy takiej jak Hadoop do obsługi opisanych kwestii bardzo ułatwia pracę.


    Analizowanie danych za pomocą Hadoopa


    Aby wykorzystać możliwości przetwarzania równoległego udostępniane przez Hadoopa, trzeba przedstawić zapytanie jako zadanie w modelu MapReduce. Po lokalnych testach na małym zbiorze danych będzie można uruchomić to zapytanie w klastrze maszyn.


    Mapowanie i redukcja


    Model MapReduce polega na podziale przetwarzania na dwa etapy — mapowania i redukcji. Na każdym etapie dane wejściowe i dane wyjściowe to pary klucz-wartość. Typ kluczy i wartości może określić programista. Programista podaje też dwie funkcje — mapującą i redukującą.


    W omawianym przykładzie dane wejściowe dla etapu mapowania to nieprzetworzone dane od organizacji NCDC. Używany jest tekstowy format danych wejściowych. Każdy wiersz ze zbioru danych jest pobierany jako wartość tekstowa. Klucz to pozycja początku wiersza (licząc od początku pliku), jednak ponieważ nie jest ona potrzebna, klucz można zignorować.


    Funkcja mapująca jest prosta. Należy pobrać rok i temperaturę powietrza, ponieważ są to jedyne potrzebne pola. Tu funkcja mapująca jedynie przygotowuje dane w taki sposób, aby funkcja redukująca mogła wykonać na nich swoje zadanie — ustalić maksymalną temperaturę dla każdego roku. Funkcja mapująca jest też dobrym miejscem na odrzucanie błędnych rekordów. Można odfiltrować w niej brakujące, niepewne lub błędne odczyty temperatury.


    Aby zrozumieć przebieg mapowania, przyjrzyj się poniższym przykładowym wierszom danych wejściowych (niektóre nieużywane kolumny — reprezentowane przez wielokropki — zostały pominięte, aby wiersze zmieściły się na stronie).


    
      0067011990999991950051507004...9999999N9+00001+99999999999...

    


    
      0043011990999991950051512004...9999999N9+00221+99999999999...

    


    
      0043011990999991950051518004...9999999N9-00111+99999999999...

    


    
      0043012650999991949032412004...0500001N9+01111+99999999999...

    


    
      0043012650999991949032418004...0500001N9+00781+99999999999...

    


    Te wiersze są przekazywane do funkcji mapującej jako pary klucz-wartość.


    
      (0, 0067011990999991950051507004...9999999N9+00001+99999999999...)

    


    
      (106, 0043011990999991950051512004...9999999N9+00221+99999999999...)

    


    
      (212, 0043011990999991950051518004...9999999N9-00111+99999999999...)

    


    
      (318, 0043012650999991949032412004...0500001N9+01111+99999999999...)

    


    
      (424, 0043012650999991949032418004...0500001N9+00781+99999999999...)

    


    Klucze to pozycje wierszy w pliku. W funkcji mapującej są one ignorowane. Ta funkcja jedynie pobiera rok i temperaturę powietrza (wyróżnione pogrubieniem) i zwraca je jako dane wyjściowe (wysokość temperatury jest interpretowana jako liczba całkowita).


    
      (1950, 0)

    


    
      (1950, 22)

    


    
      (1950, −11)

    


    
      (1949, 111)

    


    
      (1949, 78)

    


    Dane wyjściowe z funkcji mapującej są przetwarzane przez platformę MapReduce przed przekazaniem ich do funkcji redukującej. W ramach przetwarzania pary klucz-wartość są sortowane i grupowane według kluczy. Oznacza to, że funkcja redukująca otrzymuje następujące dane wejściowe:


    
      (1949, [111, 78])

    


    
      (1950, [0, 22, −11])

    


    Dla każdego roku dostępna jest lista wszystkich odczytów temperatury. Funkcja redukująca musi tylko przejść po liście i wybrać maksymalną wartość.


    
      (1949, 111)

    


    
      (1950, 22)

    


    Tak wyglądają ostateczne dane wyjściowe — przedstawiają maksymalną temperaturę odnotowaną w danym roku.


    Rysunek 2.1 przedstawia cały przepływ danych. W dolnej części rysunku pokazany jest potok instrukcji uniksowych. Symuluje on cały proces MapReduce. Z tym potokiem zetkniesz się dalej w tym rozdziale, przy omawianiu strumieniowego transferu danych w Hadoopie.


    [image: ]


    Rysunek 2.1. Logiczny przepływ danych w modelu MapReduce


    Model MapReduce w Javie


    Po omówieniu działania programu zgodnego z modelem MapReduce pora przedstawić go za pomocą kodu. Potrzebne są trzy elementy: funkcja mapująca, funkcja redukująca i kod uruchamiający zadanie. Funkcja mapująca jest przedstawiona za pomocą klasy Mapper z abstrakcyjną metodą map(). Listing 2.3 przedstawia implementację funkcji mapującej.


    Listing 2.3. Mapper z przykładu dotyczącego wyszukiwania maksymalnej temperatury


    
      import java.io.IOException;

    


    
      import org.apache.hadoop.io.IntWritable;

    


    
      import org.apache.hadoop.io.LongWritable;

    


    
      import org.apache.hadoop.io.Text;

    


    
      import org.apache.hadoop.mapreduce.Mapper;

    


    
      public class MaxTemperatureMapper

    


    
          extends Mapper<LongWritable, Text, Text, IntWritable> {

    


    
        private static final int MISSING = 9999;

    


    
        @Override

    


    
        public void map(LongWritable key, Text value, Context context)

    


    
            throws IOException, InterruptedException {

    


    
          String line = value.toString();

    


    
          String year = line.substring(15, 19);

    


    
          int airTemperature;

    


    
          if (line.charAt(87) == '+') { // Metoda parseInt źle radzi sobie z początkowym symbolem plus

    


    
            airTemperature = Integer.parseInt(line.substring(88, 92));

    


    
          } else {

    


    
            airTemperature = Integer.parseInt(line.substring(87, 92));

    


    
          }

    


    
          String quality = line.substring(92, 93);

    


    
          if (airTemperature != MISSING && quality.matches("[01459]")) {

    


    
            context.write(new Text(year), new IntWritable(airTemperature));

    


    
          }

    


    
        }

    


    
      }

    


    Klasa Mapper to typ generyczny o czterech formalnych parametrach określających typy klucza wejściowego, wartości wejściowej, klucza wyjściowego i wartości wyjściowej funkcji mapującej. Tu klucz wejściowy to pozycja (w postaci długiej liczby całkowitej), wartość wejściowa to wiersz tekstu, klucz wyjściowy to rok, a wartość wyjściowa to temperatura powietrza (w postaci liczby całkowitej). Zamiast korzystać z wbudowanych typów Javy, Hadoop udostępnia własny zestaw typów podstawowych zoptymalizowanych pod kątem serializowania danych w sieci. Te typy znajdziesz w pakiecie org.apache.hadoop.io. Tu używane są typy LongWritable (odpowiednik typu long z Javy), Text (odpowiednik typu String z Javy) i IntWritable (odpowiednik typu Integer z Javy).


    Do metody map() przekazywane są klucz i wartość. Kod przekształca wartość typu Text z wierszem wejściowym na typ String Javy, a następnie używa metody substring() do pobrania potrzebnych kolumn.


    Metoda map() udostępnia też egzemplarz typu Context, w którym można zapisać dane wyjściowe. Tu rok jest zapisywany jako obiekt typu Text (ponieważ jest używany tylko jako klucz), a temperatura zostaje zapisana za pomocą typu IntWritable. Rekord wyjściowy jest zapisywany tylko wtedy, gdy temperatura jest dostępna, a kod reprezentujący jakość informuje, że dane są poprawne.


    Funkcja redukująca jest zdefiniowana za pomocą klasy Reducer przedstawionej na listingu 2.4.


    Listing 2.4. Reduktor z przykładu dotyczącego wyszukiwania maksymalnej temperatury


    
      import java.io.IOException;

    


    
      import org.apache.hadoop.io.IntWritable;

    


    
      import org.apache.hadoop.io.Text;

    


    
      import org.apache.hadoop.mapreduce.Reducer;

    


    
      public class MaxTemperatureReducer

    


    
          extends Reducer<Text, IntWritable, Text, IntWritable> {

    


    
        @Override

    


    
        public void reduce(Text key, Iterable<IntWritable> values, Context context)

    


    
          throws IOException, InterruptedException {

    


    
          int maxValue = Integer.MIN_VALUE;

    


    
          for (IntWritable value : values) {

    


    
            maxValue = Math.max(maxValue, value.get());

    


    
          }

    


    
          context.write(key, new IntWritable(maxValue));

    


    
        }

    


    
      }

    


    Także tu do ustawiania typów wartości wejściowych i wyjściowych służą cztery parametry formalne. Tym razem są one przeznaczone dla funkcji redukującej. Typy wejściowe funkcji redukującej muszą pasować do typów wyjściowych funkcji mapującej (czyli Text i IntWritable). Tu typami wyjściowymi funkcji redukującej są Text i IntWritable. Służą one do przedstawiania roku i odpowiadającej mu maksymalnej temperatury, ustalonej w wyniku przejścia po wartościach i porównania każdej z nich z dotychczasową najwyższą temperaturą.


    Trzeci fragment kodu uruchamiania zadanie w modelu MapReduce (zobacz listing 2.5).


    Listing 2.5. Aplikacja wyszukująca maksymalną temperaturę w zbiorze danych meteorologicznych


    
      import org.apache.hadoop.fs.Path;

    


    
      import org.apache.hadoop.io.IntWritable;

    


    
      import org.apache.hadoop.io.Text;

    


    
      import org.apache.hadoop.mapreduce.Job;

    


    
      import org.apache.hadoop.mapreduce.lib.input.FileInputFormat;

    


    
      import org.apache.hadoop.mapreduce.lib.output.FileOutputFormat;

    


    
      public class MaxTemperature {

    


    
        public static void main(String[] args) throws Exception {

    


    
          if (args.length != 2) {

    


    
            System.err.println("Używanie: MaxTemperature <ścieżka wej.> <ścieżka wyj.>");

    


    
            System.exit(-1);

    


    
          }

    


    
          Job job = new Job();

    


    
          job.setJarByClass(MaxTemperature.class);

    


    
          job.setJobName("Maksymalna temperatura");

    


    
          FileInputFormat.addInputPath(job, new Path(args[0]));

    


    
          FileOutputFormat.setOutputPath(job, new Path(args[1]));

    


    
          job.setMapperClass(MaxTemperatureMapper.class);

    


    
          job.setReducerClass(MaxTemperatureReducer.class);

    


    
          job.setOutputKeyClass(Text.class);

    


    
          job.setOutputValueClass(IntWritable.class);

    


    
          System.exit(job.waitForCompletion(true) ? 0 : 1);

    


    
        }

    


    
      }

    


    Obiekt typu Job określa specyfikację zadania i zapewnia kontrolę nad jego wykonywaniem. Gdy zadanie ma być uruchamiane w klastrze Hadoopa, należy spakować kod do pliku JAR (rozsyłanego przez Hadoopa po klastrze). Zamiast jawnie podawać nazwę tego pliku, można przekazać nazwę klasy w metodzie setJarByClass() klasy Job. Hadoop na podstawie nazwy klasy znajdzie odpowiedni plik JAR, w którym się ona znajduje.


    Po utworzeniu obiektu typu Job należy podać ścieżki wejściową i wyjściową. Ścieżka wejściowa jest określana w wyniku wywołania statycznej metody addInputPath() klas FileInputFormat. Można podać pojedynczy plik, katalog (wtedy dane wejściowe to wszystkie pliki z tego katalogu) lub wzorzec. Zgodnie z tym, na co wskazuje nazwa addInputPath(), tę metodę można wywołać kilkakrotnie, aby dodać kolejne ścieżki.


    Ścieżka wyjściowa jest tylko jedna i należy ją podać za pomocą statycznej metody setOutputPath() klas FileOutputFormat. Ta metoda pozwala ustawić katalog, w którym zapisywane są pliki wyjściowe z funkcji redukującej. Ten komunikat nie może istnieć przed uruchomieniem zadania. W przeciwnym razie Hadoop zgłosi istniejący katalog i nie uruchomi zadania. Ten mechanizm zapobiega utracie danych (przypadkowe zastąpienie danych wyjściowych długiego zadania wynikiem innej operacji bywa bardzo irytujące).


    Dalej za pomocą metod setMapperClass() i setReducerClass() należy ustawić typy używane do mapowania i redukowania.


    Metody setOutputKeyClass() i setOutputValueClass() określają typy wyjściowe funkcji redukującej i muszą pasować do danych generowanych przez klasę Reduce. Dla mappera domyślnie ustawiane są te same typy wyjściowe. Dlatego nie trzeba ich ustawiać, jeśli mapper generuje dane tego samego typu co reduktor (tak jest w przykładzie). Jeśli jednak obie jednostki generują różne dane, to za pomocą metod setMapOutputKeyClass() i setMapOutputValueClass() należy określić typy wyjściowe mappera.


    Typy wejściowe są kontrolowane za pomocą formatu wejściowego. Nie został on jawnie ustawiony, ponieważ używany jest domyślny format TextInputFormat.


    Po ustawieniu klas definiujących funkcje mapującą i redukującą można uruchomić zadanie. Metoda waitForCompletion() klasy Job przekazuje zadanie i oczekuje na jego ukończenie. Jedynym argumentem tej metody jest opcja określająca, czy generowane mają być pełne dane wyjściowe. Przy ustawieniu true zadanie wyświetla w konsoli informacje o postępie.


    Metoda waitForCompletion() zwraca wartość logiczną oznaczającą powodzenie (true) lub porażkę (false). Odpowiadają im kody wyjścia programu 0 i 1.
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            Używany w tym podrozdziale (i w całej książce) interfejs API modelu MapReduce w Javie jest nazywany „nowym”. Zastępuje on starszy interfejs API o podobnym działaniu. Różnice między tymi interfejsami opisane są w dodatku D. Znajdziesz tam również wskazówki dotyczące konwersji elementów między oboma interfejsami, a także aplikację do sprawdzania maksymalnej temperatury napisaną za pomocą starszej wersji interfejsu API.

          
        

      
    


    Przebieg testowy


    Po napisaniu zadania zgodnego z modelem MapReduce zwykle testuje się je na małym zbiorze danych, co pozwala natychmiast wykryć problemy z kodem. Zacznij od zainstalowania Hadoopa w trybie samodzielnym (z dodatku A dowiesz się, jak to zrobić). W tym trybie Hadoop używa lokalnego systemu plików i lokalnego mechanizmu wykonywania zadań. Następnie zainstaluj i skompiluj przykładowy kod na podstawie instrukcji z poświęconej książce witryny.


    Przetestuj kod na pokazanym wcześniej pięciowierszowym zbiorze danych. Format danych wyjściowych został zmodyfikowany, aby wyniki zmieściły się na stronie. Niektóre wiersze zostały pominięte.


    
      % export HADOOP_CLASSPATH=hadoop-examples.jar

    


    
      % hadoop MaxTemperature input/ncdc/sample.txt output

    


    
      14/09/16 09:48:39 WARN util.NativeCodeLoader: Unable to load native-hadoop 

    


    
      library for your platform... using builtin-java classes where applicable

    


    
      14/09/16 09:48:40 WARN mapreduce.JobSubmitter: Hadoop command-line option 

    


    
      parsing not performed. Implement the Tool interface and execute your application 

    


    
      with ToolRunner to remedy this.

    


    
      14/09/16 09:48:40 INFO input.FileInputFormat: Total input paths to process : 1

    


    
      14/09/16 09:48:40 INFO mapreduce.JobSubmitter: number of splits:1

    


    
      14/09/16 09:48:40 INFO mapreduce.JobSubmitter: Submitting tokens for job: 

    


    
      job_local26392882_0001

    


    
      14/09/16 09:48:40 INFO mapreduce.Job: The url to track the job: 

    


    
      http://localhost:8080/

    


    
      14/09/16 09:48:40 INFO mapreduce.Job: Running job: job_local26392882_0001

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: OutputCommitter set in config null

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: OutputCommitter is 

    


    
      org.apache.hadoop.mapreduce.lib.output.FileOutputCommitter

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: Waiting for map tasks

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: Starting task: 

    


    
      attempt_local26392882_0001_m_000000_0

    


    
      14/09/16 09:48:40 INFO mapred.Task: Using ResourceCalculatorProcessTree : null

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: 

    


    
      14/09/16 09:48:40 INFO mapred.Task: Task:attempt_local26392882_0001_m_000000_0 

    


    
      is done. And is in the process of committing

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: map

    


    
      14/09/16 09:48:40 INFO mapred.Task: Task 'attempt_local26392882_0001_m_000000_0'

    


    
      done.

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: Finishing task: 

    


    
      attempt_local26392882_0001_m_000000_0

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: map task executor complete

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: Waiting for reduce tasks

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: Starting task: 

    


    
      attempt_local26392882_0001_r_000000_0

    


    
      14/09/16 09:48:40 INFO mapred.Task: Using ResourceCalculatorProcessTree : null

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: 1 / 1 copied.

    


    
      14/09/16 09:48:40 INFO mapred.Merger: Merging 1 sorted segments

    


    
      14/09/16 09:48:40 INFO mapred.Merger: Down to the last merge-pass, with 1 

    


    
      segments left of total size: 50 bytes

    


    
      14/09/16 09:48:40 INFO mapred.Merger: Merging 1 sorted segments

    


    
      14/09/16 09:48:40 INFO mapred.Merger: Down to the last merge-pass, with 1 

    


    
      segments left of total size: 50 bytes

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: 1 / 1 copied.

    


    
      14/09/16 09:48:40 INFO mapred.Task: Task:attempt_local26392882_0001_r_000000_0 

    


    
      is done. And is in the process of committing

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: 1 / 1 copied.

    


    
      14/09/16 09:48:40 INFO mapred.Task: Task attempt_local26392882_0001_r_000000_0

    


    
      is allowed to commit now

    


    
      14/09/16 09:48:40 INFO output.FileOutputCommitter: Saved output of task 

    


    
      'attempt...local26392882_0001_r_000000_0' to file:/Users/tom/book-workspace/

    


    
      hadoop-book/output/_temporary/0/task_local26392882_0001_r_000000

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: reduce > reduce

    


    
      14/09/16 09:48:40 INFO mapred.Task: Task 'attempt_local26392882_0001_r_000000_0'

    


    
      done.

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: Finishing task: 

    


    
      attempt_local26392882_0001_r_000000_0

    


    
      14/09/16 09:48:40 INFO mapred.LocalJobRunner: reduce task executor complete.

    


    
      14/09/16 09:48:41 INFO mapreduce.Job: Job job_local26392882_0001 running in uber

    


    
      mode : false

    


    
      14/09/16 09:48:41 INFO mapreduce.Job: map 100% reduce 100%

    


    
      14/09/16 09:48:41 INFO mapreduce.Job: Job job_local26392882_0001 completed 

    


    
      successfully

    


    
      14/09/16 09:48:41 INFO mapreduce.Job: Counters: 30

    


    
          File System Counters

    


    
              FILE: Number of bytes read=377168

    


    
              FILE: Number of bytes written=828464

    


    
              FILE: Number of read operations=0

    


    
              FILE: Number of large read operations=0

    


    
              FILE: Number of write operations=0

    


    
          Map-Reduce Framework

    


    
              Map input records=5

    


    
              Map output records=5

    


    
              Map output bytes=45

    


    
              Map output materialized bytes=61

    


    
              Input split bytes=129

    


    
              Combine input records=0

    


    
              Combine output records=0

    


    
              Reduce input groups=2

    


    
              Reduce shuffle bytes=61

    


    
              Reduce input records=5

    


    
              Reduce output records=2

    


    
              Spilled Records=10

    


    
              Shuffled Maps =1

    


    
              Failed Shuffles=0

    


    
              Merged Map outputs=1

    


    
              GC time elapsed (ms)=39

    


    
              Total committed heap usage (bytes)=226754560

    


    
          File Input Format Counters 

    


    
              Bytes Read=529

    


    
          File Output Format Counters 

    


    
              Bytes Written=29

    


    Gdy w poleceniu hadoop pierwszym argumentem jest nazwa pliku, na potrzeby wykonania klasy uruchamiana jest maszyna wirtualna Javy (ang. Java virtual machine — JVM). Polecenie hadoop dodaje biblioteki Hadoopa (i zależności) do ścieżki do klas i pobiera konfigurację Hadoopa. Aby do ścieżki dodać klasy aplikacji, zdefiniowano zmienną środowiskową HADOOP_CLASSPATH, używaną przez skrypt hadoop.
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            Programy z tej książki uruchamiane w trybie lokalnym (samodzielnym) wymagają ustawienia zmiennej HADOOP_CLASSPATH w ten sposób. Polecenia należy uruchamiać z poziomu katalogu, w którym zainstalowany jest przykładowy kod.

          
        

      
    


    Dane wyjściowe zwrócone przez uruchomione zadanie zapewniają przydatne informacje. Widać, że zadanie otrzymało identyfikator job_local26392882_0001 i wykonało jedną operację mapowania i jedną operację redukcji (o identyfikatorach attempt_local26392882_0001_m_000000_0 i attempt_local26392882_0001_r_000000_0). Znajomość identyfikatorów zadań i operacji jest bardzo przydatna w trakcie debugowania zadań z modelu MapReduce.


    W ostatniej sekcji danych wyjściowych, zatytułowanej Counters, znajdują się statystyki wygenerowane przez Hadoopa dla każdego wykonanego zadania. Pozwalają one sprawdzić, czy ilość przetworzonych danych jest zgodna z oczekiwaniami. Można na przykład ustalić liczbę rekordów przetworzonych przez system. Na etapie mapowania pięć rekordów wejściowych dało pięć rekordów wyjściowych (ponieważ mapper zwraca jeden rekord wyjściowy dla każdego poprawnego rekordu wejściowego). Na etapie redukcji pięć rekordów wejściowych podzielonych na dwie grupy (po jednej dla każdego unikatowego klucza) dało dwa rekordy wyjściowe.


    Dane wyjściowe zostały zapisane w katalogu output, który zawiera jeden plik wyjściowy na każdy reduktor. W tym zadaniu używany jest jeden reduktor, dlatego w katalogu znajduje się jeden plik (part-r-00000).


    
      % cat output/part-r-00000

    


    
      1949 111

    


    
      1950 22

    


    Jest to taki sam wynik, jaki uzyskano wcześniej ręcznie. Oznacza on, że maksymalna temperatura odnotowana w roku 1949 wynosiła 11,1°C, a w roku 1950 było to 2,2°C.


    Skalowanie


    Zobaczyłeś już, jak model MapReduce działa dla niewielkich zbiorów danych wejściowych. Pora spojrzeć na system z ogólnej perspektywy i zobaczyć, jak wygląda przepływ danych dla dużych zbiorów informacji wejściowych. We wcześniejszych przykładach dla uproszczenia używano plików z lokalnego systemu. Jednak skalowanie wymaga zapisania danych w rozproszonym systemie plików (zwykle jest nim HDFS, który poznasz w następnym rozdziale). Dzięki temu Hadoop może przenieść obliczenia z modelu MapReduce na każdą maszynę przechowującą część danych. Używany jest do tego YARN — system zarządzania zasobami Hadoopa (zobacz rozdział 4.). Zobaczmy, jak przebiega cały proces.


    Przepływ danych


    Warto zacząć od terminologii. Zadanie (ang. job) w modelu MapReduce to jednostka pracy, której wykonania oczekuje klient. Zadanie obejmuje dane wyjściowe, program zgodny z modelem MapReduce i informacje o konfiguracji. Hadoop uruchamia zadania podzielone na operacje (ang. task). Są dwa ich rodzaje: operacje mapowania i operacje redukowania. Operacje są szeregowane za pomocą systemu YARN w węzłach klastra. Jeśli operacja zakończy się niepowodzeniem, zostanie automatycznie zaszeregowana do innego węzła.


    Hadoop dzieli dane wyjściowe zadania w modelu MapReduce na fragmenty o stałej wielkości — porcje wejściowe lub po prostu porcje. Hadoop tworzy jedną operację mapowania dla każdej porcji, co prowadzi do uruchomienia zdefiniowanej przez użytkownika funkcji mapującej dla każdego rekordu z porcji.


    Duża liczba porcji oznacza, że czas przetwarzania każdej z nich jest niewielki w porównaniu z czasem przetwarzania całego zbioru danych wejściowych. Dlatego jeśli porcje są przetwarzane równolegle, łatwiej jest zrównoważyć obciążenie przy małych porcjach, ponieważ szybsze maszyny będą mogły w trakcie całego zadania przetworzyć proporcjonalnie więcej porcji niż wolniejsze komputery. Nawet jeśli używane są identyczne maszyny, błędy w procesach lub innych zadaniach wykonywanych równolegle powodują, że warto zadbać o równoważenie obciążenia. Im porcje są mniejsze, tym lepsze efekty daje równoważenie obciążenia.


    Jeżeli jednak porcje będą zbyt małe, zarządzanie nimi i tworzenie operacji mapowania zacznie odpowiadać za dużą część łącznego czasu wykonywania zadania. W większości zadań dobrą wielkością porcji jest rozmiar bloku systemu HDFS. Domyślnie wynosi on 128 megabajtów, choć można zmienić tę wartość dla klastra (obowiązuje wtedy dla wszystkich nowych plików) lub przy tworzeniu poszczególnych plików.


    Hadoop próbuje uruchomić operację mapowania w węźle, w którym znajdują się dane wejściowe z systemu HDFS. To podejście nie zużywa cennej przepustowości połączeń w klastrze. Na tym polega optymalizacja oparta na lokalności danych. Jednak czasem wszystkie węzły przechowujące repliki bloków z porcją wejściową dla operacji mapowania wykonują inne prace, dlatego program szeregujący szuka wolnego węzła z tej samej szafki (ang. rack), na której dostępny jest jeden z potrzebnych bloków. Bardzo rzadko nawet to jest niemożliwe. Trzeba wtedy wykorzystać węzeł z innej szafki. Prowadzi to do transferu danych w sieci między szafkami. Trzy wymienione możliwości są przedstawione na rysunku 2.2.
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    Rysunek 2.2. Operacje mapowania z danymi lokalnymi (a), danymi z szafki (b) i danymi spoza szafki (c)


    Powinno być już jasne, dlaczego optymalny rozmiar porcji jest równy wielkości bloku. Jest to największa część danych wyjściowych, dla której można mieć pewność, że będzie przechowywana w jednym węźle. Jeśli porcja obejmuje dwa bloki, jest mało prawdopodobne, że któryś z węzłów w systemie HDFS przechowuje je oba. Dlatego część porcji trzeba wtedy przesyłać przez sieć do węzła wykonującego operację mapowania. Jest to oczywiście mniej wydajne niż wykonywanie całej operacji za pomocą danych lokalnych.


    Operacje mapowania zapisują dane wyjściowe na dysku lokalnym, a nie w systemie HDFS. Dlaczego tak się dzieje? Dane wyjściowe z etapu mapowania to dane pośrednie. Są przetwarzane przez operację redukowania w celu uzyskania ostatecznych danych wyjściowych. Po zakończeniu zadania dane wyjściowe z etapu mapowania można usunąć. Dlatego zapisywanie ich w systemie HDFS z obsługą replikacji jest niepotrzebne. Jeśli węzeł wykonujący operację mapowania ulegnie awarii przed wykorzystaniem danych wyjściowych z etapu mapowania w operacji redukowania, Hadoop automatycznie ponownie uruchamia operację mapowania w innym węźle, aby utrzymać dane wyjściowe z tego etapu.


    Operacje redukowania nie wykorzystują lokalności danych. Dane wejściowe dla jednej operacji redukowania to zwykle dane wyjściowe z wszystkich mapperów. W omawianym przykładzie wykonywana jest jedna operacja redukowania, pobierająca dane z wszystkich operacji mapowania. Dlatego posortowane dane wyjściowe z etapu mapowania trzeba przesłać przez sieć do węzła, w którym wykonywana jest operacja redukowania. Tu są one scalane, a następnie przekazywane do zdefiniowanej przez użytkownika funkcji redukującej. Dane wyjściowe z etapu redukowania zwykle zapisuje się w systemie HDFS, co zwiększa niezawodność procesu. W rozdziale 3. wyjaśniono, że w systemie HDFS dla każdego bloku danych wyjściowych z etapu redukowania pierwsza replika jest zapisywana w węźle lokalnym, a pozostałe — w węzłach spoza szafki, co zwiększa bezpieczeństwo. Dlatego zapis danych wyjściowych z etapu redukowania zużywa przepustowość sieci, ale tylko w takim stopniu jak zwykły zapis w systemie HDFS.


    Cały przepływ danych z jedną operacją redukowania jest pokazany na rysunku 2.3. Prostokąty z przerywanym obramowaniem oznaczają węzły, strzałki z przerywaną linią ilustrują transfer danych w węźle, a zwykłe strzałki reprezentują transfer danych między węzłami.
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    Rysunek 2.3. Przepływ danych w modelu MapReduce z jedną operacją redukowania


    Liczba operacji redukowania nie zależy od wielkości danych wejściowych. Można ją określić niezależnie od nich. W punkcie „Domyślne zadanie z modelu MapReduce” w rozdziale 8. dowiesz się, jak dobrać liczbę operacji redukowania dla danego zadania.


    Gdy reduktorów jest wiele, operacje mapowania dzielą dane wyjściowe na partycje. Każda taka operacja generuje jedną partycję dla każdej operacji redukowania. Każda partycja może obejmować wiele kluczy (i powiązanych z nimi wartości), jednak wszystkie rekordy dla danego klucza znajdują się w jednej partycji. Za podział na partycje może odpowiadać funkcja zdefiniowana przez użytkownika, jednak zwykle domyślny mechanizm partycjonowania (dzielący klucze na kubełki za pomocą funkcji skrótu) sprawdza się bardzo dobrze.


    Przepływ danych dla ogólnego przypadku z wieloma operacjami redukowania jest przedstawiony na rysunku 2.4. Ten diagram wyraźnie pokazuje, dlaczego przepływ danych między operacjami mapowania i redukowania jest nazywany przestawianiem (ang. shuffle). Każda operacja redukowania otrzymuje dane z wielu operacji mapowania. Przestawianie jest bardziej skomplikowane, niż wskazuje na to diagram. Dopracowanie tej fazy ma istotny wpływ na czas wykonywania zadania. Przekonasz się o tym, czytając punkt „Przestawianie i sortowanie” w rozdziale 7.
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    Rysunek 2.4. Przepływ danych w modelu MapReduce z wieloma operacjami redukowania


    Możliwe też, że operacja redukowania w ogóle nie jest wykonywana. Takie rozwiązanie można zastosować, gdy przestawianie nie jest potrzebne, ponieważ przetwarzanie można w całości wykonać równolegle (kilka przykładów takich sytuacji opisano w punkcie „Klasa NLineInputFormat” w rozdziale 8.). Wtedy jedyny transfer danych poza węzeł ma miejsce przy zapisie danych z operacji mapowania do systemu HDFS (zobacz rysunek 2.5).
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    Rysunek 2.5. Przepływ danych w modelu MapReduce bez operacji redukowania


    Funkcje łączące


    Wydajność wielu zadań w modelu MapReduce jest ograniczona przepustowością połączeń w klastrze. Dlatego warto minimalizować ilość danych przekazywanych między operacjami mapowania i redukowania. Hadoop umożliwia użytkownikowi ustawienie funkcji łączącej (ang. combiner function) uruchamianej dla danych wyjściowych z etapu mapowania. Dane wyjściowe funkcji łączącej są danymi wejściowymi funkcji redukującej. Ponieważ funkcja łącząca jest używana do optymalizacji, Hadoop nie gwarantuje, ile razy wywoła ją dla konkretnego rekordu z danych wyjściowych z etapu mapowania (ani czy w ogóle ją uruchomi). Oznacza to, że wywołanie funkcji łączącej zero, jeden lub więcej razy powinno prowadzić do zwrócenia tych samych danych wyjściowych przez reduktor.


    Kontrakt funkcji łączącej ogranicza typ funkcji, jaką można zastosować. Najlepiej wytłumaczyć to na przykładzie. Załóżmy, że przy sprawdzaniu maksymalnej temperatury odczyty z roku 1950 były przetwarzane w dwóch operacjach mapowania (ponieważ znajdowały się w różnych porcjach). Załóżmy, że pierwsza zwróciła następujące dane wyjściowe:


    
      (1950, 0)

    


    
      (1950, 20)

    


    
      (1950, 10)

    


    A oto dane zwrócone przez drugą:


    
      (1950, 25)

    


    
      (1950, 15)

    


    Funkcja redukująca jest wywoływana dla listy z wszystkimi wartościami.


    
      (1950, [0, 20, 10, 25, 15])

    


    Oto jej dane wyjściowe:


    
      (1950, 25)

    


    Wartość 25 to maksimum na pokazanej liście. Można zastosować funkcję łączącą, która — podobnie jak funkcja redukująca — znajduje maksymalną temperaturę w danych wyjściowych z każdej operacji mapowania. Funkcja redukująca zostanie wtedy wywołana dla następujących danych:


    
      (1950, [20, 25])

    


    Funkcja redukująca zwróci teraz te same dane wyjściowe co wcześniej. W zwięzłej postaci wywołania funkcji dla wartości reprezentujących temperatury można zapisać w następujący sposób:


    
      maks(0, 20, 10, 25, 15) = maks(maks(0, 20, 10), maks(25, 15)) = maks(20, 25) = 25

    


    Nie wszystkie funkcje mają opisaną tu cechę[1]. Na przykład przy obliczaniu średnich temperatur nie można wykorzystać funkcji łączącej w opisany wcześniej sposób.


    
      średnia(0, 20, 10, 25, 15) = 14

    


    Zastosowanie funkcji łączącej daje inny wynik:


    
      średnia(średnia(0, 20, 10), średnia(25, 15)) = średnia(10, 20) = 15

    


    Funkcja łącząca nie zastępuje więc funkcji redukującej. Jak miałaby to robić? Funkcja redukująca jest potrzebna do przetwarzania rekordów o tym samym kluczu z różnych operacji mapowania. Jednak funkcja łącząca pomaga ograniczyć ilość danych przekazywanych między mapperami i reduktorami. I to wystarczy, aby zawsze zastanowić się nad tym, czy można wykorzystać funkcję łączącą w zadaniu w modelu MapReduce.


    Tworzenie funkcji łączącej


    Wróćmy do programu w modelu MapReduce w Javie. Funkcję łączącą definiuje się za pomocą klasy z rodziny Reducer. W omawianej aplikacji kod funkcji łączącej jest taki sam jak funkcji redukującej z klasy MaxTemperatureReducer. Jedyna potrzebna zmiana polega na ustawieniu klasy łączącej dla obiektu typu Job (zobacz listing 2.6).


    Listing 2.6. Aplikacja do wyszukiwania maksymalnej temperatury. W celu zwiększenia wydajności zastosowano funkcję łączącą


    
      public class MaxTemperatureWithCombiner {

    


    
        public static void main(String[] args) throws Exception {

    


    
          if (args.length != 2) {

    


    
            System.err.println("Użytkowanie: MaxTemperatureWithCombiner <ścieżka wej.> " +

    


    
                "<ścieżka wyj.>");

    


    
            System.exit(-1);

    


    
          }

    


    
          Job job = new Job();

    


    
          job.setJarByClass(MaxTemperatureWithCombiner.class);

    


    
          job.setJobName("Maks. temperatura");

    


    
          FileInputFormat.addInputPath(job, new Path(args[0]));

    


    
          FileOutputFormat.setOutputPath(job, new Path(args[1]));

    


    
          job.setMapperClass(MaxTemperatureMapper.class);

    


    
          job.setCombinerClass(MaxTemperatureReducer.class);

    


    
          job.setReducerClass(MaxTemperatureReducer.class);

    


    
          job.setOutputKeyClass(Text.class);

    


    
          job.setOutputValueClass(IntWritable.class);

    


    
          System.exit(job.waitForCompletion(true) ? 0 : 1);

    


    
        }

    


    
      }

    


    Wykonywanie rozproszonego zadania w modelu MapReduce


    Ten sam program zadziała (bez konieczności wprowadzania w nim zmian) dla kompletnego zbioru danych. To właśnie jest cel stosowania modelu MapReduce — skaluje się do wielkości danych i możliwości sprzętu. Oto ciekawostka: w 10-węzłowym klastrze EC2 z egzemplarzami High-CPU Extra Large wykonanie programu zajęło sześć minut[2].


    Proces uruchamiania programów w klastrze jest opisany w rozdziale 6.


    Narzędzie Streaming Hadoop


    Hadoop udostępnia interfejs API dla modelu MapReduce, umożliwiający pisanie funkcji mapującej i redukującej w językach innych niż Java. Narzędzie Streaming Hadoop wykorzystuje standardowe strumienie uniksowe jako interfejs między Hadoopem a rozwijanym programem. Dzięki temu do napisania programu w modelu MapReduce można wykorzystać dowolny język, który potrafi wczytać standardowe wejście i zapisać informacje do standardowego wyjścia[3].


    Narzędzie Streaming jest w naturalny sposób dostosowane do przetwarzania tekstu. Dane wejściowe dla etapu mapowania są przekazywane standardowym wejściem do funkcji mapującej, która przetwarza je wiersz po wierszu i zapisuje wiersze do standardowego wyjścia. Wyjściowe pary klucz-wartość z etapu mapowania są zapisywane jako jeden wiersz z separatorem w postaci tabulacji. Dane wyjściowe funkcji redukującej mają ten sam format (para klucz-wartość z separatorem w postaci tabulacji) i są przekazywane przez standardowe wejście.


    Aby zilustrować ten proces, warto pokazany wcześniej oparty na modelu MapReduce program do wyszukiwania maksymalnej temperatury przekształcić na wersję opartą na narzędziu Streaming.


    Ruby


    W języku Ruby funkcja mapująca może mieć postać przedstawioną na listingu 2.7.


    Listing 2.7. Funkcja mapująca w języku Ruby używana do wyszukiwania maksymalnej temperatury


    
      #!/usr/bin/env ruby

    


    
      STDIN.each_line do |line|

    


    
        val = line

    


    
        year, temp, q = val[15,4], val[87,5], val[92,1]

    


    
        puts "#{year}\t#{temp}" if (temp != "+9999" && q =~ /[01459]/)

    


    
      end

    


    Ten program przechodzi po wierszach ze standardowego wejścia i wykonuje blok kodu dla każdego wiersza z wejścia STDIN (jest to stała globalna typu IO). Kod pobiera odpowiednie pola z każdego wiersza wejściowego i, jeśli temperatura jest poprawna, zapisuje rok i temperaturę rozdzielone tabulacją (\t) do standardowego wyjścia (za pomocą instrukcji puts).


    Ponieważ skrypt korzysta tylko ze standardowego wejścia i wyjścia, bardzo łatwo można przetestować kod bez używania Hadoopa. Wystarczy wykorzystać potoki uniksowe.


    
      % cat input/ncdc/sample.txt | ch02-mr-intro/src/main/ruby/max_temperature_map.rb

    


    
      1950   +0000

    


    
      1950   +0022

    


    
      1950   -0011

    


    
      1949   +0111

    


    
      1949   +0078

    


    Funkcja redukująca, pokazana na listingu 2.8, jest bardziej skomplikowana.


    Listing 2.8. Funkcja redukująca w języku Ruby służąca do wyszukiwania maksymalnej temperatury


    
      #!/usr/bin/env ruby

    


    
      last_key, max_val = nil, -1000000

    


    
      STDIN.each_line do |line|

    


    
        key, val = line.split("\t")

    


    
        if last_key && last_key != key

    


    
          puts "#{last_key}\t#{max_val}"

    


    
          last_key, max_val = key, val.to_i

    


    
        else

    


    
          last_key, max_val = key, [max_val, val.to_i].max

    


    
        end

    


    
      end

    


    
      puts "#{last_key}\t#{max_val}" if last_key

    


    Ten program także przechodzi po wierszach ze standardowego wejścia, jednak tym razem trzeba zapisać stan w trakcie przetwarzania każdej grupy wartości dla kluczy. Tu klucze reprezentują lata, a program przechowuje ostatni napotkany klucz i aktualną maksymalną temperaturę dla tego klucza. Platforma MapReduce gwarantuje, że klucze są uporządkowane. Dlatego wiadomo, że napotkanie klucza różnego od poprzedniego oznacza przejście do grupy wartości dla nowego klucza. Przy stosowaniu narzędzia Streaming (inaczej niż w interfejsie API w Javie, gdzie dostępny jest iterator dla każdej grupy wartości dla klucza) trzeba w programie wykrywać przejścia między grupami wartości dla kluczy.
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            Warto zwrócić uwagę na różnice projektowe między narzędziem Streaming a interfejsem API Javy dla modelu MapReduce. Interfejs API Javy służy do przetwarzania w funkcji mapującej po jednym rekordzie. Platforma wywołuje metodę map() typu Mapper dla każdego rekordu z danych wyjściowych. Przy stosowaniu narzędzia Streaming to program mapujący może określić sposób przetwarzania danych wyjściowych. Może na przykład w każdym kroku wczytywać i przetwarzać po wiele wierszy, ponieważ kontroluje odczyt. Do opracowanej przez użytkownika implementacji mapowania w Javie rekordy są „wypychane”, przy czym mimo to można przetwarzać po wiele wierszy naraz, zapisując wcześniejsze wiersze w zmiennej egzemplarza typu Mapper[4]. Wtedy należy napisać metodę close(), aby można było wykryć wczytanie ostatniego rekordu i zakończyć przetwarzanie ostatniej grupy wierszy.

          
        

      
    


    Z każdego wiersza należy pobrać klucz i wartość. Następnie, jeśli właśnie ukończono przetwarzanie grupy (last_key && last_key != key), należy zapisać ostatni klucz i maksymalną temperaturę z danej grupy (rozdzielone tabulacją) oraz zresetować maksymalną temperaturę dla nowego klucza. Jeżeli grupa wciąż jest przetwarzana, wystarczy zaktualizować maksymalną temperaturę dla bieżącego klucza.


    Ostatni wiersz programu gwarantuje, że zapisane zostaną wyniki dla ostatniej w danych wejściowych grupy wartości dla klucza.


    Teraz można zasymulować cały potok z modelu MapReduce za pomocą potoku uniksowego (jest to odpowiednik potoku uniksowego z rysunku 2.1).


    
      % cat input/ncdc/sample.txt | \

    


    
        ch02-mr-intro/src/main/ruby/max_temperature_map.rb | \

    


    
        sort | ch02-mr-intro/src/main/ruby/max_temperature_reduce.rb

    


    
      1949 111

    


    
      1950 22

    


    Dane wyjściowe są takie same jak dla programu napisanego w Javie. Następny krok polega na uruchomieniu kodu za pomocą Hadoopa.


    Polecenie hadoop nie obsługuje opcji związanej ze strumieniami. Zamiast tego należy podać opcję jar i wskazać plik JAR służący do obsługi strumieni. W opcjach programu obsługującego strumienie należy podać ścieżki wejściową i wyjściową oraz skrypty mapujący i redukujący. Instrukcja powinna wyglądać tak:


    
      % hadoop jar $HADOOP_HOME/share/hadoop/tools/lib/hadoop-streaming-*.jar \

    


    
        -input input/ncdc/sample.txt \

    


    
        -output output \

    


    
        -mapper ch02-mr-intro/src/main/ruby/max_temperature_map.rb \

    


    
        -reducer ch02-mr-intro/src/main/ruby/max_temperature_reduce.rb

    


    Przy uruchamianiu kodu dla dużych zbiorów danych w klastrze należy zastosować opcję -combiner i ustawić skrypt łączący:


    
      % hadoop jar $HADOOP_HOME/share/hadoop/tools/lib/hadoop-streaming-*.jar \

    


    
        -files ch02-mr-intro/src/main/ruby/max_temperature_map.rb,\

    


    
      ch02-mr-intro/src/main/ruby/max_temperature_reduce.rb \

    


    
        -input input/ncdc/all \

    


    
        -output output \

    


    
        -mapper ch02-mr-intro/src/main/ruby/max_temperature_map.rb \

    


    
        -combiner ch02-mr-intro/src/main/ruby/max_temperature_reduce.rb \

    


    
        -reducer ch02-mr-intro/src/main/ruby/max_temperature_reduce.rb

    


    Zwróć uwagę na opcję -files. Jest ona używana przy uruchamianiu programów z obsługą strumieni w klastrze i pozwala przekazać skrypty do klastra.


    Python


    Narzędzie Hadoop Streaming obsługuje dowolny język programowania, który potrafi wczytywać standardowe wejście i zapisywać dane do standardowego wyjścia. Poniżej przedstawiona jest wersja tego samego przykładowego programu dla użytkowników Pythona[5]. Skrypt mapujący jest pokazany na listingu 2.9, a listing 2.10 przedstawia skrypt redukujący.


    Listing 2.9. Funkcja mapująca w Pythonie służąca do wyszukiwania maksymalnej temperatury


    
      #!/usr/bin/env python

    


    
      import re

    


    
      import sys

    


    
      for line in sys.stdin:

    


    
        val = line.strip()

    


    
        (year, temp, q) = (val[15:19], val[87:92], val[92:93])

    


    
        if (temp != "+9999" and re.match("[01459]", q)):

    


    
          print "%s\t%s" % (year, temp)

    


    Listing 2.10. Funkcja redukująca w Pythonie służąca do wyszukiwania maksymalnej temperatury


    
      #!/usr/bin/env python

    


    
      import sys

    


    
      (last_key, max_val) = (None, -sys.maxint)

    


    
      for line in sys.stdin:

    


    
        (key, val) = line.strip().split("\t")

    


    
        if last_key and last_key != key:

    


    
          print "%s\t%s" % (last_key, max_val)

    


    
          (last_key, max_val) = (key, int(val))

    


    
        else:

    


    
          (last_key, max_val) = (key, max(max_val, int(val)))

    


    
      if last_key:

    


    
        print "%s\t%s" % (last_key, max_val)

    


    Można przetestować programy i uruchomić zadanie w ten sam sposób jak w języku Ruby. Poniżej pokazano, jak uruchomić test:


    
      % cat input/ncdc/sample.txt | \

    


    
        ch02-mr-intro/src/main/python/max_temperature_map.py | \

    


    
        sort | ch02-mr-intro/src/main/python/max_temperature_reduce.py

    


    
      1949    111

    


    
      1950    22

    


    
      
        [1] Funkcje o takiej charakterystyce są przemienne i łączne. (Czasem dla takich funkcji używa się też nazwy distributive; zobacz na przykład Jim Gray i inni, Data Cube: Relational Aggregation Operator Generalizing Group-By, Cross-Tab, and Sub-Totals, luty 1995; http://research.microsoft.com/apps/pubs/default.aspx?id=69578).

      


      
        [2] To siedem razy szybciej niż przy sekwencyjnym wykonywaniu kodu na jednej maszynie za pomocą narzędzia awk. Rozwiązanie współbieżne nie okazało się liniowo szybsze, ponieważ dane wyjściowe nie były podzielone na równe partycje. Dla wygody pliki wejściowe zostały skompresowane do formatu gzip na podstawie lat. W efekcie pliki dla późniejszych lat były duże, ponieważ zawierały znacznie większą liczbę rekordów.

      


      
        [3] Programiści języka C++ zamiast strumieni mogą używać potoków Hadoopa. Polega to na wykorzystaniu gniazd do komunikowania się z procesem wykonującym funkcję mapującą lub redukującą w języku C++.

      


      
        [4] W nowym interfejsie API dla modelu MapReduce można też wykorzystać przetwarzanie z „wyciąganiem”; zobacz dodatek D.

      


      
        [5] Programiści używający Pythona mogą zamiast narzędzia Streaming rozważyć zastosowanie interfejsu API Dumbo (http://klbostee.github.io/dumbo/), który sprawia, że interfejs technologii Streaming i MapReduce zmienia postać na bardziej typową dla Pythona i staje się łatwiejszy w użyciu.

      

    

  


  
    Rozdział 3.

    System HDFS


    Gdy zbiór danych staje się na tyle duży, że nie mieści się na jednej fizycznej maszynie, konieczny jest podział go między zestaw odrębnych komputerów. Systemy plików zarządzające przechowywaniem danych w sieci maszyn to rozproszone systemy plików. Ponieważ pracują w sieci, występują w nich wszystkie komplikacje związane z programowaniem sieciowym. Dlatego rozproszone systemy plików są bardziej złożone od standardowych (dyskowych). Jednym z największych wyzwań jest zapewnienie odporności systemu plików na awarie węzłów bez utraty danych.


    Hadoop udostępnia rozproszony system plików HDFS (ang. Hadoop Distributed Filesystem). W nieformalnych tekstach, starszej dokumentacji lub konfiguracji możesz natrafić na nazwę „DFS” — oznacza ona to samo. HDFS to podstawowy system plików Hadoopa i temat tego rozdziału, jednak Hadoop udostępnia też abstrakcję systemu plików przeznaczoną do ogólnego użytku, dlatego dalej opisano też, jak zintegrować Hadoopa z innymi systemami przechowywania danych (na przykład z lokalnym systemem plików lub systemem S3 Amazonu).


    Projekt systemu HDFS


    HDFS to system plików zaprojektowany do przechowywania bardzo dużych plików z dostępem do danych za pomocą strumieni i działający w klastrach zbudowanych ze standardowego sprzętu[1]. Warto przeanalizować ten opis.


    Bardzo duże pliki


    „»Bardzo duże« w tym kontekście oznacza pliki o wielkości mierzonej w setkach megabajtów, gigabajtów lub terabajtów. Istnieją oparte na Hadoopie klastry przechowujące petabajty danych”[2].


    Dostęp do danych za pomocą strumieni


    HDFS jest oparty na założeniu, że najwydajniejszy wzorzec przetwarzania danych polega na jednokrotnym ich zapisaniu i wielokrotnym odczycie. Zbiór danych jest zwykle generowany lub kopiowany ze źródła, a następnie na danych przeprowadza się różne analizy. Wszystkie analizy dotyczą dużej części (lub nawet całości) zbioru danych, dlatego czas odczytu zbioru jest ważniejszy niż opóźnienie odczytu pierwszego rekordu.


    Standardowy sprzęt


    Hadoop nie wymaga drogiego sprzętu o wysokiej niezawodności. Hadoop jest zaprojektowany w taki sposób, aby działał w klastrach zbudowanych ze standardowego sprzętu (powszechnie dostępnych urządzeń, które można zakupić od różnych sprzedawców)[3], gdzie prawdopodobieństwo awarii węzła jest wysokie — przynajmniej jeśli klaster jest duży. Po wystąpieniu awarii HDFS ma kontynuować pracę bez zakłóceń odczuwalnych dla użytkowników.


    Warto też przyjrzeć się sytuacjom, w których HDFS nie sprawdza się zbyt dobrze. Choć w przyszłości może się to zmienić, obecnie HDFS nie daje dobrych wyników w następujących obszarach:


    Dostęp do danych z małym opóźnieniem


    W zastosowaniach, w których potrzebny jest szybki dostęp do danych (mierzony w dziesiątkach milisekund), HDFS nie sprawdza się dobrze. Pamiętaj, że HDFS ma zapewniać wysoką przepustowość danych nawet kosztem wyższego opóźnienia. Jeśli trzeba zapewnić szybki dostęp do danych, obecnie lepszym wyborem jest HBase (zobacz rozdział 20.).


    Duża liczba niewielkich plików


    Ponieważ węzeł nazw przechowuje metadane systemu plików w pamięci, limit liczby plików w systemie jest zależny od ilości pamięci w węźle nazw. Zgodnie z ogólną regułą każdy plik, katalog i blok zajmuje około 150 bajtów. Tak więc jeśli system obejmuje milion plików, z których każdy zajmuje jeden blok, potrzebnych jest przynajmniej 300 megabajtów pamięci. Choć przechowywanie milionów plików jest możliwe, zarządzanie miliardami wykracza poza możliwości obecnego sprzętu[4].


    Wiele jednostek zapisujących i arbitralne modyfikacje plików


    Pliki w systemie HDFS mogą być zapisywane tylko przez jedną jednostkę. Zapis zawsze odbywa się na końcu pliku i wyłącznie w trybie dodawania. System nie obsługuje wielu jednostek zapisujących i nie umożliwia modyfikowania plików w dowolnym miejscu. W przyszłości obsługa tych mechanizmów może zostać wprowadzona, jednak prawdopodobnie będzie stosunkowo niewydajna.


    Pojęcia związane z systemem HDFS


    Bloki


    Dysk ma ustaloną wielkość bloku, określającą minimalną ilość danych, które można wczytać lub zapisać. Systemy plików przeznaczone dla pojedynczych dysków przetwarzają dane w blokach równych wielokrotności wielkości bloku dysku. Rozmiar bloku w systemie plików wynosi zwykle kilka kilobajtów, natomiast bloki dyskowe mają standardowo 512 bajtów. Nie ma to wpływu na użytkownika systemu plików, ponieważ może on wczytywać lub zapisywać pliki o dowolnej długości. Istnieją jednak narzędzia odpowiedzialne za konserwację systemu plików (na przykład df i fsck) działające na poziomie bloków systemu plików.


    Także w systemie HDFS występują bloki, przy czym są one znacznie większe. Domyślnie mają 128 megabajtów. Pliki w systemie HDFS (podobnie jak w systemach jednodyskowych) są podzielone na porcje o wielkości bloku, przechowywane jako niezależne jednostki. Inaczej niż w systemach jednodyskowych w systemie HDFS plik mniejszy niż pojedynczy blok nie zajmuje pamięci równej wielkości bloku. Na przykład plik o długości 1 megabajta zapisany w bloku o wielkości 128 megabajtów zajmuje tylko 1 megabajt pamięci. Gdy w książce pojawia się słowo „blok” bez dookreślenia, oznacza ono blok z systemu HDFS.


    
      
        
      

      
        
          	
            Dlaczego bloki w systemie HDFS są tak duże?


            Bloki systemu HDFS są duże w porównaniu z blokami dysku. Ma to minimalizować koszty wyszukiwania. Gdy blok jest duży, czas transferu danych z dysku może być znacznie dłuższy niż czas wyszukiwania początku bloku. Dlatego transfer dużych plików składających się z wielu bloków odbywa się na poziomie maksymalnej dla danego dysku szybkości przesyłania danych.


            Szybkie obliczenia pozwalają stwierdzić, że jeśli czas wyszukiwania wynosi około 10 ms, a szybkość transferu to 100 MB/s, to aby czas wyszukiwania wynosił 1% czasu transferu, wielkość bloku musi wynosić około 100 MB. Wartość domyślna wynosi 128 MB, choć w wielu egzemplarzach systemu HDFS używane są większe bloki. Ta wartość będzie modyfikowana wraz ze wzrostem szybkości transferu w dyskach nowej generacji.


            Nie należy jednak przesadzać z wielkością bloków. Operacje mapowania w modelu MapReduce zwykle są wykonywane na pojedynczych blokach. Dlatego jeśli liczba operacji jest zbyt mała (mniejsza niż liczba węzłów w klastrze), zadania będą wykonywane wolniej niż przy optymalnych ustawieniach.

          
        

      
    


    Abstrakcyjne bloki w rozproszonych systemach plików dają szereg korzyści. Pierwsza z nich jest oczywista — plik może być większy niż wielkość dowolnego dysku w sieci. Bloki pliku nie muszą być przechowywane na tym samym dysku, dlatego można wykorzystać dowolne dyski z klastra. Możliwe też (choć niespotykane) jest zapisanie w klastrze z systemem HDFS jednego pliku, którego bloki znajdują się na wszystkich dyskach klastra.


    Po drugie, zastosowanie jako jednostki abstrakcji bloków zamiast plików upraszcza podsystem przechowywania danych. Do prostoty należy dążyć we wszystkich systemach, jednak w systemach rozproszonych, gdzie występują bardzo różnorodne błędy, ma to szczególne znaczenie. Podsystem przechowywania danych działa na blokach, co upraszcza zarządzanie pamięcią (bloki mają stałą wielkość, dlatego łatwo jest obliczyć, ile ich można zapisać na dysku) i eliminuje kwestie związane z metadanymi (bloki to porcje przechowywanych danych, więc nie trzeba przechowywać razem z nimi metadanych plików, na przykład informacji o uprawnieniach; za metadane może odpowiadać odrębny podsystem).


    Ponadto bloki dobrze współdziałają z mechanizmem replikacji, zapewniającym odporność na błędy i wysoką dostępność. W celu ochrony przed uszkodzeniem bloków oraz awariami dysków i maszyn każdy blok jest replikowany na kilku (zwykle trzech) fizycznie niezależnych maszynach. Gdy blok stanie się niedostępny, jego kopię można wczytać z innej lokalizacji w sposób nieodczuwalny dla klienta. Blok niedostępny z powodu uszkodzenia lub awarii komputera można zreplikować na podstawie jego innych lokalizacji i umieścić w wybranych aktywnych maszynach, aby przywrócić normalną liczbę replik. Więcej informacji o zabezpieczaniu się przed uszkodzeniem danych znajdziesz w punkcie „Integralność danych” w rozdziale 5. Niektóre aplikacje tworzą dużą liczbę replik bloków z popularnego pliku, aby rozłożyć obciążenie związane z jego wczytywaniem po klastrze.


    Polecenie fsck w systemie HDFS (podobnie jak w dyskowych systemach plików) zwraca informacje o blokach. Na przykład poniższa instrukcja:


    
      % hdfs fsck / -files -blocks

    


    wyświetla listę bloków tworzących poszczególne pliki z systemu plików. Zobacz też punkt „Sprawdzanie systemu plików (narzędzie fsck)” na stronie 316.


    Węzły nazw i węzły danych


    W klastrach z systemem HDFS występują dwa rodzaje węzłów działające w modelu nadrzędny-roboczy. Są to: węzeł nazw (nadrzędny) i węzły danych (robocze). Węzeł nazw zarządza przestrzenią nazw systemu plików. Przechowuje drzewo systemu plików i metadane dla wszystkich plików i katalogów z drzewa. Te informacje są zapisywane trwale na dysku lokalnym w dwóch plikach — obrazie przestrzeni nazw i dzienniku zmian. Węzeł nazw zna węzły danych, w których znajdują się wszystkie bloki danego pliku. Nie zapisuje jednak trwale lokalizacji bloków, ponieważ te informacje są rekonstruowane na podstawie węzłów danych w momencie rozruchu systemu.


    Klient w imieniu użytkownika uzyskuje dostęp do systemu plików, komunikując się z węzłem nazw i węzłami danych. Klient komunikuje się z systemem plików przez interfejs podobny do POSIX-a (ang. Portable Operating System Interface), dzięki czemu w kodzie użytkownika nie są potrzebne informacje o węźle nazw i węzłach danych.


    Węzły danych to „woły robocze” systemu plików. Na żądanie (klienta lub węzła nazw) zapisują i pobierają bloki oraz okresowo przekazują do węzła nazw listę przechowywanych bloków.


    Bez węzła nazw systemu plików nie da się używać. Jeśli maszyna z węzłem nazw zostanie usunięta, wszystkie pliki w systemie plików zostaną utracone. Nie da się wtedy ustalić, jak zrekonstruować pliki na podstawie bloków z węzłów danych. Dlatego ważne jest, aby węzeł nazw był odporny na awarie. Hadoop udostępnia w tym celu dwa mechanizmy.


    Pierwszy polega na zarchiwizowaniu plików z trwałym stanem metadanych systemu plików. Hadoopa można skonfigurować w taki sposób, aby węzeł nazw zapisywał trwały stan w kilku systemach plików. Te operacje zapisu są synchroniczne i atomowe. W typowej konfiguracji metadane są zapisywane na dysku lokalnym oraz w zdalnym punkcie montowania w systemie NFS.


    Drugie rozwiązanie to utworzenie pomocniczego węzła nazw. Mimo nazwy nie pełni on funkcji węzła nazw. Jego główna rola polega na okresowym scalaniu obrazu przestrzeni nazw z dziennikiem zmian, aby zapobiec nadmiernemu wydłużaniu się dziennika. Pomocniczy węzeł nazw zwykle znajduje się na odrębnej fizycznej maszynie, ponieważ wspomniane scalanie wymaga dużej mocy obliczeniowej i tyle samo pamięci co węzeł nazw. Pomocniczy węzeł nazw zachowuje kopię scalonego obrazu przestrzeni nazw, którą można wykorzystać, jeśli węzeł nazw ulegnie awarii. Jednak stan pomocniczego węzła nazw jest opóźniony względem głównego. Dlatego przy nieodwracalnej awarii głównego węzła nazw niemal na pewno nastąpi utrata danych. Standardowe rozwiązanie polega wtedy na skopiowaniu plików metadanych węzła nazw z systemu NFS do pomocniczego węzła nazw i wykorzystaniu węzła pomocniczego jako nowego węzła głównego. Zauważ, że można utworzyć aktywny rezerwowy węzeł nazw zamiast węzła pomocniczego. Opisano to w punkcie „Wysoka dostępność w systemie HDFS”.


    Więcej szczegółów znajdziesz w punkcie „Pliki obrazu i dziennika edycji systemu plików” w rozdziale 11.


    Zapisywanie bloków w pamięci podręcznej


    Standardowo węzeł danych wczytuje bloki z dysku. Jednak dla często używanych plików bloki można jawnie zapisać w pamięci podręcznej węzła nazw, w pamięci podręcznej bloków poza stertą. Domyślnie blok jest zapisywany w pamięci podręcznej tylko jednego węzła nazw, choć dla każdego pliku można zmienić to ustawienie. Programy szeregujące zadania (w platformach MapReduce, Spark i innych) mogą wykorzystać bloki w pamięci podręcznej i uruchamiać operacje w węźle danych, w którego pamięci podręcznej znajduje się dany blok. Pozwala to zwiększyć wydajność odczytu. Do zapisania w pamięci podręcznej dobrze nadaje się na przykład niewielka tablica do wyszukiwania używana przy złączaniu.


    Użytkownicy lub aplikacje wskazują węzłowi nazw pliki do zapisania w pamięci podręcznej (i czas ich przechowywania w tym miejscu) za pomocą dyrektywy pamięci podręcznej dodanej do puli pamięci podręcznej. Pule pamięci podręcznej to jednostki administracyjne służące do zarządzania uprawnieniami do pamięci podręcznej i wykorzystaniem zasobów.


    Federacje w systemie HDFS


    Węzeł nazw przechowuje w pamięci referencję do każdego pliku i bloku z systemu plików. To oznacza, że w bardzo dużych klastrach o wielu plikach pamięć ogranicza skalowanie (zobacz ramkę „Ile pamięci potrzebuje węzeł nazw?” w rozdziale 10.). Federacje w systemie HDFS, wprowadzone w wersjach z rodziny 2.x, umożliwiają skalowanie klastra w wyniku dodania węzłów nazw, z których każdy zarządza fragmentem przestrzeni nazw systemu plików. Na przykład jeden węzeł nazw może zarządzać wszystkimi plikami z katalogu /user, a drugi — wszystkimi plikami z katalogu /share.


    W ramach federacji każdy węzeł nazw zarządza woluminem przestrzeni nazw, obejmującym metadane przestrzeni nazw i pulę bloków (zawiera ona wszystkie bloki plików z danej przestrzeni nazw). Woluminy przestrzeni nazw są niezależne od siebie. To oznacza, że węzły nazw nie komunikują się ze sobą, a uszkodzenie jednego węzła nazw nie wpływa na dostępność przestrzeni nazw zarządzanych przez inne węzły. Jednak pamięć puli bloków nie jest dzielona na partycje. Dlatego węzły danych rejestrują się w każdym węźle nazw klastra i przechowują bloki z wielu pul.


    By uzyskać dostęp do klastra z systemem HDFS obejmującym federacje, klienty używają przechowywanych po stronie klienta tablic montowania łączących ścieżki do plików z węzłami nazw. Do zarządzania tym procesem służą klasa ViewFileSystem i identyfikatory URI viewfs:// w konfiguracji.


    Wysoka dostępność w systemie HDFS


    Połączenie replikacji metadanych węzłów nazw w kilku systemach plików i wykorzystania pomocniczych węzłów nazw do tworzenia punktów kontrolnych chroni przed utratą danych, ale nie zapewnia wysokiej dostępności systemu plików. Węzeł nazw nadal jest pojedynczym punktem krytycznym (ang. single point of failure — SPOF). Jeśli węzeł nazw ulegnie awarii, wszystkie klienty (w tym zadania w modelu MapReduce) nie będą mogły odczytywać, zapisywać ani wyświetlać plików, ponieważ węzeł nazw to jedyne repozytorium metadanych i wiązań plików z blokami. W takiej sytuacji cały oparty na Hadoopie system staje się niedostępny do czasu aktywowania nowego węzła nazw.


    Aby przywrócić stan po awarii węzła nazw, administrator uruchamia nowy główny węzeł nazw z jedną z replik metadanych systemu plików i konfiguruje węzły danych oraz klienty w taki sposób, by korzystały z nowego węzła nazw. Nowy węzeł nazw może zacząć obsługiwać żądania dopiero po tym, jak (1) wczyta obraz przestrzeni nazw do pamięci, (2) wprowadzi modyfikacje z dziennika zmian i (3) otrzyma wystarczającą liczbę raportów o blokach z węzłów danych, aby móc wyjść z trybu bezpiecznego. W dużych klastrach obejmujących wiele plików i bloków czas rozruchu węzła nazw od zera może wynosić 30 minut lub dłużej.


    Długi czas przywracania stanu jest problemem także w kontekście rutynowej konserwacji systemu. Ponieważ nieoczekiwane awarie węzłów nazw są bardzo rzadkie, w praktyce większe znaczenie mają planowane przestoje.


    W wersji Hadoop 2 zaradzono tym problemom dzięki mechanizmom zapewnienia wysokiej dostępności. Rozwiązanie polega na używaniu pary węzłów nazw w konfiguracji aktywny-rezerwowy. Gdy aktywny węzeł nazw przestanie działać, węzeł rezerwowy przejmie jego zadania i będzie obsługiwał żądania klientów bez odczuwalnych zakłóceń w pracy. Ten model wymagał wprowadzenia kilku zmian w architekturze.


    
      	W węzłach nazw trzeba używać wysoce dostępnej pamięci współużytkowanej, w której znajduje się dziennik zmian. Rezerwowy węzeł nazw przetwarza wszystkie elementy ze współużytkowanego dziennika zmian, aby zsynchronizować swój stan względem aktywnego węzła nazw, a następnie kontynuuje wczytywanie nowych elementów zapisywanych przez aktywny węzeł nazw.


      	Węzły danych muszą wysyłać raporty o blokach do obu węzłów nazw, ponieważ odwzorowania bloków są przechowywane w pamięci węzłów nazw, a nie na dysku.


      	Klienty trzeba skonfigurować w taki sposób, aby obsługiwały przełączanie awaryjne węzłów nazw za pomocą mechanizmu, który nie wpływa na przebieg pracy użytkowników.


      	Węzeł rezerwowy przejmuje funkcje pomocniczego węzła nazw i okresowo tworzy punkty kontrolne dla przestrzeni nazw aktywnego węzła nazw.

    


    Wysoce dostępną współużytkowaną pamięć można utworzyć za pomocą dwóch technologii — serwera plików NFS lub menedżera QJM (ang. quorum journal manager). Menedżer QJM to wyspecjalizowane narzędzie dla systemu HDFS, zaprojektowane wyłącznie w celu zapewnienia wysokiej dostępności dziennika zmian. W większości instalacji z systemem HDFS jest to zalecane rozwiązanie. Menedżer QJM działa jako grupa węzłów dziennika, a każda zmiana musi być zapisana w większości tych węzłów. Zwykle używane są trzy węzły dziennika, dlatego system jest odporny na utratę jednego z nich. Podobnie działa narzędzie ZooKeeper, choć warto wiedzieć, że rozwiązanie z menedżerem QJM nie wykorzystuje ZooKeepera. Zauważ przy tym, że mechanizm zapewniania wysokiej dostępności systemu HDFS używa ZooKeepera do wyboru aktywnego węzła nazw, co wyjaśniono w następnym punkcie.


    Gdy aktywny węzeł nazw przestanie działać, węzeł rezerwowy może bardzo szybko (w kilkadziesiąt sekund) przejąć zadania, ponieważ przechowuje w pamięci najnowszy stan — zarówno ostatnie elementy z dziennika zmian, jak i aktualne odwzorowania bloków. W praktyce odczuwalny czas przełączania awaryjnego jest nieco dłuższy (wynosi około minuty), ponieważ system musi konserwatywnie oceniać, czy aktywny węzeł nazw uległ awarii.


    W mało prawdopodobnej sytuacji, w której węzeł rezerwowy jest niedostępny w momencie awarii aktywnego węzła, administrator może uruchomić węzeł rezerwowy od zera. Efekty nie są wtedy gorsze niż bez mechanizmów zapewniania wysokiej dostępności, a z perspektywy operacyjnej zadanie jest wygodniejsze, ponieważ cały proces jest wbudowany w Hadoopa.


    Przełączanie awaryjne i odgradzanie


    Przełączaniem systemu z aktywnego węzła nazw na węzeł rezerwowy zarządza nowa jednostka w systemie — kontroler przełączania awaryjnego. Istnieją różne kontrolery, jednak w implementacji domyślnej używany jest ZooKeeper. Gwarantuje on, że tylko jeden węzeł nazw pozostaje aktywny. Każdy węzeł nazw obejmuje prosty proces kontrolera przełączania awaryjnego, którego zadaniem jest monitorowanie danego węzła pod kątem awarii (za pomocą prostego mechanizmu sygnałów kontrolnych) i uruchamianie przełączania awaryjnego po jej wykryciu.


    Przełączanie awaryjne może też zostać zainicjowane ręcznie przez administratora — na przykład w ramach rutynowej konserwacji. Następuje wtedy kontrolowane przełączanie awaryjne, ponieważ kontroler w uporządkowany sposób zamienia role obu węzłów nazw.


    W przypadku zwykłego przełączania awaryjnego nie da się stwierdzić, że dany węzeł nazw przestał działać. Wolna sieć lub fragmentacja sieci mogą spowodować przełączenie awaryjne nawet w sytuacji, gdy wcześniej aktywny węzeł nazw wciąż działa i przyjmuje, że pełni funkcję węzła aktywnego. Twórcy mechanizmów zapewniania wysokiej dostępności dołożyli wielu starań, by zagwarantować, że wcześniej aktywny węzeł nazw nie wyrządzi żadnych szkód. Służy do tego odgradzanie (ang. fencing).


    Menedżer QJM w każdym momencie umożliwia tylko jednemu węzłowi nazw zapis danych do dziennika zmian. Może się jednak zdarzyć, że wcześniej aktywny węzeł nazw obsługuje otrzymane od klientów dawne żądania odczytu, dlatego dobrym pomysłem jest wywołanie za pomocą protokołu SSH polecenia odgrodzenia, które zamknie proces tego węzła. Bardziej zdecydowane odgradzanie jest potrzebne przy używaniu serwera plików NFS dla współużytkowanego dziennika zmian, ponieważ nie da się wtedy ograniczać zapisu do jednego węzła nazw (dlatego też zaleca się stosowanie menedżera QJM). Używane mechanizmy odgradzania to na przykład blokowanie węzłowi nazw dostępu do współużytkowanego katalogu z danymi (zwykle robi się to za pomocą specyficznego dla producenta polecenia z systemu NFS) i wyłączanie portu sieciowego przy użyciu instrukcji zdalnego zarządzania. Ostatnią deską ratunku jest odgrodzenie wcześniej aktywnego węzła nazw za pomocą techniki „strzału drugiemu węzłowi w głowę”. Polega ona na wykorzystaniu specjalnej jednostki dystrybucji zasilania do wymuszonego wyłączenia maszyny z danym węzłem.


    Po stronie klientów przełączanie awaryjne jest obsługiwane automatycznie przez bibliotekę klienta. Najprostsza implementacja polega na kontrolowaniu przełączania awaryjnego za pomocą konfiguracji po stronie klienta. Identyfikator URI systemu HDFS obejmuje logiczną nazwę hosta wiązaną z parą adresów węzłów nazw (w pliku konfiguracyjnym). Biblioteka kliencka sprawdza każdy adres do czasu udanego nawiązania połączenia.


    Interfejs uruchamiany z wiersza poleceń


    Przy omawianiu systemu HDFS wykorzystuję wiersz poleceń. Istnieje wiele interfejsów systemu HDFS, jednak wiersz poleceń jest jednym z najprostszych i, dla wielu programistów, najlepiej znanych.


    System HDFS będzie uruchamiany na jednym komputerze, dlatego najpierw zastosuj się do instrukcji z dodatku A i skonfiguruj Hadoopa w trybie pseudorozproszonym. Dalej zobaczysz, jak uruchamiać system HDFS w klastrze, aby zapewnić skalowalność i odporność na awarie.


    W konfiguracji pseudorozproszonej ustawiane są dwie właściwości zasługujące na dodatkowe wyjaśnienia. Pierwsza z nich to fs.defaultFS ustawiona na hdfs://localhost/. Służy ona do wskazywania domyślnego systemu plików dla Hadoopa[5]. Systemy plików są określane za pomocą identyfikatora URI. Tu używany jest identyfikator URI hdfs, dlatego Hadoop domyślnie będzie używał systemu HDFS. Demony systemu HDFS używają tej właściwości do określania hosta i portu węzła nazw. System działa na hoście lokalnym i w domyślnym porcie systemu HDFS (8020). Klienty systemu HDFS używają tej właściwości do ustalenia lokalizacji węzła nazw, co pozwala nawiązać z nim połączenie.


    Druga właściwość, dfs.replication, jest ustawiona na 1, aby system HDFS nie replikował bloków systemu plików w domyślnych trzech wersjach. Gdy używany jest jeden węzeł danych, system HDFS nie może zreplikować bloków w trzech węzłach danych, dlatego regularnie wyświetla ostrzeżenie o za małej liczbie replik. Wspomniane ustawienie rozwiązuje ten problem.


    Podstawowe operacje w systemie plików


    System plików jest gotowy do użycia i można wykonywać wszystkie standardowe operacje — wczytywać pliki, tworzyć katalogi, przenosić pliki, usuwać dane i wyświetlać listy katalogów. Aby uzyskać szczegółową pomoc na temat każdego polecenia, wpisz komendę hadoop fs -help.


    Zacznij od skopiowania pliku z lokalnego systemu plików do systemu HDFS.


    
      % hadoop fs -copyFromLocal input/docs/quangle.txt \

    


    
        hdfs://localhost/user/tom/quangle.txt

    


    To polecenie wywołuje instrukcję powłoki systemu plików Hadoopa, fs, udostępniającą szereg podinstrukcji. Tu używana jest podinstrukcja -copyFromLocal. Lokalny plik quangle.txt jest kopiowany do pliku /user/tom/quangle.txt w systemie HDFS działającym w hoście lokalnym. Można też pominąć schemat i hosta w identyfikatorze URI, aby użyć domyślnego ustawienia hdfs://localhost wprowadzonego w pliku core-site.xml.


    
      % hadoop fs -copyFromLocal input/docs/quangle.txt /user/tom/quangle.txt

    


    Jeszcze inna możliwość to użycie ścieżki względnej i skopiowanie pliku do głównego katalogu użytkownika (/user/tom) w systemie HDFS.


    
      % hadoop fs -copyFromLocal input/docs/quangle.txt quangle.txt

    


    Teraz skopiuj plik z powrotem do lokalnego systemu plików i sprawdź, czy kopia jest identyczna z oryginałem.


    
      % hadoop fs -copyToLocal quangle.txt quangle.copy.txt

    


    
      % md5 input/docs/quangle.txt quangle.copy.txt

    


    
      MD5 (input/docs/quangle.txt) = e7891a2627cf263a079fb0f18256ffb2

    


    
      MD5 (quangle.copy.txt) = e7891a2627cf263a079fb0f18256ffb2

    


    Skróty MD5 są takie same, co oznacza, że plik nie zmienił się w wyniku podróży do systemu HDFS i z powrotem.


    Na zakończenie zobacz, jak wyświetlać listy plików w systemie HDFS. Najpierw utwórz katalog, co pozwoli Ci zobaczyć, jak jest wyświetlany na liście.


    
      % hadoop fs -mkdir books

    


    
      % hadoop fs -ls .

    


    
      Found 2 items

    


    
      drwxr-xr-x   - tom supergroup     0 2014-10-04 13:22 books

    


    
      -rw-r--r--   1 tom supergroup   119 2014-10-04 13:21 quangle.txt

    


    Zwracane dane są bardzo podobne do informacji wyświetlanych przez uniksowe polecenie ls -l, choć występują pewne drobne różnice. Pierwsza kolumna zawiera tryb pliku. Druga określa liczbę zreplikowanych egzemplarzy pliku (nie występuje to w tradycyjnym uniksowym systemie plików). Pamiętaj, że domyślną liczbę replikowanych egzemplarzy ustawiono w ogólnej konfiguracji na 1, dlatego tu widoczna jest ta wartość. Dla katalogów w tej kolumnie nie jest wyświetlana żadna wartość, ponieważ replikacja ich nie dotyczy. Katalogi są traktowane jak metadane i zapisywane w węźle nazw, a nie w węzłach danych. Kolumny trzecia i czwarta wyświetlają właściciela pliku i grupę. Piąta kolumna określa wielkość pliku w bajtach (dla katalogów wyświetlana jest wartość 0). Kolumny szósta i siódma to data i godzina ostatniej modyfikacji. Kolumna ósma zawiera nazwę pliku lub katalogu.


    
      
        
      

      
        
          	
            Uprawnienia do plików w systemie HDFS


            W systemie HDFS używany jest model uprawnień do plików i katalogów bardzo podobny do modelu POSIX. Występują tu trzy rodzaje uprawnień: do odczytu (r), do zapisu (w) i do wykonywania (x). Uprawnienia do odczytu są niezbędne do wczytywania plików i wyświetlania zawartości katalogów. Uprawnienia do zapisu są wymagane do zapisu danych do pliku lub, w przypadku katalogu, do tworzenia lub usuwania plików oraz katalogów z danego miejsca. Uprawnienia do wykonywania dla plików są ignorowane (ponieważ w systemie HDFS, inaczej niż w standardzie POSIX, nie można wykonywać plików), natomiast dla katalogów umożliwiają dostęp do przechowywanych w nich elementów.


            Każdy plik i katalog ma właściciela, grupę i tryb. Tryb obejmuje uprawnienia dla właściciela, dla członków grupy i dla użytkowników, którzy nie są ani właścicielami, ani członkami grupy.


            Hadoop domyślnie ma wyłączone zabezpieczenia. Oznacza to, że tożsamość klientów nie jest sprawdzana. Ponieważ klient działa zdalnie, może nim być dowolny użytkownik — wystarczy, że utworzy w zdalnym systemie konto o odpowiedniej nazwie. Gdy zabezpieczenia są włączone, nie jest to możliwe (zobacz punkt „Bezpieczeństwo” w rozdziale 10.). Niezależnie od tego warto włączyć uprawnienia (domyślnie są one włączone; odpowiada za to właściwość dfs.permissions.enabled), aby uniknąć przypadkowego zmodyfikowania lub usunięcia dużych fragmentów systemu plików przez użytkowników lub automatyczne narzędzia albo programy.


            Gdy sprawdzanie uprawnień jest włączone, uprawnienia właściciela są uwzględniane, jeśli klient pasuje do nazwy właściciela, a uprawnienia grupy są uwzględniane, jeżeli klient jest członkiem grupy. W pozostałych sytuacjach sprawdzane są inne uprawnienia.


            Występuje też superużytkownik, którym jest proces węzła nazw. Dla superużytkownika uprawnienia nie są sprawdzane.

          
        

      
    


    Systemy plików w Hadoopie


    W Hadoopie używana jest abstrakcja systemu plików. HDFS to tylko jedna z implementacji tej abstrakcji. Interfejs kliencki dla systemu plików w Hadoopie reprezentuje klasa abstrakcyjna Javy, org.apache.hadoop.fs.FileSystem. Istnieje kilka jej konkretnych implementacji. Opis podstawowych implementacji dostępnych w Hadoopie znajdziesz w tabeli 3.1.


    Tabela 3.1. Systemy plików w Hadoopie


    
      
        
        
        
        
      

      
        
          	
            System plików

          

          	
            Schemat w URI

          

          	
            Implementacja w Javie (wszystkie wymienione klasy znajdują się w pakiecie org.apache.hadoop)

          

          	
            Opis

          
        


        
          	
            Local

          

          	
            file

          

          	
            fs.LocalFileSystem

          

          	
            System plików dla lokalnie podłączonego dysku z sumami kontrolnymi po stronie klienta. RawLocalFileSystem to lokalny system plików bez sum kontrolnych. Zobacz punkt „Klasa LocalFileSystem” w rozdziale 5.

          
        


        
          	
            HDFS

          

          	
            hdfs

          

          	
            hdfs.DistributedFileSystem

          

          	
            Rozproszony system plików Hadoopa. HDFS jest zaprojektowany tak, aby wydajnie współdziałał z modelem MapReduce.

          
        


        
          	
            WebHDFS

          

          	
            webhdfs

          

          	
            hdfs.web.WebHdfsFileSystem

          

          	
            System plików obsługujący dostęp do odczytu i zapisu z uwierzytelnianiem do systemu HDFS z użyciem protokołu HTTP. Zobacz punkt „HTTP”.

          
        


        
          	
            Secure WebHDFS

          

          	
            swebhdfs

          

          	
            hdfs.web.SWebHdfsFileSystem

          

          	
            Wersja systemu WebHDFS używająca protokołu HTTPS.

          
        


        
          	
            HAR

          

          	
            har

          

          	
            fs.HarFileSystem

          

          	
            Używany do archiwizowania system oparty na innym systemie plików. Format Hadoop Archives jest używany do pakowania wielu plików z systemu HDFS do jednego archiwum w celu zmniejszenia ilości pamięci potrzebnej węzłowi nazw. Do tworzenia plików HAR służy polecenie hadoop archive.

          
        


        
          	
            View

          

          	
            viewfs

          

          	
            viewfs.ViewFileSystem

          

          	
            Używana po stronie klienta tabela montowania dla innych systemów plików Hadoopa. Często stosowana do tworzenia punktów montowania dla węzłów nazw z federacji (zobacz punkt „Federacje w systemie HDFS”).

          
        


        
          	
            FTP

          

          	
            ftp

          

          	
            fs.ftp.FTPFileSystem

          

          	
            System plików oparty na serwerze FTP.

          
        


        
          	
            S3

          

          	
            s3a

          

          	
            fs.s3a.S3AFileSystem

          

          	
            System plików oparty na usłudze Amazon S3. Zastępuje starszą implementację s3n (natywny S3).

          
        


        
          	
            Azure

          

          	
            wasb

          

          	
            fs.azure.NativeAzureFileSystem

          

          	
            System plików oparty na technologii Microsoft Azure.

          
        


        
          	
            Swift

          

          	
            swift

          

          	
            fs.swift.snative.SwiftNativeFileSystem

          

          	
            System plików oparty na technologii OpenStack Swift.

          
        

      
    


    Hadoop udostępnia wiele interfejsów do systemów plików. Zwykle wybiera właściwy system plików, z którym ma się komunikować, na podstawie schematu z identyfikatora URI. Na przykład instrukcja powłoki systemu plików wspomniana we wcześniejszym punkcie współdziała z wszystkimi systemami plików Hadoopa. Aby wyświetlić pliki z katalogu głównego lokalnego systemu plików, wpisz następujące polecenie:


    
      % hadoop fs -ls file:///

    


    Choć możliwe (i czasem bardzo wygodne) jest uruchamianie programów w modelu MapReduce używających dowolnego systemu plików, to przy przetwarzaniu dużych zbiorów danych należy wybrać rozproszony system plików z optymalizacją pod kątem lokalności danych. Takim systemem jest HDFS (zobacz punkt „Skalowanie” w rozdziale 2.).


    Interfejsy


    Hadoop jest napisany w Javie, dlatego większość interakcji z systemem plików Hadoopa odbywa się z użyciem interfejsu API Javy. Na przykład powłoka systemu plików to aplikacja Javy używająca klasy FileSystem z tego języka do udostępniania operacji na systemie plików. W tym punkcie omawiam pokrótce inne interfejsy systemu plików. Najczęściej stosuje się je dla systemu HDFS, ponieważ pozostałe systemy plików w Hadoopie oferują narzędzia zapewniające dostęp do poszczególnych systemów. Te narzędzia to na przykład klienty FTP dla systemów FTP, narzędzia S3 dla systemu S3 itd. Wiele rozwiązań działa dla dowolnego systemu plików Hadoopa.


    HTTP


    Ponieważ interfejsem do systemów plików Hadoopa jest interfejs API Javy, aplikacjom w innych językach trudno jest uzyskać dostęp do systemu HDFS. Interfejs API HTTP REST z protokołu WebHDFS ułatwia interakcję z systemem HDFS w innych językach. Zauważ, że interfejs oparty na protokole HTTP jest wolniejszy niż natywny klient w Javie, dlatego w miarę możliwości należy go unikać przy transferze bardzo dużych zbiorów danych.


    Istnieją dwa sposoby dostępu do systemu HDFS za pomocą protokołu HTTP. Można to robić bezpośrednio, kiedy to demony systemu HDFS obsługują żądania HTTP klientów, i z użyciem pośredników komunikujących się z systemem HDFS w imieniu klientów za pomocą standardowego interfejsu API DistributedFileSystem. Oba te mechanizmy są pokazane na rysunku 3.1. W obu wykorzystywany jest protokół WebHDFS.


    [image: ]


    Rysunek 3.1. Dostęp do systemu HDFS bezpośrednio przez protokół HTTP i z wykorzystaniem pośredników systemu HDFS


    W pierwszej metodzie osadzone serwery WWW z węzła nazw i węzła danych pełnią funkcję punktów końcowych systemu WebHDFS. Ten system domyślnie jest włączony, ponieważ opcja dfs.webhdfs.enabled jest ustawiona na true. Za operacje na metadanych odpowiada węzeł nazw, natomiast operacje odczytu (i zapisu) plików są przesyłane najpierw do węzła nazw, który przekierowuje żądanie HTTP do klienta i przekazuje przy tym informacje o węźle danych, z którego przesyłany będzie strumień danych (lub do którego dane mają trafić).


    Drugi sposób dostępu do systemu HDFS przez protokół HTTP jest oparty na niezależnych serwerach pośredniczących. Pośrednicy są bezstanowi, dlatego mogą działać za standardowym mechanizmem równoważenia obciążenia. Wszystkie dane kierowane do klastra przepływają przez pośredników, dlatego klient nigdy nie uzyskuje bezpośredniego dostępu do węzła nazw lub węzła danych. To pozwala stosować bardziej restrykcyjne zasady zapory i ograniczania ruchu. Pośrednika często używa się do transferu danych między klastrami z Hadoopem zlokalizowanymi w różnych centrach danych, a także przy dostępie z poziomu zewnętrznej sieci do klastra z Hadoopem działającego w chmurze.


    Pośrednik HttpFS udostępnia ten sam interfejs HTTP (i HTTPS) co system WebHDFS. Dlatego klienty mogą korzystać z obu tych narzędzi za pomocą identyfikatorów URI webhdfs (i swebhdfs). Pośrednik HttpFS jest uruchamiany niezależnie od demonów węzłów nazw i węzłów danych. Używany jest do tego skrypt httpfs.sh. Pośrednik domyślnie oczekuje na dane w porcie numer 14000.


    C


    Hadoop udostępnia bibliotekę języka C o nazwie libhdfs odzwierciedlającą interfejs FileSystem Javy. Ta biblioteka została napisana z myślą o dostępie do systemu HDFS, jednak mimo nazwy można jej używać do korzystania z dowolnego systemu plików z Hadoopa. Biblioteka używa interfejsu JNI (ang. Java Native Interface) do wywoływania klienta systemu plików z Javy. Istnieje też biblioteka libwebhdfs używająca opisanego w poprzednim podpunkcie interfejsu WebHDFS.


    Interfejs API w języku C bardzo przypomina swego odpowiednika z Javy, jednak zwykle jest rozwijany z opóźnieniem, dlatego może nie obsługiwać niektórych nowszych funkcji. Plik nagłówkowy hdfs.h znajdziesz w katalogu include binarnej dystrybucji platformy Apache Hadoop dostępnej w formacie tar.


    W tej dystrybucji dostępne są wstępnie zbudowane pliki binarne biblioteki libhdfs dla 64-bitowej wersji Linuksa. Dla innych platform bibliotekę musisz zbudować samodzielnie na podstawie instrukcji z pliku BUILDING.txt dostępnego na najwyższym poziomie drzewa kodu źródłowego.


    NFS


    System HDFS można zamontować w systemie plików lokalnego klienta za pomocą bramy NFSv3 Hadoopa. Za pomocą narzędzi uniksowych (takich jak ls i cat) można komunikować się z systemem, wczytywać pliki i używać bibliotek POSIX-owych, aby uzyskać dostęp do systemu plików w dowolnym języku programowania. Dodawanie danych do plików jest możliwe, natomiast nie są dozwolone modyfikacje w dowolnym miejscu pliku, ponieważ system HDFS obsługuje wyłącznie zapis danych na końcu pliku.


    Z dokumentacji Hadoopa dowiesz się, jak skonfigurować i uruchomić bramę NFS oraz połączyć się z nią z poziomu klienta.


    FUSE


    Technologia FUSE (ang. Filesystem in Userspace) umożliwia integrowanie systemów plików z przestrzeni użytkowników jako uniksowych systemów plików. Moduł Fuse-DFS z Hadoopa pozwala zamontować system HDFS (lub dowolny inny system plików z Hadoopa) jako standardowy lokalny system plików. Fuse-DFS jest zaimplementowany w języku C, a interfejsem dla systemu HDFS jest biblioteka libhdfs. Gdy powstawała ta książka, brama NFS z Hadoopa była lepszym mechanizmem montowania systemu HDFS, dlatego należy przedkładać ją nad używanie modułu Fuse-DFS.


    Interfejs w Javie


    W tym podrozdziale zapoznasz się z klasą FileSystem Hadoopa. Ta klasa to interfejs API służący do interakcji z jednym z systemów plików Hadoopa[6]. Choć tu koncentruję się głównie na implementacji dla systemu HDFS, DistributedFileSystem, zwykle powinieneś starać się pisać kod z użyciem klasy abstrakcyjnej FileSystem, aby zachować zgodność z różnymi systemami plików. Jest to bardzo przydatne na przykład w trakcie testowania programu, ponieważ pozwala szybko przeprowadzić testy na danych z lokalnego systemu plików.


    Odczyt danych na podstawie adresu URL systemu Hadoop


    Jedną z najprostszych metod odczytu pliku z systemu plików Hadoopa jest użycie obiektu typu java.net.URL do otwarcia strumienia, z którego wczytywane są dane. Oto ogólny idiom ilustrujący to rozwiązanie:


    
      InputStream in = null;

    


    
      try {

    


    
        in = new URL("hdfs://host/path").openStream();

    


    
        // Przetwarzanie obiektu in

    


    
      } finally {

    


    
        IOUtils.closeStream(in);

    


    
      }

    


    Nieco więcej wysiłku trzeba włożyć, aby Java rozpoznawała używane w Hadoopie adresy URL z przedrostkiem hdfs. Wymaga to wywołania metody setURLStreamHandlerFactory() dla obiektu typu URL i przekazania do niej obiektu typu FsUrlStreamHandlerFactory. Tę metodę można wywołać tylko raz dla każdej maszyny JVM, dlatego zwykle jest uruchamiana w bloku statycznym. To ograniczenie sprawia, że gdy w innym miejscu programu (na przykład niekontrolowany przez programistę niezależny komponent) ustawiony zostanie obiekt typu URLStreamHandlerFactory, nie będzie można wykorzystać opisanego tu podejścia do odczytu danych z Hadoopa. W następnym punkcie poznasz inne rozwiązanie.


    Na listingu 3.1 pokazany jest program wyświetlający do standardowego wyjścia pliki z systemów plików Hadoopa. Ten program działa podobnie jak uniksowe polecenie cat.


    Listing 3.1. Wyświetlanie plików z systemu plików Hadoopa do standardowego wyjścia za pomocą klasy URLStreamHandler


    
      public class URLCat {

    


    
        static {

    


    
          URL.setURLStreamHandlerFactory(new FsUrlStreamHandlerFactory());

    


    
        }

    


    
        public static void main(String[] args) throws Exception {

    


    
          InputStream in = null;

    


    
          try {

    


    
            in = new URL(args[0]).openStream();

    


    
            IOUtils.copyBytes(in, System.out, 4096, false);

    


    
          } finally {

    


    
            IOUtils.closeStream(in);

    


    
          }

    


    
        }

    


    
      }

    


    Dostępna w Hadoopie wygodna klasa IOUtils jest tu używana do zamykania strumienia w klauzuli finally i do kopiowania bajtów między strumieniem wejściowym a strumieniem wyjściowym (tu jest nim System.out). Dwa ostatnie argumenty metody copyBytes() to wielkość bufora używanego przy kopiowaniu i wartość określająca, czy należy zamknąć strumienie po zakończeniu tej operacji. Strumień wejściowy jest zamykany ręcznie, a strumienia System.out nie trzeba zamykać.


    Oto przykładowy przebieg programu[7].


    
      % export HADOOP_CLASSPATH=hadoop-examples.jar

    


    
      % hadoop URLCat hdfs://localhost/user/tom/quangle.txt

    


    
      On the top of the Crumpetty Tree

    


    
      The Quangle Wangle sat,

    


    
      But his face you could not see,

    


    
      On account of his Beaver Hat.

    


    Odczyt danych za pomocą interfejsu API FileSystem


    W poprzednim punkcie wyjaśniono, że czasem nie da się ustawić w aplikacji obiektu typu URLStreamHandlerFactory. Wtedy należy wykorzystać interfejs API FileSystem do otwarcia wejściowego strumienia z danymi z pliku.


    Plik w systemie plików Hadoopa jest reprezentowany za pomocą obiektu typu Path Hadoopa (a nie jako obiekt typu java.io.File, którego działanie jest za bardzo powiązane z lokalnym systemem plików). Obiekt typu Path możesz traktować jak identyfikator URI z systemu plików Hadoopa, na przykład hdfs://localhost/user/tom/quangle.txt.


    FileSystem to ogólny interfejs API dla systemów plików, dlatego pierwszy krok polega na utworzeniu egzemplarza typu właściwego dla używanego systemu plików. Tu tym systemem jest HDFS. Istnieje kilka statycznych metod fabrycznych do tworzenia egzemplarzy typu FileSystem.


    
      public static FileSystem get(Configuration conf) throws IOException

    


    
      public static FileSystem get(URI uri, Configuration conf) throws IOException

    


    
      public static FileSystem get(URI uri, Configuration conf, String user)

    


    
          throws IOException

    


    Obiekt typu Configuration zawiera konfigurację klienta lub serwera ustawianą na podstawie plików konfiguracyjnych wczytywanych na podstawie ścieżki do klas (na przykład z pliku etc/hadoop/ core-site.xml). Pierwsza metoda zwraca domyślny system plików (ustawiony w pliku core-site.xml; jeśli nie określono takiego systemu ¾ domyślny lokalny system plików). Druga metoda określa używany system plików na podstawie schematu z obiektu typu URI. Jeśli w podanym obiekcie schemat nie jest określony, używany jest domyślny system plików. Trzecia metoda pobiera system plików z ustawieniami podanego użytkownika, co jest istotne w kontekście zabezpieczeń (zobacz punkt „Bezpieczeństwo” w rozdziale 10.).


    Czasem potrzebny jest egzemplarz lokalnego systemu plików. Wtedy można wykorzystać wygodną metodę getLocal().


    
      public static LocalFileSystem getLocal(Configuration conf) throws IOException

    


    Po pobraniu egzemplarza typu FileSystem można wywołać metodę open(), aby otrzymać strumień wejściowy dla pliku.


    
      public FSDataInputStream open(Path f) throws IOException

    


    
      public abstract FSDataInputStream open(Path f, int bufferSize) throws IOException

    


    Pierwsza metoda używa bufora o domyślnej wielkości 4 KB.


    Po połączeniu wszystkich informacji można zmodyfikować kod z listingu 3.1 w sposób pokazany na listingu 3.2.


    Listing 3.2. Wyświetlanie plików z systemu plików Hadoopa w standardowym wyjściu z bezpośrednim użyciem obiektu typu FileSystem


    
      public class FileSystemCat {

    


    
        public static void main(String[] args) throws Exception {

    


    
          String uri = args[0];

    


    
          Configuration conf = new Configuration();

    


    
          FileSystem fs = FileSystem.get(URI.create(uri), conf);

    


    
          InputStream in = null;

    


    
          try {

    


    
            in = fs.open(new Path(uri));

    


    
            IOUtils.copyBytes(in, System.out, 4096, false);

    


    
          } finally {

    


    
            IOUtils.closeStream(in);

    


    
          }

    


    
        }

    


    
      }

    


    Oto przebieg tego programu:


    
      % hadoop FileSystemCat hdfs://localhost/user/tom/quangle.txt

    


    
      On the top of the Crumpetty Tree

    


    
      The Quangle Wangle sat,

    


    
      But his face you could not see,

    


    
      On account of his Beaver Hat.

    


    Klasa FSDataInputStream


    Metoda open() klasy FileSystem zwraca obiekt klasy FSDataInputStream, a nie standardowej klasy java.io. Klasa FSDataInputStream to wyspecjalizowana wersja klasy java.io.DataInputStream obsługująca dostęp bezpośrednio. Dzięki temu można odczytać dane z dowolnej części strumienia.


    
      package org.apache.hadoop.fs;

    


    
      public class FSDataInputStream extends DataInputStream

    


    
          implements Seekable, PositionedReadable {

    


    
          // Implementację pominięto

    


    
      }

    


    Interfejs Seekable umożliwia wyszukiwanie pozycji w pliku i udostępnia metodę getPos() służącą do pobierania aktualnej pozycji względem początku pliku.


    
      public interface Seekable {

    


    
        void seek(long pos) throws IOException;

    


    
        long getPos() throws IOException;

    


    
      }

    


    Wywołanie metody seek() z podaną pozycją wykraczającą poza koniec pliku powoduje wyjątek IOException. Metoda seek() (w odróżnieniu od metody skip() klasy java.io.InputStream) pozwala przejść do dowolnej określonej bezwzględnie pozycji w pliku.


    Listing 3.3 przedstawia proste rozwinięcie kodu z listingu 3.2. Nowa wersja dwukrotnie wyświetla plik w standardowym wyjściu. Po pierwszym wyświetleniu przechodzi do początku pliku i jeszcze raz przez niego przechodzi.


    Listing 3.3. Dwukrotne wyświetlanie pliku z systemu plików Hadoopa w standardowym wyjściu z wykorzystaniem metody seek()


    
      public class FileSystemDoubleCat {

    


    
        public static void main(String[] args) throws Exception {

    


    
          String uri = args[0];

    


    
          Configuration conf = new Configuration();

    


    
          FileSystem fs = FileSystem.get(URI.create(uri), conf);

    


    
          FSDataInputStream in = null;

    


    
          try {

    


    
            in = fs.open(new Path(uri));

    


    
            IOUtils.copyBytes(in, System.out, 4096, false);

    


    
            in.seek(0); // Powrót do początku pliku

    


    
            IOUtils.copyBytes(in, System.out, 4096, false);

    


    
          } finally {

    


    
            IOUtils.closeStream(in);

    


    
          }

    


    
        }

    


    
      }

    


    Oto efekt uruchomienia tego kodu dla krótkiego pliku.


    
      % hadoop FileSystemDoubleCat hdfs://localhost/user/tom/quangle.txt

    


    
      On the top of the Crumpetty Tree

    


    
      The Quangle Wangle sat,

    


    
      But his face you could not see,

    


    
      On account of his Beaver Hat.

    


    
      On the top of the Crumpetty Tree

    


    
      The Quangle Wangle sat,

    


    
      But his face you could not see,

    


    
      On account of his Beaver Hat.

    


    Klasa FSDataInputStream obsługuje też interfejs PositionedReadable, umożliwiający odczyt fragmentów pliku na podstawie pozycji.


    
      public interface PositionedReadable {

    


    
        public int read(long position, byte[] buffer, int offset, int length)

    


    
            throws IOException;

    


    
        public void readFully(long position, byte[] buffer, int offset, int length)

    


    
            throws IOException;

    


    
        public void readFully(long position, byte[] buffer) throws IOException;

    


    
      }

    


    Metoda read() wczytuje do length bajtów od podanej pozycji position z pliku i zapisuje je na pozycji position w buforze buffer. Zwracana wartość to liczba wczytanych bajtów. Jednostka wywołująca powinna sprawdzać tę wartość, ponieważ może być ona mniejsza niż length. Metody readFully() wczytują length bajtów do bufora (lub buffer.length bajtów w wersji, która przyjmuje tylko tablicę bajtów buffer), chyba że dojdą do końca pliku — wtedy zgłaszają wyjątek EOFException.


    Wszystkie te metody zachowują aktualną pozycję w pliku i są bezpieczne ze względu na wątki (choć klasa FSDataInputStream nie jest zaprojektowana z myślą o współbieżności, więc lepiej jest utworzyć kilka obiektów), dlatego stanowią wygodny sposób dostępu do innej części pliku (na przykład metadanych) w trakcie wczytywania głównej treści.


    Pamiętaj też, że wywołanie metody seek() to kosztowna operacja, dlatego nie należy wykonywać jej zbyt często. Powinieneś tak opracować wzorce dostępu w aplikacji, aby polegać na strumieniowym dostępie do danych (na przykład za pomocą modelu MapReduce), a nie na wykonywaniu dużej liczby operacji wyszukiwania.


    Zapis danych


    Klasa FileSystem udostępnia szereg metod do tworzenia plików. Najprostsza metoda przyjmuje obiekt typu Path reprezentujący tworzony plik i zwraca strumień wyjściowy umożliwiający zapis danych.


    
      public FSDataOutputStream create(Path f) throws IOException

    


    Istnieją przeciążone wersje tej metody, które umożliwiają określenie, czy należy siłowo zastąpić istniejące pliki, a także pozwalają na ustawienie liczby replikowanych egzemplarzy pliku, wielkości bufora używanego przy zapisie, rozmiaru bloku i uprawnień do pliku.


    
      
        
        
      

      
        
          	
            [image: ]

          

          	
            Metody create() tworzą katalogi nadrzędne zapisywanego pliku, jeśli te jeszcze nie istnieją. Choć jest to wygodne, może prowadzić do nieoczekiwanych efektów. Jeśli chcesz, aby zapis kończył się niepowodzeniem, gdy katalog nadrzędny nie istnieje, powinieneś sprawdzać dostępność tego katalogu za pomocą metody exists(). Inna możliwość to użycie klasy FileContext, pozwalającej określić, czy katalogi nadrzędne mają być tworzone.

          
        

      
    


    Istnieje też przeciążona wersja metody umożliwiająca przekazanie wywoływanego zwrotnie interfejsu, Progressable. Dzięki temu aplikacja może być powiadamiana o postępach zapisu informacji w węzłach danych.


    
      package org.apache.hadoop.util;

    


    
      public interface Progressable {

    


    
        public void progress();

    


    
      }

    


    Zamiast tworzyć nowy plik, można dodać dane do istniejącego pliku za pomocą metody append() (ma ona kilka przeciążonych wersji).


    
      public FSDataOutputStream append(Path f) throws IOException

    


    Operacja dodawania umożliwia jednej jednostce zapisującej zmodyfikowanie istniejącego pliku. Proces ten polega na otwarciu pliku i zapisaniu danych od jego końcowej pozycji. Za pomocą tego interfejsu API aplikacje generujące nieograniczone pliki, na przykład dzienniki, mogą zapisywać dane w istniejących plikach po ich zamknięciu. Operacja dodawania jest opcjonalna i nie wszystkie systemy plików Hadoopa ją obsługują. Na przykład system HDFS obsługuje dodawanie, natomiast systemy S3 tego nie robią.


    Listing 3.4 pokazuje, jak skopiować lokalny plik do systemu plików Hadoopa. Postęp jest ilustrowany przez wyświetlanie kropki przy każdym wywołaniu metody progress() przez Hadoopa, czyli po zapisaniu każdego pakietu 64 KB danych do potoku węzła danych. Zauważ, że ta wartość nie jest określona przez interfejs API, dlatego może się zmienić w przyszłych wersjach Hadoopa. Omawiany interfejs API pozwala jedynie stwierdzić, że „coś się dzieje”.


    Listing 3.4. Kopiowanie lokalnego pliku do systemu plików Hadoopa


    
      public class FileCopyWithProgress {

    


    
        public static void main(String[] args) throws Exception {

    


    
          String localSrc = args[0];

    


    
          String dst = args[1];

    


    
          InputStream in = new BufferedInputStream(new FileInputStream(localSrc));

    


    
          Configuration conf = new Configuration();

    


    
          FileSystem fs = FileSystem.get(URI.create(dst), conf);

    


    
          OutputStream out = fs.create(new Path(dst), new Progressable() {

    


    
            public void progress() {

    


    
              System.out.print(".");

    


    
            }

    


    
          });

    


    
          IOUtils.copyBytes(in, out, 4096, true);

    


    
        }

    


    
      }

    


    Oto typowe zastosowanie tego kodu.


    
      % hadoop FileCopyWithProgress input/docs/1400-8.txt

    


    
      hdfs://localhost/user/tom/1400-8.txt

    


    
      .................

    


    Obecnie żaden inny system plików Hadoopa nie wywołuje metody progress() w trakcie zapisu danych. Informacje o postępie są ważne w aplikacjach wykorzystujących model MapReduce, o czym przekonasz się w dalszych rozdziałach.


    Klasa FSDataOutputStream


    Metoda create() klasy FileSystem zwraca obiekt klasy FSDataOutputStream, która podobnie jak klasa FSDataInputStream udostępnia metodę do sprawdzania bieżącej pozycji w pliku.


    
      package org.apache.hadoop.fs;

    


    
      public class FSDataOutputStream extends DataOutputStream implements Syncable {

    


    
        public long getPos() throws IOException {

    


    
          // Implementację pominięto

    


    
        }

    


    
        // Implementację pominięto

    


    
      }

    


    Jednak klasa FSDataOutputStream (w odróżnieniu od FSDataInputStream) nie obsługuje wyszukiwania. Jest tak, ponieważ system HDFS dopuszcza tylko sekwencyjny zapis do otwartego pliku lub dodawanie danych do już zapisanego pliku. Oznacza to, że nie można zapisywać danych w żadnym innym miejscu oprócz końca pliku. Dlatego możliwość wyszukiwania w trakcie zapisu nie jest potrzebna.


    Katalogi


    Klasa FileSystem udostępnia metodę do tworzenia katalogów.


    
      public boolean mkdirs(Path f) throws IOException

    


    Ta metoda tworzy wszystkie potrzebne katalogi nadrzędne, jeśli jeszcze nie istnieją (podobnie działa metoda mkdirs() z klasy java.io.File), i zwraca wartość true, jeżeli katalog i wszystkie jego katalogi nadrzędne zostały z powodzeniem dodane.


    Często nie trzeba jawnie tworzyć katalogu, ponieważ przy zapisie pliku za pomocą metody create() automatycznie dodawane są katalogi nadrzędne.


    Zapytania w systemie plików


    Metadane plików — klasa FileStatus


    Ważną funkcją każdego systemu plików jest możliwość poruszania się po strukturze katalogów i pobierania informacji o przechowywanych plikach i katalogach. Klasa FileStatus zawiera metadane systemu plików opisujące pliki i katalogi. Określa ona długość pliku, wielkość bloku, poziom replikacji, czas modyfikacji, właściciela i informacje o uprawnieniach.


    Metoda getFileStatus() klasy FileSystem pozwala uzyskać obiekt klasy FileStatus reprezentujący określony plik lub katalog. Listing 3.5 pokazuje, jak wykorzystać taki obiekt.


    Listing 3.5. Wyświetlanie informacji o stanie pliku


    
      public class ShowFileStatusTest {

    


    
        private MiniDFSCluster cluster; // Używanie do testów wewnątrzprocesowego klastra z systemem HDFS 

    


    
        private FileSystem fs;

    


    
        @Before

    


    
        public void setUp() throws IOException {

    


    
          Configuration conf = new Configuration();

    


    
          if (System.getProperty("test.build.data") == null) {

    


    
            System.setProperty("test.build.data", "/tmp");

    


    
          }

    


    
          cluster = new MiniDFSCluster.Builder(conf).build();

    


    
          fs = cluster.getFileSystem();

    


    
          OutputStream out = fs.create(new Path("/dir/file"));

    


    
          out.write("content".getBytes("UTF-8"));

    


    
          out.close();

    


    
        }

    


    
        @After

    


    
        public void tearDown() throws IOException {

    


    
          if (fs != null) { fs.close(); }

    


    
          if (cluster != null) { cluster.shutdown(); }

    


    
        }

    


    
        @Test(expected = FileNotFoundException.class)

    


    
        public void throwsFileNotFoundForNonExistentFile() throws IOException {

    


    
          fs.getFileStatus(new Path("no-such-file"));

    


    
        }

    


    
        @Test
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