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    Opinie na temat książki Inżynieria danych na platformie AWS


    „Nieźle — ta książka pomoże Ci przejść od pomysłów na projekty z dziedziny danologii aż do ich realizacji w środowisku produkcyjnym. Chris i Antje omówili wszystkie ważne zagadnienia i kluczowe usługi platformy AWS, przedstawiając wiele praktycznych przykładów, które pozwolą Ci zacząć przygodę z danologią”.


    — Jeff Barr, wiceprezes i główny propagator w firmie Amazon Web Services


    „Bardzo rzadko zdarza się znaleźć książkę, która w tak kompletny sposób omawia cały proces rozwoju i instalowania modelu! Jeśli jesteś praktykiem z dziedziny uczenia maszynowego, ta pozycja jest lekturą obowiązkową”.


    — Ramine Tinati, dyrektor zarządzający i główny danolog ds. inteligencji stosowanej w firmie Accenture


    „Ta książka jest świetnym źródłem wiedzy z zakresu budowania skalowalnych systemów uczenia maszynowego w chmurze AWS. Obejmuje zalecane praktyki dotyczące wszystkich aspektów budowania modelu, w tym jego uczenia, instalowania i zabezpieczania, interpretowania wyników oraz MLOps”.


    — Geeta Chauhan, kierownik zespołu AI/PyTorch Partner Engineering w firmie Facebook AI


    „Mnogość narzędzi platformy AWS przeznaczonych dla danologów i inżynierów może być przytłaczająca. Chris i Antje oddali społeczności przysługę, tworząc mapę, która pozwoli praktykom zorientować się w tym środowisku, znaleźć narzędzia potrzebne do wykonywania zadań i budować nowe systemy zmieniające ich pomysły w rzeczywistość”.


    — Josh Wills, autor książki Advanced Analytics with Spark (wydawnictwo O’Reilly)


    „Skuteczne zespoły ds. danologii wiedzą, że danologia nie ogranicza się do modelowania, ale wymaga zdyscyplinowanego podejścia do danych i instalowania modeli w środowisku produkcyjnym. W dużych platformach chmurowych takich jak AWS dostępnych jest wiele narzędzi z tego obszaru. Praktycy docenią ten kompletny i praktyczny poradnik, który pokazuje nie tylko, jak stosować te narzędzia, ale też wyjaśnia, z których z nich korzystać i kiedy to robić”.


    — Sean Owen, główny architekt rozwiązań w firmie Databricks


    „Jest to najbardziej kompletna ze znanych mi publikacji na temat uczenia maszynowego na platformie AWS, niezrównana jeśli chodzi o zakres tematów i szczegółowość omówienia. Choć teksty na temat uczenia maszynowego często koncentrują się na aspektach naukowych, Antje i Chris zagłębiają się w praktyczne zagadnienia architektoniczne potrzebne do wykorzystania nauki w środowisku produkcyjnym. Omawiają między innymi zabezpieczenia, inżynierię danych, monitorowanie, praktyki CI/CD i zarządzanie kosztami. Ta książka opisuje też najnowszy stan wiedzy z dziedziny nauki. Przedstawione są tu zaawansowane zagadnienia takie jak architektura Transformer, zautomatyzowane uczenie maszynowe, uczenie online, „destylacja” wiedzy, kompilacja, bayesowskie dostrajanie modeli i technika wielorękiego bandyty. Publikacja wyróżnia się tym, że zawiera zarówno zrozumiałe opisy usług i koncepcji, jak i niskopoziomowe wskazówki i instrukcje dotyczące implementacji. Jest to lektura obowiązkowa dla osób i firm tworzących systemy uczenia maszynowego na platformie AWS lub chcących rozwinąć swoją wiedzę na temat narzędzi sztucznej inteligencji i uczenia maszynowego z tej platformy”.


    — Olivier Cruchant, główny architekt specjalistycznych rozwiązań z obszaru uczenia maszynowego w firmie Amazon Web Services


    „Ta książka jest świetnym źródłem wiedzy pomagającym zrozumieć zarówno kompletny proces uczenia maszynowego, jak i budowanie operacyjnie wydajnych procesów uczenia maszynowego, działających na dużą skalę na platformie AWS. Gorąco polecam książkę Inżynieria danych na platformie AWS każdemu, kto tworzy procesy uczenia maszynowego na platformie AWS”.


    — Shelbee Eigenbrode, architekt specjalistycznych rozwiązań z obszaru sztucznej inteligencji i uczenia maszynowego w firmie Amazon Web Services


    „Ta książka to kompletne źródło wiedzy pozwalające wkroczyć w świat danologii na platformie AWS. Autorzy dobrze równoważą teorię, objaśnienia i praktyczne przykłady, aby przeprowadzić czytelników przez wszystkie etapy implementacji aplikacji opartych na uczeniu maszynowym w usługach AWS. Jest to doskonała pozycja pozwalająca nie tylko zapoznać się z tematem, ale też nauczyć się skalować i zabezpieczać tego rodzaju aplikacje”.


    — Dr Sireesha Muppala, główny architekt specjalistycznych rozwiązań z obszaru sztucznej inteligencji i uczenia maszynowego w firmie Amazon Web Services


    „Implementowanie solidnego kompletnego procesu uczenia maszynowego to żmudne zadanie, które dodatkowo komplikuje szeroki zakres dostępnych narzędzi i technologii. Autorzy wykonali świetną robotę, pomagając zarówno nowicjuszom, jak i doświadczonym praktykom dokonać tego z wykorzystaniem możliwości usług AWS”.


    — Brent Rabowsky, danolog w firmie Amazon Web Services


    „Chris i Antje prezentują pełen praktycznych przykładów, niezastąpiony oraz wyczerpujący poradnik tworzenia aplikacji opartych na uczeniu maszynowym i sztucznej inteligencji oraz zarządzania nimi na platformie AWS”.


    — Dean Wampler, autor książki Programming Scala (wydawnictwo O’Reilly)


    „Inżynieria danych na platformie AWS to ekscytująca i onieśmielająca książka z powodu dużej ilości dostępnych usług i metod. Jest to wyczekiwany poradnik na temat wykorzystania uczenia maszynowego w środowisku produkcyjnym na platformie AWS, przydatny niezależnie od tego, czy uczenie maszynowe ma się odbywać w narzędziu AWS Lambda, czy w Amazon SageMaker”.


    — Noah Gift, wykładowca na uniwersytecie Duke i założyciel firmy Pragmatic AI Labs


    „Inżynieria danych na platformie AWS przedstawia szczegółowe omówienie nowoczesnego zestawu narzędzi do danologii z platformy AWS. Praktycy z dziedziny uczenia maszynowego zapoznają się z usługami, otwartymi bibliotekami i infrastrukturą, z jakich mogą korzystać na wszystkich etapach procesu uczenia maszynowego. Zobaczą też, jak połączyć wszystkie te elementy w modelu MLOps. Ta książka to doskonałe źródło wiedzy i obowiązkowa lektura dla każdego, kto chce podnieść swoje umiejętności z zakresu uczenia maszynowego na platformie AWS”.


    — Kesha Williams, A Cloud Guru


    „Platforma AWS wciąż szybko się rozrasta, dlatego praktycy z dziedziny danologii muszą wiedzieć, jak pracować w chmurze. Ta książka wyjaśnia praktykom najważniejsze zagadnienia dotyczące danologii w chmurze, w tym platformę SageMaker, zautomatyzowane uczenie maszynowe, instalowanie modelu i zalecane praktyki stosowania zabezpieczeń w chmurze z modelu MLOps. Jest to lektura obowiązkowa dla osób, które chcą nadążyć za rozwojem uczenia maszynowego na platformie AWS”.


    — Josh Patterson, autor książki Kubeflow Operations Guide (O’Reilly)


    „AWS to niezwykle rozbudowane narzędzie, prawdziwy wizjoner i lider wśród chmur obliczeniowych. Różnorodność dostępnych usług jest zdumiewająca, dlatego ta książka jest tak ważna. Antje i Chris opracowali kompletny poradnik budowania potoków uczenia maszynowego i sztucznej inteligencji na platformie AWS zgodnie z zalecanymi praktykami. Dowiedz się, jak zachować spokój i uruchomić rozwiązanie w środowisku produkcyjnym”.


    — Andy Petrella, CEO i założyciel firmy Kensu


    „Ta książka to lektura obowiązkowa dla każdego, kto chce się dowiedzieć, jak realizować projekty z danologii w środowisku produkcyjnym na platformie AWS. Omówiona jest tu cała droga od analiz po środowisko produkcyjne, a także narzędzia i usługi z platformy AWS, których można używać na poszczególnych etapach prac”.


    — Rustem Feyzkhanov, inżynier uczenia maszynowego w firmie Instrumental, ekspert z tytułem Amazon Web Services ML Hero


    „Chris i Antje zdołali zmieścić w tej znakomitej książce całą wiedzę na temat sztucznej inteligencji z platformy AWS. Jeśli planujesz budować sztuczną inteligencję z wykorzystaniem tej platformy, dowiesz się tu wszystkiego, czego potrzebujesz, i jeszcze więcej. Dobra robota”.


    — Francesco Mosconi, autor książki i założyciel serwisu Zero to Deep Learning


    „Chris i Antje wprawnie kierują praktyków z dziedziny uczenia maszynowego przez złożony i czasem przytłaczający świat zarządzanych usług chmurowych na platformie AWS. Ponieważ ta książka jest wyczerpującym przeglądem usług i ich interakcji w ramach kompletnych procesów z dziedziny danologii (od pobierania danych po aplikacje generujące prognozy), szybko znajdziesz dla niej miejsce na swoim biurku, gdzie będzie niezbędnym źródłem szybko dostępnej wiedzy”.


    — Benjamin Bengfort z firmy Rotational Labs


    „Ta książka omawia różne narzędzia platformy AWS z dziedziny danologii, a także wyjaśnia, jak wybrać właściwe z nich i jak sprawić, by ze sobą współdziałały”.


    — Holden Karau, autorka książek Learning Spark i Kubeflow for Machine Learning (wydawnictwo O’Reilly)


    „Książka jest łatwa w lekturze i powiązana z przetestowanym oraz dobrze zarządzanym kodem bazowym. Gorąco polecam ją każdemu, kto interesuje się danologią, inżynierią danych i inżynierią uczenia maszynowego na dużą skalę”.


    — Shreenidhi Bharadwaj, starszy doradca ds. Private Equity/Venture Capital (dział fuzji i przejęć) w firmie West Monroe Partners

  


  
    Przedmowa


    Dzięki tej użytecznej książce praktycy z dziedziny sztucznej inteligencji i uczenia maszynowego dowiedzą się, jak tworzyć i wdrażać projekty z obszaru danologii na platformie AWS (ang. Amazon Web Services). Zestaw narzędzi Amazona związanych ze sztuczną inteligencją (SI) i uczeniem maszynowym (UM) łączy danologię, inżynierię danych i tworzenie aplikacji oraz pomaga lepiej wykorzystać swoje umiejętności. Poradnik ten pokazuje, jak tworzyć i uruchamiać procesy w chmurze, a następnie integrować wyniki z aplikacjami w czasie mierzonym w minutach, a nie w dniach. W tej książce jej autorzy, Chris Fregly i Antje Barth, wyjaśniają, jak zmniejszyć koszty i zwiększyć wydajność.


    
      	Zastosuj zestaw narzędzi Amazona związanych ze sztuczną inteligencją i uczeniem maszynowym w praktycznych scenariuszach przetwarzania języka naturalnego, rozpoznawania obrazów, wykrywania oszustw, stosowania urządzeń konwersacyjnych itd.


      	Używaj zautomatyzowanego uczenia maszynowego (AutoML) do określonego podzbioru zadań za pomocą narzędzia Amazon SageMaker Autopilot.


      	Przyjrzyj się kompletnemu cyklowi rozwoju modelu do przetwarzania języka naturalnego za pomocą modelu BERT z uwzględnieniem pobierania i analizy danych.


      	Połącz wszystko w powtarzalnym potoku MLOps (ang. ML operations).


      	Poznaj uczenie maszynowe w czasie rzeczywistym, wykrywanie anomalii i analizy strumieni danych w czasie rzeczywistym za pomocą narzędzi Amazon Kinesis i Amazon Managed Streaming for Apache Kafka (Amazon MSK).


      	Poznaj zalecane praktyki zabezpieczania projektów i procesów z obszaru danologii, w tym usługę AWS Identity and Access Management (IAM), uwierzytelnianie i autoryzację na etapach pobierania i analizy danych, a także uczenia i instalowania modelu.

    


    Przegląd rozdziałów


    Rozdział 1. zawiera omówienie szerokiego i specjalistycznego zestawu narzędzi Amazona do SI i UM, a także niezwykle rozbudowanego i zróżnicowanego zestawu usług, otwartych bibliotek i infrastruktury do użytku w projektach z dziedziny danologii o dowolnym poziomie złożoności i wielkości.


    W rozdziale 2. opisujemy, jak stosować zestaw narzędzi Amazona do SI i UM w praktycznych zadaniach związanych z generowaniem rekomendacji, rozpoznawaniem obrazów, wykrywaniem oszustw, rozumieniem języka naturalnego, urządzeniami konwersacyjnymi, wyszukiwaniem kognitywnym, obsługą klienta, przemysłową konserwacją predykcyjną, automatyzacją domu, internetem rzeczy, służbą zdrowia i obliczeniami kwantowymi.


    W rozdziale 3. pokazujemy, jak używać AutoML do wykonywania niektórych z tych zadań w narzędziu SageMaker Autopilot.


    Rozdziały od 4. do 9. obejmują szczegółowe omówienie kompletnego cyklu rozwoju modelu przetwarzania języka naturalnego z użyciem modelu BERT. Opisujemy tu pobieranie i analizę danych, wybór i inżynierię cech, uczenie i dostrajanie modelu oraz instalowanie modelu za pomocą narzędzi Amazon SageMaker, Amazon Athena, Amazon Redshift, Amazon EMR, TensorFlow, PyTorch i bezserwerowej platformy Apache Spark.


    Rozdział 10. łączy wszystkie elementy w powtarzalne procesy MLOps oparte na narzędziach SageMaker Pipelines, Kubeflow Pipelines, Apache Airflow, MLflow i TFX.


    W rozdziale 11. przedstawiamy UM w czasie rzeczywistym, wykrywanie anomalii i analizę strumieni danych w czasie rzeczywistym za pomocą narzędzi Amazon Kinesis i Apache Kafka.


    Rozdział 12. zawiera rozbudowany zestaw zalecanych praktyk dotyczących zabezpieczania projektów i procesów z obszaru danologii. Opisujemy tu usługę IAM, uwierzytelnianie, autoryzację, izolację sieci, szyfrowanie danych w spoczynku, postkwantowe szyfrowanie sieci dla danych w tranzycie, nadzór i audytowalność.


    W tej książce przedstawiamy wskazówki pomagające zmniejszyć koszty i zwiększyć wydajność w projektach z dziedziny danologii na platformie AWS.


    Dla kogo przeznaczona jest ta książka?


    Ta książka jest przeznaczona dla każdego, kto używa danych do podejmowania kluczowych decyzji biznesowych. Zawarte tu wskazówki pomogą analitykom danych, danologom, inżynierom danych, inżynierom UM, akademikom, programistom aplikacji i inżynierom DevOps lepiej zrozumieć nowoczesny zestaw narzędzi do danologii i nauczyć się wydajniej korzystać z chmury.


    Zestaw narzędzi Amazona do SI i UM pozwala ujednolicić danologię, inżynierię danych i programowanie aplikacji oraz pomaga użytkownikom wykorzystać swoje umiejętności w obszarach wykraczających poza ich aktualne stanowiska. Pokazujemy, jak budować i uruchamiać procesy w chmurze, a następnie integrować wyniki z aplikacjami w czasie mierzonym w minutach, a nie w dniach.


    Aby optymalnie wykorzystać informacje z tej książki, czytelnicy powinni posiadać następującą wiedzę:


    
      	podstawową wiedzę na temat przetwarzania w chmurze,


      	umiejętność programowania w języku Python, R, Java/Scala lub SQL na podstawowym poziomie,


      	podstawową znajomość narzędzi do danologii takich jak notatniki Jupytera oraz pakiety pandas, NumPy i scikit-learn.

    


    Inne materiały


    W trakcie pisania tej książki inspirowaliśmy się wieloma świetnymi autorami i źródłami:


    
      	Hands-on Machine Learning with Scikit-Learn, Keras, and TensorFlow Auréliena Gérona (wydawnictwo O’Reilly) to doskonały praktyczny poradnik po budowaniu inteligentnych systemów UM za pomocą znanych narzędzi takich jak Python, scikit-learn i TensorFlow.


      	Deep Learning for Coders with fastai and PyTorch Jeremy’ego Howarda i Sylvaina Guggera (wydawnictwo O’Reilly) to znakomite źródło informacji o budowaniu aplikacji do uczenia głębokiego za pomocą pakietu PyTorch „bez konieczności posiadania doktoratu”.


      	Building Machine Learning Pipelines Hannesa Hapke i Catherine Nelson (wydawnictwo O’Reilly) to fantastyczna i przystępna książka na temat budowania procesów AutoML za pomocą narzędzi TensorFlow i TFX.


      	Programming Quantum Computers Erica R. Johnstona, Nika Harrigana i Mercedes Gimeno-Segovii (wydawnictwo O’Reilly) to świetne wprowadzenie do komputerów kwantowych ze zrozumiałymi przykładami ilustrującymi przewagę takich maszyn nad tradycyjnymi.


      	High Performance Python Michy Gorelicka i Iana Ozsvalda (wydawnictwo O’Reilly) to publikacja dla zaawansowanych, w której znajdziesz wiele cennych sztuczek dotyczących profilowania i optymalizowania kodu w Pythonie na potrzeby wydajnego przetwarzania danych, inżynierii cech i uczenia modeli.


      	Data Science on AWS (https://datascienceonaws.com) to poświęcona tej książce witryna, w której znajdziesz informacje o zaawansowanych warsztatach, comiesięcznych webinarach, spotkaniach, filmach i pokazach slajdów związanych z treścią tej pozycji.

    


    Konwencje stosowane w tej książce


    W książce używane są następujące konwencje typograficzne:


    Kursywa


    Oznacza nowe pojęcia, adresy URL, adresy e-mail, nazwy plików i rozszerzenia plików.


    Czcionka o stałej szerokości


    Używana w listingach, a ponadto w tekście do oznaczania elementów programów, na przykład nazw zmiennych i funkcji, baz danych, typów danych, zmiennych środowiskowych, instrukcji i słów kluczowych.


    Pogrubiona czcionka o stałej szerokości


    Oznacza polecenia i inny tekst, który powinien zostać przepisany przez użytkownika bez zmian.
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            Ta ikona oznacza wskazówkę lub sugestię.
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            Ta ikona reprezentuje ogólną uwagę.

          
        

      
    


    Korzystanie z przykładowego kodu


    Materiały pomocnicze (przykładowy kod, ćwiczenia itd.) są dostępne do pobrania na stronie https://github.com/data-science-on-aws i w witrynie wydawnictwa Helion. Niektóre fragmenty kodu w książce zostały skrócone, aby zwrócić uwagę na określone zagadnienia. W repozytorium znajdują się też dodatkowe notatniki, które nie zostały omówione w książce, ale mogą być przydatne dla czytelników. Notatniki te są uporządkowane zgodnie z rozdziałami książki i powinny być łatwe do zrozumienia.


    Ta książka ma Ci pomóc w wykonywaniu zadań. Możesz wykorzystać w swoich programach i w dokumentacji przykładowy kod prezentowany w tej publikacji. Nie musisz kontaktować się z wydawnictwem, aby uzyskać pozwolenie, chyba że chcesz skopiować duże fragmenty kodu. Na przykład, napisanie programu z wykorzystaniem kilku fragmentów kodu z tej książki nie wymaga zgody. Jednak sprzedaż i dystrybucja przykładów z książek wydawnictwa O’Reilly wymaga pozwolenia. Udzielanie odpowiedzi poprzez zacytowanie książki i przytoczenie fragmentu kodu nie wymaga zgody. Z kolei użycie dużych bloków przykładowego kodu w dokumentacji produktu wymaga pozwolenia.


    Choć nie wymagamy podawania źródła kodu, doceniamy to. Źródło zwykle obejmuje tytuł, autora, wydawnictwo i numer ISBN. Oto przykład: „Inżynieria danych na platformie AWS. Jak tworzyć kompletne potoki uczenia maszynowego; Chris Fregly, Antje Barth; ISBN: 978-83-283-9128-4”.


    Podziękowania


    Dziękujemy naszemu redaktorowi prowadzącemu z wydawnictwa O’Reilly, Gary’emu O’Brienowi, który pomógł nam w procesie pisania książki i, co ważniejsze, doprowadzał nas do śmiechu za każdym razem, gdy z nim rozmawialiśmy. Dzięki, Gary, że pozwoliłeś nam umieścić kod źródłowy i niskopoziomowe specyfikacje sprzętu w rozdziale 1.! Dziękujemy też Jessice Haberman, starszej redaktor nabywającej, która udzielała nam istotnych wskazówek na różne tematy: od początkowej propozycji książki po końcową liczbę stron. Po siedmiu latach naszego przesyłania propozycji książek pomogłaś nam podnieść poprzeczkę do poziomu, na którym nasza oferta została zaakceptowana! Specjalne podziękowania należą się Mike’owi Loukidesowi i Nicole Taché z wydawnictwa O’Reilly za przemyślane rady na wczesnych etapach powstawania tej książki, dotyczące między innymi zarysu rozdziałów, wprowadzeń i podsumowań.


    Dziękujemy też recenzentom książki, którzy niestrudzenie wielokrotnie sprawdzali każdą stronę tej publikacji. Wymieniamy ich tu w porządku alfabetycznym według imion: Ali Arsanjani, Andy Petrella, Brent Rabowsky, Dean Wampler, Francesco Mosconi, Hannah Marlowe, Hannes Hapke, Josh Patterson, Josh Wills, Liam Morrison, Noah Gift, Ramine Tinati, Robert Monarch, Roy Ben-Alta, Rustem Feyzkhanov, Sean Owen, Shelbee Eigenbrode, Sireesha Muppala, Stefan Natu, Ted Dunning i Tim O’Brien. Wasza głęboka wiedza techniczna i szczegółowe informacje zwrotne były bezcenne nie tylko w kontekście tej książki, ale też ze względu na to, jak będziemy prezentować materiały techniczne w przyszłości. Pomogliście nam przekształcić dobrą książkę w świetną, a współpraca z Wami wszystkimi nad tym projektem była dla nas prawdziwą przyjemnością.


    Chris


    Tę książkę dedykuję mojemu zmarłemu ojcu, Thomasowi Fregly’emu. Tato, kiedy miałem osiem lat, przyniosłeś do domu mój pierwszy komputer Apple’a i na zawsze zmieniłeś tym moje życie. Gdy miałem dziesięć lat, pomogłeś mi opanować Twoją uniwersytecką książkę do analizy matematycznej i utrwaliłeś moje zainteresowanie matematyką. Nauczyłeś mnie zachłannego czytania, zwięzłego pisania, efektywnego wysławiania się, szybkiego pisania na komputerze i zadawania pytań. Gdy przypominam sobie Ciebie, jak naprawiałeś silnik łodzi, która osiadła na mieliźnie na jeziorze Michigan, zawsze czuję inspirację do dogłębnych analiz i zrozumienia sprzętu, na którym działa moje oprogramowanie. Gdy odwiedzałem Cię w Twoim biurze w Chicago Sun-Times, nauczyłem się, że każdy ma ciekawą historię do opowiedzenia: zarówno portier, jak i CEO i pracownicy techniczni. Witałeś się ze wszystkimi w ten sam sposób, pytałeś o ich dzieci, słuchałeś ich opowieści i doprowadzałeś do śmiechu swoimi zabawnymi historyjkami. Gdy trzymałem Cię za rękę, kiedy jako dziecko spacerowałem z Tobą po Twoim kampusie uniwersyteckim, nauczyłem się, że można zejść z chodnika i znaleźć własną ścieżkę przez trawę. Mówiłeś: „Nie przejmuj się, Chris. W końcu położą chodnik na tej ścieżce, ponieważ jest to najkrótsza droga z budynku inżynierii do stołówki”. Miałeś rację, Tato. Wiele lat później szliśmy tym nowym chodnikiem po tym, jak kupiliśmy w stołówce Twój ulubiony napój, dietetyczną Pepsi. Nauczyłeś mniej wytyczać własną ścieżkę przez życie i nie zawsze podążać za tłumem. Choć nie dożyłeś Windowsa 95, to tak naprawdę niewiele przez to straciłeś. I rzeczywiście, Mac OS ostatecznie został oparty na Linuksie. Co do tego też miałeś rację.


    Dziękuję też mojej współautorce, Antje Barth, za częstą pracę po nocach i w weekendy, co pozwoliło nam przeżyć fantastyczną przygodę, jaką było pisanie tej książki. Choć różnica czasu między San Francisco a Düsseldorfem wynosi 8 – 9 godzin, zawsze byłaś gotowa na wirtualne burze mózgów, wprowadzanie na ostatnią chwilę poprawek w kodzie źródłowym i dyskusje na temat przecinka oksfordzkiego. Dzięki tej współpracy staliśmy się jeszcze lepszymi przyjaciółmi. Bez Ciebie nie napisałbym tak treściwej i jakościowej książki. Nie mogę się doczekać wspólnej pracy nad wieloma przyszłymi projektami!


    Antje


    Dziękuję Tedowi Dunningowi i Ellen Friedman za to, że byli świetnymi mentorami i zawsze zachęcali mnie do podejmowania nowych wyzwań. Ted, zawsze mówiłeś mi coś mądrego, co pomagało mi spojrzeć na świat z innej perspektywy — czy to w trakcie przygotowań do konkursów, czy to gdy doradzałeś nam, jak pomóc czytelnikom nauczyć się jak najwięcej z tej książki. Ellen, wciąż pamiętam, jak doradzałaś mi przy pisaniu przekonujących propozycji wystąpień na konferencjach, gdy zaczęłam wysyłać zgłoszenia na wydarzenia O’Reilly Strata and AI. Do dziś wkładam dużo wysiłku w wymyślanie chwytliwych tytułów. Niestety, wydawnictwo O’Reilly odrzuciło moją propozycję tytułu tej książki: Alexa, wytrenuj mój model.


    Oboje dawaliście mi przykład, gdy mówiliście: „Pomagaj dziewczynom marzyć o tym, co mogą osiągnąć”. Z tego właśnie powodu zdecydowałam się zadedykować tę książkę wszystkim kobietom i dziewczynom, które marzą o karierze informatyka lub już realizują się w tym zawodzie. Dopóki w siebie wierzysz, nic nie powstrzyma Cię przed spełnianiem swoich marzeń w tej dziedzinie.


    Także wiele innych osób wspierało mnie i zachęcało na mojej drodze zawodowej. Dziękuję Wam wszystkim.


    Dziękuję również Chrisowi za to, że był tak zabawnym i wnikliwym współautorem. Od początku stale dbał o zachowanie najwyższych standardów, nakłaniał do zgłębiania tematu, a także zachęcał do ciekawości i zadawania wielu pytań. Pomogłeś mi uprościć kod, jasno wyrażać myśli i w końcu zaakceptować ten kontrowersyjny przecinek oksfordzki!

  


  
    Rozdział 1.

    Wprowadzenie do danologii na platformie AWS


    W tym rozdziale omawiamy zalety realizowania projektów z dziedziny danologii w chmurze. Zaczynamy od korzyści związanych z przetwarzaniem w chmurze. Dalej opisujemy typowy proces uczenia maszynowego, a także standardowe trudności występujące w trakcie przenoszenia modeli i aplikacji z etapu tworzenia prototypów do środowiska produkcyjnego. Wspominamy o ogólnych zaletach realizowania projektów z dziedziny danologii na platformie AWS i przedstawiamy usługi AWS przydatne na poszczególnych etapach procesu rozwoju modelu. Prezentujemy też zalecane praktyki architektoniczne z obszarów doskonałości operacyjnej, zabezpieczeń, niezawodności, wydajności i optymalizacji kosztów.


    Zalety przetwarzania w chmurze


    Przetwarzanie w chmurze umożliwia dostarczanie zasobów informatycznych na żądanie przez internet w modelu „pay as you go” (czyli „płać za to, czego używasz”). Dlatego zamiast kupować, posiadać i konserwować własne centra danych i serwery, można pozyskiwać rozwiązania technologiczne takie jak moc obliczeniową, przestrzeń dyskową, bazy danych i inne usługi wtedy, gdy są one potrzebne. Podobnie jak elektrownia natychmiast przesyła elektryczność, gdy włączysz światło w mieszkaniu, chmura zapewnia zasoby informatyczne na żądanie, gdy klikniesz przycisk lub wywołasz API.


    „Nie istnieje algorytm kompresji doświadczenia” — to znany cytat Andy’ego Jassy’ego, CEO firmy Amazon Web Services. Ten cytat podkreśla długie, trwające od 2006 roku doświadczenie firmy w budowaniu niezawodnych, bezpiecznych i wydajnych usług.


    Firma AWS stale rozwija oferowany zestaw usług, aby zapewnić obsługę praktycznie każdego procesu, jaki może być realizowany w chmurze. Dostępnych jest wiele usług i funkcji z obszarów sztucznej inteligencji (SI) i uczenia maszynowego (UM). Wiele z nich opiera się na pionierskich pracach Amazona z ostatnich 20 lat, poświęconych systemom rekomendacji, rozpoznawania obrazów, przekształcania mowy na tekst i sieci neuronowych. Artykuł „Amazon.com Recommendations: Item-to-Item Collaborative Filtering” (https://oreil.ly/UlCDV) z 2003 roku otrzymał niedawno nagrodę organizacji Institute of Electrical and Electronics Engineers (IEEE) jako tekst, który przetrwał próbę czasu. Przyjrzyj się teraz zaletom przetwarzania w chmurze w kontekście realizowania projektów z dziedziny danologii na platformie AWS.


    Zwinność


    Przetwarzanie w chmurze umożliwia pozyskiwanie zasobów, gdy są potrzebne. Pozwala to na szybkie i częste eksperymenty. Możliwe, że chcesz przetestować nową bibliotekę, aby sprawdzić jakość zbioru danych. Albo przyspieszyć uczenie modelu, wykorzystując procesory graficzne najnowszej generacji. W kilka minut można uruchomić dziesiątki, setki, a nawet tysiące serwerów, aby wykonać te zadania. Jeśli eksperyment zakończy się niepowodzeniem, zawsze można zwolnić te zasoby bez ponoszenia jakiegokolwiek ryzyka.


    Mniejsze koszty


    Przetwarzanie w chmurze umożliwia zastąpienie wydatków kapitałowych zmiennymi kosztami. Płacisz tylko za to, czego używasz, i nie musisz inwestować w sprzęt, który za kilka miesięcy może okazać się przestarzały. Jeśli pozyskasz zasoby obliczeniowe do sprawdzania jakości danych, przekształcania danych lub uczenia modelu, zapłacisz tylko za czas, przez jaki te zasoby są używane. Dodatkowe oszczędności można uzyskać, wykorzystując do uczenia modelu instancje spot z usługi Amazon EC2. Instancje spot umożliwiają pozyskanie niewykorzystywanych zasobów usługi EC2 z chmury AWS, co może przekładać się na koszty niższe nawet o 90% w porównaniu z instancjami pozyskiwanymi na żądanie. Rezerwowanie instancji i plany oszczędnościowe umożliwiają zaoszczędzenie pieniędzy dzięki płatnościom z góry za określony czas.


    Elastyczność


    Przetwarzanie w chmurze umożliwia automatyczne skalowanie ilości zasobów w górę lub w dół, aby dopasować je do potrzeb aplikacji. Załóżmy, że aplikacja z dziedziny danologii została zainstalowana w środowisku produkcyjnym, a model generuje predykcje w czasie rzeczywistym. Można automatycznie pozyskać więcej zasobów dla modelu, gdy liczba żądań rośnie, i automatycznie zwalniać zasoby, gdy ta liczba spada. Nie ma potrzeby rezerwowania nadmiarowych zasobów na potrzeby obsługi szczytowego obciążenia.


    Szybsze wprowadzanie innowacji


    Przetwarzanie w chmurze umożliwia szybsze wprowadzanie innowacji, ponieważ można się skupić na rozwoju aplikacji wyróżniających firmę, a nie na żmudnym zarządzaniu infrastrukturą, która wszędzie wygląda podobnie. Chmura pomaga przeprowadzać eksperymenty z nowymi algorytmami, platformami i sprzętem w czasie liczonym w sekundach, a nie miesiącach.


    Globalna instalacja w przeciągu kilku minut


    Chmura umożliwia globalne instalowanie aplikacji z dziedziny danologii w czasie mierzonym w minutach. W epoce globalnej ekonomii ważne jest, aby znajdować się blisko klientów. Na platformie AWS występuje koncepcja „regionów”, które są fizycznymi lokalizacjami na świecie, gdzie AWS prowadzi centra danych. Każda grupa logicznych centrów danych jest nazywana strefą dostępności (ang. Availability Zone — AZ). Każdy region w AWS obejmuje kilka izolowanych i fizycznie odrębnych stref dostępności z określonego obszaru geograficznego. Liczba regionów i stref dostępności w AWS stale rośnie (https://oreil.ly/qegDk).


    Można wykorzystać globalny charakter regionów i stref dostępności w AWS, aby zainstalować aplikacje z dziedziny danologii blisko klientów, zwiększać wydajność rozwiązań dzięki niezwykle krótkiemu czasowi odpowiedzi i zapewniać zgodność z regulacjami z zakresu prywatności danych obowiązującymi w poszczególnych regionach.


    Płynne przejście od prototypu do środowiska produkcyjnego


    Jedną z zalet rozwoju projektów z dziedziny danologii w chmurze jest możliwość płynnego przechodzenia od prototypów do środowiska produkcyjnego. Możesz w przeciągu minut przejść od uruchamiania kodu prototypu modelu na laptopie do sprawdzania jakości danych lub uczenia rozproszonego modelu na podstawie petabajtów danych. Po wykonaniu zadania można zainstalować wyuczony model, aby generował predykcje w czasie rzeczywistym lub wsadowo dla milionów użytkowników z całego świata.


    Tworzenie prototypów często odbywa się w środowiskach programistycznych na jednej maszynie z użyciem notatników Jupytera lub pakietów NumPy i pandas. To podejście dobrze się sprawdza dla niewielkich zbiorów danych. Gdy model ma działać dla dużych zbiorów danych, szybko zaczyna potrzebować więcej mocy obliczeniowej procesora i pamięci RAM, niż jest dostępne na jednym komputerze. Ponadto możesz chcieć zastosować procesory graficzne lub większą liczbę maszyn, aby przyspieszyć uczenie modelu. Gdy używana jest jedyna maszyna, jest to zwykle niemożliwe.


    Następny problem pojawia się, gdy trzeba zainstalować model (lub aplikację) w środowisku produkcyjnym. Należy się upewnić, że aplikacja poradzi sobie z tysiącami lub milionami równoległych użytkowników w skali globalnej.


    Instalacja w środowisku produkcyjnym często wymaga ścisłej współpracy między różnymi zespołami, w tym działami danologii, inżynierii danych, rozwoju aplikacji i DevOps. Po udanym zainstalowaniu aplikacji trzeba ją stale monitorować oraz reagować na problemy związane z wydajnością modelu i jakością danych, które mogą wystąpić w środowisku produkcyjnym.


    Realizowanie projektów z dziedziny danologii w chmurze umożliwia płynne przechodzenie od prototypów do środowiska produkcyjnego bez konieczności tworzenia własnej infrastruktury fizycznej. Zarządzane usługi w chmurze zapewniają narzędzia do automatyzowania procesów oraz instalowania modeli w skalowalnym i wysoce wydajnym środowisku produkcyjnym.


    Potoki i procesy w danologii


    Potoki i procesy w danologii obejmują wiele złożonych, multidyscyplinarnych i iteracyjnych etapów. Za przykład niech posłuży typowy proces rozwoju modelu uczenia maszynowego. Należy zacząć od przygotowania danych, a następnie przejść do uczenia i dostrajania modelu. Ostatecznie model (lub aplikacja) jest instalowany w środowisku produkcyjnym. Każdy z tych kroków składa się z kilku podzadań, co ilustruje rysunek 1.1.


    [image: ]


    Rysunek 1.1. Typowy proces uczenia maszynowego obejmuje wiele złożonych, multidyscyplinarnych i iteracyjnych kroków


    Jeśli używasz platformy AWS, surowe dane prawdopodobnie już są zapisane w usłudze Amazon S3 (ang. Amazon Simple Storage Service) w formacie CSV, Apache Parquet lub podobnym. Dlatego można szybko zacząć uczenie modeli, używając usług SI Amazona lub zautomatyzowanego uczenia maszynowego, i ustalić bazową skuteczność modelu. Wystarczy bezpośrednio wskazać zbiór danych i kliknąć jeden przycisk uruchamiający uczenie. Szczegółowe omówienie usług SI i zautomatyzowanego uczenia maszynowego znajdziesz w rozdziałach 2. i 3.


    Aby zastosować bardziej specyficzne model uczenia maszynowego (które są głównym tematem tej książki), można rozpocząć od ręcznego pobrania danych i ich eksploracji, w tym analizy danych, kontroli jakości danych, obliczenia statystyk zbiorczych, ustalenia brakujących wartości, obliczenia kwantyli, analizy skośności danych, analizy korelacji itd. Pobieranie i eksplorację danych szczegółowo opisujemy w rozdziałach 4. i 5.


    Następnie należy ustalić potrzebny rodzaj uczenia maszynowego: regresję, klasyfikację, klastrowanie itd. Po zidentyfikowaniu rodzaju problemu można wybrać najlepiej dostosowany do niego algorytm. W zależności od użytego algorytmu należy podzielić zbiór danych na podzbiory treningowy, walidacyjny i testowy. Surowe dane trzeba zwykle przekształcić na wektory, aby umożliwić optymalizacje liczbowe i uczenie modelu. Możesz na przykład zdecydować się przekształcić kolumny z danymi kategorialnymi na wektory z kodowaniem 1 z n lub kolumny z danymi tekstowymi na wektory za pomocą techniki word embedding. Po przekształceniu podzbioru surowych danych na cechy należy je podzielić na podzbiory treningowy, walidacyjny i testowy, aby przygotować się do uczenia, dostrajania i testowania modelu. Wybór cech i przekształcenia danych omawiamy szczegółowo w rozdziałach 5. i 6.


    Na etapie uczenia modelu należy wybrać algorytm i wyuczyć model na podstawie treningowego zbioru cech, aby się upewnić, że kod modelu i algorytm pozwalają rozwiązać dany problem. Szczegółowy opis uczenia modelu znajdziesz w rozdziale 7.


    Na etapie dostrajania modelu dostrajamy hiperparametry algorytmu i oceniamy skuteczność modelu na podstawie walidacyjnego zbioru danych. Powtarzamy kroki dodawania danych lub modyfikowania hiperparametrów do czasu, gdy model uzyska oczekiwane wyniki dla testowego zbioru cech. Zanim model zostanie zastosowany w środowisku produkcyjnym, wyniki powinny być adekwatne dla celów biznesowych. Dostrajanie hiperparametrów jest szczegółowo przedstawione w rozdziale 8.


    Ostatni etap (przejście od prototypów do środowiska produkcyjnego) stanowi często największe wyzwanie dla danologów i praktyków z dziedziny uczenia maszynowego. Instalowanie modelu opisujemy szczegółowo w rozdziale 9.


    W rozdziale 10. łączymy wszystkie elementy w zautomatyzowany potok. W rozdziale 11. pokazujemy, jak przeprowadzić analizę danych i uczenie maszynowe na strumieniach danych. Rozdział 12. zawiera podsumowanie dobrych praktyk zabezpieczania projektów z dziedziny danologii w chmurze.


    Po przygotowaniu poszczególnych kroków procesu uczenia maszynowego można rozpocząć ich automatyzowanie w ramach jednego, powtarzalnego potoku uczenia maszynowego. Gdy nowe dane trafiają do usługi S3, potok jest ponownie uruchamiany z aktualnymi danymi, a najnowszy model jest przesyłany do środowiska produkcyjnego, gdzie obsługuje aplikację. Na platformie AWS dostępnych jest kilka narzędzi i usług do zarządzania procesem, które pomagają tworzyć zautomatyzowane potoki uczenia maszynowego.


    Usługa Amazon SageMaker Pipelines


    Usługa Amazon SageMaker Pipelines to standardowy, bogaty w funkcje i najbardziej kompletny sposób na implementowanie potoków SI i uczenia maszynowego w narzędziu Amazon SageMaker. Tę usługę można zintegrować z narzędziami SageMaker Feature Store, SageMaker Data Wrangler, SageMaker Processing Jobs, SageMaker Training Jobs, SageMaker Hyper-Parameter Tuning Jobs, SageMaker Model Registry, SageMaker Batch Transform i SageMaker Model Endpoints, które omawiamy w książce. W rozdziale 10. szczegółowo opisujemy zarządzaną usługę SageMaker Pipelines, a także wyjaśniamy, jak tworzyć potoki za pomocą narzędzi AWS Step Functions, Kubeflow Pipelines, Apache Airflow, MLflow, TFX i procesów z udziałem człowieka.


    Pakiet SDK AWS Step Functions Data Science


    Step Functions to zarządzana usługa na platformie AWS, która świetnie nadaje się do tworzenia złożonych procesów bez konieczności budowania i konserwacji własnej infrastruktury. Można posłużyć się pakietem SDK Step Functions Data Science i budować potoki uczenia maszynowego na podstawie środowisk Pythona (na przykład notatników Jupytera). Dokładne omówienie zarządzanej usługi Step Functions w kontekście uczenia maszynowego przedstawiamy w rozdziale 10.


    System Kubeflow Pipelines


    Kubeflow to oparty na Kubernetesie stosunkowo nowy ekosystem, który obejmuje podsystem koordynacji Kubeflow Pipelines. Za pomocą Kubeflow można ponownie uruchamiać potoki po awariach, tworzyć harmonogramy wykonywania potoków, analizować wskaźniki uczenia i śledzić historię potoku. Szczegółowe omówienie zarządzania klastrem Kubeflow w usłudze Amazon Elastic Kubernetes Service (Amazon EKS) znajdziesz w rozdziale 10.


    Usługa Managed Workflows for Apache Airflow na platformie AWS


    Apache Airflow to bardzo dojrzałe i popularne narzędzie zbudowane przede wszystkim do koordynowania pracy potoków w inżynierii danych i procesach ETL (ang. extract, transform, load). Możesz go używać do tworzenia procesów w formie acyklicznych grafów skierowanych z zadaniami. Scheduler z narzędzia Airflow wykonuje zadania w grupie jednostek roboczych zgodnie z podanymi zależnościami. W interfejsie użytkownika narzędzia Airflow można wizualizować potoki działające w środowisku produkcyjnym, monitorować postępy prac i rozwiązywać ewentualne problemy. Usługę Amazon Managed Workflows for Apache Airflow (Amazon MWAA) szczegółowo omawiamy w rozdziale 10.


    MLflow


    MLflow to otwarty projekt, który początkowo dotyczył monitorowania eksperymentów, ale obecnie udostępnia także potoki (nazywane MLflow Workflows). Dzięki MLflow można śledzić eksperymenty za pomocą procesów z narzędzi Kubeflow i Apache Airflow. MLflow wymaga jednak zbudowania i konserwacji własnych klastrów w usługach Amazon EC2 lub EKS. Szczegółowe omówienie projektu MLflow znajdziesz w rozdziale 10.


    TensorFlow Extended


    TensorFlow Extended (TFX) to kolekcja otwartych bibliotek Pythona używanych w koordynatorze potoków (na przykład w AWS Step Functions, Kubeflow Pipelines, Apache Airflow lub MLflow). Biblioteki TFX są powiązane z biblioteką TensorFlow i wymagają innego otwartego projektu, Apache Beam, jeśli mają działać w skali większej niż jeden węzeł obliczeniowy. Biblioteki TFX omawiamy szczegółowo w rozdziale 10.


    Procesy HITL


    Choć usługi SI i uczenia maszynowego ułatwiają nam życie, ludzie zdecydowanie nie są zbędni. Model HITL (ang. human-in-the-loop) stał się ważnym elementem wielu procesach SI i UM. Ludzie odpowiadają za ważną kontrolę jakości we wrażliwych i podlegających regulacjom modelach w środowisku produkcyjnym.


    Amazon Augmented AI (Amazon A2I) to w pełni zarządzana usługa do tworzenia procesów HITL obejmujących przejrzysty interfejs użytkownika, opartą na rolach kontrolę dostępu z użyciem usługi AWS Identity and Access Management (IAM) i skalowalny magazyn danych w usłudze S3. Usługa Amazon A2I jest zintegrowana z wieloma usługami Amazona, w tym Amazon Rekognition (moderowanie treści) i Amazon Textract (pobieranie danych z formularzy). Usługę Amazon A2I można też stosować razem z narzędziem Amazon SageMaker i dowolnymi niestandardowymi modelami UM. Szczegółowe omówienie procesów HITL znajdziesz w rozdziale 10.


    Zalecane praktyki z obszaru MLOps


    Dziedzina działań operacyjnych w obszarze uczenia maszynowego (ang. machine learning operations — MLOps) powstała w ostatniej dekadzie i związane są z nią wyjątkowe wyzwania zarządzania systemami typu „oprogramowanie plus dane” charakterystycznymi dla AI i UM. W MLOps tworzone są kompleksowe architektury do zautomatyzowanego uczenia modelu, przechowywania modelu i monitorowania potoków. Stosując od początku kompletną strategię MLOps, można rozwinąć wiedzę, ograniczyć ilość ludzkich błędów, zmniejszyć ryzyko niepowodzenia projektu i pozyskać czas na skupienie się na trudnych problemach z obszaru danologii.


    W MLOps można wyróżnić trzy poziomy dojrzałości:


    MLOps v1.0


    Ręczne budowanie, uczenie, dostrajanie i instalowanie modeli.


    MLOps v2.0


    Ręczne budowanie i koordynowanie potoków modeli.


    MLOps v3.0


    Automatyczne uruchamianie potoków na podstawie deterministycznych wyzwalaczy (na przykład za pomocą podejścia GitOps), gdy pojawiają się nowe dane lub zmiany w kodzie, lub na podstawie statystycznych wyzwalaczy (dotyczących na przykład przesunięcia danych, tendencyjności lub wytłumaczalności), gdy wydajność modeli spada.


    AWS i Amazon SageMaker Pipelines obsługują kompletną strategię MLOps, w tym automatyczne ponowne uczenie potoku na podstawie deterministycznych wyzwalaczy GitOps, a także wyzwalaczy statystycznych dotyczących na przykład przesunięcia danych, tendencyjności modelu lub wytłumaczalności. Przesunięcie, tendencyjność i wytłumaczalność opisujemy w rozdziałach 5., 6., 7. i 9. W rozdziale 10. pokazujemy, jak zaimplementować ciągłe i zautomatyzowane potoki z użyciem różnych mechanizmów koordynowania i automatyzowania, w tym SageMaker Pipelines, AWS Step Functions, Apache Airflow, Kubeflow oraz z wykorzystaniem procesów HITL. Na razie przedstawiamy wybrane zalecane praktyki dotyczące doskonałości operacyjnej, zabezpieczeń, niezawodności, wydajności i optymalizacji kosztów w MLOps.


    Doskonałość operacyjna


    Oto kilka zalecanych praktyk uczenia maszynowego, które pomogą w realizowaniu skutecznych projektów z dziedziny danologii w chmurze:


    Testy jakości danych


    Ponieważ wszystkie projekty UM zaczynają się od danych, należy się upewnić, że zbiory danych są wysokiej jakości, a także wprowadzić powtarzalne testy jakości danych. Niska jakość danych często skutkuje niepowodzeniem projektu. Dlatego warto już na wczesnych etapach potoku uchronić się przed problemami.


    Zaczynaj od prostych technik i korzystaj z istniejących rozwiązań


    Zaczynaj od najprostszego możliwego rozwiązania, ponieważ nie ma potrzeby wyważać otwartych drzwi, jeśli nie jest to konieczne. Możliwe, że istnieje już usługa SI, która wykona odpowiednie zadanie. Wykorzystaj usługi zarządzane takie jak Amazon SageMaker, które obejmują wiele wbudowanych algorytmów i wstępnie wyuczonych modeli.


    Definiuj wskaźniki wydajności modelu


    Powiąż wskaźniki wydajności modelu z celami biznesowymi i stale monitoruj te wskaźniki. Należy opracować strategię wykrywania nieskuteczności modelu i ponownie uczyć modele, gdy ich wydajność spada.


    Śledź i wersjonuj wszystkie elementy


    Śledź rozwój modelu za pomocą eksperymentów i sprawdzania historii. Należy też wersjonować zbiory danych, kod do przekształcania cech, hiperparametry i wyuczone modele.


    Dobierz odpowiedni sprzęt do uczenia i stosowania modelu


    W wielu sytuacjach na etapie uczenia modelu potrzebna jest inna infrastruktura niż na etapie generowania predykcji. Dobierz zasoby odpowiednie do każdej z tych faz.


    Stale monitoruj zainstalowane modele


    Wykrywaj dryf danych i dryf modelu oraz podejmuj odpowiednie działania po ich zauważeniu (na przykład ponowne uczenie modelu).


    Automatyzuj procesy uczenia maszynowego


    Buduj spójne, zautomatyzowane potoki, aby ograniczyć błędy ludzkie i uzyskać dodatkowy czas na skupienie się na trudnych problemach. Potoki mogą obejmować etapy zatwierdzania komponentów przez człowieka, na przykład akceptowanie modeli przed ich zastosowaniem w środowisku produkcyjnym.


    Zabezpieczenia


    Za bezpieczeństwo i zgodność z regulacjami odpowiadają zarówno platforma AWS, jak i jej klient. Platforma zapewnia bezpieczeństwo samej chmury, natomiast jej klient odpowiada za bezpieczeństwo w chmurze.


    Najważniejsze aspekty zabezpieczeń projektów z obszaru danologii w chmurze dotyczą zarządzania dostępem, izolacji obliczeń i sieci, szyfrowania, nadzoru i audytowalności.


    Potrzebne są rozbudowane możliwości kontroli dostępu do danych i ich zabezpieczania. Należy ograniczyć dostęp do zadań przypisujących etykiety danym, skryptów przetwarzających dane, modeli, punktów końcowych używanych do wnioskowania i zadań wsadowego generowania predykcji.


    Należy też wprowadzić strategię nadzoru nad danymi, która zagwarantuje integralność, bezpieczeństwo i dostępność zbiorów danych. Zaimplementuj i stosuj śledzenie historii danych, aby monitorować i śledzić przekształcenia danych treningowych. Upewnij się, że dane są szyfrowane w spoczynku i w tranzycie. Jeśli to konieczne, należy też zagwarantować zgodność z regulacjami.


    Zalecane praktyku budowania bezpiecznych aplikacji z obszaru danologii i UM na platformie AWS omawiamy szczegółowo w rozdziale 12.


    Niezawodność


    Niezawodność polega na zdolności systemu do przywracania stanu po awariach infrastruktury lub usług, dynamicznego pozyskiwania zasobów obliczeniowych dostosowanych do obciążenia i radzenia sobie z zakłóceniami takimi jak błędy w konfiguracji lub przejściowe problemy z siecią.


    Należy zautomatyzować śledzenie zmian i wersjonowanie danych treningowych. Dzięki temu można precyzyjnie odtworzyć wersję modelu po awarii. Powinno się raz utworzyć artefakty modelu, a następnie używać ich do instalowania go na różnych kontach i środowiskach platformy AWS.


    Wydajność


    Wydajność związana jest z wydajnym wykorzystaniem zasobów obliczeniowych do realizacji wymogów i utrzymywaniem tego poziomu wraz ze zmianami wymagań i technologii.


    Należy dobrać zasoby obliczeniowe odpowiednie do obciążenia związanego z uczeniem maszynowym. Można na przykład wykorzystać instancje oparte na procesorach graficznych, aby wydajniej trenować modele uczenia głębokiego dzięki większym kolejkom, większej liczbie jednostek arytmetyczno-logicznych i większej liczbie rejestrów.


    Ustal stawiane modelowi wymogi z zakresu opóźnień i przepustowości sieci i w razie potrzeby instaluj modele bliżej klientów. Zdarzają się sytuacje, w których modele są instalowane „na obrzeżu”, aby zwiększyć wydajność rozwiązania lub zapewnić zgodność z regulacjami dotyczącymi prywatności danych. Instalowanie „na obrzeżu” polega na uruchamianiu modelu w docelowym urządzeniu w celu lokalnego generowania predykcji. Warto też stale monitorować kluczowe wskaźniki wydajności modelu, aby szybko wykrywać odstępstwa od normy.


    Optymalizacja kosztów


    Można zoptymalizować koszty, wykorzystując różne sposoby płatności za instancje w usłudze Amazon EC2. Na przykład plany oszczędnościowe pozwalają na znaczne oszczędności w porównaniu z cenami za instancje pozyskiwane na żądanie, przy czym wymaga to zarezerwowania ustalonej ilości mocy obliczeniowej na określony czas. Plany oszczędnościowe są świetnym wyborem przy znanym i stałym obciążeniu, na przykład przy stabilnym obciążeniu związanym z wnioskowaniem.


    Instancje pozyskiwane na żądanie wymagają płatności za moc obliczeniową w ujęciu godzinowym lub sekundowym w zależności od uruchamianych instancji. Takie instancje sprawdzają się najlepiej dla nowych procesów lub przy skokach obciążeniach występujących na przykład przy wykonywaniu krótkoterminowych zadań związanych z uczeniem modelu.


    Z kolei instancje spot w usłudze Amazon EC2 umożliwiają zakup wolnych mocy obliczeniowych z rabatem do 90% w porównaniu do kosztu instancji pozyskiwanych na żądanie. Instancje spot są odpowiednie dla elastycznego i odpornego na przerwy obciążenia, na przykład dla zadań związanych z uczeniem modelu, które nie są zależne od czasu. Na rysunku 1.2 pokazana jest kombinacja planu oszczędnościowego, instancji pozyskiwanych na żądanie i instancji spot.
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    Rysunek 1.2. Optymalizowanie kosztów dzięki połączeniu planu oszczędnościowego, instancji na żądanie i instancji spot


    W wielu usługach zarządzanych dostępny jest model „płać tylko za to, czego używasz”. Na przykład w narzędziu Amazon SageMaker płacisz tylko za czas uczenia modelu lub automatycznego dostrajania go. Zacznij tworzenie modeli od mniejszego zbioru danych, aby móc niskim kosztem szybko sprawdzać kolejne wersje. Gdy uzyskasz skuteczny model, możesz przeskalować rozwiązanie i przeprowadzić uczenie na pełnym zbiorze danych. Innym ważnym aspektem jest dobór instancji używanych do uczenia modelu i późniejszego hostingu modelu.


    W trakcie uczenia modelu często przydatna jest akceleracja, jaką zapewniają procesory graficzne. Jednak wnioskowanie za pomocą modelu może nie wymagać podobnej akceleracji, a obciążenie związane z uczeniem maszynowym wynika najczęściej właśnie z generowania predykcji. Uczenie modelu może zająć kilka godzin lub dni, natomiast zainstalowany model zwykle działa 24 godziny na dobę, 7 dni w tygodniu na tysiącach serwerów obsługujących miliony klientów. Należy zdecydować, czy w danej sytuacji konieczne są punkty końcowe działające w czasie rzeczywistym w systemie 24/7, czy wystarczające będą obliczenia wsadowe na instancjach spot tylko wieczorami.


    Usługi SI Amazona i zautomatyzowane uczenie maszynowe w narzędziu Amazon SageMaker


    Projekty z obszaru danologii obejmują wiele złożonych, multidyscyplinarnych i iteracyjnie powtarzanych kroków. Potrzebne jest środowisko do uczenia maszynowego, które umożliwia tworzenie prototypów modelu, a także zapewnia płynne przejście do przygotowywania modelu do pracy w środowisku produkcyjnym. Możliwe, że chcesz eksperymentować z różnymi platformami i algorytmami uczenia maszynowego oraz pisać niestandardowy kod do uczenia modelu i generowania predykcji.


    W innych sytuacjach możesz planować sięgnięcie po gotowy, wstępnie wyuczony model, aby rozwiązać proste zadanie. Możesz też chcieć wykorzystać techniki zautomatyzowanego uczenia maszynowego, aby uzyskać pierwszy poziom bazowy dla projektu. AWS udostępnia rozbudowany zestaw usług i funkcji dla każdego scenariusza. Na rysunku 1.3 pokazany jest cały zestaw narzędzi do SI i UM Amazona, w tym usługi SI i Amazon SageMaker Autopilot do zautomatyzowanego uczenia maszynowego.
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    Rysunek 1.3. Zestaw narzędzi Amazona do SI i UM


    Usługi SI Amazona


    W wielu standardowych zastosowaniach takich jak spersonalizowane rekomendacje produktu, moderowanie treści lub prognozowanie obciążenia można wykorzystać zarządzane usługi SI Amazona, które da się precyzyjnie dostroić na podstawie własnych zbiorów danych. Istnieje możliwość zintegrowania tego rodzaju „jednokliknięciowych” usług SI z własnymi aplikacjami za pomocą prostych wywołań API i nie wymaga to dużego (a czasem nawet żadnego) doświadczenia z zakresu uczenia maszynowego.


    W pełni zarządzane usługi SI Amazona są najszybszym i najłatwiejszym sposobem na dodanie inteligencji do aplikacji za pomocą prostych wywołań API. Usługi SI zapewniają wstępnie wyuczone lub automatycznie uczone modele UM do analizy obrazu i wideo, zaawansowanych analiz tekstu i dokumentów, generowania spersonalizowanych rekomendacji lub prognozowania obciążenia.


    Do usług SI należą: Amazon Comprehend (przetwarzanie języka naturalnego), Amazon Rekognition (rozpoznawanie obrazów), Amazon Personalize (generowanie rekomendacji produktów), Amazon Forecast (prognozowanie obciążenia) i Amazon CodeGuru (zautomatyzowana ocena kodu źródłowego).


    Zautomatyzowane uczenie maszynowe z użyciem usługi SageMaker Autopilot


    W innym scenariuszu pożądana może być automatyzacja powtarzających się etapów analizy danych, przygotowywania danych i uczenia modelu w prostych oraz dobrze znanych problemach z obszaru uczenia maszynowego. Dzięki temu można poświęcić czas na bardziej skomplikowane zadania. AWS udostępnia zautomatyzowane uczenie maszynowe w ramach usługi Amazon SageMaker.
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            Automatyczne UM jest możliwe nie tylko w narzędziu SageMaker. Wiele usług SI Amazona obsługuje automatyczne UM, pomagając znaleźć najlepszy model i hiperparametry dla określonego zbioru danych.

          
        

      
    


    „Automatyczne UM” zwykle oznacza automatyzowanie typowych etapów opisanego wcześniej procesu rozwoju modelu. Amazon SageMaker Autopilot to w pełni zarządzana usługa, która stosuje techniki automatycznego UM do zbiorów danych.


    SageMaker Autopilot najpierw analizuje dane z tabeli, identyfikuje rodzaj problemu z obszaru uczenia maszynowego (na przykład regresja lub klasyfikacja) i wybiera algorytmy (na przykład XGBoost) używane do jego rozwiązania. Generuje też potrzebny kod do przekształcania danych, aby wstępnie przetworzyć dane na potrzeby uczenia modelu. Następnie Autopilot tworzy wiele zróżnicowanych kandydackich potoków dla modelu uczenia maszynowego, opartych na rozmaitych przekształceniach danych i algorytmach. Narzędzie przekształca dane na etapie inżynierii cech, a następnie uczy i dostraja każdy z kandydackich modeli. W efekcie powstaje ranking kandydackich modeli oparty na zdefiniowanym obiektywnym wskaźniku, na przykład na trafności z etapu walidacji.


    SageMaker Autopilot jest przykładem transparentnego automatycznego UM. Nie tylko udostępnia kod do przekształcania kodu, ale też generuje dodatkowe notatniki Jupytera dokumentujące wyniki etapu analizy danych i kandydackie potoki dla modeli, co pozwala odtworzyć uczenie modelu.


    Narzędzie SageMaker Autopilot można zastosować w wielu scenariuszach. Pozwala ono tworzyć modele większej grupie osób z organizacji, na przykład programistom oprogramowania o ograniczonym doświadczeniu z obszaru uczenia maszynowego. Można też zautomatyzować tworzenie modelu dla prostych do rozwiązania problemów z dziedziny uczenia maszynowego i skupić się na nowych, skomplikowanych zadaniach. Ponadto można zautomatyzować pierwsze etapy analizy i przygotowywania danych, a następnie wykorzystać uzyskane wyniki jako punkt wyjścia do zastosowania doświadczenia i wiedzy z dziedziny do dostrojenia modeli oraz, jeśli to potrzebne, wprowadzenia w nim dodatkowych poprawek. Wskaźniki uzyskane przez modele wygenerowane przez narzędzie Autopilot zapewniają też dobry punkt odniesienia do oceny jakości modelu dla określonego zbioru danych. Szczegółowe omówienie narzędzia SageMaker Autopilot znajdziesz w rozdziale 3.


    Pobieranie, eksploracja i przygotowywanie danych na platformie AWS


    Pobieranie, eksplorację i przygotowywanie danych omawiamy w rozdziałach 4., 5. i 6. Tutaj chcieliśmy opisać ten fragment rozwoju modelu, aby pokazać, które usługi i otwarte narzędzia z platformy AWS można wykorzystać na poszczególnych etapach.


    Pobieranie danych i jeziora danych w usługach Amazon S3 i AWS Lake Formation


    Wszystko zaczyna się od danych. Jednym z trendów widocznych w ostatnich dziesięcioleciach jest stały szybki wzrost ilości danych. Ich ilość rośnie wykładniczo, a ponadto stają się one coraz bardziej zróżnicowane. Obecnie sukces firmy często jest ściśle powiązany z jej zdolnością do szybkiego wydobywania wartości z danych. Potrzeba coraz więcej ludzi, zespołów i aplikacji, aby pobrać dane i je przeanalizować. To dlatego wiele firm wprowadza wysoce skalowane, wysoce dostępne, bezpieczne i elastyczne magazyny danych nazywane jeziorami danych.


    Jezioro danych to scentralizowane i bezpieczne repozytorium, które umożliwia przechowywanie, wykrywanie i udostępnianie danych w dowolnej skali oraz zarządzanie nimi. Za pomocą jeziora danych można wydajnie przeprowadzać wszelkie analizy i stosować wiele usług z platformy AWS bez konieczności przekształcania lub przenoszenia danych.


    Jeziora danych mogą zawierać ustrukturyzowane dane relacyjne, a także dane częściowo ustrukturyzowane i dane nieustrukturyzowane. Można nawet pobierać dane w czasie rzeczywistym. Jeziora danych zapewniają zespołom zajmującym się danologią i uczeniem maszynowym dostęp do dużych i różnorodnych zbiorów danych, które pozwalają uczyć i instalować bardziej precyzyjne modele.


    Usługa Amazon S3 to obiektowy magazyn danych przeznaczony do zapisywania i pobierania dowolnej ilości danych w dowolnym formacie z różnych lokalizacji. Można w niej uporządkować dane i zapewnić precyzyjną kontrolę dostępu do nich zgodną z wymogami biznesowymi oraz regulacyjnymi. Bezpieczeństwo omawiamy szczegółowo w rozdziale 12. Usługa Amazon S3 jest tak zaprojektowana, aby zapewniała 99,999999999% (11 dziewiątek) trwałości danych, a także wysoką spójność odczytu po zapisie. Jest ona popularnym wyborem do tworzenia jezior danych na platformie AWS.


    W celu utworzenia jezior danych można posłużyć się usługą AWS Lake Formation. Usługa ta pomaga zbierać i katalogować dane z baz i obiektowych magazynów danych. Lake Formation nie tylko przenosi dane, ale też oczyszcza je, klasyfikuje i zabezpiecza dostęp do danych wrażliwych za pomocą algorytmów uczenia maszynowego.


    Do automatycznego wykrywania i profilowania nowych danych można zastosować narzędzie AWS Glue. Jest to skalowalna i bezserwerowa usługa katalogowania oraz przygotowywania danych. Usługa obejmuje system ETL, katalog danych zgodny z projektem Apache Hive oraz usługę przekształcania i analizowania danych. Można zbudować crawlery danych do okresowego wykrywania i katalogowania nowych danych. AWS Glue DataBrew to usługa z łatwym w użyciu interfejsem użytkownika, która upraszcza pobieranie, analizowanie, wizualizowanie i przekształcanie danych.


    Analizowanie danych za pomocą narzędzi Amazon Athena, Amazon Redshift i Amazon QuickSight


    Przed rozpoczęciem tworzenia modelu uczenia maszynowego trzeba zrozumieć dane. Na etapie analizy należy zbadać dane, obliczyć statystyki, sprawdzić brakujące wartości, obliczyć kwantyle i wykryć korelacje między danymi.


    Czasem celem jest tylko szybkie przeanalizowanie dostępnych danych w środowisku programistycznym i utworzenie prototypu z kodem pierwszego modelu lub wypróbowanie nowego algorytmu. Takie prace to „doraźne” eksploracje i tworzenie prototypów, obejmujące zapytania o fragmenty danych w celu zrozumienia schematu i jakości danych w rozwiązywanym problemie z obszaru uczenia maszynowego. Następnie należy opracować kod modelu i sprawdzić, czy działa poprawnie. Tego rodzaju doraźne eksploracje i tworzenie prototypów można przeprowadzić w środowiskach programistycznych takich jak SageMaker Studio, AWS Glue DataBrew i SageMaker Data Wrangler.


    Amazon SageMaker udostępnia hostowane zarządzane środowisko Jupyter i zintegrowane środowisko programistyczne SageMaker Studio. Można rozpocząć analizowanie danych bezpośrednio w notatniku, wykorzystując narzędzia takie jak pandas (https://pandas.pydata.org; jest to popularna otwarta biblioteka Pythona do analizy i przetwarzania danych). Warto zauważyć, że biblioteka pandas używa przechowywanych w pamięci struktur (ramek danych) do zapisywania danych i wykonywania na nich operacji. Ponieważ wiele środowisk programistycznych ma ograniczoną ilość pamięci, trzeba zwracać uwagę na ilość danych zapisywanych w takich ramkach.


    Do wizualizowania danych w notatniku można zastosować popularne otwarte biblioteki takie jak Matplotlib (https://matplotlib.org) i Seaborn (https://seaborn.pydata.org). Matplotlib umożliwia generowanie statycznych, animowanych i interaktywnych wizualizacji w Pythonie. Seaborn jest oparta na bibliotece Matplotlib i dodatkowo zapewnia grafiki statystyczne oraz łatwiejszy w użyciu model programowania. Obie te biblioteki dobrze współdziałają ze strukturami danych z biblioteki pandas.


    Otwarta biblioteka AWS Data Wrangler (https://oreil.ly/Q7gNs) rozszerza możliwości biblioteki pandas w środowisku AWS. AWS Data Wrangler łączy ramki danych z biblioteki pandas z usługami platformy AWS takimi jak Amazon S3, AWS Glue, Amazon Athena i Amazon Redshift.


    AWS Data Wrangler udostępnia zoptymalizowane funkcje Pythona do wykonywania standardowych operacji ETL na potrzeby wczytywania i przesyłania danych między jeziorami, hurtowniami i bazami.


    Po zainstalowaniu biblioteki AWS Data Wrangler za pomocą instrukcji pip install awswrangler i zaimportowaniu jej można wczytać zbiór danych bezpośrednio z usługi S3 do ramki danych biblioteki pandas:

    import awswrangler as wr



    # Pobieranie danych bezpośrednio z usługi Amazon S3.

    df = wr.s3.read_parquet("s3://<KOMORA>/<ZBIÓR_DANYCH>/"))


    AWS Data Wrangler stosuje też dodatkowe optymalizacje pamięci, na przykład odczyt danych w porcjach. Jest to pomocne przede wszystkim przy zapytaniach dotyczących dużych zbiorów danych. Przy włączonym przetwarzaniu w porcjach AWS Data Wrangler wczytuje i zwraca każdy plik z danymi z podanej ścieżki w odrębnej ramce danych biblioteki pandas. Można też określić wielkość porcji, aby zwracać w ramce danych odpowiadającą jej liczbę wierszy. Pełną listę możliwości znajdziesz w dokumentacji (https://oreil.ly/4sGjc). Szczegółowe omówienie biblioteki AWS Data Wrangler znajdziesz w rozdziale 5.


    Aby uruchomić w notatniku interaktywne zapytania SQL-owe dotyczące danych z usługi S3, można używać usług zarządzanych takich jak Amazon Athena. Amazon Athena to zarządzany, bezserwerowy, dynamicznie skalowalny i rozproszony system przetwarzania zapytań SQL-owych, zaprojektowany do szybkiego wykonywania równoległych zapytań dotyczących niezwykle dużych zbiorów danych. Athena jest oparta na Presto (jest to popularny otwarty system przetwarzania zapytań) i nie wymaga konserwacji. W Athenie płatności są naliczane wyłącznie za wykonane zapytania. Dane można pobierać w surowej postaci bezpośrednio z jeziora danych z S3 bez dodatkowych przekształceń.


    Amazon Athena korzysta z usługi AWS Glue Data Catalog do przechowywania i pobierania metadanych schematu potrzebnych w zapytaniach SQL-owych. Gdy definiujesz bazę i tabele w Athenie, należy wskazać lokalizację danych w usłudze S3. Athena zapisuje wtedy odwzorowanie między tabelą i usługą S3 w usłudze AWS Glue Data Catalog. Można używać PyAthena, popularnej otwartej biblioteki, do wywoływania zapytań w Athenie z poziomu notatników i skryptów Pythona. Dokładne omówienie Atheny, usługi AWS Glue Data Catalog i biblioteki PyAthena znajdziesz w rozdziałach 4. i 5.


    Amazon Redshift to w pełni zarządzana usługa hurtowni danych w chmurze, która umożliwia wykonywanie złożonych zapytań analitycznych dotyczących petabajtów ustrukturyzowanych danych. Takie zapytania są wykonywane równolegle w wielu rozproszonych węzłach. W porównaniu z relacyjnymi bazami danych, zoptymalizowanymi pod kątem przechowywania danych w wierszach i używanymi przede wszystkim w aplikacjach transakcyjnych, Amazon Redshift stosuje kolumnowy układ danych, zoptymalizowany z myślą o aplikacjach analitycznych, gdzie najważniejsze są statystyki zbiorcze dotyczące kolumn.


    Amazon Redshift obejmuje usługę Amazon Redshift Spectrum, która pozwala bezpośrednio z poziomu hurtowni Amazon Redshift wykonywać zapytania SQL-owe dotyczące eksabajtów nieustrukturyzowanych danych z jeziora danych z usługi S3, bez konieczności fizycznego przenoszenia danych. Amazon Redshift Spectrum automatycznie skaluje ilość zasobów obliczeniowych na podstawie ilości pobieranych danych, dlatego zapytania kierowane do usługi Amazon S3 są wykonywane szybko, niezależnie od wielkości zbioru danych.


    Jeśli chcesz tworzyć wizualizacje danych w formie panelu kontrolnego, możesz zastosować usługę Amazon QuickSight. Jest to łatwa w użyciu bezserwerowa usługa do analityki biznesowej, pozwalająca szybko generować wartościowe wizualizacje. Przy jej użyciu można tworzyć interaktywne panele kontrolne i raporty oraz bezpiecznie udostępniać je współpracownikom za pomocą przeglądarki lub urządzeń mobilnych. QuickSight posiada rozbudowaną bibliotekę wizualizacji, wykresów i tabel.


    QuickSight udostępnia mechanizmy uczenia maszynowego i przetwarzania języka naturalnego pomagające wyciągać bardziej wartościowe wnioski na podstawie danych. Za pomocą usługi ML Insights można wykrywać ukryte trendy i wartości odstające w danych. Ta funkcja umożliwia też każdemu przeprowadzanie analiz warunkowych i generowanie prognoz bez żadnego doświadczenia w zakresie uczenia maszynowego. Ponadto można budować panele kontrolne z predykcjami, łącząc QuickSight z modelami uczenia maszynowego zbudowanymi w usłudze Amazon SageMaker.


    Ocena jakości danych za pomocą AWS Deequ i zadań SageMaker Processing


    Do budowania modeli wysokiej jakości potrzebne są wysokiej jakości dane. Przed utworzeniem treningowego zbioru danych należy się upewnić, że mają one określony poziom jakości. W procesie rozwoju oprogramowania programiści uruchamiają testy jednostkowe, aby się upewnić, że kod spełnia standardy projektowe i standardy jakości oraz działa zgodnie z oczekiwaniami. Podobnie można przeprowadzić testy jednostkowe zbioru danych, aby mieć pewność, że dane mają oczekiwaną jakość.


    AWS Deequ (https://oreil.ly/a6cVE) to zbudowana na podstawie platformy Apache Spark otwarta biblioteka, która umożliwia definiowanie testów jednostkowych danych i pomiar jakości dużych zbiorów danych. Za pomocą testów jednostkowych z biblioteki Deequ można na wczesnym etapie wykrywać anomalie i błędy, zanim jeszcze dane zostaną użyte do uczenia modelu. Biblioteka ta jest zaprojektowana do pracy z bardzo dużymi zbiorami danych, liczącymi nawet miliardy wierszy. Obsługuje dane w formacie tabelowym (na przykład pliki CSV), tabele baz danych, pliki dzienników lub płaskie pliki w formacie JSON. Wszystko, co można zapisać w ramce danych Sparka, można też sprawdzić za pomocą biblioteki Deequ.


    W jednym z dalszych przykładów stosujemy bibliotekę Deequ do zaimplementowania testów jakości danych z przykładowego zbioru. Używamy zadań SageMaker Processing z obsługą platformy Apache Spark, aby przeprowadzić testy jednostkowe z biblioteki Deequ na dużą skalę. W tej konfiguracji nie trzeba samodzielnie tworzyć klastrów platformy Apache Spark, ponieważ to SageMaker Processing automatycznie wykonuje wszystkie trudne zadania. Możesz potraktować to jak „bezserwerową” wersję platformy Apache Spark. Gdy już uzyskasz wysokiej jakości dane, możesz utworzyć treningowy zbiór danych.


    Tworzenie etykiet dla danych treningowych za pomocą usługi SageMaker Ground Truth


    W wielu projektach z obszaru danologii stosowane jest uczenie nadzorowane. W tym podejściu modele uczą się na podstawie przykładów. Najpierw trzeba je zebrać i ocenić, a następnie przypisać im odpowiednie etykiety. Jeśli etykiety są błędne, model uczy się na podstawie nieprawidłowych przykładów, co ostatecznie skutkuje niewłaściwymi predykcjami. Usługa SageMaker Ground Truth pomaga wydajnie i trafnie dodawać etykiety do danych przechowywanych w Amazon S3. Ta usługa łączy automatyczne dodawanie etykiet z etykietowaniem z udziałem człowieka.


    Usługa SageMaker Ground Truth udostępnia gotowe procesy i interfejsy do wykonywania typowych zadań związanych z dodawaniem etykiet. Należy zdefiniować zadanie i przypisać je albo do publicznego pracownika za pomocą serwisu Amazon Mechanical Turk, albo do prywatnego pracownika, na przykład współpracownika. Można też wykorzystać niezależnych dostawców usług dodawania etykiet z serwisu AWS Marketplace, gdzie oferty są wstępnie selekcjonowane przez Amazon.


    Usługa SageMaker Ground Truth stosuje techniki aktywnego uczenia w gotowych procesach. Tworzy model automatycznego dodawania etykiet w podzbiorze danych na podstawie etykiet przypisanych przez ludzi. Model stale uczy się na podstawie działań ludzi, dzięki czemu jego trafność poprawia się i mniej danych trzeba przekazywać do wykonania pracownikom. Jeśli ilość danych jest wystarczająca, model aktywnego uczenia w SageMaker Ground Truth z upływem czasu potrafi generować automatyczne adnotacje wysokiej jakości, które zmniejszają łączne koszty dodawania etykiet. Usługę SageMaker Ground Truth szczegółowo omawiamy w rozdziale 10.


    Przekształcanie danych za pomocą narzędzi AWS Glue DataBrew, SageMaker Data Wrangler i SageMaker Processing


    Pora przejść do przekształcania danych. Zakładamy, że dane znajdują się w jeziorze danych lub w komorze w usłudze S3 i że dobrze zrozumieliśmy zbiór danych na podstawie ich analizy. Następny krok polega na przygotowaniu danych do uczenia modelu.


    Przekształcenia danych mogą obejmować usuwanie lub łączenie danych w zbiorach danych. Czasem trzeba przekształcić dane tekstowe na wektory, które można zastosować w modelach języka naturalnego. W jeszcze innych sytuacjach konieczne jest przekształcenie danych na inny format, na przykład z reprezentacji liczbowej na tekstową lub w drugą stronę. Na platformie AWS dostępnych jest wiele usług, które pomagają wykonywać takie zadania.


    AWS Glue DataBrew to graficzne narzędzie do analizy i przygotowywania danych. Zawiera 250 wbudowanych przekształceń i umożliwia wykrywanie anomalii, przekształcanie danych między standardowymi formatami oraz poprawianie błędnych lub brakujących wartości. DataBrew potrafi profilować dane, obliczać statystyki zbiorcze i wyświetlać wizualizacje ilustrujące korelacje między kolumnami.


    Można też przeprowadzać niestandardowe przekształcenia na dużą skalę za pomocą usługi SageMaker Data Wrangler. Usługa ta udostępnia przekształcenia danych oparte na interfejsie użytkownika z użyciem małej ilości kodu. Dane można wczytywać z różnych źródeł takich jak Amazon S3, Athena, Amazon Redshift i AWS Lake Formation. SageMaker Data Wrangler udostępnia wbudowane przekształcenia danych podobne jak AWS DataBrew i umożliwia między innymi zmianę typów kolumn, kodowanie 1 z n i przetwarzanie pól tekstowych. SageMaker Data Wrangler obsługuje zdefiniowane przez użytkownika niestandardowe funkcje korzystające z platformy Apache Spark, a nawet generuje kod w postaci skryptów Pythona i zadań SageMaker Processing.


    Zadania SageMaker Processing umożliwiają uruchamianie niestandardowego kodu do przekształcania danych, walidacji danych i oceny modelu dla danych przechowywanych w S3. W trakcie konfigurowania zadania SageMaker Processing należy zdefiniować potrzebne zasoby, w tym rodzaje i liczbę instancji. SageMaker pobiera niestandardowy kod użytkownika, kopiuje dane z usługi Amazon S3, a następnie uruchamia kontener Dockera, aby wykonać potrzebne operacje.


    SageMaker udostępnia gotowe obrazy kontenerów do przetwarzania danych z użyciem platformy Apache Spark i biblioteki scikit-learn. Jeśli jest to konieczne, można też podać własny obraz kontenera. Narzędzie SageMaker uruchamia wtedy potrzebne zasoby klastra na czas wykonywania zadania i zwalnia je po zakończeniu pracy. Po wykonaniu zadania wyniki przetwarzania są zapisywane ponownie w komorze usługi Amazon S3.


    Uczenie i dostrajanie modelu za pomocą narzędzia Amazon SageMaker


    Teraz dokładniej omówimy etapy uczenia i dostrajania w procesie rozwoju modelu. Pokażemy, które usługi i otwarte narzędzia z platformy AWS można do tego zastosować.


    Uczenie modelu za pomocą usług SageMaker Training I SageMaker Experiments


    Usługa Amazon SageMaker Training udostępnia wiele funkcji przydatnych przy uczeniu modelu. Z kolei za pomocą usługi SageMaker Experiments można porządkować, śledzić i oceniać poszczególne przebiegi uczenia modelu. Usługa SageMaker Debugger zwiększa przejrzystość procesu uczenia modelu, ponieważ automatycznie rejestruje wskaźniki w trakcie uczenia w czasie rzeczywistym i udostępnia wizualny interfejs do analizowania danych diagnostycznych. Ponadto profiluje i monitoruje wykorzystanie zasobów systemu oraz identyfikuje wąskie gardła takie jak nadmiernie obciążone procesory CPU lub GPU.


    Korzystając z usługi SageMaker Training, wystarczy podać lokalizację danych w usłudze Amazon S3 oraz kontener z algorytmem uruchamiający kod do uczenia modelu, a także zdefiniować typ i liczbę potrzebnych instancji do uczenia maszynowego. Następnie SageMaker zainicjuje zasoby i rozpocznie uczenie modelu. Jeśli otrzyma takie instrukcje, uruchomi też rozproszony klaster obliczeniowy. Po zakończeniu uczenia modelu SageMaker zapisuje wyniki w S3 i zamyka instancje używane do uczenia maszynowego.


    SageMaker obsługuje też zarządzane uczenie w instancjach spot. W tym podejściu do uczenia modelu używane są instancje spot z usługi Amazon EC2. Dzięki instancjom spot można zmniejszyć koszty uczenia modelu nawet o 90% w porównaniu z korzystaniem z instancji na żądanie.


    Obok systemu SageMaker Autopilot można używać wielu innych wbudowanych algorytmów z usługi Amazon SageMaker lub spersonalizować uczenie modelu, przesyłając własny kod modelu (w trybie skryptu) lub kontener z algorytmem albo platformą.


    Wbudowane algorytmy


    SageMaker udostępnia wiele wbudowanych algorytmów, które pomagają praktykom z dziedziny uczenia maszynowego szybko rozpocząć uczenie i instalowanie modeli. Wbudowane algorytmy nie wymagają dodatkowego kodu. Wystarczy podać dane i ustawienia (hiperparametry) modelu oraz zdefiniować zasoby obliczeniowe. Większość wbudowanych algorytmów umożliwia uczenie rozproszone, co pozwala na przetwarzanie dużych zbiorów danych, które nie mieszczą się w jednej maszynie.


    Do uczenia nadzorowanego można wybrać algorytmy regresji lub klasyfikacji takie jak Linear Learner i XGBoost. Do systemów rekomendacji dobrze nadaje się algorytm Factorization Machines.


    Do uczenia nienadzorowanego, na przykład klastrowania, zmniejszania liczby wymiarów, rozpoznawania wzorców i wykrywania anomalii, dostępne są dodatkowe wbudowane algorytmy takie jak analiza głównych składowych (ang. Principal Component Analysis — PCA) i algorytm centroidów.


    Można również zastosować wbudowane algorytmy do zadań z obszaru analizy tekstu, na przykład do klasyfikacji tekstu i analizy wątków (ang. topic modeling). Do algorytmów z tej grupy należą BlazingText i Neural Topic Model.


    Na potrzeby przetwarzania obrazu dostępne są wbudowane algorytmy do klasyfikowania obrazów i wykrywania obiektów (między innymi algorytm Semantic Segmentation).


    Używanie własnego skryptu (tryb skryptu)


    Jeśli potrzebujesz więcej swobody lub gdy nie istnieje wbudowane rozwiązanie danego problemu, możesz przesłać własny kod do uczenia modelu. Takie podejście jest często nazywane „trybem skryptu”. W tym trybie można skupić się na skrypcie uczenia, a SageMaker zapewnia wysoce zoptymalizowane kontenery Dockera dla każdej ze znanych otwartych platform takich jak TensorFlow, PyTorch, Apache MXNet, XGBoost i scikit-learn. Można podać wszystkie zależności w pliku requirements, a SageMaker zadba o uruchomienie niestandardowego kodu uczenia modelu w jednym z wbudowanych kontenerów w zależności od wybranej platformy.


    Używanie własnego kontenera


    Gdy ani wbudowane algorytmy, ani tryb skryptu nie są odpowiednim rozwiązaniem, można przesłać własny niestandardowy obraz Dockera, w którym przeprowadzone zostanie uczenie modelu. Docker to oprogramowanie, które zapewnia obsługę budowania i wykonywania izolowanych środowisk nazywanych kontenerami Dockera.


    SageMaker używa obrazów i kontenerów Dockera, aby umożliwiać przetwarzanie danych, uczenie modeli i generowanie predykcji.


    Podejście użyj własnego kontenera można zastosować, jeśli potrzebny pakiet lub program nie jest dostępny na gotowej platformie. To podejście daje nieograniczone możliwości i najwięcej swobody, ponieważ możesz zbudować własny kontener Dockera i zainstalować w nim wszystkie potrzebne komponenty. Zwykle użytkownicy stosują tę technikę, jeśli mają specjalne wymogi z zakresu bezpieczeństwa lub chcą wstępnie zainstalować w kontenerze Dockera określone biblioteki i uniknąć zależności od zewnętrznych komponentów (takich jak PyPI, Maven lub Docker Registry).


    Gdy używasz własnego kontenera, aby zastosować własny obraz Dockera, najpierw musisz przesłać obraz Dockera do rejestru takiego jak DockerHub lub Amazon Elastic Container Registry (Amazon ECR). To podejście powinny stosować tylko osoby, które potrafią tworzyć, konserwować i udostępniać niestandardowe obrazy Dockera w ramach wydajnych procesów. Pozostali użytkownicy powinni korzystać z wbudowanych kontenerów z narzędzia SageMaker.


    
      
        
        
      

      
        
          	
            [image: Obraz zawierający tekst  Opis wygenerowany automatycznie]

          

          	
            Nie musisz „wypalać” kodu w obrazie Dockera na etapie jego budowania. Wystarczy wskazać w obrazie Dockera kod zapisany w usłudze Amazon S3 i wczytywać go dynamicznie w momencie uruchamiania kontenera. Pomaga to uniknąć niepotrzebnego budowania obrazu Dockera po każdej zmianie w kodzie.

          
        

      
    


    Gotowe rozwiązania i modele w usłudze SageMaker JumpStart


    Usługa SageMaker JumpStart zapewnia dostęp do gotowych rozwiązań i modeli uczenia maszynowego z platform AWS, TensorFlow Hub i PyTorch Hub. Te gotowe rozwiązania mają wiele standardowych zastosowań takich jak wykrywanie oszustw, konserwacja predykcyjna i prognozowanie obciążenia. Gotowe modele dotyczą między innymi przetwarzania języka naturalnego, wykrywania obiektów i klasyfikacji obrazów. Za pomocą kilku kliknięć można je dostroić na podstawie własnych zbiorów danych i zainstalować w środowisku produkcyjnym na koncie na platformie AWS. Szczegółowe omówienie usługi SageMaker JumpStart znajdziesz w rozdziale 7.


    Dostrajanie i walidacja modeli za pomocą dostrajania hiperparametrów w usłudze SageMaker


    Następnym ważnym krokiem w trakcie tworzenia modeli wysokiej jakości jest określanie odpowiedniej konfiguracji modelu lub jego hiperparametrów. W odróżnieniu od parametrów modelu, których uczy się algorytm, hiperparametry kontrolują, w jaki sposób algorytm się ich uczy.


    Usługa Amazon SageMaker udostępnia mechanizmy automatycznego dostrajania i walidacji modelu, które pozwalają znaleźć najskuteczniejsze hiperparametry dla używanego modelu i zbioru danych. Należy zdefiniować obiektywną miarę, na podstawie której narzędzie przeprowadzi optymalizację (taką miarą może być trafność na etapie walidacji), i przedział sprawdzanych wartości hiperparametrów. Następnie SageMaker uruchamia wiele zadań uczenia modelu, aby zbadać podane przedziały wartości hiperparametrów, i ocenia wyniki na podstawie obiektywnej miary.


    Stosuje się różne strategie eksploracji przedziałów wartości hiperparametrów. Najczęściej używane to: sprawdzanie wszystkich kombinacji (ang. grid search), przeszukiwanie losowe i optymalizacja bayesowska. Dostrajanie hiperparametrów w usłudze SageMaker omawiamy szczegółowo w rozdziale 8.


    Instalowanie modeli za pomocą usługi Amazon SageMaker i funkcji AWS Lambda


    Po zakończeniu uczenia, walidacji i optymalizacji modelu można go zainstalować i rozpocząć monitorowanie. W usłudze Amazon SageMaker stosuje się trzy podstawowe sposoby instalowania modeli: punkty końcowe usługi SageMaker do generowania predykcji w architekturze REST, funkcje AWS Lambda do bezserwerowego generowania predykcji i usługa SageMaker Batch Transform do wsadowego generowania predykcji.


    Punkty końcowe usługi SageMaker


    Jeśli chcesz zoptymalizować instalowanie modelu w taki sposób, by generować predykcje w czasie rzeczywistym z niskim opóźnieniem, możesz zainstalować model za pomocą usług hostingowych z usługi SageMaker. Usługi te uruchamiają punkt końcowy usługi SageMaker, który będzie hostem dla modelu i zapewni API w architekturze REST do zwracania predykcji. To API można wywoływać w aplikacjach, aby pobierać predykcje generowane przez model. Punkty końcowe z modelem w usłudze SageMaker obsługują automatyczne skalowanie, aby dostosowywać się do aktualnych wzorców obciążenia, i są instalowane w wielu strefach dostępności, by zapewnić wysoką dostępność.


    Usługa SageMaker Batch Transform


    Jeśli chcesz generować predykcje dla całego zbioru danych, możesz użyć usługi SageMaker Batch Transform. Jest ona zoptymalizowana pod kątem wysokiej przepustowości, gdy nie są potrzebne predykcje w czasie rzeczywistym z niskim opóźnieniem. SageMaker uruchamia określoną ilość zasobów, aby wsadowo generować predykcje na dużą skalę na podstawie danych z S3. Po zakończeniu zadania SageMaker zapisuje dane w S3 i zwalnia zasoby obliczeniowe.


    Bezserwerowe instalowanie modelu za pomocą usługi AWS Lambda


    Innym sposobem udostępniania predykcji modelu jest zastosowanie funkcji AWS Lambda i podejścia bezserwerowego. Po wyuczeniu modelu za pomocą usługi SageMaker należy użyć funkcji AWS Lambda, która pobierze model z S3 i będzie zwracać predykcje. Funkcje AWS Lambda mają ograniczenia pamięciowe i wydajnościowe, dlatego koniecznie sprawdź, jak to rozwiązanie działa na dużą skalę, zanim ostatecznie je zastosujesz.


    Analizy i uczenie maszynowe dla strumieni danych na platformie AWS


    Do tej pory zakładaliśmy, że wszystkie dane są dostępne w centralnej statycznej lokalizacji, na przykład w jeziorze danych w S3. Jednak w praktyce dane są nieustannie strumieniowane z wielu różnych źródeł z różnych miejsc świata. W wielu scenariuszach warto przeprowadzać w czasie rzeczywistym analizę i uczenie maszynowe strumieni danych przed ich zapisem w jeziorze danych. Aby uzyskać przewagę konkurencyjną, trzeba szybko wyciągać wnioski biznesowe oraz reagować na zmiany w trendach rynkowych i zachowaniach klientów.


    Technologie strumieniowania umożliwiają zbieranie, przetwarzanie i analizowanie strumieni danych w czasie rzeczywistym. AWS udostępnia szeroki zakres takich technologii, w tym Amazon Kinesis i Amazon Managed Streaming for Apache Kafka (Amazon MSK). Szczegółowe omówienie analizy i uczenia maszynowego na podstawie strumieni danych przedstawiamy w rozdziale 11.


    Strumieniowanie za pomocą usługi Amazon Kinesis


    Amazon Kinesis to usługa strumieniowania danych, która pomaga pobierać, przetwarzać i analizować dane w czasie rzeczywistym. Za pomocą usługi Kinesis Data Firehose można przygotowywać i wczytywać dane w czasie rzeczywistym do różnych lokalizacji, w tym do Amazon S3 i Amazon Redshift. Z kolei usługa Kinesis Data Analytics umożliwia przetwarzanie i analizowanie przychodzących danych, a usługa Amazon Kinesis Data Streams służy do zarządzania pobieraniem strumieni danych na potrzeby niestandardowych aplikacji.


    Amazon Managed Streaming for Apache Kafka


    Amazon MSK to usługa strumieniowania danych, która zarządza infrastrukturą i działaniem platformy Apache Kafka. Apache Kafka to popularna otwarta, wysoce wydajna, odporna na błędy i skalowalna platforma do tworzenia potoków i aplikacji ze strumieniowaniem danych w czasie rzeczywistym. Za pomocą usługi Amazon MSK można uruchamiać na platformie AWS aplikacje korzystające z Kafki bez konieczności samodzielnego zarządzania klastrami platformy Apache Kafka.


    Predykcje i wykrywanie anomalii na podstawie strumieni danych


    W rozdziale poświęconym strumieniowaniu danych skupiamy się na analizowaniu ciągłych strumieni opinii na temat produktów, które to opinie są pobierane z kanałów internetowych. Predykcje na podstawie strumieni danych będą generowane w celu wykrywania sentymentu klientów, co pozwala ustalić, którzy klienci mogą wymagać specjalnej uwagi.


    Następnie przeprowadzimy analizę ciągłych strumieni opinii, aby ustalić średni sentyment dla poszczególnych kategorii produktów. Ten sentyment będzie wizualizowany na panelu kontrolnym ze wskaźnikami przeznaczonym dla opiekunów linii biznesowych.


    Pozwoli to opiekunom linii biznesowych na szybkie wykrywanie trendów i podejmowanie działań. Można też obliczać wskaźnik anomalii dla przychodzących opinii, aby wykrywać anomalie w schematach lub wartościach danych. Gdy wskaźnik anomalii rośnie, można powiadomić o tym autorów aplikacji, aby zbadali źródło problemu.


    Ostatnia miara to przybliżona liczba pisanych opinii. Zespół ds. marketingu cyfrowego może wykorzystać liczbę opinii do pomiaru skuteczności kampanii w mediach społecznościowych.


    Infrastruktura platformy AWS i niestandardowy sprzęt


    Ważną zaletą przetwarzania w chmurze jest możliwość wypróbowania infrastruktury dostosowanej do określonego obciążenia roboczego. AWS udostępnia wiele możliwości w zakresie wysoce wydajnych obliczeń, sieci i infrastruktury składowania danych w projektach z dziedziny danologii (zobacz rysunek 1.4). Przyjrzyj się tym możliwościom; pojawiają się one także w dalszych rozdziałach książki.
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    Rysunek 1.4. Dostępna infrastruktura platformy AWS dla projektów z dziedziny danologii i uczenia maszynowego


    Rodzaje instancji obliczeniowych w usłudze SageMaker


    AWS udostępnia zróżnicowany zestaw rodzajów instancji dostosowanych do obciążenia. Poniżej przedstawiamy listę instancji najczęściej używanych do danologii:


    Instancje typu T


    Są to instancje ogólnego przeznaczenia dostosowane do wzrostów obciążenia. Używa się ich, gdy nie jest konieczny stały wysoki poziom mocy obliczeniowych procesorów, ale pomocne jest stosowanie szybkich procesorów, kiedy są one potrzebne.


    Instancje typu M


    Są to instancje ogólnego przeznaczenia zapewniające równowagę między zasobami obliczeniowymi, pamięcią i przepustowością sieci.


    Instancje typu C


    Są to instancje zoptymalizowane pod kątem mocy obliczeniowej, idealne do obciążenia zależnego od mocy obliczeniowej z wysokimi wymaganiami co do szybkości procesorów.


    Instancje typu R


    Są to instancje zoptymalizowane pod kątem pamięci, stosowane przy obciążeniu, dla którego korzystne jest przechowywanie dużych zbiorów w pamięci (na przykład z użyciem platformy Apache Spark).


    Instancje typu P, G, Inferentia i Trainium


    Są to wysoce wydajne instancje obliczeniowe z akceleracją sprzętową lub koprocesorami takimi jak procesory GPU lub niestandardowy sprzęt opracowany przez Amazon (na przykład AWS Inferentia do obciążenia związanego z wnioskowaniem i AWS Trainium do obciążenia związanego z uczeniem).


    Amazon Elastic Inference Accelerator


    Są to połączone w sieci koprocesory używane przez instancje innych rodzajów, gdy potrzebna jest dodatkowa moc obliczeniowa dla obciążenia specjalnego typu (na przykład przy wsadowych transformacjach i wnioskowaniu).


    Procesory GPU i niestandardowy sprzęt obliczeniowy Amazona


    Usługa Amazon S3 zapewnia przestrzeń dyskową w chmurze, natomiast usługa Amazon Elastic Compute Cloud (Amazon EC2) w podobny sposób zapewnia zasoby obliczeniowe. Dostępnych jest ponad 350 instancji dostosowanych do potrzeb biznesowych i obciążenia. AWS udostępnia też różne procesory firm Intel i AMD oraz oparte na architekturze ARM. Instancje P4, P3 i G4 z akceleracją sprzętową są popularnym wyborem do szybkiego uczenia modeli z wykorzystaniem procesorów GPU. Amazon oferuje również niestandardowy sprzęt zoptymalizowany z myślą o uczeniu modeli i wnioskowaniu.


    Instancje P4d obejmują osiem procesorów GPU NVIDIA A100 Tensor Core z siecią o szybkości 400 Gbps i obsługą urządzeń Elastic Fabric Adapter (EFA) z pamięcią NVIDIA GPUDirect RDMA (ang. remote direct memory access). Instancje P4d są instalowane w hiperskalowych klastrach Amazon EC2 UltraCluster, które zapewniają wydajność na poziomie superkomputerów nawet dla zwykłych programistów, badaczy i danologów zajmujących się UM. Każdy klaster EC2 UltraCluster z instancjami P4d umożliwia za pomocą usługi Amazon FSx for Lustre dostęp do ponad 4000 procesorów GPU NVIDIA A100, nieblokującej sieci działającej w skali petabitów, a także pamięci o wysokiej przepustowości i niskich opóźnieniach.


    Instancje P3 obejmują do ośmiu procesorów GPU NVIDIA V100 Tensor Core i mają przepustowość sieci na poziomie do 100 Gbps. Te instancje zapewniają wydajność do petaflopa operacji o mieszanej precyzji na jedną instancję. Instancje P3dn.24xlarge obsługują dodatkowo urządzenia EFA.


    Instancje G4 świetnie nadają się do ekonomicznego uczenia lub wnioskowania na niewielką skalę. Te instancje obejmują procesory GPU NVIDIA T4, oferują przepustowość sieci do 100 Gbps i do 1,8 TB lokalnej pamięci NVMe.


    AWS udostępnia też niestandardowy sprzęt dla etapów uczenia (układy AWS Trainium) i wnioskowania (układy AWS Inferentia) w procesie uczenia maszynowego. Oba te układy mają zwiększać wydajność uczenia maszynowego i zmniejszać koszty związane z infrastrukturą.


    Układy AWS Trainium są zoptymalizowane pod kątem etapu uczenia w uczeniu głębokim, w tym do klasyfikowania obrazów, wyszukiwania semantycznego, tłumaczeń, rozpoznawania mowy, przetwarzania języka naturalnego i systemów rekomendacji.


    Procesory AWS Inferentia obsługują wiele często stosowanych modeli uczenia maszynowego, w tym wykrywanie obiektów na podstawie jednego ujęcia i ResNet w obszarze rozpoznawania obrazów oraz Transformers i BERT w dziedzinie przetwarzania języka naturalnego.


    Układy AWS Inferentia są dostępne w instancjach Amazon EC2 Inf1. Można zastosować od 1 do 16 procesorów AWS Inferentia w jednej instancji Inf1, co pozwala na wykonywanie do 2000 tera operacji na sekundę. Za pomocą pakietu AWS Neuron SDK można skompilować modele oparte na narzędziach TensorFlow, PyTorch lub Apache MXNet, aby działały w instancjach Inf1.


    Instancje Inf1 mogą pomóc w ograniczeniu kosztów wnioskowania, ponieważ zapewniają nawet o 45% niższy koszt na jedną predykcję i o 30% wyższą przepustowość w porównaniu z instancjami Amazon EC2 G4. W tabeli 1.1 przedstawione są wybrane rodzaje instancji (w tym oparte na niestandardowym układzie Inferentia Amazona, procesorach CPU i procesorach GPU), z jakich można korzystać do wnioskowania.


    Tabela 1.1. Rodzaje instancji EC2 używanych do wnioskowania na podstawie modelu
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    Usługa Amazon Elastic Inference to następne narzędzie, które pozwala przeprowadzać wnioskowanie z akceleracją. Ta usługa umożliwia dodanie akceleracji z wykorzystaniem procesorów GPU do dowolnego rodzaju instancji Amazon EC2 (opartych na procesorach CPU). Za pomocą usługi Elastic Inference można oddzielić wybór instancji stosowanych do wnioskowania od ilości akceleracji.


    Używanie usługi Elastic Inference zamiast instancji Inf1 może okazać się zasadne, gdy potrzebne są instancje o innej charakterystyce niż Inf1 lub gdy wymagana wydajność jest niższa od tej zapewnianej przez nawet najmniejsze instancje Inf1.


    Usługa Elastic Inference skaluje się od teraflopa (trylion operacji na liczbach zmiennoprzecinkowych na sekundę) dla liczb o pojedynczej precyzji do 32 teraflopów dla liczb o mieszanej precyzji.


    Procesory Graviton to niestandardowe procesory Amazona oparte na architekturze ARM. Te procesory CPU mają 64-bitowe rdzenie Arm Noeverse i niestandardowe chipy opracowane przez AWS z wykorzystaniem zaawansowanej technologii 7 nm. Instancje oparte na architekturze ARM mogą zapewniać atrakcyjny stosunek możliwości do ceny dla wielu rodzajów obciążenia występujących w usłudze Amazon EC2.


    Pierwsza generacja procesorów Graviton jest dostępna w instancjach Amazon EC2 A1. Procesory Graviton2 zapewniają siedmiokrotnie wyższą wydajność, cztery razy więcej rdzeni, pięciokrotnie szybszą pamięć i dwa razy większą pamięć podręczną w porównaniu ze sprzętem pierwszej generacji. Procesory Graviton2 są używane w instancjach Amazon EC2 T4g, M6g, C6g i R6g.


    Procesory AWS Graviton2 zapewniają wyższą wydajność przy obciążeniu związanym z kodowaniem filmów, akcelerację sprzętową dla kompresji i wsparcie generowania predykcji w uczeniu maszynowym.


    Sieci i niestandardowy sprzęt z optymalizacją opartą na procesorach GPU


    AWS oferuje zaawansowane rozwiązania sieciowe, które mogą pomóc w wydajnym uczeniu modeli w środowisku rozproszonym i w skalowaniu procesu wnioskowania.


    Amazon EFA to karta sieciowa dla instancji Amazon EC2, która optymalizuje komunikację między węzłami w rozwiązaniach działających na dużą skalę. EFA używa niestandardowego interfejsu sprzętowego do pomijania warstwy systemu operacyjnego, co przyspiesza komunikację między węzłami. Jeśli do uczenia modelu używasz biblioteki NVIDIA Collective Communications Library, to dzięki EFA możesz korzystać z tysięcy procesorów GPU jednocześnie.


    Taką konfigurację można połączyć z siecią o przepustowości do 400 Gbps w każdej instancji i pamięcią NVIDIA GPUDirect RDMA, aby zapewnić niskie opóźnienia w komunikacji między procesorami GPU z poszczególnych instancji. W ten sposób uzyskasz wydajność lokalnych klastrów z procesorami GPU połączoną z elastycznością pozyskiwania zasobów na żądanie w chmurze.


    Metody składowania danych zoptymalizowane pod kątem uczenia modeli w dużej skali


    Opisaliśmy już zalety tworzenia jeziora danych w usłudze Amazon S3. Jeśli potrzebujesz szybszego dostępu do danych na potrzeby uczenia modelu w środowisku rozproszonym, możesz zastosować usługę Amazon FSx for Lustre.


    Usługa Amazon FSx for Lustre udostępnia otwarty system plików Lustre w formie w pełni zarządzanej usługi. Lustre to system plików o wysokiej wydajności, z opóźnieniem na poziomie poniżej milisekundy, przepustowości do setek gigabajtów na sekundę i milionach operacji wejścia – wyjścia na sekundę.


    Można powiązać system plików z usługi FSx for Lustre z komorami z usługi Amazon S3. Pozwala to pobierać i przetwarzać dane za pomocą systemu plików FSx i usługi Amazon S3. Używając usługi FSx for Lustre, można tak skonfigurować instancje obliczeniowe służące do uczenia modelu, aby używały tego samego zbioru danych za pomocą wysoce wydajnego współdzielonego magazynu danych.


    Amazon Elastic File System (Amazon EFS) to następna usługa składowania plików, która zapewnia interfejs systemu plików nawet dla tysięcy instancji Amazon EC2. Ten interfejs udostępnia standardowe API z plikowymi operacjami wejścia – wyjścia typowymi dla systemów operacyjnych i posiada cechy systemu plików takie jak wysoka spójność i blokowanie używanych plików.


    Ograniczanie kosztów za pomocą tagów, budżetów i alertów


    W tej książce przedstawiamy wskazówki pomagające ograniczyć koszty realizacji projektów z zakresu danologii dzięki zestawowi narzędzi Amazona przeznaczonych do SI i UM. Zwykle zawsze powinno się opisywać zasoby za pomocą tagów odpowiadających nazwom jednostki biznesowej, aplikacji, środowiska i użytkownika. Należy korzystać z tagów, które pozwolą zobaczyć, na co wydawane są środki firmy. Obok wbudowanych tagów z platformy AWS pomagających w analizie kosztów można tworzyć własne, definiowane przez użytkownika tagi specyficzne dla danej dziedziny. Usługa AWS Budgets pomaga tworzyć alerty zgłaszane, gdy koszt zbliża się do danego poziomu progowego lub go przekracza.


    Podsumowanie


    W tym rozdziale omówiliśmy zalety realizowania projektów z obszaru danologii w chmurze z naciskiem na platformę AWS. Pokazaliśmy, jak szybko dodać aspekty inteligencji do aplikacji, wykorzystując zestaw narzędzi Amazona przeznaczonych do SI i UM. Wprowadziliśmy pojęcie automatycznego uczenia maszynowego i wyjaśniliśmy, że usługa SageMaker Autopilot pozwala zapewnić transparentność automatycznego uczenia maszynowego. Dalej omówiliśmy typowy proces uczenia maszynowego w chmurze i przedstawiliśmy odpowiednie usługi platformy AWS, które pomagają wykonywać poszczególne kroki w tym procesie. Wspomnieliśmy też o dostępnych narzędziach do koordynacji procesów, które pomagają tworzyć i automatyzować potoki uczenia maszynowego. Opisaliśmy, jak uruchamiać analizy i uczenie maszynowe na podstawie strumieni danych pobieranych w czasie rzeczywistym. Rozdział zakończyliśmy przeglądem dostępnej na platformie AWS infrastruktury, którą można zastosować w projektach z obszaru danologii.


    W rozdziale 2. omawiamy znane zastosowania danologii w różnych branżach takich jak media, reklama, internet rzeczy i przemysł wytwórczy.

  


  
    Rozdział 2.

    Zastosowania danologii


    W tym rozdziale pokazujemy, że sztuczna inteligencja i uczenie maszynowe zmieniły prawie każdą branżę — i nadal będą to robić w przyszłości. Omawiamy tu znane zastosowania tych podejść w różnych sektorach takich jak media, reklama, internet rzeczy i przemysł wytwórczy. Wraz z pojawianiem się nowych komponentów możliwe staje się rozwiązywanie coraz to nowych problemów. Programiści tworzący rozwiązania w chmurze mają dostęp do tych komponentów dzięki gotowym do użycia usługom SI takim jak Amazon Rekognition, personalizowanym usługom UM takim jak Amazon SageMaker i łatwym w dostępie komputerom kwantowym w usłudze Amazon Braket.


    Sztuczna inteligencja i uczenie maszynowe stały się wszechobecne dzięki ostatnim innowacjom w przetwarzaniu chmurowym, wzrostowi mocy obliczeniowych i rejestrowaniu coraz większej ilości danych. „Demokratyzacja” SI i UM jest napędzana przez pojawienie się wielu usług SI, które są łatwe do zintegrowania z aplikacjami, wymagają bardzo niewiele konserwacji i są oferowane w modelu „płać za to, czego używasz”.


    Nie trzeba mieć doktoratu z danologii, żeby dodać rekomendacje produktów i zadowolić klientów, implementować wysoce skuteczne modele prognozowania i usprawnić łańcuchy dostaw 
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