
  [image: ]


  Daniel Y. Chen


  Jak analizować dane z biblioteką Pandas


  Praktyczne wprowadzenie. Wydanie II


  Przekład: Piotr Pilch


  Tytuł oryginału: Pandas for Everyone: Python Data Analysis (Addison-Wesley Data & Analytics Series), 2nd Edition


  Tłumaczenie: Piotr Pilch


  ISBN: 978-83-289-0152-0


  Authorized translation from the English language edition, entitled Pandas for Everyone: Python Data Analysis, 2nd Edition by Daniel Chen, published by Pearson Education, Inc, publishing as Addison-Wesley Professional, Copyright © 2023 Pearson Education, Inc.


  All rights reserved. No part of this book may be reproduced or transmitted in any form or by any means, electronic or mechanical, including photocopying, recording or by any information storage retrieval system, without permission from Pearson Education, Inc.


  Polish language edition published by Helion S.A., Copyright © 2024.


  Wszelkie prawa zastrzeżone. Nieautoryzowane rozpowszechnianie całości lub fragmentu niniejszej publikacji w jakiejkolwiek postaci jest zabronione. Wykonywanie kopii metodą kserograficzną, fotograficzną, a także kopiowanie książki na nośniku filmowym, magnetycznym lub innym powoduje naruszenie praw autorskich niniejszej publikacji.


  Wszystkie znaki występujące w tekście są zastrzeżonymi znakami firmowymi bądź towarowymi ich właścicieli.


  Autor oraz wydawca dołożyli wszelkich starań, by zawarte w tej książce informacje były kompletne i rzetelne. Nie biorą jednak żadnej odpowiedzialności ani za ich wykorzystanie, ani za związane z tym ewentualne naruszenie praw patentowych lub autorskich. Autor oraz wydawca nie ponoszą również żadnej odpowiedzialności za ewentualne szkody wynikłe z wykorzystania informacji zawartych w książce.


  Drogi Czytelniku!

  Jeżeli chcesz ocenić tę książkę, zajrzyj pod adres 
https://helion.pl/user/opinie/jaanp2_ebook

  Możesz tam wpisać swoje uwagi, spostrzeżenia, recenzję.


  Pliki z przykładami omawianymi w książce można znaleźć pod adresem: https://ftp.helion.pl/przyklady/jaanp2.zip


  Helion S.A.

  ul. Kościuszki 1c, 44-100 Gliwice

  tel. 32 230 98 63

  e-mail: helion@helion.pl

  WWW: https://helion.pl

  (księgarnia internetowa, katalog książek)


  
    
      	Poleć książkę


      	Kup w wersji papierowej


      	Oceń książkę

    

  


  
    
      	Księgarnia internetowa


      	Lubię to! » nasza społeczność

    

  


  
    Słowo wstępne do wydania drugiego


    Wraz z ciągłym rozwojem dziedziny danologii i obszaru edukacji pojawia się coraz większa potrzeba szkolenia ludzi pod kątem krytycznego rozpatrywania danych zarówno w sposób całościowy, jak i logiczny. Biorąc pod uwagę postęp w zakresie mocy obliczeniowej, wielkość danych oraz podejmowane decyzje na podstawie posiadanych danych, każdego roku coraz więcej osób próbuje swoich sił w dziedzinie danologii. Większość z nich nie jest świadoma tego, jak nieuporządkowane są ich zbiory danych. Praca z takimi danymi jest utrudniona, nieoczywista i niekoniecznie ekscytująca, a zwłaszcza dla początkujących. Aby w dalszym ciągu używać danych do podejmowania przemyślanych decyzji, ważne jest wprowadzenie pojęć związanych z logiką, planowaniem i przeznaczeniem danych w początkowych etapach sprawdzonych praktyk szkoleniowych. To, jak i dlaczego coś jest robione, a także wnioski wynikające z zaznajamiania się z danologią reprezentują ogromne obszary eksploracyjne będące w kręgu zainteresowania osób uczących się, których liczba zwiększa się wykładniczo. Z myślą o ludziach poznających dziedzinę danologii (samodzielnie lub w ramach zajęć) dostępnych jest wiele zasobów, masowych, otwartych kursów online, wątków w serwisie Twitter, pakietów, bryków itp. Co jest jednak efektywne i jakie metody postępowania są najlepsze w przypadku konkretnych uczących się osób? Co więcej, jak ktoś początkujący dopiero w danej dziedzinie ma stwierdzić, jakie zasoby edukacyjne są spójne z jego wymaganiami i znajomością podstawowych zagadnień?


    Będąc przez wiele lat nauczycielem pracującym dla firmy RStudio i organizacji The Carpentries, dr Daniel Chen uświadomił sobie taką potrzebę. W związku z tym z wielkim zaangażowaniem prezentował uczącym się osobom podstawowe zagadnienia pozwalające im zajmować się swoimi danymi z wykorzystaniem bardziej efektywnych, powtarzalnych i pewnych metod w środowisku odpowiadającemu ich stopniowi znajomości dziedziny. Nie do końca przypadkiem poznałem Dana i po kilku rozmowach byliśmy na dobrej drodze do przygotowania pracy naukowej wynikającej z tych zainteresowań. Dzieląc wspólną pasję przekazywania innym wiedzy o fundamentalnych metodach z dziedziny danologii oraz szukając odpowiedzi na towarzyszące naszym metodom nauczania pytania „jak” i „dlaczego”, staraliśmy się zrozumieć najpierw uczestników naszych zajęć, a następnie stworzyć materiały. Przyjemnością była współpraca z Danem w ramach jego pracy naukowej. Ponadto cieszę się, że wynikające z tego wnioski zostały uwzględnione w wydaniu drugim tej książki.


    W niniejszym wydaniu Dan przeprowadza Czytelników krok po kroku przez praktyczne i kompletne przykłady kodu przewidziane do zastosowania biblioteki Pandas. Ułatwia ona objaśnienie analizy danych za pomocą kodu Python, utworzenie strukturalnych zbiorów danych możliwych do zarządzania, i co najważniejsze, uzyskanie uporządkowanych zbiorów danych! Choć do wywołania u poszczególnych osób (włącznie ze mną!) podekscytowania wynikającego z oczyszczania danych niezbędny jest szczególny nauczyciel, właśnie to Dan zapewnia osobom uczącym się z tej książki. Po tym, jak Czytelnicy zyskują możliwość komfortowego przetwarzania i przekształcania swoich zbiorów danych (całość tych informacji zaprezentowano w odpowiedniej kolejności), zdobywanie przez nich wiedzy na temat wizualizacji i modelowania danych odbywa się w stylu ułatwiającym interpretowanie. Właśnie taki sposób myślenia oraz prezentowania materiału sprawia, że ta książka jest naprawdę dla każdego. Poza tym ułatwia ona Czytelnikowi poznanie najlepszych praktyk w trakcie pracy z przykładowymi zbiorami danych, które imitują zbiory, jakie mogą być używane w realnych sytuacjach. Wydanie drugie książki stanowi szybki, lecz cechujący się szczegółowością krok, jaki wykonują początkujący danolodzy i instruktorzy na drodze do przyswojenia najlepszych rozwiązań. Ponadto książka udostępnia w wyraźnym formacie ogromny potencjał biblioteki Pandas.


    — dr Anne M. Brown Adiunkt Usługi danych — uniwersyteckie zbiory biblioteczne Wydział Biochemii Virginia Tech, Blacksburg, VA 24061

  


  
    Słowo wstępne do wydania pierwszego


    Z każdym rokiem dane stają się dla świata ważniejsze, jak również możliwość przetwarzania tej powiększającej się masy danych. Decydując się na metodę interakcji z danymi, większość osób dokonuje wyboru między językami R i Python. Nie jest to odzwierciedleniem „wojny” toczonej między językami, lecz raczej komfortu wyboru, w ramach którego danolodzy i inżynierowie mogą korzystać z języka uważanego przez nich za najbardziej wygodny. Takie narzędzia umożliwiają każdemu zajmowanie się danymi pod kątem uczenia maszynowego i analizy statystycznej. Z tego właśnie powodu cieszę się, że to, co rozpocząłem w przypadku książki R for Everyone, zostało rozszerzone o język Python dzięki tej książce.


    Dana Chena spotkałem po raz pierwszy, gdy pojawił się na kursie wprowadzającym do danologii w ramach jego studiów magisterskich z zakresu służby zdrowia, jakie odbywał w szkole Mailman School of Public Health podlegającej Uniwersytetowi Columbia. Dan należał do grupy studentów tej szkoły, którzy w ramach rejestracji łączonej uczestniczyli w kursie studiów podyplomowych i szybko opanowali zagadnienia z dziedziny danologii obejmujące statystyczne metody uczenia i replikację. Na koniec semestru Dan był już oddany danologii i propagowaniu jej zalet.


    Zbiegło się to z pojawieniem się biblioteki Pandas, która zwiększyła możliwości użycia języka Python jako narzędzia danologicznego pozwalającego inżynieriom zaznajomionym już z tym językiem wykorzystać go również w przypadku danologii. Ten szczęśliwy zbieg okoliczności sprawił, że Dan stał się prawdziwym danologiem posługującym się biegle zarówno językiem R, jak i językiem Python powiązanym z biblioteką Pandas. Dan zyskał znakomitą okazję do tego, żeby dotrzeć do różnych grup odbiorców, co zostało potwierdzone przez jego częste i cieszące się popularnością prelekcje odbywające się na konferencjach i spotkaniach poświęconych językom R i Python. Jego entuzjazm i wiedza są szczególnie widoczne we wszystkim, czym się zajmuje, począwszy od edukowania nowych użytkowników, a skończywszy na tworzeniu bibliotek dla języka Python. W trakcie prowadzonych działań Dan w pełni uwzględnia etos społeczności oprogramowania open source.


    Jak tytuł książki wskazuje, jest ona przewidziana dla każdego, kto chce używać języka Python pod kątem danologii, niezależnie od tego, czy mowa o osobach używających tego języka od wielu lat, doświadczonych programistach, statystykach czy osobach zaczynających dopiero przygodę z tą dziedziną. Z myślą o tych, którzy nie mieli wcześniej kontaktu z językiem Python, w książce zamieszczono dodatki umożliwiające zaznajomienie się z tym językiem, a także zainstalowanie zarówno jego środowiska, jak i biblioteki Pandas. W dodatkach omówiono też cały potok analizy uwzględniający wczytywanie danych, wizualizację, przetwarzanie danych, modelowanie i uczenie maszynowe.


    Książka to wycieczka po świecie danologii z punktu widzenia języka Python. Dan Chen świetnie nadaje się do bycia jej przewodnikiem. Dzięki posiadanemu przez niego doświadczeniu będącemu połączeniem sfery akademickiej i branżowej uzyskuje się wartościowe uwagi odnoszące się do procesu analizy, a także tego, jak biblioteka Pandas powinna być używana w celu zapewnienia najlepszego efektu. Wszystko to sprawia, że każdy Czytelnik ma gwarancję przyjemnej i rzeczowej lektury.


    — Jared Lander, redaktor serii

  


  
    Przedmowa


    Mój pierwszy kontakt z uczeniem miał miejsce w 2013 r., gdy wziąłem udział w moich pierwszych warsztatach w ramach projektu Software-Carpentry. Od tamtego czasu zajmuję się edukowaniem. W 2019 r. miałem na tyle szczęścia, że zostałem jednym ze stażystów firmy RStudio (obecnie Posit PBC) z grupą edukacyjną. W tamtym czasie edukacja z zakresu danologii już nabierała ogromnego rozpędu. Po zakończeniu mojego stażu potrzebowałem tematu mojej pracy doktorskiej, a ponadto chciałem powiązać uczenie z medycyną. Na szczęście poznałem Andiego Ogiera, bibliotekarza pracującego na uniwersytecie, który skontaktował mnie z Anne Brown. Ona również była zainteresowana przekazywaniem umiejętności w zakresie korzystania z danych związanych z naukami medycznymi. Reszta to już historia. Anne została moim promotorem pracy doktorskiej. Wraz z pozostałymi członkami mojego komitetu (Dave Higdon, Alex Hanlon i Nikki Lewis) mieliśmy przeprowadzić badania dotyczące edukacji z zakresu danologii w przypadku nauk medycznych i biomedycznych[1]. Wydanie pierwsze książki stało się fundamentem zagadnień danologicznych objętych zakresem edukacji w przypadku części pracy doktorskiej odnoszącej się do warsztatów. W wydaniu drugim książki uwzględniono wiele rzeczy, jakich się nauczyłem w trakcie studiowania zagadnień edukacji i pedagogiki.


    Podsumowując, zaprzyjaźnij się z bibliotekarzem. Jego profesja ma styczność z danymi.


    W 2013 r. nie wiedziałem nawet o istnieniu takiego terminu jak danologia. Byłem wtedy studentem magisterium kierunku epidemiologii w szkole Mailman School of Public Health (MPH). Zauroczony byłem już metodami statystycznymi wykraczającymi poza t-test, analizę wariancji (ANOVA) i regresję liniową, które poznałem podczas mojego licencjatu z zakresu psychologii i neuronauki. Również jesienią 2013 r. wziąłem udział w moich pierwszych warsztatach organizowanych w obrębie projektu Software-Carpentry. W tym samym czasie uczyłem w ramach mojej pierwszej części ćwiczeń audytoryjnych jako asystent wykładowcy. Odbywało się to w czasie trwania mojego kursu dotyczącego metod ilościowych, będącego częścią programu w szkole MPH (w zasadzie było to połączenie kursu epidemiologii i biostatystyki z pierwszego semestru). Od tego czasu zajmowałem się uczeniem.


    Przeszedłem długą drogę od momentu, gdy wziąłem udział w moim pierwszym kursie wprowadzającym do danologii, który był prowadzony przez dr Rachel Schutt, dr Kayura Patela i Jareda Landera. Otworzyli mi oni oczy na to, co było możliwe. Rzeczy, które były niewyobrażalne (dla mnie), w rzeczywistości były powszechną praktyką, a ponadto cokolwiek, o czym mógłbym pomyśleć, było możliwe (choć obecnie wiem, że „możliwe” nie oznacza, że „działa dobrze”). O szczegółach technicznych w przypadku danologii (aspekty tworzenia kodu) uczył Jared za pomocą języka R. Jego znajomi i współpracownicy wiedzą, jak dużym jest on miłośnikiem tego języka.


    W tamtym czasie zdecydowałem się nauczyć języka R, ale nie zdawałem sobie sprawy z faktu „wojny” toczącej się między nim i językiem Python. Z jednej strony postrzegałem język Python po prostu jako język programowania. Z drugiej strony nie miałem żadnego pojęcia, że zawierał on stos analityczny (od tamtego czasu przeszedłem długą drogę). Gdy dowiedziałem się o stosie SciPy i bibliotece Pandas, uznałem to za łącznik między metodami postępowania w przypadku języka Python, które poznałem w ramach licencjatu i w szkole średniej, i tym, czego się nauczyłem w czasie studiów epidemiologicznych, a także dzięki nowo zdobytej wiedzy z zakresu danologii. Gdy nabrałem większej biegłości w korzystaniu z języka R, dostrzegłem jego podobieństwa do języka Python. Uświadomiłem sobie też, że spora część zadań związanych z czyszczeniem danych (i ogólnie z programowaniem) dotyczy zastanawiania się nad sposobami uzyskania tego, czego potrzebujesz. Reszta sprowadza się mniej więcej do użycia składni. Ważne jest podjęcie próby wyobrażenia sobie, jakie są niezbędne kroki bez zagłębiania się w szczegóły programistyczne. Zawsze mogłem swobodnie przedyskutować kwestię języków i nigdy nie zastanawiałem się zbytnio nad tym, który język był „lepszy”. Jednakże treść tej książki ma na celu wprowadzenie początkujących osób w świat analizy danych z wykorzystaniem języka Python.


    Książka jest wynikiem kontaktu ze wszystkimi spotkanymi przeze mnie osobami, wydarzeń, w których wziąłem udział, a także umiejętności, jakie zdobyłem przez kilka ostatnich lat. Jedna z ważniejszych rzeczy, jakich się nauczyłem (poza identyfikowaniem rzeczy, które umożliwiają skierowanie mnie przez wyszukiwarkę Google na odpowiednią stronę witryny StackOverflow), to kluczowa rola zaznajamiania się z dokumentacją. Jako ktoś, kto zajmował się zajęciami grupowymi, a ponadto brał udział w tworzeniu bibliotek języków Python i R, mogę zapewnić, że przygotowanie dokumentacji wymaga mnóstwa czasu i sporego nakładu pracy. Z tego powodu w kolejnych rozdziałach książki nieustannie odwołuję się do odpowiedniej strony dokumentacji. Niektóre funkcje mają tak wiele parametrów używanych w przeróżnych przypadkach, że niepraktycznym będzie omawianie każdego z nich. Jeśli w tej książce skupiono by się na nich, mogłaby ona mieć tytuł Loading Data Into Python (Ładowanie danych w obrębie kodu Python). Zajmując się jednak praktycznie danymi i zyskując większą swobodę w zakresie różnych struktur danych, ostatecznie będziesz w stanie formułować uzasadnione przypuszczenia odnośnie tego, jaki będzie wynik czegoś nawet pomimo tego, że wcześniej nigdy nie utworzyłeś żadnego konkretnego wiersza kodu. Mam nadzieję, że książka da Ci solidne podstawy do eksplorowania we własnym zakresie i pozwoli Ci na samodzielną naukę.


    W czasie, gdy przygotowywałem tę książkę do wydania, spotkałem mnóstwo osób i wiele się od nich nauczyłem. Sporo poznanych przeze mnie rzeczy miało związek z najlepszymi praktykami, a także z tworzeniem wektoryzowanych instrukcji zamiast pętli, testowaniem kodu w sposób formalny, organizowaniem struktur katalogowych projektów itp. Dowiedziałem się też wiele o uczeniu właściwie dzięki temu, że sam nauczałem. Uczenie to tak naprawdę najlepszy sposób na zaznajomienie się z materiałem. Wiele rzeczy, jakich nauczyłem się w ciągu kilku minionych lat, dotarło do mnie w pełni, gdy próbowałem opanować je w celu zaznajomienia z nimi innych osób. Gdy dysponujesz podstawową wiedzą, przyswajanie kolejnej porcji informacji staje się dość proste. Powtórz proces wystarczającą ilość razy, a będziesz zaskoczony tym, jak dużo faktycznie wiesz. Obejmuje to znajomość terminów używanych w wyszukiwarce Google oraz umiejętność interpretowania odpowiedzi w serwisie StackOverflow. Najlepsi eksperci spośród nas wszystkich sprawdzają nasze pytania. Niezależnie od tego, czy korzystasz z pierwszego, czy już z czwartego języka, mam nadzieję, że ta książka zapewni Ci solidny fundament dalszego rozwoju i nauki, a ponadto że będzie pełnić rolę łącznika z innymi językami analitycznymi.


    Struktura książki


    Książka została podzielona na wiele części oraz zestaw dodatków.


    Część I


    Część pierwsza pełni rolę wprowadzenia do biblioteki Pandas z wykorzystaniem rzeczywistego zbioru danych.


    
      	Rozdział 1. Najpierw omówiono użycie biblioteki Pandas do załadowania zbioru danych oraz rozpoczęto analizowanie różnych wierszy i kolumn danych. W tym rozdziale zorientujesz się w ogólnej składni języka Python i biblioteki Pandas. Na końcu rozdziału zamieszczono zestaw motywacyjnych przykładów ilustrujących możliwości tej biblioteki.


      	Rozdział 2. W rozdziale szerzej objaśniono przeznaczenie obiektów DataFrame i Series biblioteki Pandas. Omówiono w nim również określanie podzbiorów wartości boolowskich, usuwanie wartości oraz różne sposoby importowania i eksportowania danych.


      	Rozdział 3. W rozdziale zaprezentowano metody generowania wykresów za pomocą bibliotek matplotlib, seaborn i pandas, które umożliwiają tworzenie wykresów pod kątem przeprowadzania eksploracyjnej analizy danych.


      	Rozdział 4. W rozdziale omówiono artykuł Hadleya Wickhama dotyczący danych uporządkowanych, w którym zajęto się przebudową i organizacją typowych problemów z danymi.


      	Rozdział 5. W rozdziale skoncentrowano się na stosowaniu funkcji względem danych. Jest to ważna umiejętność uwzględniająca wiele zagadnień programistycznych. Zrozumienie zasad działania metody .apply() toruje drogę do tworzenia kodu związanego bardziej z przetwarzaniem równoległym i rozproszonym, gdy wykonywane operacje modyfikowania danych będą wymagać skalowania.

    


    Część II


    W części drugiej skupiono się na tym, co ma miejsce po załadowaniu danych, gdy niezbędne jest dalsze przetwarzanie danych.


    
      	Rozdział 6. W rozdziale skoncentrowano się na łączeniu zbiorów danych albo w wyniku zastosowania dla nich operacji konkatenacji, albo przez scalanie różnych danych.


      	Rozdział 7. W rozdziale zajęto się normalizacją danych w celu zapewnienia pewniejszych metod ich przechowywania.


      	Rozdział 8. W rozdziale opisano operacje realizowane za pomocą metody .groupby() (czyli operacje dzielenia, stosowania i łączenia). Zaawansowane zagadnienia, takie jak korzystanie z metody .apply(), są często niezbędne do skalowania danych. Stanowią one również znakomity sposób efektywnego realizowania operacji agregowania, transformowania lub filtrowania danych.

    


    Część III


    W części trzeciej zajęto się typami danych przechowywanych w kolumnach.


    
      	Rozdział 9. W rozdziale wyjaśniono, co się dzieje, gdy brakuje danych, w jaki sposób są tworzone dane w celu uzupełnienia tych brakujących, a także jak postępować z brakującymi danymi. W szczególności przybliżono, co ma miejsce, gdy względem takich danych są wykonywane określone obliczenia.


      	Rozdział 10. Rozdział dotyczy typów danych i metod przekształcania różnych typów w obrębie kolumn z obiektami DataFrame.


      	Rozdział 11. Rozdział stanowi wprowadzenie do przetwarzania łańcuchów, co często jest wymagane jako część zadania związanego z oczyszczaniem danych, ponieważ w wielu przypadkach są one kodowane w postaci tekstu.


      	Rozdział 12. W rozdziale objaśniono zaawansowane możliwości biblioteki Pandas w zakresie przetwarzania dat i czasu.

    


    Część IV


    Po oczyszczeniu i przygotowaniu wszystkich danych następnym krokiem jest dopasowanie pewnych modeli. Modele mogą być stosowane do celów eksploracyjnych, a nie tylko do predykcji, klastrowania i wnioskowania. Celem części czwartej nie jest uczenie statystyki (dostępnych jest mnóstwo książek z tej dziedziny), lecz raczej pokazanie, jak te modele są dopasowywane i jak komunikują się one z biblioteką Pandas. Ta część może pełnić funkcję łącznika umożliwiającego dopasowywanie modeli w innych językach.


    
      	Rozdział 13. Modele liniowe są prostszymi modelami, które można dopasowywać. W rozdziale omówiono dopasowywanie takich modeli z wykorzystaniem bibliotek statsmodels i sklearn.


      	Rozdział 14. Jak nazwa wskazuje, uogólnione modele liniowe to modele liniowe określane w bardziej ogólnym znaczeniu. Umożliwiają one dopasowywanie modeli z różnymi zmiennymi odpowiedzi, takimi jak dane binarne lub dane ilościowe.


      	Rozdział 15. W rozdziale objaśniono modele przeżycia, które są używane, gdy ma się do czynienia z cenzurowaniem danych.


      	Rozdział 16. Ponieważ dysponujemy podstawowym zestawem modeli, które możemy dopasowywać, kolejnym krokiem jest przeprowadzenie diagnostyki modeli w celu porównania wielu z nich i wybrania tego „najlepszego”.


      	Rozdział 17. Regularyzacja to technika stosowana, gdy dopasowywane modele są zbyt złożone lub powodują nadmierne dopasowanie używanych danych.


      	Rozdział 18. Klasteryzacja to technika używana w sytuacji, gdy nie jest nam znana faktyczna odpowiedź w obrębie danych, ale niezbędna jest metoda klastrowania lub grupowania ze sobą „podobnych” punktów danych.

    


    Część V


    Książkę podsumowano kilkoma spostrzeżeniami dotyczącymi większego ekosystemu języka Python oraz dodatkowymi materiałami referencyjnymi.


    
      	Rozdział 19. W rozdziale w skrócie podsumowano stos do obliczeń w języku Python oraz rozpoczęto omawianie ścieżki postępowania związanej z wydajnością i skalowaniem kodu.


      	Rozdział 20. W rozdziale zapewniono odsyłacze i zasoby referencyjne pozwalające na dalszą edukację po przeczytaniu tej książki.

    


    Dodatki


    Dodatki mogą być traktowane jako wprowadzenie do programowania w języku Python. Choć treść dodatków nie stanowi kompletnego wprowadzenia do tego języka, różne dodatki uzupełniają niektóre z zagadnień poruszonych w książce.


    
      	Dodatek A. W dodatku zamieszczono mapy zagadnień wymienionych w rozdziałach wprowadzających, które ułatwiają ich analizę i powiązanie ze sobą.


      	Dodatki B – J. W tych dodatkach omówiono wszystkie zadania dotyczące uruchamiania kodu Python, począwszy od instalacji języka Python, a skończywszy na użyciu wiersza poleceń do wykonywania skryptów i organizacji swojego kodu. W dodatkach jest też mowa o tworzeniu środowiska języka Python i instalowaniu bibliotek.


      	Dodatki K – Y. W tych dodatkach przybliżono ogólne pojęcia programistyczne powiązane z językiem Python i biblioteką Pandas. Są to materiały referencyjne uzupełniające podstawową część książki.


      	Dodatek Z. W dodatku powielono część napisanego w języku R kodu modelowania, do którego można się odwoływać w celu porównania podobnych wyników.

    


    Jak korzystać z książki?


    Niezależnie od tego, czy dopiero zaczynasz korzystać z języka Python, czy jesteś programistą biegle się nim posługującym, książka została tak przygotowana, aby jej lekturę zacząć od początku. Nauczyciele lub osoby, które planują użyć tej książki do uczenia, mogą też uznać kolejność rozdziałów za odpowiednią z punktu widzenia prowadzenia warsztatów lub zajęć.


    Początkujący


    Zupełnie początkujące osoby zachęcam do przejrzenia najpierw dodatków A – J, gdyż objaśniono w nich, jak zainstalować język Python i zacząć z niego korzystać. Po wykonaniu tych działań Czytelnicy będą gotowi do rozpoczęcia lektury głównej części książki. W razie potrzeby w początkowych rozdziałach znajdują się odwołania do odpowiednich dodatków. Mapy zagadnień oraz cele podane na początku kilku pierwszych rozdziałów ułatwiają zapewnienie organizacji i pozwalają Czytelnikowi przygotować się na to, co będzie omawiane w danym rozdziale. Podobną funkcję pełnią odniesienia do odpowiednich dodatków, z którymi należy się zaznajomić przed kontynuowaniem lektury treści rozdziału.


    Programiści z płynną znajomością języka Python


    W przypadku programistów, którzy mogą się pochwalić biegłą znajomością języka Python, pierwsze dwa rozdziały powinny być wystarczające na początek do zrozumienia składni biblioteki Pandas. Takie osoby mogą następnie potraktować resztę książki jako referencyjne źródło informacji. Cele podane na wstępie początkowych rozdziałów wskazują, jakie zagadnienia są omawiane w rozdziale. Rozdział części pierwszej poświęcony danym uporządkowanym oraz rozdziały części trzeciej okażą się szczególnie pomocne w przypadku przetwarzania danych.


    Instruktorzy


    Instruktorzy, którzy zamierzają posłużyć się tą książką jako materiałem referencyjnym w trakcie uczenia, mogą przekazywać wiedzę zawartą w poszczególnych rozdziałach zgodnie z ich kolejnością w książce. Zajęcia bazujące na treści danego rozdziału powinny trwać w przybliżeniu od 45 minut do godziny. Starałem się tak przygotować strukturę książki, aby w treści rozdziałów nie było odwołań do dalszych rozdziałów, dzięki czemu zostanie zminimalizowane obciążenie poznawcze studentów. Jeśli to jednak konieczne, możesz swobodnie zmieniać kolejność rozdziałów.


    Mapy zagadnień z dodatku A oraz cele podane w kilku początkowych rozdziałach powinny ułatwić rozpatrywanie w szerszym kontekście tego, jak zagadnienia są ze sobą powiązane.


    Instalacja


    Każdy będzie mieć do czynienia z innym środowiskiem instalacyjnym, dlatego najlepszym sposobem uzyskania najbardziej aktualnego zestawu instrukcji dotyczących przygotowania środowiska umożliwiającego uruchamianie kodu prezentowanego w książce będzie korzystanie z powiązanego z nią repozytorium GitHub dostępnego pod następującym adresem:


    https://github.com/chendaniely/pandas_for_everyone


    Inną opcją jest zajrzenie do dodatku B, gdzie wyjaśniono, jak zainstalować środowisko języka Python na swoim komputerze.


    Uzyskiwanie danych


    Najprostszym sposobem uzyskania wszystkich danych pozwalających zastosować kod z książki jest pobranie pliku ZIP z zawartością repozytorium GitHub dostępnego pod następującym adresem:


    https://github.com/chendaniely/pandas_for_everyone


    W ramach tego repozytorium będą udostępniane najnowsze instrukcje dotyczące sposobu pobrania danych używanych w książce. W sekcji B.3 dodatku B zamieszczono bardziej szczegółowe wytyczne związane z uzyskiwaniem danych zamieszczonych w książce.


    Konfigurowanie środowiska języka Python


    W dodatkach G i H omówiono odpowiednio środowiska i instalowanie pakietów. Znajdziesz w nich adresy URL oraz polecenia umożliwiające skonfigurowanie języka Python pod kątem użycia kodu z książki. I znów, repozytorium powiązane z książką będzie zawsze zawierać najnowszy zestaw instrukcji.


    Proszę o informacje!


    Dziękuję Ci za poświęcenie czasu na przeczytanie tej książki. Jeśli w jej przypadku napotkasz na jakiekolwiek problemy lub pomyłki, proszę o wysłanie mi informacji! Choć opcja zgłaszania problemów w serwisie GitHub może być najlepsza do przesłania takich informacji, możesz też wysłać mi wiadomość e-mail na adres chendaniely@gmail.com. Pamiętaj tylko, aby na początku wiersza tematu wstawić znacznik PFE lub P4E. Dzięki temu Twoja wiadomość nie pewno nie zginie wśród różnych wiadomości pocztowych systemu obsługi list dyskusyjnych. Jeśli są zagadnienia, które Twoim zdaniem powinny zostać omówione w książce, proszę o informację. Zrobię wszystko, aby w obrębie repozytorium GitHub umieścić notatnik i uwzględnić go w kolejnym wydaniu książki.


    Mile widziane są słowa zachęty.


    
      
        [1] Pod następującym adresem możesz dowiedzieć się więcej o mojej pracy związanej z edukacją w dziedzinie danologii: https://github.com/chendaniely/dissertation.

      

    

  


  
    Podziękowania


    Oprócz tych, którzy zajmowali się wydaniem pierwszym (przejdź do zamieszczonych dalej dodatkowych podziękowań), tak wiele osób przyczyniło się do powstania tej książki.


    Dziękuję osobom, które pomogły mi w kwestiach logistycznych towarzyszących pisaniu książki: Mary Roth i Debrze Williams Cauley (przygotowanie książki do druku), Cody’emu Huddlestonowi i Glorii W (redakcja).


    Mój komitet doktorancki: Anne Brown, Dave Higdoen, Alex Hanlon i Nikki Lewis. Dziękuję za sprawianie przez lata, że zacząłem rozważać uczenie i pedagogikę, a także udoskonalałem treść książki, aby lepiej nadawała się do uczenia i edukacji.


    Dziękuję wszystkim moim studentom, którzy dali mi możliwość uczenia i doskonalenia metod prezentowania materiału.


    Dziękuję każdemu, kto przez lata wysłał mi poprawki. Szczególne podziękowania dla Sama Johnsona, który zaoferował mi kompletny zestaw ulepszeń.


    Dziękuję twórcom systemu Quarto służącego do publikacji naukowych i technicznych oraz osobom utrzymującym go i uczestniczącym w jego rozwoju za stworzenie narzędzia, które sprawiło, że znacznie łatwiej można było zapanować nad procesem powstawania książki[1].


    I na koniec dziękuję moim znajomym i rodzinie, którzy pomogli mi ukończyć studia i przekazywali mi swoje uwagi w trakcie pisania książki.


    Podziękowania z wydania pierwszego


    Wprowadzenie do danologii: Rachel Schutt, Kayur Patel i Jared Lander to trzy osoby, które wytyczyły drogę do powstania tej książki. Były one instruktorami w ramach wprowadzającego do dziedziny danologii kursu odbywającego się na uczelni Columbia. Bez nich nie wiedziałbym nawet, co oznacza termin „danologia”. Dzięki ich wykładom i ćwiczeniom dowiedziałem się tak wiele z tej dziedziny. Wszystko, co wiem i czym zajmuję się obecnie, bierze swój początek z tych zajęć. Prowadzący je byli tylko częścią procesu uczenia. Osoby tworzące moją grupę studentów, w ramach której stawaliśmy czoła przydzielonym nam zadaniom domowym i wykorzystywaliśmy nasze umiejętności do zrealizowania końcowego projektu w postaci podsumowujących artykułów naukowych, umożliwiły mi opanowanie materiału i zaliczenie zajęć. W skład tej grupy wchodziły następujące osoby: Niels Bantilan, Thomas Vo, Vivian Peng i Sabrina Cheng (przedstawiono je na poniższym rysunku). Być może nie jest zaskoczeniem to, że osoby te umożliwiły mi zrealizowanie z powodzeniem mojego programu magisterskiego (więcej o tym w dalszej części).


    [image: ]


    Jeden z rysunków wykonanych nocą przez Vivian Peng, przedstawiający naszą grupę projektową. U góry widoczny jest Niels, czyli nasz kierownik projektu. W środkowym wierszu jest Thomas, ja i Sabrina, a na dole znajduje się Vivian.


    Software-Carpentry: w ramach kursu wprowadzającego do dziedziny danologii wziąłem udział w warsztatach projektu Software-Carpentry, gdzie po raz pierwszy zetknąłem się z biblioteką Pandas. Moimi pierwszymi instruktorami byli Justin Ely i David Warde-Farley. Dzięki Gregowi Wilsonowi od tamtego czasu stałem się członkiem społeczności. Nadal pamiętam pierwsze zajęcia prowadzone przez Arona Ahmadia i Randala S. Olsona, podczas których pomagałem im w uczeniu. Dzięki wielu warsztatom później przeze mnie prowadzonym, a także poznanym przeze mnie zaprzyjaźnionym instruktorom uzyskałem możliwość opanowania wiedzy i umiejętności, jakimi obecnie dysponuję i z jakich korzystam. Ponadto mogłem w ten sposób przekazać tę wiedzę skumulowaną w tej książce osobom, które dopiero się uczą.


    W przypadku projektu Software-Carpentry miałem też możliwość poznania społeczności powiązanych z organizacją NumFOCUS, z inicjatywą PyData oraz z językiem Python stosowanym do celów naukowych. Członkami tych społeczności są wszyscy moi bohaterowie korzystający z języka Python. Jest to zbyt wiele osób, żeby je tutaj wymieniać. Moją styczność ze światem języka R całkowicie zawdzięczam Jaredowi Landerowi.


    Szkoła Mailman School of Public Health podlegająca Uniwersytetowi Columbia: w trakcie mojego programu magisterskiego zyskałem kilku przyjaciół na całe życie, którzy należeli do mojej licencjackiej grupy studentów. Członkowie tej grupy umożliwili mi zrealizowanie pierwszego semestru programu, w ramach którego było najpierw prowadzone nauczanie z zakresu epidemiologii i biostatystyki. Wiedza, jaką zdobyłem w trakcie tego programu, rozwinęła się później w wiedzę z dziedziny uczenia maszynowego. Dziękuję następującym osobom: Karen Lin, Sally Cheung, Grace Lee, Wai Yee (Krystal) Khine, Ashley Harper i Jacquie Cheung. Drugi zestaw podziękowań kieruję do mojej, starej, studenckiej grupy absolwentów: Nielsa Bantilana, Thomasa Vo i Sabriny Cheng.


    Dziękuję moim instruktorkom, Katherine Keyes i Martinie Pavlicovej, za bycie przykładnymi nauczycielkami zajmującymi się odpowiednio epidemiologią i biostatystyką. Podziękowania również dla Dany March Palmer, dla której byłem promotorem. Poza tym z jej udziałem po raz pierwszy doświadczyłem uczenia. Mark Orr był moim promotorem, gdy uczęszczałem do szkoły Mailman. Wydział epidemiologii obejmował wydzieloną jednostkę zajmującą się modelowaniem obliczeniowym i symulacyjnym, którą kierował Sandro Galea (szef wydziału w tamtym czasie). Po magisterium uzyskałem w szkole School of Nursing Uniwersytetu Columbia moją pierwszą pracę jako analityk danych wraz z Jacqueline Merrill.


    Pójście do szkoły Mailman okazało się wydarzeniem, które zmieniło moje życie. Gdyby nie Ting Ting Guo, nigdy nie brałbym pod uwagę uczestnictwa w programie szkoły MPH. Będąc promotorką, Charlotte Glasser okazała mi ogromną pomoc przy planowaniu moich częstych i poważnych zmian podczas licencjatu oraz w przypadku planów następujących po nim.


    Virginia Tech: osoby, z którymi pracowałem w laboratorium SDAL (ang. Social and Decision Analytics Laboratory), sprawiły, że uczelnia Virginia Tech okazała się jednym z najprzyjemniejszych miejsc, gdzie pracowałem. Kolejne podziękowania dla Marka Orra, który mnie tam sprowadził. Kim Lyman i Lori Conerly, czyli administratorki laboratorium, sprawiały, że nasza codzienna praca była dużo łatwiejsza. Sallie Keller i Stephanie Shipp, czyli odpowiednio dyrektorka i wicedyrektorka laboratorium, zapewniły środowisko umożliwiające współpracę. Reszta byłych i obecnych członków laboratorium to następujące osoby (wymienione bez żadnej szczególnej kolejności): David Higdon, Gizem Korkmaz, Vicki Lancaster, Mark Orr, Bianca Pires, Aaron Schroeder, Ian Crandell, Joshua Goldstein, Kathryn Ziemer, Emily Molfino i Ana Aizcorbe. Również te osoby ciężko pracowały, abym mógł w przyjemnej atmosferze zdobywać doświadczenie jako student magisterium. Przyjemnością były też szkolenie i praca w laboratorium ze studentami letniego semestru studiów licencjackich i magisterskich w ramach programu Data Science for the Public Good. Dowiedziałem się wiele na temat uczenia i wdrażania dobrych praktyk z zakresu programowania. I na koniec, dzięki temu, że Brian Goode zawsze znajduje czas, żeby porozmawiać na różne tematy, stopniowe realizowanie programu było dla mnie łatwiejsze.


    Osoby z Blacksburg w stanie Virginia, gdzie została napisana większa część książki, dopingowały mnie w trakcie mojej pracy okresowej. Członkowie mojej doktoranckiej kohorty, czyli Alex Song Qi, Amogh Jalihal, Brittany Boribong, Bronson Weston, Jeff Law i Long Tian, zawsze znajdowali dla mnie czas, a także dla siebie nawzajem. Ponadto zaoferowali mi możliwości pozwalające uniknąć trudów towarzyszących doktoratowi. Doceniam ich starania mające na celu utrzymanie naszych relacji pomimo uczestnictwa w programie interdyscyplinarnym, w ramach którego nie mieliśmy wiele wspólnych zajęć z wyjątkiem ćwiczeń.


    Brian Lewis i Caitlin Rivers pomogli mi na początku w zadomowieniu się w Blacksburg, a ponadto zaoferowali mi miejsce pracy w laboratorium NDSSL (ang. Network Dynamics and Simulation Science Laboratory). Właśnie w nim poznałem takie osoby jak Gloria Kang, Pyrros (Alex) Telionis i James Schlitt, które przez kilka minionych lat umożliwiły mi realizowanie się pod względem kreatywnym i emocjonalnym. Laboratorium to zapewniło mi też skompletowanie części zbiorów danych użytych w książce i/lub było w to zaangażowane.


    I Dennie Munson, mój współpracownik w ramach programu, wymieniany jako ostatni, ale nie mniej ważny. Nigdy nie będę w stanie podziękować mu wystarczająco za znoszenie wszystkich moich wybryków.


    Proces wydawniczy książki: gorące podziękowania dla Debry Williams Cauley za danie mi tej możliwości stania się częścią społeczności danologów korzystających z języka Python. W ramach tego procesu rozwinąłem się niebywale jako nauczyciel, a ta przygoda sprawiła, że otworzyło się przede mną więcej drzwi niż wynosi liczba przypadków, gdy nie udało mi się dotrzymać terminu. Kolejne podziękowania dla Jareda Landera za polecenie mnie i przydzielenie do zadania.


    Jeszcze więcej wyrazów wdzięczności kieruję do Glorii Kang, Jacquie Cheung i Jareda Landera za ich uwagi przekazywane w trakcie pisania książki. Chcę też podziękować Chrisowi Zahnowi za całą jego pracę związaną ze sprawdzeniem treści książki od jej początku aż do końca. Dziękuję Kaz Sakamoto i Madison Arnsbarger za ich uwagi i recenzje. Podczas wielu rozmów ze mną M Pacer, Sebastian Raschka, Andreas Müller i Tom Augspurger pomogli mi w upewnieniu się, że uwzględniłem podstawy i zadbałem o „właściwe” wykonanie różnych rzeczy.


    Dziękuję wszystkim osobom zaangażowanym w proces realizowany po przygotowaniu rękopisu. Są to: Julie Nahil (redaktorka wydawnicza), Jill Hobbs (redaktorka książki), Rachel Paul (kierowniczka projektu i korektorka), Jack Lewis (indeksator) i SPi Global (skład). Praca z wami wszystkimi była przyjemnością. Co istotne, dopracowaliście napisaną przeze mnie treść, gdy było niezbędne małe wsparcie, a ponadto zapewniliście, że książka zyskała spójny format.


    Rodzina: moja bliska i dalsza rodzina zawsze była przy mnie. Zawsze było przyjemnie, gdy zbieraliśmy się razem na święta lub w ramach sporadycznych spotkań z grillem. Nieustannie zaskakujące jest to, jak większość z nas licząca ponad 50 osób jest w stanie spotykać się regularnie w ciągu roku. Jestem niezmiernie szczęśliwy z tego powodu, że mogę liczyć na miłość i wsparcie tak cudownej grupy osób.


    To kieruję do mojego młodszego rodzeństwa, Erica i Julii: trudne jest bycie starszym rodzeństwem! Wy dwoje zawsze powodowaliście, abym był lepszym człowiekiem i wzorem do naśladowania. Wypełniacie moje życie humorem, radością i młodością.


    Kolejne podziękowania dla mojej siostry za dostarczenie rysunków umieszczonych w przedmowie i dodatku.


    I na koniec, ale równie gorąco, dziękuję Mamie i Tacie za całe wsparcie przez lata. W trakcie mojej kariery miało miejsce kilka zmian na ostatnią chwilę. Zawsze byliście tam, aby wesprzeć moje decyzje pod względem finansowym, emocjonalnym i fizycznym (włącznie z udzieleniem mi pomocy przy przeprowadzce z jednego miasta do drugiego). Dziękuję wam obojgu. Zawsze byłem w stanie podążać za moimi ambicjami, gdy w pełni wiedziałem, że cały czas mogę liczyć na waszą pomoc. Tę książkę dedykuję wam.


    
      
        [1] Quarto: https://quarto.org/docs/books.

      

    

  


  
    O autorze


    Dr Daniel Y. Chen (MPH) uzyskał tytuł doktora na wydziale genetyki, bioinformatyki i biologii obliczeniowej uczelni Virginia Tech. Jego praca doktorska poświęcona była edukacji w zakresie danologii w przypadku nauk medycznych i biomedycznych. Studia magisterskie na kierunku publicznej opieki zdrowotnej pod kątem epidemiologii ukończył w szkole Mailman School of Public Health podlegającej Uniwersytetowi Columbia. W ramach swoich studiów Daniel zajmował się tym, jak w sieciach społecznościowych przenikają i rozprzestrzeniają się postawy w zestawieniu z zachowaniami. W przeszłości kształcił się na kierunku psychologii i neuronauki w szkole średniej Macaulay Honors College będącej częścią uczelni CUNY Hunter College. Daniel pracował w laboratorium, gdzie za pomocą mikroskopów analizował białka w mózgu w powiązaniu z uczeniem i pamięcią.


    Obecnie dr Chen jest pracownikiem naukowym zajmującym się badaniami i nauczaniem na uczelni University of British Columbia. Ponadto prowadzi zajęcia edukacyjne z zakresu danologii w firmie Posit PBC (wcześniej RStudio PBC). Daniel współpracował z organizacją The Carpentries jako instruktor, prowadzący szkolenia oraz kierownik odpowiedzialny za utrzymanie społeczności.

  


  
    Zmiany w wydaniu drugim


    W wydaniu drugim zaktualizowano przede wszystkim do najnowszych wersji dostępnych w chwili przygotowywania jego treści całość kodu oraz biblioteki. Większość kodu z wydania pierwszego pozostała niezmieniona. W ciągu minionych lat ostatecznie uległy zmianie porcje kodu generującego wykresy oraz modelującego dane pod kątem uczenia maszynowego, dlatego zostały zaktualizowane.


    Z pedagogicznego punktu widzenia aktualizacją w postaci właściwych celów zostały również objęte główne rozdziały dotyczące biblioteki Pandas. Rozdziały wprowadzające uzupełniono mapami zagadnień, które ułatwią nauczycielom planowanie ścieżki edukacyjnej. Z kolei osobom uczącym się mapy te pomogą dokonać wizualizacji tego, jak zagadnienia są ze sobą powiązane. Są to wszystkie zagadnienia, które poznałem w trakcie doktoratu. Mam nadzieję, że okażą się one przydatne zarówno dla uczących się, jak i nauczycieli.


    Rozdziały w wydaniu drugim przebudowałem też na podstawie moich doświadczeń zdobytych w trakcie prowadzenia warsztatów. Część pierwsza książki zawiera najważniejsze informacje, które zamierzam omówić w ramach moich warsztatów. Reszta książki może być postrzegana jako szczegółowe objaśnienie procesu przetwarzania danych po zaprezentowaniu bardziej podstawowych zagadnień. Rozdziały zawierające spore zmiany w porównaniu z wydaniem pierwszym obejmują sekcję wprowadzającą, w której dokładnie opisano, co uległo zmianie.

  


  
    Część I

    Wprowadzenie


    Rozdział 1. „Typ danych DataFrame biblioteki Pandas — podstawy”


    Rozdział 2. „Struktury danych biblioteki Pandas — podstawy”


    Rozdział 3. „Tworzenie wykresów — podstawy”


    Rozdział 4. „Dane uporządkowane”


    Rozdział 5. „Zastosowanie funkcji”


    Książka rozpoczyna się od wprowadzenia do biblioteki Pandas języka Python, służącej do analizy danych. Najpierw omówiono zupełne podstawy związane z korzystaniem z tej biblioteki, ładowaniem swojego pierwszego zbioru danych oraz przetwarzaniem ich za pomocą podstawowych poleceń przeznaczonych do filtrowania i określania podzbioru (rozdział 1.). Dalej bardziej szczegółowo zajęto się obiektami DataFrame i Series, w przypadku których szerzej zaprezentowano oferowane przez nie atrybuty i metody z uwzględnieniem sposobu zapisywania zbiorów danych pod kątem przechowywania ich (rozdział 2.). W dalszej części książki naszą uwagę skupimy na wizualizacji danych za pomocą bibliotek matplotlib i seaborn umożliwiających tworzenie wykresów, a także na wbudowanych metodach biblioteki Pandas generujących wykresy (rozdział 3.). Jako następne w tej części książki omówiono fundamentalne zagadnienia związane z dziedziny danych, czyli zasady danych uporządkowanych. Wyjaśniono, jak wygląda „czysty” i „uporządkowany” zbiór danych, abyś mógł przetwarzać dane z wyznaczonym celem (rozdział 4.). Na koniec niniejszej części przybliżono kwestię tworzenia funkcji i stosowania ich względem danych, a także zapewniono podwaliny pod wszelkie realizowane w przyszłości kroki związane z niestandardowym przetwarzaniem danych (rozdział 5.).


    Tę część książki potraktuj jako kluczowy zasób wiedzy odnoszącej się do metod pracy z danymi i analizowania ich. Ta część ma też na celu umożliwienie Ci poznania odpowiednich elementów języka programowania Python przy okazji korzystania z biblioteki Pandas będącej czynnikiem motywacyjnym.

  


  
    1

    Typ danych DataFrame biblioteki Pandas — podstawy


    1.1. Wprowadzenie


    Pandas to biblioteka open source języka Python służąca do analizy danych. W przypadku tego języka zapewnia ona możliwość pracy z danymi przypominającymi zawartość arkuszy kalkulacyjnych, które mogą być szybko ładowane, przetwarzane, wyrównywane, scalane itp. Aby w ramach języka Python zaoferować te rozszerzone funkcje, biblioteka Pandas wprowadza do niego dwa nowe typy danych, czyli Series i DataFrame. Typ DataFrame będzie reprezentować Twój cały arkusz kalkulacyjny lub dane tabelaryczne, natomiast typ Series to pojedyncza kolumna typu DataFrame. Typ DataFrame biblioteki Pandas może być też postrzegany jako słownik lub kolekcja danych typu Series.


    Dlaczego z myślą o przetwarzaniu danych powinieneś używać języka programowania takiego jak Python oraz narzędzia w stylu biblioteki Pandas? Uzasadnienie tego sprowadza się do kwestii automatyzacji i możliwości odtwarzania. Jeśli istnieje konkretny zestaw analiz, które muszą zostać przeprowadzone dla wielu zbiorów danych, język programowania może zautomatyzować analizę tych danych. Choć wiele aplikacji będących arkuszami kalkulacyjnymi dysponuje własnymi językami programowania makro, wielu użytkowników z nich nie korzysta. Co więcej, nie wszystkie takie programy są dostępne dla wszystkich systemów operacyjnych. Wykonywanie zadań związanych z danymi za pomocą języka programowania zmusza użytkownika do aktywowania procesu rejestrowania wszystkich kroków realizowanych względem danych. Ja, tak jak wiele osób, przypadkowo nacisnąłem klawisz podczas wyświetlania danych w arkuszu kalkulacyjnym. W efekcie dowiedziałem się później, że moje wyniki nie mają już dłużej żadnego sensu z powodu niepoprawnych danych. Nie oznacza to, że arkusze kalkulacyjne są złe albo że nie mają swojego miejsca w przepływie roboczym danych. Przydają się, ale dostępne są lepsze i mniej zawodne narzędzia. Takie narzędzia mogą współpracować z arkuszami kalkulacyjnymi przy jednoczesnym zapewnianiu pewniejszego przetwarzania danych oraz oferowaniu możliwości uwzględniania danych z innych zbiorów danych i baz danych.


    Cele rozdziału


    Mapę pojęć prezentowanych w tym rozdziale można znaleźć w dodatku A na rysunku A.1.


    
      	Użycie funkcji biblioteki Pandas do załadowania prostego pliku danych rozdzielonych.


      	Obliczanie liczby załadowanych wierszy i kolumn.


      	Identyfikowanie typu załadowanych danych.


      	Wyszczególnienie różnic między funkcjami, metodami i atrybutami.


      	Zastosowanie metod i atrybutów w celu określenia podzbioru wierszy i kolumn.


      	Obliczanie na podstawie danych podstawowych grupowanych i agregowanych danych statystycznych.


      	Użycie metod i atrybutów do utworzenia na podstawie danych prostego rysunku.

    


    1.2. Ładowanie pierwszego zbioru danych


    Po uzyskaniu zbioru danych jest on najpierw ładowany, po czym rozpoczyna się analizowanie jego struktury i zawartości. Najprostszym sposobem analizowania zbioru jest przyjrzenie mu się i ustalenie podzbioru określonych wierszy i kolumn. Możliwe jest sprawdzenie, jakiego typu informacje są przechowywane w każdej kolumnie, a następnie rozpoczęcie szukania wzorców poprzez agregowanie opisowych danych statystycznych.


    Ponieważ biblioteka Pandas nie jest częścią standardowej biblioteki języka Python, musimy najpierw poinstruować go, aby załadował (czyli za pomocą polecenia import) bibliotekę. Jeśli nie zainstalowałeś danych i pakietów niezbędnych w kolejnych rozdziałach książki, zajrzyj do dodatku B.

    import pandas




    Po załadowaniu biblioteki za pomocą funkcji read_csv() możesz wczytać plik danych CSV. Aby uzyskać dostęp do tej funkcji z poziomu biblioteki Pandas, korzystamy z czegoś, co jest określane mianem „notacji z kropką”. Więcej informacji na temat tej notacji możesz znaleźć w dodatkach L, P i E. Utworzenie wywołania funkcji ma oznaczać: w obrębie właśnie załadowanej biblioteki Pandas poszukaj funkcji read_csv().


    
      
        
      

      
        
          	
            Coś na temat zbioru danych Gapminder


            Oryginalnie zbiór danych Gapminder pochodzi z witryny o adresie https://www.gapminder.org. W niniejszym wydaniu książki użyto zbioru danych Gapminder przygotowanego przez Jennifer Bryan z Uniwersytetu Kolumbii Brytyjskiej (obecnie pracuje w firmie Posit PBC, a wcześniej pracowała w firmie RStudio PBC). Repozytorium możesz znaleźć pod adresem https://github.com/jennybc/gapminder/.

          
        

      
    

    # Domyślnie funkcja read_csv() wczyta plik z danymi rozdzielanymi przecinkiem



    # W naszym zbiorze danych Gapminder w roli separatora użyto znaku tabulacji



    # Można użyć parametru sep i wskazać tabulację za pomocą wartości \t



    df = pandas.read_csv('./data/gapminder.tsv', sep='\t')



    # Wyświetlenie danych



    print(df)



          country continent year lifeExp      pop  gdpPercap



    0 Afghanistan      Asia 1952  28.801  8425333 779.445314



    1 Afghanistan      Asia 1957  30.332  9240934 820.853030



    2 Afghanistan      Asia 1962  31.997 10267083 853.100710



    3 Afghanistan      Asia 1967  34.020 11537966 836.197138



    4 Afghanistan      Asia 1972  36.088 13079460 739.981106



    ...       ...       ...  ...     ...      ...        ...



    1699 Zimbabwe    Africa 1987  62.351  9216418 706.157306



    1700 Zimbabwe    Africa 1992  60.377 10704340 693.420786



    1701 Zimbabwe    Africa 1997  46.809 11404948 792.449960



    1702 Zimbabwe    Africa 2002  39.989 11926563 672.038623



    1703 Zimbabwe    Africa 2007  43.487 12311143 469.709298



    [1704 rows x 6 columns]




    Ponieważ funkcje biblioteki Pandas będą wielokrotnie używane w książce, a także przez Ciebie podczas programowania we własnym zakresie, często określa się alias pd dla nazwy pandas. Powyższy kod jest równorzędny następującemu kodowi:

    import pandas as pd



    df = pd.read_csv('./data/gapminder.tsv', sep='\t')




    Wbudowana funkcja type() (oznacza to, że jest ona zapewniana bezpośrednio przez język Python, a nie w postaci osobnej biblioteki, takiej jak Pandas) umożliwia sprawdzenie, czy korzysta się z typu danych DataFrame biblioteki Pandas.

    print(type(df))



    <class 'pandas.core.frame.DataFrame'>




    Funkcja type() przydaje się, gdy zaczynasz używać wielu różnych typów obiektów języka Python i musisz wiedzieć, jaki obiekt w danej chwili przetwarzasz.


    Załadowany zbiór danych jest na bieżąco zapisywany jako stosunkowo niewielki obiekt DataFrame biblioteki Pandas (pandas.core.frame.DataFrame). Każdy obiekt DataFrame zawiera atrybut .shape, który zapewni nam liczbę wierszy i kolumn tego obiektu.

    # Uzyskanie liczby wierszy i kolumn



    print(df.shape)



    (1704, 6)




    Atrybut .shape zwraca krotkę (zajrzyj do dodatku G), w której pierwsza wartość to liczba wierszy, a druga wartość to liczba kolumn.


    Na podstawie powyższych wyników można stwierdzić, że użyty zbiór danych Gapminder zawiera 1704 wiersze i 6 kolumn. Ponieważ .shape to atrybut obiektu DataFrame, a nie jego funkcja lub metoda, po kropce nie ma nawiasów okrągłych (czyli atrybut jest zapisywany w postaci df.shape, a nie df.shape()). Jeśli popełnisz pomyłkę polegającą na wstawieniu nawiasów na końcu tego atrybutu, zostanie przez niego zwrócony komunikat o błędzie.

    # shape to atrybut, a nie metoda



    # Spowoduje to wystąpienie błędu



    print(df.shape())



    TypeError: 'tuple' object is not callable




    Gdy po raz pierwszy przyjrzysz się zbiorowi danych, zwykle będziesz chciał wiedzieć, ile znajduje się w nim wierszy i kolumn (właśnie takie działanie podjęliśmy). Aby zorientować się, jakie zbiór danych zawiera informacje, sprawdzamy nazwy kolumn. Tak jak w przypadku atrybutu .shape nazwy kolumn są uzyskiwane za pomocą atrybutu .columns obiektu DataFrame.

    # Uzyskanie nazw kolumn



    print(df.columns)



    Index(['country', 'continent', 'year', 'lifeExp', 'pop',



           'gdpPercap'],



          dtype='object')




    
      
        
      

      
        
          	
            Pytanie


            Jaki jest typ powiązany z nazwami kolumn?

          
        

      
    


    Obiekt DataFrame biblioteki Pandas przypomina obiekty ramki danych obecne w innych językach (np. Julia i R). Każda kolumna musi być tego samego typu (czyli Series), natomiast każdy wiersz może zawierać różne typy. W przypadku aktualnie prezentowanego przykładu można oczekiwać, że kolumna country będzie zawierać wyłącznie łańcuchy, a w kolumnie year będą się znajdować liczby całkowite. Najlepiej jednak upewnić się, że tak faktycznie jest, za pomocą atrybutu .dtypes lub metody .info(). W tabeli 1.1 można sprawdzić, jaki typ w bibliotece Pandas jest powiązany z wbudowanym typem języka Python.


    Tabela 1.1. Zestawienie typów biblioteki Pandas (zwracanych przez atrybut dtypes) i języka Python


    
      
        
        
        
      

      
        
          	
            Pandas

          

          	
            Python

          

          	
            Opis

          
        


        
          	
            object

          

          	
            string

          

          	
            Najczęściej używany typ danych.

          
        


        
          	
            int64

          

          	
            int

          

          	
            Liczby całkowite.

          
        


        
          	
            float64

          

          	
            float

          

          	
            Liczby dziesiętne.

          
        


        
          	
            datetime64

          

          	
            datetime

          

          	
            Typ datetime jest obecny w bibliotece standardowej języka Python (czyli nie jest ładowany domyślnie i musi zostać zaimportowany).

          
        

      
    

    # Uzyskanie typu danych każdej kolumny



    print(df.dtypes)



    country         object



    continent       object



    year             int64



    lifeExp       float64



    pop              int64



    gdpPercap     float64



    dtype: object



    # Uzyskanie dodatkowych informacji o naszych danych



    print(df.info())



    <class 'pandas.core.frame.DataFrame'>



    RangeIndex: 1704 entries, 0 to 1703



    Data columns (total 6 columns):



     #  Column    Non-Null Count  Dtype



    --- ------    --------------  -----



     0  country   1704 non-null   object



     1  continent 1704 non-null   object



     2  year      1704 non-null   int64



     3  lifeExp   1704 non-null   float64



     4  pop       1704 non-null   int64



     5  gdpPercap 1704 non-null   float64



    dtypes: float64(2), int64(2), object(2)



    memory usage: 80.0+ KB



    None




    1.3. Sprawdzanie kolumn, wierszy i komórek


    Gdy już jesteś w stanie załadować prosty plik danych, wskazana będzie możliwość sprawdzenia jego zawartości. Zawartość obiektu DataFrame może zostać wyświetlona za pomocą funkcji print(), ale obecnie używane dane zawierają zbyt wiele komórek, aby można było zorientować się w znaczeniu wszystkich zaprezentowanych informacji. Zamiast tego najlepszym sposobem analizy naszych danych jest objęcie zakresem inspekcji różnych podzbiorów danych. Metoda .head() obiektu DataFrame pozwala przyjrzeć się pierwszym pięciu wierszom naszych danych.

    # Wyświetlenie pierwszych pięciu obserwacji



    print(df.head())



          country continent year lifeExp      pop   gdpPercap



    0 Afghanistan      Asia 1952  28.801  8425333  779.445314



    1 Afghanistan      Asia 1957  30.332  9240934  820.853030



    2 Afghanistan      Asia 1962  31.997 10267083  853.100710



    3 Afghanistan      Asia 1967  34.020 11537966  836.197138



    4 Afghanistan      Asia 1972  36.088 13079460  739.981106




    Przydatna jest możliwość sprawdzenia, czy nasze dane zostały poprawnie załadowane, a także lepszego zrozumienia kolumn i zawartości. Będą jednak zdarzać się sytuacje, gdy interesujące będą tylko konkretne wiersze, kolumny lub wartości znajdujące się w naszych danych.


    Zanim przejdziemy dalej, upewnij się, że jesteś zaznajomiony z kontenerami języka Python (dodatki F i H).


    1.3.1. Wybieranie i określanie podzbioru kolumn na podstawie nazwy


    Jeżeli z naszych danych ma zostać uzyskana wyłącznie określona kolumna, dostęp do nich zapewniają nawiasy kwadratowe ([ ]).

    # Uzyskanie tylko kolumny country i zapisanie jej w jej własnej zmiennej



    country_df = df['country']



    # Wyświetlenie pierwszych pięciu obserwacji



    print(country_df.head())



    0   Afghanistan



    1   Afghanistan



    2   Afghanistan



    3   Afghanistan



    4   Afghanistan



    Name: country, dtype: object



    # Wyświetlenie ostatnich pięciu obserwacji



    print(country_df.tail())



    1699   Zimbabwe



    1700   Zimbabwe



    1701   Zimbabwe



    1702   Zimbabwe



    1703   Zimbabwe



    Name: country, dtype: object




    Aby określić wiele kolumn za pomocą nazwy kolumny, konieczne jest przekazanie w nawiasach kwadratowych listy języka Python. Może to wyglądać trochę dziwnie, gdyż będą istnieć dwa zestawy takich nawiasów ([[ ]]).


    Zewnętrzny zestaw nawiasów kwadratowych informuje o tym, że za pomocą kolumn określany jest podzbiór w przypadku użytego obiektu DataFrame. Z kolei wewnętrzny zestaw nawiasów kwadratowych zapewnia informacje o liście kolumn, które mają zostać zastosowane. Oznacza to, że w języku Python również są używane nawiasy kwadratowe [ ] do „wyszczególniania” wielu rzeczy jako pojedynczego obiektu.

    # Sprawdzanie zawartości kolumn country, continent i year



    subset = df[['country', 'continent', 'year']]



    print(subset)



               country continent year



    0      Afghanistan      Asia 1952



    1      Afghanistan      Asia 1957



    2      Afghanistan      Asia 1962



    3      Afghanistan      Asia 1967



    4      Afghanistan      Asia 1972



    ...            ...       ...  ...



    1699      Zimbabwe    Africa 1987



    1700      Zimbabwe    Africa 1992



    1701      Zimbabwe    Africa 1997



    1702      Zimbabwe    Africa 2002



    1703      Zimbabwe    Africa 2007



    [1704 rows x 3 columns]




    Korzystając z notacji w postaci nawiasów kwadratowych ([ ]), nie możesz przekazywać pozycji indeksu w celu określenia podzbioru obiektu DataFrame na podstawie położenia kolumn. Jeśli chcesz to zrealizować, zainteresuj się notacją .iloc[].

    # Określanie podzbioru dla pierwszej kolumny na podstawie jej położenia



    df[0]



    KeyError: 0




    1.3.1.1. Pojedyncza wartość zwraca typ DataFrame lub Series


    Po pierwszej operacji wybierania pojedynczej kolumny uzyskaliśmy obiekt Series.

    country_df = df['country']



    print(type(country_df))



    <class 'pandas.core.series.Series'>




    To, że jest to obiekt Series, można też stwierdzić dlatego, że wyniki są wyświetlane dla niego trochę inaczej niż w przypadku obiektu DataFrame.

    print(country_df)



    0     Afghanistan



    1     Afghanistan



    2     Afghanistan



    3     Afghanistan



    4     Afghanistan



             ...



    1699     Zimbabwe



    1700     Zimbabwe



    1701     Zimbabwe



    1702     Zimbabwe



    1703     Zimbabwe



    Name: country, Length: 1704, dtype: object




    Porównaj te wyniki z efektem przekazania listy z jednym elementem (zwróć uwagę na podwójne nawiasy kwadratowe [[ ]]):

    country_df_list = df[['country']] # zwróć uwagę na podwójne nawiasy kwadratowe



    print(type(country_df_list))



    <class 'pandas.core.frame.DataFrame'>




    Jeżeli do określenia podzbioru zostanie zastosowana lista, zawsze w odpowiedzi uzyska się obiekt DataFrame.

    print(country_df_list)



             country



    0    Afghanistan



    1    Afghanistan



    2    Afghanistan



    3    Afghanistan



    4    Afghanistan



    ...          ...



    1699    Zimbabwe



    1700    Zimbabwe



    1701    Zimbabwe



    1702    Zimbabwe



    1703    Zimbabwe



    [1704 rows x 1 columns]




    Zależnie od potrzeb, czasami niezbędny jest tylko jeden obiekt Series (nazywany sporadycznie wektorem), a w innych sytuacjach w celu zapewnienia spójności wymagany będzie obiekt DataFrame.


    1.3.1.2. Użycie notacji z kropką do uzyskania kolumny wartości


    Gdybyś potrzebował jedynie pojedynczej kolumny wartości (czyli obiektu Series lub wektora), a wprowadzanie notacji df['column'] okaże się bardzo uciążliwe, dostępny jest skrócony zapis, za pomocą którego możesz uzyskać wektor kolumny traktowany jako atrybut typu danych DataFrame.


    Przykładowo poniżej zaprezentowano dwie metody zwracania tej samej pojedynczej kolumny typu danych Series.

    # Użycie notacji nawiasów kwadratowych



    print(df['country'])



    0      Afghanistan



    1      Afghanistan



    2      Afghanistan



    3      Afghanistan



    4      Afghanistan



              ...



    1699      Zimbabwe



    1700      Zimbabwe



    1701      Zimbabwe



    1702      Zimbabwe



    1703      Zimbabwe



    Name: country, Length: 1704, dtype: object



    # Zastosowanie notacji z kropką



    print(df.country)



    0      Afghanistan



    1      Afghanistan



    2      Afghanistan



    3      Afghanistan



    4      Afghanistan



              ...



    1699      Zimbabwe



    1700      Zimbabwe



    1701      Zimbabwe



    1702      Zimbabwe



    1703      Zimbabwe



    Name: country, Length: 1704, dtype: object




    Jeśli planujesz realizować inne operacje (np. usuwanie kolumny), to wiedz, że występują subtelne różnice, ale na razie możesz traktować te dwie metody uzyskiwania pojedynczej kolumny wartości jako identyczne. Jeżeli chcesz korzystać z notacji z kropką, musisz być świadom nazw używanych kolumn. Oznacza to, że jeśli istnieje kolumna o nazwie shape, zapis df.shape spowoduje zwrócenie liczby wierszy i kolumn z atrybutu .shape, a nie zamierzoną kolumnę shape. Ponadto gdy nazwa używanej kolumny zawiera spacje lub znaki specjalne, nie będziesz w stanie zastosować notacji z kropką do wybrania kolumny wartości. W tej sytuacji konieczne będzie użycie notacji z nawiasami kwadratowymi.


    1.3.2. Określanie podzbioru wierszy


    Podzbiór wierszy można określić na wiele sposobów (na przykład za pomocą nazwy wierszy lub ich indeksu). W tabeli 1.2 dokonano szybkiego przeglądu różnych metod.


    Tabela 1.2. Różne metody indeksowania wierszy (i/lub kolumn)a


    
      
        
        
      

      
        
          	
            Atrybut podzbioru

          

          	
            Opis

          
        


        
          	
            .loc[]

          

          	
            Podzbiór oparty jest na etykiecie indeksu (nazwa wiersza).

          
        


        
          	
            .iloc[]

          

          	
            Podzbiór oparty jest na indeksie wiersza (numer wiersza).

          
        


        
          	
            .ix[] (nie działa już w wersji 0.20 biblioteki Pandas)

          

          	
            Podzbiór oparty jest na etykiecie indeksu lub indeksie wiersza.

          
        

      
    


    a Określanie podzbioru za pomocą atrybutu .ix[] nie jest już obsługiwane w bibliotece Pandas. Powodem usunięcia tego atrybutu było to, że najpierw dopasowywał on na podstawie etykiety indeksu, a jeśli wartość nie została znaleziona, dopasowywał z wykorzystaniem pozycji indeksu. Taki sposób działania polegający na podwójnym określaniu podzbioru nie był jednoznaczny i mógł być problematyczny, ponieważ nie zawsze wiedziałeś, jak atrybut ten określał podzbiór dla Twoich wierszy.


    1.3.2.1. Określanie podzbioru wierszy za pomocą etykiety indeksu: atrybut .loc[]


    Przyjrzyjmy się naszemu zbiorowi danych Gapminder:

    print(df)



            country continent year lifeExp      pop  gdpPercap



    0   Afghanistan      Asia 1952  28.801  8425333 779.445314



    1   Afghanistan      Asia 1957  30.332  9240934 820.853030



    2   Afghanistan      Asia 1962  31.997 10267083 853.100710



    3   Afghanistan      Asia 1967  34.020 11537966 836.197138



    4   Afghanistan      Asia 1972  36.088 13079460 739.981106



    ...         ...       ...  ...     ...      ...        ...



    1699   Zimbabwe    Africa 1987  62.351  9216418 706.157306



    1700   Zimbabwe    Africa 1992  60.377 10704340 693.420786



    1701   Zimbabwe    Africa 1997  46.809 11404948 792.449960



    1702   Zimbabwe    Africa 2002  39.989 11926563 672.038623



    1703   Zimbabwe    Africa 2007  43.487 12311143 469.709298



    [1704 rows x 6 columns]




    Po lewej stronie wyświetlonej zawartości obiektu DataFrame można zobaczyć to, co wygląda na numery wierszy. Ten bezkolumnowy wiersz wartości jest etykietą „indeksu” obiektu DataFrame. Potraktuj to jak nazwy kolumny, lecz odnoszące się do wierszy. Domyślnie biblioteka Pandas będzie wypełniać etykiety indeksu numerami wierszy (zauważ, że liczenie wierszy rozpoczyna się od zera). Typowy przykład, gdzie etykiety indeksu wierszy nie są numerem wiersza, ma miejsce, gdy przetwarzasz dane szeregów czasowych. W tym przypadku etykieta indeksu będzie znacznikiem czasu, ale na razie pozostawimy domyślne wartości numerów wierszy.


    Aby określić podzbiór danych wierszy na podstawie etykiety indeksu, możesz zastosować atrybut akcesora .loc[] względem obiektu DataFrame.

    # Uzyskanie pierwszego wiersza



    # W języku Python liczenie rozpoczyna się od zera



    print(df.loc[0])



    country        Afghanistan



    continent             Asia



    year                  1952



    lifeExp             28.801



    pop                8425333



    gdpPercap       779.445314



    Name: 0, dtype: object



    # Uzyskanie setnego wiersza



    # W języku Python liczenie rozpoczyna się od zera



    print(df.loc[99])



    country        Bangladesh



    continent            Asia



    year                 1967



    lifeExp            43.453



    pop              62821884



    gdpPercap      721.186086



    Name: 99, dtype: object



    # Uzyskanie ostatniego wiersza



    # Spowoduje to wystąpienie błędu



    print(df.loc[-1])



    KeyError: -1




    Zauważ, że przekazanie wartości -1 za pomocą atrybutu .loc[] spowoduje błąd, gdyż tak naprawdę szuka on etykiety indeksu wiersza -1 (czyli numeru wiersza), który nie istnieje w przykładowym obiekcie DataFrame. Korzystając zamiast tego z niewielkiej ilości kodu języka Python, można ustalić całkowitą liczbę wierszy, a następnie przekazać tę wartość do atrybutu .loc[].

    # Uzyskanie ostatniego wiersza (poprawnie)



    # Użycie pierwszej wartości uzyskanej z atrybutu shape do określenia liczby wierszy



    number_of_rows = df.shape[0]



    # Odjęcie liczby 1 od wartości, ponieważ ma zostać uzyskana ostatnia wartość indeksu 



    last_row_index = number_of_rows - 1



    # Na koniec określany jest podzbiór za pomocą indeksu ostatniego wiersza



    print(df.loc[last_row_index])



    country        Zimbabwe



    continent        Africa



    year               2007



    lifeExp          43.487



    pop            12311143



    gdpPercap    469.709298



    Name: 1703, dtype: object




    Ewentualnie można użyć metody .tail() w celu zwrócenia ostatniego wiersza n=1 zamiast domyślnej wartości 5.

    # Istnieje wiele sposobów zrealizowania żądanej operacji



    print(df.tail(n=1))



           country continent year lifeExp      pop   gdpPercap



    1703  Zimbabwe    Africa 2007  43.487 12311143 469.709298




    Zauważ, że po zastosowaniu metody .tail() i atrybutu .loc[] wyniki są wyświetlane w różny sposób. Sprawdźmy, jaki typ jest zwracany w przypadku użycia tych sposobów.

    # Uzyskanie ostatniego wiersza danych w różny sposób



    subset_loc = df.loc[0]



    subset_head = df.head(n=1)



    # Funkcja type używająca położenia jednego wiersza



    print(type(subset_loc))



    <class 'pandas.core.series.Series'>



    # Funkcja type używająca zestawu z jednym wierszem



    print(type(subset_head))



    <class 'pandas.core.frame.DataFrame'>




    Na początku rozdziału wspomnieliśmy, że w bibliotece Pandas wprowadzono do języka Python dwa nowe typy danych: Series i DataFrame. Zależnie od tego, z jakiej metody korzystasz oraz ile jest zwracanych wierszy, biblioteka ta zapewni inny obiekt. Sposób wyświetlania obiektu na ekranie może być wskaźnikiem jego typu, ale zawsze najlepiej użyć dla pewności funkcji type(). W rozdziale 2. bardziej szczegółowo zajmiemy się tymi obiektami.


    1.3.2.2. Określanie podzbioru wielu wierszy


    Jak w przypadku kolumn, możliwe jest filtrowanie wielu wierszy.

    print(df.loc[[0, 99, 999]])



            country continent year lifeExp     pop    gdpPercap



    0   Afghanistan      Asia 1952  28.801 8425333   779.445314



    99   Bangladesh      Asia 1967  43.453 62821884  721.186086



    999    Mongolia      Asia 1967  51.253  1149500 1226.041130




    1.3.3. Określanie podzbioru wierszy za pomocą numeru wiersza: atrybut .iloc[]


    Atrybut .iloc[] zapewnia to samo co atrybut .loc[], ale służy do określania podzbioru na podstawie numeru wiersza. W przypadku aktualnie omawianego przykładu atrybuty .iloc[] i .loc[] będą zachowywać się dokładnie tak samo, gdyż etykiety indeksu to numery wierszy. Miej jednak świadomość tego, że etykiety indeksu niekoniecznie muszą być numerami wierszy.

    # Uzyskanie drugiego wiersza



    print(df.iloc[1])



    country        Afghanistan



    continent             Asia



    year                  1957



    lifeExp             30.332



    pop                9240934



    gdpPercap        820.85303



    Name: 1, dtype: object



    ## Uzyskanie setnego wiersza



    print(df.iloc[99])



    country        Bangladesh



    continent            Asia



    year                 1967



    lifeExp            43.453



    pop              62821884



    gdpPercap      721.186086



    Name: 99, dtype: object




    Zwróć uwagę na to, że w przypadku określania podzbioru za pomocą etykiety 1 faktycznie uzyskiwany jest drugi wiersz, a nie pierwszy. Jest to zgodne ze sposobem indeksowania w języku Python, począwszy od zera. Oznacza to, że pierwszy element kontenera ma indeks o wartości 0 (czyli zerowy element kontenera). Więcej informacji o tego rodzaju działaniu zamieszczono w dodatkach F, I i M.


    Za pomocą atrybutu .iloc[] możesz przekazać wartość -1, aby uzyskać ostatni wiersz. Coś takiego nie jest możliwe do osiągnięcia w przypadku atrybutu .loc[].

    # Użycie wartości -1 do uzyskania ostatniego wiersza



    print(df.iloc[-1])



    country          Zimbabwe



    continent          Africa



    year                 2007



    lifeExp            43.487



    pop            12311143



    gdpPercap    469.709298



    Name: 1703, dtype: object




    Tak jak wcześniej, masz możliwość przekazania listy liczb całkowitych w celu uzyskania wielu wierszy.

    ## Uzyskanie pierwszego, setnego i tysięcznego wiersza



    print(df.iloc[[0, 99, 999]])



              country continent year lifeExp      pop   gdpPercap



    0     Afghanistan      Asia 1952  28.801  8425333  779.445314



    99     Bangladesh      Asia 1967  43.453 62821884  721.186086



    999      Mongolia      Asia 1967  51.253  1149500 1226.041130




    1.3.4. Użycie kombinacji


    Za pomocą atrybutów .iloc[] i .loc[] możesz zapewnić sobie podzbiory wierszy, kolumn albo obu. W ramach ogólnej składni tych atrybutów stosowane są nawiasy kwadratowe z przecinkiem. Część po lewej stronie przecinka reprezentuje wartości wierszy służące do wyznaczenia podzbioru. Z kolei część po prawej stronie przecinka to wartości kolumn używane do ustalenia podzbioru. Oznacza to użycie postaci df.loc[[wiersze], [kolumny]] lub df.iloc[[wiersze], [kolumny]].


    1.3.4.1. Wybieranie kolumn


    Jeśli mają zostać zastosowane powyższe metody tylko do określenia podzbioru kolumn, konieczne będzie skorzystanie ze składni wycinków języka Python (dodatek L). Jest to niezbędne, gdyż jeśli wyznaczany jest podzbiór kolumn, uzyskiwane są wszystkie wiersze dla konkretnej kolumny. A zatem niezbędna jest metoda umożliwiająca przechwycenie wszystkich wierszy.


    Składnia wycinków języka Python zawiera dwukropek (:). Użycie samego dwukropka powoduje „wycięcie” (czyli uzyskanie) wszystkich wartości znajdujących się na danej osi. Jeśli zatem za pomocą składni atrybutu .loc[] lub .iloc[] ma zostać uzyskana wyłącznie pierwsza kolumna, do określenia podzbioru kolumn możesz użyć postaci df.loc[:, [kolumny]].

    # Określenie podzbioru kolumn za pomocą atrybutu loc



    # Zwróć uwagę na miejsce wstawienia dwukropka



    # służącego do wybrania wszystkich wierszy



    subset = df.loc[:, ['year', 'pop']]



    print(subset)



         year       pop



    0    1952   8425333



    1    1957   9240934



    2    1962  10267083



    3    1967  11537966



    4    1972  13079460



    ...   ...       ...



    1699 1987   9216418



    1700 1992  10704340



    1701 1997  11404948



    1702 2002  11926563



    1703 2007  12311143



    [1704 rows x 2 columns]



    # Określenie podzbioru kolumn za pomocą atrybutu iloc



    # Atrybut iloc umożliwi użycie liczb całkowitych



    # Wartość -1 spowoduje wybranie ostatniej kolumny



    subset = df.iloc[:, [2, 4, -1]]



    print(subset)



         year      pop   gdpPercap



    0    1952  8425333  779.445314



    1    1957  9240934  820.853030



    2    1962 10267083  853.100710



    3    1967 11537966  836.197138



    4    1972 13079460  739.981106



    ...   ...      ...         ...



    1699 1987  9216418  706.157306



    1700 1992 10704340  693.420786



    1701 1997 11404948  792.449960



    1702 2002 11926563  672.038623



    1703 2007 12311143  469.709298



    [1704 rows x 3 columns]




    Jeżeli nie określi się poprawnie argumentu .loc[] lub .iloc[], zostanie wygenerowany błąd.

    # Określenie podzbioru kolumn za pomocą atrybutu loc



    # Jednak przekazanie wartości całkowitych



    # spowoduje wygenerowanie błędu



    subset = df.loc[:, [2, 4, -1]]



    print(subset)



    KeyError: "None of [Int64Index([2, 4, -1], dtype='int64')]



    are in the [columns]"



    # Określenie podzbioru kolumn za pomocą atrybutu iloc



    # Jednak przekazanie nazw indeksu



    # spowoduje wygenerowanie błędu



    subset = df.iloc[:, ['year', 'pop']]



    print(subset)



    IndexError: .iloc requires numeric indexers, got ['year' 'pop']




    1.3.4.2. Określanie podzbioru za pomocą funkcji range()


    Wbudowana funkcja range() języka Python umożliwia utworzenie zakresu wartości. W ten sposób możesz ustalać wartości początkowe i końcowe, a język Python spowoduje automatycznie wygenerowanie zakresu wartości znajdujących się między nimi. Domyślnie zostanie utworzona każda wartość między początkiem i końcem (zakres domknięty z lewej strony i otwarty z prawej strony; zajrzyj do dodatku I), chyba że określisz krok (dodatki I i M). W języku Python 3 funkcja range() zwraca generator. Generator przypomina listę jednorazowego użycia, który znika po jednokrotnym zastosowaniu go. Ma to głównie na celu zaoszczędzenie zasobów systemowych. W dodatku M podano więcej informacji na temat generatorów.


    W podpunkcie 1.3.4.1 pokazano, jak można wybrać kolumny za pomocą listy liczb całkowitych. Ze względu na to, że funkcja range() zwraca generator, trzeba najpierw przekształcić go w listę.

    # Tworzenie zakresu liczb całkowitych od 0 do 4 włącznie



    small_range = list(range(5))



    print(small_range)



    [0, 1, 2, 3, 4]



    # Określenie podzbioru obiektu DataFrame za pomocą zakresu



    subset = df.iloc[:, small_range]



    print(subset)



             country continent year lifeExp      pop



    0    Afghanistan      Asia 1952  28.801  8425333



    1    Afghanistan      Asia 1957  30.332  9240934



    2    Afghanistan      Asia 1962  31.997 10267083



    3    Afghanistan      Asia 1967  34.020 11537966



    4    Afghanistan      Asia 1972  36.088 13079460



    ...          ...       ...  ...     ...      ...



    1699    Zimbabwe    Africa 1987  62.351  9216418



    1700    Zimbabwe    Africa 1992  60.377 10704340



    1701    Zimbabwe    Africa 1997  46.809 11404948



    1702    Zimbabwe    Africa 2002  39.989 11926563



    1703    Zimbabwe    Africa 2007  43.487 12311143



    [1704 rows x 5 columns]




    Zauważ, że w przypadku wywołania list(range(5)) zwracanych jest pięć liczb całkowitych z zakresu od 0 do 4.

    # Tworzenie zakresu od 3 do 5 włącznie



    small_range = list(range(3, 6))



    print(small_range)



    [3, 4, 5]



    subset = df.iloc[:, small_range]



    print(subset)



           lifeExp      pop  gdpPercap



    0       28.801  8425333 779.445314



    1       30.332  9240934 820.853030



    2       31.997 10267083 853.100710



    3       34.020 11537966 836.197138



    4       36.088 13079460 739.981106



    ...        ...      ...        ...



    1699    62.351  9216418 706.157306



    1700    60.377 10704340 693.420786



    1701    46.809 11404948 792.449960



    1702    39.989 11926563 672.038623



    1703    43.487 12311143 469.709298



    [1704 rows x 3 columns]




    
      
        
      

      
        
          	
            Pytanie


            Co się stanie, gdy określisz funkcję range() powodującą przekroczenie liczby istniejących kolumn?

          
        

      
    


    Ponownie zauważ, że wartości są określane w taki sposób, że zakres jest domknięty z lewej strony i otwarty z prawej.


    Możliwe jest również przekazanie do zakresu trzeciego parametru kroku step, który pozwala zmieniać poziom inkrementacji 

Ciąg dalszy dostępny w wersji pełnej.

  
    2

    Struktury danych biblioteki Pandas — podstawy

Dostępne w wersji pełnej.

  
    3

    Tworzenie wykresów — podstawy

Dostępne w wersji pełnej.

  
    4

    Dane uporządkowane

Dostępne w wersji pełnej.

  
    5

    Zastosowanie funkcji

Dostępne w wersji pełnej.

  
    Część II

    Przetwarzanie danych

Dostępne w wersji pełnej.

  
    6

    Łączenie danych

Dostępne w wersji pełnej.

  
    7

    Normalizacja danych

Dostępne w wersji pełnej.

  
    8

    Operacje grupowania: dzielenie, stosowanie i łączenie

Dostępne w wersji pełnej.

  
    Część III

    Typy danych

Dostępne w wersji pełnej.

  
    9

    Brakujące dane

Dostępne w wersji pełnej.

  
    10

    Typy danych

Dostępne w wersji pełnej.

  
    11

    Łańcuchy i dane tekstowe

Dostępne w wersji pełnej.

  
    12

    Daty i godziny

Dostępne w wersji pełnej.

  
    Część IV

    Modelowanie danych

Dostępne w wersji pełnej.

  
    13

    Regresja liniowa (wynikowa zmienna ciągła)

Dostępne w wersji pełnej.

  
    14

    Uogólnione modele liniowe
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