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    Opinie o książce


    Jest tak wiele informacji, które trzeba poznać, aby wydajnie pracować na stanowisku inżyniera zajmującego się uczeniem maszynowym. Nie jest łatwo pozbyć się zbędnych szczegółów, aby udostępnić jedynie istotną wiedzę, jednak Chip w tej książce wykonała to zadanie celująco. Jeśli poważnie myślisz o zastosowaniu uczenia maszynowego w środowisku produkcyjnym i zależy Ci na tym, by się nauczyć, jak projektować i wdrażać systemy ML, ta książka będzie dla Ciebie niezbędna.


    — Laurence Moroney, szef działu AI i ML, Google


    Jedno z najlepszych źródeł wiedzy, w którym są analizowane podstawowe zasady dotyczące projektowania systemów uczenia maszynowego wykorzystywanych w produkcji. Lektura obowiązkowa pozwalająca poruszać się po ulotnym krajobrazie różnych opcji narzędziowych i platform.


    — Goku Mohandas, założyciel firmy Made With ML


    To książka, na którą zasługujemy i której właśnie teraz potrzebujemy. W przypadku chaotycznie rozwijających się ekosystemów jest ona zarówno mapą, jak i kompasem. To lektura obowiązkowa zarówno dla pracowników wielkich korporacji technologicznych, jak i dla osób spoza nich — szczególnie tych, które biorą udział w projektach o „rozsądnej skali”. Ta książka spodoba się również szefom działów zajmujących się danymi, którzy szukają najlepszych wzorców postępowania dotyczących wdrażania, zarządzania i monitorowania systemów w środowisku naturalnym.


    — Jacopo Tagliabue, dyrektor działu AI, Coveo


    Docent na wydziale systemów uczenia maszynowego, Uniwersytet Nowego Jorku


    To po prostu znakomita książka, dzięki której można się dowiedzieć, jak tworzyć, wdrażać i skalować modele uczenia maszynowego w firmie, aby uzyskać najlepsze wyniki. Chip świetnie przekazuje swoją wiedzę, której zasoby są niezrównane.


    — Josh Wills


    Inżynier oprogramowania w WeaveGrid i były dyrektor działu inżynierii danych w firmie Slack


    Taką właśnie książkę chciałam przeczytać, gdy zaczynałam karierę jako inżynier systemów uczenia maszynowego.


    — Shreya Shankar, doktorantka MLOps


    Książka Jak projektować systemy uczenia maszynowego jest mile widzianym dodatkiem dotyczącym dziedziny stosowanego uczenia maszynowego. Stanowi szczegółowy przewodnik dla osób tworzących kompleksowe systemy ML. Chip Huyen wykorzystuje w tej książce bogate, praktyczne doświadczenie związane z budowaniem aplikacji uczenia maszynowego wykorzystywanych w świecie rzeczywistym.


    — Brian Spiering, wykładowca danetyki w Metis


    Chip jest naprawdę światowej klasy ekspertem w dziedzinie systemów ML, a także genialną pisarką. Jest to doskonale widoczne w tej książce, będącej fantastycznym źródłem wiedzy dla każdego, kto chce się czegoś dowiedzieć na temat uczenia maszynowego.


    — Andrey Kurenkov, doktorant w Stanford AI Lab


    Chip Huyen stworzyła ważną pozycję należącą do kanonu literatury uczenia maszynowego — taką, która jest głęboko osadzona w podstawach ML, ale prezentuje znacznie bardziej konkretne i praktyczne podejście niż większość innych. Skoncentrowanie się na wymaganiach biznesowych jest rzadko spotykane, a przez to szczególnie wartościowe. Książka ta zainteresuje początkujących inżynierów uczenia maszynowego, jak również inne osoby, które próbują zrozumieć, jak działają systemy ML.


    — Todd Underwood, starszy dyrektor działu inżynierów SRE uczenia maszynowego (Google) i współautor książki Reliable Machine Learning

  


  
    Wstęp


    Od czasu pierwszego kursu uczenia maszynowego, który prowadziłam na Uniwersytecie Stanford w 2017 roku, wiele osób prosiło mnie o rady dotyczące wdrażania modeli ML w organizacjach. Zadawane pytania były dość ogólne, na przykład: „Jakiego modelu należy użyć?”, „Jak często trzeba ponownie trenować model?”, „Jak można wykryć zmiany w rozkładzie danych?”, „Jak zapewnić, że cechy używane podczas trenowania są spójne z cechami wykorzystywanymi podczas wnioskowania?”.


    Pytania takie mogły być również szczegółowe, na przykład: „Sądzę, że zmiana z prognozowania wsadowego na prognozowanie online pozwoli naszemu modelowi uzyskać wzrost wydajności, ale jak mam przekonać mojego szefa, aby na to pozwolił?” lub „Jestem głównym inżynierem zajmującym się danymi w mojej firmie; niedawno otrzymałem zadanie utworzenia pierwszej platformy uczenia maszynowego — od czego mam zacząć?”.


    Moja krótka odpowiedź na wszystkie te pytania zawsze brzmi: „To zależy”. Dłuższe odpowiedzi często wymagają poświęcenia godzin na dyskusję, aby zrozumieć, skąd pochodzi pytający i co faktycznie próbuje osiągnąć, a także by przeanalizować zalety i wady zastosowania różnych metod w określonych sytuacjach.


    Systemy uczenia maszynowego są zarówno złożone, jak i unikatowe. Złożone, ponieważ składają się z różnych komponentów (algorytmy ML, dane, logika biznesowa, wskaźniki ewaluacyjne, infrastruktura bazowa itp.) i angażują wielu interesariuszy (danetyków, inżynierów ML, liderów biznesowych, użytkowników, a nawet całe społeczeństwa). Unikatowe, ponieważ są zależne od danych, które diametralnie różnią się od siebie w zależności od przypadków użycia.


    Na przykład dwie firmy mogłyby się zajmować tą samą dziedziną (handlem elektronicznym) i mieć ten sam problem, który chciałyby rozwiązać za pomocą uczenia maszynowego (czyli systemu rekomendacji), jednak ich aplikacje ML mogłyby się charakteryzować modelami o odmiennych architekturach, wykorzystywać różne zestawy cech, być ewaluowane na podstawie różnych wskaźników i wreszcie umożliwiać osiągnięcie różnych zwrotów z inwestycji.


    Wiele wpisów na blogach i samouczków dotyczących produkcyjnych systemów uczenia maszynowego koncentruje się na odpowiedzi na jedno określone pytanie. Taki sposób udostępniania wiedzy może stworzyć wrażenie, że możliwa jest oddzielna analiza każdej ze stawianych kwestii. W rzeczywistości zmiany w jednym komponencie prawdopodobnie wpływają na inne składniki. Podczas podejmowania decyzji projektowych konieczne jest więc rozważenie systemu jako całości.


    W tej książce przyjęto holistyczne podejście do systemów uczenia maszynowego. Uwzględniono w niej różne komponenty systemu oraz cele zaangażowanych interesariuszy. Treści zostały uzupełnione rzeczywistymi studiami przypadków, nad którymi osobiście pracowałam, poparte obszernymi referencjami i zrecenzowane przez praktyków uczenia maszynowego zatrudnionych zarówno w środowisku akademickim, jak i w przemyśle. Rozdziały, które wymagają dogłębnej znajomości danego zagadnienia, na przykład porównanie przetwarzania wsadowego z przetwarzaniem strumieniowym, infrastruktura dla pamięci masowej i obliczeń oraz odpowiedzialna sztuczna inteligencja, zostały dodatkowo zrecenzowane przez ekspertów, którzy specjalizują się w określonej tematyce. Innymi słowy, ta książka jest próbą udzielenia solidnych odpowiedzi na wyżej wymienione pytania (i nie tylko).


    Gdy pierwszy raz utworzyłam notatki z wykładów, które stały się podstawą tej książki, pomyślałam, że piszę je dla moich studentów, aby przygotować ich do zawodu danetyka i inżyniera uczenia maszynowego. Szybko jednak zdałam sobie sprawę, że w trakcie tego procesu sama również wiele się nauczyłam. Początkowe szkice, którymi podzieliłam się z czytelnikami, wywołały wiele dyskusji, które pozwoliły na sprawdzenie moich założeń, zmusiły mnie do rozważenia różnych perspektyw, a także skonfrontowały z nowymi problemami i równie nowymi rozwiązaniami.


    Mam nadzieję, że Czytelnicy będą kontynuować proces zdobywania wiedzy także teraz, gdy mają dostęp do niniejszej książki, ponieważ dzięki niej mogą zdobyć odpowiednie doświadczenie i spojrzeć na zagadnienia ML z właściwej, wyjątkowej perspektywy. Zapraszam do podzielenia się ze mną wszelkimi uwagami dotyczącymi tej książki za pośrednictwem prowadzonego przeze mnie serwera MLOps Discord (https://discord.gg/Mw77HPrgjF) (można tam spotkać różnych czytelników tej książki), Twittera (https://twitter.com/chipro), LinkedIn (https://www.linkedin.com/in/chiphuyen) lub innych kanałów, które są dostępne na mojej stronie internetowej (https://huyenchip.com).


    Dla kogo jest przeznaczona ta książka?


    Ta książka jest przeznaczona dla osób, które chcą wykorzystać systemy ML do rozwiązywania problemów w świecie rzeczywistym. Uczenie maszynowe analizowane w tej książce odnosi się zarówno do uczenia głębokiego, jak i klasycznych algorytmów, ze szczególnym uwzględnieniem systemów ML wykorzystywanych w średnich i dużych przedsiębiorstwach oraz szybko rozwijających się startupach. Systemy o mniejszej skali są zwykle mniej złożone i mogą w mniejszym stopniu wykorzystywać kompleksowe podejście przedstawione w tej książce.


    Ponieważ sama jestem inżynierem, napisałam tę książkę tak, by była zrozumiała dla inżynierów, w tym inżynierów uczenia maszynowego, danetyków, inżynierów danych, inżynierów platform ML i menedżerów ds. projektów inżynierskich. Ta książka pomoże Ci się zmierzyć z następującymi zagadnieniami:


    • Musisz rozwiązać pewien problem biznesowy i dysponujesz mnóstwem surowych danych. Chciałbyś przetworzyć te dane i wybrać odpowiednie wskaźniki, aby rozwiązać problem.


    • Twoje początkowe modele dobrze sobie radzą w eksperymentach offline, więc chciałbyś je wdrożyć.


    • Masz niewiele informacji zwrotnych o tym, jak Twoje modele działają po wdrożeniu, więc chcesz wymyślić sposób na szybkie wykrywanie, debugowanie i rozwiązywanie każdego problemu, jaki Twoje modele mogą napotkać w środowisku produkcyjnym.


    • Proces tworzenia, ewaluacji, wdrażania i aktualizacji modeli realizowany przez Twój zespół jest w większości niezautomatyzowany, powolny i podatny na błędy. Chcesz ten proces zautomatyzować i usprawnić.


    • Każdy przypadek wykorzystania uczenia maszynowego w Twojej organizacji został wdrożony przy użyciu specjalnej procedury, dlatego chcesz stworzyć podstawowe struktury (na przykład magazyn modeli, magazyn cech, narzędzia monitorujące), które mogą być współdzielone i ponownie wykorzystywane w różnych sytuacjach.


    • Martwisz się, że w Twoich systemach uczenia maszynowego mogą występować uprzedzenia, więc chcesz je uczynić odpowiedzialnymi!


    Z książki możesz również skorzystać, jeśli należysz do jednej z następujących grup:


    • Twórców narzędzi, którzy chcą zidentyfikować zaniedbane obszary w produkcyjnych systemach uczenia maszynowego i dowiedzieć się, jak pozycjonować te narzędzia w całym ekosystemie.


    • Osób zainteresowanych stanowiskami związanymi z produkcyjnymi systemami uczenia maszynowego.


    • Liderów technicznych i biznesowych, którzy rozważają przyjęcie rozwiązań ML w celu ulepszenia produktów i (lub) procesów biznesowych. Czytelnicy bez wystarczającej wiedzy technicznej mogą najbardziej skorzystać z rozdziałów 1., 2. i 11.


    Dla kogo nie jest przeznaczona ta książka?


    Ta książka nie jest wprowadzeniem do uczenia maszynowego. Istnieje wiele książek, kursów i zasobów prezentujących teorię związaną z ML, dlatego też w niniejszej pozycji nie przekazujemy podstawowej wiedzy, ale raczej koncentrujemy się na praktycznych aspektach uczenia maszynowego. Dokładniej ujmując, w książce założono, że Czytelnicy mają podstawową wiedzę o następujących zagadnieniach:


    • Modele uczenia maszynowego takie jak zespoły, regresja logistyczna, drzewa decyzyjne, filtrowanie zespołowe i różne architektury sieci neuronowych, w tym ze sprzężeniem wyprzedzającym, rekurencyjne, konwolucyjne i transformer.


    • Techniki ML takie jak uczenie nadzorowane i nienadzorowane, spadek wzdłuż gradientu, funkcja celu/straty, regularyzacja, uogólnianie i dostrajanie hiperparametrów.


    • Wskaźniki takie jak dokładność, F1, precyzja, czułość, charakterystyka operacyjna odbiornika (ROC), średni błąd kwadratowy i logarytm prawdopodobieństwa.


    • Pojęcia statystyczne takie jak wariancja, prawdopodobieństwo, rozkład normalny oraz rozkład o długim ogonie.


    • Typowe zadania uczenia maszynowego takie jak modelowanie języka, wykrywanie anomalii, klasyfikacja obiektów i tłumaczenie maszynowe.


    Nie musisz jednak szczegółowo znać powyższych zagadnień. W przypadku pojęć, których zrozumienie i zapamiętanie może wymagać pewnego wysiłku (na przykład wynik F1), udostępniono teksty pomocy w postaci notatek. Powinieneś jednak ogólnie wiedzieć, co one oznaczają.


    Chociaż w tej książce wspomniano o istniejących narzędziach, które pozwalają zilustrować pewne koncepcje i rozwiązania, nie jest to książka instruktażowa. Technologie ewoluują w czasie. Narzędzia szybko wychodzą z mody, ale fundamentalne podejście do rozwiązywania problemów powinno przetrwać nieco dłużej. Ta książka udostępnia metodologię pozwalającą wybrać narzędzie, które w Twoim przypadku sprawdzi się najlepiej. W internecie możesz łatwo znaleźć opisy narzędzi, których chciałbyś używać. W tej książce zamieszczono niewiele fragmentów kodu, a zamiast tego skoncentrowano się na dokładnej analizie kompromisów, zalet i wad oraz określonych przykładach zastosowań.


    Poruszanie się po tej książce


    Rozdziały w tej książce zostały zorganizowane w taki sposób, aby odzwierciedlały problemy, z jakimi mogą się spotkać danetycy w trakcie realizacji projektów uczenia maszynowego. W pierwszych dwóch rozdziałach zaprezentowano podstawową wiedzę umożliwiającą wdrożenie z sukcesem projektu ML. Postawiono w nich najważniejsze pytanie: czy dany projekt w ogóle potrzebuje uczenia maszynowego? Omówiono także wybór celów projektu oraz ujęcie problemu w sposób umożliwiający znalezienie prostszych rozwiązań. Jeśli jesteś już zaznajomiony z tymi kwestiami i jak najszybciej chcesz przejść do rozwiązań technicznych, możesz pominąć dwa pierwsze rozdziały.


    Rozdziały od 4. do 6. dotyczą fazy przedwdrożeniowej projektu uczenia maszynowego — od tworzenia danych treningowych i inżynierii cech do rozwoju i oceny modeli w środowisku programistycznym. Jest to faza, w której szczególnie potrzebna jest wiedza zarówno z zakresu ML, jak i dziedziny problemu.


    Rozdziały od 7. do 9. obejmują fazy wdrożenia i działań powdrożeniowych dla projektu uczenia maszynowego. Dzięki historii, z którą mogłoby się utożsamić wielu Czytelników, dowiemy się, że wdrożenie modelu to nie koniec całego procesu. Wdrożony model będzie musiał być monitorowany i stale uaktualniany zgodnie ze zmieniającymi się środowiskami i wymaganiami biznesowymi.


    Rozdziały 3. i 10. koncentrują się na infrastrukturze potrzebnej do umożliwienia interesariuszom z różnych środowisk współpracowania ze sobą w celu tworzenia skutecznych systemów uczenia maszynowego. Rozdział 3. dotyczy systemów danych, natomiast rozdział 10. infrastruktury obliczeniowej i platform ML. Przez długi czas zastanawiałam się nad tym, jak dokładnie powinnam przeanalizować systemy danych oraz w którym miejscu w książce umieścić odpowiedni rozdział. Systemy danych, w tym bazy danych, formaty danych, przepływy danych i silniki przetwarzania danych, są zwykle niewystarczająco dokładnie omawiane podczas kursów uczenia maszynowego, a zatem wielu specjalistów zajmujących się danymi może uważać je za niskopoziomowe lub nieistotne. Po konsultacjach z wieloma kolegami doszłam do wniosku, że systemy ML zależą od danych. Dokładniejsze wyjaśnienie podstaw systemów danych pomoże więc zdobyć wiedzę, by zrozumieć inne zagadnienia związane z danymi, zaprezentowane w pozostałej części książki.


    W tej książce przeanalizowanych zostanie wiele technicznych aspektów systemów uczenia maszynowego. Należy jednak pamiętać, że są one tworzone przez ludzi i dla ludzi, a więc mogą mieć ogromny wpływ na ich życie. Napisanie książki o wykorzystaniu systemów uczenia maszynowego w produkcji bez analizy ludzkiej strony tego procesu byłoby co najmniej zaniedbaniem. Z tym zagadnieniem jest związany ostatni, 11. rozdział.


    Zauważmy, że „danetyk” to termin, który w ciągu ostatnich kilku lat bardzo ewoluował. Odbyło się wiele dyskusji mających na celu określenie, co powinien oznaczać — niektóre z nich przeanalizujemy w rozdziale 10. W tej książce używamy pojęcia „danetyk” jako terminu ogólnego, obejmującego każdego, kto zajmuje się rozwojem i wdrażaniem modeli uczenia maszynowego, w tym specjalistów, których tytuły zawodowe mogą brzmieć: inżynierowie uczenia maszynowego, inżynierowie danych, analitycy danych itp.


    Repozytorium na GitHubie oraz społeczność


    Książce towarzyszy oryginalne repozytorium na GitHubie (https://oreil.ly/designing-machine-learning-systems-code), które zawiera:


    • Przegląd podstawowych koncepcji uczenia maszynowego.


    • Listę materiałów wykorzystanych w tej książce oraz innych zaawansowanych i zaktualizowanych zasobów.


    • Listę narzędzi, których możesz użyć w celu rozwiązania określonych problemów, pojawiających się podczas wykonywania obowiązków zawodowych.


    Materiały te są dostępne w języku angielskim.


    Prowadzę również serwer MLOps Discord (https://discord.gg/Mw77HPrgjF), na którym zachęcam do dyskusji oraz zadawania pytań dotyczących książki.


    Konwencje użyte w książce


    W tej książce zastosowano następujące konwencje typograficzne:


    Czcionka pochyła


    Oznacza ważniejsze terminy, adresy URL, adresy e-mailowe, nazwy opcji, nazwy ścieżek, nazwy plików i ich rozszerzenia.


    Czcionka pogrubiona


    Wykorzystywana w celu sformatowania nowych, ważnych terminów.


    Czcionka o stałej szerokości


    Używana w listingach, a także w akapitach zawierających fragmenty programu takie jak nazwy zmiennych lub funkcji, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe, nazwy tabel baz danych, dane wejściowe wprowadzane przez użytkownika.


    Pogrubiona czcionka o stałej szerokości


    Stosowana do wyróżniania treści wprowadzanych przez użytkownika.


    Pochyła czcionka o stałej szerokości


    Używana w przypadku tekstu, który powinien zostać zastąpiony wartościami podanymi przez użytkownika lub takimi, które wynikają z kontekstu.
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    Użycie przykładów kodu


    Wszystkie pliki źródłowe dla przykładów możesz pobrać pod adresem:


    https://ftp.helion.pl/przyklady/jakpsu.zip.


    Książka ta ma pomóc Ci w pracy. Ogólnie rzecz biorąc, kodu znajdującego się w tej książce można używać we własnych programach i dokumentacjach bez proszenia kogokolwiek o zgodę, chyba że wykorzystasz duże fragmenty. Jeśli na przykład w pisanym programie użyjesz kilku fragmentów kodu z tej książki, nie musisz pytać o pozwolenie. Aby sprzedawać i rozprowadzać płyty CD-ROM z przykładami, trzeba mieć zezwolenie. Aby odpowiedzieć komuś na pytanie, cytując fragment tej książki wraz z kodem źródłowym, nie trzeba mieć zezwolenia. Aby wykorzystać dużą ilość kodu źródłowego z tej książki w dokumentacji własnego produktu, trzeba mieć pozwolenie.


    Informacje o źródle użytych fragmentów są mile widziane, ale niewymagane. Notka powinna zawierać nazwisko autora, tytuł publikacji, nazwę wydawcy oraz datę i miejsce publikacji, na przykład Chip Huyen, Jak projektować systemy uczenia maszynowego, Helion, Gliwice 2023.


    Podziękowania


    Napisanie tej książki zajęło mi dwa lata, a wcześniej przez długi czas przygotowywałam się do niej. Spoglądając w przeszłość, jestem szczerze zaskoczona, a jednocześnie wdzięczna za ogromną pomoc, jaką otrzymałam podczas pisania tej pozycji. Mimo że chciałam tu umieścić nazwiska wszystkich osób, które mi pomogły, o wielu z nich ze względu na wrodzoną ułomność ludzkiej pamięci niewątpliwie zapomniałam. Jeśli więc w tej książce nie widzisz swojego nazwiska, wiedz, że nie jest to spowodowane tym, iż nie doceniłam Twojego wkładu. Przypomnij mi się koniecznie, abym mogła jak najszybciej dokonać sprostowania!


    Przede wszystkim chciałabym się zwrócić do osób, które pomogły mi opracować kurs i materiały, na których oparłam tę książkę. Moje podziękowania otrzymują: Michael Cooper, Xi Yin, Chloe He, Kinbert Chou, Megan Leszczynski, Karan Goel i Michele Catasta. Chciałabym także podziękować moim profesorom, Christopherowi Ré i Mehranowi Sahamiemu, bez których ten kurs w ogóle by nie powstał.


    Chciałbym podziękować wielu recenzentom, którzy nie tylko dodawali mi otuchy, ale także poprawili książkę i uczynili ją o wiele lepszą. Oto oni: Eugene Yan, Josh Wills, Han-chung Lee, Thomas Dietterich, Irene Tematelewo, Goku Mohandas, Jacopo Tagliabue, Andrey Kurenkov, Zach Nussbaum, Jay Chia, Laurens Geffert, Brian Spiering, Erin Ledell, Rosanne Liu, Chin Ling, Shreya Shankar i Sara Hooker.


    Chcę także podziękować osobom, które przeczytały pierwotną wersję książki i podrzuciły pomysły, jak ją ulepszyć, w tym Charlesowi Frye’owi, Xintongowi Yu, Jordanowi Zhangowi, Jonathonowi Belottiemu i Cynthii Yu.


    Oczywiście książka ta nie powstałaby bez udziału zespołu z wydawnictwa O’Reilly, a zwłaszcza redaktorce projektowej Jill Leonard oraz redaktorów ds. produkcji, Kristen Brown, Sharon Tripp i Gregorego Hymana. Moje podziękowania otrzymują także Laurence Moroney, Hannes Hapke i Rebecca Novack, którzy pomogli mi przejść od etatu pomysłu na książkę do konkretnego projektu.


    Książka zawiera bezcenną wiedzę, którą zdobyłam w trakcie dotychczasowej kariery. Wiedzę tę zawdzięczam moim niezwykle kompetentnym i cierpliwym współpracownikom oraz byłym kolegom z Claypot AI, Primer AI, Netflix, NVIDIA i Snorkel AI. Każda osoba, z którą pracowałam, nauczyła mnie czegoś nowego o wdrażaniu uczenia maszynowego w świecie rzeczywistym.


    Specjalne podziękowania kieruję do współzałożyciela naszego startupu Zhenzhonga Xu za gaszenie pożarów w firmie i umożliwienie mi poświęcenia czasu na napisanie tej książki. Luke, dziękuję Ci za to, że zawsze tak bardzo wspierasz wszystko, co chcę zrobić, niezależnie od tego, jak bardzo jest to ambitne.

  


  
    Rozdział 1.

    Przegląd systemów uczenia maszynowego


    W listopadzie 2016 roku firma Google ogłosiła, że w usłudze Tłumacz Google zastosowała wielojęzyczny neuronowy system tłumaczenia maszynowego. Był to jeden z pierwszych sukcesów profesjonalnego użycia głębokich sztucznych sieci neuronowych na tak dużą skalę1. Według Google dzięki tej operacji jakość tłumaczenia poprawiła się bardziej w jednym momencie niż w ciągu poprzednich 10 lat.


    Ten sukces głębokiego uczenia sprawił, że zaczęto bardziej interesować się uczeniem maszynowym (ang. machine learning — ML). Od tego czasu coraz więcej firm zwraca się w stronę ML, aby znaleźć rozwiązania najtrudniejszych problemów. W ciągu zaledwie pięciu lat uczenie maszynowe znalazło zastosowanie w niemal każdym aspekcie naszego życia — dzięki niemu uzyskujemy dostęp do informacji, komunikujemy się, pracujemy, a nawet znajdujemy miłość. Rozpowszechnienie się uczenia maszynowego było tak szybkie, że już teraz trudno sobie wyobrazić życie bez niego. Jednak na zbadanie czeka jeszcze wiele przypadków użycia ML w takich dziedzinach jak opieka zdrowotna, transport, rolnictwo, a nawet zrozumienie działania wszechświata2.


    Wielu osobom system uczenia maszynowego kojarzy się jedynie z algorytmami ML, takimi jak regresja logistyczna lub różne rodzaje sieci neuronowych. Jednak algorytm to tylko niewielka część systemu uczenia maszynowego wykorzystywanego w produkcji. Obejmuje on również wymagania biznesowe, które dały początek projektowi, interfejs, za pomocą którego użytkownicy i programiści wchodzą w interakcję z systemem, stos danych oraz logikę projektowania, monitorowania i aktualizowania modeli, a także infrastrukturę umożliwiającą dostarczanie tej logiki. Na rysunku 1.1 pokazano różne składniki systemu ML oraz wyjaśniono, w których rozdziałach tej książki zostaną one omówione.
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    Rysunek 1.1. Różne składniki systemu uczenia maszynowego. „Algorytmy uczenia maszynowego” są zwykle uważane za synonim całego uczenia maszynowego, jednak to tylko niewielka część całego systemu
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            Związek między MLOps a projektowaniem systemów uczenia maszynowego


            Fragment Ops użyty w słowie MLOps pochodzi od skrótowca DevOps oznaczającego rozwój i eksploatację (ang. Developments and Operations). Eksploatacja oznacza stosowanie w produkcji, czyli wdrożenie, monitorowanie i utrzymanie. Zatem MLOps to zestaw narzędzi i najlepszych wzorców postępowania wykorzystywanych podczas stosowania systemów uczenia maszynowego w środowisku produkcyjnym.


            Projektowanie systemów ML wiąże się z systemowym podejściem do MLOps, co oznacza, że środowisko uczenia maszynowego jest traktowane całościowo. Dzięki temu można zapewnić, że wszystkie komponenty i odpowiedni interesariusze będą współpracować ze sobą, aby spełnić określone cele i wymagania.

          
        

      
    


    Istnieje wiele doskonałych książek o różnych algorytmach uczenia maszynowego. W przypadku tej pozycji nie zostaną szczegółowo przeanalizowane żadne konkretne algorytmy, ale zamiast tego Czytelnik będzie mógł zrozumieć cały system ML jako całość. Innymi słowy, celem tej książki jest dostarczenie wiedzy pozwalającej na opracowanie rozwiązania, które najlepiej sprawdzi się w przypadku określonego problemu, niezależnie od tego, jaki algorytm może zostać użyty. Obecne algorytmy mogą się szybko zdezaktualizować, ponieważ ciągle powstają nowe, jednak metody zaproponowane w tej książce powinny zawsze spełniać swoje zadanie.


    W pierwszym rozdziale książki wyjaśnimy, co jest potrzebne do wprowadzenia modelu uczenia maszynowego do produkcji. Zanim omówimy, jak stworzyć system uczenia maszynowego, odpowiemy na podstawowe pytanie: kiedy trzeba, a kiedy nie należy używać systemów ML. Aby to zilustrować, zaprezentujemy kilka popularnych przypadków użycia uczenia maszynowego.


    Następnie przejdziemy do wyzwań związanych z wdrażaniem systemów ML. Porównamy uczenie maszynowe wykorzystywane w środowisku produkcyjnym z uczeniem maszynowym stosowanym w badaniach, jak również z tradycyjnym oprogramowaniem. Jeśli zajmowałeś się już projektowaniem systemów ML dla produkcji, wiedza zaprezentowana w tym rozdziale nie będzie dla Ciebie czymś nowym. Jeśli jednak zdobywałeś doświadczenie z uczeniem maszynowym tylko w środowisku akademickim, ten rozdział pozwoli Ci poznać systemy ML stosowane w świecie rzeczywistym i umożliwi osiągnięcie sukcesu po utworzeniu pierwszej aplikacji.


    Kiedy należy używać uczenia maszynowego?


    Im bardziej liczba zastosowań uczenia maszynowego w przemyśle rośnie, tym potężniejszym narzędziem staje się ono podczas rozwiązywania wielu różnych problemów. Pomimo wysokiego poziomu emocji i szumu informacyjnego generowanego zarówno przez profesjonalistów, jak i osoby niezwiązane bezpośrednio z daną dziedziną należy podkreślić, że uczenie maszynowe nie jest magicznym narzędziem, które może rozwiązać wszystkie problemy. Także same rozwiązania mogą nie być optymalne. Przed rozpoczęciem projektu warto więc zadać sobie pytanie, czy zastosowanie uczenia maszynowego jest niezbędne lub opłacalne3.


    Aby zrozumieć, co można osiągnąć dzięki uczeniu maszynowemu, zobaczmy, na czym polega jego działanie:


    Uczenie maszynowe to metoda (1) uczenia się (2) złożonych wzorców na podstawie (3) istniejących danych, a następnie wykorzystywania tych wzorców do (4) prognozowania (5) danych nieznanych.


    Przeanalizujmy każdą z fraz wyróżnionych kursywą, aby zrozumieć jej powiązanie z problemami, które może rozwiązywać uczenie maszynowe:


    1. Uczenie się — system ma możliwość uczenia się


    Relacyjna baza danych nie jest systemem uczenia maszynowego, ponieważ nie potrafi się uczyć. W relacyjnej bazie danych można jednoznacznie określić relację między dwiema kolumnami. Jest jednak mało prawdopodobne, że baza sama „wymyśli”, iż między tymi dwiema kolumnami zachodzi pewna relacja.


    Aby system uczenia maszynowego mógł się uczyć, musi istnieć źródło wiedzy. W większości przypadków systemy ML uczą się na podstawie danych. W uczeniu nadzorowanym system ML wykorzystuje pary danych wejściowych i wyjściowych, by się nauczyć, jak generować odpowiednie dane wyjściowe dla dowolnych danych wejściowych. Jeśli na przykład chcesz utworzyć system uczenia maszynowego, który powinien się nauczyć przewidywać cenę wynajmu mieszkań z Airbnb, musisz dostarczyć zbiór danych, w którym dane wejściowe będą ofertami zawierającymi odpowiednie cechy (powierzchnię mieszkania, liczbę pokoi, opis okolicy, udogodnienia, ocenę itp.), a dane wyjściowe określonymi cenami wynajmu. Po przeprowadzeniu operacji uczenia system ML będzie w stanie przewidzieć cenę nowej oferty, biorąc pod uwagę jej cechy.


    2. Złożone wzorce — istnieją pewne wzorce, których należy się nauczyć. Są one złożone.


    Rozwiązania wykorzystujące uczenie maszynowe są przydatne tylko wtedy, gdy istnieją wzorce do nauczenia się. Rozsądni ludzie nie inwestują pieniędzy w budowę systemu ML, który potrafiłby przewidzieć następny wynik rzutu kostką, ponieważ nie istnieje żaden wzorzec, na podstawie którego wyniki są generowane4. Istnieją jednak wzorce cen akcji, dlatego firmy zainwestowały miliardy dolarów w budowę systemów uczenia maszynowego, które potrafią się ich nauczyć.


    To, czy jakiś wzorzec istnieje, nie jest sprawą oczywistą. Nawet jeśli istnieje, Twój zbiór danych lub algorytmy uczenia maszynowego mogą nie być wystarczające, aby go wykryć. Na przykład może istnieć jakiś wzorzec związany z tym, jak tweety Elona Muska wpływają na ceny kryptowalut. Jednak nie dowiemy się o tym, dopóki nie przeprowadzimy rygorystycznego trenowania i oceny modeli ML na podstawie tych tweetów. Nawet jeśli żaden model nie zdoła wygenerować rozsądnych prognoz związanych z cenami kryptowalut, nie oznacza to, że jakiś wzorzec nie istnieje.


    Weźmy pod uwagę stronę internetową taką jak Airbnb z dużą liczbą ofert domów. W każdej ofercie występuje kod pocztowy. Jeśli chciałbyś posortować oferty według województw, w których znajdują się domy, nie potrzebowałbyś żadnego systemu uczenia maszynowego. Wzór jest prosty — każdy kod pocztowy odpowiada pewnemu województwu, a więc możesz po prostu użyć tabeli przeglądowej.


    Zależność pomiędzy ceną wynajmu a wszystkimi cechami oferty jest znacznie bardziej złożona i ręczne jej ustalenie byłoby bardzo trudne. Zastosowanie systemu uczenia maszynowego w przypadku tego problemu to dobry pomysł. Zamiast zakodować w programie, jak można obliczyć cenę na podstawie listy cech, możesz podać wiele cen i cech, a następnie pozwolić systemowi ML znaleźć odpowiedni wzór. Różnica między zastosowaniem uczenia maszynowego a rozwiązaniem z tablicą przeglądową, jak również ogólnymi tradycyjnymi rozwiązaniami programowymi została przedstawiona na rysunku 1.2. Z tego powodu uczenie maszynowe jest również zwane oprogramowaniem w wersji 2.05.
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    Rysunek 1.2. Zamiast wymagać od programistów wzorców potrzebnych do wyznaczania wyników, systemy uczenia maszynowego uczą się tych wzorców na podstawie danych wejściowych i wyjściowych


    Uczenie maszynowe odniosło duży sukces w przypadku zadań ze złożonymi wzorcami, takich jak wykrywanie obiektów i rozpoznawanie mowy. To, co jest złożone dla maszyn, nie musi takie być dla ludzi. Wiele zadań, które są trudne dla ludzi, jest łatwych dla maszyn — na przykład podnoszenie liczby do potęgi 10. Z drugiej strony wiele zadań, które są łatwe dla ludzi, może być trudnych dla maszyn — na przykład stwierdzenie, czy na zdjęciu występuje kot.


    3. Istniejące dane — dane są dostępne lub istnieje możliwość ich gromadzenia.


    Ponieważ system ML uczy się na podstawie danych, muszą one istnieć. Zabawnym zadaniem byłoby utworzenie modelu służącego do prognozowania, jaki podatek powinno się rocznie zapłacić. Nie jest to jednak możliwe, chyba że miałbyś dostęp do danych podatkowych i dochodów bardzo dużej grupy osób.


    W przypadku uczenia zero-shot (https://oreil.ly/ZshSg) (czasami zwanego uczeniem przy zerowych danych) system ML może generować poprawne prognozy nawet bez trenowania na danych związanych z określonym zadaniem. Jednak ten system musi być wcześniej trenowany za pomocą danych wykorzystywanych w innych zadaniach, często powiązanych z bieżącym zadaniem. Mimo że obecnie dane nie są wymagane, wciąż są potrzebne do trenowania.


    Możliwe jest również uruchomienie systemu uczenia maszynowego bez danych. Na przykład w przypadku uczenia ciągłego modele ML mogą być wdrażane bez wstępnego trenowania. Będą się więc uczyć na podstawie danych pojawiających się w środowisku produkcyjnym6. Udostępnianie użytkownikom końcowym niedostatecznie wytrenowanych modeli wiąże się jednak z pewnym ryzykiem, takim jak złe doświadczenia klientów.


    Jeśli firma nie wykorzystuje danych ani procesu uczenia ciągłego, często postępuje zgodnie z podejściem „oszukuj, aż ci się uda” — wypuszcza na rynek produkt, który generuje prognozy tworzone przez ludzi, a nie modele uczenia maszynowego. Czyni to z nadzieją na wykorzystanie wygenerowanych danych do trenowania takich modeli.


    4. Prognozowanie — mamy do czynienia z problemem wymagającym prognozowania


    Modele uczenia maszynowego dokonują prognoz, więc mogą rozwiązywać tylko takie problemy, które wymagają predykcyjnych odpowiedzi. Uczenie maszynowe może być szczególnie atrakcyjne, gdy można skorzystać z dużej ilości tanich, ale przybliżonych prognoz. W języku angielskim słowo „predict” oznacza „oszacować wartość w przyszłości”. Na przykład: jaka będzie jutro pogoda? Kto wygra Super Bowl w tym roku? Jaki film będzie chciał obejrzeć kolejny użytkownik?


    Ponieważ maszyny predykcyjne (na przykład modele uczenia maszynowego) stają się coraz bardziej wydajne, coraz więcej zadań jest formułowanych jako problemy wymagające prognozowania. Niezależnie od tego, jakie masz pytanie, zawsze możesz je przedstawić w postaci: „Jaka byłaby odpowiedź na to pytanie?”. Takie pytanie może dotyczyć czegoś w przyszłości, teraźniejszości, czy nawet przeszłości.


    Problemy wymagające dużych nakładów obliczeniowych są jedną z klas, w których z powodzeniem zastosowano prognozowanie. Zamiast obliczać dokładny wynik procesu, co mogłoby być jeszcze bardziej kosztowne obliczeniowo i czasochłonne niż użycie uczenia maszynowego, można ująć problem jako pytanie: „Jak wyglądałby wynik tego procesu?” i przybliżać rezultat za pomocą modelu ML. Dane wyjściowe będą oczywiście przybliżonym wynikiem, ale często jest to w zupełności wystarczające. Takie rozwiązania zastosowano w generowaniu grafiki, na przykład w celu usuwania zakłóceń z obrazu i jego cieniowania7.


    5. Dane nieznane — dane nieznane charakteryzują się takimi samymi wzorcami co dane treningowe


    Wzorce, których model nauczy się na podstawie istniejących danych, są użyteczne tylko wtedy, gdy charakteryzują one również dane nieznane. Model prognozujący, czy jakaś aplikacja zostanie pobrana w Boże Narodzenie 2020 roku, nie będzie działał zbyt dobrze, jeśli będzie trenowany na danych z 2008 roku, gdy najpopularniejszym programem w App Store był Koi Pond. Co to w ogóle jest Koi Pond? Otóż to.


    W sensie technicznym oznacza to, że dane nieznane i treningowe powinny mieć podobne rozkłady. Możesz zapytać: „Jeśli dane są nieznane, skąd możemy wiedzieć, jaki mają rozkład?”. Nie wiemy, ale możemy przyjąć pewne założenia — na przykład można założyć, że zachowania użytkowników nie będą się jutro zbytnio różnić od ich zachowań dzisiejszych, a następnie mieć nadzieję, że okaże się to prawdą. Jeśli nie, otrzymamy model, który działa słabo (co da się sprawdzić za pomocą monitoringu, o którym będzie mowa w rozdziale 8.). Można go też będzie przetestować w środowisku produkcyjnym (rozdział 9.).


    Ze względu na sposób uczenia wykorzystywany w większości obecnych algorytmów uczenia maszynowego uzyskane modele będą szczególnie dobre, jeśli Twój problem będzie się charakteryzować następującymi cechami:


    1. Jest powtarzalny


    Ludzie są świetni w przypadku uczenia się na podstawie niewielkiej liczby przykładów — możesz pokazać dzieciom kilka zdjęć kotów, a większość z nich rozpozna to zwierzę, gdy następnym razem je zobaczy. Pomimo ekscytującego postępu w przypadku uczenia few-shot (na podstawie niewielu danych) większość algorytmów uczenia maszynowego nadal wymaga wielu przykładów, aby poznać wzorzec. Gdy zadanie jest powtarzalne, każdy wzorzec pojawia się wielokrotnie, a dzięki temu ułatwia maszynom jego uczenie się.


    2. Koszt błędnych prognoz jest niewielki


    Twój model uczenia maszynowego będzie popełniał błędy, chyba że jego wydajność przez cały czas wyniesie 100%. Jest to jednak bardzo mało prawdopodobne w przypadku jakichkolwiek znaczących zadań. Uczenie maszynowe jest szczególnie przydatne, gdy koszt błędnej prognozy jest niewielki. Na przykład jednym z najpoważniejszych zastosowań ML są systemy rekomendacyjne, ponieważ zła rekomendacja jest zazwyczaj wybaczalna — użytkownik po prostu nie kliknie danego odnośnika.


    Jeśli jeden błąd w prognozie może spowodować katastrofalne skutki, uczenie maszynowe nadal będzie odpowiednim rozwiązaniem, jeśli średnie korzyści z poprawnych prognoz przewyższą koszty błędnych. Zaprojektowanie autonomicznych samochodów jest dużym wyzwaniem, ponieważ błąd w algorytmie może spowodować śmierć. Jednak wiele firm nadal chce projektować takie pojazdy, ponieważ w przyszłości mogą one uratować wiele istnień ludzkich, gdy będą statystycznie bezpieczniejsze niż tradycyjne.


    3. Występuje w dużej skali


    Rozwiązania wykorzystujące uczenie maszynowe na początku często wymagają poważnych inwestycji w dane, obliczenia, infrastrukturę i talenty. Powinny więc one mieć wysoki wskaźnik rentowności.


    Stwierdzenie „w dużej skali” jest zależne od kontekstu zadania i może oznaczać różne rzeczy. Ogólnie rzecz ujmując, odpowiada po prostu generowaniu wielu prognoz. Chodzi na przykład o przetwarzanie milionów e-maili rocznie lub prognozowanie, do jakich działów wsparcia należy codziennie kierować tysiące zgłoszeń.


    Rozwiązanie problemu może wyglądać na pojedynczą prognozę, ale w rzeczywistości jest ich cała seria. Na pierwszy rzut oka wydaje się, że model, który przewiduje, kto wygra wybory prezydenckie w USA, generuje tylko jedną prognozę co cztery lata. W rzeczywistości może on dokonywać prognozy co godzinę lub nawet częściej, ponieważ dane muszą być stale aktualizowane w celu uwzględnienia nowych informacji.


    Duża skala problemu oznacza również, że można zebrać wiele danych, które będą przydatne do trenowania modeli uczenia maszynowego.


    4. Wzorce zmieniają się w sposób ciągły


    Zmianie ulegają kultury. Zmieniają się gusta. Zmieniają się technologie. To, co dziś jest modne, jutro może być czymś przestarzałym. Weźmy pod uwagę zadanie klasyfikacji spamu w poczcie elektronicznej. Dziś wskaźnikiem spamu jest nigeryjski książę, ale jutro może to być zrozpaczony wietnamski pisarz.


    Jeśli Twój problem obejmuje jeden lub więcej stale zmieniających się wzorców, rozwiązania zaszyte w programie, takie jak ręcznie utworzone reguły, mogą szybko stać się nieaktualne. Ustalenie, jak zmienił się Twój problem, by można było odpowiednio zaktualizować takie reguły, może być zbyt kosztowne lub nawet niemożliwe. Ponieważ modele uczenia maszynowego trenują, wykorzystując dane, możesz je aktualizować za pomocą nowych informacji bez konieczności sprawdzania, jak się one zmieniły. Możliwe jest również skonfigurowanie systemu tak, aby dostosowywał się do zmieniających się rozkładów danych — to podejście omówimy w rozdziale 9., w podrozdziale „Uczenie ciągłe”.


    Lista przypadków użycia może być bardzo długa, a w miarę dojrzewania systemów uczenia maszynowego będzie się wydłużać. Mimo że systemy ML mogą bardzo dobrze rozwiązywać problemy należące do pewnego podzbioru, nie powinny być stosowane w każdej sytuacji. Większość obecnych algorytmów uczenia maszynowego nie powinna być wykorzystywana w przypadku poniższych warunków:


    • To nie jest etyczne. W rozdziale 11., w punkcie „Studium przypadku I: stronniczość automatycznego klasyfikatora” omówimy przypadek, w którym użycie algorytmów uczenia maszynowego mogłoby zostać określone jako nieetyczne.


    • Prostsze rozwiązania załatwiają sprawę. W rozdziale 6. przeanalizujemy cztery fazy tworzenia modeli uczenia maszynowego, przy czym pierwszym etapem powinno być wdrożenie rozwiązań niekorzystających z ML.


    • To nie jest opłacalne.


    Nawet jeśli uczenie maszynowe nie może rozwiązać całego problemu, można spróbować podzielić zadanie na mniejsze składniki i użyć ML do rozwiązania niektórych z nich. Na przykład jeśli nie możesz zbudować chatbota, który odpowie na wszystkie pytania klientów, zaprojektuj model uczenia maszynowego, który sprawdzi, czy dane zapytanie jest jednym z często zadawanych. Jeśli tak, przekażesz klientowi określoną odpowiedź. Jeśli nie, skierujesz go do działu obsługi klienta.


    Chciałabym również przestrzec przed odrzuceniem nowej technologii z tego względu, że nie jest ona tak opłacalna jak te, które obecnie istnieją. Większość postępów technologicznych jest przyrostowa. Dany typ technologii nie jest wydajny teraz, ale może się poprawić z czasem, przy kolejnych inwestycjach. Jeśli nie użyjesz od razu danej technologii, ale poczekasz, aż udowodni ona swoją wartość dla reszty branży, możesz znaleźć się daleko za konkurencją.


    Przypadki użycia uczenia maszynowego


    Uczenie maszynowe znajduje coraz większe zastosowanie zarówno w dużych firmach, jak i u zwykłych konsumentów. Od połowy 2010 roku nastąpiła eksplozja aplikacji, które wykorzystują uczenie maszynowe do dostarczania konsumentom usług najwyższej jakości lub takich, które wcześniej były niemożliwe do zrealizowania.


    Obecnie bez pomocy uczenia maszynowego trudno byłoby znaleźć w wyszukiwarce lub systemie rekomendacji to, czego potrzebujemy. Gdy odwiedzasz stronę internetową taką jak Amazon czy Netflix, polecane są pozycje, które według prognoz najlepiej pasują do Twojego gustu. Jeśli nie spodoba Ci się żadna z rekomendacji, być może będziesz chciał użyć wyszukiwarki. Wyniki wyszukiwania będą prawdopodobnie generowane przez algorytm uczenia maszynowego.


    Jeśli używasz smartfona, uczenie maszynowe prawdopodobnie już pomaga Ci w wielu codziennych czynnościach. Pisanie na telefonie jest łatwiejsze dzięki predykcyjnemu wprowadzaniu — systemowi ML, który podpowiada Ci, jaki wyraz może się pojawić w następnej kolejności. System uczenia maszynowego może także działać w aplikacji do edycji zdjęć, aby zasugerować, jak najlepiej je poprawić. Telefon możesz uwierzytelnić za pomocą odcisku palca lub zdjęcia twarzy — wymaga to również systemu ML, który prognozuje, czy odcisk palca lub twarz pasują do Ciebie.


    Dziedziną uczenia maszynowego zainteresowałam się z powodu tłumaczenia maszynowego, które automatycznie potrafi tłumaczyć z jednego języka na inny. Umożliwia ono ludziom z różnych kultur komunikowanie się ze sobą i znosi bariery językowe. Moi rodzice nie mówią po angielsku, ale dzięki Tłumaczowi Google mogą teraz czytać moje teksty i rozmawiać z moimi przyjaciółmi, którzy nie znają wietnamskiego.


    Uczenie maszynowe jest coraz bardziej obecne w naszych domach dzięki inteligentnym asystentom osobistym, takim jak Alexa i Asystent Google. Inteligentne kamery bezpieczeństwa mogą Cię poinformować, gdy Twoje zwierzęta domowe wyjdą z domu lub pojawi się w nim nieproszony gość. Mój przyjaciel martwił się, że jego starzejąca się matka mieszka sama — gdyby upadła, nikt nie pomógłby jej wstać. Zaczął więc polegać na domowym systemie monitorowania zdrowia, który prognozuje, czy w jakimś pomieszczeniu ktoś upadł.


    Mimo że rynek konsumenckich aplikacji uczenia maszynowego przeżywa rozkwit, większość przypadków użycia ML nadal dotyczy świata przedsiębiorstw. Systemy korporacyjne mają najczęściej zupełnie inne wymagania i założenia niż aplikacje konsumenckie. Istnieje wiele wyjątków, ale w większości przypadków aplikacje korporacyjne mogą mieć bardziej rygorystyczne wymagania dotyczące dokładności. Z drugiej strony mogą jednak być też bardziej tolerancyjne dla opóźnień. Na przykład poprawa dokładności systemu rozpoznawania mowy z 95% do 95,5% może być niezauważalna dla większości konsumentów, jednak ulepszenie wydajności systemu alokacji zasobów o zaledwie 0,1% może pomóc korporacji takiej jak Google lub General Motors zaoszczędzić miliony dolarów. Opóźnienie rzędu sekundy może sprawić, że konsument zrezygnuje i uruchomi coś innego, jednak użytkownicy korporacyjni są bardziej tolerancyjni wobec wysokiego opóźnienia. Aplikacje konsumenckie można łatwiej rozpowszechniać, ale znacznie trudniej na nich zarobić. Większość przypadków użycia uczenia maszynowego w przedsiębiorstwach nie jest jednak oczywista, dopóki nie zetkniesz się z nimi osobiście.


    Firma Algorithmia przeprowadziła w 2020 roku badanie dotyczące poziomu wdrożenia systemów uczenia maszynowego w przedsiębiorstwach. Okazało się, że korporacyjne aplikacje ML są zróżnicowane i wykorzystywane zarówno dla celów wewnętrznych (redukcja kosztów, analiza klientów, automatyzacja procesów), jak i zewnętrznych (ulepszenie doświadczeń klientów i ich utrzymywanie, interakcja z nimi), co przedstawiono na rysunku 1.38.


    Wykrywanie oszustw należy do najstarszych zastosowań uczenia maszynowego w świecie przedsiębiorstw. Jeśli Twój produkt lub usługa obejmuje transakcje o jakiejkolwiek wartości, będzie podatny na oszustwa. Wykorzystując rozwiązania uczenia maszynowego do wykrywania anomalii, można utworzyć systemy, które uczą się na podstawie historycznych oszustw i prognozują, czy przyszła transakcja może też być oszustwem.


    Określenie, ile można zażądać za produkt lub usługę, jest prawdopodobnie jedną z najtrudniejszych decyzji biznesowych. Dlaczego więc nie pozwolić, by system uczenia maszynowego zrobił to za Ciebie? Optymalizacja cen to proces szacowania ceny w pewnym okresie w celu maksymalizacji zdefiniowanej funkcji celu, takiej jak marża firmy, przychody lub tempo wzrostu. Optymalizacja cen wykorzystująca uczenie maszynowe jest najbardziej odpowiednia dla przypadków z dużą liczbą transakcji, gdzie popyt się zmienia, a konsumenci są skłonni zapłacić cenę dynamiczną — chodzi na przykład o ogłoszenia internetowe, bilety lotnicze, rezerwacje noclegów, wspólną jazdę samochodem i udział w wydarzeniach.


    [image: ]


    Rysunek 1.3. Poziom wdrożenia systemów uczenia maszynowego w przedsiębiorstwach (stan na 2020 rok). Źródło: zaadaptowano na podstawie rysunku autorstwa firmy Algorithmia


    Prowadząc firmę, należy przewidywać popyt ze strony klientów, co pozwala na przygotowanie budżetu, zapasów, przydzielanie zasobów i aktualizowanie strategii cenowej. Jeśli na przykład prowadzisz sklep spożywczy, chcesz mieć wystarczające zapasy, aby klienci znaleźli to, czego szukają. Nie powinieneś jednak z tym przesadzić, ponieważ Twoje artykuły spożywcze mogłyby się zepsuć, a Ty straciłbyś pieniądze.


    Pozyskanie nowego użytkownika jest kosztowne. W 2019 roku średni koszt pozyskania użytkownika, który dokona zakupu w aplikacji, wyniósł 86,61 dolarów9. Koszt akwizycji dla Lyft szacuje się na 158 dolarów/uczestnika jazdy10. Ten koszt jest o wiele wyższy dla klientów korporacyjnych. Koszt pozyskania klienta został nazwany przez inwestorów „zabójcą startupów”11. Obniżenie kosztów pozyskania klienta o niewielką kwotę mogłoby spowodować duży wzrost zysku. Można to osiągnąć poprzez poprawniejszą identyfikację potencjalnych klientów, pokazywanie lepiej ukierunkowanych reklam, udzielanie rabatów w odpowiednim czasie itp.


    Gdy wydałeś już tyle pieniędzy na pozyskanie klienta, szkoda by było, gdyby odszedł. Szacuje się, że koszt pozyskania nowego użytkownika jest od 5 do 25 razy wyższy niż utrzymanie istniejącego12. Prognozowanie odpływu pozwala określać, kiedy określony klient przestanie korzystać z Twoich produktów lub usług, dzięki czemu możesz podjąć odpowiednie działania, aby go utrzymać. Takie prognozy mogą być stosowane nie tylko w odniesieniu do klientów, ale także pracowników.


    Aby zapobiec odejściu klientów, należy zachować wysoki poziom ich zadowolenia dzięki zajęciu się ich problemami, gdy tylko się pojawią. Pomóc w tym może zautomatyzowana klasyfikacja zgłoszeń do pomocy technicznej. Gdy wcześniej klient otwierał zgłoszenie lub wysyłał e-maila, informacja musiała najpierw zostać przetworzona, a następnie przekazana do różnych działów, aż dotarła do skrzynki odbiorczej kogoś, kto mógł się zająć problemem. System uczenia maszynowego może analizować treść zgłoszenia i prognozować, do kogo powinno trafić, co przyczynia się do skrócenia czasu odpowiedzi i zwiększa satysfakcję klienta. Taki system można również wykorzystać do klasyfikacji wewnętrznych zgłoszeń w dziale IT.


    Innym popularnym przypadkiem użycia uczenia maszynowego w przedsiębiorstwie jest monitorowanie marki. Marka to cenny aktyw firmy13. Ważne jest, aby monitorować, jak społeczeństwo i klienci postrzegają Twoją markę. Być może będziesz chciał wiedzieć, kiedy/gdzie/jak jest ona przywoływana, zarówno bezpośrednio (na przykład gdy ktoś wymienia słowo „Google”), jak i domyślnie (na przykład gdy ktoś mówi: „gigant wyszukiwania”), a także jakie emocje są z nią związane. Jeśli nagle wzrosną negatywne emocje w przekazach o Twojej marce, powinieneś zająć się tym jak najszybciej. Analiza emocji jest typowym zadaniem uczenia maszynowego.


    Pewna grupa przypadków użycia ML, która wzbudziła ostatnio wiele emocji, dotyczy opieki zdrowotnej. Istnieją systemy uczenia maszynowego, które mogą wykrywać raka skóry i diagnozować cukrzycę. Chociaż ze względu na ścisłe wymagania dotyczące dokładności i prywatności wiele aplikacji związanych z opieką zdrowotną jest skierowanych do konsumentów, są one zwykle dostarczane za pośrednictwem dostawcy usług zdrowotnych, takiego jak szpital, lub wspomagają lekarzy w stawianiu diagnozy.


    Zrozumienie systemów uczenia maszynowego


    Zrozumienie systemów uczenia maszynowego będzie pomocne podczas ich projektowania i rozwijania. W tym podrozdziale zostanie wyjaśnione, czym produkcyjne systemy ML różnią się zarówno od systemów wykorzystywanych w badaniach (lub tych, o których uczymy się w szkole), jak i od tradycyjnego oprogramowania. Właśnie w celu wyjaśnienia tego zagadnienia powstała ta książka.


    Uczenie maszynowe w badaniach i przemyśle


    Ponieważ wykorzystanie uczenia maszynowego w przemyśle jest wciąż dość nowym zjawiskiem, większość osób mających wiedzę na temat ML zdobyła ją w środowisku akademickim — biorąc udział w kursach, prowadząc badania, czytając prace naukowe. Jeśli jesteś jedną z nich, możesz napotkać trudności podczas próby zrozumienia wyzwań związanych z wdrażaniem systemów uczenia maszynowego w środowisku produkcyjnym i wykorzystywania obszernego zbioru dostępnych rozwiązań. Uczenie maszynowe w produkcji bardzo różni się od tego, które stosuje się w badaniach. W tabeli 1.1 przedstawiono pięć głównych różnic.


    Tabela 1.1. Kluczowe różnice pomiędzy uczeniem maszynowym w środowisku badawczym i środowisku produkcyjnym
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    a Jedna z dziedzin badań dotyczy uczenia ciągłego, czyli opracowywania modeli potrafiących wykorzystywać zmieniające się rozkłady danych. Uczenie ciągłe zostanie przeanalizowane w rozdziale 9.


    Różni interesariusze i wymagania


    Osoby zaangażowane w projekt badawczy czy też biorący udział w konkursie często uzgadniają jeden cel. Najczęściej chodzi o wydajność modelu. Należy mianowicie opracować taki model, który osiąga wyniki na poziomie światowym w przypadku wzorcowych zbiorów danych. Aby uzyskać niewielką poprawę wydajności, badacze często uciekają się do technik, które sprawiają, że modele są zbyt skomplikowane, aby mogły być użyteczne.


    Wprowadzenie systemu uczenia maszynowego do produkcji wymaga uczestnictwa wielu interesariuszy. Każdy z nich ma własne wymagania. Istnienie różnych, często sprzecznych wymagań może utrudnić projektowanie, rozwijanie i wybór modelu ML, który powinien je wszystkie spełniać.


    Weźmy pod uwagę aplikację mobilną, która poleca użytkownikom restauracje. Aplikacja zarabia na pobieraniu od restauracji 10% opłaty za obsługę każdego zamówienia. Oznacza to, że drogie zamówienia są bardziej opłacalne dla aplikacji niż tanie. W projekcie biorą udział inżynierowie uczenia maszynowego, zespół sprzedaży, menedżerowie produktu, inżynierowie infrastruktury i szef:


    Inżynierowie uczenia maszynowego


    Chcą modelu polecającego restauracje, które użytkownicy najprawdopodobniej będą wybierać. Wierzą, że mogą to zrobić, używając bardziej złożonego modelu z większą ilością danych.


    Zespół sprzedaży


    Chce modelu, który zaleca droższe restauracje, ponieważ przynoszą one wyższe opłaty za usługi.


    Zespół produktu


    Zauważa, że każdy wzrost opóźnienia prowadzi do spadku zamówień przez usługę, więc chce modelu, który może wyświetlić polecane restauracje w czasie krótszym niż 100 milisekund.


    Zespół platformy uczenia maszynowego


    Gdy znacząco wzrosła liczba zamówień, zespół został obudzony w środku nocy z powodu problemów związanych ze skalowaniem istniejącego systemu. Chciałby więc wstrzymać aktualizacje modelu, aby przede wszystkim poprawić działanie platformy ML.


    Szef projektu


    Chce zmaksymalizować marżę, a jednym ze sposobów na osiągnięcie tego celu może być zwolnienie zespołu platformy uczenia maszynowego14.


    „Polecanie restauracji, które użytkownicy najprawdopodobniej klikną” i „Polecanie restauracji, które umożliwią zarobienie największej ilości pieniędzy przez aplikację” to dwa różne cele. W rozdziale 2., w punkcie „Rozdzielanie celów”, zostanie wyjaśnione, jak stworzyć system uczenia maszynowego, który spełnia różne cele. Podpowiedź: zaprojektujemy po jednym modelu dla każdego celu, a następnie połączymy ich prognozy.


    Wyobraźmy sobie na razie, że mamy dwa różne modele. Model A poleca restauracje, które użytkownicy najprawdopodobniej klikną, a model B poleca restauracje, które umożliwią uzyskanie największej ilości pieniędzy w aplikacji. Modele A i B mogą się od siebie bardzo różnić. Który model powinien zostać wdrożony u użytkowników? Aby utrudnić decyzję, załóżmy, że A i B nie spełniają wymogu postawionego przez zespół produktu — nie mogą zwracać rekomendacji restauracji w czasie krótszym niż 100 milisekund.


    Podczas prowadzenia projektu uczenia maszynowego należy pamiętać o tym, aby inżynierowie ML zrozumieli wymagania wszystkich zaangażowanych interesariuszy, a także czy są one niezbędne. Na przykład jeśli możliwość zwrócenia rekomendacji w ciągu 100 milisekund jest wymogiem koniecznym (firma uważa, że jeśli model potrzebuje ponad 100 milisekund, aby polecić restauracje, wówczas 10% użytkowników traci cierpliwość i wychodzi z aplikacji), wtedy ani model A, ani model B nie zadziała. Jednak jeśli jest to tylko miły dodatek, możesz nadal wziąć pod uwagę model A lub B.


    Środowisko produkcyjne ma inne wymagania niż badawcze. Jest to jednym z powodów, dla których udane projekty badawcze nie zawsze mogą być wykorzystywane w przemyśle. Na przykład metody zespołowe są techniką popularną wśród zwycięzców wielu konkursów uczenia maszynowego, w tym słynnego Netflix Prize o wartości 1 miliona dolarów, a jednak nie są powszechnie stosowane w produkcji. Tworzenie zespołów pozwala na łączenie „wielu uczących się algorytmów w celu uzyskania lepszej wydajności prognostycznej niż ta, którą mógłby uzyskać samodzielnie którykolwiek z algorytmów składowych”15. Mimo że metody zespołowe mogą w niewielkim stopniu poprawić wydajność systemu uczenia maszynowego, sprawiają jednak, że docelowy model staje się zbyt złożony, aby mógł być użyteczny w produkcji — na przykład wolniej generuje prognozy lub ma problem z interpretacją wyników. Dokładniej przeanalizujemy to w rozdziale 6., w punkcie „Metody zespołowe”.


    W przypadku wielu zadań niewielka poprawa wydajności może spowodować ogromny wzrost przychodów lub oszczędności kosztów. Na przykład poprawa współczynnika klikalności o 0,2% dla systemu rekomendacji produktów może spowodować milionowy wzrost przychodów w witrynie handlu elektronicznego. Jednak często niewielka poprawa może być niezauważalna dla użytkowników. W takim przypadku złożony model można wdrożyć jedynie wówczas, gdy działa znacznie lepiej niż prosty.


    
      Krytyka rankingów modeli uczenia maszynowego


      W ostatnich latach pojawiło się wielu krytyków rankingów modeli uczenia maszynowego, na przykład konkursów takich jak Kaggle, a także rankingów badawczych ImageNet czy GLUE.


      Oczywistym argumentem jest to, że w tych konkursach wiele trudnych etapów potrzebnych do utworzenia systemów uczenia maszynowego ma już rozwiązania gotowe do użycia16.


      Mniej oczywistym argumentem jest to, że ze względu na scenariusz testowania wielu hipotez, który ma miejsce, gdy wiele zespołów wykorzystuje ten sam zbiór testowy, dany model może się okazać lepszy od pozostałych tylko przez przypadek17.


      Rozbieżność interesów obszaru badań i produkcji została zauważona przez naukowców. Na konferencji EMNLP, która odbyła się w 2020 roku, Ethayarajh i Jurafsky argumentowali, że testy porównawcze przyczyniły się do postępu w przetwarzaniu języka naturalnego poprzez zachęcanie do tworzenia dokładniejszych modeli kosztem innych cech cenionych przez praktyków, takich jak niewielkie rozmiary, uczciwość i oszczędność energetyczna18.

    


    Priorytety obliczeniowe


    Osoby, które nigdy nie wdrożyły systemu uczenia maszynowego, podczas jego projektowania często popełniają błąd, koncentrując się zbytnio na obszarze związanym z tworzeniem modelu, a za mało na jego wdrażaniu i utrzymaniu.


    W trakcie procesu tworzenia można wytrenować wiele różnych modeli, z których każdy wiele razy analizuje dane treningowe. Następnie wytrenowany model generuje jednorazowo prognozę dla danych walidacyjnych, aby uzyskać wyniki. Dane walidacyjne są zazwyczaj znacznie mniej obszerne niż dane treningowe. Wąskim gardłem podczas tworzenia modelu jest trenowanie. Gdy model zostanie wdrożony, jego zadaniem będzie generowanie prognoz, więc takim wąskim gardłem stanie się wnioskowanie. W badaniach naukowych priorytetem jest szybkie trenowanie, podczas gdy w środowisku produkcyjnym szybkie wnioskowanie.


    Oznacza to, że w badaniach priorytetem jest wysoka przepustowość, podczas gdy w środowisku produkcyjnym niskie opóźnienia. Opóźnienie odnosi się do czasu, jaki upływa od otrzymania zapytania do zwrócenia wyniku. Przepustowość określa, jak wiele zapytań jest przetwarzanych w określonym czasie.
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            Sprzeczności w terminologii


            W niektórych książkach istnieje rozróżnienie między opóźnieniem a czasem odpowiedzi. Martin Kleppmann w taki sposób wyjaśnia to w książce Designing Data-Intensive Applications: „Czas odpowiedzi jest tym, co doświadcza klient — oprócz rzeczywistego czasu przetwarzania żądania (czasu obsługi) zawiera opóźnienia sieciowe i opóźnienia generowane w kolejce. Opóźnienie to czas, w którym żądanie w sposób utajniony czeka na obsługę”19.


            Aby w tej książce uprościć analizę i zachować spójność z terminologią używaną w społeczności uczenia maszynowego, podczas odnoszenia się do czasu odpowiedzi będziemy stosować termin „opóźnienie”, który oznacza czas, jaki minął od momentu wysłania żądania do momentu otrzymania odpowiedzi.

          
        

      
    


    Na przykład średnie opóźnienie usługi Tłumacz Google to średni czas, jaki upływa od momentu kliknięcia przez użytkownika przycisku Tłumacz do momentu wyświetlenia tłumaczenia, natomiast przepustowość oznacza liczbę zapytań, które są przetwarzane i obsługiwane w ciągu jednej sekundy.


    Jeśli Twój system zawsze przetwarza jedno zapytanie na raz, wyższe opóźnienie oznacza niższą przepustowość. Jeśli średnie opóźnienie wynosi 10 ms (co oznacza, że przetworzenie zapytania trwa 10 ms), przepustowość wynosi 100 zapytań/sekundę. Jeśli średnie opóźnienie wynosi 100 ms, przepustowość jest równa 10 zapytaniom/sekundę.


    Ponieważ jednak większość nowoczesnych systemów rozproszonych grupuje zapytania, aby przetworzyć je wspólnie (często współbieżnie), wyższe opóźnienie może również oznaczać wyższą przepustowość. Jeśli przetwarzasz 10 zapytań jednocześnie, a uruchomienie paczki trwa 10 ms, średnie opóźnienie nadal wynosi 10 ms, ale przepustowość jest teraz 10 razy wyższa — 1000 zapytań/sekundę. Jeśli przetwarzasz 50 zapytań jednocześnie, a uruchomienie paczki trwa 20 ms, średnie opóźnienie wynosi 20 ms, a przepustowość 2500 zapytań/sekundę. Zarówno opóźnienie, jak i przepustowość wzrosły! Różnicę pomiędzy opóźnieniem a przepustowością w przypadku przetwarzania zapytań pojedynczo i w paczkach ilustruje rysunek 1.4.


    Sytuacja staje się jeszcze bardziej skomplikowana, jeśli tworzysz paczki zapytań online. Proces wymaga, aby Twój system czekał, aż w paczce znajdzie się wystarczająca liczba zapytań, co dodatkowo zwiększa opóźnienie.


    W badaniach ważniejsze jest dla nas, ile próbek można przetworzyć w ciągu sekundy (przepustowość) niż to, jak długo trwa przetwarzanie każdej z nich (opóźnienie). Jesteś skłonny zwiększyć opóźnienie, aby zwiększyć przepustowość, na przykład poprzez agresywne grupowanie.


    Gdy jednak zamierzasz wdrożyć model w świecie rzeczywistym, pamiętaj, że opóźnienie ma duże znaczenie. W 2017 roku badanie Akamai wykazało, że opóźnienie 100 ms może zaszkodzić współczynnikom konwersji o 7%20. W 2019 roku firma Booking.com stwierdziła, że wzrost opóźnienia o 30% pogarsza współczynnik konwersji o około 0,5% — określono to „znaczącym kosztem dla naszego biznesu”21. W 2016 roku firma Google ustaliła, że ponad połowa użytkowników mobilnych opuści stronę, jeśli jej wczytanie zajmie więcej niż trzy sekundy22. Obecnie użytkownicy są jeszcze mniej cierpliwi.
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    Rysunek 1.4. W przypadku przetwarzania zapytań pojedynczo większe opóźnienie oznacza mniejszą przepustowość. Jednak w przypadku przetwarzania zapytań w paczkach wyższe opóźnienie może również oznaczać wyższą przepustowość


    Aby zredukować opóźnienia w przemyśle, być może trzeba zmniejszyć liczbę zapytań, które można przetwarzać na tym samym sprzęcie w tym samym czasie. Jeśli Twój sprzęt jest w stanie przetworzyć o wiele więcej zapytań w tym samym czasie, użycie go do przetworzenia mniejszej liczby zapytań oznacza niepełne jego wykorzystanie, a tym samym zwiększenie kosztu związanego z pojedynczym zapytaniem.


    Zastanawiając się nad opóźnieniem, warto pamiętać, że nie jest ono pojedynczą liczbą, ale rozkładem. Kuszące jest uproszczenie tego rozkładu poprzez użycie pojedynczej liczby, takiej jak średnia (arytmetyczna) wszystkich opóźnień zapytań w danym oknie czasowym, jednak otrzymana liczba może być myląca. Wyobraź sobie, że masz 10 żądań, których opóźnienie wynosi 100 ms, 102 ms, 100 ms, 100 ms, 99 ms, 104 ms, 110 ms, 90 ms, 3000 ms i 95 ms. Średnie opóźnienie jest więc równe 390 ms, co sugeruje, że Twój system wydaje się wolniejszy, niż jest w rzeczywistości. Wystąpił po prostu błąd sieciowy, który sprawił, że jedno żądanie było znacznie wolniejsze niż inne — powinieneś je przeanalizować.


    Zwykle lepiej jest używać percentyli, ponieważ mówią one coś o pewnym odsetku żądań. Najpopularniejszym percentylem jest 50. percentyl, oznaczany skrótem p50. Jest on również znany jako mediana. Jeśli mediana wynosi 100 ms, połowa żądań trwa dłużej niż 100 ms, a połowa mniej niż 100 ms.


    Wyższe percentyle pomagają również odkryć wartości odstające, które mogą być objawami czegoś nieprawidłowego. Zazwyczaj interesującymi percentylami są p90, p95 i p99. 90. percentyl (p90) dla 10 powyższych żądań wynosi 3000 ms, co jest wartością odstającą.


    Wyższe percentyle są ważne, ponieważ nawet jeśli odpowiadają one niewielkiemu ułamkowi Twoich użytkowników, czasami mogą oznaczać najważniejszych. Na przykład na stronie Amazon osoby charakteryzujące się najwolniejszymi żądaniami są często takimi, które mają najwięcej danych na swoich kontach, ponieważ dokonały wielu zakupów — czyli są najbardziej wartościowymi klientami23.


    Częstą praktyką jest używanie wysokich percentyli do określania wymagań wydajnościowych dla systemu. Na przykład menedżer produktu może zażądać, że 90. lub 99,9. percentyl opóźnienia systemu powinien być poniżej określonej wartości.


    Dane


    Zbiory danych, których używasz w badaniach, są często poprawne i dobrze sformatowane, co pozwala się skoncentrować na tworzeniu modeli. Dane są z natury statyczne, więc społeczność może ich używać do testowania nowych architektur i technik. Oznacza to, że wiele osób mogło już wcześniej wykorzystywać i analizować te same zbiory danych, dzięki czemu znana jest jego dokładna charakterystyka. W internecie możesz nawet znaleźć skrypty o otwartych źródłach służące do przetwarzania i przesyłania danych bezpośrednio do tworzonych modeli.


    Dane w środowisku produkcyjnym (jeśli jest do nich w ogóle dostęp) są o wiele bardziej niechlujne. Są zakłócone, prawdopodobnie nieuporządkowane, ciągle się zmieniają. Zapewne są też nieobiektywne i nie jest wiadome, w jak dużym stopniu. Etykiety, jeśli istnieją, mogą być nieliczne, niezrównoważone lub nieprawidłowe. Zmiana wymagań projektowych lub biznesowych może wymagać aktualizacji niektórych lub wszystkich istniejących etykiet. Jeśli obsługujesz dane użytkowników, musisz się również martwić o kwestie związane z ochroną prywatności i przepisami. W rozdziale 11., w punkcie „Studium przypadku II: niebezpieczeństwo związane z danymi »anonimowymi«” przeanalizujemy studium przypadku, w którym dane użytkowników są nieodpowiednio traktowane.


    W badaniach naukowych najczęściej pracujesz z danymi historycznymi, na przykład takimi, które już istnieją i są gdzieś przechowywane. W produkcji najprawdopodobniej będziesz musiał wykorzystywać również dane, które są przez cały czas generowane przez użytkowników, systemy i inne źródła.


    Rysunek 1.5 został zaadaptowany na podstawie świetnej grafiki Andreja Karpathy’ego, dyrektora ds. AI w Tesli, która ilustruje problemy z danymi, jakie napotkał podczas studiów doktoranckich oraz pracy w Tesli.
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    Rysunek 1.5. Dane używane w badaniach a dane wykorzystywane w środowisku produkcyjnym. Źródło: zaadaptowano na podstawie grafiki autorstwa Andreja Karpathy’ego24


    Uczciwość


    W fazie badawczej model nie jest jeszcze używany z danymi zawierającymi informacje o ludziach, więc naukowcom łatwo przychodzi odłożenie kwestii sprawiedliwości na później: „Spróbujmy najpierw osiągnąć odpowiedni poziom techniczny, a uczciwością będziemy się martwić, gdy dojdziemy do produkcji”. Gdy jednak model zostaje wdrożony w środowisku produkcyjnym, jest już za późno. Jeśli zoptymalizujesz modele pod kątem lepszej dokładności lub mniejszego opóźnienia, możesz udowodnić, że osiągnęły one odpowiedni poziom techniczny. W momencie pisania tej książki nie ma jednak równoważnych wskaźników pozwalających na określenie poziomu uczciwości.


    Ty lub ktoś z Twoich znajomych może już być ofiarą stronniczych algorytmów matematycznych, nawet o tym nie wiedząc. Wniosek o pożyczkę może zostać odrzucony, ponieważ algorytm uczenia maszynowego wybierze Twój kod pocztowy, który odzwierciedla uprzedzenia dotyczące pochodzenia społeczno-ekonomicznego. Twoje CV może zostać ocenione niżej, ponieważ system rankingowy używany przez pracodawców bierze pod uwagę pisownię Twojego nazwiska. Twój kredyt hipoteczny może być wyżej oprocentowany, ponieważ opiera się częściowo na punktach kredytowych, które faworyzują bogatych i karzą biednych. Inne przykłady uprzedzeń w świecie rzeczywistym występują w algorytmach predykcyjnych policji, testach osobowościowych administrowanych przez potencjalnych pracodawców i rankingach uczelni.


    W 2019 roku „badacze z Berkeley odkryli, że w latach 2008 – 2015 kredytodawcy po rozmowach twarzą w twarz, jak i w przypadku wniosków online odrzucili Murzynom i Latynosom łącznie 1,3 miliona próśb o kredyt”. Gdy badacze „wykorzystali wartości dochodów i punktację kredytową z odrzuconych wniosków, ale usunęli identyfikatory rasowe, wnioski o kredyt hipoteczny zostały zaakceptowane”25. Jeszcze bardziej irytujące przykłady zamieściła Cathy O’Neil w książce Weapons of Math Destruction26.


    Algorytmy uczenia maszynowego nie przewidują przyszłości, ale kodują przeszłość, utrwalając w ten sposób uprzedzenia nie tylko w samych danych. Gdy algorytmy ML są wdrażane w dużej skali, mogą również znacząco dyskryminować ludzi. Jeśli człowiek może oceniać kilka osób naraz, algorytm uczenia maszynowego potrafi wydawać daleko idące osądy o milionach obywateli w ułamku sekundy. Może to szczególnie zaszkodzić członkom grup mniejszościowych, ponieważ ich błędna klasyfikacja może mieć jedynie niewielki wpływ na ogólne wskaźniki wydajności modeli.


    Jeśli algorytm przeprowadza właściwe prognozy dla 98% populacji, a dalsza poprawa dla pozostałych 2% wiąże się z wielokrotnie wyższymi kosztami, niektóre firmy mogą niestety nie zdecydować się na takie rozwiązanie. Podczas badania przeprowadzonego przez McKinsey & Company w 2019 roku tylko 13% badanych dużych firm stwierdziło, że podejmuje kroki w celu złagodzenia zagrożeń dla sprawiedliwości i uczciwości, takich jak stronniczość algorytmiczna i dyskryminacja27. Jednak pojawiają się już duże zmiany. Sprawiedliwość i inne aspekty odpowiedzialnej sztucznej inteligencji zostaną przeanalizowane w rozdziale 11.


    Interpretowalność


    Na początku 2020 roku laureat nagrody Turinga profesor Geoffrey Hinton zadał sporne pytanie o znaczenie interpretowalności w systemach uczenia maszynowego: „Załóżmy, że masz raka i musisz wybrać między chirurgiem w postaci czarnej skrzynki reprezentującej sztuczną inteligencję (AI), który nie może wyjaśnić, jak działa, ale ma 90-procentowy wskaźnik wyleczalności, a ludzkim chirurgiem z 80-procentowym wskaźnikiem wyleczalności. Czy chcesz, aby chirurg AI był nielegalny?”28.


    Kilka tygodni później, gdy zadałam to pytanie grupie 30 kierownikom technologicznym pracującym w publicznych firmach nietechnicznych, tylko połowa z nich chciałaby, aby operował ich wysoce skuteczny, ale niezdolny do wyjaśnienia swojego działania chirurg AI. Druga połowa chciałaby, aby operował ją ludzki chirurg.


    Większości z nas nie przeszkadza używanie mikrofalówki bez zrozumienia jej działania, ale zupełnie inaczej podchodzimy do sztucznej inteligencji, zwłaszcza jeśli podejmuje ona ważne decyzje dotyczące naszego życia.


    Ponieważ większość badań dotyczących uczenia maszynowego jest wciąż oceniana na podstawie jednego celu, czyli wydajności modelu, naukowcy nie są zachęcani do pracy nad jego interpretowalnością. Jednakże w większości przypadków użycia uczenia maszynowego w przemyśle interpretowalność nie jest jedynie opcją, ale wymogiem.


    Po pierwsze, interpretowalność jest ważna dla klientów — zarówno liderów biznesowych, jak i użytkowników końcowych — i pozwala zrozumieć, dlaczego podjęta została określona decyzja. Dzięki temu można zaufać modelowi i wykryć wspomniane wcześniej potencjalne błędy29. Po drugie, dla programistów ważna jest możliwość debugowania i ulepszania modelu.


    To, że interpretowalność jest wymogiem, nie oznacza jednak, że wszyscy ją stosują. W roku 2019 tylko 19% dużych firm pracowało nad poprawą wyjaśniania działania swoich algorytmów30.


    Analiza


    Niektórzy mogą twierdzić, że dobrze jest znać tylko akademicką stronę uczenia maszynowego, ponieważ dziedzina badań oferuje mnóstwo miejsc pracy. Pierwsza część zdania — „dobrze jest znać tylko akademicką stronę uczenia maszynowego” — jest prawdziwa. Druga część jest fałszywa.


    Chociaż prowadzenie prac badawczych jest ważne, większość firm nie może sobie na to pozwolić, chyba że kończą się one krótkoterminowymi zastosowaniami biznesowymi. Jest to szczególnie prawdziwe obecnie, gdy społeczność badawcza przyjęła podejście „większy, lepszy”. Często nowe modele wymagają ogromnej ilości danych, a same obliczenia kosztują dziesiątki milionów dolarów.


    W miarę jak badania nad uczeniem maszynowym i gotowe modele staną się bardziej dostępne, więcej osób i organizacji będzie chciało znaleźć dla nich zastosowania, co zwiększy zapotrzebowanie na systemy ML w produkcji.


    Zdecydowana większość miejsc pracy związanych z uczeniem maszynowym będzie dostępna (a nawet już jest) w przemyśle.


    Systemy uczenia maszynowego a oprogramowanie tradycyjne


    Uczenie maszynowe jest częścią inżynierii oprogramowania, a oprogramowanie jest z powodzeniem stosowane w środowisku produkcyjnym od ponad pół wieku. Niektórzy mogą więc się zastanawiać, dlaczego po prostu nie weźmiemy sprawdzonych wzorców postępowania z inżynierii oprogramowania i nie zastosujemy ich w uczeniu maszynowym.


    To doskonały pomysł. W rzeczywistości produkcyjne systemy uczenia maszynowego byłyby znacznie lepsze, gdyby eksperci ML byli lepszymi inżynierami oprogramowania. Wiele tradycyjnych narzędzi inżynierii oprogramowania można wykorzystać do tworzenia i wdrażania aplikacji uczenia maszynowego.


    Jednak istnieje też sporo wyzwań, które są unikatowo związane z aplikacjami uczenia maszynowego i wymagają specjalnych narzędzi. W inżynierii oprogramowania istnieje podstawowe założenie, że kod i dane są od siebie oddzielone. Faktem jest, że programiści dążą do tego, by tworzyć oprogramowanie tak bardzo modularne, jak to tylko możliwe (patrz strona Wikipedii o separacji warstw — https://oreil.ly/kH67y).


    W przeciwieństwie do powyższego systemy uczenia maszynowego są częściowo kodem, częściowo danymi i częściowo artefaktami utworzonymi z nich obu. Trendy z ostatniej dekady pokazują, że wygrywają aplikacje opracowane z wykorzystaniem największej ilości najlepszych danych. Zamiast koncentrować się na ulepszaniu algorytmów uczenia maszynowego, większość firm woli ulepszać swoje dane. Ponieważ dane mogą się szybko zmieniać, aplikacje ML muszą się adaptować do zmieniającego się środowiska, co może wymagać krótszych cykli projektowania i wdrażania.


    W tradycyjnej inżynierii oprogramowania wystarczy się skoncentrować na testowaniu i wersjonowaniu kodu. W przypadku uczenia maszynowego musimy testować i wersjonować również dane i to jest ta trudna część projektu. Jak wersjonować duże zbiory danych? Jak w Twoim systemie sprawdzić, czy dana próbka danych jest dobra czy zła? Nie wszystkie próbki danych są jednakowe — niektóre są bardziej wartościowe dla Twojego modelu niż inne. Na przykład jeśli model został wytrenowany na milionie skanów zdrowych płuc i tylko na tysiącu skanów płuc z objawami raka, wówczas ta druga grupa danych jest znacznie bardziej wartościowa niż pierwsza. Bezkrytyczne przyjmowanie wszystkich dostępnych danych może zaszkodzić wydajności modelu, a nawet uczynić go podatnym na ataki zatruwania danych31.


    Kolejnym wyzwaniem jest rozmiar modeli uczenia maszynowego. W 2022 roku modele ML będą miały setki milionów, jeśli nie miliardy parametrów, co wymaga gigabajtów pamięci o dostępie swobodnym (RAM), aby wczytać je do pamięci. Za kilka lat nawet miliard parametrów może się wydać śmieszny, podobnie jak w przypadku pytania: „Czy możesz uwierzyć, że komputer, który wysłał ludzi na Księżyc, miał tylko 32 MB pamięci RAM?”.


    Jednak na razie wdrożenie tak dużych modeli w środowisku produkcyjnym, zwłaszcza w przypadku urządzeń brzegowych32, jest ogromnym wyzwaniem inżynieryjnym. Pojawia się też pytanie, jak sprawić, aby te modele działały wystarczająco szybko, a przez to były użyteczne. Model autouzupełniania staje się bezużyteczny, jeśli czas potrzebny na zasugerowanie następnego znaku jest dłuższy niż czas potrzebny na wprowadzenie tekstu przez użytkownika.


    Monitorowanie i debugowanie modeli w produkcji również nie jest trywialne. W miarę jak modele uczenia maszynowego stają się coraz bardziej złożone, coraz trudniej można się dowiedzieć, co poszło nie tak, lub zostać wystarczająco szybko zaalarmowanym — tym bardziej że w rzeczywistości nie mamy wglądu w ich sposób działania.


    Dobrą wiadomością jest to, że te wyzwania inżynieryjne są rozwiązywane w iście ekspresowym tempie. W 2018 roku pojawił się model językowy „Bidirectional Encoder Representations from Transformers” (BERT). Twierdzono wówczas, że jest zbyt obszerny, zbyt złożony i zbyt powolny, aby mógł zostać wykorzystany w praktyce. Wstępnie wytrenowany duży model BERT zawierał 340 milionów parametrów i zajmował 1,35 GB pamięci33. Po dwóch latach BERT i jego warianty były już używane w prawie każdej operacji wyszukiwania w języku angielskim w Google34.


    Podsumowanie


    Celem tego początkowego rozdziału było zaprezentowanie Czytelnikowi, co należy zrobić, aby wprowadzić uczenie maszynowe do świata rzeczywistego. Zaczęliśmy od analizy szerokiej gamy przypadków użycia ML w środowisku produkcyjnym. Wiele osób wykorzystuje uczenie maszynowe w aplikacjach konsumenckich, jednak większość przypadków użycia ML dotyczy przedsiębiorstw. Wyjaśniliśmy również, kiedy należy stosować systemy uczenia maszynowego. Chociaż systemy ML mogą bardzo dobrze działać w przypadku wielu problemów, nie można ich traktować jako uniwersalnego rozwiązania na wszystko i na pewno nie mogą być stosowane w wielu sytuacjach. Jednak w przypadku problemów, których uczenie maszynowe nie może samodzielnie rozwiązać, może się zdarzyć, że i tak będzie jednym z elementów rozwiązania.


    W tym rozdziale zaprezentowano również różnice pomiędzy uczeniem maszynowym wykorzystywanym w badaniach oraz w przemyśle. Różnice te obejmują zaangażowanie interesariuszy, priorytety obliczeniowe, właściwości używanych danych, kwestię uczciwości oraz wymagania dotyczące interpretowalności. Ta część jest najbardziej pomocna dla osób przychodzących ze środowiska akademickiego. Przedstawiono również, czym systemy ML różnią się od tradycyjnych systemów oprogramowania, co zresztą było powodem powstania tej książki.


    Systemy uczenia maszynowego są złożone i składają się z wielu różnych komponentów. Danetycy i inżynierowie ML zajmujący się systemami uczenia maszynowego w przedsiębiorstwach prawdopodobnie stwierdzą, że koncentrowanie się tylko na obszarze dotyczącym algorytmów jest dalece niewystarczające. Ważna jest wiedza o innych aspektach systemu, w tym o stosie danych, wdrożeniu, monitorowaniu, utrzymaniu, infrastrukturze itp. W tej książce przyjęto systemowe podejście do tworzenia systemów ML. Oznacza to, że będą w niej całościowo rozważane wszystkie składniki systemu, a nie tylko same algorytmy. Szczegóły dotyczące tego, co oznacza to całościowe podejście, zostaną przedstawione w następnym rozdziale.
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    Rozdział 2.

    Wprowadzenie do projektowania systemów uczenia maszynowego


    Ponieważ wstępnie przeanalizowaliśmy systemy uczenia maszynowego w świecie rzeczywistym, możemy teraz przejść do ciekawszego tematu, jakim jest faktyczne projektowanie systemu ML. Jak już stwierdzono w pierwszym rozdziale, podczas projektowania systemów uczenia maszynowego należy systemowo traktować metodykę MLOps. Oznacza to, że systemy ML mają być rozpatrywane całościowo, aby zapewnić, że wszystkie komponenty (wymagania biznesowe, stos danych, infrastruktura, wdrożenie, monitorowanie itp.) oraz ich interesariusze będą współpracować ze sobą, a dzięki temu zostaną spełnione określone cele i wymagania.


    Ten rozdział rozpoczniemy od przeanalizowania celów. Zanim utworzymy system uczenia maszynowego, musimy zrozumieć, dlaczego będzie on potrzebny. Jeśli jest on tworzony dla firmy, musi wynikać z jakichś celów biznesowych, które będą musiały zostać przełożone na cele uczenia maszynowego.


    Gdy już ustalimy cele systemu ML, musimy określić pewne wymagania, które będą kierować jego rozwojem. W tej książce rozważymy cztery takie wymagania: niezawodność, skalowalność, łatwość utrzymania i adaptacyjność. Następnie przedstawimy iteracyjny proces projektowania systemów spełniających te wymagania.


    Można zadać następujące pytanie: czy mając te wszystkie cele, wymagania i procesy, można wreszcie zacząć budować model uczenia maszynowego? Nie tak szybko! Zanim użyjesz algorytmów ML do rozwiązania swojego problemu, musisz najpierw przekształcić go w zadanie, które uczenie maszynowe może rozwiązać. W tym rozdziale będziemy snuć rozważania o tym, jak należy formułować problemy ML. W zależności od tego, jak zdefiniujesz problem, poziom trudności zadania może ulec znaczącej zmianie.


    Ponieważ uczenie maszynowe jest rozwiązaniem opartym na danych, książka o projektowaniu systemów ML będzie nieprzydatna, jeśli nie zostanie w niej omówione ich znaczenie. W ostatniej części tego rozdziału poruszymy zagadnienie, które w ostatnich latach było analizowane w wielu publikacjach o uczeniu maszynowym: co jest ważniejsze — dane czy inteligentne algorytmy?


    Rozpocznijmy więc!


    Biznes i cele uczenia maszynowego


    Najpierw musimy się zastanowić nad celami projektów uczenia maszynowego. Podczas pracy nad takimi projektami danetycy starają się dbać o odpowiednie cele ML, a więc wskaźniki, które mogą zmierzyć wydajność modeli, takie jak dokładność, miara F1, opóźnienie wnioskowania itp. Są podekscytowani zwiększeniem dokładności modelu z 94% do 94,2% i mogą poświęcić mnóstwo zasobów — danych, obliczeń i swojego czasu — aby to osiągnąć.


    Jednak prawda jest taka, że większość firm nie dba o wymyślne wskaźniki uczenia maszynowego. Nie zależy im na zwiększeniu dokładności modelu z 94% do 94,2%, o ile nie wpłynie to na poprawę niektórych wskaźników biznesowych. Powtarzający się wzorzec, który zauważyłam w wielu krótkotrwałych projektach ML polega na tym, że danetycy za bardzo się koncentrują na dopracowywaniu wskaźników uczenia maszynowego, a nie zwracają uwagi na wskaźniki biznesowe. Ich menedżerowie natomiast dbają za to jedynie o wskaźniki biznesowe. Gdy podczas wdrożenia okazuje się, że wskaźniki biznesowe nie ulegają znaczącej poprawie, projekty są przedwcześnie zamykane (a być może zostaje też zwolniony cały zespół zajmujący się danetyką)1.


    Na jakich więc wskaźnikach zależy firmom? Chociaż większość przedsiębiorstw chciałoby Cię przekonać, że jest inaczej, według Miltona Friedmana, ekonomisty nagrodzonego Noblem, jedynym ich celem jest maksymalizacja zysków dla akcjonariuszy2.


    Ostatecznym celem każdego projektu w przedsiębiorstwie jest więc zwiększenie zysków — bezpośrednio lub pośrednio. Bezpośrednio, na przykład poprzez zwiększenie sprzedaży (współczynnika konwersji) i obniżenie kosztów. Pośrednio, na przykład poprzez zwiększenie zadowolenia klientów i wydłużenie czasu spędzanego na stronie internetowej.


    Aby projekt uczenia maszynowego odniósł sukces w organizacji biznesowej, kluczowe staje się powiązanie wydajności systemu ML z ogólną wydajnością biznesową. Na jakie wskaźniki wydajności biznesowej ma wpływać nowy system uczenia maszynowego? Na wysokość przychodów z reklam czy może liczbę aktywnych użytkowników w okresie miesięcznym?


    Wyobraź sobie, że pracujesz w sklepie internetowym, dla którego ważnym wskaźnikiem jest współczynnik zakupów. Chciałbyś zmodyfikować system rekomendacji, aby zamiast prognozowania wsadowego wykonywał prognozowanie online3. Przypuszczasz, że prognozowanie online umożliwi w danej chwili wygenerowanie bardziej odpowiednich rekomendacji dla użytkowników, co może doprowadzić do wyższego współczynnika zakupów. Możesz nawet przeprowadzić eksperyment, który pokaże, że prognozowanie online może poprawić dokładność predykcyjną Twojego systemu rekomendacji o X%. Historycznie rzecz ujmując, w przypadku Twojej witryny każdy procentowy wzrost dokładności predykcyjnej systemu rekomendacji prowadził do określonego wzrostu współczynnika zakupów.


    Jednym z powodów, dla których prognozowanie współczynnika klikalności reklam i wykrywanie oszustw należą do najpopularniejszych przypadków użycia uczenia maszynowego, jest to, że w takich sytuacjach łatwo jest odwzorować wydajność modeli ML na wskaźniki biznesowe — każdy wzrost współczynnika klikalności przekłada się na rzeczywiste przychody z reklam, a każda zablokowana fałszywa transakcja skutkuje rzeczywistą oszczędnością pieniędzy.


    Wiele firm tworzy własne rozwiązania, aby odwzorowywać wskaźniki biznesowe na wskaźniki uczenia maszynowego. Na przykład Netflix mierzy wydajność swojego systemu rekomendacji za pomocą wskaźnika take-rate: jest to liczba poprawnych odtworzeń filmu podzielona przez liczbę rekomendacji, które widzi użytkownik4. Im wyższy take-rate, tym lepszy system rekomendujący. Netflix umieścił wskaźnik take-rate systemu rekomendującego w kontekście innych wskaźników biznesowych, takich jak całkowita liczba godzin streamingu i wskaźnik rezygnacji z subskrypcji. Zauważono, że wyższy wskaźnik take-rate skutkuje również wyższym całkowitym czasem streamingu i niższym wskaźnikiem anulowania subskrypcji5.


    Wpływ projektu uczenia maszynowego na cele biznesowe może być trudny do uzasadnienia. Na przykład model ML, który udostępnia klientom bardziej spersonalizowane rozwiązania, może sprawić, że będą oni szczęśliwsi, co spowoduje, że wydadzą więcej pieniędzy na Twoje usługi. Jednak ten sam model może również rozwiązywać ich problemy szybciej, co przyczyni się do tego, że wydadzą mniej pieniędzy na Twoje usługi.


    Aby uzyskać jednoznaczną odpowiedź na pytanie, jak wskaźniki uczenia maszynowego wpływają na wskaźniki biznesowe, często należy się posłużyć eksperymentami. Wiele firm przeprowadza testy A/B i wybiera model, który prowadzi do lepszych wskaźników biznesowych, nie biorąc pod uwagę tego, czy ma on lepsze wskaźniki ML.


    Jednak nawet rygorystyczne eksperymenty mogą nie wystarczyć, aby zrozumieć związek pomiędzy wynikami modelu uczenia maszynowego a wskaźnikami biznesowymi. Wyobraź sobie, że pracujesz w firmie zajmującej się cyberbezpieczeństwem, która wykrywa zagrożenia bezpieczeństwa i powstrzymuje ataki, przy czym uczenie maszynowe jest tylko jednym z komponentów w złożonym procesie. Model ML jest używany do wykrywania anomalii we wzorcach ruchu sieciowego. Anomalie te są następnie analizowane przez system logiczny (na przykład serię warunków if-else), który kategoryzuje, czy stanowią one potencjalne zagrożenia. Te potencjalne zagrożenia są sprawdzane przez ekspertów ds. bezpieczeństwa w celu określenia, czy są one rzeczywistymi atakami. Jeśli tak, są analizowane przez inny proces mający na celu ich powstrzymanie. Gdy ten proces nie potrafi usunąć zagrożenia, być może nie da się ustalić, czy komponent uczenia maszynowego miał z nim coś wspólnego.


    Firmy chętnie wyjaśniają, że używają uczenia maszynowego, ponieważ samo „bycie napędzanym przez AI” już pomaga im przyciągać klientów, niezależnie od tego, czy sztuczna inteligencja faktycznie robi coś użytecznego6.


    Oceniając rozwiązania ML przez pryzmat biznesu, należy być po prostu realistą co do oczekiwanych wyników. Ze względu na cały szum wokół uczenia maszynowego generowany zarówno przez media, jak i przez praktyków zainteresowanych użyciem ML niektóre firmy wyobrażają sobie, że sztuczna inteligencja może magicznie przekształcić ich biznes w ciągu jednej nocy.


    Magicznie: jest to możliwe. Z dnia na dzień: nie.


    Jest wiele firm, które dostrzegły korzyści ze stosowania uczenia maszynowego. Systemy ML pomogły firmie Google lepiej wyszukiwać, sprzedawać więcej reklam po wyższych cenach, poprawić jakość tłumaczeń i budować lepsze aplikacje na Androida. Ale ten zysk raczej nie nastąpił z dnia na dzień. Google inwestuje w systemy uczenia maszynowego od dziesięcioleci.


    Zwroty z inwestycji w uczenie maszynowe zależą w dużej mierze od poziomu dojrzałości, na jakim znajduje się dana aplikacja. Im dłużej się zajmujesz systemem uczenia maszynowego, tym wydajniej działa jego potokowość, tym szybszy jest cykl rozwojowy, tym mniej czasu potrzebujesz poświęcać na programowanie i tym niższe są Twoje rachunki za przetwarzanie w chmurze. Wszystko to prowadzi do wyższych zwrotów. Według badania przeprowadzonego w 2020 roku przez firmę Algorithmia, wśród firm, które są bardziej zaawansowane w użytkowaniu systemów uczenia maszynowego (posiadają modele w produkcji od ponad pięciu lat), prawie 75% może wdrożyć kolejny model w mniej niż 30 dni. Spośród przedsiębiorstw, które dopiero rozpoczynają swoją przygodę z ML, 60% potrzebuje ponad 30 dni na wdrożenie modelu (patrz rysunek 2.1)7.


    [image: ]


    Rysunek 2.1. Czas wymagany do wdrożenia modelu w środowisku produkcyjnym jest proporcjonalny do tego, jak długo w 
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