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  Wstęp


  Drogi Czytelniku,


  jeśli kupiłeś tę książkę albo się nią zainteresowałeś, na pewno mniej lub bardziej jesteś świadomy, że sztuczna inteligencja (ang. artificial intelligence, AI) nie jest już jakimś abstrakcyjnym tworem, nazywanym tak tylko po to, żeby zrobić dobre wrażenie na klientach oprogramowania wykorzystującego AI czy też czytelnikach pism dla miłośników magii i fantastyki. To, co przez kilka minionych dekad było nazywane sztuczną inteligencją, nie jest już tylko algorytmem, który według zaprogramowanej logiki wykonuje jakieś określone i zwykle ograniczone funkcje.


  Sztuczna inteligencja już działa! Ma wzrok, porównywalny w wielu zastosowaniach do ludzkiego. Ma słuch, który pozwala automatycznie rozpoznać mowę w wielu językach. Co więcej, AI coraz lepiej rozumie to, co widzi i słyszy. Wygrywa też z najlepszymi graczami na świecie w gry komputerowe, planszowe i logiczne. A dodatkowo wykonuje obliczenia nieporównywalnie szybciej niż jakikolwiek człowiek. Właściwie to już niczego nie brakuje, żeby sztuczna inteligencja zaczęła zmieniać w zauważalny sposób nasz świat i życie.


  Być może powiedziałbyś, Czytelniku, że w podobnym tonie wypowiadało się już wiele osób kilkanaście lat temu. Przecież sztuczna inteligencja była nawet w grach na Atari i Commodore w latach 90., a komputer Deep Blue IBM-a wygrał w szachy z Kasparowem i też wszyscy byli podekscytowani tym wydarzeniem tak, jakby nagle zwykły świat miał zaraz przestać istnieć. A nic takiego się nie stało…


  Otóż stało się, ale dopiero w drugiej dekadzie XXI wieku. Rozpoczęła się wtedy era Deep Learningu (ang. głębokie uczenie). Algorytmy oparte na tzw. sieciach neuronowych zyskały nowe życie, a ich zastosowanie przyniosło tak rewolucyjne rezultaty, że środowisko naukowe nie mogło ich zignorować. Nastąpił masowy wysyp publikacji i reaktywacja tej dziedziny. W rezultacie każdy z nas może teraz namacalnie sprawdzić możliwości sztucznej inteligencji w tej nowej postaci. Czy 10 lat temu rozpoznawanie mowy działało na obecnym poziomie? Nie, było tak kiepskie, że woleliśmy wklepywać literkę po literce na telefonie. Teraz AI rozpoznaje nawet głos dziecka, i to w dowolnym języku. Kiedyś nawet nie było mowy o tym, żeby system rozpoznawania mowy mógł działać poprawnie w przypadku różnych rozmówców.


  Czy komputer był w stanie zidentyfikować to, co widział na obrazie? Nie, działały co prawda aplikacje rozpoznające tablice rejestracyjne czy określone kształty, ale często tylko w wybranych fragmentach obrazu, i to w niskiej rozdzielczości. Teraz AI potrafi rozpoznawać twarze, sylwetki ludzi, przeróżne obiekty, i to niezależnie od ich położenia, obrócenia, skali, przesłonięcia, a to wszystko nawet z użyciem procesora w telefonie komórkowym. Czy tłumacz Google potrafił ponad dekadę temu przetłumaczyć fragment tekstu? Tak, ale poziom tego tłumaczenia często był taki, że rezultat był wręcz niezrozumiały. Obecnie jest on w stanie przetłumaczyć tekst tak, że człowiek nie potrafi go rozróżnić od wersji napisanej przez tłumacza.


  Dynamiczne zmiany, które nastąpiły w ostatnich latach w tej dziedzinie, zrobiły na mnie tak ogromne wrażenie, że zdecydowałem się napisać tę książkę. Powiem więcej, drogi Czytelniku: zbierając materiały do książki i następnie pisząc kolejne rozdziały, byłem coraz bardziej zszokowany tym, co się dzieje w tym fascynującym obszarze nauki i technologii. Będę więc starał się poprowadzić Cię w ekscytującą podróż poprzez głębokie zamęty sieci neuronowych zaprojektowanych na wzór ludzkiego mózgu. Zrozumiesz ogólny zarys ich działania, nawet jeśli nie masz wiedzy informatycznej i matematycznej! Dowiesz się o najciekawszych zastosowaniach AI oraz jak zaawansowane są prace nad nimi na świecie i w naszym kraju. W końcu postaram się też odpowiedzieć na pytanie, kiedy AI stanie się potężniejsza niż ludzki mózg oraz czy zmieni i opanuje nasz świat, a jeśli tak, to kiedy powinieneś szukać nowej pracy albo czy już powinieneś to robić.


  Czy myślisz, drogi Czytelniku, że to ostatnie pytanie jest żartem? Może tak, a może nie… Żeby odpowiedzieć sobie na to pytanie, musisz jednak doczytać tę książkę do końca. Szczególnie jeśli jesteś programistą, agentem ubezpieczeniowym, sprzedawcą, kasjerem, urzędnikiem, bankierem, księgowym, magazynierem, pracownikiem lub inspektorem na produkcji, taksówkarzem lub kierowcą ciężarówki, tłumaczem, pracownikiem działu obsługi klienta, telemarketerem, pracownikiem fast foodu, doradcą finansowym, a nawet prawnikiem, sędzią, dziennikarzem, nauczycielem czy lekarzem, zwłaszcza radiologiem.


  Może najlepiej zostać specjalistą od sztucznej inteligencji? Na pewno dzięki lekturze mojej książki zrobisz pierwszy krok w tym kierunku. Jeżeli natomiast AI nie jest Ci obca, to także poznasz jej ciekawe zastosowania w życiu i biznesie, którymi warto się zainteresować. Napisałem tę książkę z myślą o dotarciu do niemalże każdej osoby, na której życie może mieć wpływ sztuczna inteligencja. Okazuje się, że właściwie dotyczy to wszystkich, ponieważ dzielimy się na tych, co są świadomi takich zmian, i na tych, którzy w błogiej nieświadomości korzystają z technicznych atrakcji oferowanych przez gigantów w rodzaju Google, Apple czy Facebooka, kompletnie nie zdając sobie sprawy z tego, jak dalece zaawansowane algorytmy sztucznej inteligencji oddziałują na wiele aspektów ich codziennego życia. Warto być wśród tych pierwszych i wiedzieć, z czym mamy do czynienia i czego się spodziewać w bliższej i dalszej przyszłości oraz jak się na to przygotować.


  
    Rozdział 1.

    Czym jest sztuczna inteligencja?


    „I tak w sobie papirem i myślą kaprysząc się, coraz inteligentniej był inteligentnym i ta inteligencja jego, sama sobą pomnożona i sama na sobie okrakiem, tak już Inteligentna stawała się, że Jezus Maria!”


    Witold Gombrowicz, Trans-Atlantyk [1]


    Trudno jest zdefiniować pojęcie, które zostało stworzone jako zwrot marketingowy w celu uzyskania funduszy na badania. Po raz pierwszy zostało użyte na słynnej konferencji w Dartmouth w 1956 roku, zorganizowanej przez Johna McCarthy’ego. Zebrani tam naukowcy stwierdzili, że w ciągu wakacji rozpracują, w jaki sposób zastosować mechanizmy wykorzystywane przez ludzki mózg do rozwiązywania różnorodnych problemów przez maszyny. Teraz można by im rzec: „Powodzenia, panowie, skromni jesteście, w dziesiątkę w czasie wakacji rozpracujecie, jak stworzyć maszynową wersję ludzkiego mózgu!”. Ale mimo wszystko otrzymali wtedy finansowanie od Fundacji Rockefellerów. Oczywiście nie udało im się osiągnąć zamierzonego celu, ale przynajmniej w tym krótkim czasie zorientowali się, że nie jest to takie proste. Efekty konferencji na pewno pozwoliły wystartować z różnymi badaniami, które zapoczątkowały wszelkie późniejsze wynalazki. Zdecydowanie jednym z jej osiągnięć było stworzenie pojęcia sztucznej inteligencji, które można skrócić do SI lub AI (ang. artificial intelligence), co pozwoliło sfinansować niejedno z przedsięwzięć realizowanych przez badaczy obecnych wtedy w Dartmouth. Pojęcie AI jest używane do dnia dzisiejszego, kiedy to wraz z DL (ang. deep learning — głębokie uczenie) stało się najlepiej sprzedającym się terminem w wielu branżach wykorzystujących nowoczesne technologie. Doczekało się nawet własnego rozszerzenia w domenach internetowych, .ai, które obecnie są jednymi z najdroższych.


    W jaki więc sposób można zdefiniować pojęcie sztucznej inteligencji? Już samo znaczenie słowa „inteligencja” jest trudne do wyjaśnienia. Każdy wie, co to jest, a nikt nie umie tego zdefiniować. Do dzisiaj spierają się o to naukowcy i filozofowie. Najprościej zdefiniował je szwajcarski psycholog, biolog i epistemolog Jean Piaget: „Inteligencja to zdolność do rozwiązywania problemów”. Opisał to też inaczej w następujący sposób: „Inteligencja jest tym, czego używasz, kiedy nie wiesz, co robić”. Zawsze wiąże się z jakimś celem (problemem do rozwiązania) oraz pewną operacją lub czynem realizowanymi po to, aby ten cel osiągnąć. Można by ten sam opis wykorzystać do zdefiniowania pojęcia sztucznej inteligencji, w końcu w języku angielskim artifact (artefakt) oznacza pewien przedmiot (w tym kontekście maszynę/komputer), więc artificial intelligence to, dosłownie rzecz ujmując, maszynowa inteligencja. Operacje/czyny, które zwykle są wykonywane przez inteligentną istotę, w tym przypadku są wynikiem działania maszyny, choć cel wciąż jest definiowany przez człowieka. Operacje te jednak nie biorą się znikąd! Aby je wykonać w celu osiągnięcia zadanego celu, komputer musi umieć stworzyć plan (proces planowania), w którego ramach musi umieć podejmować decyzje. Decyzje są rezultatem procesu wnioskowania. Wnioskowanie opiera się na wiedzy, którą musimy przechowywać w pamięci. A żeby wiedzę posiąść, trzeba umieć się uczyć (proces uczenia). Wszystkie te mechanizmy są świetnie realizowane przez ludzki mózg.


    Stąd w ostatnich kilkudziesięciu latach naukowcy próbowali stworzyć sztuczną inteligencję na wzór człowieka. Im więcej próbowali, tym bardziej sobie uświadamiali, jakie to jest trudne i jak wielu procesów zachodzących w ludzkim mózgu nie znamy. Niemniej jednak zastosowanie wielu analogii z pewnością zakończyło się sukcesem. W końcu sam proces programowania komputerów jest świetną analogią „uczenia się”. Komputery przecież mają zbiory reguł — instrukcji tworzących programy — a człowiek jest już nawet zaprogramowany w momencie urodzenia (ma przecież swój unikatowy kod DNA!) i dalej „programuje się” przez całe swoje życie w procesie uczenia na podstawie doświadczenia zdobywanego w środowisku, w którym się znajduje.


    Ale zaprogramowanie sztucznej inteligencji realizującej określone zadania w racjonalny i efektywny sposób nie musi oznaczać konieczności stworzenia wiernej, maszynowej reprezentacji ludzkiego mózgu. Przecież samolot nie macha skrzydłami jak ptaki, a jednak potrafi latać. Pomyślna konstrukcja maszyny latającej została zrealizowana dopiero wtedy, kiedy bracia Wright dogłębnie zbadali zasady aerodynamiki z wykorzystaniem wyników eksperymentów w tunelu wiatrowym. Może w ten sam sposób należy zbadać zasady działania poszczególnych elementów/etapów inteligencji na przykładzie ludzkiego mózgu, aby zrealizować te sztuczne procesy w inny, wydajny sposób, możliwy do zastosowania w maszynach/komputerach.


    Dzisiaj już wiemy, że odwzorowanie przynajmniej niektórych procesów w ludzkim mózgu (np. w korze wzrokowej) świetnie działa również w modelu komputerowym. Okazuje się też, że maszynowe modele sztucznej inteligencji pomagają osiągnąć najnowsze postępy w nauce o procesach zachodzących w ludzkim mózgu. Można więc z pewnością stwierdzić, że badania prowadzone na zasadach analogii między komputerami a ludzkim mózgiem przynoszą wymierne rezultaty, nawet jeśli nie zawsze tak było, nie raz bowiem następował zastój w badaniach nad sztuczną inteligencją. Nie chciałbym Cię, Czytelniku, zanudzać historycznymi wywodami, ale dopiero dzisiaj możemy docenić zasługi wielu naukowców, którzy już na początku XX wieku potrafili zaprojektować pierwowzory modeli AI, przynoszące obecnie przełomowe rezultaty. Sztuczna inteligencja to wynik badań prowadzonych przez niemal cały wiek. Jej początki zbiegają się właściwie z powstaniem komputerów. Stanowi świetny przykład nauki, która zarówno czerpie wiedzę z tak wielu różnych dziedzin, jak i znajduje zastosowanie w jeszcze większej ich liczbie. Wejdźmy więc razem do tunelu czasoprzestrzennego i przenieśmy się w czasy II wojny światowej…


    Słów kilka o historii sztucznej inteligencji


    …gdy brytyjski matematyk Alan Turing pracował nad złamaniem kodu Lorenza, stosowanego do przesyłania zaszyfrowanych wiadomości przez dowództwo niemieckiej armii. Jego zespół wykorzystał do tego celu jeden z pierwszych komputerów elektromechanicznych — Heath Robinson, który został później zastąpiony pierwszym elektronicznym komputerem cyfrowym, nazwanym Colossus (rysunek 1.1). Turing jest też znany z pracy nad złamaniem Enigmy, której pierwszą wersję odszyfrowali Polacy — Marian Rejewski, Henryk Zygalski oraz Jerzy Różycki. A jaki jest związek między sztuczną inteligencją a łamaniem szyfrów nazistów?


    [image: Obraz zawierający tekst, zewnętrzne Opis wygenerowany automatycznie]


    Rysunek 1.1. Colossus [2]


    Na pewno jest nim osoba Alana Turinga, ale też początek ery komputerów. Turing już w czasie II wojny światowej zajmował się nie tylko teoretycznymi podstawami informatyki, lecz także początkami sztucznej inteligencji. Oficjalnie wspominał o tym w swoich wykładach po wojnie, ale również w raporcie (który niestety nie został opublikowany) zatytułowanym Intelligent Machinery w 1949 roku [3] Opisywał w nim ideę uczenia sieci sztucznych neuronów. Rok później w artykule opublikowanym w piśmie filozoficznym „Mind” zadał słynne pytanie „Czy komputery mogą myśleć? Jeżeli tak, to w jaki sposób możemy to stwierdzić?”. W ten sposób w 1950 roku powstał test Turinga. W ramach testu sędziowie prowadzą konwersację za pomocą klawiatury zarówno z ludźmi, jak i z programami komputerowymi (tzw. czatbotami). Zespół sędziów przeprowadza rozmowy zarówno z człowiekiem, jak też z komputerem i stara się odróżnić człowieka od maszyny, oczywiście nie widząc rozmówcy. Test jest wykorzystywany do dzisiaj w ramach corocznego konkursu nazywanego Nagrodą Loebnera. Zwycięża program — czatbot, który najbardziej przypomina człowieka. Dodatkowo ufundowana jest nagroda główna w wysokości 100 tysięcy dolarów oraz 18-karatowy złoty medal (rysunek 1.2) za program, który będzie nieodróżnialny od człowieka, czyli który pomyślnie zaliczy Test Turinga. Dotąd nagroda główna nie została przyznana. Tak że zachęcam do wzięcia udziału wszystkich chętnych — zwycięzca na pewno zostanie na zawsze zapamiętany w annałach historii. Organizator Hugh Loebner zapowiedział, że przyznanie tej nagrody definitywnie zakończy konkurs.
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    Rysunek 1.2. Nagroda Loebnera [4]


    Alan Turing był wyjątkową postacią w historii teorii informacji i sztucznej inteligencji. Bez niego wojna pewnie potrwałaby dłużej i być może nawet era komputerów nie nastąpiłaby tak szybko. Niestety w 1952 roku został skazany na chemiczną kastrację za homoseksualizm, który wtedy był uznawany za przestępstwo. Dwa lata później, prawdopodobnie w wyniku powikłań po terapii hormonami oraz przez ograniczenia w pracy naukowej ze względu na skazanie, popełnił samobójstwo. W 2013 roku został pośmiertnie ułaskawiony przez królową Elżbietę II. Cóż za wdzięczność za jego „skromne” dokonania!


    Rzadko utożsamia się początki komputerów i informatyki ze sztuczną inteligencją. Ale to właśnie inspiracja ludzkim umysłem i próba jego naśladowania za pomocą maszyn była jednym z powodów powstania pierwszych komputerów cyfrowych. Zagłębiając się w historię sztucznej inteligencji, można zauważyć, że wielu pionierów teorii informacji (takich jak Claude Shannon) czy teorii obliczeń (m.in. Alan Turing) zajmowało się też badaniem sztucznej inteligencji, choć taka dziedzina nauki jeszcze nie istniała. Shannon głównie jest znany z przełomowych odkryć w dziedzinie telekomunikacji — zapoczątkował erę telekomunikacji cyfrowej. Opracował także metodę zastosowania algebry Boole’a do tworzenia systemów przekaźników elektromechanicznych, co później umożliwiło stworzenie bramek logicznych i obwodów cyfrowych, a w konsekwencji komputerów. Tę samą ideę wykorzystał w 1951 roku, tworząc jeden z pierwszych systemów sztucznej inteligencji — mysz Tezeusz (ang. Theseus), która potrafiła sama, metodą prób i błędów, znaleźć drogę do „sera” w labiryncie (rysunek 1.3). Oczywiście miniaturyzacja podzespołów elektronicznych nie była w latach 50. aż tak dalece posunięta , więc „mózg” myszy nie znajdował się wewnątrz niej samej, ale pod spodem, w wielkiej skrzyni, wraz z systemem 90 przełączników elektromechanicznych i wielu magnesów (rysunek 1.4). Przełączniki zapamiętywały układ ścian dla danego labiryntu (ścianki można było dowolnie przestawiać), zmieniając swój stan, i w ten sposób mysz „uczyła się”, co faktycznie bardziej było zapamiętywaniem niż uczeniem. Ale fascynujące było użycie samej koncepcji pojęcia „uczenia się”.
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    Rysunek 1.3. Claude Shannon i jego Theseus [5]
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    Rysunek 1.4. Claude Shannon i jego Theseus [6]


    W ogóle sam sposób myślenia badaczy w tamtych czasach był zupełnie odmienny od obecnego postrzegania systemów komputerowych. Już wtedy wydawało im się, że to kwestia kilku lat, zanim uda się stworzyć sztuczny odpowiednik ludzkiego mózgu, a nawet nie zdążyli jeszcze stworzyć dobrego komputera. Artykuły w gazetach, programy telewizyjne i radiowe obfitowały w informacje o tym, jak bliskie było zastąpienie człowieka maszyną (polecam film w serwisie YouTube o tytule The Thinking Machine MIT 1961 — w ramce poniżej znajduje się odnośnik w postaci kodu QR). Tak się jednak nie stało, ale mimo to nastąpiły przełomowe odkrycia i postęp techniczny. Nikt najwidoczniej nie zdawał sobie sprawy z tego, jak wiele problemów będą mogły rozwiązać komputery bez zdolności umysłowych człowieka. Przykładowo system z myszą Shannona nie wykorzystywał zaawansowanych algorytmów AI, ale był na tyle spektakularny, aby pomóc firmie Bell Labs, dla której Shannon pracował, w promowaniu i szybszym wdrożeniu idei telefonii cyfrowej. Zresztą Shannon to niesamowita postać — prekursor ery informacji i telekomunikacji, bez którego pewnie musielibyśmy poczekać kilka lat dłużej na Internet, komputery i wiele innych technologii. W wolnych chwilach lubił budować przeróżne wynalazki — np. jeździł w pracy (w Bell Labs) monocyklem własnej produkcji (żonglując przy tym) czy też stworzył frisbee z napędem rakietowym oraz pudełko, które po uruchomieniu otwierało się, wystawiając mechaniczną rękę tylko po to, aby się wyłączyć. Był też jednym z pierwszych twórców automatów do gry w szachy [5].


    
      Film: The Thinking Machine MIT 1961


      [image: https://www.youtube.com/watch?v=5YBIrc-6G-0]


      https://www.youtube.com/watch?v=5YBIrc-6G-0

    


    Ważnym wydarzeniem w historii sztucznej inteligencji było stworzenie sztucznego modelu neuronu przez duet naukowców: Warrena McCullocha (rysunek 1.5) oraz Waltera Pittsa (rysunek 1.6). Był to duet o tyle nietypowy, komplementarny, że McCulloch był neurofizjologiem, filozofem i psychologiem, a Pitts młodocianym geniuszem matematycznym. McCulloch był opisywany jako poeta-filozof, palący jak lokomotywa, z dziko rosnącą brodą, który nie mógł żyć bez whisky i lodów oraz nie chodził spać przed czwartą nad ranem. Pitts zaś to ewenement, który już w wieku 12 lat napisał list do jednego z największych matematyków ówczesnych czasów Bertranda Russella, w którym zwracał uwagę na błędy w jego dziele — biblii matematyki logicznej Principia Mathematica. Russell był pod tak wielkim wrażeniem, że zaoferował mu pracę na uczelni. Pitts nie mógł skorzystać z oferty, ale po kilku latach uciekł z domu i wyjechał realizować swoje marzenia do Chicago, gdzie Russell wykładał. Nigdy nie skończył szkoły średniej, ale został zatrudniony w MIT jako pracownik badawczy. McCulloch poznał młodszego o 25 lat Pittsa, który wtedy jako bezdomny błąkał się po Uniwersytecie w Chicago, na wykładach Russella. McCulloch przygarnął chłopaka do swojego domu. Poznali się w 1938 roku, na 5 lat przed napisaniem pracy o neuronach. Obaj byli zafascynowani dziełem Principia Mathematica Russella, logiką matematyczną i koncepcjami teorii obliczeniowej Turinga. Był to przykład duetu multidyscyplinarnego (wielodziedzinowego) — połączenie wiedzy McCullocha z dziedziny fizjologii/psychologii ze smykałką Pittsa do logiki matematycznej. Ich model neuronu opierał się na założeniu, że neuron może przyjmować dwa stany — włączony/wyłączony (albo 0/1), na co wpływ (pozytywny i negatywny) mają inne, połączone z nim, neurony. Tę ideę przedstawia diagram na rysunku 1.7. Neuron 3. sumuje wejściowe wartości z innych neuronów oraz porównuje do funkcji odcinającej θ(x), która poniżej zadanej wartości θ nadaje wartość wyjściową neuronu równą 0, a w przeciwnym razie 1 (np. θ(2) = 1 dla θ = 2). Tak więc każde wejście i wyjście neuronu może przyjmować tylko wartości 0 albo 1. Na rysunku 1.7 widać, że neuron 1. ma jedno wyjście, które jest podłączone dwa razy do neuronu 3. (jako dwa osobne, ale takie same wejścia), czyli ich suma wynosi 2. Natomiast neuron 2. ma jedno wyjście, ale jest ono podłączone do neuronu 3. jako wejście blokujące (oznaczone pustym kółkiem).


    [image: Obraz zawierający tekst, mężczyzna, osoba, pozujący Opis wygenerowany automatycznie]


    Rysunek 1.5. Warren McCulloch [7]


    [image: Obraz zawierający tekst, osoba, mężczyzna, stojące Opis wygenerowany automatycznie]


    Rysunek 1.6. Walter Pitts [8]
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    Rysunek 1.7. Model neuronu McCullocha-Pittsa [9]


    Takie wejście kompletnie blokuje wszystkie inne wejścia przez ustawienie wyjścia neuronu 3 na zero. Można powiedzieć, że takie połączenie ma prawo weta. W tabeli 1.1 przedstawione są wszystkie możliwe pary wartości wejść i odpowiednie wartości funkcji odcinającej teta oraz wyjścia neuronu. McCulloch i Pitts udowodnili w swojej pracy [9], że możliwe jest wyrażenie każdego możliwego zdania logicznego poprzez kombinację skończonej liczby takich sztucznych neuronów.


    Tabela 1.1. Schemat działania neuronu McCullocha-Pittsa [9]
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    Walter Pitts nigdy nie skończył studiów ani szkoły średniej, ale mógł nawet uzyskać stopień doktora, dzięki współpracy z Norbertem Wienerem (ojcem cybernetyki). Niestety z powodu depresji i alkoholizmu, a być może także jeszcze innych przypadłości, spalił swoją pracę doktorską o trójwymiarowych sieciach neuronowych, która być może zrewolucjonizowałaby badania nad AI w tamtych czasach. McCulloch sprawił nawet, że Pittsowi zaoferowano stopień doktora na MIT bez konieczności napisania jakiejkolwiek pracy, ale ten nie podpisał zgody na jego otrzymanie. Podzielił tragiczny los geniuszów matematycznych — umarł w młodym wieku z powodu krwawienia żylaków przełyku spowodowanych marskością wątroby. Spożywał dużo alkoholu, ale faktycznie marskości nabawił się podobno nie od samej ilości wypijanych trunków, ale przez to, że w swoim domowym laboratorium sam ważył sobie różne eksperymentalne kombinacje — alkohole tłuszczowe, opiaty i barbituraty. Najwidoczniej niedoszacował pewnych proporcji oraz ich wpływu na wątrobę [10] [11] [12].


    W praktyce model McCullocha-Pittsa w połączeniu z regułą Hebba wprowadził jako pierwszy w 1951 roku Marvin Minsky wraz z Deanem Edmondsem, projektując pierwszą „fizyczną” sieć neuronową, nazwaną SNARC. Rozwinięcia akronimu nikt pewnie z Czytelników nie zapamięta, ale jest na tyle ciekawy, że go podam (może komuś się przyda jako tytuł pracy magisterskiej albo doktorskiej): Stochastic Neural Analog Reinforcement Calculator (stochastyczna neuro-analogowa maszyna licząca ze sprzężeniem zwrotnym). Mam wrażenie, że im głębiej zanurzamy się w historię, tym mądrzej brzmią nazwy tych wszystkich wynalazków badawczych. Tłumacząc na język przyswajalny dla człowieka: była to maszyna wielkości fortepianu złożona z 40 sztucznych neuronów, z których każdy stanowił układ elektroniczny na płytce pokazanej na rysunku 1.8.


    [image: Obraz zawierający sprzęt elektroniczny, lampa elektronowa, wewnątrz Opis wygenerowany automatycznie]


    Rysunek 1.8. SNARC — sprzętowa sieć neuronowa stworzona przez Marvina Minsky’ego [13]


    Zachowała się tylko jedna, bo Minsky pożyczył całą maszynę studentom i już nigdy do niego nie wróciła w oryginalnym stanie. Każdy taki neuron składał się m.in. z sześciu lamp elektronowych, kondensatora (który służył jako pamięć krótkoterminowa) i potencjometru, który reprezentował funkcję aktywacji (prawdopodobieństwo przejścia neuronu w stan „włączony”). Jeżeli neuron został aktywowany, to kondensator ładował się i zapamiętywał ten stan przez kilka sekund. Potencjometry były wykorzystywane w procesie uczenia. Były automatycznie (mechanicznie) ustawiane na odpowiednie wartości przez mechanizm pozyskany z systemu automatycznego pilota bombowca B-24. Realizowana była w ten sposób funkcjonalność pamięci długoterminowej. Minsky, budując system, inspirował się też labiryntem z myszą Shannona. SNARC rozwiązywał bowiem problem szczurów próbujących dojść do celu labiryntu. Najpierw miał być to jeden szczur, później w wyniku pomyłki było ich kilka, i tak zostało — wykazano nawet w ten sposób możliwość zrównoleglenia działań w sztucznej sieci neuronowej.


    Kolejny przełom — po wspomnianej wcześniej konferencji w Dartmouth, w czasie której ogłoszono narodziny „sztucznej inteligencji” — nastąpił w 1958 roku, kiedy to psycholog Frank Rosenblatt opracował tzw. perceptron. Jak sama nazwa wskazuje, autor stworzył model z zamiarem rozwiązania problemu rozpoznawania obrazów. Oryginalny schemat jego działania jest pokazany na rysunku 1.9.
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    Rysunek 1.9. Oryginalny schemat działania perceptronu Rosenblatta [14]


    Danymi wejściowymi są tutaj wartości pikseli pozyskane z obrazu o wymiarach 20×20 pikseli, co symbolizowało siatkówkę oka. Piksele wejściowe były losowo podłączane do tzw. jednostek asocjacyjnych, które łączyły ich wartości w jedną z cech takiego obrazu. Obecnie sposób działania takiej prostej sieci neuronowej jest przedstawiany tak jak na rysunku 1.13. Łatwo na jego podstawie opisać metodę działania takiego modelu. Dane wejściowe (czyli cechy) są oznaczone jako x1, x2, … , xm. Do każdej z takich cech przypisywana jest waga w1, w2, … , wm — czyli siła synapsy. Z punktu widzenia ludzkiego mózgu można stwierdzić, że każde wejście do perceptronu (neuronu) jest podłączone do jednego z jego dendrytów poprzez synapsę/połączenie o sile w. Rolą neuronu jest zsumowanie ważonych wejść (czyli dodanie wszystkich wejść pomnożonych kolejno przez odpowiednie wagi — x1, x2) oraz obliczenie dla takiej sumy funkcji aktywacji. Funkcja ta jest taka sama jak w modelu McCullocha-Pittsa, czyli jest funkcją progową, która przypisuje wartość logicznej jedynki sumom większym lub równym pewnej określonej wartości progowej oraz wartość logicznego zera pozostałym. Reasumując, taki pojedynczy perceptron działał tak, że można było pokazać mu obrazek np. litery, i jeśli była to samogłoska, to system odpowiadał logiczną jedynką, a jeśli była to spółgłoska — logicznym zerem. Oczywiście do rozpoznania całego alfabetu potrzebnych było więcej takich perceptronów. Rosenblatt zademonstrował perceptron w praktyce w postaci jego sprzętowej wersji Mark I. Wykorzystany do tego celu został 5-tonowy komputer IBM 704 o wielkości pokoju. Rysunki 1.10 – 1.12 pokazują kolejne elementy maszyny. Rysunek 1.10 pokazuje pozyskiwanie danych wejściowych za pomocą sensora o rozdzielczości 20×20 pikseli. Wydrukowana litera była oświetlana potężnymi (jak na tamte czasy) lampami. System był też wyposażony w ogromną tablicę rozdzielczą (rysunek 1.11), pozwalającą na ustawianie różnych konfiguracji cech wejściowych. Rysunek 1.12 obrazuje mechanizm ustawiania wag perceptronu, czyli jego uczenia się. Podobnie jak w maszynie SNARC Minsky’ego, wykorzystywane były do tego potencjometry sterowane automatycznie.
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    Rysunek 1.10 – 1.12. Rosenblatt obsługujący sprzętową realizację perceptronu [15]


    Model Rosenblatta zajmuje w historii sztucznej inteligencji ważne miejsce dlatego, że sama jego struktura pozostaje aktualna do dziś. Oczywiście pewne rzeczy się zmieniły (np. wagi przyjmują wartości inne niż binarne, funkcja aktywacji nie jest zwykłą funkcją progową, ale funkcją nieliniową, dodano nową wagę — tzw. bias, czyli przesunięcie, itp.), ale koncepcja i analogia do neuronu ludzkiego pozostają takie same. Taki model obecnie przedstawia się tak jak na rysunku 1.13.
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    Rysunek 1.13. Schemat działania perceptronu [16]


    Wokół wynalazku Rosenblatta powstał ogromny szum, tworzony zarówno przez media, jak i przez niego samego. Już w tamtych czasach media potrafiły ogłosić powstanie „zarodka komputera, który będzie sam stawał się mądrzejszy”, a Frank Rosenblatt w wypowiedzi dla „New York Timesa” przekazał, że „właściwie to będzie można zbudować mózgi, które będą mogły same reprodukować się na linii produkcyjnej i które będą zarazem świadome własnej egzystencji”. Nawet dzisiaj zostałby on uznany, delikatnie mówiąc, za niepoprawnego optymistę!


    Frank Rosenblatt sam chyba się prosił o to, co nastąpiło ok. 10 lat później. Otóż w 1969 roku Minsky wraz z Seymourem Papertem napisali słynną książkę Perceptrons [26], która zatrzymała finansowanie sztucznej inteligencji na mniej więcej dwie dekady. Autorzy opisali i udowadniali w niej, jak ograniczone są umiejętności perceptronu. Między innymi wskazali na to, że perceptron potrafi działać tylko na danych separowalnych liniowo (tzn. nie potrafi np. rozwiązać prostego działania logicznego XOR). Oczywiście takie ograniczenia dotyczyły tylko pojedynczego perceptronu, a nie np. sieci perceptronów, które też, przynajmniej teoretycznie, badał Rosenblatt. Do realizacji takich rozwiązań potrzebny jednak był algorytm uczenia, którego realizacja nie była wtedy możliwa przy bardziej złożonych architekturach takich modeli. Niemniej już w tamtych czasach prowadzone były badania realizujące tego typu uczenie i wielu badaczy twierdzi, że Minsky doskonale zdawał sobie z tego sprawę. Być może cały ten szum stworzony przez Rosenblatta sprawił, że Minsky pozazdrościł mu popularności i postanowił odebrać mu trochę z dofinansowania jego badań. Niestety odebrał je, zapewne nieumyślnie, całej społeczności naukowej AI, czym rozpoczął okres określany jako zima sztucznej inteligencji. Co więcej, Rosenblatt 2 lata później, w dniu swoich 43. urodzin, zmarł, żeglując na swojej łódce, więc nie bardzo miał szansę dobrze się wybronić ani udoskonalić badań nad perceptronem. Tragicznie skończył się los wielu geniuszy, którzy przyczynili się do rozwoju AI. Jednym z niewielu, którzy dożyli późnej starości, był Minsky, ale rok po śmierci oskarżono go o seks z 17-latką (wg jego żony niesłusznie), która była ofiarą Jeffreya Epsteina i jego sieci handlu kobietami w celach prostytucji.


    Sztuczna inteligencja to nie tylko tworzenie modeli sztucznych neuronów na wzór budowy ludzkiego mózgu — czyli tzw. sieci neuronowych, będących częścią nauki nazywanej uczeniem maszynowym. To także modele działające na podstawie sposobu myślenia — podejmowania decyzji — człowieka. W latach 50. powstały systemy wnioskujące oparte na logice symbolicznej (logice pierwszego rzędu), które np. potrafiły udowodnić różne twierdzenia matematyczne. W przeciwieństwie do sieci neuronowych i systemów uczenia maszynowego, takie modele polegały na definiowaniu przez człowieka reguł/logiki dla zadanego problemu. Modele uczenia maszynowego (w tym sieci neuronowe) różnią się tym, że same generują takie reguły na podstawie przykładów/danych wejściowych (np. zdjęć różnych obiektów). Przewagą modeli logicznych była możliwość wyjaśnienia, w jaki sposób znalezione zostało rozwiązanie danego problemu. W przypadku np. sieci neuronowej trudno jest wydobyć takie informacje, ponieważ wiedzę w tego rodzaju systemach stanowi jedynie zbiór wartości wag — siły połączeń pomiędzy neuronami. Natomiast wadą modelu logicznego jest brak uczenia. Model opiera się tylko na tym, co wcześniej zdefiniował człowiek — twórca systemu.


    Pod koniec lat 60., właśnie po słynnej publikacji Minsky’ego krytykującej perceptron, powstały tzw. systemy eksperckie, czyli połączenie modeli symbolicznych/logicznych z dużymi bazami wiedzy, tworzonych zwykle przez ekspertów z danej dziedziny (np. medycyny). W praktyce ekspert tworzył bazę reguł w języku zrozumiałym dla zwykłego śmiertelnika (ewentualnie z wykorzystaniem jakiegoś interfejsu graficznego), a system tłumaczył je na język logiczny, zrozumiały dla maszyny, i zapisywał w bazie wiedzy. Oddzielną częścią systemu eksperckiego był system wnioskowania na podstawie zebranych reguł i faktów, który dawał odpowiedzi na zadane pytania. Przykładem takiego systemu był MYCIN — opracowany w latach 70. na Uniwersytecie Stanforda. Służył do diagnozowania i leczenia chorób bakteryjnych. Był oparty na zestawie kilkuset reguł i nawet potrafił zalecić odpowiedni lek. Komercyjny sukces odniósł też system ekspercki XCON, stworzony przez DEC (ang. Digital Equipment Corporation). Miał on za zadanie polecanie odpowiedniej do pytania klienta konfiguracji komputera stacjonarnego. Firma zarobiła dzięki temu zastosowaniu miliony dolarów.


    Systemy eksperckie gwałtownie rozbudziły nadzieje, wywołując spory szum, hype, który pozwolił na finansowanie badań nad różnymi metodami sztucznej inteligencji. Dzięki temu w latach 80. wznowiono też prace nad sieciami neuronowymi. Pracujący nad tymi zagadnieniami naukowcy postanowili połączyć wiele perceptronów ze sobą i stworzyć tzw. wielowarstwową sieć neuronową (zilustrowaną na rysunku 1.14).
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    Rysunek 1.14. Wielowarstwowa sieć neuronowa


    Oprócz warstwy zawierającej dane wejściowe i warstwy wyjściowej reprezentującej wyniki dodano dodatkowe warstwy ukryte. Na rysunku pokazana jest jedna taka warstwa, ale obecnie stosuje się ich nawet kilkanaście w przypadku dużych modeli. Zwykle wszystkie neurony jednej warstwy są połączone z każdym neuronem z kolejnej warstwy, ale nie jest to konieczne (np. w sieciach służących do rozpoznawania obrazów stosuje się inny sposób połączeń). Rosenblatt w latach 60. też sugerował podejście, w którym można połączyć wiele perceptronów ze sobą, ale nie było to wtedy możliwe, głównie ze względu na brak metody uczenia takich sieci. Dopiero w latach 1985 – 1987 na nowo odkryto i zastosowano do tego celu tzw. metodę propagacji wstecznej[1]. Metoda ta polega na obliczeniu różnicy pomiędzy faktycznym rezultatem pokazywanym przez sieć a tym, co powinna pokazywać dla danego przykładu, czyli obliczenie błędu sieci. Celem jest zminimalizowanie błędu tak, aby sieć podawała rezultaty zgodne z tym, czego jest nauczona. Dlatego też należy wyznaczyć pochodne funkcji aktywacji neuronów w celu sprawdzenia, jaki wpływ miały neurony w poszczególnych warstwach na wartość końcową błędu sieci. W tym celu trzeba kolejno obliczać pochodne dla kolejnych warstw, począwszy od ostatniej. Ale zaistniał jeden problem — aby je obliczyć, trzeba jeszcze było mieć z czego. Neurony w modelu perceptronu Rosenblatta przyjmowały bowiem wartości binarne. Dlatego też funkcja aktywacji, tak jak już opisywałem wcześniej (w kontekście mechanizmu działania perceptronu oraz neuronu McCullocha-Pittsa), była progowa i przypisywała wartości 1 dla sumy wejść przekraczającej jakąś zadaną wartość i 0 dla pozostałych. Nie była więc funkcją ciągłą, a jedynie funkcje ciągłe są różniczkowalne. Pewnie gdyby wtedy neurony mogły mieć wyjścia inne niż binarne, to funkcja aktywacji byłaby ciągła. Ale to by oznaczało, że obliczenia musiałyby zawierać inne operacje niż tylko zwykłe dodawanie, a takie mnożenie było bardzo kosztowną operacją dla ówczesnych komputerów. Nikt więc w latach 60. nie porywał się na tak kosztowne obliczeniowo działania. Stąd też po prostu nie zauważono wtedy tego problemu. Może gdyby funkcja aktywacji była ciągła, to Rosenblatt sam wpadłby na takie ulepszenie swojego modelu i historia potoczyłaby się inaczej. Choć niekoniecznie, bo i później, w latach 90., nastąpiła druga zima sztucznej inteligencji. Systemy eksperckie zawiodły — były trudne i kosztowne w utrzymaniu. Przytrafiały się też bezsensowne błędy — np. system MYCIN potrafił zaproponować antybiotyk, który zabiłby wszystkie bakterie, ale przy okazji również człowieka. Sieci neuronowe również nie dały rady sprostać oczekiwaniom — dla bardziej złożonych problemów uczenie takich modeli było trudne do zrealizowania. Rozwiązaniem było zwiększenie liczby warstw i neuronów, ale powodowało to duży wzrost czasu potrzebnego do nauczenia sieci. Im większa była sieć, tym więcej potrzebowała danych uczących, których brakowało. Na domiar złego sieci miały tendencję do osiągania podczas uczenia tzw. lokalnego minimum.


    Problemy te z czasem zostały zminimalizowane dzięki ciągłemu wzrostowi mocy obliczeniowej procesorów (w tym wykorzystaniu procesorów graficznych — GPU), rosnącej dostępności danych (popularyzacja Internetu) i narzędzi (bibliotek, środowisk programistycznych), coraz lepszym algorytmom i przede wszystkim dzięki wysiłkowi najbardziej zdeterminowanych naukowców, którzy wierzyli w to, że sieci neuronowe potrafią rozwiązać nawet najtrudniejsze problemy.


    Za przełomowy uważa się rok 2012, w którym zespół Geoffreya Hintona z Uniwersytetu w Toronto rozgromił całą konkurencję w konkursie ImageNet Challenge. ImageNet to ogromna baza danych obrazów stworzona w 2007 roku na Uniwersytecie Stanforda. Zawierała ona w tamtym czasie ok. 15 milionów obrazów należących do ok. 22 tysięcy kategorii. Najważniejsze jednak jest to, że każdy z tych obrazów miał przypisaną etykietę symbolizującą kategorię, do której należy. Niestety nie dałoby się uczyć sieci neuronowych bez podpisanych etykietami przykładów (przynajmniej w przypadku problemu klasyfikacji), więc ręczne opisanie tych wszystkich danych wymagało dużego wysiłku ludzkiego. Sieć zespołu z Toronto — nazwana AlexNet — była imponująca: 650 tysięcy neuronów na mniej więcej 10 warstwach oraz 60 milionów parametrów reprezentujących dane wejściowe o liczbie wymiarów równej blisko 150 tysięcy. Dodatkowo model został dostosowany tak, aby można go było uruchomić na procesorach GPU firmy Nvidia. Architektura modelu wykorzystywała też tzw. sieci splotowe, inspirowane działaniem kory wzrokowej w mózgu. Yann LeCun opracował ten algorytm w 1997 roku, kiedy był doktorantem Hintona. Ale niestety w tamtych czasach zainteresowanie sieciami neuronowymi było znikome. Problemem w konkursie było nauczenie sieci z wykorzystaniem bazy danych ImageNet w taki sposób, żeby osiągnąć jak najmniejszy procent błędnie rozpoznanych obrazów na przykładach testowych. Zespół Hintona uzyskał wynik ok. 15%, kolejna ekipa osiągnęła rezultat o mniej więcej 10% gorszy (dla zainteresowanych — pozostałe drużyny do tego czasu stosowały inne techniki uczenia maszynowego, np. metodę Support Vector Machines). Był to taki nokaut, że nagle wszyscy zauważyli, że jednak sieci neuronowe dają rewelacyjne wyniki (przynajmniej w dziedzinie rozpoznawania obrazów). Zbliżone rezultaty osiągnięto następnie w innych problemach, z którymi od lat zmagała się sztuczna inteligencja — w rozpoznawaniu mowy, tłumaczeniu tekstów itp. Od tego czasu sieci neuronowe nazywano głębokimi sieciami neuronowymi. Co interesujące, w kolejnych edycjach konkursu powstawały coraz to ciekawsze architektury sieci, które osiągały coraz to lepsze rezultaty. Postępy te zostały zilustrowane na wykresie z rysunku 1.15. Na przykład w 2015 roku wygrała drużyna z Microsoftu z siecią neuronową wyposażoną w mniej więcej 100 warstw (wtedy już nikt nie miał wątpliwości, że było to prawdziwie głębokie uczenie). Uzyskany model przekroczył możliwości ludzkiego mózgu. W ostatnim konkursie ImageNet Challenge w 2017 roku większość drużyn osiągnęła wyniki na poziomie błędu nie większego niż 5%, oczywiście z wykorzystaniem głębokich sieci neuronowych. Stąd wydarzenie z 2012 roku zapoczątkowało rewolucję — porównywaną przez niektórych do wynalezienia elektryczności, czy też do eksplozji kambryjskiej. Trochę to przesadne stwierdzenia, ale przełom na pewno nastąpił. Najważniejsze, że naukowcy znowu, i to na masową skalę, zaczęli zajmować się sztuczną inteligencją. Bardzo mnie cieszy i satysfakcjonuje, że właśnie sieci neuronowe stały się przedmiotem tych badań. Około roku 2004, kiedy studiowałem tzw. Inteligentne Systemy Wspomagania Decyzji (widać ta zima sztucznej inteligencji tak dała się wszystkim we znaki, że nawet bali się nazwać specjalizację studiów po imieniu), bardzo spodobała mi się idea sieci neuronowych. Chciałem je stosować niemalże do każdego zadania, ale nawet najważniejsi profesorowie zajmujący się sztuczną inteligencją twierdzili, że te rozwiązania mają wiele wad i lepiej zająć się metodami uczenia maszynowego, które przynajmniej pokazują, w jaki sposób uzyskały rozwiązanie problemu. Ja jednak wciąż uparcie twierdziłem, że przecież my w swoich mózgach mamy sieci neuronów, więc próba odtworzenia modelu ludzkiego mózgu musi przynieść dobre rezultaty. Oczywiście teraz mam satysfakcję, że zmierzałem dobrą drogą, ale…
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    Rysunek 1.15. Wyniki konkursu ImageNet w poszczególnych latach [17]


    ...czy sztuczna inteligencja to faktycznie cyfrowa wersja ludzkiego mózgu?


    Już od dawna wynalazcy i badacze inspirowali się budową ludzkiego mózgu. Komputer nie został wynaleziony tylko w celu szybszego wykonywania obliczeń. Główną inspiracją było stworzenie cyfrowego mózgu. Już na przykładzie pierwszego sztucznego neuronu McCullocha i Pittsa można zaobserwować pewne podobieństwa do jego budowy. Modele neuronów, które powstawały w późniejszych latach, również korzystają z podobnych mechanizmów. Tak więc aby lepiej zrozumieć działanie sztucznego neuronu, warto przenieść się na chwilę w głąb ludzkiego mózgu…


    Mózg człowieka składa się z 86 miliardów neuronów połączonych ze sobą w sieć. Każdy z nich składa się z tzw. somy (ciała komórki nerwowej), w której znajduje się jądro komórkowe, oraz licznych połączeń, nazywanych neurytami (rysunek 1.16). Dzielą się one na połączenia przychodzące, pełniące funkcję receptorów — tzw. dendryty, osiągające długość do 2 milimetrów, oraz połączenie wychodzące (zwykle pojedyncze) zwane aksonem, które osiąga długość nawet 2 metrów i służy do wysyłania sygnału do innych neuronów. Aksony jednej komórki nerwowej łączą się z dendrytami innych neuronów. Połączenie to jest realizowane za pomocą tzw. synapsy — czyli miejsca styku między aksonem a dendrytem. Informacja od jednego do drugiego neuronu jest przekazywana poprzez impulsy elektryczne płynące z aksonu do dendrytu. Kiedy przypływają one do synapsy, zostaje zapoczątkowany proces tzw. transmisji synaptycznej. Następuje przekształcenie sygnału elektrycznego w chemiczny. Chemiczny sygnał jest nazywany neurotransmiterem. Jest on przechowywany i uwalniany do szczeliny synaptycznej (miejsca styku) przez tzw. pęcherzyki synaptyczne znajdujące się w terminalu synaptycznym, czyli tym zgrubieniu na zakończeniu aksonu. Następnie sygnał jest przechwytywany przez receptory po stronie dendrytu neuronu odbierającego. Tam z powrotem sygnał chemiczny jest konwertowany na impulsy elektryczne. Kiedy neuron otrzyma wystarczającą liczbę takich impulsów, następuje jego polaryzacja do stanu, w którym generuje impulsy dalej, czym stymuluje kolejne połączone z nim neurony. Odpowiednikiem takiej polaryzacji jest funkcja aktywacji w sztucznych modelach neuronów. Jednak, co ciekawe, w modelach sztucznych sieci neuronowych ta funkcja jest bardziej złożona. W mózgu albo następuje polaryzacja, albo nie, czyli odpowiednikiem byłaby funkcja progowa, która po prostu przypisuje wartość cyfrowej jedynki powyżej określonej sumy wejść (impulsów odebranych przez dendryty neuronu) oraz zera poniżej. Taką funkcję wykorzystywali McCulloch i Pitts w swoim pierwszym modelu. Niestety, jak już opisałem we wcześniejszej części tego rozdziału, funkcja ta nie była różniczkowalna i nie działała w algorytmie uczenia wykorzystywanym do wielowarstwowych sieci. Algorytm w ludzkim mózgu działa na zasadzie reguły, którą odkrył Donald Hebb w 1949 roku Pozwalała ona na realizację procesu uczenia w formie zwiększania siły/wagi połączeń (synaps) sąsiadujących ze sobą neuronów w wyniku ich jednoczesnej aktywacji (tzn. jednego po drugim). Istnieją też tego typu sztuczne modele sieci neuronowych, np. sieć Hopfielda, ale mają dość ograniczone zastosowania i skalowalność.
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    Rysunek 1.16. Schemat neuronu wraz z jego połączeniami w mózgu człowieka


    Przejdźmy teraz do liczb. Wiemy już, że jest 86 miliardów neuronów. Są one połączone ze sobą setkami bilionów synaps (ok. 1014). Szacuje się, że ludzki mózg jest w stanie wykonywać astronomiczną liczbę ok. 20 – 40 biliardów operacji na sekundę. Pamiętam, jak jeszcze ok. 15 lat temu uważało się to za jakąś astronomiczną liczbę. A dzisiaj najpotężniejszy komputer świata, IBM SUMMIT, jest ok. 10 razy szybszy!!! Ma też tysiąc razy więcej tranzystorów niż mózg neuronów. Co więcej, ogólnodostępne serwery komercyjne są wyposażone np. w procesory o liczbie tranzystorów tylko dwa razy mniejszej, niż wynosi liczba neuronów w mózgu. Nawet pierwszy lepszy smartfon nie odbiega daleko od mózgu pod tym względem. Tabela 1.2 zawiera dane porównawcze dla różnych maszyn.


    Tabela 1.2. Porównanie mocy mózgu z komputerami (opracowanie własne na podstawie: [18], ilustracje: [19] [20] [21] [22] [23])


    
      
        
        
        
      

      
        
          	
            Ludzki mózg

          

          	
            [image: ]

          

          	
            Liczba neuronów: 86 miliardów (86 000 000 000 ~= 86 ∙ 109)


            Liczba synaps (pamięć): 100 bilionów (100 000 000 000 000 = 1014)


            Liczba operacji na sekundę: 20 – 40 PFLOPS (20 – 40 ∙ 1015 operacji zmiennoprzecinkowych na sekundę)

          
        


        
          	
            Superkomputer IBM SUMMIT

          

          	
            [image: Obraz zawierający tekst, komputer, metro Opis wygenerowany automatycznie]

          

          	
            Liczba tranzystorów: 55 bilionów (55 000 000 000 000 ~= 55 ∙ 1012)


            Ilość pamięci: 10 PB (10 petabajtów — 10 ∙ 1015 bajtów) RAM


            Liczba operacji na sekundę: 200 PFLOPS

          
        


        
          	
            Komercyjny serwer
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            Liczba tranzystorów: 40 miliardów (40 000 000 000 ~= 40 ∙ 109)


            Ilość pamięci: 4 TB (4 terabajty = 4 ∙ 1012 bajtów) RAM


            Liczba operacji na sekundę: 2 TFLOPS (2 ∙ 1012 operacji zmiennoprzecinkowych na sekundę)

          
        


        
          	
            Wysokiej klasy PC

          

          	
            [image: ]

          

          	
            Liczba tranzystorów: 10 miliardów (10 000 000 000 ~= 10 ∙ 109)


            Ilość pamięci: 32 – 64 GB RAM


            Liczba operacji na sekundę: 60 GFLOPS (60 ∙ 109 operacji zmiennoprzecinkowych/sekundę)

          
        


        
          	
            Smartfon (w cenie ok. 2000 zł)

          

          	
            [image: ]

          

          	
            Liczba tranzystorów: 5 – 7 miliardów


            Ilość pamięci: 3 – 4 GB RAM


            Liczba operacji na sekundę: 40 – 50 GFLOPS (5 ∙ 109 operacji zmiennoprzecinkowych/sekundę)

          
        

      
    


    Oczywiście trudno jest porównywać liczbę synaps w mózgu z pamięcią RAM, ale mimo wszystko można stwierdzić, że komputery osiągnęły pod wieloma względami ludzkie możliwości, a przecież już dawno nas prześcignęły w wielu dyscyplinach (obliczenia matematyczne, zapamiętywanie dużej ilości wiedzy bez zapominania itp.). Procesory są obecnie produkowane z precyzją nawet do 7 nanometrów, co oznacza, że tranzystory zbliżają się wielkością do atomów — np. średnica atomu krzemu to 0,2 nanometra. Zgodnie z prawem Moore’a moc obliczeniowa procesorów podwaja się co 2 lata.


    Rysunek 1.17 pokazuje ewolucję liczby tranzystorów w różnych procesorach w ciągu ostatnich 50 lat. Wygląda na to, że niedługo (za mniej więcej 6 lat) każdy będzie miał w domu, a może nawet w kieszeni, mikromózg. Warto zauważyć, że możliwości obliczeniowe smartfonów niewiele różnią się teraz od wysokiej klasy komputerów osobistych. Tworzone są także procesory przeznaczone do obliczeń równoległych (wektorowych) wykonywanych przez sieci neuronowe (tzw. Tensor Processing Units). Potrafią one wykonywać równolegle liczbę operacji rzędu 1017 — czyli porównywalną z najszybszym komputerem świata IBM Summit. Jeszcze dodam na koniec tych rozważań liczbowych, że każdy może wykupić sobie za kilka dolarów dostęp w chmurze obliczeniowej do takich procesorów i uruchomić z ich użyciem swoją sieć neuronową.
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    Rysunek 1.17. Ewolucja liczby tranzystorów na przestrzeni ostatnich 50 lat [24]


    Reasumując, mogę śmiało stwierdzić, że sprzętowo jesteśmy gotowi na sztuczną inteligencję. Może nawet taką, która mogłaby zastąpić ludzki mózg. Jednak obecnie stosowane algorytmy, pomimo imponujących osiągnięć w ostatniej dekadzie, wciąż różnią się od ludzkiego mózgu i mają w porównaniu z nim pewne ograniczenia , co pozwala nam spać spokojnie, bez obawy przed jakimś buntem maszyn, które mogłyby zawładnąć ludzkością.


    Podstawową różnicą między mózgiem a sztuczną siecią neuronową jest budowa tej drugiej. Neurony w jej obrębie są ułożone w warstwy, a każdy z nich jest połączony tylko z innymi neuronami z kolejnej warstwy. W ludzkim mózgu każdy z neuronów może być dowolnie połączony nawet z odległymi komórkami nerwowymi. Każdy neuron może zawierać nawet setki tysięcy połączeń. Wprawdzie więc sprzętowo możemy zrealizować liczbę połączeń nawet większą od liczby synaps w ludzkim mózgu, ale przyjęte w praktyce modele nie pozwalają tego zrealizować. Szacuje się, że obecne modele sztucznych sieci neuronowych mają 10 milionów razy mniej połączeń.


    Ludzki mózg wykonuje mnóstwo operacji asynchronicznie, niezależnie od siebie. Natomiast sieci wielowarstwowe cechują się tym, że co prawda mogą wykonywać wiele operacji równolegle, ale dopóki nie dokonają obliczenia wartości wyjściowych z jednej warstwy, dopóty nie mogą wykonywać operacji w drugiej. W mózgu wszystko może odbywać się jednocześnie. Mechanizm działania sieci neuronowej opiera się na dwóch różnych fazach: fazie uczenia oraz fazie rozpoznania. Początkowo sieć ma jakieś losowe wagi i niczego nie potrafi rozpoznać. Dlatego przygotowuje się zbiór przykładów, aby ją nauczyć rozpoznawać tego typu wartości wejściowe. Sieci mają zdolność generalizacji, czyli uogólniania, tj. jeśli dostaną przykład zbliżony do wartości, na których były uczone, to potrafią je rozpoznać jako przynależne do tej samej kategorii (lub inaczej klasy — stąd też nazwa klasyfikacja, używana do określenia rodzaju problemu, z którym świetnie radzą sobie sieci neuronowe, czyli przypisania przykładów podanych na wejściu do różnych klas/kategorii). Uczenie sieci neuronowej z użyciem algorytmu propagacji wstecznej z gradientem zstępującym zostawmy jednak jako temat książki bardziej technicznej. Wystarczy tylko wiedzieć, że obliczana jest różnica między wartościami wyjściowymi, jakie sieć podaje podczas 
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