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    Wprowadzenie


    Danologia to ekscytująca dyscyplina, która pozwala przekształcać surowe dane we wnioski i wiedzę. Książka Język R w data science ma pomóc w opanowaniu najważniejszych narzędzi języka R, które pozwolą w wydajny i powtarzalny sposób wykonywać zadania z obszaru danologii, a przy okazji dobrze się bawić! Po przeczytaniu tej książki będziesz posiadać narzędzia do radzenia sobie z różnorodnymi wyzwaniami związanymi z danologią przy użyciu najlepszych elementów języka R.


    Przedmowa do drugiego wydania


    Witamy w drugim wydaniu książki Język R w data science! Zostało ono gruntownie zmodyfikowane względem pierwszego wydania. Usunęliśmy materiały, które naszym zdaniem nie są już przydatne, dodaliśmy fragmenty, których nie uwzględniliśmy w pierwszym wydaniu, a także przeprowadziliśmy ogólną aktualizację tekstu i kodu w celu odzwierciedlenia zmian w zakresie dobrych praktyk. Poza tym bardzo się cieszymy, że możemy powitać nowego współautora, Mine Çetinkaya-Rundel, znaną edukatorkę w dziedzinie danologii i jedną z naszych koleżanek z Positu (firmy znanej wcześniej jako RStudio).


    Oto krótkie podsumowanie najistotniejszych zmian:


    
      	Pierwsza część książki została przemianowana na „Pełny obraz”. Celem tej części jest przedstawienie „pełnego obrazu” danologii, zanim zagłębimy się w szczegóły.


      	Druga część książki to „Wizualizacje”. W porównaniu z pierwszym wydaniem ta część zawiera bardziej szczegółowe omówienie narzędzi do wizualizacji danych i dobrych praktyk. Najlepszym miejscem do uzyskania wszystkich informacji nadal jest książka na temat ggplot2 (https://oreil.ly/HNIie), ale teraz w książce Język R w data science znajdziesz więcej najważniejszych technik.


      	Trzecia część książki nosi teraz tytuł „Przekształcenia” i zawiera nowe rozdziały dotyczące liczb, wektorów wartości logicznych i brakujących wartości. Wcześniej były one tematem rozdziału o przekształcaniu danych, ale potrzebowaliśmy znacznie więcej miejsca, aby omówić wszystkie szczegóły.


      	Czwarta część książki ma tytuł „Importowanie”. Jest to nowy zestaw rozdziałów, który wykracza poza wczytywanie płaskich plików tekstowych i obejmuje pracę z arkuszami kalkulacyjnymi, pobieranie danych z baz, pracę z big data, wypłaszczanie danych hierarchicznych i pobieranie danych ze stron internetowych.


      	Część „Programowanie” pozostaje, ale gruntownie ją zmodyfikowaliśmy. Skupiliśmy się na najważniejszych aspektach pisania funkcji i iteracji. W kontekście pisania funkcji uwzględniliśmy szczegóły dotyczące opakowywania funkcji z biblioteki tidyverse (wymaga to poradzenia sobie z problemami związanymi z uporządkowanym przetwarzaniem), ponieważ w ciągu ostatnich kilku lat opakowywanie funkcji stało się znacznie łatwiejsze i ważniejsze. Ponadto dodaliśmy nowy rozdział poświęcony istotnym funkcjom z podstawowego języka R, które możesz napotkać w kodzie w R w praktyce.


      	Część „Modelowanie” została usunięta. Nie mieliśmy wystarczająco dużo miejsca, aby w pełni oddać sprawiedliwość modelowaniu, a obecnie dostępne są znacznie lepsze materiały. Zalecamy korzystanie z pakietów platformy tidymodels (https://oreil.ly/0giAa) i przeczytanie książki Tidy Modeling with R (https://oreil.ly/9Op9s) Maxa Kuhna i Julii Silge (O’Reilly).


      	Część „Przekazywanie informacji” pozostała, ale jest gruntownie zaktualizowana i zawiera omówienie języka Quarto (https://oreil.ly/_6LNH) zamiast języka R Markdown. To wydanie książki zostało napisane w Quarto i zdecydowanie uważamy, że jest to narzędzie przyszłości.

    


    Czego się nauczysz?


    Danologia to rozległa dziedzina i nie ma możliwości, aby udało Ci się ją w całości opanować dzięki lekturze jednej książki. Ta pozycja ma na celu zapewnienie solidnych podstaw w obszarze najważniejszych narzędzi i wystarczającej wiedzy, aby znaleźć zasoby pozwalające w razie potrzeby uzyskać dodatkowe informacje. Nasz model etapów typowego projektu z zakresu danologii wygląda mniej więcej tak jak na rysunku W.1.
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    Rysunek W.1. Nasz model procesu danologii rozpoczyna się od importowania i uporządkowania danych. Następnie należy zrozumieć dane w iteracyjnym cyklu przekształcania, wizualizowania i modelowania. Proces ten kończy się zaprezentowaniem wyników innym osobom


    Najpierw należy zaimportować dane do R. Zazwyczaj oznacza to pobranie danych przechowywanych w pliku, bazie danych lub interfejsie API i wczytanie ich do ramki danych w R. Jeśli nie można zaimportować danych do R, nie można zastosować na nich danologii!


    Po zaimportowaniu danych warto je uporządkować. Porządkowanie danych oznacza zapisywanie ich w spójnej formie, dostosowanej do semantyki zbioru danych i sposobu ich przechowywania. Krótko mówiąc, gdy dane są uporządkowane, każda kolumna jest zmienną, a każdy wiersz jest obserwacją. Uporządkowanie danych jest ważne, ponieważ spójna struktura pozwala skupić się na odpowiadaniu na pytania dotyczące danych, a nie na zmaganiach o nadanie danym formy odpowiedniej dla różnych funkcji.


    Po uporządkowaniu danych kolejnym krokiem jest ich przekształcenie. Ten etap obejmuje zawężanie zbioru danych do interesujących obserwacji (takich jak wszyscy ludzie z jednego miasta lub wszystkie dane z ostatniego roku), tworzenie nowych zmiennych na podstawie funkcji istniejących zmiennych (na przykład obliczanie prędkości na podstawie odległości i czasu), a także obliczanie zestawu statystyk podsumowujących (takich jak liczba wystąpień lub średnie). Łącznie porządkowanie i przekształcanie danych czasem nazywane jest manipulacją (ang. wrangling, czyli dosłownie „przepychanki”), ponieważ uzyskanie danych w formie dostosowanej do dalszej pracy często przypomina walkę!


    Gdy masz już uporządkowane dane z potrzebnymi zmiennymi, możesz zastosować dwa główne sposoby generowania wiedzy: wizualizowanie i modelowanie. Mają one komplementarne mocne i słabe strony, więc każda rzeczywista analiza danych będzie wymagać wielokrotnego przechodzenia między nimi.


    Wizualizowanie jest działaniem typowym dla człowieka. Dobra wizualizacja pozwala dostrzec niespodziewane aspekty danych lub stawiać nowe pytania na ich temat. Dobra wizualizacja może również zasugerować, że zadajesz niewłaściwe pytanie lub że należy zebrać inne dane. Wizualizacje mogą zaskakiwać, ale nie skalują się dobrze, ponieważ wymagają człowieka do ich interpretacji.


    Modele są narzędziami uzupełniającymi wizualizację. Po dostatecznym sprecyzowaniu pytań można użyć modelu, aby na nie odpowiedzieć. Modele są narzędziami matematycznymi lub obliczeniowymi, więc zwykle dobrze się skalują. Nawet jeśli tak nie jest, zazwyczaj taniej jest kupić więcej komputerów niż zatrudnić więcej mózgów! Każdy model bazuje jednak na pewnych założeniach i z jego natury wynika, że nie może ich podważać. Oznacza to, że model nie może zaskoczyć użytkownika.


    Ostatnim krokiem w danologii jest przekazywanie, czyli komunikacja. Jest to bezwzględnie kluczowa część każdego projektu analizy danych. Nie ma znaczenia, jak dobrze modele i wizualizacje pozwoliły zrozumieć dane, jeśli nie jesteś w stanie przekazać swoich wyników innym.


    Wszystkie te narzędzia są powiązane z programowaniem. Programowanie jest narzędziem ogólnym, którego używa się w niemal każdej części projektów z obszaru danologii. Nie trzeba być ekspertem w programowaniu, aby odnieść sukces jako analityk danych, ale warto dowiedzieć się więcej na ten temat, ponieważ zyskanie większych umiejętności z zakresu programowania pozwala automatyzować standardowe zadania i ułatwia rozwiązywanie nowych problemów.


    Narzędzia te przydadzą się w każdym projekcie związanym z danologią, ale w większości projektów nie będą wystarczające. Działa tu ogólna zasada 80/20 — można poradzić sobie z około 80% każdego projektu za pomocą narzędzi, których nauczysz się z tej książki, ale będziesz potrzebować innych narzędzi, by poradzić sobie z pozostałymi 20%. W całej książce wskazujemy materiały, z których można dowiedzieć się więcej.


    Struktura książki


    Przedstawiony wcześniej opis narzędzi danologii jest uporządkowany mniej więcej zgodnie z kolejnością, w jakiej używa się ich w analizie (choć oczywiście będziesz iteracyjnie wielokrotnie powtarzać kolejne kroki). Z naszego doświadczenia wynika jednak, że nauka importowania i porządkowania danych w pierwszej kolejności jest nieoptymalna, ponieważ w 80% przypadków te etapy są rutynowe i nudne, a w pozostałych 20% dziwne i frustrujące. Jest to więc nieodpowiednie miejsce na rozpoczęcie nauki nowej dziedziny. Dlatego zaczniemy od wizualizacji i przekształcania danych, które już zostały zaimportowane i uporządkowane. Dzięki temu gdy będziesz importować i porządkować własne dane, Twoja motywacja pozostanie wysoka, ponieważ będziesz wiedzieć, że ciężka praca jest warta zachodu.


    W każdym rozdziale staramy się trzymać spójnego schematu: zaczynamy od kilku motywujących przykładów, aby pokazać ogólny obraz, a następnie zagłębiamy się w szczegóły. Każda sekcja książki jest połączona z ćwiczeniami, które pomogą Ci wypróbować zdobytą wiedzę w praktyce. Chociaż pomijanie ćwiczeń może być kuszące, nie ma lepszego sposobu na naukę niż praktyka na prawdziwych problemach.


    Czego nie nauczysz się z tej książki?


    Niniejsza książka nie obejmuje kilku ważnych tematów. Wierzymy, że ważne jest, aby bezwzględnie skupić się na najważniejszych kwestiach, tak aby umożliwić rozpoczęcie pracy jak najszybciej. Oznacza to, że książka nie może obejmować wszystkich ważnych zagadnień.


    Modelowanie


    Modelowanie jest bardzo ważne w danologii, ale jest to obszerny temat i niestety nie mamy wystarczająco dużo miejsca, aby poświęcić mu tutaj tyle uwagi, na ile zasługuje. Jeśli chcesz dowiedzieć się więcej o modelowaniu, gorąco polecamy książkę Tidy Modeling with R (https://oreil.ly/9Op9s) naszych kolegów Maxa Kuhna i Julii Silge (O’Reilly). Pozycja ta uczy korzystania z rodziny pakietów platformy tidymodels. Te pakiety, jak można się domyślić po nazwie, mają wiele cech wspólnych z pakietami z biblioteki tidyverse, których używamy w tej książce


    Big data


    W tej książce z dumą skupiamy się na małych zbiorach danych przechowywanych w pamięci. Jest to właściwy punkt wyjścia, ponieważ nie można zająć się tematyką big data bez doświadczenia z małymi zbiorami danymi. Narzędzia, które omawiamy w większości tej książki, z łatwością poradzą sobie z setkami megabajtów danych, a przy odrobinie ostrożności można ich zazwyczaj używać do pracy z kilkoma gigabajtami danych. Pokażemy również, jak pobierać dane z baz danych i plików w formacie Parquet, które są często używane do przechowywania big data. Niekoniecznie będziesz w stanie pracować z całymi zbiorami takich danych, ale nie stanowi to problemu, ponieważ zwykle potrzebujesz tylko podzbioru lub próbki danych, aby odpowiedzieć na interesujące Cię pytanie.


    Jeśli rutynowo pracujesz z większymi zbiorami danymi (mniej więcej 10 – 100 GB), zalecamy zapoznanie się z narzędziem data.table (https://oreil.ly/GG4Et). Nie uczymy go tutaj, ponieważ ma inny interfejs niż pakiety z biblioteki tidyverse i wymaga poznania odmiennych konwencji. Jest jednak niewiarygodnie szybkie, a jeśli pracujesz z big data, wydajność tego narzędzia jest warta zainwestowania czasu w jego naukę.


    Python, Julia i pokrewne języki


    Z tej książki nie dowiesz się niczego o Pythonie, Julii ani o żadnym innym języku programowania przydatnym w danologii. Nie dlatego, że uważamy te narzędzia za złe. Bynajmniej! W praktyce większość zespołów zajmujących się danologią używa różnych języków, często przynajmniej R i Pythona. Jesteśmy jednak przekonani, że najlepiej jest poznawać narzędzia po jednym, a R jest świetnym miejscem do rozpoczęcia.


    Wymagania wstępne


    Przyjęliśmy kilka założeń dotyczących tego, co należy wiedzieć, aby jak najlepiej wykorzystać tę książkę. Przydatna będzie swoboda w posługiwaniu się liczbami. Pomocne będzie też podstawowe doświadczenie w programowaniu. Jeśli nie posiadasz żadnego doświadczenia w programowaniu, wartościowym dodatkiem do tej książki może być pozycja Hands-On Programming with R (https://oreil.ly/8uiH5) Garretta Grolemunda (O’Reilly).


    Do uruchomienia kodu z tej książki potrzebne są cztery rzeczy: R, RStudio, biblioteka tidyverse zawierająca pakiety języka R oraz kilka innych pakietów. Pakiety są podstawowymi jednostkami kodu do wielokrotnego użytku w języku R. Zawierają one funkcje wielokrotnego użytku, dokumentację opisującą sposób ich stosowania oraz przykładowe dane.


    R


    Aby pobrać R, otwórz CRAN (nazwa pochodzi od ang. comprehensive R archive network; https://oreil.ly/p3_RG), czyli archiwum języka R. Nowa wersja główna języka R pojawia się raz w roku, a corocznie udostępnianych jest też od dwóch do trzech podwersji. Dobrym pomysłem jest regularna aktualizacja języka. Proces ten może być nieco kłopotliwy (zwłaszcza w przypadku wersji głównych, które wymagają ponownej instalacji wszystkich pakietów), ale odkładanie go na później tylko pogarsza sprawę. Na potrzeby tej książki zalecamy wersję R 4.2.0 lub nowszą.


    RStudio


    RStudio to zintegrowane środowisko programistyczne (ang. integrated development environment — IDE) do programowania w języku R, które można pobrać ze strony https://oreil.ly/pxF-k. RStudio jest aktualizowane kilka razy w roku i dostaje się automatyczne powiadomienia o pojawieniu się nowej wersji, więc nie musisz sprawdzać, czy dostępne są nowsze edycje. Dobrym pomysłem jest regularna aktualizacja tego środowiska, co pozwala korzystać z najnowszych i najlepszych funkcji. Na potrzeby tej książki upewnij się, że posiadasz wersję RStudio 2022.02.0 lub nowszą.


    Po uruchomieniu RStudio zobaczysz dwa kluczowe obszary interfejsu: panel konsoli i panel danych wyjściowych (rysunek W.2). Na razie wystarczy wiedzieć, że kod w R należy wprowadzać w panelu konsoli, a za pomocą klawisza Enter można go uruchomić. W miarę postępów dowiesz się więcej![1]
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    Rysunek W.2. Środowisko IDE RStudio obejmuje dwie główne sekcje. Kod w języku R należy wprowadzać w panelu konsoli (po lewej stronie), a wykresy są wyświetlane w panelu danych wyjściowych (po prawej stronie)


    Tidyverse


    Należy również zainstalować kilka pakietów języka R. Taki pakiet to zbiór funkcji, danych i dokumentacji, które rozszerzają możliwości podstawowego języka R. Korzystanie z pakietów jest niezbędne do skutecznego korzystania z tego języka. Większość pakietów, które poznasz w tej książce, jest częścią biblioteki tidyverse. Wszystkie pakiety z tej biblioteki są oparte na tej samej filozofii obsługi danych i programowania w R oraz zostały zaprojektowane z myślą o współdziałaniu między sobą.


    Całą bibliotekę tidyverse możesz zainstalować za pomocą jednego wiersza kodu:

    install.packages("tidyverse")




    Wpisz ten wiersz w konsoli na komputerze, a następnie wciśnij Enter, aby uruchomić instrukcję. Język R pobierze pakiety z archiwum CRAN i zainstaluje je na komputerze.


    Nie będzie można korzystać z funkcji, obiektów ani plików pomocy z pakietu, dopóki nie zostanie on wczytany. Po zainstalowaniu pakietu można go wczytać za pomocą funkcji library():

    library(tidyverse)



    #> ── Attaching core tidyverse packages ───────────────────── tidyverse 2.0.0 ──



    #> ✔ dplyr 1.1.0.9000  ✔ readr 2.1.4



    #> ✔ forcats 1.0.0     ✔ stringr 1.5.0



    #> ✔ ggplot2 3.4.1     ✔ tibble 3.1.8



    #> ✔ lubridate 1.9.2   ✔ tidyr 1.3.0



    #> ✔ purrr 1.0.1



    #> ── Conflicts ─────────────────────────────────────── tidyverse_conflicts() ──



    #> ✖ dplyr::filter() masks stats::filter()



    #> ✖ dplyr::lag() masks stats::lag()



    #> ℹ Use the conflicted package (<http://conflicted.r-lib.org/>) to force all



    #>    conflicts to become errors




    Jest to informacja, że biblioteka tidyverse wczytuje dziewięć pakietów: dplyr, forcats, ggplot2, lubridate, purrr, readr, stringr, tibble i tidyr. Są one uważane za rdzeń biblioteki tidyverse, ponieważ używa się ich w prawie wszystkich analizach.


    Pakiety z biblioteki tidyverse są dość często modyfikowane. Aby sprawdzić, czy dostępne są aktualizacje, uruchom instrukcję tidyverse_update().


    Inne pakiety


    Istnieje wiele innych doskonałych pakietów, które nie są częścią biblioteki tidyverse, ponieważ rozwiązują problemy z innej dziedziny lub zostały zaprojektowane na podstawie innego zestawu podstawowych zasad. Nie oznacza to, że są lepsze lub gorsze. Są prostu inne od pakietów z biblioteki tidyverse. Innymi słowy, uzupełnieniem tidyverse nie jest „messyverse”, lecz wiele innych ekosystemów powiązanych ze sobą pakietów. W miarę realizacji kolejnych projektów z zakresu danologii z wykorzystaniem języka R poznasz nowe pakiety i inne sposoby myślenia o danych.


    W tej książce korzystamy z wielu pakietów spoza biblioteki tidyverse. Na przykład będziemy korzystać z wymienionych niżej pakietów, ponieważ zapewniają one interesujące zestawy danych, z którymi można pracować w trakcie nauki języka R:

    install.packages(c("arrow", "babynames", "curl", "duckdb", "gapminder", "ggrepel",



    "ggridges", "ggthemes", "hexbin", "janitor", "Lahman", "leaflet", "maps",



    "nycflights13", "openxlsx", "palmerpenguins", "repurrrsive", "tidymodels", "writexl"))




    W pojedynczych przykładach stosujemy też wybrane inne pakiety. Nie musisz instalować ich już teraz. Zapamiętaj tylko, że gdy zobaczysz błąd podobny do poniższego:

    library(ggrepel)



    #> Error in library(ggrepel) : there is no package called 'ggrepel'




    oznacza to, że należy uruchomić instrukcję install.packages("ggrepel") w celu zainstalowania potrzebnego pakietu.


    Uruchamianie kodu w języku R


    W poprzednim podrozdziale pokazaliśmy kilka przykładów uruchamiania kodu w języku R. Kod w tej książce wygląda następująco:

    1 + 2



    #> [1] 3




    Jeśli uruchomisz ten sam kod w lokalnej konsoli, będzie on wyglądał następująco:

    > 1 + 2



    [1] 3




    Istnieją dwie główne różnice. W konsoli wpisuje się kod po znaku >, zwanym znakiem zachęty. W tej książce nie przedstawiamy znaku zachęty. Ponadto w książce dane wyjściowe są oznaczane za pomocą sekwencji #>, podczas gdy w konsoli pojawiają się on bezpośrednio po kodzie. Te dwie różnice sprawiają, że jeśli pracujesz z elektroniczną wersją książki, możesz łatwo skopiować z niej kod i wkleić go w konsoli.


    W całej książce używamy spójnego zestawu konwencji do opisywania kodu:


    
      	Funkcje są zapisywane czcionką specyficzną dla kodu, a po nazwie występują nawiasy (na przykład sum() lub mean()).


      	Inne obiekty z języka R (na przykład dane lub argumenty funkcji) są wyświetlane czcionką specyficzną dla kodu, ale bez nawiasów (na przykład flights lub x).


      	Czasami, aby wyjaśnić, z którego pakietu pochodzi obiekt, używamy nazwy pakietu z dwoma dwukropkami (na przykład dplyr::mutate() lub nyc_flights13::flights). Jest to również poprawny kod w języku R.

    


    Inne konwencje stosowane w tej książce


    W tej książce stosujemy następujące konwencje typograficzne:


    Kursywa


    Oznaczane są nią adresy URL, adresy e-mail i nazwy plików.


    Pogrubienie


    Służy do oznaczenia nowych terminów i ważnych pojęć.


    Czcionka o stałej szerokości


    Jest używana w listingach programów, a także w akapitach do wyróżniania elementów programu, na przykład nazw zmiennych lub funkcji, baz danych, typów danych, zmiennych środowiskowych, instrukcji i słów kluczowych.


    Pogrubienie o stałej szerokości


    Reprezentuje polecenia lub inny tekst, który powinien zostać dosłownie przepisany przez użytkownika.


    Stała szerokość kursywy


    Reprezentuje tekst, który powinien zostać zastąpiony wartościami podanymi przez użytkownika lub zależnymi od kontekstu.
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            Ten element oznacza ogólną uwagę.

          
        

      
    


    Podziękowania


    Ta książka to nie tylko efekt pracy Hadleya, Mine i Garretta, ale także wynik wielu rozmów (bezpośrednich i internetowych), które odbyliśmy z licznymi osobami ze społeczności użytkowników języka R. Jesteśmy niezmiernie wdzięczni za wszystkie konwersacje, które z Wami odbyliśmy. Bardzo dziękujemy!


    Chcielibyśmy podziękować naszym korektorom merytorycznym za ich cenne uwagi: Benowi Baumerowi, Lornie Barclay, Richardowi Cottonowi, Emmie Rand i Kelly Bodwin.


    Ta książka powstawała otwarcie i wiele osób wniosło w nią swój wkład poprzez pull requesty. Specjalne podziękowania składamy wszystkim 259 osobom, które wprowadziły poprawki za pośrednictwem pull requestów w serwisie GitHub (wymieniamy je w kolejności alfabetycznej według nazwy użytkownika): @a-rosenberg, Tim Becker (@a2800276), Abinash Satapathy (@Abinashbunty), Adam Gruer (@adam-gruer), adi pradhan (@adidoit), A. s. (@Adrianzo), Aep Hidyatuloh (@aephidaya-tuloh), Andrea Gilardi (@agila5), Ajay Deonarine (@ajay-d), @AlanFeder, Daihe Sui (@alansuidaihe), @alberto-agudo, @AlbertRapp, @aleloi, pete (@alonzi), Alex (@ALShum), Andrew M. (@amacfarland), Andrew Landgraf (@andland), @andy-huynh92, Angela Li (@angela-li), Antti Rask (@AnttiRask), LOU Xun (@aquarhead), @ariespirgel, @august-18, Michael Henry (@aviast), Azza Ahmed (@azzaea), Steven Moran (@bambooforest), Brian G. Barkley (@BarkleyBG), Mara Averick (@batpi-gandme), Oluwafemi OYEDELE (@BB1464), Brent Brewington (@bbrewington), Bill Behrman (@behrman), Ben Herbertson (@benherbertson), Ben Marwick (@benmarwick), Ben Steinberg (@bensteinberg), Benjamin Yeh (@bentyeh), Betul Turkoglu (@betulturkoglu), Brandon Greenwell (@bgreenwell), Bianca Peterson (@BinxiePeterson), Birger Niklas (@BirgerNi), Brett Klamer (@bklamer), @boardtc, Christian (@c-hoh), Caddy (@caddycarine), Camille V. Leonard (@camillevleonard), @cano‐vasjm, Cedric Batailler (@cedricbatailler), Christina Wei (@christina-wei), Christian Mongeau (@chrMongeau), Cooper Morris (@coopermor), Colin Gillespie (@csgil‐lespie), Rademeyer Vermaak (@csrvermaak), Chloe Thierstein (@cthierst), Chris Saunders (@ctsa), Abhinav Singh (@curious-abhinav), Curtis Alexander (@curtisa‐lexander), Christian G. Warden (@cwarden), Charlotte Wickham (@cwickham), Kenny Darrell (@darrkj), David Kane (@davidkane9), David (@davidrsch), David Rubinger (@davidrubinger), David Clark (@DDClark), Derwin McGeary (@derwinmcgeary), Daniel Gromer (@dgromer), @Divider85, @djbirke, Danielle Navarro (@djnavarro), Russell Shean (@DOH-RPS1303), Zhuoer Dong (@dongzhuoer), Devin Pastoor (@dpastoor), @DSGeoff, Devarshi Thakkar (@dthakkar09), Julian During (@duju211), Dylan Cashman (@dylancashman), Dirk Eddelbuettel (@eddel‐buettel), Edwin Thoen (@EdwinTh), Ahmed El-Gabbas (@elgabbas), Henry Webel (@enryH), Ercan Karadas (@ercan7), Eric Kitaif (@EricKit), Eric Watt (@ericwatt), Erik Erhardt (@erikerhardt), Etienne B. Racine (@etiennebr), Everett Robinson (@evjrob), @fellennert, Flemming Miguel (@flemmingmiguel), Floris Vanderhaeghe (@florisvdh), @funkybluehen, @gabrivera, Garrick Aden-Buie (@gadenbuie), Peter Ganong (@ganong123), Gerome Meyer (@GeroVanMi), Gleb Ebert (@gl-eb), Josh Goldberg (@GoldbergData), bahadir cankardes (@gridgrad), Gustav W Delius (@gustavdelius), Hao Chen (@hao-trivago), Harris McGehee (@harrismcgehee), @hendrikweisser, Hengni Cai (@hengnicai), Iain (@Iain-S), Ian Sealy (@iansealy), Ian Lyttle (@ijlyttle), Ivan Krukov (@ivan-krukov), Jacob Kaplan (@jacobkap), Jazz Weisman (@jazzlw), John Blischak (@jdblischak), John D. Storey (@jdstorey), Gregory Jefferis (@jefferis), Jeffrey Stevens (@JeffreyRStevens), 蒋雨蒙 (@JeldorPKU), Jennifer (Jenny) Bryan (@jennybc), Jen Ren (@jenren), Jeroen Janssens (@jeroenjanssens), @jeromecholewa, Janet Wesner (@jilmun), Jim Hester (@jimhester), JJ Chen (@jjchern), Jacek Kolacz (@jkolacz), Joanne Jang (@joannejang), @johannes4998, John Sears (@johnsears), @jonathanflint, Jon Calder (@jonmcalder), Jonathan Page (@jonpage), Jon Harmon (@jonthegeek), JooYoung Seo (@jooyoungseo), Justinas Petuchovas (@jpetuchovas), Jordan (@jrdnbradford), Jeffrey Arnold (@jrnold), Jose Roberto Ayala Solares (@jroberayalas), Joyce Robbins (@jtr13), @juandering, Julia Stewart Lowndes (@jules32), Sonja (@kaetschap), Kara Woo (@karawoo), Katrin Leinweber (@katrinleinweber), Karandeep Singh (@kdpsingh), Kevin Perese (@kevinxperese), Kevin Ferris (@kferris10), Kirill Sevastyanenko (@kirillseva), Jonathan Kitt (@KittJonathan), @koalabearski, Kirill Müller (@krlmlr), Rafał Kucharski (@kucharsky), Kevin Wright (@kwstat), Noah Landesberg (@landesbergn), Lawrence Wu (@lawwu), @lindbrook, Luke W Johnston (@lwjohnst86), Kara de la Marck (@MarckK), Kunal Marwaha (@marwahaha), Matan Hakim (@matanhakim), Matthias Liew (@MatthiasLiew), Matt Wittbrodt (@MattWittbrodt), Mauro Lepore (@maurolepore), Mark Beveridge (@mbeveridge), @mcewenkhundi, mcsnowface, PhD (@mcsnowface), Matt Herman (@mfherman), Michael Boerman (@michaelboerman), Mitsuo Shiota (@mitsuoxv), Matthew Hendrickson (@mjhendrickson), @MJMarshall, Misty Knight-Finley (@mkfin7), Mohammed Hamdy (@mmhamdy), Maxim Nazarov (@mnazarov), Maria Paula Caldas (@mpaulacaldas), Mustafa Ascha (@mustafaascha), Nelson Areal (@nareal), Nate Olson (@nated-olson), Nathanael (@nateaff), @nattalides, Ned Western (@NedJWestern), Nick Clark (@nickclark1000), @nickelas, Nirmal Patel (@nirmalpatel), Nischal Shrestha (@nischalshrestha), Nicholas Tierney (@njtierney), Jakub Nowosad (@Nowosad), Nick Pullen (@nstjhp), @olivier6088, Olivier Cailloux (@oliviercailloux), Robin Penfold (@p0bs), Pablo E. Garcia (@pabloedug), Paul Adamson (@padamson), Penelope Y (@penelopeysm), Peter Hurford (@peterhurford), Peter Baumgartner (@petzi53), Patrick Kennedy (@pkq), Pooya Taherkhani (@pooyataher), Y. Yu (@PursuitOfDataScience), Radu Grosu (@radugrosu), Ranae Dietzel (@Ranae), Ralph Straumann (@rastrau), Rayna M Harris (@raynamharris), @ReeceGoding, Robin Gertenbach (@rgertenbach), Jajo (@RIngyao), Riva Quiroga (@rivaquiroga), Richard Knight (@RJHKnight), Richard Zijdeman (@rlzijdeman), @robertchu03, Robin Kohrs (@RobinKohrs), Robin (@Robinlovelace), Emily Robinson (@robinsones), Rob Tenorio (@robtenorio), Rod Mazloomi (@RodAli), Rohan Alexander (@RohanAlexander), Romero Morais (@RomeroBarata), Albert Y. Kim (@rudeboybert), Saghir (@saghirb), Hojjat Salmasian (@salmasian), Jonas (@sauercrowd), Vebash Naidoo (@sciencificity), Seamus McKinsey (@seamus-mckinsey), @seanpwilliams, Luke Smith (@seasmith), Matthew Sedaghatfar (@sedaghatfar), Sebastian Kraus (@sekR4), Sam Firke (@sfirke), Shannon Ellis (@ShanEllis), @shoili, Christian Heinrich (@Shurakai), S’busiso Mkhond-wane (@sibusiso16), SM Raiyyan (@sm-raiyyan), Jakob Krigovsky (@sonicdoe), Stephan Koenig (@stephan-koenig), Stephen Balogun (@stephenbalogun), Steven M. Mortimer (@StevenMMortimer), Stéphane Guillou (@stragu), Sulgi Kim (@sulgik), Sergiusz Bleja (@svenski), Tal Galili (@talgalili), Alec Fisher (@Taurenamo), Todd Gerarden (@tgerarden), Tom Godfrey (@thomasggodfrey), Tim Broderick (@timbroderick), Tim Waterhouse (@timwaterhouse), TJ Mahr (@tjmahr), Thomas Klebel (@tklebel), Tom Prior (@tomjamesprior), Terence Teo (@tteo), @twgardner2, Ulrik Lyngs (@ulyngs), Shinya Uryu (@uribo), Martin Van der Linden (@vanderlindenma), Walter Somerville (@waltersom), @werkstattcodes, Will Beasley (@wibeasley), Yihui Xie (@yihui), Yiming (Paul) Li (@yimingli), @yingxingwu, Hiroaki Yutani (@yutannihilation), Yu Yu Aung (@yuyu-aung), Zach Bogart (@zachbogart), @zeal626, and Zeki Akyol (@zekiakyol).


    
      
        [1] Jeśli interesuje Cię kompletny przegląd wszystkich funkcji środowiska RStudio, zapoznaj się z przewodnikiem RStudio User Guide (https://oreil.ly/pRhEK).

      

    

  


  
    Część I

    Pełny obraz


    Naszym celem w tej części książki jest zapewnienie szybkiego przeglądu głównych narzędzi z obszaru danologii: importowania, porządkowania, przekształcania i wizualizowania danych (zobacz rysunek I.1). Chcemy pokazać „pełny obraz” danologii i przedstawić tylko tyle aspektów dotyczących tych głównych narzędzi, aby umożliwić radzenie sobie z prawdziwymi, choć prostymi zbiorami danych. W dalszej części książki każdy z tych tematów omawiamy bardziej szczegółowo, co pozwoli zwiększyć zakres wyzwań związanych z danologią, z którymi zdołasz się zmierzyć.


    


    [image: Obraz]


    Rysunek I.1. W tej części książki nauczysz się, jak importować, porządkować, przekształcać oraz wizualizować dane


    Cztery rozdziały są poświęcone narzędziom danologii:


    
      	Wizualizacja to świetny obszar, od którego można rozpocząć programowanie w R, ponieważ zapewnia oczywiste korzyści: pozwala tworzyć eleganckie i pouczające wykresy, które pomagają zrozumieć dane. W rozdziale 1. zagłębisz się w wizualizacje dzięki zapoznaniu się z podstawową strukturą wykresów opartych na pakiecie ggplot2 i z wartościowymi technikami przekształcania danych w wykresy.


      	Sama wizualizacja zazwyczaj nie wystarcza, dlatego w rozdziale 3. poznasz najważniejsze instrukcje, które pozwalają pobierać ważne zmienne, filtrować kluczowe obserwacje, tworzyć nowe zmienne i obliczać podsumowania.


      	W rozdziale 5. poznasz porządkowanie danych, umożliwiające spójne przechowywanie danych, co ułatwia ich przekształcanie, wizualizowanie i modelowanie. Zapoznasz się tu z podstawowymi zasadami i dowiesz się, jak porządkować dane.


      	Zanim będzie można przekształcać i wizualizować dane, najpierw należy przenieść je do R. W rozdziale 7. poznasz podstawy przenoszenia danych z plików .csv do R.

    


    Obok tych rozdziałów znajdują się cztery inne, które dotyczą przepływu pracy w języku R. W rozdziałach 2., 4. i 6. poznasz dobre praktyki związane z pisaniem i porządkowaniem kodu w R. Pozwolą one osiągnąć sukces w ujęciu długoterminowym, ponieważ zapewniają narzędzia do utrzymania porządku podczas pracy nad prawdziwymi projektami. Wreszcie z rozdziału 8. dowiesz się, jak uzyskać pomoc i kontynuować naukę.

  


  
    Rozdział 1.

    Wizualizowanie danych


    Wprowadzenie


    „Zwykły wykres dostarcza umysłom analityków danych więcej informacji niż jakiekolwiek inne narzędzie”. — John Tukey


    W R dostępnych jest kilka systemów generowania wykresów, jednak pakiet ggplot2 jest jednym z najbardziej eleganckich i wszechstronnych spośród nich. W pakiecie ggplot2 zaimplementowana jest gramatyka grafiki. Jest to spójny system opisywania i tworzenia wykresów. Za pomocą pakietu ggplot2 możesz szybciej wykonywać liczne zadania dzięki opanowaniu jednego systemu i stosowaniu go w wielu miejscach.


    Z tego rozdziału dowiesz się, jak wizualizować dane za pomocą pakietu ggplot2. Zaczniemy od utworzenia prostego wykresu punktowego, po czym dodamy do niego odwzorowania właściwości estetycznych i obiekty geometryczne (geomy). Są to podstawowe elementy składowe w pakiecie ggplot2. Następnie przeprowadzimy Cię przez wizualizowanie rozkładów pojedynczych zmiennych, a także wizualizowanie relacji między dwiema zmiennymi (lub większą ich liczbą). Zakończymy omówieniem zapisywania wykresów i wskazówkami dotyczącymi rozwiązywania problemów.


    Wymagania wstępne


    W tym rozdziale skupiamy się na ggplot2, jednym z podstawowych pakietów z biblioteki tidyverse. Aby uzyskać dostęp do zbiorów danych, stron pomocy i funkcji używanych w tym rozdziale, wczytaj bibliotekę tidyverse za pomocą poniższej instrukcji:

    library(tidyverse)



    #> ── Attaching core tidyverse packages ───────────────────── tidyverse 2.0.0 ──



    #> ✔ dplyr 1.1.0.9000  ✔ readr 2.1.4



    #> ✔ forcats 1.0.0     ✔ stringr 1.5.0



    #> ✔ ggplot2 3.4.1     ✔ tibble 3.1.8



    #> ✔ lubridate 1.9.2   ✔ tidyr 1.3.0



    #> ✔ purrr 1.0.1



    #> ── Conflicts ─────────────────────────────────────── tidyverse_conflicts() ──



    #> ✖ dplyr::filter() masks stats::filter()



    #> ✖ dplyr::lag() masks stats::lag()



    #> ℹ Use the conflicted package (<http://conflicted.r-lib.org/>) to force all



    #>    conflicts to become errors




    Ten jeden wiersz kodu wczytuje rdzeń biblioteki tidyverse, czyli pakiety, które będą używane w prawie każdej analizie danych. Informuje również, które funkcje z biblioteki tidyverse kolidują z funkcjami z podstawowego języka R (lub z innych pakietów, które zostały wczytane)[1].


    Jeśli uruchomisz ten kod i otrzymasz komunikat o błędzie informującym, że nie ma pakietu o nazwie tidyverse (there is no package called 'tidyverse'), musisz najpierw zainstalować ten pakiet, a następnie ponownie uruchomić funkcję library():

    install.packages("tidyverse")



    library(tidyverse)




    Pakiet należy zainstalować tylko raz, ale trzeba go wczytać za każdym razem, gdy rozpoczynasz nową sesję.


    Oprócz biblioteki tidyverse będziemy używać pakietu palmerpenguins, który zawiera zbiór danych na temat pingwinów (obejmuje on pomiary ciała pingwinów na trzech wyspach Archipelagu Palmera), a także pakietu ggthemes, który udostępnia bezpieczną paletę kolorów dla osób z zaburzeniami rozpoznawania barw.

    library(palmerpenguins)



    library(ggthemes)




    Pierwsze kroki


    Czy pingwiny z dłuższymi skrzydłami ważą więcej czy mniej niż pingwiny z krótszymi skrzydłami? Prawdopodobnie znasz już odpowiedź, ale postaraj się ją doprecyzować. Jak wygląda zależność między długością płetw a masą ciała? Czy jest dodatnia? Ujemna? Liniowa? Nieliniowa? Czy występują różnice w zależności od gatunku pingwina? A może w zależności od wyspy, na której żyje pingwin? Stworzymy wizualizacje, których można użyć, aby odpowiedzieć na te pytania.


    Ramka danych penguins


    Możesz przetestować swoje odpowiedzi na te pytania za pomocą ramki danych penguins znajdującej się w pakiecie palmerpenguins (czyli w ramce palmerpenguins::penguins). Ramka danych to „prostokątny” zbiór zmiennych (w kolumnach) i obserwacji (w wierszach). Ramka danych penguins zawiera 344 obserwacje zebrane i udostępnione przez dr Kristen Gorman z jednostki Palmer Station, Antarctica LTER[2].


    Aby ułatwić dyskusję, warto zdefiniować kilka terminów:


    Zmienna


    Ilość, jakość lub właściwość, którą można zmierzyć.


    Wartość


    Stan zmiennej w momencie jej pomiaru. Wartość zmiennej w poszczególnych pomiarach może się zmieniać.


    Obserwacja


    Zestaw pomiarów wykonanych w podobnych warunkach (zazwyczaj wszystkie pomiary w ramach obserwacji są wykonywane w tym samym czasie i na tym samym obiekcie). Obserwacja obejmuje kilka wartości, z których każda jest powiązana z inną zmienną. Czasami obserwację nazywamy punktem danych.


    Dane tabelaryczne


    Zestaw wartości, z których każda powiązana jest ze zmienną i obserwacją. Dane tabelaryczne są uporządkowane, jeśli każda wartość jest umieszczona we własnej „komórce”, każda zmienna we własnej kolumnie, a każda obserwacja we własnym wierszu.


    W tym kontekście zmienna oznacza atrybut wszystkich pingwinów, a obserwacja reprezentuje wszystkie atrybuty pojedynczego pingwina.


    Wpisz nazwę ramki danych w konsoli, a R wyświetli podgląd jej zawartości. Zauważ, że na górze tego podglądu znajduje się napis tibble. W bibliotece tidyverse używane są specjalne ramki danych nazywane tibble, które omawiamy dalej.

    penguins



    #> # A tibble: 344 × 8



    #>   species island    bill_length_mm bill_depth_mm flipper_length_mm



    #>   <fct>   <fct>     <dbl>          <dbl>         <int>



    #> 1 Adelie  Torgersen 39.1           18.7          181



    #> 2 Adelie  Torgersen 39.5           17.4          186



    #> 3 Adelie  Torgersen 40.3           18            195



    #> 4 Adelie  Torgersen NA             NA            NA



    #> 5 Adelie  Torgersen 36.7           19.3          193



    #> 6 Adelie  Torgersen 39.3           20.6          190



    #> # … with 338 more rows, and 3 more variables: body_mass_g <int>, sex <fct>,



    #> #   year <int>




    Ta ramka danych zawiera osiem kolumn. Aby uzyskać inny widok, w którym widoczne są wszystkie zmienne i kilka pierwszych obserwacji każdej z nich, użyj funkcji glimpse(). Ponadto jeśli używasz RStudio, możesz uruchomić wywołanie View(penguins), by otworzyć interaktywną przeglądarkę danych.

    glimpse(penguins)



    #> Rows: 344



    #> Columns: 8



    #> $ species           <fct> Adelie, Adelie, Adelie, Adelie, Adelie, Adelie, A…



    #> $ island            <fct> Torgersen, Torgersen, Torgersen, Torgersen, Torge…



    #> $ bill_length_mm    <dbl> 39.1, 39.5, 40.3, NA, 36.7, 39.3, 38.9, 39.2, 34.…



    #> $ bill_depth_mm     <dbl> 18.7, 17.4, 18.0, NA, 19.3, 20.6, 17.8, 19.6, 18.…



    #> $ flipper_length_mm <int> 181, 186, 195, NA, 193, 190, 181, 195, 193, 190, …



    #> $ body_mass_g       <int> 3750, 3800, 3250, NA, 3450, 3650, 3625, 4675, 347…



    #> $ sex               <fct> male, female, female, NA, female, male, female, m…



    #> $ year              <int> 2007, 2007, 2007, 2007, 2007, 2007, 2007, 2007, 2…




    Oto zmienne z ramki danych penguins:


    species


    Gatunek pingwina (Adelie, Chinstrap lub Gentoo).


    flipper_length_mm


    Długość skrzydła pingwina w milimetrach.


    body_mass_g


    Masa ciała pingwina w gramach.


    Aby dowiedzieć się więcej o ramce danych penguins, otwórz stronę pomocy, korzystając z instrukcji ?penguins.


    Docelowa wizualizacja


    Naszym ostatecznym celem w tym rozdziale jest odtworzenie wizualizacji z rysunku 1.1, przedstawiającej zależność między długością skrzydeł a masą ciała pingwinów z uwzględnieniem gatunku pingwina.


    [image: Obraz]


    Rysunek 1.1. Docelowa wizualizacja


    Tworzenie wykresu za pomocą pakietu ggplot2


    Odtwórzmy ten wykres krok po kroku.


    W pakiecie ggplot2 tworzenie wykresu rozpoczyna się od użycia funkcji ggplot(), która definiuje obiekt wykresu. Następnie do tego obiektu dodawane są warstwy. Pierwszym argumentem funkcji ggplot() jest zestaw danych używanych na wykresie. Tak więc wywołanie ggplot(data = penguins) tworzy pusty wykres, który jest przygotowany do wyświetlania danych z ramki danych penguins. Jednak ponieważ nie określiliśmy jeszcze, jak ma wyglądać wizualizacja, na razie wykres jest pusty. Nie jest on specjalnie interesujący, ale możesz myśleć o nim jak o pustym płótnie, na którym namalujesz pozostałe warstwy wykresu (rysunek 1.2).

    ggplot(data = penguins)
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    Rysunek 1.2. Pierwszy, pusty wykres


    Następnie należy poinformować funkcję ggplot(), w jaki sposób informacje z danych mają być reprezentowane wizualnie. Argument mapping funkcji ggplot() definiuje sposób odwzorowania zmiennych ze zbioru danych na właściwości wizualne (właściwości estetyczne) wykresu. Argument mapping zawsze jest definiowany w funkcji aes(), a argumenty x i y funkcji aes() określają, które zmienne mają być odwzorowane na osiach x i y. Na razie odwzorujemy tylko długość skrzydeł na osi x i masę ciała na osi y. Pakiet ggplot2 szuka odwzorowywanych zmiennych w argumencie data, który tu ma wartość penguins.


    Wykres z rysunku 1.3 pokazuje wynik dodania tych odwzorowań.

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g)



    )
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    Rysunek 1.3. Wykres po dodaniu pierwszych odwzorowań


    Puste płótno ma teraz lepiej określoną strukturę — wiadomo, gdzie będą wyświetlane długości skrzydeł (na osi x), a gdzie masa ciała (na osi y). Ale danych samych pingwinów nie ma jeszcze na wykresie. Dzieje się tak dlatego, że nie określiliśmy jeszcze w kodzie, jak obserwacje z ramki danych mają być reprezentowane na wykresie.


    Aby to zrobić, trzeba zdefiniować geom, czyli obiekt geometryczny, którego wykres używa do reprezentowania danych. Takie obiekty geometryczne są dostępne w pakiecie ggplot2 za pomocą funkcji o nazwach zaczynających się od członu geom_. Użytkownicy często opisują wykresy na podstawie typu geomu używanego na wykresie. Na przykład na wykresach słupkowych używane są geomy słupkowe (geom_bar()), na wykresach liniowych stosuje się geomy liniowe (geom_line()), na wykresach pudełkowych używane są geomy pudełkowe (geom_boxplot()), na wykresach punktowych stosowane są geomy punktowe (geom_point()) i tak dalej.


    Funkcja geom_point() dodaje do wykresu warstwę punktów, która powoduje utworzenie wykresu punktowego (rysunek 1.4). Pakiet ggplot2 zawiera wiele funkcji z rodziny geom_, a każda z nich dodaje do wykresu warstwę innego typu. W tej książce (zwłaszcza w rozdziale 9.) poznasz wiele funkcji tego typu.

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g)



    ) +



      geom_point()



    #> Warning: Removed 2 rows containing missing values (`geom_point()`).
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    Rysunek 1.4. Wykres po dodaniu punktów danych


    Uzyskaliśmy coś, co wygląda jak wykres punktowy. Nie jest on jeszcze identyczny z wykresem docelowym, ale za pomocą obecnej wersji można zacząć szukać odpowiedzi na początkowe pytanie: jak wygląda związek między długością skrzydeł a masą ciała? Zależność wydaje się być dodatnia (wraz ze wzrostem długości skrzydeł rośnie masa ciała), dość liniowa (punkty są skupione wokół linii, a nie wokół krzywej) i umiarkowanie silna (nie ma zbyt dużego rozrzutu wokół tej linii). Pingwiny z dłuższymi skrzydłami generalnie mają większą masę ciała.


    Zanim dodamy do tego wykresu więcej warstw, zatrzymajmy się na chwilę i zastanówmy nad otrzymanym komunikatem ostrzegawczym:

    Removed 2 rows containing missing values (geom_point())




    Ten komunikat pojawia się, ponieważ w zbiorze danych występują dwa pingwiny z brakującymi wartościami masy ciała i/lub długości skrzydła, a pakiet ggplot2 nie potrafi przedstawić danych na wykresie bez obu tych wartości. Podobnie jak w języku R tak i w pakiecie ggplot2 obowiązuje podejście, że brakujące wartości nigdy nie powinny być ignorowane bez informowania o nich użytkownika. Ten typ ostrzeżenia jest prawdopodobnie jednym z najczęściej wyświetlanych komunikatów, jakie można zobaczyć podczas pracy z rzeczywistymi danymi. Brakujące wartości są częstym problemem i dowiesz się o nich więcej w całej książce, a przede wszystkim w rozdziale 18. Dla pozostałych wykresów w tym rozdziale pomijamy to ostrzeżenie, aby nie powtarzać go przy każdym tworzonym wykresie.


    Dodawanie właściwości estetycznych i warstw


    Wykresy punktowe są przydatne do wyświetlania relacji między dwiema zmiennymi liczbowymi, ale zawsze warto sceptycznie traktować każdą zaobserwowaną relację między zmiennymi i zastanowić się, czy mogą istnieć inne zmienne, które wyjaśniają lub zmieniają charakter tej zaobserwowanej zależności. Na przykład czy związek między długością skrzydeł a masą ciała różni się w zależności od gatunku? Teraz uwzględnimy na wykresie gatunki i sprawdzimy, czy ujawni to dodatkowe informacje na temat zaobserwowanego związku między zmiennymi. W tym celu gatunki będziemy reprezentować za pomocą różnokolorowych punktów (rysunek 1.5).
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    Rysunek 1.5. Teraz gatunki są reprezentowane przez różnokolorowe punkty


    Aby to osiągnąć, trzeba zmodyfikować właściwość estetyczną czy może geom? Jeśli udzielona odpowiedź to „trzeba odwzorować dane na właściwość estetyczną za pomocą funkcji aes()”, to już wiesz, jak tworzyć wizualizacje danych za pomocą pakietu ggplot2! Jeżeli Twoja odpowiedź była inna, nie martw się. W trakcie lektury utworzysz wiele innych wykresów za pomocą pakietu ggplot2 i będziesz mieć o wiele więcej okazji do sprawdzenia swojej intuicji podczas ich konstruowania.

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g, color = species)



    ) +



      geom_point()




    Gdy zmienna kategorialna jest odwzorowywana na właściwość estetyczną, ggplot2 automatycznie przypisuje unikatową wartość właściwości estetycznej (tutaj jest to inny kolor) do każdego unikatowego poziomu zmiennej (do każdego z trzech gatunków). Ten proces jest nazywany skalowaniem. ggplot2 dodaje również legendę wyjaśniającą, które wartości odpowiadają poszczególnym poziomom.


    Teraz dodajmy jeszcze jedną warstwę: gładką krzywą przedstawiającą zależność między masą ciała a długością skrzydeł. Zanim przejdziesz dalej, zapoznaj się z poprzednim kodem i zastanów, jak dodać taką krzywą do istniejącego wykresu.


    Ponieważ ta krzywa to nowy obiekt geometryczny reprezentujący dane, należy dodać nowy geom (geom_smooth()) w warstwie nad geomem punktów. Za pomocą opcji method = "lm" określ, że chcesz narysować linię najlepszego dopasowania w oparciu o model liniowy (rysunek 1.6).

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g, color = species)



    ) +



      geom_point() +



      geom_smooth(method = "lm")
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    Rysunek 1.6. Geom geom_smooth() pozwala dodać krzywą reprezentującą dane


    Udało się dodać linie, ale wykres wciąż nie wygląda jak wykres z docelowej wizualizacji z początku rozdziału, który ma tylko jedną linię dla całego zbioru danych. W obecnej wersji widoczne są oddzielne linie dla każdego z gatunków pingwinów.


    Gdy w funkcji ggplot() odwzorowania na właściwości estetyczne są zdefiniowane na poziomie globalnym, są one przekazywane niżej do każdej z kolejnych warstw geomów na wykresie. Jednak każda funkcja geomów w ggplot2 może również przyjmować argument mapping, co pozwala definiować odwzorowania na właściwości estetyczne na poziomie lokalnym. Są one dodawane do odwzorowań odziedziczonych z poziomu globalnego.


    Ponieważ chcemy, aby kolory punktów były określone na podstawie gatunku, ale nie chcemy tworzyć oddzielnych linii dla każdego gatunku (rysunek 1.7), argument color = species należy podać tylko w wywołaniu geom_point().

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g)



    ) +



      geom_point(mapping = aes(color = species)) +



      geom_smooth(method = "lm")
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    Rysunek 1.7. Teraz widoczna jest tylko jedna krzywa


    I gotowe! Uzyskaliśmy wykres, który wygląda bardzo podobnie do docelowej wizualizacji, choć nie jest jeszcze idealny. Nadal trzeba jeszcze wprowadzić różne kształty dla poszczególnych gatunków pingwinów i poprawić etykiety.


    Zasadniczo nie jest dobrym pomysłem przedstawianie informacji na wykresie za pomocą samych kolorów, ponieważ ludzie różnie postrzegają kolory ze względu na ślepotę barw lub inne różnice w widzeniu kolorów. Dlatego oprócz barw możemy odwzorować gatunki na właściwość estetyczną shape (rysunek 1.8).
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    Rysunek 1.8. Poszczególne gatunki są wyróżnione nie tylko kolorem, ale i kształtami

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g)



    ) +



      geom_point(mapping = aes(color = species, shape = species)) +



      geom_smooth(method = "lm")




    Warto zauważyć, że legenda jest automatycznie aktualizowana i uwzględnia teraz różne kształty punktów.


    Na koniec można poprawić etykiety na wykresie za pomocą funkcji labs() dla nowej warstwy. Niektóre argumenty tej funkcji są oczywiste: title pozwala dodać tytuł, a subtitle określa podtytuł wykresu. Inne argumenty odpowiadają odwzorowaniom na właściwości estetyczne: x to etykieta osi x, y to etykieta osi y, a color i shape definiują etykiety w legendzie. Ponadto można zmienić paletę kolorów, aby była bezpieczna dla osób ze ślepotą kolorów. Służy do tego funkcja scale_color_colorblind() z pakietu ggthemes. Efekt jest pokazany na rysunku 1.9.
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    Rysunek 1.9. Gotowy wykres

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g)



    ) +



      geom_point(aes(color = species, shape = species)) +



      geom_smooth(method = "lm") +



      labs(



        title = "Masa ciała a długość skrzydła",



        subtitle = "Wymiary pingwinów białookich (adelie), maskowych (chinstrap) i 



                    białobrewych (gentoo)",



        x = "Długość skrzydła (mm)", y = "Masa ciała (g)",



        color = "Species", shape = "Species"



      ) +



      scale_color_colorblind()




    W końcu uzyskaliśmy wykres, który idealnie odpowiada docelowej wizualizacji!


    Ćwiczenia


    
      	Ile wierszy ma ramka danych penguins? Ile kolumn?


      	Co opisuje zmienna bill_depth_mm w ramce danych penguins? Aby się tego dowiedzieć, zapoznaj się z pomocą, korzystając z instrukcji ?penguins.


      	Utwórz wykres punktowy zmiennej bill_depth_mm względem zmiennej bill_length_mm. Należy więc skonstruować wykres punktowy ze zmienną bill_depth_mm na osi y i zmienną bill_length_mm na osi x. Opisz zależność między tymi dwiema zmiennymi.


      	Co się stanie, jeśli utworzysz wykres punktowy zmiennej species względem zmiennej bill_depth_mm? Jaki lepszy geom możesz wybrać?


      	Dlaczego poniższy kod wykresu jest błędny i jak można go poprawić?
        ggplot(data = penguins) +

          geom_point()

      


      	Jak działa argument na.rm w funkcji geom_point()? Jaka jest wartość domyślna tego argumentu? Utwórz wykres punktowy, w którym zastosujesz ten argument o wartości TRUE.


      	Dodaj następujący podpis do wykresu utworzonego w poprzednim ćwiczeniu: „Dane pochodzą z pakietu palmerpenguins”. Wskazówka: zapoznaj się z dokumentacją funkcji labs().


      	Odtwórz wizualizację z rysunku 1.10. Na jaką właściwość estetyczną należy odwzorować zmienną bill_depth_mm? Należy zastosować odwzorowania na poziomie globalnym czy na poziomie geomów?
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        Rysunek 1.10. Odtwórz tę wizualizację

      


      	„Uruchom” ten kod w głowie i spróbuj przewidzieć, jak będą wyglądać dane wyjściowe. Następnie uruchom kod w R i sprawdź, czy Twoje prognozy się potwierdziły:
        ggplot(

          data = penguins,

          mapping = aes(x = flipper_length_mm, y = body_mass_g, color = island)

        ) +

          geom_point() +

          geom_smooth(se = FALSE)

      


      	Czy wykresy uzyskane za pomocą dwóch poniższych fragmentów kodu będą różniły się od siebie? Dlaczego?
        ggplot(

          data = penguins,

          mapping = aes(x = flipper_length_mm, y = body_mass_g)

        ) +

          geom_point() +

          geom_smooth()

      

    

    ggplot() +

      geom_point(

        data = penguins,

        mapping = aes(x = flipper_length_mm, y = body_mass_g)

      ) +

      geom_smooth(

        data = penguins,

        mapping = aes(x = flipper_length_mm, y = body_mass_g)

      )


    Wywołania w pakiecie ggplot2


    Po wprowadzających podrozdziałach przejdziemy do bardziej zwięzłego zapisu kodu opartego na pakiecie ggplot2. Do tej pory bezpośrednio zapisywaliśmy cały kod, co jest pomocne w trakcie nauki:

    ggplot(



      data = penguins,



      mapping = aes(x = flipper_length_mm, y = body_mass_g)



    ) +



      geom_point()




    Zazwyczaj pierwszy argument (lub dwa argumenty) funkcji jest na tyle ważny, że należy znać go na pamięć. Pierwsze dwa argumenty funkcji ggplot() to data i mapping. W dalszej części książki nie będziemy podawać tych nazw. Oszczędza to pisania i, dzięki zmniejszeniu ilości dodatkowego tekstu, ułatwia dostrzeżenie różnic między kodem wykresów. Jest to naprawdę ważne zagadnienie, do którego wrócimy w rozdziale 25.


    Oto bardziej zwięzła wersja kodu poprzedniego wykresu:

    ggplot(penguins, aes(x = flipper_length_mm, y = body_mass_g)) +



      geom_point()




    Dalej poznasz operator potoku, |>, który umożliwia zapis kodu wykresu w następujący sposób:

    penguins |>



      ggplot(aes(x = flipper_length_mm, y = body_mass_g)) +



      geom_point()




    Wizualizacje rozkładu


    Sposób wizualizacji rozkładu zmiennej zależy od typu zmiennej. Istnieją dwa typy zmiennych: kategorialne i liczbowe.


    Zmienne kategorialne


    Zmienna kategorialna może przyjmować tylko jedną z niewielkiego zestawu wartości. Do zbadania rozkładu zmiennej kategorialnej można użyć wykresu słupkowego. Wysokość słupków obrazuje liczbę obserwacji z każdą wartością zmiennej x (rysunek 1.11).

    ggplot(penguins, aes(x = species)) +



      geom_bar()
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    Rysunek 1.11. Wykres słupkowy


    Na wykresach słupkowych zmiennych kategorialnych bez określonego uporządkowania, na przykład zmiennej species, często zaleca się zmianę kolejności słupków na podstawie częstotliwości występowania poszczególnych wartości. Wymaga to przekształcenia zmiennej w czynnik (używany w R do obsługi danych kategorialnych), a następnie zmiany kolejności poziomów tego czynnika. Efekt pokazany jest na rysunku 1.12.

    ggplot(penguins, aes(x = fct_infreq(species))) +



      geom_bar()
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    Rysunek 1.12. Ten sam wykres po uporządkowaniu kolejności słupków


    Więcej informacji na temat czynników i funkcji do ich obsługi (takich jak fct_infreq()) znajdziesz w rozdziale 16.


    Zmienne liczbowe


    Zmienna liczbowa (inaczej ilościowa) może przyjmować szeroki zakres wartości liczbowych i sensowne są operacje dodawania, odejmowania lub uśredniania takich wartości. Zmienne liczbowe mogą być ciągłe lub dyskretne.


    Jedną z powszechnie stosowanych wizualizacji rozkładów zmiennych ciągłych jest histogram (rysunek 1.13).

    ggplot(penguins, aes(x = body_mass_g)) +



      geom_histogram(binwidth = 200)
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    Rysunek 1.13. Histogram


    Histogram dzieli oś x na równo rozmieszczone przedziały. Wysokość słupka określa liczbę obserwacji, które mieszczą się w każdym przedziale. Na wykresie z rysunku 1.13 najwyższy słupek pokazuje, że 39 obserwacji ma wartość zmiennej body_mass_g między 3500 a 3700 gramów, które to wartości wyznaczają lewą i prawą krawędź słupka.


    Szerokość przedziałów w histogramie można określić za pomocą argumentu binwidth, który jest mierzony w jednostkach zmiennej x. Podczas pracy z histogramami należy zawsze sprawdzić różne wartości szerokości przedziału, ponieważ mogą one ujawniać różne wzorce. Na poniższych wykresach wartość binwidth wynosząca 20 skutkuje za wąskimi przedziałami, co prowadzi do zbyt dużej liczby słupków i utrudnia określenie kształtu rozkładu (rysunek 1.14). Podobnie wartość binwidth wynosząca 2000 jest zbyt duża, co powoduje, że wszystkie dane są podzielone na tylko trzy słupki, co także utrudnia określenie kształtu rozkładu. Wartość 200 zapewnia rozsądną równowagę.
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    Rysunek 1.14. Za mała i za duża wartość argumentu binwidth

    ggplot(penguins, aes(x = body_mass_g)) +



      geom_histogram(binwidth = 20)



    ggplot(penguins, aes(x = body_mass_g)) +



      geom_histogram(binwidth = 2000)




    Inną wizualizacją rozkładu zmiennych liczbowych jest wykres gęstości (rysunek 1.15). Wykres gęstości jest wygładzoną wersją histogramu i stanowi praktyczną alternatywę, szczególnie gdy używane są dane ciągłe o gładkim rozkładzie. Nie będziemy zagłębiać się w to, w jaki sposób funkcja geom_density() oblicza gęstość (więcej na ten temat przeczytasz w dokumentacji tej funkcji), warto jednak wyjaśnić, w jaki sposób rysowana jest krzywa gęstości. Posłużymy się do tego analogią. Wyobraź sobie histogram wykonany z drewnianych klocków. Następnie wyobraź sobie, że upuszczasz na niego ugotowane spaghetti. Kształt, jaki przybierze spaghetti położone na klocki, można uznać za kształt krzywej gęstości. Pokazuje ona mniej szczegółów niż histogram, ale może ułatwić szybkie poznanie kształtu rozkładu, a przede wszystkim ustalenie wartości modalnej i skośności.

    ggplot(penguins, aes(x = body_mass_g)) +



      geom_density()



    #> Warning: Removed 2 rows containing non-finite values (`stat_density()`).




    [image: Obraz]


    Rysunek 1.15. Wykres gęstości


    Ćwiczenia


    
      	Sporządź wykres słupkowy gatunków pingwinów (zmienna species), w którym przypiszesz zmienną species do właściwości estetycznej y. Czym ten wykres różni się od poprzednich?


      	Czym różnią się poniższe dwa wykresy? Która właściwość estetyczna, color czy fill, jest bardziej przydatna do zmiany koloru słupków?
        ggplot(penguins, aes(x = species)) +

          geom_bar(color = "red")

        ggplot(penguins, aes(x = species)) +

          geom_bar(fill = "red")

      


      	Do czego służy argument bins w funkcji geom_histogram()?


      	Utwórz histogram zmiennej carat ze zbioru danych diamonds, który jest dostępny po wczytaniu pakietu tidyverse. Poeksperymentuj z różnymi wartościami argumentu binwidth. Jaka wartość tego argumentu ujawnia najbardziej interesujące wzorce?

    


    Wizualizacje relacji


    Aby zwizualizować relację, potrzebne są co najmniej dwie zmienne odwzorowane na właściwości estetyczne wykresu. W następnych punktach poznasz wykresy często używane do wizualizowania relacji między dwiema zmiennymi lub większą ich liczbą oraz geomy stosowane do tworzenia takich wykresów.


    Zmienne liczbowe i kategorialne


    Aby zwizualizować związek między zmienną liczbową i kategorialną, można użyć wykresów pudełkowych jeden obok drugiego. Wykres pudełkowy to rodzaj wizualnego skrótu dla miar pozycji (percentyli), które opisują rozkład. Jest on również przydatny do identyfikowania ewentualnych wartości odstających. Jak pokazaliśmy na rysunku 1.16, każdy wykres pudełkowy składa się z następujących elementów:


    [image: Obraz]


    Rysunek 1.16. Rysunek ilustrujący, jak tworzony jest wykres pudełkowy


    
      	„Pudełko”, które określa zakres środkowej połowy danych. Jest to tak zwany rozstęp ćwiartkowy (ang. interquartile range — IQR). Rozciąga się on od percentyla 25% rozkładu do percentyla 75%. W środku pudełka znajduje się linia, która reprezentuje medianę, czyli percentyl 50% rozkładu. Te trzy linie dają wyobrażenie o rozrzucie rozkładu i o tym, czy rozkład jest symetryczny względem mediany, czy też skośny w którąś ze stron.


      	Punkty, które reprezentują obserwacje wykraczające o więcej niż 1,5 × rozstęp ćwiartkowy od dowolnej krawędzi pudełka. Te odstające punkty są nietypowe, dlatego są wyświetlane pojedynczo.


      	Linia (lub „wąs”), która rozciąga się od każdego końca pudełka i dochodzi do najdalszego nieodstającego punktu w rozkładzie.

    


    Przyjrzyj się teraz rozkładowi masy ciała poszczególnych gatunków (rysunek 1.17). Użyj funkcji geom_boxplot():

    ggplot(penguins, aes(x = species, y = body_mass_g)) +



      geom_boxplot()
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    Rysunek 1.17. Rozkład masy ciała poszczególnych gatunków pingwinów


    Możesz też wygenerować wykresy gęstości za pomocą funkcji geom_density() (rysunek 1.18).

    ggplot(penguins, aes(x = body_mass_g, color = species)) +



      geom_density(linewidth = 0.75)




    [image: Obraz]


    Rysunek 1.18. Wykres gęstości


    Dostosowaliśmy również grubość linii za pomocą argumentu linewidth, aby były lepiej widoczne.


    Dodatkowo można odwzorować zmienną species na właściwości estetyczne color i fill oraz użyć właściwości estetycznej alpha, aby dodać przezroczystość do wypełnionych krzywych gęstości. Właściwość estetyczna alpha przyjmuje wartości od 0 (całkowicie przezroczysty) do 1 (całkowicie nieprzezroczysty). Na poniższym wykresie została użyta wartość 0,5 (rysunek 1.19).

    ggplot(penguins, aes(x = body_mass_g, color = species, fill = species)) +



      geom_density(alpha = 0.5)




    [image: Obraz]


    Rysunek 1.19. Wykres z częściowo przezroczystymi obszarami


    Zwróć uwagę na terminologię, której tu używamy:


    
      	Odwzorowujemy zmienne na właściwości estetyczne, jeśli chcemy, aby atrybut wizualny powiązany z daną właściwością estetyczną zmieniał się w zależności od wartości tej zmiennej.


      	W przeciwnym razie ustawiamy wartość właściwości estetycznej.

    


    Dwie zmienne kategorialne


    Do wizualizacji relacji między dwiema zmiennymi kategorialnymi można użyć skumulowanych wykresów słupkowych. Na przykład poniższe dwa wykresy słupkowe przedstawiają związek między wyspą (zmienna island) a gatunkiem (zmienna species), a konkretnie wizualizują rozkład gatunków na każdej wyspie.


    Pierwszy wykres przedstawia częstotliwość występowania każdego gatunku pingwinów na każdej wyspie. Ten wykres pokazuje, że na każdej wyspie występuje równa liczba pingwinów białookich, ale nie pozwala precyzyjnie ocenić procentowego rozkładu gatunków na każdej wyspie (rysunek 1.20).

    ggplot(penguins, aes(x = island, fill = species)) +



      geom_bar()
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    Rysunek 1.20. Na tym wykresie trudno ocenić procentowy rozkład gatunków na poszczególnych wyspach


    Drugi wykres (rysunek 1.21) ilustruje względną częstotliwość i został utworzony za pomocą opcji position = "fill" dla geomu. Ten wykres jest bardziej przydatny do porównywania rozkładu gatunków na wyspach, ponieważ nie ma na niego wpływu różna liczba pingwinów na wyspach. Na podstawie tego wykresu można stwierdzić, że wszystkie pingwiny białobrewe żyją na wyspie Biscoe i stanowią tam około 75% wszystkich pingwinów, wszystkie pingwiny maskowe żyją na wyspie Dream i stanowią tam około 50% pingwinów, a pingwiny białookie żyją na wszystkich trzech wyspach i jako jedyne zamieszkują wyspę Torgersen.

    ggplot(penguins, aes(x = island, fill = species)) +



      geom_bar(position = "fill")
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    Rysunek 1.21. Teraz procentowy rozkład jest lepiej widoczny


    Podczas tworzenia wykresów słupkowych należy odwzorować zmienną, która zostanie rozdzielona między słupki, na właściwość estetyczną x, a zmienną, która wpływa na kolory wewnątrz słupków, na właściwość estetyczną fill.


    Dwie zmienne liczbowe


    Do tej pory w kontekście wizualizowania relacji między dwiema zmiennymi liczbowymi opisaliśmy wykresy punktowe (tworzone za pomocą funkcji geom_point()) i gładkie krzywe (tworzone przy użyciu funkcji geom_smooth()). Wykres punktowy jest prawdopodobnie najczęściej używanym wykresem do wizualizowania relacji między dwiema zmiennymi liczbowymi (rysunek 1.22).

    ggplot(penguins, aes(x = flipper_length_mm, y = body_mass_g)) +



      geom_point()
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    Rysunek 1.22. Wykres punktowy


    Trzy zmienne lub większa ich liczba


    Jak wyjaśniliśmy w podrozdziale „Dodawanie właściwości estetycznych i warstw”, można uwzględnić na wykresie więcej zmiennych dzięki odwzorowaniu ich na dodatkowe właściwości estetyczne. Na przykład na poniższym wykresie punktowym kolory punktów reprezentują gatunki, a kształty punktów reprezentują wyspy (rysunek 1.23).

    ggplot(penguins, aes(x = flipper_length_mm, y = body_mass_g)) +



      geom_point(aes(color = species, shape = island))
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    Rysunek 1.23. Różne właściwości estetyczne pozwalają zilustrować dodatkowe informacje


    Jednak dodanie do wykresu zbyt wielu odwzorowań na właściwości estetyczne sprawia, że staje się on przeładowany i mało zrozumiały. Inną opcją, która jest przydatna zwłaszcza dla zmiennych kategorialnych, jest podzielenie wykresu na fasety, czyli podwykresy, z których każdy wyświetla jeden podzbiór danych.


    Aby podzielić wykres na fasety (rysunek 1.24) według pojedynczej zmiennej, należy użyć funkcji facet_wrap(). Pierwszym argumentem tej funkcji jest formuła[3] dodawana za pomocą znaku ~, po którym następuje nazwa zmiennej. Zmienna przekazywana do funkcji facet_wrap() powinna być zmienną kategorialną.

    ggplot(penguins, aes(x = flipper_length_mm, y = body_mass_g)) +



      geom_point(aes(color = species, shape = species)) +



      facet_wrap(~island)
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    Rysunek 1.24. Podwykresy uzyskane na podstawie jednej zmiennej


    W rozdziale 9. poznasz wiele innych geomów służących do wizualizowania rozkładów zmiennych i relacji między nimi.


    Ćwiczenia


    
      	Ramka danych mpg, która jest dołączona do pakietu ggplot2, zawiera 234 obserwacje zebrane przez amerykańską Agencję Ochrony Środowiska na temat 38 modeli samochodów. Które zmienne w ramce danych mpg są kategorialne? Które zmienne są liczbowe? Wskazówka: wpisz instrukcję ?mpg, aby zapoznać się z dokumentacją zbioru danych. Jak można znaleźć te informacje po wpisaniu instrukcji mpg?


      	Utwórz wykres punktowy zmiennej hwy względem zmiennej displot na podstawie ramki danych mpg. Następnie odwzoruj trzecią zmienną liczbową na właściwość color, potem na właściwość size, potem jednocześnie na właściwości color i size, a potem na właściwość shape. Jakie są różnice w działaniu tych właściwości estetycznych dla zmiennych kategorialnych i liczbowych?


      	Co się stanie, jeśli na wykresie punktowym zmiennej hwy względem zmiennej displot trzecia zmienna zostanie odwzorowana na właściwość linewidth?


      	Co się stanie, jeśli ta sama zmienna zostanie odwzorowana na wiele właściwości estetycznych?


      	Utwórz wykres punktowy zmiennej bill_depth_mm względem zmiennej bill_length_mm i przypisz punktom kolory na podstawie gatunków (zmienna species). Co dodanie kolorów na podstawie gatunków ujawnia na temat zależności między tymi dwiema zmiennymi? Czego dowiesz się po podziale wykresu na fasety na podstawie gatunków?


      	Dlaczego poniższy kod generuje dwie odrębne legendy? Jak poprawisz kod, aby połączyć te dwie legendy?
        ggplot(

          data = penguins,

          mapping = aes(

            x = bill_length_mm, y = bill_depth_mm,

            color = species, shape = species

          )

        ) +

          geom_point() +

          labs(color = "Species")

      


      	Utwórz dwa skumulowane wykresy słupkowe. Na jakie pytanie można odpowiedzieć za pomocą pierwszego wykresu? Na jakie pytanie można odpowiedzieć na podstawie drugiego wykresu?
        ggplot(penguins, aes(x = island, fill = species)) +

          geom_bar(position = "fill")

        ggplot(penguins, aes(x = species, fill = island)) +

          geom_bar(position = "fill")

      

    


    Zapisywanie wykresów


    Po utworzeniu wykresu możesz chcieć usunąć go z R i zapisać jako grafikę, którą możesz wykorzystać w innym miejscu. Służy do tego funkcja ggsave(), która zapisuje ostatnio utworzony wykres na dysku:

    ggplot(penguins, aes(x = flipper_length_mm, y = body_mass_g)) +



      geom_point()



    ggsave(filename = "penguin-plot.png")




    Spowoduje to zapisanie wykresu w katalogu roboczym, o czym więcej dowiesz się z rozdziału 6.


    Jeśli nie określisz szerokości i wysokości (argumenty width i height), zostaną one ustalone na podstawie wymiarów bieżącego urządzenia. Jeśli chcesz, by kod działał powtarzalnie, należy określić te argumenty. Więcej informacji na temat funkcji ggsave() znajdziesz w dokumentacji.


    Zalecamy jednak generowanie raportów końcowych za pomocą Quarto, systemu do powtarzalnego tworzenia materiałów, który umożliwia przeplatanie kodu z tekstem oraz automatyczne dołączanie wykresów. Więcej informacji na temat Quarto znajdziesz w rozdziale 28.


    Ćwiczenia


    
      	Uruchom poniższe wiersze kodu. Który z dwóch wykresów zostanie zapisany w pliku mpg-plot.png? Dlaczego?
        ggplot(mpg, aes(x = class)) +

          geom_bar()

        ggplot(mpg, aes(x = cty, y = hwy)) +

          geom_point()

        ggsave("mpg-plot.png")

      


      	Co należy zmienić w tym kodzie, aby zapisać wykres w formacie PDF zamiast w formacie PNG? Jak można sprawdzić, jakie typy plików graficznych są obsługiwane przez funkcję ggsave()?

    


    Typowe problemy


    Gdy zaczniesz uruchamiać kod w języku R, prawdopodobnie napotkasz problemy. Nie przejmuj się — to zdarza się każdemu. Wszyscy piszemy kod w języku R od lat, ale każdego dnia zdarza nam się napisać fragment, który nie działa przy pierwszej próbie uruchomienia!


    Zacznij od dokładnego porównania kodu, który uruchamiasz, z kodem w książce. Język R jest niezwykle drobiazgowy, a źle umieszczony znak może wpłynąć na działanie kodu. Upewnij się, że każdy nawias ( jest dopasowany do nawiasu ), a każdy cudzysłów " ma parę w postaci drugiego cudzysłowu ". Czasami uruchomisz kod i nic się nie stanie. Sprawdź wtedy lewą stronę konsoli. Jeśli widzisz symbol +, oznacza to, że według języka R nie wpisałeś kompletnego wyrażenia, dlatego system czeka, aż je dokończysz. W takiej sytuacji zwykle łatwo jest zacząć pracę od nowa przez wciśnięcie klawisza Escape, aby przerwać przetwarzanie bieżącego polecenia.


    Jednym z częstych problemów podczas tworzenia grafiki za pomocą pakietu ggplot2 jest umieszczenie znaku + w niewłaściwym miejscu. Musi on znajdować się na końcu wiersza, a nie na jego początku. Innymi słowy, upewnij się, że przypadkowo nie napisałeś takiego kodu:

    ggplot(data = mpg)



    + geom_point(mapping = aes(x = displ, y = hwy))




    Jeśli nadal nie możesz zrobić postępów, spróbuj skorzystać z pomocy. Aby uzyskać pomoc na temat dowolnej funkcji języka R, uruchom polecenie ?nazwa_funkcji w konsoli lub zaznacz nazwę funkcji i wciśnij klawisz F1 w środowisku RStudio. Nie przejmuj się, jeśli pomoc nie wydaje się zbyt przydatna. Przejdź wtedy do przykładów i poszukaj kodu, który odpowiada zadaniu, jakie próbujesz wykonać.


    Jeśli to nie pomoże, uważnie przeczytaj komunikat o błędzie. Czasami znajdziesz w nim odpowiedź! Ale jeśli dopiero zaczynasz przygodę z językiem R, to nawet jeżeli odpowiedź znajduje się w komunikacie o błędzie, możesz jeszcze nie wiedzieć, jak ją zrozumieć. Innym świetnym narzędziem jest Google. Spróbuj wygooglować komunikat o błędzie, ponieważ jest wysoce prawdopodobne, że ktoś inny miał ten sam problem i uzyskał pomoc w internecie.


    Podsumowanie


    W tym rozdziale omówiliśmy podstawy wizualizowania danych za pomocą pakietu ggplot2. Zaczęliśmy od podstawowej idei działania tego pakietu — wizualizacja to odwzorowanie zmiennych z danych na właściwości estetyczne takie jak położenie, kolor, rozmiar czy kształt. Następnie pokazaliśmy, jak zwiększyć złożoność wykresu i poprawić jego wygląd przez dodawanie kolejnych warstw. Omówiliśmy również wykresy często używane do wizualizacji rozkładu pojedynczej zmiennej, a także opisaliśmy wizualizację relacji między dwiema zmiennymi lub większą ich liczbą z wykorzystaniem dodatkowych odwzorowań na właściwości estetyczne i/lub podziału wykresu na mniejsze części za pomocą fasetów.


    W tej książce wielokrotnie będziemy korzystać z wizualizacji. Tam, gdzie będzie to potrzebne, będziemy wprowadzać nowe techniki, a ponadto w rozdziałach od 9. do 11. zagłębimy się w tworzenie wizualizacji za pomocą pakietu ggplot2.


    Teraz, gdy znasz już podstawy wizualizacji, w następnym rozdziale zamierzamy nieco zmienić temat i przedstawić kilka praktycznych porad dotyczących przepływu pracy. W tej części książki przeplatamy porady dotyczące przepływu pracy z omawianiem narzędzi do danologii, ponieważ pomoże Ci to zachować porządek podczas pisania coraz większej ilości kodu w języku R.


    
      
        [1] Możesz wyeliminować ten komunikat i wymusić rozwiązywanie konfliktów na żądanie za pomocą pakietu conflicted, który staje się tym ważniejszy, im więcej pakietów wczytujesz. Więcej informacji na temat pakietu conflicted znajdziesz na jego stronie (https://oreil.ly/01bKz).

      


      
        [2] A.M. Horst, A.P. Hill i K.B. Gorman, palmerpenguins: Palmer Archipelago (Antarctica) penguin data, 2020, pakiet dla R, wersja 0.1.0, https://oreil.ly/ncwc5, doi: 10.5281/zenodo.3960218.

      


      
        [3] W tym miejscu słowo „formuła” oznacza konstrukcję tworzoną za pomocą znaku ~, a nie synonim słowa „równanie”.

      

    

  


  
    Rozdział 2.

    Przepływ pracy — podstawy


    Masz już pewne doświadczenie w uruchamianiu kodu w języku R. Nie przedstawiliśmy wielu szczegółów, ale z pewnością udało Ci się zrozumieć podstawy, ponieważ w przeciwnym razie wyrzuciłbyś tę książkę z frustracji! Irytacja jest naturalna, gdy zaczynasz programować w języku R, wymaga on bowiem tak drobiazgowego przestrzegania interpunkcji, że nawet jeden znak na niewłaściwym miejscu może prowadzić do wyświetlania komunikatów o błędach. Dlatego chociaż należy spodziewać się jakiegoś poziomu frustracji, pociesz się tym, że to doświadczenie jest typowe i tymczasowe. Przytrafia się każdemu, a jedynym sposobem na jego przezwyciężenie jest kontynuowanie prób.


    Zanim przejdziemy dalej, upewnij się, że masz solidne podstawy z zakresu uruchamiania kodu w języku R i że znasz niektóre z najbardziej pomocnych funkcji środowiska RStudio.


    Podstawy programowania


    Omówimy teraz kilka podstawowych zagadnień, które wcześniej pominęliśmy, by jak najszybciej rozpocząć tworzenie wykresów. Języka R możesz używać do wykonywania podstawowych obliczeń matematycznych:

    1 / 200 * 30



    #> [1] 0.15



    (59 + 73 + 2) / 3



    #> [1] 44.66667



    sin(pi / 2)



    #> [1] 1




    Nowe obiekty można tworzyć za pomocą operatora przypisania, <-:

    x <- 3 * 4




    Warto zauważyć, że wartość zmiennej x nie jest tu wyświetlana, lecz jedynie zapisywana. Jeśli chcesz zobaczyć wartość zmiennej x, wpisz x w konsoli.


    Możesz połączyć (ang. combine) kilka elementów w wektor za pomocą funkcji c():

    primes <- c(2, 3, 5, 7, 11, 13)




    Podstawowe operacje arytmetyczne wykonywane na wektorach są stosowane do każdego elementu danego wektora:

    primes * 2



    #> [1] 4 6 10 14 22 26



    primes - 1



    #> [1] 1 2 4 6 10 12




    Wszystkie instrukcje w języku R, w których tworzone są obiekty, czyli instrukcje przypisania, mają taką samą postać:

    nazwa_obiektu <- wartość




    Ten kod możesz czytać tak: „nazwa_obiektu przyjmuje wartość”.


    Będziesz wykonywać wiele przypisań, a wpisywanie sekwencji <- jest uciążliwe. Możesz zaoszczędzić czas dzięki skrótowi klawiaturowemu ze środowiska RStudio: Alt+– (znak minus). Zauważ, że RStudio automatycznie otacza sekwencję <- spacjami, co jest dobrą praktyką formatowania kodu. Kod nawet w dobry dzień może być trudny do odczytania, więcnieutrudniajsobieżycia i używaj spacji.


    Komentarze


    Język R ignoruje każdy tekst po znaku # w danym wierszu. Pozwala to pisać komentarze, czyli tekst, który jest ignorowany przez R, ale czytany przez ludzi. Czasami będziemy dołączać komentarze do przykładów, aby wyjaśnić, co dzieje się z kodem.


    Komentarze mogą być pomocne w krótkim opisie działania kodu:

    # Tworzy wektor liczb pierwszych



    primes <- c(2, 3, 5, 7, 11, 13)



    # Mnoży wektor primes przez 2



    primes * 2



    #> [1] 4 6 10 14 22 26




    W krótkich fragmentach kodu, takich jak ten, dodawanie komentarza dla każdego wiersza może nie być konieczne. Ale gdy kod jest bardziej skomplikowany, komentarze pomogą zaoszczędzić Tobie i Twoim współpracownikom wiele czasu marnowanego na zastanawianie się, jak działa dany fragment.


    Komentarze powinny odpowiadać na pytanie dlaczego? dotyczące kodu, a nie na pytania co? lub jak?. Co i jak w kodzie zawsze można zrozumieć dzięki uważnej lekturze kodu, nawet jeśli bywa to żmudne. Jeśli opiszesz każdy krok w komentarzach, a następnie zmienisz kod, będziesz musiał pamiętać o aktualizacji komentarzy, w przeciwnym razie będą mylące, gdy wrócisz do kodu w przyszłości.


    Ustalenie, dlaczego coś zostało zrobione, jest znacznie trudniejsze, a czasem nawet niemożliwe. Na przykład funkcja geom_smooth() ma argument o nazwie span, który kontroluje gładkość krzywej, przy czym większe wartości dają gładszą krzywą. Załóżmy, że zdecydujesz się zmienić wartość argumentu span z domyślnej 0,75 na 0,9. Przyszły czytelnik z łatwością zrozumie, co się dzieje, ale jeśli nie zapiszesz swoich przemyśleń w komentarzu, nikt nie zrozumie, dlaczego wartość domyślna została zastąpiona inną.


    W kodzie do analizy danych używaj komentarzy, aby wyjaśnić ogólny plan działań. Zapisuj też ważne wnioski, gdy je uzyskasz. Nie ma sposobu na odtworzenie tej wiedzy na podstawie samego kodu.


    Co zawiera nazwa?


    Nazwy obiektów muszą zaczynać się od litery i mogą zawierać tylko litery, cyfry oraz znaki _ i .. Warto dążyć do tego, aby nazwy obiektów były opisowe, musisz więc przyjąć konwencję dla nazw obejmujących wiele słów. Zalecamy stosowanie notacji snake_case, w której słowa są pisane małymi literami i oddzielane znakiem _.

    ja_stosuje_notacje_snake_case



    inneOsobyStosujaNotacjeCamelCase



    jeszcze.inne.stosuja.kropki



    A_nieliczni.Stosuja_notacjeRENOUNCE




    Do nazw wrócimy w rozdziale 4. w kontekście omawiania stylu kodu.


    Sprawdzić zawartość obiektu można przez wpisanie jego nazwy:

    x



    #> [1] 12




    Wykonaj następne przypisanie:

    to_naprawde_dluga_nazwa <- 2.5




    Aby sprawdzić zawartość tego obiektu, wypróbuj funkcję uzupełniania dostępną w środowisku RStudio. Wpisz to, naciśnij Tab, dodawaj znaki, aż uzyskasz unikatowy przedrostek, a następnie naciśnij Enter. Załóżmy, że popełniłeś błąd i wartość obiektu to_naprawde_dluga_nazwa powinna wynosić 3,5, a nie 2,5. Możesz użyć innego skrótu klawiaturowego, aby wprowadzić poprawkę. Możesz nacisnąć ↑, by wyświetlić ostatnio wpisane polecenie i je zmodyfikować. Możesz też wpisać to, a następnie nacisnąć kombinację Cmd/Ctrl+↑, aby wyświetlić listę wszystkich wpisanych poleceń zaczynających się od tych liter. Użyj klawiszy strzałek do nawigacji, a następnie naciśnij Enter, aby ponownie wpisać polecenie. Zmień 2,5 na 3,5 i uruchom kod ponownie.


    Wykonaj jeszcze jedno przypisanie:

    r_rocks <- 2^3




    Spróbuj sprawdzić zawartość tego obiektu:

    r_rock



    #> Error: object 'r_rock' not found



    R_rocks



    #> Error: object 'R_rocks' not found




    Ilustruje to domniemaną umowę między Tobą a językiem R: R wykonuje za Ciebie żmudne obliczenia, ale w zamian musisz bardzo precyzyjnie zapisywać instrukcje.


    Jeśli nie, prawdopodobnie pojawi się błąd informujący, że szukany obiekt nie został znaleziony. Literówki mają znaczenie. R nie potrafi czytać w myślach i stwierdzić: „Och, prawdopodobnie mieli na myśli r_rocks, kiedy wpisali r_rock”. Także wielkość liter jest istotna. R nie potrafi czytać w myślach i powiedzieć: „Och, prawdopodobnie mieli na myśli r_rocks, kiedy wpisali R_rocks”.


    Wywoływanie funkcji


    R udostępnia dużą kolekcję wbudowanych funkcji, które są wywoływane w następujący sposób:

    nazwa_funkcji(argument1 = wartość1, argument2 = wartość2, ...)




    Spróbuj użyć funkcji seq(), która tworzy sekwencje (ang. sequences) liczb, a przy okazji poznasz więcej przydatnych mechanizmów środowiska RStudio. Wpisz se i naciśnij klawisz Tab. W okienku pojawią się możliwe uzupełnienia. Wybierz seq(). W tym celu wpisz kolejny znak (q), aby ujednoznacznić wybór, lub użyj strzałek ↑/↓, by wskazać szukaną funkcję. Zwróć uwagę na wyskakującą podpowiedź, która przypomina argumenty i przeznaczenie funkcji. Jeśli chcesz otrzymać więcej pomocnych informacji, naciśnij F1, a zobaczysz wszystkie szczegóły w panelu pomocy w prawym dolnym rogu.


    Po wybraniu żądanej funkcji ponownie naciśnij klawisz Tab. RStudio doda odpowiednie nawiasy — otwierający ( i zamykający ). Wpisz nazwę pierwszego argumentu, from, i ustaw jego wartość na 1. Następnie wpisz nazwę drugiego argumentu, to, i ustaw jego wartość na 10. Na koniec naciśnij Enter.

    seq(from = 1, to = 10)



    #> [1] 1 2 3 4 5 6 7 8 9 10




    Nazwy kilku pierwszych argumentów w wywołaniach funkcji często są pomijane, możesz więc przepisać ten kod w następujący sposób:

    seq(1, 10)



    #> [1] 1 2 3 4 5 6 7 8 9 10




    Wpisz poniższy kod i zauważ, że RStudio zapewnia podobną pomoc w przypadku par cudzysłowów:

    x <- "Witaj, świecie!"




    Cudzysłowy i nawiasy muszą zawsze występować w parach. RStudio próbuje w tym pomóc, ale i tak możliwe jest popełnienie błędu i niedopasowanie tych znaków. W takiej sytuacji R wyświetla znak kontynuacji, +:

    > x <- "Witaj



    +




    Symbol + jest informacją, że R czeka na dodatkowe dane wejściowe, ponieważ wykrył, iż instrukcja nie została jeszcze ukończona. Zwykle oznacza to, że brakuje znaku " lub ). Dodaj brakujący znak lub naciśnij Esc, aby przerwać wyrażenie i spróbować ponownie. Zwróć uwagę, że zakładka Environment w prawym górnym panelu wyświetla wszystkie utworzone obiekty (rysunek 2.1).


    [image: Obraz]


    Rysunek 2.1. W zakładce Environment znajdziesz wszystkie utworzone obiekty


    Ćwiczenia


    
      	Dlaczego ten kod nie działa?
        my_variable <- 10

        my_varıable

        #> Error in eval(expr, envir, enclos): object 'my_varıable' not found


        Przyjrzyj się uważnie! Może się to wydawać bezsensownym ćwiczeniem, ale trening mózgu w zauważaniu nawet najmniejszych różnic da efekty podczas programowania.

      


      	Zmodyfikuj każdą z poniższych instrukcji w języku R, aby działały poprawnie:
        libary(todyverse)

        ggplot(dTA = mpg) +

          geom_point(maping = aes(x = displ y = hwy)) +

          geom_smooth(method = "lm)

      


      	Wciśnij kombinację Option+Shift+K lub Alt+Shift+K. Co się stało? Jak możesz dotrzeć w to samo miejsce za pomocą menu?


      	Wróć do ćwiczenia z podrozdziału „Zapisywanie wykresów” z rozdziału 1. Uruchom poniższe wiersze kodu. Który z tych dwóch wykresów zostanie zapisany w pliku mpg-plot.png? Dlaczego?
        my_bar_plot <- ggplot(mpg, aes(x = class)) +

          geom_bar()

        my_scatter_plot <- ggplot(mpg, aes(x = cty, y = hwy)) +

          geom_point()

        ggsave(filename = "mpg-plot.png", plot = my_bar_plot)

      

    


    Podsumowanie


    Teraz, gdy wiesz już więcej o tym, jak działa kod w języku R, i znasz kilka wskazówek, które pomogą Ci zrozumieć kod, kiedy wrócisz do niego w przyszłości, w następnym rozdziale będziemy kontynuować podróż po danologii. Omówimy tam dplyr, pakiet z zestawu tidyverse pomagający przekształcać dane niezależnie od tego, czy chodzi o wybieranie istotnych zmiennych, filtrowanie interesujących wierszy czy obliczanie statystyk podsumowujących.

  


  
    Rozdział 3.

    Przekształcanie danych


    Wprowadzenie


    Wizualizacja jest ważnym narzędziem do generowania wniosków, ale rzadko się zdarza, że otrzymujesz dane w dokładnie takiej formie, jakiej potrzebujesz, aby utworzyć potrzebny wykres. Często trzeba wygenerować nowe zmienne lub podsumowania, aby odpowiedzieć na pytania dotyczące danych. W innych sytuacjach wystarczy zmienić nazwy zmiennych lub kolejność obserwacji, aby ułatwić sobie pracę z danymi. Z tego rozdziału dowiesz się, jak zrobić to wszystko (i nie tylko!). Jest to wprowadzenie w przekształcanie danych przy użyciu pakietu dplyr i nowego zbioru danych dotyczącego lotów z Nowego Jorku w 2013 r.


    Celem tego rozdziału jest przedstawienie przeglądu wszystkich kluczowych narzędzi do przekształcania ramek danych. Zaczniemy od funkcji, które działają na wierszach, następnie przejdziemy do funkcji operujących na kolumnach ramki danych, po czym wrócimy do omawiania potoku, który jest ważnym narzędziem służącym do łączenia operacji. Dalej opiszemy możliwość pracy z grupami. Rozdział zakończymy studium przypadku, w którym zaprezentujemy stosowanie tych funkcji w praktyce. Bardziej szczegółowy opis funkcji znajdziesz w dalszych rozdziałach, gdzie omawiamy określone typy danych (na przykład liczby, ciągi i daty).


    Wymagania wstępne


    W tym rozdziale skupimy się na pakiecie dplyr, kolejnym podstawowym elemencie zestawu tidyverse. Najważniejsze zagadnienia ilustrujemy z wykorzystaniem danych z pakietu nycflights13. Użyjemy też pakietu ggplot2, który pomoże zrozumieć dane.

    library(nycflights13)



    library(tidyverse)



    #> ── Attaching core tidyverse packages ───────────────────── tidyverse 2.0.0 ──



    #> ✔ dplyr 1.1.0.9000    ✔ readr 2.1.4



    #> ✔ forcats 1.0.0       ✔ stringr 1.5.0



    #> ✔ ggplot2 3.4.1       ✔ tibble 3.1.8



    #> ✔ lubridate 1.9.2     ✔ tidyr 1.3.0



    #> ✔ purrr 1.0.1



    #> ── Conflicts ─────────────────────────────────────── tidyverse_conflicts() ──



    #> ✖ dplyr::filter() masks stats::filter()



    #> ✖ dplyr::lag() masks stats::lag()



    #> ℹ Use the conflicted package (<http://conflicted.r-lib.org/>) to force all



    #>    conflicts to become errors




    Zwróć uwagę na komunikat o konflikcie wyświetlany podczas wczytywania biblioteki tidyverse. Informuje on, że pakiet dplyr zastępuje niektóre funkcje z podstawowego języka R. Jeśli chcesz używać bazowej wersji tych funkcji po wczytaniu pakietu dplyr, musisz podawać pełne nazwy, na przykład stats::filter() i stats::lag(). Do tej pory przeważnie ignorowaliśmy, z którego pakietu pochodzi dana funkcja, ponieważ w większości sytuacji nie ma to znaczenia. Jednak wiedza, z którego pakietu pochodzi dana funkcja, może ułatwić znalezienie pomocy, a także powiązanych funkcji. Gdy więc trzeba precyzyjnie określić, z którego pakietu pochodzi funkcja, używaj składni z języka R: nazwapakietu::nazwafunkcji().


    nycflights13


    Aby poznać podstawowe operacje z pakietu dplyr, użyjesz zbioru danych nycflights13::flights. Ten zbiór obejmuje wszystkich 336 776 lotów z Nowego Jorku z 2013 r. Dane pochodzą z amerykańskiego Biura Statystyki Transportu (US Bureau of Transportation Statistics), a ich dokumentację uzyskasz za pomocą instrukcji ?flights.

    flights



    #> # A tibble: 336,776 × 19



    #>   year  month day   dep_time sched_dep_time dep_delay arr_time sched_arr_time



    #>   <int> <int> <int> <int>    <int>          <dbl>     <int>    <int>



    #> 1 2013  1     1     517      515            2         830      819



    #> 2 2013  1     1     533      529            4         850      830



    #> 3 2013  1     1     542      540            2         923      850



    #> 4 2013  1     1     544      545            -1        1004     1022



    #> 5 2013  1     1     554      600            -6        812      837



    #> 6 2013  1     1     554      558            -4        740      728



    #> # … with 336,770 more rows, and 11 more variables: arr_delay <dbl>,



    #> # carrier <chr>, flight <int>, tailnum <chr>, origin <chr>, dest <chr>, …




    flights to ramka tibble. Jest to specjalny typ ramki danych używany w pakiecie tidyverse w celu uniknięcia niektórych typowych błędów. Najważniejszą różnicą między ramkami tibble a zwykłymi ramkami danych jest sposób wyświetlania. Ramki tibble są przeznaczone dla dużych zbiorów danych, więc wyświetlanych jest tylko kilka pierwszych wierszy i tylko te kolumny, które mieszczą się na jednym ekranie. Istnieje kilka opcji, które umożliwiają wyświetlenie wszystkich danych. Jeśli korzystasz ze środowiska RStudio, najwygodniejszym rozwiązaniem jest prawdopodobnie użycie instrukcji View(flights), która powoduje otwarcie interaktywnego widoku z możliwością przewijania i filtrowania. Inna możliwość to zastosowanie wywołania print(flights, width = Inf), aby wyświetlić wszystkie kolumny, lub użycie instrukcji glimpse():

    glimpse(flights)



    #> Rows: 336,776



    #> Columns: 19



    #> $ year           <int> 2013, 2013, 2013, 2013, 2013, 2013, 2013, 2013, 2013…



    #> $ month          <int> 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1…



    #> $ day            <int> 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1…



    #> $ dep_time       <int> 517, 533, 542, 544, 554, 554, 555, 557, 557, 558, 55…



    #> $ sched_dep_time <int> 515, 529, 540, 545, 600, 558, 600, 600, 600, 600, 60…



    #> $ dep_delay      <dbl> 2, 4, 2, -1, -6, -4, -5, -3, -3, -2, -2, -2, -2, -2,…



    #> $ arr_time       <int> 830, 850, 923, 1004, 812, 740, 913, 709, 838, 753, 8…



    #> $ sched_arr_time <int> 819, 830, 850, 1022, 837, 728, 854, 723, 846, 745, 8…



    #> $ arr_delay      <dbl> 11, 20, 33, -18, -25, 12, 19, -14, -8, 8, -2, -3, 7,…



    #> $ carrier        <chr> "UA", "UA", "AA", "B6", "DL", "UA", "B6", "EV", "B6"…



    #> $ flight         <int> 1545, 1714, 1141, 725, 461, 1696, 507, 5708, 79, 301…



    #> $ tailnum        <chr> "N14228", "N24211", "N619AA", "N804JB", "N668DN", "N…



    #> $ origin         <chr> "EWR", "LGA", "JFK", "JFK", "LGA", "EWR", "EWR", "LG…



    #> $ dest           <chr> "IAH", "IAH", "MIA", "BQN", "ATL", "ORD", "FLL", "IA…



    #> $ air_time       <dbl> 227, 227, 160, 183, 116, 150, 158, 53, 140, 138, 149…



    #> $ distance       <dbl> 1400, 1416, 1089, 1576, 762, 719, 1065, 229, 944, 73…



    #> $ hour           <dbl> 5, 5, 5, 5, 6, 5, 6, 6, 6, 6, 6, 6, 6, 6, 6, 5, 6, 6…



    #> $ minute         <dbl> 15, 29, 40, 45, 0, 58, 0, 0, 0, 0, 0, 0, 0, 0, 0, 59…



    #> $ time_hour      <dttm> 2013-01-01 05:00:00, 2013-01-01 05:00:00, 2013-01-0…




    W obu widokach po nazwach zmiennych znajdują się skróty określające typ każdej zmiennej. <int> to skrót od integer (liczba całkowita), <dbl> to skrót od double (liczba rzeczywista), <chr> to character (łańcuch znaków), a <dttm> to date-time (data-czas). Typy danych są ważne, ponieważ operacje, jakie można wykonać na kolumnie, zależą w dużej mierze od jej typu.


    Podstawy pakietu dplyr


    Za chwilę poznasz podstawowe operacje (funkcje) pakietu dplyr, które pozwolą Ci wykonać większość zadań związanych z operowaniem danymi. Zanim jednak omówimy różnice między poszczególnymi operacjami, warto wyjaśnić, co je łączy:


    
      	Pierwszym argumentem jest zawsze ramka danych.


      	Kolejne argumenty zazwyczaj opisują, na których kolumnach należy operować. Są do tego używane nazwy zmiennych (bez cudzysłowów).


      	Wynikiem jest zawsze nowa ramka danych.

    


    Ponieważ każda operacja odpowiada za poprawne wykonywanie jednego zadania, rozwiązywanie złożonych problemów zazwyczaj wymaga połączenia wielu operacji. Służy do tego potok, |>. Więcej na temat potoku dowiesz się z podrozdziału „Potok”, ale w skrócie można napisać, że potok przyjmuje dane podane po lewej stronie i przekazuje je do funkcji podanej po prawej stronie. Na przykład x |> f(y) jest odpowiednikiem wywołania f(x, y), a x |> f(y) |> g(z) to odpowiednik wywołania g(f(x, y), z). Najłatwiejszym sposobem czytania znaku potoku jest użycie słowa „następnie”. Umożliwia to zrozumienie poniższego kodu, nawet jeśli nie znasz jeszcze szczegółów jego działania:

    flights |>



      filter(dest == "IAH") |>



      group_by(year, month, day) |>



      summarize(



        arr_delay = mean(arr_delay, na.rm = TRUE)



      )




    Operacje pakietu dplyr są podzielone na cztery grupy na podstawie tego, czego dotyczą: wierszy, kolumn, grup i tabel. W kolejnych punktach poznasz najważniejsze operacje dla wierszy, kolumn i grup. Później, w rozdziale 19., wrócimy do operacji łączenia, które działają na tabelach. Pora zaczynać!


    Wiersze


    Najważniejszymi operacjami działającymi na wierszach zbioru danych są filter(), która filtruje wiersze bez zmiany ich kolejności, oraz arrange(), która zmienia kolejność wierszy bez ich filtrowania. Obie te funkcje wpływają tylko na wiersze (kolumny pozostają niezmienione). Omówimy również funkcję distinct(), która wyszukuje wiersze z unikatowymi wartościami, ale 
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