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    Wstęp


    Analiza danych jest ekscytującą dyscypliną, która umożliwia zrozumienie pewnych zjawisk, uzyskanie wglądu i wiedzy na podstawie surowych danych. Celem książki Język R. Kompletny zestaw narzędzi dla analityków danych jest ułatwienie nauki najważniejszych narzędzi dostępnych w R, za pomocą których można analizować dane. Po przeczytaniu tej książki będziesz dysponować narzędziami wykorzystującymi najlepsze cechy języka R, które umożliwią podjęcie różnorodnych wyzwań związanych z analizą danych.


    Czego się nauczysz


    Analiza danych jest niesłychanie obszernym zagadnieniem, którego z pewnością nie opanujesz w całości po przeczytaniu jednej książki. Niniejsza książka wyposaży Cię w solidne podstawy korzystania z najważniejszych narzędzi. Nasz model narzędzi wymaganych w typowym projekcie analizy danych będzie wyglądał podobnie do przedstawionego na rysunku.
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    Najpierw musimy zaimportować swoje dane do środowiska R. Zwykle polega to na pobraniu danych przechowywanych w pliku, bazie danych lub w API sieci Web i wczytaniu ich do ramki danych R. Jeśli nie wczytamy swoich danych do środowiska R, nie będziemy mogli ich przeanalizować!


    Po zaimportowaniu danych warto je oczyścić. Czyszczenie danych polega na zapisaniu ich w spójnej postaci, która dopasowuje semantykę zbioru danych do sposobu jego przechowywania. W skrócie: jeśli dane są czyste, każda kolumna jest zmienną, a każdy wiersz jest obserwacją. Czyste dane są bardzo ważne, ponieważ nie musimy się zmagać z uzyskaniem poprawnego formatu danych zwracanych przez różne funkcje i możemy się skoncentrować na szukaniu odpowiedzi na pytania związane z danymi.


    Po oczyszczeniu danych zwykle poddajemy je przekształceniom. Przekształcenia obejmują: zawężanie zbioru danych do interesujących nas informacji (na przykład do wszystkich ludzi w jednym mieście lub wszystkich danych z poprzedniego roku), tworzenie nowych zmiennych będących funkcjami istniejących zmiennych (na przykład obliczanie przyspieszenia na podstawie szybkości i czasu) oraz obliczanie zestawu statystyk sumarycznych (na przykład liczności lub średnich). Czyszczenie i przekształcanie danych określamy wspólną nazwą wrangling (z ang. mozolić się z czymś), ponieważ uzyskanie danych w formacie wygodnym do pracy często przypomina prawdziwą walkę!


    Po uzyskaniu czystych danych zawierających potrzebne zmienne można skorzystać z dwóch głównych technik generowania wiedzy: wizualizacji i modelowania. Techniki te wzajemnie się uzupełniają, dlatego w porządnej analizie korzystamy z nich na przemian.


    Konieczność wizualizacji zasadniczo wynika z możliwości ludzkiej percepcji. Dobra wizualizacja umożliwia wyciąganie nieoczekiwanych wniosków, a także inicjuje stawianie nowych pytań o dane. Na podstawie dobrej wizualizacji możemy też zauważyć, że zadaliśmy niewłaściwe pytanie lub że musimy zebrać inne dane. Wizualizacja może nas zaskoczyć, ale ze względu na konieczność ludzkiej interpretacji nie jest zbyt elastyczna.


    Wizualizację uzupełniają modele. Po postawieniu wystarczająco precyzyjnych pytań możemy poszukać odpowiedzi za pomocą modelu. Modele są przede wszystkim narzędziem matematycznym, dlatego zwykle dość dobrze się skalują. Nawet jeśli trudno nam uzyskać skalowalny model, zwykle taniej jest kupić więcej komputerów niż mózgów! Jednak każdy model generuje przypuszczenia i ze swojej natury nie może zakwestionować swoich własnych przypuszczeń. Oznacza to, że model nie może nas zaskoczyć.


    Ostatnim etapem w analizie danych jest komunikacja, będąca absolutnie krytyczną częścią dowolnego projektu analizy danych. Jeśli nie potrafisz poinformować o swoich wynikach innych, wiedza na temat danych uzyskana za pomocą modeli i wizualizacji nie ma większego znaczenia.


    Te wszystkie narzędzia funkcjonują w otoczeniu programowania. Programowanie jest kompleksowym narzędziem, z którego korzystamy w każdej części projektu. Nie musisz być doskonałym programistą, aby zostać analitykiem danych. Jednak nauka programowania opłaci się, ponieważ umożliwi automatyzację typowych zadań i ułatwi rozwiązywanie nowych problemów.


    Ze wspomnianych narzędzi będziesz korzystać we wszystkich projektach związanych z analizą danych, ale w przypadku większości projektów są one niewystarczające. Mamy tu do czynienia z regułą 80 – 20; 80% zadań związanych z każdym projektem można rozwiązać za pomocą narzędzi, które poznasz w tej książce. Jednak do rozwiązania pozostałych 20% problemów będziesz potrzebować innych narzędzi. W tej książce wskażemy zasoby zawierające więcej informacji.


    Organizacja książki


    Wcześniejszy opis narzędzi wykorzystywanych w analizie danych został uporządkowany mniej więcej zgodnie z kolejnością, w jakiej będziesz z nich korzystać (chociaż oczywiście będziesz do nich wielokrotnie powracać). Jednak nasze doświadczenie podpowiada nam, że nie jest to najlepszy sposób ich poznawania:


    
      	Rozpoczynanie od pobierania i przetwarzania danych nie jest optymalne, ponieważ 80% czasu zajmują rutynowe i nudne czynności, a pozostałe 20% czasu spędza się na dziwnych i frustrujących zadaniach. Jest to zły sposób na naukę nowego zagadnienia! Zamiast tego zaczniemy od wizualizacji i przekształceń danych, które zostały już zaimportowane i oczyszczone. Dzięki temu, gdy zdobędziesz własne dane i zabierzesz się za ich wczytywanie i oczyszczanie, będziesz nadal zmotywowany, wiedząc, że wysiłek się opłaci.


      	Niektóre zagadnienia najlepiej wyjaśnia się, korzystając z innych narzędzi. Na przykład uważamy, że łatwiej zrozumieć działanie modeli, jeśli już znamy zagadnienia wizualizacji, oczyszczania danych i programowania.


      	Narzędzia programistyczne same w sobie nie są zbyt ciekawe, ale umożliwiają rozwiązywanie dość trudnych problemów. W połowie książki zaprezentujemy wybór narzędzi programistycznych, a następnie pokażemy, jak je wykorzystać wspólnie z narzędziami do analizy danych, aby pozbyć się ciekawych problemów związanych z modelowaniem.

    


    We wszystkich rozdziałach próbujemy trzymać się podobnego wzorca: zaczynamy od kilku ciekawych przykładów pozwalających szerzej spojrzeć na problem, a następnie zagłębiamy się w szczegóły. Każdy podrozdział książki zawiera ćwiczenia, które ułatwiają utrwalenie poznanych zagadnień. Nawet jeśli uważasz, że możesz je pominąć, pamiętaj, że nie ma lepszego sposobu na naukę niż ćwiczenie na podstawie rzeczywistych problemów.


    Czego się nie nauczysz


    Niniejsza książka nie porusza pewnych ważnych zagadnień. Uważamy, że należy się skoncentrować na podstawach, które umożliwią Ci możliwie jak najszybsze rozpoczęcie pracy. Z tego względu książka nie może omawiać wszystkich ważnych zagadnień.


    Big Data


    Ta książka z dumą koncentruje się na małych zbiorach danych przechowywanych w pamięci komputera. Jest to świetne na początek, ponieważ nie musisz się zmagać z wielkimi zbiorami danych, chyba że masz już doświadczenie w przetwarzaniu małych zbiorów danych. Narzędzia, które poznasz w tej książce, z łatwością obsłużą setki megabajtów danych i z niewielką pomocą możesz zwykle przetwarzać dane zajmujące nawet 1 – 2 GB. Jeśli zwykle pracujesz nad danymi zajmującymi więcej miejsca (czyli około 10 – 100 GB), powinieneś wówczas pogłębić swoją wiedzę na temat struktury data.table (http://bit.ly/Rdatatable). W tej książce jej nie omawiamy, ponieważ charakteryzuje się ona bardzo zwięzłym interfejsem, który utrudnia jej naukę, oferując mniej lingwistycznych wskazówek. Ale jeśli analizujesz ogromne zbiory danych, korzyści wynikające z wydajności tego typu danych przewyższą dodatkowy wysiłek poświęcony na naukę jej obsługi.


    Jeśli przetwarzasz jeszcze większe zbiory danych, zastanów się, czy Twój problem dotyczący wielkich zbiorów danych nie jest rzeczywistości ukrytym problemem związanym z małym zbiorem danych. Chociaż cały zbiór jest duży, zwykle odpowiedź na konkretne pytanie można znaleźć na podstawie niewielkiej ilości danych. Być może zdołasz znaleźć podzbiór danych, mniejszą próbkę lub wartość sumaryczną, która zmieści się w pamięci i umożliwi znalezienie odpowiedzi na nurtujące Cię pytanie. Wyzwanie polega na znalezieniu odpowiednio małych danych, co zwykle wymaga mnóstwa iteracji.


    Czasem problem z wielkimi zbiorami danych w rzeczywistości okazuje się wielką liczbą problemów związanych z małymi zbiorami danych. Każdy osobny problem mógłby się zmieścić w pamięci, ale miliony problemów już nie. Na przykład możemy dopasować model do każdej osoby uwzględnionej w zbiorze danych. Problem ten byłby trywialny, gdyby dotyczył tylko 10 lub 100 osób, ale dysponujemy danymi dotyczącymi miliona osób. Na szczęście każdy problem jest niezależny od innych (konfiguracja, która jest czasem nazywana żenująco „równoległą”), dlatego potrzebujemy jedynie systemu (takiego jak Hadoop lub Spark), który umożliwia wysłanie różnych zbiorów danych do różnych komputerów w celu ich przetworzenia. Gdy opracujesz sposób uzyskania odpowiedzi na pytanie dla jednego podzbioru za pomocą narzędzi opisanych w tej książce, możesz skorzystać z innych narzędzi, takich jak sparklyr, rhipe i ddr, które umożliwiają rozwiązanie problemu dla całego zbioru danych.


    Python, Julia i Friends


    Z tej książki nie dowiesz się niczego o językach Python, Julia ani żadnych innych, które są wykorzystywane w analizie danych. Nie wynika to z naszej złej opinii o tych językach; w rzeczywistości są całkiem dobre! W praktyce większość zespołów zajmujących się analizą danych używa kilku języków, zwykle jest to co najmniej R i Python.


    Uważamy jednak, że w danym czasie najlepiej jest opanować jedno narzędzie. Postępy pojawią się szybciej, jeśli zagłębisz się w jedno zagadnienie, zamiast powierzchownie poznawać wiele różnych tematów. Nie oznacza to, że powinieneś znać tylko jedną rzecz, ale chcemy podkreślić, że ogólnie nauka przebiega szybciej, jeśli skoncentrujesz się w danym czasie tylko na jednej rzeczy. W trakcie swojej kariery powinieneś starać się uczyć nowych rzeczy, ale zanim zaczniesz poznawać nowe, ciekawe zagadnienia, upewnij się, że solidnie opanowałeś pewien obszar wiedzy.


    Uważamy, że R jest świetnym językiem na początku przygody z analizą danych, ponieważ jego środowisko zostało opracowane od podstaw z myślą o wsparciu tego obszaru nauki. R jest nie tylko językiem programowania, ale jest także interaktywnym środowiskiem dla analizy danych. W celu zapewnienia wsparcia dla interakcji R jest znacznie bardziej elastyczny niż wiele podobnych języków. Elastyczność wiąże się z pewnymi minusami, ale wielką zaletą jest łatwość tworzenia gramatyk dostosowanych do specyficznych elementów procesu analizy danych. Te minijęzyki ułatwiają myślenie o problemach z punktu widzenia analityka danych, a jednocześnie zapewniają płynną interakcję między Twoim mózgiem a komputerem.


    Dane nietabelaryczne


    Ta książka koncentruje się wyłącznie na danych tabelarycznych, czyli na kolekcjach wartości, które są powiązane ze zmienną i obserwacją. Istnieje wiele zbiorów danych, które w naturalny sposób nie pasują do tego paradygmatu: włącznie z obrazami, dźwiękami, drzewami i tekstem. Tabelaryczne ramki danych są jednak niesłychanie popularne w nauce i przemyśle, dlatego uważamy, że są świetne na początku przygody z analizą danych.


    Potwierdzanie hipotez


    Analizę danych można podzielić na dwie grupy: generowanie hipotez i potwierdzanie hipotez (czasem zwane badaniami potwierdzającymi). Ta książka koncentruje się na generowaniu hipotez, czyli na eksploracji danych. Zaglądamy głęboko w dane i w połączeniu ze znajomością tematyki generujemy wiele zajmujących hipotez, które ułatwią wyjaśnienie, dlaczego dane zachowują się w określony sposób. Hipotezę weryfikujemy nieformalnie, korzystając z własnego sceptycyzmu, aby przeanalizować dane na wiele sposobów.


    Odwrotnością generowania hipotez jest potwierdzanie hipotez. Potwierdzanie hipotez jest trudne z dwóch powodów:


    
      	Aby wygenerować możliwe do podważenia hipotezy, potrzebujemy precyzyjnego modelu matematycznego. To zwykle wymaga wyrafinowanych narzędzi statystycznych.


      	Aby potwierdzić hipotezę, danej obserwacji możemy użyć tylko raz. Gdy użyjemy jej kilka razy, powrócimy do badań eksploracyjnych. Oznacza to, że potwierdzanie hipotez wymaga „wstępnej rejestracji” (wcześniejszego zapisania) planu analizy i trzymania się go, nawet jeśli widzieliśmy dane. W części IV poznasz pewne strategie, które to ułatwiają.

    


    Często uważa się, że modelowanie jest narzędziem wykorzystywanym w potwierdzaniu hipotez, a wizualizacja jest narzędziem do ich generowania. Jest to jednak fałszywa dychotomia: modele są zwykle używane do eksploracji, a niewielkim wysiłkiem można wykorzystać wizualizację do celów potwierdzających. Kluczowa różnica polega na tym, jak często zajmujemy się poszczególnymi obserwacjami: jeśli tylko jeden raz, jest to proces potwierdzania, a jeśli więcej razy — mamy do czynienia z eksploracją.


    Wymagania wstępne


    Sformułowaliśmy kilka założeń dotyczących tego, co powinieneś już wiedzieć, aby odnieść jak największe korzyści z tej książki. Ogólnie rzecz biorąc, nie powinieneś mieć problemów z obliczeniami matematycznymi. Przyda się też pewne doświadczenie programistyczne. Jeśli nigdy wcześniej nie programowałeś, polecam uzupełnienie swojej wiedzy za pomocą książki Hands-On Programming with R autorstwa Garretta.


    Aby uruchomić kod omawiany w tej książce, musisz zainstalować język R, program RStudio, zestaw pakietów R zwanych tidyverse oraz nieco innych pakietów. Pakiety są podstawowymi jednostkami odtwarzalnego kodu R. Obejmują gotowe do ponownego użycia funkcje, dokumentację opisującą sposób ich użycia oraz próbki danych.


    R


    Aby pobrać R, przejdź do sieci CRAN, czyli kompletnej sieci archiwów R (ang. comprehensive R archive network). CRAN składa się ze zbioru serwerów lustrzanych, rozproszonych po całym świecie, i służy do dystrybucji języka R oraz jego pakietów. Nie musisz wybierać serwera znajdującego się blisko Twojej lokalizacji. Zamiast tego użyj wersji serwera w chmurze, https://cloud.r-project.org, który automatycznie wybierze odpowiedni serwer lustrzany.


    Nowe główne wersje R są publikowane raz w roku, a dodatkowe dwa – trzy razy w roku. Warto regularnie uaktualniać środowisko. Aktualizacje mogą być nieco kłopotliwe, szczególnie w przypadku głównych wersji, które wymagają przeinstalowania wszystkich pakietów, ale odkładanie ich na później może tylko pogorszyć sprawę.


    RStudio


    RStudio jest zintegrowanym środowiskiem deweloperskim służącym do programowania w języku R. Można je pobrać ze strony http://www.rstudio.com/download. Program RStudio jest aktualizowany kilka razy w roku. Gdy zostanie opublikowana nowa wersja, RStudio wyświetli stosowny komunikat. Warto dokonywać regularnych aktualizacji, aby móc korzystać z najnowszych i najlepszych funkcji programu. W tej książce używamy RStudio w wersji 1.0.0.


    Po uruchomieniu programu ujrzysz dwa kluczowe regiony interfejsu:
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    Na tym etapie musisz tylko wiedzieć, że kod R wpisuje się w konsoli, a po naciśnięciu Enter kod zostanie uruchomiony. Więcej dowiesz się w miarę postępów pracy z książką!


    Tidyverse


    Będziesz też musiał zainstalować pewne pakiety R. Pakiet R jest kolekcją funkcji, danych i dokumentacji, która rozszerza możliwości bazowego R. Użycie pakietów jest kluczowe do udanego wykorzystywania R. Większość pakietów, które poznasz w tej książce, wchodzi w skład tidyverse. Pakiety zawarte w tidyverse zostały opracowane na podstawie tej samej filozofii danych i programowania w R, a ponadto zostały zaprojektowane do płynnej współpracy między sobą.


    Kompletny pakiet tidyverse można zainstalować za pomocą jednego wiersza kodu:


    
      install.packages("tidyverse")

    


    Wpisz ten wiersz kodu w konsoli na swoim komputerze i naciśnij Enter, aby go uruchomić. R pobierze pakiety z sieci CRAN i zainstaluje je na komputerze. Jeśli podczas instalacji wystąpią problemy, upewnij się, że masz połączenie z internetem i że strona https://cloud.r-project.org/ nie jest zablokowana przez firewall lub proxy.


    Dopóki nie wczytasz pakietu za pomocą funkcji library(), nie będziesz mógł korzystać z funkcji, obiektów ani z plików pomocy dostępnych w pakiecie. Po zainstalowaniu pakietu możesz go wczytać, korzystając z funkcji library():


    
      library(tidyverse)

    


    
      #> Loading tidyverse: ggplot2

    


    
      #> Loading tidyverse: tibble

    


    
      #> Loading tidyverse: tidyr

    


    
      #> Loading tidyverse: readr

    


    
      #> Loading tidyverse: purrr

    


    
      #> Loading tidyverse: dplyr

    


    
      #> Conflicts with tidy packages --------------------------------

    


    
      #> filter(): dplyr, stats

    


    
      #> lag(): dplyr, stats

    


    Powyżej widoczne są komunikaty informujące, że tidyverse wczytuje pakiety ggplot2, tibble, tidyr, readr, purrr i dplyr. Są one uważane za podstawowy zestaw tidyverse, ponieważ wykorzystujemy je w niemal każdej analizie.


    Pakiety w tidyverse dość często się zmieniają. Możesz sprawdzić, czy są dostępne aktualizacje i opcjonalnie je zainstalować, wykonując polecenie tidyverse_update().


    Inne pakiety


    Istnieje wiele innych doskonałych pakietów, które nie wchodzą w skład tidyverse, a które rozwiązują problemy z innego zakresu lub zostały opracowane na podstawie innych zasad. Nie oznacza to, że są lepsze lub gorsze, tylko inne. Innymi słowy, uzupełnieniem tidyverse nie jest messyverse, ale wiele innych powiązanych pakietów. W miarę postępu pracy nad kolejnymi projektami analizy danych z wykorzystaniem R poznasz nowe pakiety i nowe sposoby myślenia o danych.


    W tej książce wykorzystujemy trzy pakiety danych spoza tidyverse:


    
      install.packages(c("nycflights13", "gapminder", "Lahman"))

    


    Te pakiety zawierają dane o lotach samolotów pasażerskich, rozwoju świata i o grze w baseball. Za ich pomocą przedstawimy kluczowe idee dotyczące analizy danych.


    Uruchamianie kodu R


    W poprzednim podrozdziale przedstawiliśmy kilka przykładów uruchomienia kodu R. Kod w tej książce jest prezentowany następująco:


    
      1 + 2

    


    
      #> [1] 3

    


    Jeśli uruchomisz ten sam kod w konsoli lokalnej, ujrzysz następujący wynik:


    
      > 1+ 2

    


    
      [1] 3

    


    Można tu zauważyć dwie najważniejsze różnice. W konsoli wpisujemy kod po znaku >, zwanym znakiem zachęty; w książce go pomijamy. W książce wynik działania kodu jest zakomentowany znakami #>; w konsoli będzie on się znajdować bezpośrednio poniżej kodu. Dzięki takiemu formatowaniu kodu w książce możesz z łatwością skopiować kod z wersji elektronicznej i wkleić go do konsoli.


    W książce stosujemy spójną konwencję odwoływania się do kodu:


    
      	Funkcje są zapisane czcionką o stałej szerokości, a za ich nazwami znajdują się nawiasy, na przykład sum() lub mean().


      	Inne obiekty R (takie jak dane lub argumenty funkcji) są zapisane czcionką o stałej szerokości bez nawiasów, na przykład flights lub x.


      	Jeśli chcemy jasno poinformować, skąd pochodzi pakiet lub obiekt, używamy nazwy pakietu, po której znajdują się dwa dwukropki, na przykład dplyr::mutate() lub nycflights13::flights. To jest również prawidłowy kod R.

    


    Uzyskiwanie pomocy i dodatkowych informacji


    Ta książka nie jest samotną wyspą; nie istnieje jedno źródło, które umożliwi mistrzowskie opanowanie R. Kiedy zaczniesz stosować techniki opisane w tej książce we własnych analizach danych, szybko nasuną się pytania, na które nie znajdziesz tutaj odpowiedzi. W tym podrozdziale poznasz kilka wskazówek dotyczących uzyskiwania pomocy oraz zdobywania dodatkowych informacji.


    Jeśli w pewnym momencie nie będziesz wiedział, jak postępować dalej, zacznij od wyszukiwarki Google. Zwykle wystarczy dodać do zapytania literę „R”, aby ograniczyć wyszukiwanie do odpowiednich wyników; jeśli jednak okażą się one bezużyteczne, oznacza to, że nie są dostępne żadne źródła dotyczące konkretnego problemu. Google sprawdza się szczególnie dobrze w przypadku komunikatów błędów. Jeśli uzyskasz komunikat o błędzie i nie będziesz wiedział, co oznacza, spróbuj znaleźć go w wyszukiwarce Google! Prawdopodobnie ktoś już wcześniej natknął się na podobny problem i uzyskasz pomoc w internecie. (Jeśli komunikat błędu nie jest wyświetlony po angielsku, uruchom instrukcję Sys.setenv(LANGUAGE = "en") i ponownie wykonaj kod; prawdopodobnie szybciej znajdziesz pomoc dla angielskich komunikatów błędów).


    Jeśli wyszukiwanie w Google się nie powiedzie, spróbuj poszukać rozwiązania w serwisie stackoverflow (http://stackoverflow.com). Najpierw spróbuj znaleźć już istniejącą odpowiedź; jeśli uwzględnisz w wyszukiwaniu [R], ograniczysz wyniki do pytań i odpowiedzi dotyczących R. Jeśli nie znajdziesz niczego przydatnego, przygotuj minimalny odtwarzalny przykład lub reprex. Dobry reprex ułatwia innym osobom udzielenie pomocy, a często udaje się rozwiązać problem już podczas przygotowywania pakietu.


    Odtwarzalny przykład powinien się składać z trzech elementów, czyli z wymaganych pakietów, danych i kodu, zgodnie z poniższym opisem:


    
      	Pakiety powinny być wczytywane na początku skryptu, dzięki czemu łatwo zauważyć, które z nich są potrzebne w przykładzie. To dobry moment, aby sprawdzić, czy korzystamy z najnowszej wersji każdego pakietu; być może odkryłeś błąd, który został już poprawiony w najnowszej wersji. W przypadku pakietów wchodzących w skład tidyverse najłatwiej to sprawdzić, wywołując funkcję tidyverse_update().


      	Najłatwiej jest dołączyć dane do przykładu, korzystając z funkcji dput(), która wygeneruje kod R potrzebny do odtworzenia danych. Na przykład aby odtworzyć zbiór danych mtcars w R, należy wykonać następujące czynności:

        
          	Uruchomić dput(mtcars) w R.


          	Skopiować wynik.


          	W odtwarzalnym skrypcie przykładu wpisać mtcars <-, a następnie wkleić skopiowany wynik.

        


        Spróbuj znaleźć możliwie najmniejszy podzbiór danych, który nadal wywołuje problem.

      


      	Poświęć nieco czasu, aby upewnić się, że Twój kod jest czytelny dla innych:

        
          	Upewnij się, że użyłeś spacji i że nazwy zmiennych są krótkie, a zarazem mają charakter informacyjny.


          	Użyj komentarzy, aby wskazać, gdzie występuje problem.


          	Postaraj się usunąć wszystko, co nie jest związane z problemem.

        


        Im krótszy jest Twój kod, tym łatwiej go zrozumieć i naprawić.

      

    


    Na koniec sprawdź, czy rzeczywiście uda się odtworzyć przykład. W tym celu uruchom nową sesję R, po czym skopiuj i wklej swój skrypt.


    Powinieneś też spędzić nieco czasu na przygotowaniu się do rozwiązywania problemów, zanim one wystąpią. Jeśli poświęcisz nieco czasu na naukę R każdego dnia, w dłuższej perspektywie na pewno się to opłaci. Warto śledzić na przykład blog RStudio (https://blog.rstudio.org/), na którym regularnie publikują Hadley, Garrett i inni pracownicy RStudio. Na tym blogu zamieszczamy ogłoszenia o nowych pakietach, nowych funkcjach IDE i kursach. Możesz też śledzić na Twitterze Hadleya [@hadleywickham (https://twitter.com/hadleywickham)], a także Garretta [@statgarrett (https://twitter.com/statgarrett)] lub @rstudiotips (https://twitter.com/rstudiotips), aby być na bieżąco z nowymi funkcjami dostępnymi w IDE.


    By uzyskać szerszy dostęp do społeczności R, polecamy odwiedziny w serwisie http://www.r-bloggers.com, który skupia ponad 500 blogów poświęconych R, tworzonych przez autorów z całego świata. Jeśli jesteś aktywnym użytkownikiem Twittera, możesz śledzić hashtag #rstats. Twitter jest jednym z kluczowych narzędzi, z których korzysta Hadley, aby być na bieżąco z nowościami w społeczności.


    Podziękowania


    Ta książka nie jest wynikiem pracy jedynie Hadleya i Garretta. Zanim powstała, odbyliśmy mnóstwo rozmów (osobistych i online) z wieloma osobami ze społeczności R. Kilku osobom chcielibyśmy podziękować szczególnie, ponieważ poświęciły wiele godzin na odpowiadanie na nasze niemądre pytania i ułatwiły nam zrozumienie analizy danych:


    
      	Jenny Bryan i Lionel Henry poświęcili swój czas na wiele pomocnych dyskusji dotyczących pracy z listami i kolumnami zawierającymi listy.


      	Trzy rozdziały dotyczące organizacji pracy zostały zaadaptowane (za zgodą) z wpisu R basics, workspace and working directory, RStudio projects (http://bit.ly/Rbasicsworkflow), autorstwa Jenny Bryan.


      	Genevera Allen poświęciła swój czas na dyskusje o modelach, modelowaniu, perspektywie uczenia statystycznego i różnicach między generowaniem a potwierdzaniem hipotez.


      	Yihui Xie, autor pakietu bookdown (https://github.com/rstudio/bookdown), niestrudzenie odpowiadał na moje prośby o dodawanie nowych funkcji.


      	Bill Behrman uważnie przeczytał całą książkę i wypróbował na swoim kursie analizy danych na Uniwersytecie Stanforda.


      	Społeczność #rstats na Twitterze recenzowała wszystkie wstępne wersje rozdziałów i przekazała mi mnóstwo przydatnych uwag.


      	Tal Galili rozszerzył swój pakiet dendextend w celu rozbudowania rozdziału poświęconego klastrom, który jednak nie znalazł się w ostatecznej wersji książki.

    


    Ta książka została napisana w systemie otwartym i wiele osób uczestniczyło w rozwiązywaniu drobnych problemów. Specjalne podziękowania należą się wszystkim tym, którzy dokonywali poprawek poprzez serwis GitHub (wymieniłem ich w porządku alfabetycznym): adi pradhan, Ahmed ElGabbas, Ajay Deonarine, @Alex, Andrew Landgraf, @batpigandme, @behrman, Ben Marwick, Bill Behrman, Brandon Greenwell, Brett Klamer, Christian G. Warden, Christian Mongeau, Colin Gillespie, Cooper Morris, Curtis Alexander, Daniel Gromer, David Clark, Derwin McGeary, Devin Pastoor, Dylan Cashman, Earl Brown, Eric Watt, Etienne B. Racine, Flemming Villalona, Gregory Jefferis, @harrismcgehee, Hengni Cai, Ian Lyttle, Ian Sealy, Jakub Nowosad, Jennifer (Jenny) Bryan, @jennybc, Jeroen Janssens, Jim Hester, @jjchern, Joanne Jang, John Sears, Jon Calder, Jonathan Page, @jonathanflint, Julia Stewart Lowndes, Julian During, Justinas Petuchovas, Kara Woo, @kdpsingh, Kenny Darrell, Kirill Sevastyanenko, @koalabearski, @KyleHumphrey, Lawrence Wu, Matthew Sedaghatfar, Mine Cetinkaya-Rundel, @MJMarshall, Mustafa Ascha, @nate-d-olson, Nelson Areal, Nick Clark, @nickelas, @nwaff, @OaCantona, Patrick Kennedy, Peter Hurford, Rademeyer Vermaak, Radu Grosu, @rlzijdeman, Robert Schuessler, @robinlovelace, @robinsones, S’busiso Mkhondwane, @seamus-mckinsey, @seanpwilliams, Shannon Ellis, @shoili, @sibusiso16, @spirgel, Steve Mortimer, @svenski, Terence Teo, Thomas Klebel, TJ Mahr, Tom Prior, Will Beasley, Yihui Xie.


    Konwencje wykorzystywane w tej książce


    W tej książce stosowane są następujące konwencje typograficzne:


    Kursywa


    Oznacza nową terminologię, adresy URL, adresy e-mail, nazwy i rozszerzenia plików.


    Pogrubienie


    Oznacza nazwy pakietów R.


    
      Czcionka o stałej szerokości

    


    Wykorzystywana w listingach programów.


    Czcionka o stałej szerokości


    Wykorzystywana w tekście do odwoływania się do elementów programu, takich jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.


    Pogrubiona czcionka o stałej szerokości


    Oznacza polecenia i inny tekst, który powinien zostać wpisany przez użytkownika.


    Czcionka o stałej szerokości z kursywą


    Oznacza tekst, który powinien zostać zastąpiony przez wartości wpisane przez użytkownika lub zależne od kontekstu.


    
      
        
        
      

      
        
          	
            [image: ]

          

          	
            Ten element oznacza wskazówkę lub sugestię.

          
        

      
    


    Korzystanie z przykładowego kodu


    Na stronie ftp://ftp.helion.pl/przyklady/jezrko.zip dostępne są dodatkowe materiały (przykładowy kod, ćwiczenia, itd.).


    Celem tej książki jest pomoc w wykonaniu Twojej pracy. Ogólnie rzecz biorąc, jeśli do tej książki dołączony jest kod przykładowy, możesz z niego korzystać w swoich programach i dokumentacji. Nie musisz się do nas zwracać o zezwolenie, chyba że zamierzasz powielić znaczną ilość kodu. Na przykład napisanie programu, który wykorzystuje kilka fragmentów kodu z tej książki, nie wymaga zezwolenia. Sprzedaż lub dystrybucja płyty CD-ROM zawierającej przykłady z książek wydawnictwa Helion wymaga zezwolenia. Odpowiedź na pytanie zawierająca cytat z tej książki lub przykładowego kodu nie wymaga zezwolenia. Dołączenie znacznej ilości kodu przykładowego z tej książki do dokumentacji Twojego produktu wymaga zezwolenia.


    Doceniamy, ale nie wymagamy umieszczania informacji o źródle cytatu. Zwykle takie informacje zawierają tytuł, autora, wydawcę oraz numer ISBN. Na przykład Język R. Kompletny zestaw narzędzi dla analityków danych, autorstwa Hadleya Wickhama i Garretta Grolemunda (Helion). Copyright 2017 Helion S.A., ISBN: 978-83-283-3684-1.

  


  
    Część I

    Przegląd


    Pierwsza część książki ma na celu szybkie zapoznanie Czytelnika z podstawowymi narzędziami służącymi do eksploracji danych. Eksploracja danych polega na przeglądaniu danych, szybkim stawianiu i weryfikacji hipotez oraz na nieustannym powtarzaniu tych etapów. Celem eksploracji danych jest znalezienie wielu obiecujących tropów, które można później dogłębnie zbadać.


    [image: ]


    W tej części książki poznasz przydatne narzędzia, dzięki którym osiągniesz natychmiastowe rezultaty:


    
      	Wizualizacja jest świetnym punktem wyjścia do programowania w języku R, ponieważ daje bardzo wyraźne rezultaty — możemy uzyskać przejrzyste i bogate w informacje wykresy, które ułatwiają zrozumienie danych. W rozdziale 1. zajmiemy się wizualizacją, poznamy podstawową strukturę wykresu ggplot2 oraz efektywne techniki służące do tworzenia wykresów na podstawie danych.


      	Sama wizualizacja zwykle nie wystarczy, dlatego w rozdziale 3. poznamy kluczowe czasowniki, za pomocą których będziemy wybierać istotne zmienne, odfiltrowywać kluczowe obserwacje, tworzyć nowe zmienne i obliczać wartości sumaryczne.


      	Na koniec, w rozdziale 5., spróbujemy zaspokoić ciekawość i rozwiać wątpliwości, wykorzystując umiejętności związane z wizualizacją i przekształceniami. Będziemy zadawać intrygujące pytania o dane i znajdować na nie odpowiedzi.

    


    Modelowanie jest ważnym aspektem procesu eksploracji, ale jeszcze nie umiemy skutecznie się go uczyć, a tym bardziej stosować. Powrócimy do tego zagadnienia w części IV, gdy opanujemy już więcej narzędzi służących do przetwarzania danych i programowania.


    Między wspomnianymi trzema rozdziałami, które omawiają środki służące do eksploracji, znajdują się trzy rozdziały skoncentrowane na pracy z językiem R. W rozdziałach 2., 4. i 6. poznasz dobre praktyki związane z pisaniem i organizacją kodu R. Dzięki temu z pewnością odniesiesz sukces w przyszłości, zdobywszy narzędzia umożliwiające zachowanie dobrej organizacji rzeczywistych projektów.

  


  
    Rozdział 1.

    Wizualizacja danych za pomocą pakietu ggplot2


    Wstęp


    Prosty wykres przekazał więcej informacji umysłowi analityka danych niż jakiekolwiek inne narzędzie.


    — John Tukey


    W tym rozdziale nauczysz się wizualizacji swoich danych za pomocą pakietu ggplot2. R jest wyposażony w różne systemy służące do tworzenia wykresów, ale ggplot2 jest jednym z najbardziej przejrzystych i wszechstronnych. ggplot2 implementuje gramatykę graficzną, czyli spójny system opisu i tworzenia wykresów. Dzięki ggplot2 możemy dużo osiągnąć, opanowując tylko jeden system, który następnie wykorzystamy w wielu sytuacjach.


    Aby poznać więcej teoretycznych podstaw działania narzędzia ggplot2, warto najpierw przeczytać artykuł „A Layered Grammar of Graphics” (http://vita.had.co.nz/papers/layered-grammar.pdf).


    Wymagania wstępne


    Ten rozdział koncentruje się na pakiecie ggplot2, jednym z głównych składników biblioteki tidyverse. Aby uzyskać dostęp do zbiorów danych, pomocy i funkcji, z których będziemy korzystać w tym rozdziale, wczytaj tidyverse, uruchamiając następujący kod:


    
      library(tidyverse)

    


    
      #> Loading tidyverse: ggplot2  

    


    
      #> Loading tidyverse: tibble  

    


    
      #> Loading tidyverse: tidyr  

    


    
      #> Loading tidyverse: readr  

    


    
      #> Loading tidyverse: purrr  

    


    
      #> Loading tidyverse: dplyr 

    


    
      #> Conflicts with tidy packages -------------------------------- 

    


    
      #> filter(): dplyr, stats 

    


    
      #> lag():    dplyr, stats 

    


    Za pomocą tego jednego wiersza kodu zostanie wczytana podstawowa biblioteka tidyverse, zawierająca pakiety, z których będziesz korzystać podczas analizy prawie wszystkich danych. To polecenie wyświetla również informację o tym, które funkcje biblioteki tidyverse są w konflikcie z funkcjami bazowego R (lub z funkcjami z innych, wczytanych wcześniej pakietów).


    Jeśli po uruchomieniu tego polecenia na ekranie pojawi się komunikat „there is no package called ‘tidyverse’”, należy najpierw zainstalować bibliotekę, a dopiero potem ponownie wykonać polecenie library():


    
      install.packages("tidyverse")

    


    
      library(tidyverse) 

    


    Pakiet wystarczy zainstalować jednorazowo, ale podczas uruchamiania nowej sesji należy go wczytać ponownie.


    Aby jawnie określić pakiet zawierający funkcję (lub zbiór danych), należy skorzystać ze specjalnej składni pakiet::funkcja(). Jeśli na przykład napiszemy ggplot2::ggplot(), jawnie stwierdzimy, że chcemy skorzystać z funkcji ggplot(), dostępnej w pakiecie ggplot2.


    Pierwsze kroki


    Wykonajmy nasz pierwszy wykres, aby sprawdzić, czy samochody z silnikami o dużej pojemności wykorzystują więcej paliwa niż samochody z silnikami o małej pojemności. Prawdopodobnie znasz odpowiedź na to pytanie, ale spróbuj ją doprecyzować. Jaka jest relacja między pojemnością silnika a wykorzystaniem paliwa? Czy jest to zależność dodatnia? Ujemna? Liniowa? Nieliniowa?


    Ramka danych mpg


    Swoją odpowiedź możesz zweryfikować, korzystając z ramki danych mpg, dostępnej w pakiecie ggplot2 (inaczej ggplot2::mpg). Ramka danych jest dwuwymiarową kolekcją zmiennych (znajdujących się w kolumnach) i obserwacji (znajdujących się w wierszach). mpg zawiera obserwacje zebrane przez US Environment Protection Agency na temat 38 modeli samochodów:


    
      mpg

    


    
      #> # A tibble: 234 x 11

    


    
      #>    manufacturer      model displ  year   cyl      trans   drv

    


    
      #>           <chr>      <chr> <dbl> <int> <int>      <chr> <chr>

    


    
      #>  1         audi         a4   1.8  1999     4   auto(l5)     f

    


    
      #>  2         audi         a4   1.8  1999     4 manual(m5)     f

    


    
      #>  3         audi         a4   2.0  2008     4 manual(m6)     f

    


    
      #>  4         audi         a4   2.0  2008     4   auto(av)     f

    


    
      #>  5         audi         a4   2.8  1999     6   auto(l5)     f

    


    
      #>  6         audi         a4   2.8  1999     6 manual(m5)     f

    


    
      #>  7         audi         a4   3.1  2008     6   auto(av)     f

    


    
      #>  8         audi a4 quattro   1.8  1999     4 manual(m5)     4

    


    
      #>  9         audi a4 quattro   1.8  1999     4   auto(l5)     4

    


    
      #> 10         audi a4 quattro   2.0  2008     4 manual(m6)     4

    


    
      #> # ... with 224 more rows, and 4 more variables: cty <int>,

    


    
      #> #   hwy <int>, fl <chr>, class <chr>

    


    mpg zawiera między innymi następujące zmienne:


    
      	displ, czyli pojemność silnika samochodu w litrach.


      	hwy, czyli wydajność wykorzystania paliwa na autostradzie w milach na galon (mpg). Na tym samym dystansie samochód z silnikiem o niskiej wydajności zużywa więcej paliwa niż samochód z silnikiem o wysokiej wydajności.

    


    Więcej informacji o zbiorze danych mpg można uzyskać, wykonując polecenie ?mpg, które otwiera dokumentację pakietu.


    Tworzenie wykresu za pomocą ggplot


    Aby wykonać wykres na podstawie danych mpg, uruchom poniższy kod. W tym przypadku zmienna displ będzie widoczna na osi x, a zmienna hwy na osi y:


    
      ggplot(data = mpg) +

    


    
           geom_point(mapping = aes(x = displ, y = hwy)) 
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    Wykres przedstawia zależność ujemną między pojemnością silnika (displ) a wydajnością zużycia paliwa (hwy). Innymi słowy, samochody z silnikami o większej pojemności zużywają więcej paliwa. Czy to potwierdza, czy obala Twoją hipotezę dotyczącą wydajności i pojemności silnika?


    Jeśli chcemy utworzyć wykres za pomocą narzędzia ggplot2, korzystamy z funkcji ggplot(). Funkcja ggplot() generuje układ współrzędnych, na którym można tworzyć warstwy. Pierwszym argumentem funkcji ggplot() jest zbiór danych, na podstawie którego tworzymy wykres. Dlatego kod ggplot(data = mpg) utworzy pusty wykres, na tyle nieciekawy, że go tutaj nie zaprezentuję.


    Wykres uzupełniamy, dodając co najmniej jedną warstwę do instrukcji ggplot(). Funkcja geom_point() umieszcza na wykresie warstwę punktów, tworząc wykres punktowy. Pakiet ggplot2 zawiera implementację wielu funkcji geometrycznych. Każda z nich umożliwia umieszczenie na wykresie innego rodzaju warstwy. Wiele z tych funkcji poznasz w tym rozdziale.


    Wszystkie funkcje geometryczne z pakietu ggplot2 przyjmują argument mapping. Definiuje on sposób mapowania zmiennych ze zbioru danych na właściwości wizualne. Argument mapping zawsze występuje w parze z funkcją aes(), natomiast argumenty x i y funkcji aes() określają, które zmienne należy zmapować na osie x i y. ggplot2 szuka zmapowanej zmiennej w argumencie data, czyli w naszym przykładzie w zmiennej mpg.


    Szablon wykresu


    Przekształćmy powyższy kod w szablon, który będzie można ponownie wykorzystać, aby utworzyć nowe wykresy narzędziem ggplot2. Aby utworzyć wykres, w poniższym kodzie zastąp sekcję w nawiasach ostrokątnych nazwą zbioru danych, funkcji geometrycznej i kolekcją mapowań:


    
      ggplot(data = <DANE>) +

    


    
           <FUNKCJA_GEOMETRYCZNA>(mapping = aes(<MAPOWANIA>)) 

    


    W pozostałej części tego rozdziału dowiesz się, jak uzupełnić i rozszerzyć ten szablon, aby utworzyć różne rodzaje wykresów. Zaczniemy od komponentu <MAPOWANIA>.


    Ćwiczenia


    
      	Uruchom polecenie ggplot(data = mpg). Co widzisz?


      	Ile wierszy znajduje się w zbiorze danych mtcars? Ile jest kolumn?


      	Co opisuje zmienna drv? Dowiesz się tego z treści pomocy, która zostanie wyświetlona po uruchomieniu polecenia ?mpg.


      	Wykonaj wykres punktowy zależności między zmiennymi hwy i cyl.


      	Co zobaczysz na wykresie punktowym zależności między zmiennymi class i drv? Dlaczego ten wykres jest bezużyteczny?

    


    Mapowanie estetyk


    Największa wartość obrazu polega na tym, że zmusza nas do zauważenia tego,

    czego nigdy się nie spodziewaliśmy dostrzec.


    — John Tukey


    Na poniższym wykresie jedna grupa punktów (oznaczona kolorem czerwonym) wydaje się wykraczać poza linię trendu. Te samochody mają wyższy przebieg, niż można by się tego spodziewać. Jak to wyjaśnić?
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    Załóżmy, że są to samochody hybrydowe. Jednym ze sposobów weryfikacji tej hipotezy jest sprawdzenie wartości zmiennej class dla każdego samochodu. Zmienna class w zbiorze danych mpg klasyfikuje samochody na kompaktowe, średniej wielkości i SUV-y. Jeśli nietypowe punkty reprezentują samochody hybrydowe, należałoby je ponownie zaklasyfikować jako kompaktowe albo bardzo małe samochody (pamiętaj, że te dane zostały zebrane, zanim popularność zyskały hybrydowe ciężarówki i SUV-y).


    Do dwuwymiarowego wykresu punktowego można dodać trzecią zmienną, na przykład class, mapując ją na estetykę wykresu. Estetyka jest wizualną właściwością obiektów przedstawionych na wykresie. Do estetyk należą takie właściwości jak rozmiar, kształt lub kolor punktów. Punkt (na przykład taki jak poniżej) można wyświetlić na różne sposoby, zmieniając wartości estetyk. Ponieważ słowa „wartość” użyliśmy już do opisu danych, skorzystajmy ze słowa „poziom”, aby opisać wartości estetyk. Poniżej widać, jak można zmienić poziom rozmiaru, kształtu i koloru punktu, aby uzyskać mały, trójkątny lub niebieski punkt (zobacz wykres poniżej).
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    Informacje o danych można zaprezentować, mapując estetyki wykresu do zmiennych w zbiorze danych. Możemy na przykład zmapować kolory punktów na zmienną class, aby przedstawić na wykresie klasę każdego samochodu (zobacz wykres poniżej):


    
      ggplot(data = mpg) +

    


    
           geom_point(mapping = aes(x = displ, y = hwy, color = class))  
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    (Jeśli tak jak Hadley wolisz brytyjski angielski, możesz użyć zmiennej colour zamiast color).


    Aby zmapować estetykę na zmienną, należy powiązać nazwę estetyki z nazwą zmiennej w funkcji aes(). ggplot2 automatycznie przydzieli unikatowy poziom estetyki (w tym przypadku unikatowy kolor) do każdej unikatowej wartości zmiennej w procesie zwanym skalowaniem. ggplot2 wygeneruje też legendę informującą, którym wartościom odpowiadają poszczególne poziomy.


    Dzięki kolorom widać, że wiele nietypowych punktów dotyczy samochodów dwumiejscowych. Te samochody nie wydają się hybrydowe. I rzeczywiście — są samochodami sportowymi! Samochody sportowe mają ogromne silniki, podobnie jak SUV-y i pick-upy, ale niewielkie nadwozie o wielkości zbliżonej do samochodów średniej wielkości i kompaktowych, co zwiększa wydajność zużycia paliwa. Gdy jeszcze raz spojrzymy na dane, dojdziemy do wniosku, że te samochody nie mogły być hybrydowe, ponieważ miały silniki o dużej pojemności.


    W poprzednim przykładzie zmapowaliśmy zmienną class na estetykę koloru, ale mogliśmy ją w taki sam sposób zmapować na estetykę rozmiaru. W tym przypadku dokładny rozmiar każdego punktu odzwierciedlałby przynależność do klasy. Tutaj zostanie wyświetlone ostrzeżenie, ponieważ mapowanie nieuporządkowanej zmiennej (class) na uporządkowaną estetykę (size) nie jest dobrym pomysłem (zobacz wykres poniżej):


    
      ggplot(data = mpg) +

    


    
           geom_point(mapping = aes(x = displ, y = hwy, size = class)) 

    


    
      #> Warning: Using size for a discrete variable is not advised.  
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    Moglibyśmy zmapować zmienną class na estetykę alpha, która kontroluje przezroczystość punktów lub kształt punktów (zobacz wykres poniżej):


    
      # Na górze

    


    
        ggplot(data = mpg) + 

    


    
           geom_point(mapping = aes(x = displ, y = hwy, alpha = class)) 

    


    
      # Na dole 

    


    
        ggplot(data = mpg) + 

    


    
           geom_point(mapping = aes(x = displ, y = hwy, shape = class))  
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    Co się stało z SUV-ami? ggplot2 użyje naraz tylko sześciu kształtów. W przypadku tej estetyki dodatkowe grupy domyślnie nie zostaną uwzględnione.


    W przypadku wszystkich wykorzystywanych estetyk funkcja aes() łączy nazwę estetyki ze zmienną, którą chcemy wyświetlić. Funkcja aes() zbiera razem wszystkie mapowania estetyk występujących w warstwie i przekazuje je do argumentu mapping warstwy. Składnia ujawnia przydatne cechy x i y: współrzędne x i y punktu są estetykami, czyli właściwościami wizualnymi, które można zmapować do zmiennych, aby wyświetlić informacje o danych.


    Po zmapowaniu estetyki ggplot2 zajmie się całą resztą. Wybierze odpowiednią skalę do przedstawienia estetyki i utworzy legendę, która objaśni mapowanie między poziomami a wartościami. W przypadku estetyk x i y ggplot2 nie wygeneruje legendy, ale utworzy linię osi ze znacznikami i etykietami. Linia osi spełnia funkcję legendy — objaśnia mapowanie między położeniem a wartością.


    Właściwości estetyk geometrii można też ustawić ręcznie. Na przykład możemy pokolorować wszystkie punkty wykresu na niebiesko:


    
      ggplot(data = mpg) +

    


    
           geom_point(mapping = aes(x = displ, y = hwy), color = "blue") 
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    W tym przypadku kolor nie zawiera informacji o zmiennej, a jedynie zmienia wygląd wykresu. Aby ręcznie skonfigurować estetykę, przekaż jej nazwę jako argument do funkcji geometrycznej, czyli poza funkcją aes(). Musisz wybrać wartość, która ma sens dla tej estetyki:


    
      	Nazwa koloru w postaci napisu.


      	Rozmiar punktu w milimetrach.


      	Kształt punktu jako liczba, zgodnie z rysunkiem 1.1. Widać tu kilka duplikatów, na przykład liczby 0, 15 i 22 reprezentują kwadraty. Różnica polega na interakcji między estetykami color i fill. Puste kształty (0 – 14) mają kontur w kolorze określonym estetyką color; jednolite kształty (15 – 18) mają kolor określony estetyką color; a wypełnione kształty (21 – 24) mają kontur w kolorze określonym estetyką color i są wypełnione kolorem określonym estetyką fill.

    


    [image: ]


    Rysunek 1.1. R ma 25 wbudowanych kształtów, do których są przypisane liczby


    Ćwiczenia


    
      	W którym miejscu tego kodu znajduje się błąd? Dlaczego punkty nie są niebieskie? (zobacz wykres poniżej)

        
                ggplot(data = mpg) +

        


        
                   geom_point( 

        


        
                    mapping = aes(x = displ, y = hwy, color = "blue") 

        


        
                   ) 
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      	Które zmienne ze zbioru mpg są kategorialne? Które zmienne są ciągłe? (Wskazówka: wpisz ?mpg, aby przeczytać dokumentację tego zbioru danych). Jak sprawdzić te informacje, uruchamiając polecenie mpg?


      	Zmapuj zmienną ciągłą na estetykę color, size i shape. Na czym polega różnica w zachowaniu tych estetyk w przypadku zmiennych kategorialnych i ciągłych?


      	Co się stanie, jeśli zmapujesz tę samą zmienną na wiele estetyk?


      	Do czego służy estetyka stroke? Z jakimi kształtami można jej użyć? (Wskazówka: skorzystaj z polecenia ?geom_point).


      	Co się stanie, jeśli zmapujesz estetykę na coś innego niż nazwa zmiennej, jak na przykład aes(color = displ < 5)?

    


    Typowe problemy


    Gdy zaczniesz uruchamiać kod R, prędzej czy później natkniesz się na problemy. Nie martw się — to może przytrafić się każdemu. Piszę kod R już od wielu lat i codziennie zdarza mi się napisać coś, co nie działa!


    Zacznij od ostrożnego porównania uruchomionego kodu z kodem przedstawionym w książce. R jest niesłychanie grymaśny i przyczyną problemów może być zwykła literówka. Upewnij się, że każdy nawias ( ma swój odpowiednik ), a każdy znak " ma swoją parę. Czasem uruchomisz kod i nic się nie wydarzy. Sprawdź, czy z lewej strony konsoli widoczny jest znak +. Jest to informacja, że R nie rozpoznaje wpisanego wyrażenia i czeka, aż je uzupełnisz. W takiej sytuacji zwykle łatwiej będzie rozpocząć od nowa, naciskając najpierw klawisz Esc, aby przerwać przetwarzanie bieżącego polecenia.


    Jednym z typowych problemów podczas tworzenia wykresów za pomocą narzędzia ggplot2 jest umieszczenie znaku + w niewłaściwym miejscu: musi on znaleźć się na końcu wiersza, a nie na początku. Innymi słowy, upewnij się, że przypadkowo nie napisałeś takiego kodu:


    
      ggplot(data = mpg)

    


    
         + geom_point(mapping = aes(x = displ, y = hwy)) 

    


    Jeśli problem nadal nie został rozwiązany, spróbuj przeczytać tekst pomocy. Dla każdej funkcji R możesz wyświetlić pomoc, uruchamiając w konsoli polecenie ?nazwa_funkcji lub zaznaczając nazwę funkcji i naciskając F1 w programie RStudio. Nie przejmuj się, jeśli dokumentacja nie będzie się wydawać pomocna — przewiń ją na dół, gdzie znajdują się przykłady, i poszukaj kodu, który będzie pasować do Twoich zamierzeń.


    Jeśli to nie pomoże, ostrożnie przeczytaj komunikat o błędzie. Czasem właśnie tam znajdziesz odpowiedź! Ale jeśli jesteś początkującym użytkownikiem R, to mimo obecności odpowiedzi w komunikacie błędu być może nie będziesz umiał jej zinterpretować. Innym świetnym narzędziem jest Google: spróbuj tam wyszukać treść komunikatu błędu. Prawdopodobnie ktoś inny natknął się na taki sam problem i uzyskał pomoc online.


    Panele


    Dodatkowe zmienne można umieścić na wykresie, korzystając między innymi z estetyk. Innym sposobem, szczególnie przydatnym w przypadku zmiennych kategorialnych, jest podział wykresu na panele, czyli wykresy cząstkowe, z których każdy wyświetla jeden podzbiór danych.
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    Aby podzielić wykres na panele na podstawie jednej zmiennej, skorzystaj z funkcji facet_wrap(). Pierwszym argumentem tej funkcji powinna być formuła, którą tworzy się za pomocą znaku ~, po którym następuje nazwa zmiennej (w tym przypadku „formuła” jest nazwą struktury danych w języku R, a nie synonimem „równania”). Zmienna przekazywana do funkcji facet_wrap() powinna być dyskretna:


    
         ggplot(data = mpg) +

    


    
           geom_point(mapping = aes(x = displ, y = hwy)) + 

    


    
           facet_wrap(~ class, nrow = 2) 

    


    Aby podzielić wykres na panele według kombinacji dwóch zmiennych, dodaj do instrukcji funkcję facet_grid(). Pierwszym argumentem tej funkcji również jest formuła. Tym razem powinna ona zawierać nazwy dwóch zmiennych rozdzielone znakiem ~:


    
         ggplot(data = mpg) +

    


    
           geom_point(mapping = aes(x = displ, y = hwy)) + 

    


    
           facet_grid(drv ~ cyl) 

    


    Jeśli nie chcemy tworzyć paneli na podstawie wierszy i kolumn, możemy zastąpić nazwę zmiennej kropką ., na przykład + facet_grid(. ~ cyl).
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    Ćwiczenia


    
      	Co się stanie, jeśli podzielisz wykres na panele na podstawie zmiennej ciągłej?


      	Co oznaczają puste komórki na wykresie utworzonym przy użyciu instrukcji facet_grid(drv ~ cyl)? Jaka jest ich zależność względem tego wykresu?

        
                ggplot(data = mpg) +

        


        
                   geom_point(mapping = aes(x = drv, y = cyl)) 

        

      


      	Jakie wykresy powstaną po uruchomieniu tego kodu? Do czego służy znak .?

        
                ggplot(data = mpg) +

        


        
                   geom_point(mapping = aes(x = displ, y = hwy)) + 

        


        
                   facet_grid(drv ~ .)

        


        
           

        


        
                ggplot(data = mpg) + 

        


        
                   geom_point(mapping = aes(x = displ, y = hwy)) + 

        


        
                   facet_grid(. ~ cyl) 

        

      


      	Przyjrzyj się wykresowi w pierwszym panelu utworzonym za pomocą poniższego kodu:

        
                ggplot(data = mpg) +

        


        
                   geom_point(mapping = aes(x = displ, y = hwy)) + 

        


        
                   facet_wrap(~ class, nrow = 2) 

        


        Jakie korzyści płyną z użycia paneli w porównaniu z użyciem estetyki koloru? Jakie są wady tego podejścia? Jak się to zmieni, jeśli skorzystasz z wielkiego zbioru danych?

      


      	Przeczytaj pomoc dla ?facet_wrap. Do czego służy argument nrow? Do czego służy argument ncol? Jakie inne opcje kontrolują układ poszczególnych paneli? Dlaczego funkcja facet_grid() nie przyjmuje argumentów nrow i ncol?


      	Podczas korzystania z funkcji facet_grid() w kolumnach zwykle należy umieszczać zmienne z bardziej unikatowymi poziomami. Dlaczego?

    


    Obiekty geometryczne


    Co mają ze sobą wspólnego te dwa wykresy?
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    Oba przestawiają zależność między tą samą zmienną x a tą samą zmienną y i oba przedstawiają te same dane. Ale te wykresy nie są identyczne. Każdy z nich reprezentuje dane za pomocą innego obiektu wizualnego. W terminologii ggplot2 mówimy, że wykorzystują różne obiekty geometryczne.


    Obiekt geometryczny służy do reprezentacji danych na wykresie. Wykresy zwykle opisuje się na podstawie użytego typu obiektu geometrycznego. Przykładowo na wykresach słupkowych używamy słupków, na wykresach liniowych używamy linii, na wykresach pudełkowych używamy prostokątów itd. Z tego trendu wyłamują się wykresy punktowe, które wykorzystują punkty. Jak widać powyżej, te same dane można przedstawić na wykresie za pomocą różnych obiektów geometrycznych. Na wykresie z lewej strony użyto punktów, a na wykresie z prawej użyto linii gładkiej, dopasowanej przebiegiem do danych.


    Aby zmienić obiekt geometryczny wykorzystywany na wykresie, w wywołaniu ggplot() należy skorzystać z innej funkcji geometrycznej. Aby narysować przedstawione powyżej wykresy, można skorzystać z następującego kodu:


    
      # z lewej

    


    
      ggplot(data = mpg) +

    


    
        geom_point(mapping = aes(x = displ, y = hwy))

    


    
      # z prawej

    


    
      ggplot(data = mpg) +

    


    
        geom_smooth(mapping = aes(x = displ, y = hwy))

    


    Każda funkcja geometryczna dostępna w pakiecie ggplot2 przyjmuje argument mapping. Nie możemy jednak dowolnie stosować wszystkich estetyk z każdą funkcją geometryczną. Możemy skonfigurować kształt punktu, ale nie możemy zdefiniować „kształtu” linii. Z drugiej strony, możemy ustawić typ linii. Za pomocą funkcji geom_smooth() możemy narysować linie, których typ będzie zróżnicowany, zgodnie z unikatowymi wartościami zmiennej zmapowanej na estetykę linetype:


    
      ggplot(data = mpg) +

    


    
        geom_smooth(mapping = aes(x = displ, y = hwy, linetype = drv))
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    W tym przypadku funkcja geom_smooth() prezentuje dane o samochodach za pomocą trzech linii, na podstawie wartości zmiennej drv dotyczącej układu napędowego samochodu. Jedna linia dotyczy punktów o wartości 4, druga linia dotyczy punktów o wartości f, a trzecia linia dotyczy punktów o wartości r. W tym przypadku wartość 4 dotyczy samochodów z napędem na cztery koła, f dotyczy samochodów z napędem na przednie koła, a r samochodów z napędem na tylne koła.


    Jeśli ta reprezentacja danych wydaje się dziwna, możemy zwiększyć jej czytelność, nakładając linie na surowe dane i kolorując wykres według wartości zmiennej drv.
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    Zauważ, że na tym wykresie używamy jednocześnie dwóch typów obiektów geometrycznych! Jeśli czujesz się podekscytowany, zapnij pasy. W kolejnym podrozdziale dowiesz się, jak umieścić kilka typów obiektów geometrycznych na jednym wykresie.


    W pakiecie ggplot2 mamy do dyspozycji ponad 30 typów obiektów geometrycznych, a w pakietach rozszerzających znajdziemy ich jeszcze więcej (przykłady można znaleźć na stronie https://exts.ggplot2.tidyverse.org/gallery/). Obszerne omówienie tego zagadnienia znajdziemy w ściągawce pakietu ggplot2 dostępnej na stronie https://www.rstudio.com/resources/cheatsheets/. Więcej informacji o poszczególnych typach obiektów geometrycznych można znaleźć w pomocy: ?geom_smooth.


    W przypadku wielu typów obiektów geometrycznych, na przykład geom_smooth(), jeden obiekt geometryczny służy do wyświetlenia wielu wierszy danych. W tej sytuacji można zmapować estetykę group do zmiennej kategorialnej, aby narysować wiele obiektów. ggplot2 wykreśli osobne obiekty dla każdej unikatowej wartości zmiennej grupującej. W praktyce ggplot2 zawsze automatycznie zgrupuje dane dla tych obiektów geometrycznych, wtedy gdy zmapujemy estetykę na zmienną dyskretną (jak w przykładzie wykorzystującym estetykę linetype). Warto na tym polegać, ponieważ jeśli skorzystamy z samej estetyki grupy, nie zostanie automatycznie wygenerowana legenda ani cechy wyróżniające obiekty geometryczne:


    
      ggplot(data = mpg) +

    


    
        geom_smooth(mapping = aes(x = displ, y = hwy))

    


    
      ggplot(data = mpg) +

    


    
        geom_smooth(mapping = aes(x = displ, y = hwy, group = drv))

    


    
      ggplot(data = mpg) +

    


    
        geom_smooth(

    


    
          mapping = aes(x = displ, y = hwy, color = drv),

    


    
          show.legend = FALSE 

    


    
        ) 
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    Aby wyświetlić kilka typów obiektów geometrycznych na jednym wykresie, dodaj kilka funkcji geometrycznych do wywołania ggplot():


    
      ggplot(data = mpg) +

    


    
        geom_point(mapping = aes(x = displ, y = hwy)) +

    


    
        geom_smooth(mapping = aes(x = displ, y = hwy))

    


    [image: ]


    Jednak w ten sposób wprowadzamy do kodu duplikację. Wyobraźmy sobie, że chcemy, aby na osi y wyświetlone były wartości zmiennej cty zamiast hwy. Musimy wtedy przepisać nazwę zmiennej w dwóch miejscach, ryzykując tym samym, że zapomnimy uaktualnić jedno z nich. Możemy uniknąć tego ryzyka, przekazując do funkcji ggplot() zestaw mapowań. ggplot2 potraktuje je jako mapowania globalne, mające zastosowanie w każdym obiekcie geometrycznym wykresu. Innymi słowy, za pomocą poniższego kodu wygenerujemy taki sam wykres jak poprzednio:


    
      ggplot(data = mpg, mapping = aes(x = displ, y = hwy)) +

    


    
        geom_point() +

    


    
        geom_smooth()

    


    Jeśli umieścimy mapowania w funkcji geometrycznej, ggplot2 uzna je za mapowania lokalne dla warstwy. Za ich pomocą rozszerzy lub przesłoni mapowania globalne tylko w tej warstwie. Dzięki temu w różnych warstwach można wyświetlić różne estetyki:


    
      ggplot(data = mpg, mapping = aes(x = displ, y = hwy)) +

    


    
        geom_point(mapping = aes(color = class)) +

    


    
        geom_smooth()

    


    [image: ]


    Ten sam pomysł można wykorzystać, by poprzez argument data określić różne dane dla każdej warstwy. W poniższym przykładzie wygładzona linia reprezentuje jedynie podzbiór zbioru danych mpg, czyli małe samochody. Lokalny argument data w wywołaniu geom_smooth() przesłania globalny argument data w wywołaniu ggplot() tylko dla tej warstwy:


    
      ggplot(data = mpg, mapping = aes(x = displ, y = hwy)) +

    


    
        geom_point(mapping = aes(color = class)) +

    


    
        geom_smooth(

    


    
          data = filter(mpg, class == "subcompact"),

    


    
          se = FALSE 

    


    
        ) 

    


    [image: ]


    (Działanie funkcji filter() poznasz w kolejnym rozdziale. Teraz wyjaśnię tylko, że w tym przykładzie za pomocą tego polecenia wybieramy jedynie małe samochody).


    Ćwiczenia


    
      	Jakiej geometrii użyjesz, aby narysować wykres liniowy? Wykres pudełkowy? Histogram? Wykres warstwowy?


      	Wyobraź sobie wynik działania poniższego kodu. Następnie uruchom go w R i zweryfikuj swoje przewidywania:

        
                ggplot(

        


        
                   data = mpg,

        


        
                   mapping = aes(x = displ, y = hwy, color = drv)

        


        
                 )+

        


        
                  geom_point() + 

        


        
                  geom_smooth(se = FALSE)

        

      


      	Do czego służy kod show.legend = FALSE? Co się stanie, gdy go usuniesz? Jak myślisz, dlaczego użyłem go wcześniej w tym rozdziale?


      	Do czego służy argument se w funkcji geom_smooth()?


      	Czy te dwa wykresy są inne? Dlaczego?

        
                ggplot(data = mpg, mapping = aes(x = displ, y = hwy)) +

        


        
                   geom_point() +

        


        
                   geom_smooth()

        


        
                ggplot() +

        


        
                   geom_point(

        


        
                     data = mpg,

        


        
                     mapping = aes(x = displ, y = hwy)

        


        
                   )+

        


        
                   geom_smooth(

        


        
                     data = mpg,

        


        
                     mapping = aes(x = displ, y = hwy)

        


        
                   )

        

      


      	Odtwórz kod R potrzebny do wygenerowania następujących wykresów:
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    Przekształcenia statystyczne


    Następnie przyjrzymy się wykresom słupkowym. Wykresy słupkowe na pierwszy rzut oka są bardzo proste, ale okazują się ciekawe, ponieważ na ich przykładzie możemy dostrzec pewne subtelności dotyczące wykresów. Przyjrzyjmy się prostemu wykresowi słupkowemu, takiemu, jaki uzyskamy za pomocą funkcji geom_bar(). Poniższy wykres przedstawia całkowitą liczbę diamentów ze zbioru danych diamonds, pogrupowaną według zmiennej cut. Zbiór danych diamonds jest dostępny w pakiecie ggplot2 i zawiera informacje o około 54 000 diamentów. Znajdziemy w nim wartości między innymi takich parametrów jak price, czyli cena, carat, czyli waga w karatach, color, czyli kolor, clarity, czyli przejrzystość i cut, czyli szlif każdego diamentu. Na wykresie poniżej widać, że dostępnych jest więcej diamentów o szlifie wysokiej niż niskiej jakości:


    
      ggplot(data = diamonds) +

    


    
        geom_bar(mapping = aes(x = cut))

    


    [image: ]


    Na osi x wykresu przedstawione są wartości zmiennej cut ze zbioru diamonds. Na osi y wyświetlone są wartości parametru count, ale count nie jest zmienną w zbiorze diamonds! Skąd się wziął parametr count? Na wielu wykresach, na przykład na wykresach punktowych, prezentowane są surowe wartości ze zbiorów danych. Na innych wykresach, na przykład słupkowych, stosowane są nowe, obliczone wartości:


    
      	Wykresy słupkowe, histogramy i wieloboki częstotliwości grupują dane, a następnie prezentują liczbę elementów znajdujących się w poszczególnych grupach.


      	Na wykresach liniowych model jest dopasowywany do danych, a następnie wykreślane są przewidywania wyznaczone przez model.


      	Wykresy pudełkowe obliczają kompleksowe podsumowanie rozkładu wartości i wyświetlają specjalnie sformatowane prostokąty.

    


    Algorytm wykorzystywany do obliczania nowych wartości wykresu nosi nazwę stat. Jest to skrót od słów statistical transformation, czyli przekształcenia statystyczne. Poniższy rysunek przedstawia działanie tego procesu w przypadku funkcji geom_bar().


    [image: ]


    To, które przekształcenie zostanie użyte przez funkcję geometryczną, można sprawdzić, weryfikując wartość domyślną argumentu stat. Na przykład ?geom_bar wyświetli informację, że domyślną wartością stat jest count, co oznacza, że funkcja geom_bar() wykorzystuje funkcję stat_count(). Funkcja stat_count() jest opisana na tej samej stronie co funkcja geom_bar(), a jeśli przewiniemy w dół treść dokumentacji, znajdziemy sekcję zatytułowaną „Computed variables”. Informuje ona, że w tym przypadku obliczane są dwie nowe zmienne: count i prop.


    Ogólnie rzecz biorąc, funkcji geometrycznych i przekształceń statystycznych można używać wymiennie. Poprzedni wykres można utworzyć, korzystając z funkcji stat_count() zamiast geom_bar():


    
      ggplot(data = diamonds) +

    


    
            stat_count(mapping = aes(x = cut))
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    Ten kod działa, ponieważ każdej funkcji geometrycznej odpowiada domyślne przekształcenie statystyczne, a każdemu przekształceniu statystycznemu odpowiada domyślna funkcja geometryczna. Oznacza to, że zwykle można używać funkcji geometrycznych bez obaw o właściwe przekształcenia statystyczne. Istnieją trzy sytuacje, kiedy należy jawnie określić przekształcenie statystyczne:


    
      	Chcemy przesłonić domyślne przekształcenia statystyczne. W poniższym kodzie zmieniłem przekształcenia statystyczne funkcji geom_bar() z count (domyślne) na identity. Dzięki temu mogę zmapować wysokość słupków na surowe wartości zmiennej y. Niestety podczas rozmów o wykresach słupkowych ludzie mogą mieć na myśli ten rodzaj wykresu, na którym wysokość słupka jest już obecna w danych, lub wcześniejszy wykres słupkowy, na którym wysokość słupka jest generowana na podstawie liczby wierszy.

        
          demo <- tribble(

        


        
                    ~a,     ~b,

        


        
                    "bar_1", 20,

        


        
                    "bar_2", 30,

        


        
                    "bar_3", 40

        


        
                 )

        


        
                 ggplot(data = demo) +

        


        
                    geom_bar(

        


        
                      mapping = aes(x = a, y = b), stat = "identity"

        


        
                    )

        


        (Nie przejmuj się, że nie znasz jeszcze składni <- lub tibble(). Być może odgadłeś jej znaczenie z kontekstu, a już niebawem dowiesz się dokładnie, co oznacza!)

      

    


    [image: ]


    
      	Chcemy przesłonić domyślne mapowanie przekształconych zmiennych na estetyki. Na przykład chcemy wyświetlić wykres słupkowy proporcji zamiast liczności:

        
                ggplot(data = diamonds) +

        


        
                  geom_bar(

        


        
                   mapping = aes(x = cut, y = ..prop.., group = 1)

        


        
                  )

        


        [image: ]


        Aby znaleźć zmienne obliczane przez przekształcenie statystyczne, poszukaj sekcji pomocy zatytułowanej „Computed variables”.

      

    


    
      	Chcemy zwrócić uwagę na przekształcenia statystyczne w naszym kodzie. Możemy skorzystać z funkcji stat_summary(), która oblicza sumaryczne wartości y dla każdej unikatowej wartości x, aby zwrócić uwagę na obliczane podsumowanie:

        
                ggplot(data = diamonds) +

        


        
                  stat_summary(

        


        
                   mapping = aes(x = cut, y = depth),

        


        
                    fun.ymin = min,

        


        
                    fun.ymax = max,

        


        
                    fun.y = median

        


        
                  ) 
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    ggplot2 udostępnia ponad 20 przekształceń statystycznych. Każde z nich jest funkcją, dzięki czemu możemy w standardowy sposób uzyskać pomoc, wykonując przykładowo polecenie ?stat_bin. Aby uzyskać kompletną listę przekształceń statystycznych, zajrzyj do ściągawki pakietu ggplot2.


    Ćwiczenia


    
      	Która domyślna funkcja geometryczna jest związana z funkcją stat_summary()? Jak można przepisać wcześniejszy wykres, aby skorzystać z funkcji geometrycznej zamiast z przekształcenia statystycznego?


      	Do czego służy funkcja geom_col()? Czym różni się od funkcji geom_bar()?


      	Większość funkcji geometrycznych i przekształceń statystycznych tworzy pary, które niemal zawsze są używane wspólnie. Przeczytaj dokumentację i wykonaj listę tych par. Co mają ze sobą wspólnego?


      	Jakie zmienne oblicza funkcja stat_smooth()? Jakie parametry sterują jej zachowaniem?


      	Na naszym wykresie słupkowym proporcji musieliśmy skorzystać z zapisu group = 1. Dlaczego? Innymi słowy, na czym polega problem z poniższymi wykresami?

        
                 ggplot(data = diamonds) +

        


        
                    geom_bar(mapping = aes(x = cut, y = ..prop..))

        


        
                 ggplot(data = diamonds) +

        


        
                    geom_bar(

        


        
                     mapping = aes(x = cut, fill = color, y = ..prop..)

        


        
                    )

        

      

    


    Dostosowanie położenia


    Z wykresami słupkowymi wiąże się jeszcze jedna magiczna sztuczka. Otóż wykres słupkowy można pokolorować, korzystając zarówno z estetyki color, jak i bardziej przydatnej fill:


    
      ggplot(data = diamonds) +

    


    
            geom_bar(mapping = aes(x = cut, color = cut))

    


    
         ggplot(data = diamonds) +

    


    
            geom_bar(mapping = aes(x = cut, fill = cut))

    


    [image: ] [image: ]


    Zauważ, co się stanie, jeśli zmapujemy estetykę fill na inną zmienną, na przykład clarity: słupki zostaną automatycznie umieszczone jeden nad drugim. Każdy kolorowy prostokąt reprezentuje kombinację wartości cut i clarity:


    
         ggplot(data = diamonds) +

    


    
            geom_bar(mapping = aes(x = cut, fill = clarity))

    


    [image: ]


    Układanie słupków jeden nad drugim odbywa się automatycznie poprzez dostosowanie położenia na podstawie argumentu position. Jeśli nie chcesz tworzyć skumulowanego wykresu słupkowego, możesz skorzystać z jednej z trzech innych opcji: "identity", "dodge" lub "fill":


    
      	W przypadku argumentu position = "identity" każdy obiekt zostanie umieszczony dokładnie w tym miejscu, w którym się znajduje w kontekście wykresu. Nie jest to zbyt wygodne w przypadku słupków, ponieważ prowadzi do ich nakładania się na siebie. Aby zaprezentować ten efekt, musimy zadbać o niewielką przezroczystość słupków, ustawiając parametr alpha na małą wartość, lub utworzyć 
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