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    Opinie dotyczące pierwszego wydania


    Książka ta, przejrzysta i treściwa, stanowi pierwszą tego typu mapę „żyznych gruntów”, łączącą przedsiębiorczość, statystykę i uczenie maszynowe.


    — Dwight Barry, Group Health Cooperative


    Żałuję, że ta książka nie istniała, gdy poznawałem tajniki analizy danych. Autorzy prezentują gruntowny i przemyślany opis technik i zaawansowanych pojęć z dziedziny analizy danych, czyli połączenia statystyki, eksploracji danych i informatyki.


    — Justin Fister, badacz SI, PaperRater.com


    Najobszerniejsza zawartość dotycząca analizy danych w R, z jaką miałem do czynienia.


    — Romit Singhai, SGI


    Omawia całościowo proces, począwszy od eksploracji danych, poprzez modelowanie, aż po dostarczanie wyników.


    — Nezih Yigitbasi, Intel


    Pełna przydatnych perełek, zarówno dla początkujących, jak i doświadczonych analityków danych.


    — Fred Rahmanian, Siemens Healthcare


    Podręcznik analizy danych zawierający przykłady z prawdziwego świata. Bardzo polecam.


    — Dr Kostas Passadis, IPTO


    Podczas lektury tej książki odnosimy wrażenie, że mamy do czynienia z kompetentnymi i doświadczonymi profesjonalistami, którzy nie mają przed nami żadnych tajemnic.


    — Czytelnik z serwisu Amazon

  


  
    Naszym rodzicom


    Olive i Paulowi Zumelom

    Peggy i Davidowi Mountom

  


  
    Przedmowa


    Język R i analiza danych w praktyce to praktyczny przewodnik po analizie danych, koncentrujący się na technikach pracy z ustrukturyzowanymi lub tabelarycznymi danymi za pomocą języka R i pakietów statystycznych. W książce tej został położony nacisk na uczenie maszynowe, ale o jej wyjątkowości świadczy duża liczba rozdziałów poświęconych takim zagadnieniom jak rola analityka danych w projektach, zarządzanie wynikami, a nawet projektowanie prezentacji. Oprócz informacji praktycznych opisujących sposób tworzenia modeli znajdziesz tu teorię poruszającą tematy współpracy pomiędzy różnymi zespołami, przekształcania celów biznesowych we wskaźniki, a także organizowania pracy i raportów. Jeżeli chcesz nauczyć się korzystania z R jako analityk danych, ta książka jest doskonałym wyborem.


    Znamy Ninę Zumel i Johna Mounta już od wielu lat. Zaprosiliśmy ich do wykładania wiedzy w instytucie Singularity University. Są oni jednymi z najlepszych analityków danych, jakich znamy. Regularnie polecamy zapoznanie się z ich badaniami na temat sprawdzianów krzyżowych i kodowania wpływu (ang. impact coding), zwanego także kodowaniem celu (ang. target encoding). W istocie rozdział 8. został poświęcony teorii kodowania wpływu, która w praktyce jest prezentowana za pomocą pakietu vtreat, stworzonego przez autorów książki.


    W książce Język R i analiza danych w praktyce zostaje bez pośpiechu omówiona istota analizy danych, a także sposoby rozwiązywania problemów i ukazywania rezultatów przez analityka. Znajdziemy tu przemyślane opisy klasycznych metod uczenia nadzorowanego, takich jak regresja liniowa i logistyczna. Bardzo podoba nam się styl, w jakim została napisana książka, a także bardzo dopracowane przykłady, w których wykorzystano najlepsze metodologie i pakiety, takie jak lasy losowe czy xgboost. Znajdziesz tu mnóstwo przydatnego, nieskrywanego doświadczenia i praktycznych porad. Zauważyliśmy, że autorzy wykorzystali nawet naszą własną sztuczkę stosowania istotności zmiennych z lasów losowych w procesie początkowego przesiewania zmiennych.


    Podsumowując, jest to znakomita pozycja i gorąco ją polecamy.


    — Jeremy Howard i Rachel Thomas

  


  
    Wstęp


    Książka ta stanowi odzwierciedlenie naszych marzeń z czasów, gdy sami poznawaliśmy zbiór zagadnień i umiejętności, które w pewnym momencie określono nazwą analiza danych (ang. data science). Jest to pozycja, którą chcielibyśmy wręczyć naszym klientom i współpracownikom. Jej zadaniem jest wyjaśnienie istotnych elementów statystyki, informatyki i uczenia maszynowego, kluczowych dla analizy danych.


    Analiza danych wykorzystuje narzędzia, którymi posługujemy się w naukach empirycznych, statystyce, tworzeniu raportów, analityce, wizualizacji, analityce biznesowej, systemach eksperckich, uczeniu maszynowym, bazach danych, magazynowaniu danych, wydobywaniu danych i wielkoskalowym przetwarzaniu danych (ang. big data). Właśnie z powodu znacznej liczby narzędzi potrzebna jest dyscyplina, która będzie je wszystkie obejmować. Tym, co odróżnia analizę danych jako dziedzinę od podlegających jej narzędzi i technik, jest główny cel: wdrażanie skutecznych modeli decyzyjnych do środowiska produkcyjnego.


    Naszym zadaniem jest zaprezentowanie analizy danych z pragmatycznej i praktycznej strony. Osiągamy to poprzez koncentrowanie się na doskonale przemyślanych przykładach wykorzystujących rzeczywiste dane; łącznie zostaje tu omówionych i przetworzonych ponad dziesięć istotnych zestawów danych. Uważamy, że takie podejście pozwala nam ukazać zagadnienia, które chcemy przekazać, a także zaprezentować wszystkie etapy przygotowawcze niezbędne podczas realizowania dowolnego projektu.


    Podczas lektury natrafisz na przydatne pojęcia z dziedzin statystyki i uczenia maszynowego, w tym praktyczne listingi, a także zagadnienia wiążące się ze współpracą z laikami oraz prezentowaniem im wyników. Jeżeli żadna z tych kwestii nie stanowi dla Ciebie nowości, to mamy nadzieję, że rzucimy nowe światło na jakieś inne jedno czy dwa zagadnienia, o których wcześniej być może nie miałeś pojęcia.

  


  
    Podziękowania


    Chcielibyśmy podziękować naszym kolegom z pracy oraz innym osobom, które czytały i komentowały wczesne szkice rozdziałów. Szczególne wyrazy wdzięczności kierujemy do następujących osób: Charles C. Earl, Christopher Kardell, David Meza, Domingo Salazar, Doug Sparling, James Black, John MacKintosh, Owen Morris, Pascal Barbedo, Robert Samohyl i Taylor Dolezal. Ich komentarze, pytania i poprawki znacząco poprawiły jakość książki. Dziękujemy również naszym redaktorom, Dustinowi Archibaldowi i Cynthii Kane, za pomysły i wsparcie podczas pisania pierwszego wydania książki. Dziękujemy również Nichole Beard, Benjaminowi Bergowi, Rachael Herbert, Katie Tennant, Lori Weidert, Cheryl Weisman i wszystkich pozostałym redaktorom, których ciężka praca pozwoliła zaistnieć tej wspaniałej książce.


    Ponadto wyrazy podzięki składamy Davidowi Steierowi, profesorowi Dougowi Tygarowi z UC Berkeley’s School of Information Science, profesorowi Robertowi K. Kuzoffowi z Wydziałów Nauk Biologicznych i Informatyki na Uniwersytecie Wisconsin-White­wa­ter, a także pozostałym wykładowcom i instruktorom, którzy korzystali z tej książki jako materiału dydaktycznego. Podziękowania dla Jima Porzaka, Josepha Rickerta i Alana Millera za to, że zapraszali nas na prelekcje dla grup użytkowników R, często na tematy omawiane w niniejszej książce. W szczególności dziękujemy Jimowi Porzakowi za napisanie przedmowy do poprzedniego wydania, a także za entuzjastyczne wspieranie naszej książki. Czasami, gdy byliśmy zmęczeni, zniechęceni i zastanawialiśmy się, po co podjęliśmy się takiego zadania, jego zainteresowanie przypominało nam, że gdzieś tam istnieje zapotrzebowanie na to, co robimy i w jaki sposób to osiągamy. Bez jego otuchy dokończenie tej książki byłoby o wiele trudniejsze. Jesteśmy również niezwykle wdzięczni Jeremy’emu Howardowi i Rachel Thomas za napisanie przedmowy do niniejszego wydania, za zaproszenie nas na prelekcje, a także za wsparcie.

  


  
    Informacje o książce


    Książka ta jest poświęcona analizie danych: dziedzinie łączącej osiągnięcia statystyki, uczenia maszynowego i informatyki do uzyskiwania modeli predykcyjnych. Z powodu ogólnej natury analizy danych ważne okazuje się omówienie tej dyscypliny oraz określenie strategii, jaką wybraliśmy podczas pisania niniejszej książki.


    Czym jest analiza danych?


    Statystyk William S. Cleveland zdefiniował analizę danych jako interdyscyplinarną dziedzinę wykraczającą poza ramy samej statystyki. My z kolei określamy ją jako zarządzanie procesem pozwalającym na przekształcanie hipotez i danych w zrozumiałe przewidywania. Do typowych celów analizy predykcyjnej należą przewidywanie zwycięzcy w wyborach, kombinacji produktów, które w połączeniu będą dobrze się sprzedawać, pożyczek, które nie zostaną spłacone, a także reklam, które wzbudzą zainteresowanie. Analityk danych jest odpowiedzialny za zdobycie danych i zarządzanie nimi, wybór techniki modelowania, napisanie kodu i zweryfikowanie wyników.


    Analiza danych bazuje na wielu dyscyplinach i z tego powodu często bywa nazywana „drugim powołaniem”. Wielu z najlepszych znanych nam analityków danych rozpoczynało karierę jako programiści, statystycy, analitycy biznesowi czy naukowcy. Dzięki dodaniu do swojego asortymentu kilku technik stali się znakomitymi analitykami danych. Ta obserwacja stanowiła bodziec do napisania niniejszej książki: prezentujemy umiejętności praktyczne wymagane w zawodzie analityka danych poprzez realizowanie wszystkich najpowszechniejszych etapów projektu przy wykorzystaniu rzeczywistych danych. Na niektórych z tych etapów pewnie będziesz znał się lepiej od nas, inne szybko podchwycisz, a jeszcze innym będziesz musiał poświęcić czas.


    Znaczna część podstaw teoretycznych analizy danych wywodzi się ze statystyki. Jednak znana nam analiza danych podlega silnym wpływom technologii i metodologii inżynierii oprogramowania, a także wyewoluowała w grupy zorientowane na informatykę i technologię informacyjną. Możemy zaprezentować aspekt inżynieryjny analizy danych na podstawie kilku słynnych przykładów:


    
      	systemy rekomendacji produktów w serwisie Amazon,


      	systemy wyceny reklam w serwisie Google,


      	systemy rekomendacji kontaktów w serwisie LinkedIn,


      	system wyznaczania popularnych tematów w serwisie Twitter,


      	systemy prognozowania popytu w serwisie Walmart.

    


    Systemy te mają wiele cech wspólnych:


    
      	Bazują one na dużych zestawach danych. Nie oznacza to, że należą do dziedziny danych wielkoskalowych, jednak żaden z nich nie byłby skuteczny, gdyby korzystał wyłącznie z małego zestawu danych. Systemy te do zarządzania danymi wymagają koncepcji z zakresu informatyki: teorii bazodanowej, teorii programowania równoległego, technik strumieniowania danych, a także magazynowania danych.


      	Większość z nich to systemy czynne (ang. online lub ang. live). Zespół analityków danych nie tworzy pojedynczego raportu lub analizy, lecz procedurę decyzyjną albo oceniającą, która albo bezpośrednio podejmuje decyzje, albo bezpośrednio ukazuje rezultaty większej grupie użytkowników ostatecznych. Wdrażanie do produkcji jest ostatnim momentem, aby wszystko poprawić, ponieważ analityk danych nie zawsze jest dostępny po to, aby wykryć defekty.


      	Wszystkie te systemy mogą popełniać pomyłki w zakresie ściśle określonej stopy błędu.


      	Żaden z tych systemów nie bierze przyczynowości pod uwagę. Są skuteczne, gdy wykrywają przydatne korelacje i nie muszą odróżniać przyczyny od skutku.

    


    W niniejszej książce poznajemy reguły i narzędzia wymagane do tworzenia tego typu systemów. Uczymy najczęściej spotykanych zadań, etapów i narzędzi służących do skutecznego dostarczania takich projektów. Kładziemy nacisk na cały proces: zarządzanie projektem, współpracę z innymi osobami, a także prezentowanie wyników laikom.


    Plan działania


    W książce tej zajmujemy się następującymi zagadnieniami:


    
      	Zarządzanie samym procesem analizy danych. Analityk danych musi potrafić mierzyć i śledzić własny projekt.


      	Stosowanie wielu z najpotężniejszych technik statystycznych i uczenia maszynowego w projektach analizy danych. Traktuj tę książkę jak szereg dokładnie opisanych ćwiczeń napisanych w R, w których jest realizowany rzeczywisty proces analizy danych.


      	Przygotowywanie prezentacji dla różnych udziałowców: zarządu, użytkowników, zespołu wdrożeniowego itd. Musisz być w stanie objaśniać swój projekt w wymiarze konkretnym różnym grupom osób za pomocą zrozumiałych dla nich słów, a nie przy użyciu dowolnej definicji technicznej, stosowanej w danej dziedzinie. Nie możesz sobie pozwolić na obrzucenie słuchaczy wyłącznie suchymi rezultatami projektu.

    


    Zorganizowaliśmy zagadnienia w kolejności ułatwiającej zrozumienie kolejnych tematów. Układ ten wygląda następująco.


    Część I opisuje podstawowe cele i techniki procesu analizy danych, gdzie szczególny nacisk zostaje położony na współpracę i dane. W rozdziale 1. wyjaśniamy, jak wygląda praca analityka danych. Rozdział 2. ukazuje etap wczytywania danych do R oraz podstawowe informacje na temat tego języka.


    Rozdział 3. jest poświęcony kwestiom, na jakie należy zwrócić uwagę w pierwszej kolejności podczas korzystania z danych, a także niezbędnym etapom charakteryzowania i poznawania tych danych. Dane należy przygotować do analizy, a także usunąć z nich wszelkie nieprawidłowości. Opis takich poprawek znajdziesz w rozdziale 4.


    Rozdział 5. koncentruje się na jeszcze jednej fazie przygotowawczej: podstawowym przekształcaniu danych. Dane nie zawsze są dostępne w odpowiedniej formie lub „kształcie” nadającym się do analizy. Język R zawiera wiele narzędzi umożliwiających manipulowanie danymi lub ich przekształcanie we właściwą strukturę; są one opisane w tym rozdziale.


    W części II przechodzimy od charakteryzowania i przygotowywania danych do tworzenia skutecznych modeli predykcyjnych. Rozdział 6. ukazuje odwzorowanie potrzeb biznesowych na ocenę techniczną i techniki modelowania. Są tu opisane standardowe wskaźniki i procedury używane do oceniania wydajności modelu, a także wyspecjalizowana technika, LIME, wyjaśniająca określone przewidywania uzyskane przez model.


    Rozdział 7. przybliża podstawowe modele liniowe: regresję liniową, regresję logis­tyczną i regularyzowane modele liniowe. Modele liniowe stanowią serce wielu zadań analitycznych i przydają się zwłaszcza do rozpoznawania kluczowych zmiennych oraz uzyskania informacji na temat struktury problemu. Zrozumienie tych mechanizmów jest szczególnie istotne dla analityka danych.


    W rozdziale 8. na chwilę odchodzimy od zadań modelowania i przyglądamy się zaawansowanemu przetwarzaniu danych: sposobom przygotowania nieuporządkowanych, rzeczywistych danych do fazy modelowania. Zrozumienie tych metod „porządkowania” danych wymaga znajomości modeli liniowych i wskaźników oceny modelu, najlepiej było odłożyć te zagadnienia do części II.


    Rozdział 9. zajmuje się opisem metod nienadzorowanych: metodami modelowania, w których nie są wykorzystywane oznakowane dane uczące. Rozdział 10. przytacza bardziej zaawansowane techniki modelowania, zwiększające wydajność predykcyjną i rozwiązujące określone problemy. Zajmiemy się tu, między innymi, zespołami bazującymi na drzewach, uogólnionymi modelami addytywnymi, a także maszynami wektorów nośnych.


    W części III wracamy do omawiania procesu. Wyjaśnimy w niej, jak należy prezentować wyniki. Rozdział 11. ukazuje mechanizm zarządzania, dokumentowania i wdrażania modeli. Z kolei w rozdziale 12. nauczysz się tworzyć efektywne prezentacje dla różnych grup odbiorców.


    Dodatki zawierają szczegóły techniczne dotyczące R, statystyki i dostępnych narzędzi. W dodatku A znajdziesz instrukcję instalacji środowiska R, przygotowania go do pracy i korzystania z innych narzędzi (między innymi SQL). Dodatek B stanowi powtórkę z najważniejszych zagadnień statystyki.


    Materiał został zorganizowany ze względu na cele i zadania, a także w miarę potrzeb wprowadza narzędzia. Temat przewodni każdego rozdziału jest omówiony w kontekście przykładowego projektu i odpowiedniego zestawu danych. W trakcie zapoznawania się z treścią książki będziesz miał okazję wykonać wiele istotnych projektów. Wszystkie omawiane tu zestawy danych są dostępne na serwerze wydawnictwa Helion, pod adresem ftp://ftp.helion.pl/przyklady/jrand2.zip[1].


    Grupa odbiorców


    Aby móc pracować na omawianych w książce przykładach, musisz wykazać się pewną znajomością R i statystyki. Zalecamy zapoznanie się najpierw z podręcznikami dla początkujących. Nie musisz być ekspertem R, ale musisz znać jego podstawy.


    W przypadku początków z R proponujemy książkę Beyond Spreadsheets with R Jonat­hana Carrolla (Manning, 2018) lub R in Action Roberta Kabacoffa (dostępne jest również jej wydanie drugie na stronie https://www.manning.com/books/r-in-action-second-edition) wraz z powiązaną stroną Quick-R (https://www.statmethods.net/). Do nauki statystyki zalecamy pozycję Statistics, Fourth Edition Davida Freedmana, Roberta Pisaniego i Rogera Purvesa (W.W. Norton & Company, 2007).


    Oto czego zasadniczo oczekujemy od idealnego Czytelnika:


    
      	Zainteresowania przykładami. Dzięki realizowaniu omawianych przykładów nauczysz się przynajmniej jednego sposobu wykonywania poszczególnych etapów projektu. Aby wyciągnąć jak najwięcej korzyści z tej książki, musisz próbować pisać proste skrypty i programy. Powinieneś wypróbowywać różne warianty danego ćwiczenia i oczekiwać zarówno niepowodzeń (gdy te warianty nie działają), jak i sukcesów (gdy warianty uzyskują lepsze rezultaty od pierwotnego modelu).


      	Znajomości systemu statystycznego R i chęci pisania krótkich skryptów oraz programów w R. W dodatku C wymieniamy kilka innych dobrych książek poświęconych R. Będziemy rozwiązywać określone problemy za pomocą R; będziesz musiał realizować przykłady i czytać dodatkową dokumentację na temat wariantów poleceń, których działanie nie zostało ukazane w książce.


      	Znajomości podstawowych pojęć z dziedziny statystyki, takich jak prawdopodobieństwa, średnie, odchylenia standardowe i istotność. W miarę potrzeby będziemy sami wprowadzać te pojęcia, ale być może w celu ich lepszego zrozumienia będziesz chciał korzystać z dodatkowych źródeł. Będziemy definiować pewne terminy, a także odsyłać do odpowiednich źródeł i blogów tam, gdzie to będzie potrzebne. Przygotuj się jednak na to, że będziesz musiał samodzielnie znaleźć literaturę na niektóre tematy.


      	Komputera (z systemem macOS, Windows albo Linuksem), na którym będziesz mógł zainstalować R i inne narzędzia, a także dostępu do internetu, aby móc pobrać narzędzia i zestawy danych. Sugerujemy wykonywanie zawartych w książce ćwiczeń, sprawdzanie polecenia help() w przypadku różnych metod, a także zaznajamianie się z dodatkowymi źródłami informacji.

    


    Czym nie jest ta książka?


    
      	Nie jest to podręcznik języka R. Używamy R do demonstrowania istotnych etapów w projektach analizy danych. Podajemy wystarczająco wiele informacji na temat R, abyś mógł wykonywać omawiane przykłady, ale osoby nieobeznane z tym językiem mogą chcieć zajrzeć do dodatku A, a także do wielu znakomitych podręczników i samouczków poświęconych temu językowi.


      	Nie jest to zbiór analiz przypadków. Kładziemy nacisk na metodologię i technikę. Zapewniamy przykładowy kod i dane po to jedynie, aby prezentować konkretne, przydatne porady.


      	Nie jest to podręcznik danych wielkoskalowych. Uważamy, że analiza danych ma największe znaczenie w skali umożliwiającej zarządzanie bazami danych lub plikami (często przekraczającej rozmiar pamięci operacyjnej, ale nadal umożliwiającej łatwe zarządzanie). Cenne dane, które odzwierciedlają zmierzone warunki na zależne wyniki, często są kosztowne do uzyskania, co naturalnie ogranicza ich rozmiary. W przypadku generowania niektórych raportów, wydobywania danych i przetwarzania języka naturalnego konieczne jest wkroczenie w domenę danych wielkoskalowych.


      	Nie jest to studium teoretyczne. Nie kładziemy nacisku na bezwzględnie rygorystyczną teorię opisującą dowolną technikę. Celem analizy danych jest elastyczność, dostęp do dużej liczby dobrych technik oraz chęć do dokładniejszego przyjrzenia się jakiejś technice, jeżeli może ona rozwiązać problem. Nawet w tekście wolimy korzystać z notacji języka R zamiast z pięknie sformatowanych równań, gdyż z kodu R można natychmiast skorzystać.


      	Nie jest to podręcznik badacza uczenia maszynowego. Koncentrujemy się na metodach już zaimplementowanych w R. W przypadku każdej metody omawiamy teorię jej działania i wyjaśniamy jej zalety. Zazwyczaj nie zajmujemy się sposobami ich implementowania (nawet jeżeli implementacja jest prosta), ponieważ są już dostępne znakomite implementacje w R.

    


    Zastosowane konwencje i materiały do pobrania


    Książka ta jest zorientowana na przykłady. Gotowe, przykładowe dane są dostępne do pobrania z serwera wydawnictwa Helion ftp://ftp.helion.pl/przyklady/jrand2.zip albo (w wersji oryginalnej) z repozytorium GitHub (https://github.com/WinVector/PDSwR2). Dostarczamy również kod pozwalający uzyskać wszystkie ukazane w książce wyniki i niemal wszystkie wykresy w pliku zip (pod nazwą Przyklady.zip lub w wersji oryginalnej dostępny pod adresem https://github.com/WinVector/PDSwR2/raw/master/CodeExamples.zip), gdyż kopiowanie kodu z pliku jest zazwyczaj łatwiejsze od jego przepisywania z książki. Instrukcje dotyczące pobierania, instalowania i uruchamiania wszystkich sugerowanych narzędzi i przykładowych danych znajdziesz w dodatku A, w podrozdziale A.1.


    Zachęcamy do testowania przykładowego kodu w miarę czytania książki; nawet gdy omawiamy dość abstrakcyjne aspekty analizy danych, ilustrujemy je za pomocą konkretnych danych i kodu. W każdym rozdziale znajdziesz odnośniki do określonego, używanego w danym momencie zestawu danych.


    W niniejszej książce fragmenty kodu oznaczamy taką czcionką o stałej szerokości, co pozwala odróżniać go od zwykłego tekstu. Konkretne zmienne i wartości są formatowane w podobny sposób, natomiast abstrakcyjne wyrażenia matematyczne będą oznaczane tak. Kod R jest zapisywany bez żadnych znaków zachęty, takich jak > (często spotykamy się z nimi podczas wyświetlania kodu, ale nie wpisujemy ich, gdyż nie stanowią części kodu). Wyniki mają umieszczony na początku symbol komentarza #. W wielu przypadkach pierwotny kod źródłowy został przeformatowany; dodawaliśmy podziały wiersza i modyfikowaliśmy wcięcia tak, aby dostosować się do dostępnej przestrzeni na stronie. W rzadkich przypadkach to nie wystarczyło i wtedy w listingach umieszczaliśmy znaczniki kontynuacji wiersza (å). Ponadto komentarze zamieszczone w kodzie źródłowym były często usuwane z listingów, jeżeli kod został opisany w tekście. W wielu listingach występują adnotacje opisujące ważne pojęcia.


    Korzystanie z niniejszej książki


    Najlepiej czytać książkę Język R i analiza danych w praktyce z myślą o realizowaniu przynajmniej niektórych przykładów. W tym celu proponujemy zainstalowanie R, RStudio i pakietów używanych w książce. Instrukcje ich instalacji znajdziesz w dodatku A, w podrozdziale A.1. Sugerujemy również zainstalowanie wszystkich przykładów, na które składają się kod i dane dostępne na serwerze FTP wydawnictwa Helion (ftp://ftp.helion.pl/przyklady/jrand2.zip) lub w wersji oryginalnej w repozytorium GitHub (https://github.com/WinVector/PDSwR2).


    Pobieranie materiałów dodatkowych/repozytorium


    Zawartość repozytorium jest dostępna na serwerze wydawnictwa Helion (ftp://ftp.helion.pl/przyklady/jrand2.zip), a także w wersji oryginalnej w serwisie GitHub pod adresem https://github.com/WinVector/PDSwR2 jako funkcja Download ZIP (rysunek 0.1).


    [image: ]


    Rysunek 0.1. Przykład pobierania materiałów z serwisu GitHub


    Kliknięcie przycisku Download ZIP spowoduje pobranie zarchiwizowanej zawartości pakietu (możesz również wypróbować bezpośredni odnośnik do archiwum ZIP: https://github.com/WinVector/PDSwR2/archive/master.zip). Jeśli potrafisz korzystać z systemu kontroli źródeł Git z poziomu wiersza poleceń, możesz skorzystać z następującej komendy w powłoce Bash (nie z poziomu terminala R):

    git clone https://github.com/WinVector/PDSwR2.git


    We wszystkich przykładach zakładamy, że pobrałeś i rozpakowałeś pliki z serwera Helion (niektóre nazwy mogą różnić się od wersji oryginalnej). Katalog docelowy nosi nazwę PDSwR2. Omawiane w książce ścieżki do plików rozpoczynają się właśnie od tego katalogu. Na przykład, jeżeli wspomnimy o projekcie wykorzystującym katalog PDSwR2/UCICar, to oznacza, że będzie pracować z zawartością podkatalogu UCICar stanowiącego część katalogu PDSwR2. Możesz jednak zmienić katalog roboczy R za pomocą polecenia setwd() (szczegóły uzyskasz po wpisaniu komendy help(setwd) w konsoli R). Jeżeli zaś korzystasz z aplikacji RStudio, możesz również wyznaczyć tam katalog roboczy w panelu eksploratora plików. Wszystkie przykłady omawiane w książce są zawarte w katalogu PDSwR2/Przyklady (w oryginale PDSwR2/CodeExamples), dzięki czemu nie będziesz musiał ich przepisywać (ale żeby je uruchomić, będziesz musiał przejść do katalogu zawierającego odpowiedni zestaw danych).


    Przykłady omawiane w książce stanowią zastępstwo jawnych ćwiczeń. Sugerujemy realizowanie opisanych projektów i eksperymentowanie z wariantami. Na przykład w punkcie 2.3.1 (w którym pokazujemy sposób powiązania zarobków ze szkoleniem i płcią) logiczne jest wypróbowanie powiązania zarobków ze stanem zatrudnienia, a nawet z wiekiem. Analiza danych wymaga ciekawości związanej z programowaniem, funkcjami, danymi i relacjami, a im wcześniej wykryjesz w danych jakieś niespodzianki, tym łatwiej będzie Ci z nich korzystać.


    Forum


    Zakup książki Język R i analiza danych w praktyce zapewnia bezpłatny dostęp do prywatnego forum stanowiącego własność wydawnictwa Manning Publications, gdzie możesz umieszczać komentarze na temat książki, zadawać pytania techniczne i liczyć na pomoc autorów oraz innych użytkowników. Aby uzyskać dostęp do forum, przejdź na stronę https://livebook.manning.com/book/practical-data-science-with-r-second-edition/about-this-book/. Więcej informacji na temat forów wydawnictwa Manning i zasad postępowania znajdziesz pod adresem https://livebook.manning.com/discussion.


    Wydawnictwo Manning za cel obrało sobie zapewnienie Czytelnikom miejsca na istotną dyskusję pomiędzy poszczególnymi Czytelnikami, a także pomiędzy Czytelnikami a autorami. Pamiętaj, że uczestnictwo autorów pozostaje całkowicie dobrowolne (nikt im za to nie płaci). Sugerujemy zadawanie im trudnych pytań, aby podtrzymywać ich zainteresowanie! Forum i archiwa wcześniejszych dyskusji będą dostępne na stronie wydawnictwa, dopóki książka będzie znajdować się w sprzedaży.


    
      
        [1] Materiały te są również dostępne w wersji angielskiej w serwisie GitHub: https://github.com/WinVector/PDSwR2. Całe repozytorium można pobrać jako archiwum zip, sklonować dane na własny komputer albo pobierać pojedyncze pliki — przyp. tłum.
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    Informacje o autorach przedmowy
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    Rachel Thomas jest dyrektorem organizacji USF Center for Applied Data Ethics i współzałożycielką firmy fast.ai, której poświęcono główne artykuły w magazynach „The Economist”, „MIT Tech Review” i „Forbes”. Została wybrana przez ten ostatni jako jedna z 20 niesamowitych kobiet w dziedzinie SI, uzyskała doktorat z matematyki na Uniwersytecie Duke’a, a także była jednym z pierwszych inżynierów w firmie Uber. Rachel jest popularną pisarką i prelegentką. W przemowie wygłoszonej na konferencji TEDx podzieliła się swoimi obawami na temat sztucznej inteligencji oraz wyjaśniła, dlaczego powinni nad nią pracować specjaliści z różnych dziedzin.

  


  
    Część I

    Wprowadzenie do analizy danych


    W części I koncentrujemy się na najważniejszych zadaniach związanych z analizą danych: pracy z partnerami, definiowaniu problemu i badaniu danych.


    Rozdział 1. zawiera informacje na temat cyklu życia typowego projektu analizy danych. Przyglądamy się różnym rolom i obowiązkom poszczególnych członków zespołu, etapom typowego projektu, a także sposobom definiowania celów i określania oczekiwań związanych z projektem. Rozdział ten należy traktować jako przegląd materiałów omówionych dokładniej w pozostałej części książki; jego treść została zorganizowana w kolejności prezentowanych zagadnień.


    W rozdziale 2. zaczniemy zgłębiać szczegóły wczytywania danych zawartych w różnych formatach do R, a także przekształcania danych w format ułatwiający ich analizowanie. Przyjrzymy się tu także najważniejszej strukturze danych w R z perspektywy analityka danych: ramce danych. Więcej szczegółów na temat języka programowania R znajdziesz w dodatku A.


    Rozdziały 3. i 4. zostały poświęcone eksplorowaniu danych i czynnościom, jakim należy je poddać przed przejściem do fazy modelowania. W rozdziale 3. poznasz najczęstsze problemy wiążące się z danymi, a także nauczysz się wykorzystywać podsumowania statystyk i narzędzia wizualizacji do ich wykrywania. W rozdziale 4. będziemy kontynuowali ten temat, gdy zajmiemy się technikami pomagającymi rozwiązywać problemy występujące w danych. Będziemy także zalecać pewne nawyki i procedury, dzięki którym łatwiej Ci będzie zarządzać danymi w różnych stadiach projektu.


    W rozdziale 5. zaczniesz przekształcać dane w postać gotową do analizy.


    Po przeczytaniu części I będziesz potrafił definiować projekt analizy danych, a także nauczysz się wczytywać dane do R oraz przygotowywać je do modelowania i analizy.

  


  
    Rozdział 1.

    Proces analizy danych


    
      
        
      

      
        
          	
            Zawartość rozdziału:


            
              	definicja analizy danych,


              	definicja ról w projekcie analizy danych,


              	omówienie poszczególnych etapów projektu analizy danych,


              	określanie oczekiwań w nowym projekcie analizy danych.

            

          
        

      
    


    Analiza danych (ang. data science) to interdyscyplinarna dziedzina łącząca metody inżynierii danych, statystyki opisowej, wydobywania danych, uczenia maszynowego i analizy predykcyjnej. Podobnie jak w badaniach operacyjnych, analiza danych koncentruje się na podejmowaniu decyzji na podstawie danych i zarządzaniu ich konsekwencjami. Na potrzeby tej książki skupimy się na zastosowaniach biznesowych i naukowych analizy danych za pomocą wymienionych narzędzi.


    Analityk danych odpowiedzialny jest za poprowadzenie projektu od początku do końca. Sukces w projekcie analizy danych nie wynika z dostępu do jakiegoś egzotycznego narzędzia, lecz wiąże się z wyznaczeniem wymiernych celów, dobrej metodologii, oddziaływań międzydyscyplinarnych i powtarzalnego cyklu pracy.


    Z tego rozdziału dowiesz się, jak wygląda typowy projekt analizy danych: rodzaje problemów, jakie napotkasz, typy celów, jakie należy sobie wyznaczać, zadania, które będziesz prawdopodobnie realizować, a także wyniki, jakich należy oczekiwać.


    Omawiane w tym rozdziale koncepcje zaprezentujemy na solidnym, rzeczywistym przykładzie[1].


    Przykład: załóżmy, że pracujesz dla banku niemieckiego. Zarząd uważa, że bank traci zbyt wiele pieniędzy na złych pożyczkach i chce zredukować te straty. Potrzebne do tego będzie narzędzie pomagające inspektorom kredytowym dokładniej wykrywać ryzykowne pożyczki.


    Właśnie tutaj do akcji wkracza zespół analityków danych.


    1.1. Role w projekcie analizy danych


    Analiza danych nie jest realizowana w próżni. Jest to wspólny wysiłek, bazujący na różnych rolach, umiejętnościach i narzędziach. Zanim przejdziemy do omówienia samego procesu, przyjrzyjmy się rolom, jakie należy wyznaczyć w udanym projekcie. Zarządzanie projektem już od dłuższego czasu stanowi centralne zagadnienie w inżynierii oprogramowania, dlatego możemy szukać w nim wskazówek. Podczas definiowania ról tutaj zapożyczyliśmy kilka pomysłów z koncepcji „zespołu chirurgicznego”, opisanej przez Fredericka Brooksa w książce Legendarny osobomiesiąc: opowieści o inżynierii oprogramowania (Addison-Wesley, 1995; wydanie polskie: Helion, 2019). Pewne pojęcia przejęliśmy również z paradygmatu zwinnego projektowania oprogramowania.


    1.1.1. Role w projekcie


    Tabela 1.1 ukazuje kilka najczęściej definiowanych ról w projekcie analizy danych.


    Tabela 1.1. Role i obowiązki w projekcie analizy danych


    
      
        
        
      

      
        
          	
            Rola

          

          	
            Obowiązki

          
        


        
          	
            Sponsor projektu

          

          	
            Reprezentuje interesy biznesowe; broni projektu.

          
        


        
          	
            Klient

          

          	
            Reprezentuje interesy użytkowników ostatecznych; ekspert z danej dziedziny.

          
        


        
          	
            Analityk danych

          

          	
            Wyznacza i realizuje strategię analityki; komunikuje się ze sponsorem i klientem.

          
        


        
          	
            Architekt danych

          

          	
            Zarządza danymi i magazynem danych; czasami zarządza gromadzeniem danych.

          
        


        
          	
            Przedstawiciel działu operacji

          

          	
            Zarządza infrastrukturą; wdraża produkt końcowy.

          
        

      
    


    Czasami role te mogą się pokrywać. Niektóre z ról, zwłaszcza klienta, architekta danych i przedstawiciela działu operacji, często są przydzielane osobom niestanowiącym części zespołu analityków danych, ale będącym kluczowymi uczestnikami.


    Sponsor projektu


    Najważniejsza rola w projekcie analizy danych przypada sponsorowi. Jest to osoba, która chce uzyskać wyniki analizy danych; najczęściej reprezentuje ona interesy biznesowe.


    W naszym przykładzie z pożyczkami sponsorem może być dyrektor działu kredytów konsumpcyjnych. Jest to osoba odpowiedzialna za stwierdzenie, czy projekt okazał się sukcesem, czy niepowodzeniem. Analityk danych może odgrywać rolę sponsora we własnym projekcie, jeżeli uważa, że zna potrzeby biznesowe i potrafi je reprezentować, nie jest to jednak optymalne rozwiązanie. Idealny sponsor spełnia następujący warunek: jeżeli jest zadowolony z rezultatów projektu, to projekt z definicji okazuje się udany. Uzyskanie zgody sponsora stanowi główny cel organizacyjny w projekcie analizy danych.


    Informuj i angażuj sponsora na bieżąco. Bardzo ważne jest informowanie i angażowanie sponsora. Prezentuj mu plany, postępy, a także pośrednie sukcesy i porażki w zrozumiały dla niego sposób. Jeżeli chcesz, aby projekt zakończył się niepowodzeniem, to utrzymuj sponsora w niewiedzy.


    Aby uzyskać aprobatę sponsora, musisz uzyskać od niego wyraźne cele na drodze ukierunkowanych wywiadów. Próbuj określić cele wyrażone przez sponsora w sposób ilościowy. Cel może być następujący: „Wykrywaj 90% kont, które przestaną regulować spłatę pożyczki co najmniej na dwa miesiące przed pierwszą pominiętą płatnością ze stopą fałszywie pozytywnych wyników nieprzekraczającą 25%.” Jest to precyzyjny cel, dzięki któremu możesz jednocześnie sprawdzać, czy jego realizacja jest sensowna z perspektywy biznesowej, a także czy dysponujesz danymi oraz narzędziami o jakości pozwalającej go zrealizować.


    Klient


    Rola sponsora reprezentuje interesy biznesowe, natomiast za interesy użytkowników modelu odpowiada klient. Czasami obydwie role mogą spoczywać na barkach tej samej osoby. Również w tym przypadku analityk danych może pełnić funkcję klienta, jeżeli jest w stanie równoważyć interesy biznesowe, ale nie jest to rozwiązanie idealne.


    Klient oddziałuje bardziej bezpośrednio od sponsora; stanowi on łącznik pomiędzy szczegółami technicznymi cechującymi dobry model a procesem pracy codziennej, do którego model ten zostanie wdrożony. Klient nie musi znać się na zaawansowanej matematyce czy statystyce, ale powinien być zaznajomiony z istotnymi procesami biznesowymi i służyć zespołowi za eksperta w danej dziedzinie. W omawianym przykładzie klient może być inspektorem kredytowym lub osobą reprezentującą interesy inspektorów kredytowych.


    Podobnie jak w przypadku sponsora, należy informować i angażować klienta. W idealnym przypadku powinniście wyznaczyć regularne spotkania, aby ukierunkowywać wysiłek wkładany w projekt na potrzeby użytkowników. Zasadniczo klient przynależy do innej grupy w organizacji i spoczywają na nim inne obowiązki. Na spotkaniach nie odbiegaj od tematu, prezentuj wyniki i postępy w sposób zrozumiały dla klienta i traktuj poważnie wszelką krytykę. Jeżeli użytkownicy nie będą chcieli lub nie będą w stanie korzystać z Twojego modelu, to na dłuższą metę projekt nie okaże się sukcesem.


    Analityk danych


    Kolejną rolą w projekcie analizy danych jest analityk danych, odpowiedzialny za realizację wszystkich zadań niezbędnych do zakończenia projektu sukcesem, w tym takich jak wyznaczenie strategii projektu i informowanie klienta. Wyznacza on poszczególne etapy projektu, wybiera źródła danych, a także wykorzystywane narzędzia. Z tego ostatniego powodu analityk danych musi być obeznany ze statystyką i uczeniem maszynowym. Jest również odpowiedzialny za planowanie i śledzenie projektu, ale te czynności może wykonywać z kierownikiem projektu.


    Na poziomie technicznym analityk danych przegląda również dane, przeprowadza testy i procedury statystyczne, wprowadza modele uczenia maszynowego i ocenia wyniki, czyli realizuje badawczą część analizy danych.


    
      
        
      

      
        
          	
            Empatia domenowa


            Często nie możemy wymagać od analityka danych, aby został ekspertem w jakiejś dziedzinie. Jednak w każdym przypadku analityk danych musi wyrobić silną empatię domenową (ang. domain empathy), pomagającą definiować i rozwiązywać właściwe problemy.

          
        

      
    


    Architekt danych


    Architekt danych odpowiada za dane oraz ich przechowywanie. Rola ta często przypada osobie spoza zespołu analityków danych, na przykład administratorowi bazodanowemu lub architektowi bazodanowemu. Architekci danych nieraz zarządzają magazynami danych w wielu innych projektach i są dostępni jedynie na czas krótkiej konsultacji.


    Przedstawiciel działu operacji


    Rola przedstawiciela działu operacji jest kluczowa zarówno w kwestii pozyskiwania danych, jak również dostarczania rezultatów. Osoba mająca przydzieloną tę rolę zazwyczaj ma obowiązki operacyjne wykraczające poza zakres zespołu analityków danych. Na przykład, jeżeli wdrażasz wynik analizy danych wpływający na sposób szeregowania produktów w sklepie internetowym, to osoba odpowiedzialna za działanie tego serwisu będzie miała wiele do powiedzenia w kwestii procesu wdrażania modelu. Osoba ta najprawdopodobniej zna ograniczenia czasu odpowiedzi, języka programowania lub rozmiarów danych, jakie należy brać pod uwagę w fazie wdrażania. Przedstawiciel działu operacji może wspierać sponsora lub klienta, zatem może być dość dostępny (chociaż jego harmonogram może być bardzo napięty).


    1.2. Etapy projektu analizy danych


    W idealnym środowisku analizy danych analityk danych jest zachęcany do wymiany opinii ze wszystkimi pozostałymi udziałowcami. Znajduje to odzwierciedlenie w cyklu życia projektu analizy danych. Pomimo tego, że nawet w niniejszej książce, podobnie jak w innych materiałach poświęconych procesowi analizy danych, cykl ten został podzielony na osobne fazy, w rzeczywistości jednak granice pomiędzy poszczególnymi etapami są płynne, a czynności realizowane w ramach jednego etapu nakładają się również na inne etapy[2]. Często będziesz „przeskakiwać” pomiędzy co najmniej dwiema fazami, zanim będziesz mógł ruszyć proces dalej. Koncepcja ta została zaprezentowana na rysunku 1.1.


    [image: ]


    Rysunek 1.1. Cykl życia procesu analizy danych: zapętlone pętle


    Nawet po zakończeniu projektu i wdrożeniu modelu mogą pojawić się nowe problemy i pytania wynikające z działania modelu w środowisku produkcyjnym. Koniec jednego projektu może prowadzić do kolejnego projektu.


    Przyjrzyjmy się poszczególnym etapom zaprezentowanym na rysunku 1.1.


    1.2.1. Definiowanie celu


    [image: ]Pierwszym zadaniem w projekcie analizy danych jest zdefiniowanie mierzalnego i wymiernego celu. Na tym etapie dowiedz się jak najwięcej o kontekście projektu:


    
      	Dlaczego sponsorom w ogóle zależy na projekcie? Czego im brakuje? Czego potrzebują?


      	Co obecnie robią, żeby rozwiązać problem i dlaczego rozwiązanie to jest nieskuteczne?


      	Jakie zasoby będą potrzebne: jak wiele danych i jak duży personel? Czy będziesz miał do dyspozycji specjalistów w danej dziedzinie, a także jakimi będziesz dysponować zasobami obliczeniowymi?


      	W jaki sposób sponsorzy projektu zamierzają wdrażać uzyskane wyniki? Jakie ograniczenia należy brać pod uwagę w przypadku skutecznego wdrożenia?

    


    Wróćmy do naszego przykładu. Ostatecznym celem biznesowym jest zmniejszenie strat wynikających z niespłacanych pożyczek. Sponsor Twojego projektu ma wizję narzędzia wspomagającego inspektorów kredytowych w dokładniejszym ocenianiu zdolności kredytowej klientów i w redukcji liczby złych pożyczek. Jednocześnie jest bardzo ważne, aby inspektorzy ci czuli, że decyzja związana z przyznaniem kredytu należy do nich.


    Po wspólnym ustaleniu wstępnych odpowiedzi na te pytania ze sponsorem i pozostałymi udziałowcami możecie w końcu zająć się definiowaniem dokładnego celu projektu. Cel ten musi być określony i mierzalny; nie w stylu „Chcemy skuteczniej wykrywać złe pożyczki”, lecz raczej „Chcemy zmniejszyć odsetek kredytów spisanych na straty o co najmniej 10% za pomocą modelu przewidującego, którzy wnioskodawcy prawdopodobnie nie spłacą pożyczki”.


    Konkretny cel prowadzi do konkretnych warunków zatrzymujących i konkretnych kryteriów akceptacji. Im bardziej ogólny cel, tym większe prawdopodobieństwo, że projekt nie będzie zawierał ograniczeń, ponieważ żaden wynik nie będzie „wystarczająco dobry”. Jeśli nie wiesz, co chcesz osiągnąć, nie będziesz wiedział, kiedy przestać próbować, a nawet czego próbować. Gdy projekt zostanie w końcu przerwany, gdyż upłynął wyznaczony czas lub zostały wyczerpane zasoby, nikt nie będzie zadowolony z rezultatów.


    Oczywiście, od czasu do czasu potrzebne są swobodniejsze, bardziej poszukiwawcze projekty: „Czy coś w danych jest skorelowane z wyższym współczynnikiem niespłaconych pożyczek?” albo „Czy powinniśmy wziąć pod uwagę zredukowanie rodzajów proponowanych kredytów? Które z nich należałoby wyeliminować?”. W takiej sytuacji nadal możesz wyznaczyć zakres projektu za pomocą określonych warunków zatrzymujących, takich jak ograniczony czas. Możesz na przykład wyznaczyć dwa tygodnie (i ani dnia dłużej) na eksplorację danych w celu przygotowania hipotez roboczych. Hipotezy te można następnie przekształcić w konkretne pytania lub cele pełnoprawnego projektu modelowania.


    Gdyż już poznasz cele projektu, możesz skoncentrować się na gromadzeniu danych służących do realizacji wyznaczonych zadań.


    1.2.2. Gromadzenie danych i zarządzanie nimi


    [image: ]Na tym etapie zajmujemy się wyznaczaniem potrzebnych danych, ich eksploracją, a także przygotowaniem ich do analizy. Często jest to najbardziej czasochłonna faza całego procesu. Jest ona również jedną z najważniejszych:


    
      	Do jakich danych mam dostęp?


      	Czy pomogą one w rozwiązaniu problemu?


      	Czy jest ich wystarczająco wiele?


      	Czy ich jakość jest wystarczająco dobra?

    


    W ramach naszego przykładu wyobraź sobie, że zgromadziłeś próbę reprezentatywnych pożyczek z ostatnich dziesięciu lat. Niektóre z tych kredytów pozostały niespłacone; większość (ok. 70%) jest spłacona. Zebrałeś różne atrybuty opisujące wnioski kredytowe; zostały one zaprezentowane w tabeli 1.2.


    Tabela 1.2. Atrybuty danych opisujących pożyczki


    
      
        
        
        
      

      
        
          	
            Nazwa atrybutu

          

          	
            Przekład

          

          	
            Uwagi

          
        


        
          	
            Status_of_existing_checking_account

          

          	
            Stan istniejącego rachunku bieżącego

          

          	
            W czasie składania wniosku

          
        


        
          	
            Duration_in_month

          

          	
            Czas trwania w miesiącach

          

          	
            Okres kredytowania

          
        


        
          	
            Credit_history

          

          	
            Historia kredytowa

          

          	
        


        
          	
            Purpose

          

          	
            Przeznaczenie

          

          	
            Kredyt samochodowy, studencki itd.

          
        


        
          	
            Credit_amount

          

          	
            Kwota kredytu

          

          	
            Wysokość pożyczki

          
        


        
          	
            Savings_Account_or_bonds

          

          	
            Konto oszczędnościowe

            lub obligacje

          

          	
            Saldo/ilość

          
        


        
          	
            Present_employment_since

          

          	
            Długość bieżącego zatrudnienia

          

          	
        


        
          	
            Installment_rate_in_percentage_of_disposable_income

          

          	
            Spłacalność jako odsetek dochodu netto

          

          	
        


        
          	
            Personal_status_and_sex

          

          	
            Stan cywilny i płeć

          

          	
        


        
          	
            Cosigners

          

          	
            Poręczyciele

          

          	
        


        
          	
            Present_residence_since

          

          	
            Długość bieżącego czasu zamieszkania

          

          	
        


        
          	
            Collateral

          

          	
            Zabezpieczenie pożyczki

          

          	
            Samochód, nieruchomość itd.

          
        


        
          	
            Age_in_years

          

          	
            Wiek w latach

          

          	
        


        
          	
            Other_installment_plans

          

          	
            Inne systemy ratalne

          

          	
            Inne pożyczki/linie kredytowe (rodzaj)

          
        


        
          	
            Housing

          

          	
            Zakwaterowanie

          

          	
            Własne mieszkanie, wynajem itd.

          
        


        
          	
            Number_of_existing_credits_at_this_bank

          

          	
            Liczba istniejących kredytów

            w tym banku

          

          	
        


        
          	
            Job

          

          	
            Zawód

          

          	
            Rodzaj zatrudnienia

          
        


        
          	
            Number_of_dependents

          

          	
            Liczba osób zależnych

          

          	
        


        
          	
            Telephone

          

          	
            Telefon

          

          	
            Dostęp do telefonu

          
        


        
          	
            Loan_status

          

          	
            Stan pożyczki

          

          	
            Zmienna zależna

          
        

      
    


    W naszych danych atrybut Loan_status przyjmuje jedną z dwóch możliwych wartości: GoodLoan i BadLoan. Na potrzeby niniejszej analizy założymy, że wartość GoodLoan oznacza spłaconą pożyczkę, a BadLoan niespłaconą.


    Staraj się bezpośrednio mierzyć potrzebne informacje. Staraj się w miarę możliwości maksymalnie korzystać z informacji, które można bezpośrednio zmierzyć, i w mniejszym stopniu polegać na informacjach, które można wywnioskować z innych pomiarów. Na przykład możesz czuć pokusę, aby wykorzystać dochody jako zmienną, gdyż możesz uznać, że im mniejsze dochody, tym większa trudność ze spłatą pożyczki. Zdolność do spłaty kredytu jest bardziej bezpośrednio związana z porównaniem raty kredytu do dochodu netto kredytobiorcy. Informacje te są bardziej przydatne od samego dochodu; są one dostępne jako atrybut Installment_rate_in_percentage_of_disposable_income.


    Właśnie na tym etapie wstępnie eksplorujemy i wizualizujemy dane. To jest również czas na ich oczyszczanie: naprawianie błędów i przekształcanie zmiennych, jeśli to konieczne. W trakcie eksplorowania i oczyszczania danych może się okazać, że nie nadają się one do rozwiązania problemu lub że potrzebne są także inne typy informacji. Możesz odkryć w danych zagadnienia poważniejsze od tych, którymi pierwotnie miałeś się zajmować. Na przykład zaprezentowane na rysunku 1.2 dane wydają się być sprzeczne z intuicją.


    [image: ]


    Rysunek 1.2. Ułamek niespłaconych kredytów w kategoriach historii kredytowej. Ciemny obszar w każdej kolumnie reprezentuje odsetek niespłaconych kredytów w danej kategorii


    Dlaczego niektórzy z tych pozornie bezpiecznych kredytobiorców (którzy spłacali wszystkie długi) mieliby wyższy współczynnik niespłaconych kredytów w porównaniu z bardziej ryzykowanymi pożyczkobiorcami (którzy w przeszłości zwlekali ze spłatą)? Po uważniejszym przyjrzeniu się danym i podzieleniu się tymi intrygującymi odkryciami z pozostałymi udziałowcami oraz specjalistami zauważasz w końcu, że próba ta jest z racji swojej natury obciążona: dysponujesz jedynie danymi już zaciągniętych (a więc i zaakceptowanych) pożyczek. Prawdziwie nieobciążona próba powinna zawierać zarówno wnioski kredytowe, które zostały przyjęte, jak również te, które odrzucono. Skoro zasadniczo nasza próba zawiera wyłącznie zaakceptowane wnioski kredytowe, to w danych występuje mniej ryzykownych kredytów niż bezpiecznych. Prawdopodobnie wynika to z faktu, że ryzykownie wyglądające pożyczki były dopuszczane po znacznie bardziej rygorystycznym procesie weryfikacji, takim, któremu być może nie były poddawane bezpiecznie wyglądające kredyty. Hipoteza ta sugeruje, że gdyby model miał być używany w bieżącym procesie zatwierdzania wniosków, to historia kredytowa nie byłaby już przydatną zmienną. Wynika również z tego taki wniosek, że nawet pozornie bezpieczne wnioski kredytowe powinny być uważniej weryfikowane.


    Tego typu odkrycia mogą prowadzić do zmiany lub modyfikacji celów projektu. W takiej sytuacji być możesz zechcesz skoncentrować się na pozornie bezpiecznych wnioskach kredytowych. Często przechodzimy pomiędzy tym a wcześniejszym etapem, a także pomiędzy tym etapem a fazą modelowania w miarę odkrywania nowych elementów w danych. Przyjrzymy się uważniej eksploracji danych i zarządzaniu nimi w rozdziałach 3. i 4.


    1.2.3. Modelowanie


    W końcu docieramy do statystyki i uczenia maszynowego w fazie modelowania lub analizy. To właśnie tutaj będziemy próbować wydobywać przydatne wnioski z danych w celu zrealizowania wyznaczonych celów. Wiele procedur modelowania zakłada odgórnie określone rozkłady i relacje danych, dlatego możesz wielokrotnie przechodzić pomiędzy fazą modelowania i fazą oczyszczania danych w miarę poszukiwania najlepszych sposobów reprezentowania danych i ich modelowania.


    Najczęściej spotykanymi zadaniami modelowania w analizie danych są:


    
      	Klasyfikowanie: określanie, czy dany element przynależy do danej kategorii.


      	Obliczanie wyniku: przewidywanie lub szacowanie wartości numerycznej, takiej jak cena czy prawdopodobieństwo.


      	Rankingowanie: określanie kolejności elementów na podstawie preferencji.


      	Analiza skupień: grupowanie elementów na podstawie ich podobieństwa.


      	Wyszukiwanie relacji: określanie korelacji lub potencjalnych przyczyn jakichś wzorców rozpoznanych w danych.


      	Charakteryzowanie: bardzo ogólne tworzenie wykresów i raportów z danych.

    


    Każde z tych zadań można zrealizować na kilka różnych sposobów. W dalszej części książki zaprezentujemy najpopularniejsze techniki realizowania poszczególnych zadań.


    [image: ] Problem wniosków kredytowych należy do zadań klasyfikowania: chcemy wykrywać kredytobiorców, którzy prawdopodobnie nie będą spłacać należności. Często wykorzystywanymi technikami w tego typu zadaniach są regresja logistyczna i metody bazujące na drzewach (zajmiemy się nimi dokładniej w rozdziałach 7. i 10.). Komunikowałeś się z inspektorami kredytowymi oraz innymi osobami, które będą korzystać z Twojego modelu, wiesz więc, że będą chciały one znać „tok rozumowania” modelu klasyfikacji, a także będą chciały znać stopień pewności tego modelu podczas podejmowania decyzji: czy wnioskodawca jest bardzo mało wiarygodny, czy tylko trochę? Stwierdzasz, że w takim przypadku najlepiej będzie skorzystać z drzewa decyzyjnego. W rozdziale 10. poświęcimy drzewom decyzyjnym znacznie więcej uwagi, tymczasem zaś przyjrzyjmy się uzyskanemu modelowi[3].


    Załóżmy, że otrzymujesz model zaprezentowany na rysunku 1.3. Prześledźmy przykładową trasę decyzyjną. Powiedzmy, że mamy do czynienia z jednorocznym kredytem opiewającym na 10 000 marek niemieckich (DM). W górnej części drzewa (węzeł 1. na rysunku 1.3) model sprawdza, czy długość kredytu przekracza 34 miesiące. Odpowiedź brzmi „nie”, więc algorytm podąża w prawo na rozgałęzieniu. Odnoga ta została odpowiednio zaznaczona. Kolejne pytanie (węzeł 3.) brzmi następująco: czy wartość pożyczki przekracza 11 000 DM. Odpowiedź znowu jest przecząca, więc algorytm ponownie podąża w prawo (ścieżka ta jest zaznaczona tak samo jak poprzednio) i dociera do liścia 3.


    [image: ]


    Rysunek 1.3. Model drzewa decyzyjnego wyszukującego mało wiarygodne wnioski kredytowe. W węzłach końcowych zostały zaprezentowane poziomy ufności


    Zgodnie z danymi historycznymi 75% kredytów trafiających do tego liścia jest wiarygodnych, zatem model zaleca zatwierdzenie wniosku, gdyż z dużą dozą prawdopodobieństwa kredyt zostanie spłacony.


    Załóżmy jednak, że model przetwarza wniosek jednorocznego kredytu na kwotę 15 000 DM. W takim przypadku algorytm wybierze w pierwszym węźle lewe odgałęzienie, następnie znowu lewe odgałęzienie w trzecim węźle i dotrze do liścia 2. Zgodnie z danymi historycznymi żaden z trafiających tu kredytów nie został spłacony, dlatego model zaleca odrzucenie wniosku.


    W rozdziale 6. zajmiemy się omówieniem ogólnych strategii modelowania, natomiast część II poświęcimy poszczególnym algorytmom modelowania.


    1.2.4. Ocena i krytyka modelu


    [image: ]Po stworzeniu modelu musisz stwierdzić, czy realizuje on wyznaczone cele:


    
      	Czy jego dokładność jest wystarczająca? A zdolność uogólniania?


      	Czy jego wydajność jest lepsza od zgadywania? Lepsza od dowolnego używanego obecnie oszacowania?


      	Czy rezultaty modelu (współczynniki, skupienia, reguły, przedziały ufności, poziomy istotności i diagnostyki) mają sens w kontekście danego problemu?

    


    Jeżeli odpowiedź na dowolne z tych pytań brzmi „nie”, to czas cofnąć się do fazy modelowania albo stwierdzić, że dane nie pomagają w realizacji wyznaczonego celu.


    Nikt nie lubi negatywnych wyników, ale świadomość niemożności spełnienia kryteriów sukcesu za pomocą bieżących zasobów pozwoli Ci uniknąć bezowocnych wysiłków. Twoja energia zostanie lepiej wykorzystana, jeśli poświęcisz ją na ukucie sukcesu. Może to oznaczać konieczność zdefiniowania bardziej realistycznych celów lub zdobycia dodatkowych danych albo innych zasobów potrzebnych do zrealizowania pierwotnych celów.


    W przykładzie z wnioskami kredytowymi pierwszym zadaniem staje się sprawdzenie, czy reguły odkryte przez model są logiczne. Jeśli spojrzysz na rysunek 1.3, nie zauważysz żadnych rzucających się w oczy osobliwych reguł, dlatego możesz przejść dalej i ocenić dokładność modelu. Dobre podsumowanie dokładności klasyfikatora stanowi macierz pomyłek (ang. confusion matrix), porównująca wyniki rzeczywiste z przewidywanymi[4].


    Za pomocą listingu 1.1 stworzymy macierz pomyłek, w której rzędy będą przedstawiać rzeczywisty stan pożyczki, a kolumny będą reprezentować ich przewidywany stan. W celu zwiększenia czytelności elementy macierzy będą wyznaczane w kodzie za pomocą ich nazwy, a nie indeksu. Na przykład conf_mat ["GoodLoan", "BadLoan"] odnosi się do elementu conf_mat[2, 1], czyli liczby rzeczywistych dobrych pożyczek, które zostały niewłaściwie przewidziane przez model. Wpisy umieszczone na przekątnych macierzy reprezentują właściwe prognozy.


    Listing 1.1. Obliczanie macierzy pomyłek

    library("rpart") → Sposób instalacji pakietów niezbędnych do uruchamiania przykładów opisanych w książce znajdziesz w pliku PDSwR2/ pakiety.R lub (w wersji angielskiej) pod adresem https://github.com/WinVector/



    PDSwR2/blob/master/packages.R.



     load("model_kredyty_przyklad.RData") → Plik ten znajdziesz w katalogu PDSwR2/statlog albo (w wersji angielskiej) na stronie https://github.com/WinVector/PDSwR2/tree/master/Statlog (pod nazwą loan_model_example.RData; pamiętaj, żeby ją zmienić w tym wierszu — przyp. tłum.).



     conf_mat <-



          table(actual = d$Loan_status, pred = predict(model, type = 'class')) → Tworzy macierz pomyłek



    ##             pred



    ## actual      BadLoan      GoodLoan



    ## BadLoan          41           259



    ## GoodLoan         13           687



    (accuracy <- sum(diag(conf_mat)) / sum(conf_mat)) → Ogólna dokładność modelu: 73% wszystkich przewidywań było właściwych.



     ## [1] 0.728



    (precision <- conf_mat["BadLoan", "BadLoan"] / sum(conf_mat[, "BadLoan"]) → Precyzja modelu: 76% wnioskodawców przewidzianych jako ryzykowni 



    rzeczywiście okazało się niewypłacalnych.



     ## [1] 0.7592593



    (recall <- conf_mat["BadLoan", "BadLoan"] / sum(conf_mat["BadLoan", ])) → Pełność modelu: model wykrył 14% niespłaconych długów.



     ## [1] 0.1366667



    (fpr <- conf_mat["GoodLoan","BadLoan"] / sum(conf_mat["GoodLoan", ])) → Odsetek fałszywie pozytywnych wyników: 2% wiarygodnych kredytobiorców zostało pomyłkowo uznanych za niewiarygodnych.



     ## [1] 0.01857143




    


    Model właściwie przewidział stan zadłużenia w 73% przypadków, czyli lepiej niż w zgadywaniu losowym (50%). W pierwotnym zestawie danych 30% kredytów jest uznanych za złe, zatem wyznaczanie elementów do klasy GoodLoan powinno cechować się dokładnością rzędu 70% (co jednak w tym przypadku nie byłoby zbyt użyteczne). Wiesz więc, że model radzi sobie lepiej od zgadywania losowego i nieco lepiej od zgadywania przemyślanego.


    Sama dokładność jednak nie wystarczy. Chcesz wiedzieć, jakie rodzaje pomyłek są popełniane. Czy model ignoruje większość złych pożyczek, a może oznacza zbyt wiele dobrych kredytów jako złe? Pełność (ang. recall) mówi nam, jak wiele złych pożyczek model rzeczywiście znalazł. Precyzja (ang. precision) z kolei mierzy, jak wiele kredytów przewidywanych jako złe jest rzeczywiście niespłaconych. Odsetek fałszywie pozytywnych wyników (ang. false positive rate) określa liczbę dobrych kredytów pomyłkowo rozpoznanych jako złe. W idealnym przypadku chcielibyśmy, aby precyzja i pełność miały duże wartości, a odsetek fałszywie pozytywnych wyników był jak najmniejszy. Wartości „wystarczająco duże” i „wystarczająco małe” wyznaczane są wraz z pozostałymi udziałowcami. Często zachowanie właściwej równowagi wymaga jakiegoś kompromisu pomiędzy pełnością a precyzją.


    Istnieją również inne wskaźniki dokładności i jakości modelu. Zajmiemy się nimi w rozdziale 6. podczas omawiania oceniania modelu.


    1.2.5. Prezentacja i dokumentowanie


    Po stworzeniu modelu spełniającego kryteria sukcesu należy zaprezentować rezultaty sponsorowi projektu i pozostałym udziałowcom. Musisz także sporządzić dokumentację modelu dla osób w organizacji, które będą odpowiedzialne za używanie, działanie i utrzymywanie modelu po jego wdrożeniu.


    Poszczególne grupy odbiorców wymagają innych informacji. Odbiorcy z pionu biznesowego będą chcieli zrozumieć wpływ Twoich dokonań w kontekście wskaźnika biznesowego. W przykładzie z kredytami najważniejszą kwestią, jaką należy zaprezentować tej grupie, jest sposób zmniejszania strat wynikających z niespłaconych kredytów. Załóżmy, że model wyznaczył zbiór złych kredytów, które odpowiadały 22% całkowitej ilości pieniędzy utraconej w wyniku niespłacenia należności. Twoja prezentacja lub streszczenie powinny kłaść nacisk na to, że model może potencjalnie zmniejszyć straty banku o tę właśnie ilość (zob. rysunek 1.4).


    [image: ]


    Rysunek 1.4. Przykładowy slajd z prezentacji przygotowanej dla kierownictwa


    [image: ]Chcesz również zaprezentować tej grupie odbiorców najbardziej interesujące odkrycia lub zalecenia, na przykład że pożyczki przeznaczone na nowe samochody są zna­cznie bardziej ryzykowne niż w przypadku kredytów na samochody używane lub że większość strat wiąże się ze złymi kredytami na samochody lub na wyposażenie (przy założeniu, że grupa ta nie znała tych faktów). Szczegóły techniczne modelu nie będą wzbudzały zainteresowania w tej grupie i powinieneś je omijać lub prezentować jedynie w zarysie.


    Prezentacja dla użytkowników modelu (inspektorów kredytowych) powinna kłaść nacisk na to, w jaki sposób poprawi im on jakość pracy:


    
      	W jaki sposób powinni interpretować model?


      	Jak wyglądają wyniki modelu?


      	Jeżeli model ukazuje trasę wybraną w drzewie decyzyjnym, to w jaki sposób powinni oni odczytywać te rezultaty?


      	Jeżeli oprócz klasyfikowania model oblicza również poziom ufności, to w jaki sposób powinni z niego korzystać?


      	W jakich sytuacjach mogą ignorować wyniki modelu?

    


    Prezentacje lub dokumentacja przeznaczone dla działu operacji powinny określać wpływ modelu na zasoby, za które ten personel odpowiada. W części III przyjrzymy się prezentacjom i dokumentacji przeznaczonym dla różnych grup odbiorców.


    1.2.6. Wdrażanie i utrzymywanie modelu


    [image: ]W końcu model zostaje wdrożony do środowiska produkcyjnego. W wielu organizacjach oznacza to, że analityk danych przestaje być całkowicie odpowiedzialny za działanie modelu. Nadal jednak musisz zagwarantować płynne działanie modelu i zapobiegać katastrofalnym, nienadzorowanym decyzjom. Możesz chcieć także upewnić się, że model będzie aktualizowany w miarę ewoluowania środowiska. W wielu przypadkach model jest najpierw wdrażany w ramach małego programu pilotażowego. Taki test może wykazać jakieś nieprzewidziane problemy, może także wystąpić konieczność odpowiedniego dostrojenia modelu. Kwestii wdrażania modelu przyjrzymy się w rozdziale 11.


    Po wdrożeniu modelu możesz stwierdzić, że inspektorzy kredytowi często ignorują wyniki modelu, gdyż są sprzeczne z ich intuicją. Czy ich intuicja jest zwodnicza? A może to model jest niepełny? Albo, w bardziej pozytywnym przypadku, Twój model może okazać się tak skuteczny, że bank zażyczy sobie, aby rozszerzyć jego zakres na kredyty mieszkaniowe.


    Zanim zagłębimy się w następnych rozdziałach w cykl życia analizy danych, przyjrzyjmy się istotnemu aspektowi początkowej fazy planowania projektu: wyznaczaniu oczekiwań.


    1.3. Wyznaczanie oczekiwań


    Wyznaczanie oczekiwań stanowi zasadniczy element definiowania celów projektu i kryteriów sukcesu. Członkowie zespołu zorientowani na biznes (zwłaszcza sponsor projektu) prawdopodobnie mają już w tym momencie pojęcie na temat skuteczności wymaganej do realizacji celów biznesowych: na przykład bank może chcieć zmniejszyć straty spowodowane przez niespłacone kredyty o co najmniej 10%. Zanim przejdziesz do dalszej części przygotowywania projektu, powinieneś upewnić się, że dostępne zasoby będą wystarczające do spełnienia tych celów.


    Mamy tu do czynienia z przykładem płynności faz cyklu życia projektu. Stopniowo coraz lepiej poznajesz dane w fazie eksploracji i oczyszczania; gdy już będziesz wiedział o nich wystarczająco wiele, określenie, czy będą wystarczająco nadawały się do osiągnięcia wyznaczonych progów skuteczności, nie powinno sprawić problemu. Jeżeli dane okażą się niewystarczające, będziesz musiał cofnąć się do etapu projektowania modelu i wyznaczania celów.


    1.3.1. Określenie dolnego pułapu wydajności modelu


    Podczas definiowania kryteriów akceptacji bardzo ważne jest określenie, jak dobrze model powinien sobie radzić, aby cechował się dopuszczalną wydajnością.


    Model zerowy (ang. null model) reprezentuje dolny pułap wydajności modelu, do którego należy dążyć. Można go traktować jako model, który radzi sobie lepiej od „przemyślanego zgadywania”. W sytuacji, gdy już istnieje jakiś model lub rozwiązanie, które chcemy usprawnić, traktujemy je jako model zerowy. Jeżeli taki model lub rozwiązanie nie istnieją, to modelem zerowym staje się najprostszy możliwy model: na przykład zawsze zgadujący klasę GoodLoan lub zawsze przewidujący średnią wartość na wyjściu, gdy próbujesz przewidywać wartość numeryczną.


    W naszym przykładzie z wnioskami kredytowymi 70% wniosków z zestawu danych okazuje się być wnioskami bezpiecznymi. Model oznaczający wszystkie pożyczki jako GoodLoan (w efekcie za pomocą jedynie istniejącego procesu do klasyfikowania pożyczek) miałby rację w 70% przypadków. Wiesz więc, że dowolny rzeczywisty model, który dopasujesz do danych, musi mieć dokładność przekraczającą 70%, aby okazał się przydatny (gdyby dokładność była jedynym wykorzystywanym wskaźnikiem). Jest to najprostszy możliwy model, dlatego jego poziom błędu nosi nazwę bazowej stopy błędu (ang. base error rate).


    O ile lepsza powinna być wydajność modelu? W statystyce występuje procedura zwana testowaniem hipotezy lub testowaniem istotności, dzięki której możemy sprawdzić, czy dany model jest równoważny modelowi zerowemu (w tym przypadku określającemu, czy nowy model jest jedynie tak dokładny jak model wybierający klasę GoodLoan za każdym razem). Chcesz, aby Twój model był „znacząco lepszy” od 70% (w ujęciu statystycznym). Testowaniem istotności zajmiemy się w rozdziale 6.


    Dokładność nie jest jedynym (ani nawet najlepszym) wskaźnikiem wydajności. Jak już mogliśmy się przekonać, pełność służy do mierzenia odsetka prawdziwie złych kredytów rozpoznanych przez model. W naszym przykładzie model zerowy, który zawsze wybiera klasę GoodLoan, miałby zawsze pełność równą 0, gdyż nie rozpoznawałby złych kredytów, a przecież nie tego chcemy. Zasadniczo jeżeli istnieje już jakiś model lub proces, możesz poznać jego precyzję, pełność i odsetek fałszywie pozytywnych wyników; poprawienie któregoś z tych wskaźników niemal zawsze jest ważniejsze od uwzględniania wyłącznie dokładności. Jeżeli celem Twojego projektu jest usprawnienie istniejącego procesu, to bieżący model musi słabo się spisywać pod względem przynajmniej jednego z tych wskaźników. Znajomość ograniczeń istniejącego procesu pomaga wyznaczyć przydatny dolny pułap wymaganej wydajności.


    Podsumowanie


    Na proces analizy danych składa się olbrzymia ilość „biegania w kółko”: pomiędzy analitykiem danych a pozostałymi udziałowcami projektu, a także pomiędzy poszczególnymi fazami procesu. W międzyczasie będziesz natrafiać na niespodzianki i blokady. Dzięki tej książce nauczysz się rozwiązywać wiele z napotykanych problemów. Jest bardzo ważne, aby cały czas informować i angażować udziałowców; w momencie zakończenia projektu żadna związana z nim osoba nie powinna być zaskoczona rezultatami.


    W kolejnych rozdziałach przyjrzymy się poszczególnym fazom przygotowywania projektu: wczytywaniu, eksplorowaniu danych i zarządzaniu nimi. W rozdziale 2. poznamy kilka podstawowych sposobów wczytywania danych do R w formacie ułatwiającym ich analizowanie.


    W tym rozdziale dowiedziałeś się, że:


    
      	Udany projekt analizy danych to coś więcej niż tylko statystyka. Wymagane jest wprowadzenie różnorodnych ról reprezentujących interesy biznesowe i użytkowników, jak również kwestie operacyjne.


      	Powinieneś wyznaczyć jasny, weryfikowalny, wymierny cel.


      	Powinieneś wyznaczyć wszystkim udziałowcom realistyczne oczekiwania.

    


    
      
        [1] Wykorzystamy tu zestaw Statlog, przekazany do serwisu UCI Machine Learning Respository w 1994 r. przez dr. Hansa Hofmanna, profesora biologii integratywnej. Dla zachowania przejrzystości uprościliśmy nazwy niektórych kolumn. Pierwotny zestaw danych jest dostępny pod adresem http://archive.ics.uci.edu/ml/datasets/Statlog+(German+Credit+Data). W rozdziale 2. nauczysz się wczytywać te dane i przygotowywać je do analizy. Pamiętaj, że w czasie zbierania danych do tego zestawu obowiązującą walutą w Niemczech była marka niemiecka (niem. Deutsche Mark — DM).

      


      
        [2] Jednym z popularnych modeli procesu uczenia maszynowego jest międzybranżowy standard procesu eksploracji danych (ang. cross-industry standard process for data mining — CRISP-DM; https://en.wikipedia.org/wiki/Cross-industry_standard_process_for_data_mining, a także https://pl.wikipedia.org/wiki/Cross_Industry_Standard_Process_for_Data_Mining). Omawiany w niniejszej książce model jest podobny, ale kładziemy w nim nacisk na dwukierunkowość w każdej fazie procesu.

      


      
        [3] W tym rozdziale celowo dopasowaliśmy małe i niskie drzewo, aby zachować przejrzystość.

      


      
        [4] W normalnym projekcie ocenilibyśmy model za pomocą zestawu testowego (danych, które nie były używane w trakcie tworzenia modelu). Dla uproszczenia w omawianym przykładzie oceniamy model na danych uczących (danych, za pomocą których stworzyliśmy model). Zwracamy również uwagę na notację związaną z wykresami: predykcje będą umieszczane na osi x, co w przypadku tabel oznacza, że predykcje są nazwami kolumn. Pamiętaj, że istnieją również inne konwencje dotyczące macierzy pomyłek.

      

    

  


  
    Rozdział 2.

    Wprowadzenie do języka R i danych


    
      
        
      

      
        
          	
            Zawartość rozdziału:


            
              	podstawowe informacje na temat pracy z R i danymi,


              	omówienie ramki danych R,


              	wczytywanie danych do R,


              	przygotowywanie danych do dalszej analizy.

            

          
        

      
    


    W tym rozdziale uzyskasz podstawowe informacje na temat języka R i nauczysz się importować dane do R z różnych źródeł. Przygotujemy Cię w ten sposób do pracy z przykładami omawianymi w dalszej części książki.


    Zaprezentowany na rysunku 2.1 diagram przedstawia model mentalny, w którym zaakcentowaliśmy zadanie niniejszego rozdziału: rozpoczęcie pracy z R i importowanie danych. Cały diagram stanowi połączenie procesu analizy danych omówionego w rozdziale 1. z rebusem, którego odpowiedź stanowi tytuł książki. W każdym rozdziale będziemy zaznaczać poszczególne elementy diagramu, na które będziemy kładli szczególny nacisk. Na przykład w tym rozdziale skoncentrujemy się na początkowych etapach zdobywania danych i zarządzania nimi, a także poruszymy kwestie praktyczności, danych i R (ale jeszcze nie zagadnienia naukowe).


    [image: ]


    Rysunek 2.1. Model mentalny dla rozdziału 2.


    Wiele projektów analizy danych rozpoczyna się w momencie, gdy ktoś przekazuje analitykowi jakiś zbiór danych i każe mu je zinterpretować[1]. Być może najpierw stwierdzisz, że warto skorzystać z doraźnych narzędzi i arkuszy kalkulacyjnych, przekonasz się jednak całkiem szybko, że więcej czasu poświęcasz na dostosowywanie tych narzędzi niż na właściwą analizę danych. Na szczęście istnieje lepszy sposób: język R. Po przeczytaniu niniejszego rozdziału będziesz w stanie całkiem pewnie używać R do wydobywania, przekształcania i wczytywania danych do analizy.


    Korzystanie z języka R bez danych przypomina pójście do teatru po to, aby oglądać podnoszenie i opuszczanie kurtyny.


    — Zaadaptowane z książki Bena Katchora Julius Knipl,

    Real Estate Photographer: Stories


    2.1. Początki z R


    R jest oprogramowaniem o otwartym kodzie źródłowym, dostępnym w Uniksie, Linuksie, a także systemach macOS i Windows. W tej książce będziemy koncentrować się na pracy jako analityk danych. Żeby jednak Czytelnik mógł realizować omawiane przykłady, musi być zaznajomiony z programowaniem w R. Jeżeli potrzebujesz jakichś wstępnych informacji, zalecamy zajrzenie do bezpłatnych instrukcji w serwisie CRAN (jest to główne repozytorium pakietów R: https://cran.r-project.org/manuals.html) i innych materiałów dostępnych w internecie. Warto także zajrzeć do następujących książek poświęconych R:


    
      	R in Action, Second Edition, Robert Kabacoff, Manning, 2015,


      	Beyond Spreadsheets with R, Jonathan Carroll, Manning, 2018,


      	The Art of R Programming, Norman Matloff, No Starch Press, 2011,


      	R dla każdego. Zaawansowane analizy i grafika statystyczna, Jared P. Lander, Addison-Wesley, 2017 (wydanie polskie: APN Promise, 2018).

    


    Każda z tych książek przekazuje wiedzę w inny sposób, a niektóre z nich zawierają dodatkowe informacje na temat statystyki, uczenia maszynowego i inżynierii danych. Wystarczy poświęcić chwilę, aby sprawdzić, profil której książki odpowiada Ci najbardziej. W niniejszej książce skoncentrujemy się na realizowaniu ważnych przykładów z zakresu analizy danych, dzięki którym poznasz etapy wymagane do przezwyciężenia najczęściej spotykanych problemów w rzeczywistych projektach.


    Naszym zdaniem analiza danych jest powtarzalna: to samo zadanie zrealizowane na tych samych danych powinno dawać podobny wynik (różnice mogą wynikać z precyzji numerycznej, synchronizacji, zrównoleglania obliczeń, a także liczb pseudolosowych). W istocie powinniśmy dążyć do takiej powtarzalności. Z tego właśnie powodu zajmujemy się programowaniem w książce poświęconej analizie danych. Programowanie stanowi łatwy sposób określania wielokrotnie używanych sekwencji operacji. Mając to na uwadze, powinniśmy zawsze traktować odświeżanie danych (uzyskiwanie nowszych, poprawionych lub większej ilości danych) jako coś dobrego, ponieważ wielokrotne przeprowadzanie analizy powinno być bardzo łatwe. Analiza, której wiele etapów należy realizować własnoręcznie, nigdy nie będzie łatwa do powtarzania.


    2.1.1. Instalowanie R, narzędzi i przykładów


    W celu zainstalowania środowiska R, pakietów, narzędzi i przykładów omawianych w książce zalecamy zapoznanie się z instrukcjami zawartymi w podrozdziale A.1 w dodatku A.


    Nie bój się szukać pomocy. R zawiera bardzo przydatny system pomocy. Aby uzyskać informacje na temat jakiegoś polecenia R, wystarczy użyć komendy help(). Na przykład, jeżeli chcesz się dowiedzieć, jak można zmieniać katalogi, wpisz polecenie help(setwd). Musisz znać nazwę funkcji, na temat której chcesz uzyskać informacje, dlatego usilnie zalecamy sporządzanie notatek. Niektórych prostych funkcji nie będziemy tłumaczyć i pozostawimy Czytelnikowi możliwość wywołania polecenia help().


    2.1.2. Programowanie w R


    W tym podrozdziale omówimy pokrótce niektóre konwencje pisania kodu, semantykę i problemy ze stylami w R. Szczegóły znajdziesz w dokumentacji danego pakietu, w systemie pomocy R (help()), a także w różnych wariantach omówionych w tym rozdziale przykładów. Skoncentrujemy się na aspektach odróżniających R od innych języków programowania, a także na konwencjach wykorzystywanych w dalszej części książki. Dzięki temu powinieneś łatwiej „wczuć się” w R.


    Istnieje wiele popularnych stylów pisania kodu w R. Styl pisania kodu (ang. coding style) stanowi próbę zwiększenia spójności, przejrzystości i czytelności listingów. W tej książce będziemy stosować wariant stylu, który uważamy za bardzo skuteczny do nauki oraz do utrzymywania kodu. Nasz styl, oczywiście, jest zaledwie jednym z wielu i w żadnym wypadku nie należy go traktować jako obowiązkowego. Kwestia stylów pisania kodu została dobrze opisana w następujących materiałach:


    
      	Google’s R Style Guide (https://google.github.io/styleguide/Rguide.html),


      	przewodnik po stylach z książki Hadleya Wickhama Advanced R (http://adv-r.had.co.nz/Style.html).

    


    Postaramy się zminimalizować różnice pomiędzy notacjami i będziemy zwracać uwagę wszędzie tam, gdzie będą się pojawiać jakieś odstępstwa. Polecamy również dział R tips, dostępny na blogu jednego z autorów niniejszej książki[2].


    R jest bogatym i rozbudowanym językiem, dzięki któremu wiele zadań można nieraz wykonać na różne sposoby. Oznacza to dość stromą początkową krzywą uczenia, gdyż dopóki nie przywykniesz do notacji, działanie programów może być trudne do zrozumienia. Jednak czas spędzony na zrozumieniu podstawowej notacji jest dobrze spożytkowany, ponieważ dzięki temu będzie Ci o wiele łatwiej pracować z przykładami omówionymi w tej książce. Rozumiemy, że sama w sobie gramatyka języka R nie stanowi obiektu zainteresowania użytkownika chcącego poznać metody i praktyki analizy danych (pamiętaj, że należysz do naszej docelowej grupy odbiorców!), ale dzięki temu małemu, początkowemu wysiłkowi unikniesz później wielu nieporozumień. W tym podrozdziale zajmiemy się notacją języka R i jej znaczeniem, przy czym skoncentrujemy się na elementach szczególnie użytecznych lub zaskakujących. Wszystkie omówione poniżej kwestie są podstawowe, ale część z nich zawiera wiele niuansów, które można poznać poprzez eksperymentowanie.


    Koncentruj się na działającym kodzie. Skupiaj uwagę na programach, skryptach i kodzie, które już działają, ale być może nie realizują wszystkich wymaganych zadań. Zamiast pisać rozbudowany, nieprzetestowany program lub skrypt zawierający wszystkie potrzebne etapy analizy, stwórz aplikację, która we właściwy sposób wykonuje określoną fazę, a następnie iteracyjnie ją usprawniaj, tak aby kod stopniowo realizował pozostałe etapy. Taki sposób aktualizowania kolejnych wersji kodu zazwyczaj pozwala uzyskać pożądane wyniki znacznie szybciej niż mozolne usuwanie błędów z dużego, niesprawnego systemu.


    Przykłady i symbol komentarza (#)


    W naszych przykładach polecenia R będą prezentowane jako zwykły tekst, natomiast wyniki będziemy oznaczać symbolem komentarza R (#). W wielu listingach będziemy umieszczać rezultaty tuż po poleceniach; dzięki symbolom komentarza będą one łatwo rozpoznawane. W wyświetlanych wynikach często występują indeksy tablicy umieszczone w nawiasach kwadratowych, a wiersze nieraz są zawijane. Na przykład wyświetlanie liczb stałoprzecinkowych w przedziale od 1 do 25 wygląda następująco:

    print(seq_len(25))

    # [1]  1  2  3  4  5  6  7  8  9  10 11 12



    # [13] 13 14 15 16 17 18 19 20 21 22 23 24



    # [25] 25




    Zwróć uwagę, że wartości zostały rozmieszczone w trzech wierszach, a na początku każdego z nich występuje zamknięty w nawiasie kwadratowym indeks pierwszej komórki wyświetlonej w tym wierszu. Czasami nie będziemy prezentować wyników; powinno to stanowić dodatkowy bodziec do wykonania ćwiczenia.


    Wyświetlanie


    R zawiera dużą liczbę reguł włączających i wyłączających wyświetlanie niejawne/auto­matyczne. W niektórych pakietach, takich jak ggplot2, wyświetlanie uruchamia określone operacje. Wpisanie wartości zazwyczaj powoduje jej wyświetlenie. Pamiętaj, że w przypadku funkcji lub pętli for automatyczne wyświetlanie wyników jest wyłączone. Problem może stanowić wyświetlanie bardzo dużych obiektów, dlatego najlepiej unikać wyświetlania elementów o nieznanym rozmiarze. Często można wymusić wyświetlanie niejawne poprzez wprowadzenie dodatkowych nawiasów, np. (x <- 5).


    Wektory i listy


    Wektory (tablice sekwencyjne wartości) są podstawowymi strukturami danych w R. W każdej pozycji listy mogą być przechowywane różne typy danych, natomiast wektory mogą zawierać wyłącznie ten sam typ prymitywny (atomowy) w poszczególnych polach. Zarówno wektory, jak i listy obsługą indeksowanie numeryczne, a także pary nazwa-klucz. Dostęp do elementów listy lub wektora uzyskujemy za pomocą operatorów zaprezentowanych poniżej.


    Indeksowanie wektorów. W przeciwieństwie do wielu innych języków programowania wektory i listy R są indeksowane od wartości 1, nie 0.

    przykladowy_wektor <- c(10, 20, 30) → Tworzy przykładowy wektor. Funkcja c() jest w R operatorem konkatenacji: łączy krótsze wektory i listy w ich dłuższe odpowiedniki bez zagnieżdżania. Na przykład c(1) oznacza wyłącznie wartość 1, natomiast c(1, c(2, 3)) jest równoznaczna operacji c(1, 2, 3), dzięki której otrzymujemy wartości stałoprzecinkowe od 1 do 3 (ale przechowywane w formacie zmiennoprzecinkowym).



    przykladowa_lista <- list(a = 10, b = 20, c = 30) → Tworzy przykładową listę.



    przykladowy_wektor[1] → Demonstruje przeznaczenie pojedynczego nawiasu kwadratowego (zarówno w wektorach, jak i listach). Zwróć uwagę, że w przypadku listy zapis [] zwraca nową krótką listę, a nie element.



     ## [1] 10



    przykladowa_lista[1]



    ## $a



    ## [1] 10



    przykladowy_wektor[[2]] → Demonstruje przeznaczenie podwójnego nawiasu kwadratowego (zarówno w wektorach, jak i listach). Najczęściej konstrukcja ta wymusza zwrócenie pojedynczego elementu, chociaż w listach zagnieżdżonych złożonego typu taki pojedynczy element może być sam w sobie listą.



     ## [1] 20



    przykladowa_lista[[2]]



    ## [1] 20



    przykladowy_wektor[c(FALSE, TRUE, TRUE)] → Wektory i listy mogą być indeksowane za pomocą wektorów przechowujących wartości logiczne, stałoprzecinkowe i (jeżeli wektor lub lista zawiera nazwy) znaki.



     ## [1] 20 30



    przykladowa_lista[c(FALSE, TRUE, TRUE)]



    ## $b



    ## [1] 20



    ##



    ## $c



    ## [1] 30



    przykladowa_lista$b → W przypadkach list określonych nazwą składnia przykladowa_lista$b stanowi w istocie skróconą wersję składni przykladowa_lista[["b"]] (to samo dotyczy wektorów określonych nazwą).



     ## [1] 20



    przykladowa_lista[["b"]]



    ## [1] 20




    Nie wszystkie przykłady będziemy tak bogato opatrywać uwagami, ale równie przydatne okazuje się korzystanie z funkcji help() przy okazji natrafiania na nową funkcję lub polecenie. Usilnie zachęcamy również do testowania wariantów. W R „błędy” oznaczają jedynie informację, że R w bezpieczny sposób odmówił realizacji źle przygotowanej operacji (nie oznacza to „zawieszenia” aplikacji ani otrzymania nieprawidłowych wyników). Z tego powodu strach przed błędami nie powinien ograniczać eksperymentowania.

    x <- 1:5

    print(x) → Definiuje wartość, którą jesteśmy zainteresowani, i przechowuje ją w zmiennej x.



    # [1] 1 2 3 4 5



    x <- cumsumMISSPELLED(x) → Stara się, bez powodzenia, przypisać nowy rezultat do x.



    # Error in cumsumMISSPELLED(x) : could not find function "cumsumMISSPELLED"



    print(x) → Zwróć uwagę, że otrzymujemy nie tylko użyteczny komunikat o błędzie, ale R zachowuje oryginalną wartość x.



    # [1] 1 2 3 4 5



    x <- cumsum(x) → Ponownie próbuje przeprowadzić wcześniejszą operację, ale tym razem funkcja cumsum() została zapisana poprawnie. Pełna nazwa tej funkcji to ang. cumulative sum, czyli suma wyników; funkcja ta przydaje się do szybkiego obliczania sumy bieżącej.



    print(x)



    # [1] 1 3 6 10 15




    Kolejną własnością R jest wektoryzacja większości operacji. Dane funkcja lub operator są wektoryzowane wtedy, gdy ich zastosowanie wobec jakiegoś wektora jest równoznaczne ich zastosowaniu wobec każdego elementu tego wektora niezależnie od pozostałych. Na przykład funkcja nchar() określa liczbę znaków tworzących dany łańcuch znaków. W R funkcji tej można użyć na pojedynczym łańcuchu znaków lub na wektorze składającym się z łańcuchów znaków.


    Listy i wektory są w R strukturami mapującymi. Mogą one odwzorowywać łańcuchy znaków na dowolne obiekty. Główne operacje list, [], match () i %in% są wektorowe. Oznacza to, że użyte na wektorze wartości zwracają wektor wyników poprzez realizację jednego przeszukiwania na każdy wpis. Aby wydobywać pojedyncze elementy z listy, skorzystaj z podwójnego nawiasu [[]].

    nchar("łańcuch znaków")



    # [1] 14



    nchar(c("a", "aa", "aaa", "aaaa"))



    # [1] 1 2 3 4




    Operacje logiczne. W R występują dwa rodzaje operatorów logicznych. Znajdziemy tu standardowe, skalarne operatory wrostkowe, które oczekują tylko jednej wartości i cechują się takim samym działaniem oraz nazewnictwem, jak analogiczne wektory w językach C czy Java: &&, a także ||. R zawiera również wektorowe operatory wrostkowe, działające na wektorach przechowujących wartości logiczne: & i |. Zawsze korzystaj z wersji skalarnych (&& i ||) w takich sytuacjach, jak korzystanie z instrukcji if, a z wersji wektorowych (& i |) podczas przetwarzania wektorów logicznych.


    Wartości NULL i NA


    W R wartość NULL symbolizuje po prostu pusty wektor, utworzony za pomocą operatora konkatenacji c() niezawierającego argumentów. Na przykład po wpisaniu operatora c() w konsoli R zostanie zwrócona wartość NULL. W przeciwieństwie do większości języków z rodziny C czy Javy tutaj NULL nie jest nieprawidłowym wskaźnikiem, lecz jedynie pustym wektorem. Operacja konkatenacji dająca w wyniku wartość NULL jest bezpieczna i dobrze zdefiniowana (zasadniczo jest to instrukcja pusta, czyli operacja, która niczego nie realizuje). Na przykład zapis c(c(), 1, NULL) jest całkowicie prawidłowy i zwraca wartość 1.


    Z kolei rozwinięcie skrótu NA to w języku angielskim not available, czyli „niedostępna”; wartość ta jest specyficzna dla R. Większość prostych typów danych może przyjmować wartość NA. Na przykład wektor c("a", NA, "c") zawiera trzy łańcuchy znaków i nie znamy wartości drugiego elementu. Wartość NA stanowi olbrzymie udogodnienie, ponieważ za jej pomocą możemy oznaczać brakujące lub niedostępne dane, co jest kluczowym aspektem przetwarzania danych. Wartość NA przypomina nieco działaniem wartość NaN występującą w arytmetyce zmiennoprzecinkowej[3], z tym że nie jesteśmy tu ograniczeni jedynie do zmiennoprzecinkowych typów danych. Ponadto wartość NA oznacza „niedostępna”, a nie nieprawidłowa (na co z kolei wskazuje wartość NaN), dlatego cechują ją pewne wygodne reguły (na przykład uproszczenie wyrażenia FALSE & NA do postaci FALSE).


    Identyfikatory


    Identyfikatory, czyli nazwy symboliczne, stanowią mechanizm odwoływania się do zmiennych i funkcji w R. Google’s R Style Guide sugeruje zapisywanie nazw symbolicznych w formacie zwanym CamelCase (początek każdego wyrazu zostaje oznaczony dużą literą, jak w samej nazwie CamelCase). Z kolei w zaleceniach z książki Advanced R autor proponuje stosowanie podkreślników rozdzielających poszczególne wyrazy (na przykład „godzina_pierwsza” zamiast „GodzinaPierwsza”). Wielu użytkowników do rozdzielania wyrazów wykorzystuje kropkę (np. „godzina.pierwsza”). W szczególności istotne, wbudowane struktury danych R, takie jak data.frame czy pakiety (np. data.table), stosują nomenklaturę kropkową.


    Zalecamy korzystanie z podkreślników, zauważyliśmy jednak, że często musimy dostosowywać się do konwencji stosowanej przez inne osoby. W miarę możliwości staraj się unikać notacji kropkowej, ponieważ ma ona inne zastosowania w językach obiektowych oraz bazach danych, dlatego może niepotrzebnie wprowadzać innych w błąd[4].


    Łamanie wiersza


    Zasadniczo zalecane jest ograniczanie długości wiersza kodu do 80 znaków. R akceptuje instrukcje wielowierszowe, jeżeli koniec takiej instrukcji zostanie jednoznacznie określony. Na przykład, jeżeli chcesz podzielić prostą instrukcję 1 + 2 na wiele wierszy, zapisz kod w następujący sposób:

    1 +

      2




    Nie zapisuj tej instrukcji w poniższy sposób, ponieważ pierwsza instrukcja jest sama w sobie prawidłowa, co wprowadza niejednoznaczność:

    1

      + 2




    Reguła jest następująca: zostaje wyświetlony błąd składni za każdym razem, gdy odczytywanie instrukcji wielowierszowej zostanie zakończone przedwcześnie.


    Średniki


    R umożliwia wprowadzanie średników jako znaczników zakończenia instrukcji, ale nie są one wymagane. Większość przewodników po stylach pisania kodu zaleca zrezygnowanie z używania średników w R, a zdecydowanie unikanie ich wstawiania na końcu wiersza.


    Operatory przypisywania


    W R występuje wiele operatorów przypisywania (zobacz tabela 2.1); zalecanym operatorem jest <-, operator = także służy do przypisywania zmiennych, ale za jego pomocą możemy wiązać wartości argumentu z nazwami argumentów podczas wywoływania funkcji (zatem z operatorem = wiąże się pewna niejednoznaczność).


    Tabela 2.1. Główne operatory przypisywania w R


    
      
        
        
        
      

      
        
          	
            Operator

          

          	
            Zadanie

          

          	
            Przykład

          
        


        
          	
            <-

          

          	
            Przypisuje wartość z prawej strony do symbolu umieszczonego po lewej stronie.

          

          	
            x <- 5 # przypisuje wartość 5 do symbolu x

          
        


        
          	
            =

          

          	
            Przypisuje wartość z prawej strony do symbolu umieszczonego po lewej stronie.

          

          	
            x = 5 # przypisuje wartość 5 do symbolu x

          
        


        
          	
            ->

          

          	
            Przypisuje wartość z lewej strony do symbolu umieszczonego po prawej stronie (czyli odwrotnie niż w pozostałych przypadkach).

          

          	
            5 -> x # przypisuje wartość 5 do symbolu x

          
        

      
    


    Lewa strona w operacjach przypisywania


    Wiele popularnych języków programowania umożliwia wyłącznie przypisywanie wartości do nazw zmiennych lub symboli. R pozwala wprowadzać wyrażenia fragmentaryczne po lewej stronie operacji przypisywania, a także umożliwia indeksowanie numeryczne oraz logiczne tablic. Zyskujemy w ten sposób dostęp do potężnych poleceń dzielenia tablic i stylów pisania kodu. Na przykład możemy zastąpić wszystkie brakujące wartości (oznaczone jako NA) w wektorze zerami w sposób zaprezentowany poniżej:

    d <- data.frame(x = c(1, NA, 3)) → Typ data.frame jest tabelarycznym typem danych w R i jednocześnie najważniejszą strukturą danych. Obiekt data.frame przechowuje dane zorganizowane w rzędy i kolumny.



    print(d)



    #    x



    # 1  1



    # 2 NA



    # 3  3 → Podczas wyświetlania obiektów data.frame najpierw prezentowane są numery rzędów w pierwszej (nienazwanej) kolumnie, a wartości mieszczące się w kolumnach występują pod odpowiednimi nazwami kolumn.



    d$x[is.na(d$x)] <- 0 → Możemy umieścić fragment kolumny x z ramki danych d po lewej stronie operacji przypisywania, aby z łatwością zastąpić wszystkie wartości NA zerami.



    print(d)



    #   x



    # 1 1



    # 2 0



    # 3 3




    Wektory czynnikowe


    R obsługuje wiele typów danych: numeryczne, logiczne, stałoprzecinkowe, łańcuchy znaków (zwane typami znakowymi) i wektory czynnikowe (ang. factors). W tym ostatnim przypadku mamy do czynienia z ustalonym zbiorem łańcuchów znaków w postaci stałoprzecinkowej. Wektory czynnikowe pozwalają zaoszczędzić mnóstwo miejsca, a jednocześnie wykazywać własności łańcuchów znaków. Mogą one jednak w zgoła niespodziewany sposób oddziaływać z poleceniem as.numeric() (dla wektorów czynnikowych zwracają one kod wektorów czynnikowych, ale dla typów znakowych przeprowadzają analizę składniową tekstu). Wektory czynnikowe kodują także cały zbiór dopuszczalnych wartości, co jest przydatne, ale może sprawiać, że łączenie danych z różnych źródeł (mających różne zestawy wartości) będzie nieco uciążliwe. Proponujemy, aby w celu uniknięcia problemów opóźniać przekształcanie łańcuchów znaków w wektory czynnikowe aż do późnego stadium analizy. Osiągamy to zazwyczaj poprzez dodanie argumentu stringsAsFactors = FALSE do takich funkcji jak data.frame() czy read.table(). Zachęcamy jednak, aby korzystać z wektorów czynnikowych, gdy masz dobry powód do ich użycia, na przykład jeśli chcesz użyć funkcji summary() albo przygotować wskaźniki fikcyjne (więcej informacji na temat wskaźników fikcyjnych i ich związków z wektorami czynnikowymi znajdziesz w podpunkcie „Dodatkowe informacje na temat kodowania wektorów czynnikowych”).


    Argumenty nazwane


    Istotą R jest przetwarzanie danych za pomocą funkcji. Funkcje przyjmujące dużą liczbę argumentów szybko stają się mało zrozumiałe i nieczytelne. Z tego właśnie powodu wprowadzono w R argumenty nazwane. Na przykład, gdybyśmy chcieli wyznaczyć /tmp jako katalog roboczy, moglibyśmy użyć polecenia setwd() w następujący sposób: setwd("/tmp"). Jednak zgodnie z dokumentacją wyświetlaną po wpisaniu help(setwd) pierwszy argument funkcji setwd() ma nazwę dir, dlatego moglibyśmy napisać również setwd(dir = "/tmp"). Rozwiązanie to okazuje się przydatne w przypadku występowania dużej liczby argumentów, a także do wyznaczania dodatkowych argumentów funkcji. Uwaga: argumenty nazwane muszą być wyznaczane za pomocą operatora =, a nie <-.


    Jeżeli dysponujesz procedurą zawierającą 10 parametrów, to prawdopodobnie jakieś przegapiłeś.


    — Alan Perlis, Epigrams on Programming, „ACM SIGPLAN Notices” 17


    Notacja stosowana w przypadku pakietów


    W R można wyznaczać funkcję z pakietu na dwa sposoby. W pierwszym z nich należy najpierw wczytać dany pakiet za pomocą polecenia library(), a następnie podać nazwę funkcji. Drugim rozwiązaniem jest podanie nazw pakietu i funkcji, które przedzielamy dwoma dwukropkami (::). Przykład tej drugiej metody wygląda następująco: stats::sd(1:5). Zapis wykorzystujący dwukropki pozwala uniknąć niejednoznaczności, a także pozwala szybko ustalić podczas sprawdzania kodu, z którego pakietu pochodzi dana funkcja.


    Semantyka wartości


    R jest o tyle wyjątkowym językiem, że skutecznie symuluje semantykę „kopiowania przez wartość”. Jeżeli użytkownik dysponuje dwoma odniesieniami do danych, każde z nich rozwija się niezależnie od drugiego: zmiany wprowadzane w jednym odniesieniu nie wpływają na drugie odniesienie. Jest to bardzo przydatne dla dorywczych programistów, gdyż pozwala wyeliminować olbrzymią rodzinę możliwych błędów związanych z aliasami podczas pisania kodu. Poniżej prezentujemy prosty przykład:

    d <- data.frame(x = 1, y = 2) → Tworzy przykładowe dane i odniesienie do nich o nazwie d



    d2 <- d → Tworzy dodatkowe odniesienie d2 do tych samych danych



    d$x <- 5 → Modyfikuje wartość, do której odnosi się d



    print(d)



    #   x y



    # 1 5 2



    print(d2)



    #   x y



    # 1 1 2




    Zwróć uwagę, że odniesienie d2 przechowuje dla x starą wartość 1. Własność ta umożliwia bardzo wygodne i bezpieczne pisanie kodu. Wiele języków programowania chroni w ten sposób odniesienia lub wskaźniki w wywołaniach funkcji; R chroni jednak także wartości złożone i robi to we wszystkich sytuacjach (nie tylko w wywołaniach funkcji). Trzeba poświęcić trochę uwagi w przypadku współdzielenia zmian, na przykład podczas wywoływania ostatecznej przypisanej wartości, takiej jak d2 <- d, po wprowadzeniu wszystkich pożądanych zmian. Na podstawie własnego doświadczenia możemy stwierdzić, że semantyka izolowania wartości w R zapobiega znacznie większej liczbie problemów, niż jest uciążliwości związanych z kopiowaniem zmian.


    Organizowanie wartości pośrednich


    Długie sekwencje obliczeń mogą być trudne do odczytu, utrzymywania i usuwania z nich błędów. Aby tego uniknąć, sugerujemy zarezerwowanie zmiennej o nazwie . (kropka), w której będziemy przechowywać wartości pośrednie. Koncepcja jest następująca: pracuj powoli, aby czynić szybkie postępy. Na przykład popularnym zagadnieniem w analizie danych jest uszeregowanie rejestrów przychodów i obliczenie, jaki ułamek przychodów całkowitych jest uzyskiwany dla danego klucza sortującego. Bardzo łatwo to osiągnąć w R poprzez rozdzielenie tego zadania na podetapy:

    dane <- data.frame(przychody = c(2, 1, 2), 

                       klucz_sortowania = c("b", "c", "a"), → Nasze dane referencyjne (przykładowe).



                       stringsAsFactors = FALSE)



    print(dane)



    #   przychody klucz_sortowania



    # 1         2                b



    # 2         1                c



    # 3         2                a



    . <- dane → Przypisuje nasze dane do zmiennej tymczasowej „.”. Pierwotne wartości pozostaną w zmiennej data, dzięki czemu w razie potrzeby łatwo będzie powrócić do początku obliczeń.



    . <- .[order(.$klucz_sortowania), , drop = FALSE] → Polecenie order służy do szeregowania rzędów. Argument drop = FALSE nie jest konieczny, ale dobrze wyrobić sobie nawyk jego wstawiania. W przypadku jednokolumnowych obiektów data.frame bez zdefiniowanego argumentu drop = FALSE operator indeksowania [,] przekształci wynik w wektor, co niemal zawsze stanowi problem dla programisty. Argument drop = FALSE uniemożliwia to przekształcenie, dlatego warto go wstawiać „tak na wszelki wypadek”, a do tego okazuje się niezbędny wtedy, gdy obiekt data.frame zawiera tylko jedną kolumnę lub gdy nie wiemy, czy obiekt ten zawiera więcej kolumn (może on pochodzić z nieznanego źródła).



    .$uporzadkowana_suma_przychodow <- cumsum(.$przychody)



    .$ulamek_widzianych_przychodow <- .$uporzadkowana_suma_przychodow/sum(.$przychody)



    wynik <- . → Przypisuje wynik ze zmiennej . do zmiennej o nazwie łatwiejszej do zapamiętania.



    print(wynik)



    #   przychody klucz_sortowania uporzadkowana_suma_przychodow



    # 3         2                a                             2



    # 1         2                b                             4



    # 2         1                c                             5



    #  ulamek_widzianych_przychodow



    # 3                          0.4



    # 1                          0.8



    # 2                          1.0




    Pakiet dplyr zastępuje notację kropkową tak zwaną notacją potokową (ang. piped notation; zapewnianą przez inny pakiet R o nazwie magrittr i przypominającą operacje łańcuchowe w języku JavaScript). Pakiet dplyr jest bardzo popularny i bardzo możliwe, że często będziesz spotykać się z kodem pisanym w tej notacji, dlatego będziemy z niej korzystać od czasu do czasu, abyś do niej przywykł.


    Nie zapominaj jednak, że pakiet dplyr stanowi jedynie popularną alternatywę dla standardowego kodu R, a nie jego doskonalszą wersję.

    library("dplyr")

    wynik <- dane %>%



      arrange(., klucz_sortowania) %>%



      mutate(., uporzadkowana_suma_przychodow = cumsum(przychody)) %>%



      mutate(., ulamek_widzianych_przychodow = uporzadkowana_suma_przychodow/sum(przychody))




    Każdy etap z poprzedniego przykładu zapisaliśmy tu w notacji pakietu dplyr. Funkcja arrange() stanowi odpowiednik funkcji order(), a polecenie mutate() zastępuje operacje przypisywania. Oprócz faktu, że operacja przypisania została umieszczona jako pierwsza (chociaż jest realizowana na sam koniec), to kolejność pozostałych etapów pozostała niezmieniona. Kolejność obliczeń zostaje ustalona za pomocą operatora potoku %>%.


    Potok magrittr akceptuje każdy z następujących zapisów w miejsce f(x): x %>% f, x %>% f() lub x %>% f(.). Najczęściej stosowana jest notacja x %>% f, uważamy jednak, że zapis x %>% f(.) jest najbardziej przejrzysty pod względem działania kodu[5].


    Szczegóły notacji używanej w pakiecie dplyr znajdziesz na stronie https://dplyr.tidyverse.org/articles/dplyr.html. Pamiętaj, że usuwanie błędów z długich potoków dplyr jest uciążliwe, a w trakcie projektowania i eksperymentowania warto dzielić takie potoki na podetapy oraz przechowywać wartości pośrednie w zmiennych tymczasowych.


    Notacja wykorzystująca wynik pośredni pozwala na szybkie rozpoczynanie od nowa, a także na wieloetapowe usuwanie błędów. W niniejszej książce będziemy korzystać z różnych rodzajów notacji.


    Klasa data.frame


    Klasa data.frame została zaprojektowana pod kątem przechowywania danych w bardzo dobrym formacie umożliwiającym natychmiastową analizę. Obiekty data.frame to dwuwymiarowe tablice, w których każda kolumna reprezentuje zmienną, pomiar lub fakt, natomiast każdy wiersz wyznacza przykład (próbkę). W takim formacie pojedyncza komórka przechowuje informacje na temat danego faktu (zmiennej) dla pojedynczego przykładu. Obiekty data.frame są implementowane jako nazwane listy wektorów kolumnowych (istnieją również listy kolumnowe, ale stanowią one raczej wyjątek niż regułę w obiektach data.frame). W obiekcie data.frame wszystkie kolumny mają taką samą długość, a to oznacza, że możemy traktować k-ty wpis we wszystkich kolumnach jako tworzenie wiersza.


    Operacje na kolumnach data.frame są zarówno skuteczne, jak i wektorowe. Dodawanie, przeglądanie i usuwanie kolumn przebiega bardzo szybko. W obiekcie data.frame operacje na rzędach mogą być kosztowne, dlatego podczas przetwarzania dużych obiektów data.frame lepiej korzystać z wektorowych notacji kolumn.


    Obiekt data.frame przypomina trochę tabelę bazodanową, gdyż informacje przechowywane są na zasadzie podobnej do schematów: jako jawna lista nazw i typów kolumn. Większość rodzajów analiz najłatwiej wyrażać w postaci przekształceń kolumn data.frame.


    Pozwól, żeby R wykonywał pracę za Ciebie


    Większość popularnych operacji statystycznych lub przetwarzania danych została już bardzo wydajnie zaimplementowana albo w „bazowym” języku R (czyli samym R i jego pakietach podstawowych, takich jak utils czy stats), albo w pakietach dodatkowych. Jeżeli nie poświęcisz czasu R, to Twoje kontakty z nim będą bardzo burzliwe. Na przykład programista wywodzący się ze środowiska Java może używać pętli for, aby sumować wartości każdego rzędu z dwóch kolumn danych. W R dodawanie dwóch kolumn danych jest jedną z podstawowych czynności i można ją wykonać następująco:

    d <- data.frame(kol1 = c(1, 2, 3), kol2 = c(-1, 0, 1))

    d$kol3 <- d$kol1 + d$kol2



    print(d)



    #    kol1 kol2 kol3



    # 1     1   -1    0



    # 2     2    0    2



    # 3     3    1    4




    Obiekty data.frame są w istocie nazwanymi listami kolumn. Będziemy korzystać z nich w dalszej części książki. W R pracujemy na kolumnach i pozwalamy, aby mechanizmy wektoryzacji przeprowadzały określoną operację na każdym rzędzie jednocześnie. Jeżeli zamierzasz iterować po rzędach, to będziesz walczył z językiem R.


    Szukaj gotowych rozwiązań. Wyszukiwanie odpowiedniej funkcji w R może być nużące, ale warto poświęcić na to czas (zwłaszcza jeżeli sporządzasz notatki). R został zaprojektowany do analizowania danych, zatem większość etapów wymaganych w tym celu została już zaimplementowana, chociaż być może ich nazwa może okazać się nie całkiem zrozumiała albo ich ustawienia domyślne mogą być nietypowe. Zgodnie ze słowami chemika Franka Westheimera: „Dwa miesiące w laboratorium często pozwalają zaoszczędzić dwie godziny w bibliotece”[6]. Jest to celowo ironiczne przeformułowanie zasady szybkich postępów poprzez powolną pracę: analizowanie potencjalnych rozwiązań jest czasochłonne, ale często w ten sposób możesz zaoszczędzić znacznie więcej czasu przeznaczonego na programowanie.


    2.2. Praca z danymi przechowywanymi w plikach


    Najpopularniejszy, gotowy do użytku format danych należy w istocie do rodziny formatów tablicowych zwanych wartościami ustrukturyzowanymi (ang. structured values). Większość z wykorzystywanych danych przynależy (lub niemal przynależy) do któregoś z tych formatów. Po wczytaniu takich plików do R zyskujesz możliwość analizowania danych z niewiarygodnie bogatego zakresu publicznych i prywatnych źródeł. W tym podrozdziale przyjrzymy się dwóm przykładom wczytywania danych z plików ustrukturyzowanych oraz przykładowi ich wczytywania bezpośrednio z relacyjnej bazy danych. Naszym zadaniem będzie szybkie wprowadzenie danych do R po to, aby móc przeprowadzać na nich interesującą analizę.


    2.2.1. Praca z danymi ustrukturyzowanymi z poziomu plików lub adresów URL


    Najprostszym do odczytu formatem są dane tablicowe z nagłówkami. Jak widać na rysunku 2.2, dane te są ułożone w rzędy i kolumny, a nagłówek zawiera nazwy kolumn. Każda kolumna reprezentuje inny fakt lub pomiar; z kolei rzędy symbolizują przykłady lub próbki, dla których dysponujemy znanym zbiorem faktów. Wiele danych publicznych występuje w tym formacie, dlatego umiejętność ich odczytu otwiera przed nami mnóstwo możliwości.


    Zanim wczytamy omawiany w poprzednim rozdziale zestaw danych German credit, przyjrzyjmy się podstawowym poleceniom wczytywania na przykładzie prostego zestawu danych, dostępnego w repozytorium uczenia maszynowego Uniwersytetu Kalifornijskiego w Irvine (http://archive.ics.uci.edu/ml/index.php). Pliki z repozytorium UCI zazwyczaj nie zawierają nagłówków, dlatego przygotowaliśmy pierwszy przykład na podstawie zestawu danych UCI car: http://archive.ics.uci.edu/ml/machine-learning-databases/car/. Przygotowany przez nas plik znajdziesz w materiałach dodatkowych w katalogu PDSwR2/UCICar (instrukcje znajdziesz w sekcji FM.5.6) i wygląda on tak:

    buying,maint,doors,persons,lug_boot,safety,rating → Nagłówek zawiera nazwy kolumn danych, w tym przypadku rozdzielane przecinkami. Gdy elementami rozdzielającymi są przecinki, mamy do czynienia z formatem CSV (ang. comma-separated values — wartości rozdzielane przecinkami).



    vhigh,vhigh,2,2,small,low,unacc → Rzędy z danymi mają taki sam format jak nagłówek, jednak w każdym rzędzie występują rzeczywiste wartości. W tym przypadku pierwszy rząd reprezentuje zbiór par nazwa/wartość: buying=vhigh, maintenenace=vhigh, doors=2, persons=2 itd.



    vhigh,vhigh,2,2,small,med,unacc



    vhigh,vhigh,2,2,small,high,unacc



    vhigh,vhigh,2,2,med,low,unacc



    ...




    Unikaj „ręcznego” wykonywania operacji poza R. Bardzo zalecamy, abyś unikał „ręcznego” wykonywania czynności poza R podczas importowania danych. Możesz czuć pokusę, aby dodać wiersz nagłówka do pliku za pomocą edytora. Lepszą strategią jest stworzenie skryptu R wykonującego niezbędne czynności przygotowawcze. Automatyzacja tych zadań znacznie zmniejsza stres i wysiłek związane z nieuniknionym odświeżaniem danych. Uzyskiwanie nowych, lepszych danych zawsze powinno być dobrą wiadomością, a pisanie zautomatyzowanych, powtarzalnych procedur stanowi olbrzymi krok w tym kierunku.


    W punkcie 2.2.2 zaprezentujemy sposób dodawania nagłówków bez konieczności „ręcznego” edytowania plików.


    Zwróć uwagę, że dane przypominają strukturą arkusz kalkulacyjny, na którym możemy z łatwością rozpoznawać rzędy i kolumny. Każdy rząd (niebędący nagłówkiem) reprezentuje opis innego modelu samochodu. W kolumnach znajdziemy fakty dotyczące poszczególnych modeli. Większość kolumn zawiera obiektywne pomiary (koszt zakupu, koszt eksploatacji, liczbę drzwi itd.), a ostatnia kolumna (rating) symbolizuje ogólną, obiektywną ocenę (vgood — bardzo dobra, good — dobra, acc — akceptowalna i unacc — nieakceptowalna). Takie szczegóły znajdziemy w dokumentacji dołączonej do pierwotnych danych i stanowią one klucz do projektów (dlatego sugerujemy sporządzanie notatek).


    Wczytywanie danych o przejrzystej strukturze


    Do wczytania tego typu danych w R wystarczy jeden wiersz kodu: wpisz polecenie utils::read.table() i gotowe[7]. Zakładamy, że pobrałeś i wypakowałeś materiały dodatkowe do tej książki (ftp://ftp.helion.pl/przyklady/jrand2.zip lub w wersji oryginalnej https://github.com/WinVector/PDSwR2) i wyznaczyłeś katalog roboczy PDSwR2/UCICar, tak jak zostało wyjaśnione w podrozdziale „Korzystanie z niniejszej książki” na początku. (Należy skorzystać z funkcji setwd() i wprowadzić pełną nazwę ścieżki do katalogu PDSwR2, nie tylko zaprezentowany przez nas fragment). Gdy już znajdziesz się w katalogu PDSwR2/UCICar, będziesz mógł wczytać dane za pomocą listingu 2.1.


    Listing 2.1. Wczytywanie zestawu danych UCI car

    uciCar <- read.table( → Polecenie odczytujące dane z pliku lub adresu URL i zapisujące rezultat w nowej ramce danych o nazwie uciCar.



        'car.data.csv', → Nazwa pliku lub adres URL zawierające dane do pobrania.



        sep = ',', → Określa znak (w tym przypadku przecinek) rozdzielający kolumny lub pola.



        header = TRUE, → Informacja dla R, że ma spodziewać się wiersza nagłówka, w którym będą zdefiniowane nazwy kolumn.



        stringsAsFactor = TRUE → Informacja dla R, że ma przekształcić wartości znakowe w wektory czynnikowe. Jest to domyślne działanie, dlatego umieszczamy ten argument jedynie w celach poglądowych.



        )



    View(uciCar) → Wyświetla te dane we wbudowanej przeglądarce tabel R.




    Kod z listingu 2.1 wczytuje dane i umieszcza je w nowej ramce danych uciCar, której zawartość wyświetlamy za pomocą polecenia View() (rysunek 2.2).


    [image: ]


    Rysunek 2.2. Dane UCI car ukazane w formie tabelarycznej


    Polecenie read.table() jest potężne i elastyczne; akceptuje wiele różnych rodzajów elementów rozdzielających dane (przecinki, tabulatory, odstępy, potoki itd.) i zawiera wiele opcji sterujących cytatami czy znakami ucieczki. Funkcja ta może odczytywać dane z plików lokalnych lub adresów URL. Jeżeli nazwa zasobu zawiera rozszerzenie .gz, funkcja read.table() zakłada, że jest on skompresowany w formacie gzip i automatycznie rozpakuje takie archiwum w trakcie jego odczytywania.


    Poznawanie danych


    Po wczytaniu danych do R chcemy się z nimi zapoznać. Istnieje kilka poleceń, które zawsze warto wypróbować na samym początku:


    
      	class() — wyświetla rodzaj obiektu, z jakim mamy do czynienia. W naszym przypadku po wpisaniu class(uciCar) dowiemy się, że uciCar jest obiektem data.frame. Klasa jest pojęciem obiektowym, dzięki któremu wiemy, jak dany obiekt będzie się zachowywał. Jest również dostępna (nieco mniej przydatna) komenda typeof(), określająca sposób implementacji magazynu obiektu.


      	dim() — w przypadku ramek danych polecenie to ukazuje liczbę rzędów i kolumn w danych.


      	head() — pokazuje pięć pierwszych rzędów z danymi. Przykład: head(uciCar).


      	help() — wyświetla dokumentację danej klasy. Dokładniej rzecz biorąc, wpisz polecenie help(class(uciCar)).


      	str() — prezentuje strukturę obiektu. Wypróbuj str(uciCar).


      	summary() — za pomocą tego polecenia możesz sprawdzić podsumowanie niemal każdego obiektu R. Dzięki komendzie summary(uciCar) uzyskasz mnóstwo informacji na temat rozkładu danych UCI car.


      	print() — wyświetla wszystkie dane. Uwaga: w przypadku dużych zestawów danych może to potrwać bardzo długo, a raczej nie chciałbyś tracić czasu.


      	View() — wyświetla dane w prostej przeglądarce tabel.

    


    Wiele funkcji R jest ogólnych. Wiele funkcji R jest ogólnych, gdyż obsługują w ten sam sposób różne typy danych, nawet obiektowych, ponieważ są w stanie dobrać odpowiednie działanie w zależności od klasy danego obiektu. Jeżeli natrafisz w jakimś przykładzie na funkcję przetwarzającą jakiś obiekt lub klasę, to proponujemy, żebyś sprawdził jej działanie również na innych obiektach/klasach. Wśród powszechnie występujących funkcji, których można używać z różnymi klasami i typami, znajdziemy takie jak length(), print(), saveRDS(), str() i summary(). Środowisko R jest bardzo wszechstronne i warto w nim eksperymentować. Najpopularniejsze błędy są wyłapywane i nie są w stanie uszkodzić danych ani zawiesić interpretera R. Zatem gorąco zachęcamy do eksperymentowania!


    Listing 2.2 przedstawia wyniki kilku z powyższych poleceń (rezultaty te zostały oznaczone podwójnym symbolem komentarza, czyli ##).


    Listing 2.2. Eksplorowanie danych UCI car

    class(uciCar)



    ## [1] "data.frame" → Wczytany obiekt uciCar jest typu data.frame.



    summary(uciCar)



    ##    buying      maint      doors



    ## high :432  high :432  2    :432



    ## low  :432  low  :432  3    :432



    ## med  :432  med  :432  4    :432



    ## vhigh:432  vhigh:432  5more:432



    ##



    ## persons     lug_boot     safety



    ## 2   :576   big  :576   high:576



    ## 4   :576   med  :576   low :576



    ## more:576   small:576   med :576



    ##



    ##  rating



    ## acc  : 384



    ## good :  69



    ## unacc:1210



    ## vgood:  65



    dim(uciCar)



    ## [1] 1728 7 → Zapis [1] to jedynie znacznik sekwencji wyjściowej. Właściwe informacje są następujące: obiekt uciCar zawiera 1728 rzędów i 7 kolumn. Zawsze staraj się sprawdzić, czy dane zostały właściwie przeanalizowane składniowo poprzez przynajmniej sprawdzenie, czy liczba rzędów jest dokładnie o 1 mniejsza od liczby wierszy tekstu w pierwotnym pliku. Różnica wynika z faktu, że nagłówek kolumny jest traktowany jako wiersz tekstu, ale nie jako rząd danych.




    Polecenie summary() ukazuje nam rozkład każdej zmiennej w zestawie danych. Dowiadujemy się na przykład, że auta zostały podzielone na dwuosobowe (2 w kolumnie persons), czteroosobowe (4) i mieszczące więcej osób (more), a także że w zestawie danych znajduje się 576 pojazdów dwuosobowych. Poznajemy w ten sposób wiele informacji o zestawie danych i nawet nie musieliśmy żmudnie przygotowywać tabel przestawnych, co byłoby konieczne w arkuszu kalkulacyjnym.


    Praca z innymi formatami danych


    Format CSV nie jest jedynym popularnym formatem danym, na który natrafisz. Wśród innych formatów znajdziesz takie jak TSV (wartości rozdzielane tabulatorami), pliki rozdzielane potokami (kreskami pionowymi), skoroszyty Microsoft Excel, dane JSON i znaczniki XML. Polecenie read.table() jest w stanie odczytywać większość formatów danych rozdzielanych znakami. Dla wielu bardziej zaawansowanych formatów danych zostały przygotowane odpowiednie pakiety:


    
      	CSV/TSV/FWF — pakiet readr (https://readr.tidyverse.org/) zawiera narzędzia obsługujące formaty „danych rozdzielanych”, takie jak wartości rozdzielane przecinkami (CSV), wartości rozdzielane tabulatorami (TSV) i pliki o stałej szerokości (FWF).


      	SQL — https://cran.r-project.org/web/packages/DBI/index.html.


      	XLS/XLSX — https://readxl.tidyverse.org/.


      	.Rdata/.RDS — R zawiera formaty danych binarnych (co pozwala unikać komplikacji z analizą składni, cytowaniem, ucieczką, a także utratą precyzji spowodowaną odczytywaniem i zapisywaniem danych numerycznych lub zmiennoprzecinkowych jako tekstu). Format .Rdata służy do zapisywania zbiorów obiektów i nazw obiektów, a także jest wykorzystywany w poleceniach save() i load(). Format .RDS pozwala na zapisywanie pojedynczych obiektów (bez zapisywania pierwotnej nazwy obiektu) i używany jest wraz z komendami saveRDS() oraz loadRDS(). Do pracy doraźnej bardziej nadaje się format .RData (ponieważ możemy w nim zapisać cały obszar roboczy R), ale jeżeli chcesz wykorzystywać obiekty wielokrotnie, lepiej używać formatu .RDS, gdyż związane z nim funkcje zapisywania i odczytywania są nieco jaśniej sprecyzowane. Jeżeli chcesz zapisywać wiele elementów w formacie .RDS, sugerujemy korzystanie z listy nazwanej.


      	JSON — https://cran.r-project.org/web/packages/rjson/index.html.


      	XML — https://cran.r-project.org/web/packages/XML/index.html.


      	MongoDB — https://cran.r-project.org/web/packages/mongolite/index.html.

    


    2.2.2. Praca z mniej ustrukturyzowanymi danymi


    Dane nie zawsze są dostępne w formacie umożliwiającym ich natychmiastową analizę. Kuratorzy danych często poprzestają na przygotowaniu danych w formacie zrozumiałym dla komputera. Omówiony w rozdziale 1. zestaw danych German bank credit stanowi dobry przykład takich danych. Są one przechowywane w formie tabelarycznej pozbawionej nagłówków; wartości są zakodowane w taki sposób, że do ich zrozumienia wymagane jest zapoznanie się z dołączoną dokumentacją. Jest to zjawisko dość powszechne i wynika ze zwyczajów lub ograniczeń związanych z innymi narzędziami przetwarzania danych. Tym razem zaprezentujemy alternatywę dla zmiany formatu danych przed wprowadzeniem ich do R, czyli dokonamy tego już w samym środowisku R. Jest to znacznie lepsze rozwiązanie, gdyż możemy zapisywać i wielokrotnie wykorzystywać polecenia R wymagane do przygotowania danych.


    Szczegóły omawianego zestawu danych znaleźć można pod adresem http://archive.ics.uci.edu/ml/datasets/Statlog+(German+Credit+Data), my zaś umieściliśmy kopię tych danych w katalogu PDSwR2/Statlog. Pokażemy, w jaki sposób przekształcić je w coś bardziej zrozumiałego za pomocą R. Po wykonaniu poniższych czynności będziesz w stanie przeprowadzić analizę omówioną w rozdziale 1. Jak widać, pierwotnie dane te stanowią nieczytelny blok kodu:

    A11 6 A34 A43 1169 A65 A75 4 A93 A101 4 ...

    A12 48 A32 A43 5951 A61 A73 2 A92 A101 2 ...



    A14 12 A34 A46 2096 A61 A74 2 A93 A101 3 ...



       ...




    Przekształcanie danych w R


    Dane trzeba czasem poddać pewnym przekształceniom, żeby stały się zrozumiałe. Aby móc rozszyfrować problematyczne dane, potrzebujesz tzw. dokumentacji schematu (ang. schema documentation) lub słownika danych (ang. data dictionary). W tym przypadku dowiadujemy się z dołączonego opisu, że dane składają się z 20 kolumn wejściowych i jednej kolumny wynikowej. W tym przykładzie plik danych nie zawiera nagłówka. Definicje kolumn i tajemnicze kody A-* zostały wyjaśnione w dokumentacji danych. Wczytajmy najpierw nieprzetworzone dane do R. Uruchom konsolę R albo aplikację RStudio i wprowadź polecenia zaprezentowane w listingu 2.3.


    Listing 2.3. Wczytanie zestawu danych German bank credit

    setwd("PDSwR2/Statlog") → Wstaw tu ścieżkę do katalogu PDSwR2.



     d <- read.table('german.data', sep=' ',



       stringsAsFactors = FALSE, header = FALSE)




    Plik ten nie zawiera nagłówka kolumn, dlatego nasza ramka danych d będzie przechowywać bezużyteczne nazwy kolumn w postaci V#. Możemy zmienić nazwy kolumn w coś bardziej zrozumiałego za pomocą polecenia c() (listing 2.4).


    Listing 2.4. Wyznaczanie nazw kolumn

    d <- read.table('german.data',



                    sep = " ",



                    stringsAsFactors = FALSE, header = FALSE)



    colnames(d) <- c('Status_of_existing_checking_account', 'Duration_in_month',



                     'Credit_history', 'Purpose', 'Credit_amount', 'Savings_account_bonds',



                     'Present_employment_since',



                     'Installment_rate_in_percentage_of_disposable_income',



                     'Personal_status_and_sex', 'Other_debtors_guarantors',



                     'Present_residence_since', 'Property', 'Age_in_years',



                     'Other_installment_plans', 'Housing',



                     'Number_of_existing_credits_at_this_bank', 'Job',



                     'Number_of_people_being_liable_to_provide_maintenance_for',



                     'Telephone', 'foreign_worker', 'Good_Loan')



    str(d)



    ## 'data.frame': 1000 obs. of 21 variables:



    ## $ Status_of_existing_checking_account                        : chr "A11" "A



        12" "A14" "A11" ...



    ## $ Duration_in_month                                          : int 6 48 12



        42 24 36 24 36 12 30 ...



    ## $ Credit_history                                             : chr "A34" "A



        32" "A34" "A32" ...



    ## $ Purpose                                                    : chr "A43" "A



        43" "A46" "A42" ...



    ## $ Credit_amount                                              : int 1169 595



        1 2096 7882 4870 9055 2835 6948 3059 5234 ...



    ## $ Savings_account_bonds                                      : chr "A65" "A



        61" "A61" "A61" ...



    ## $ Present_employment_since                                   : chr "A75" "A



        73" "A74" "A74" ...



    ## $ Installment_rate_in_percentage_of_disposable_income        : int 4 2 2 2



        3 2 3 2 2 4 ...



    ## $ Personal_status_and_sex                                    : chr "A93" "A



        92" "A93" "A93" ...



    ## $ Other_debtors_guarantors                                   : chr "A101" "



        A101" "A101" "A103" ...



    ## $ Present_residence_since                                    : int 4 2 3 4



        4 4 4 2 4 2 ...



    ## $ Property                                                   : chr "A121" "



        A121" "A121" "A122" ...



    ## $ Age_in_years                                               : int 67 22 49



        45 53 35 53 35 61 28 ...



    ## $ Other_installment_plans                                    : chr "A143" "



        A143" "A143" "A143" ...



    ## $ Housing                                                    : chr "A152" "



        A152" "A152" "A153" ...



    ## $ Number_of_existing_credits_at_this_bank                    : int 2 1 1 1



        2 1 1 1 1 2 ...



    ## $ Job                                                        : chr "A173" "



        A173" "A172" "A173" ...



    ## $ Number_of_people_being_liable_to_provide_maintenance_for   : int 1 1 2 2



        2 2 1 1 1 1 ...



    ## $ Telephone                                                  : chr "A192" "



        A191" "A191" "A191" ...



    ## $ foreign_worker                                             : chr "A201" "



        A201" "A201" "A201" ...



    ## $ Good_Loan                                                  : int 1 2 1 1



        2 1 1 1 1 2 ...




    Polecenie c() stanowi metodę tworzenia wektorów w R[8]. Nazwy kolumn skopiowaliśmy bezpośrednio z dokumentacji zestawu danych. Poprzez przypisanie wektora nazw do akcesora colnames() naszej ramki danych przekształciliśmy nazwy kolumn w coś bardziej zrozumiałego.


    Przypisywanie do akcesorów. W R klasa ramek danych zawiera dużą liczbę akcesorów danych, takich jak colnames() czy names(). Do wielu z nich możemy przypisywać zmienne, tak jak to zrobiliśmy w listingu 2.3 z nowymi nazwami kolumn: colnames(d) <- c('Status_of_existing_checking_account', ...). Taka możliwość przypisywania danych do akcesorów jest dość niecodzienną, ale bardzo przydatną własnością R.


    W dokumentacji danych oprócz nazw kolumn znajdziemy także słownik objaśniający wszystkie te tajemnicze kody A-*. Na przykład dowiadujemy się, że w kolumnie 4. (zwanej obecnie Purpose, czyli przeznaczenie kredytu) kod A40 oznacza kredyt na nowy samochód, A41 definiuje pożyczkę na samochód używany itd. Możemy wykorzystać możliwości mapujące R do odwzorowania bardziej opisowych wartości. W pliku PDSwR2/Statlog/GCDEtapy.Rmd (w oryginale GCDSteps.Rmd) znajdziesz kod w języku R Markdown zawierający dotychczas omówione etapy przygotowywania danych, a także przekształcający wszystkie wartości z postaci A# w bardziej zrozumiałe nazwy. Kod umieszczony w tym pliku najpierw implementuje odwzorowanie wartości z dokumentacji zestawu danych na wektor nazwany. W ten sposób możemy zmieniać nieczytelne nazwy (takie jak A11) w bardziej zrozumiałe opisy (np. … < 0 DM, który sam w sobie najprawdopodobniej oznacza „zero albo mniej zgłoszonych marek niemieckich”)[9]. Kilka pierwszych wierszy w tej definicji mapowania wygląda następująco:

    mapping <- c('A11' = '... < 0 DM',

                 'A12' = '0 <= ... < 200 DM',



                 'A13' = '... >= 200 DM / salary assignments for at least 1 year',



                 ...



                    )




    Uwaga: podczas tworzenia takiej mapy nazw należy korzystać z symbolu wiązania argumentów =, a nie z operatorów przypisywania, takich jak <-.


    Gdy już mamy zdefiniowaną listę mapowania, możemy skorzystać z następującej pętli for po to, aby przekształcić wartości typu character z pierwotnych tajemniczych kodów A-* w krótkie opisy wzięte wprost z dokumentacji. Oczywiście pomijamy w tym przypadku wszystkie kolumny zawierające dane numeryczne (listing 2.5).


    Listing 2.5. Przekształcanie danych dotyczących samochodów

    source("mapowanie.R") → Plik ten znajdziesz w katalogu PDSwR2/Statlog lub (w wersji oryginalnej) pod adresem https://github.com/WinVector/PDSwR2/blob/master/Statlog/mapping.R.



    for(ci in colnames(d)) { → Preferuje korzystanie z nazw kolumn, a nie indeksów.



        if(is.character(d[[ci]])) {



          d[[ci]] <- as.factor(mapping[d[[ci]]]) → Dzięki notacji [[]] wykorzystujemy fakt, że ramki danych są nazwanymi listami kolumn. Z tego powodu po kolei działamy na każdej kolumnie. Zwróć uwagę, że przeszukiwanie mapowania jest zwektoryzowane: w jednym kroku zostaje zastosowane wobec wszystkich elementów kolumny.



        }



    }




    Jak już wspomnieliśmy, pełny kod przygotowujący kolumny znajduje się w pliku PDSwR2/Statlog/GCDEtapy.Rmd. Zachęcamy Cię, abyś zajrzał do tego pliku i spróbował samodzielnie wykonać te czynności. Dla wygody przygotowaliśmy też dane w pliku PDSwR2/Statlog/danekredytowe.RDS (w oryginale creditdata.RDS).


    Eksploracja nowych danych


    Możemy teraz z łatwością sprawdzić przeznaczenie trzech pierwszych kredytów za pomocą polecenia print(d[1:3,'Purpose']). Dzięki komendzie summary(d$Purpose) jesteśmy w stanie sprawdzić rozkład tychże danych. To właśnie z powodu tego podsumowania przekształciliśmy wartości w wektory czynnikowe, ponieważ summary() nie dostarcza wielu informacji w przypadku typów znakowych; moglibyśmy jednak użyć polecenia table(d$Purpose, useNA = "always") na typach znakowych. Możemy również przyjrzeć się relacji pomiędzy typem kredytu a jego wynikiem, co zostało zaprezentowane w listingu 2.6.


    Listing 2.6. Podsumowanie kolumn Good_Loan i Purpose

    setwd("PDSwR2/Statlog") → Wyznacza katalog roboczy. Musisz zastąpić PDSwR2/Statlog pełną ścieżką do katalogu Statlog na Twoim komputerze.



     d <- readRDS("danekredytowe.RDS") → Odczytuje przygotowane dane Statlog



    table(d$Purpose, d$Good_Loan)



    ##                         BadLoan GoodLoan



    ## business                     34       63



    ## car (new)                    89      145



    ## car (used)                   17       86



    ## domestic appliances           4        8



    ## education                    22       28



    ## furniture/equipment          58      123



    ## others                        5        7



    ## radio/television             62      218



    ## repairs                       8       14



    ## retraining                    1        8




    Wyświetlony wynik mówi nam, że dane zostały prawidłowo wczytane z pliku. Wiemy jednak również, że istnieją różne źródła danych, takie jak arkusze kalkulacyjne Excel (dzięki pakietowi readxl można je traktować tak samo, jak dane przechowywane w plikach) czy bazy danych (w tym takie systemy danych wielkoformatowych jak Apache Spark). Nauczymy się teraz pracować z relacyjnymi bazami danych za pomocą języka SQL i pakietu DBI.


    2.3. Praca z relacyjnymi bazami danych


    W wielu środowiskach produkcyjnych wykorzystywane przez nas dane są przechowywane nie w plikach, lecz w relacyjnych bazach danych (SQL). Dane publiczne nieraz są umieszczane w plikach (ponieważ łatwiej jest je udostępniać), ale najważniejsze dane klienckie często są przechowywane w bazach danych. Relacyjne bazy danych łatwo dostosować do setek milionów rekordów i mają istotne własności produkcyjne, takie jak zrównoleglanie, spójność, transakcje, dzienniki zdarzeń czy audyty. Bazy relacyjne zostały zaprojektowane pod względem obsługi przetwarzania transakcji na bieżąco (ang. online transaction processing — OLTP), zatem prawdopodobnie mieszczą się tam, gdzie zostały wygenerowane interesujące nas transakcje.


    Często możemy eksportować dane do pliku ustrukturyzowanego i wykorzystać metody z poprzednich podrozdziałów do wczytania tych danych do R. Zazwyczaj jednak nie jest to dobre rozwiązanie. Eksportowanie zawartości baz danych do plików nieraz okazuje się zawodne i idiosynkratyczne z powodu utraty informacji o schemacie, znaków ucieczki, cytatów, a także występowania problemów z kodowaniem znaków. Najlepszym sposobem pracy z danymi występującymi w bazie danych jest jej bezpośrednie podłączenie do R, czym zajmiemy się w niniejszym podrozdziale.


    W ramach demonstracji zaprezentujemy najpierw sposób wczytywania treści do bazy danych. Relacyjne bazy danych stanowią idealne miejsce na wykonywanie takich przekształceń jak złączanie czy losowanie próby (ale takie pakiety R jak sqldf czy splyr oferują podobne możliwości), którymi zajmiemy się w rozdziale 5. Zacznijmy od przygotowania danych bazodanowych do następnego przykładu.


    2.3.1. Przykładowe dane o rozmiarze produkcyjnym


    Jako przykład wykorzystamy dane próby mikrodanych użytku publicznego (ang. Public Use Microdata Sample — PUMS) uzyskane dzięki Środowiskowym Badaniom Społecznym (ang. American Community Survey — ACS) przeprowadzonym przez Biuro Spisu Ludności Stanów Zjednoczonych w 2016r.; dane te są często w skrócie nazywane ACS PUMS. Informacje na temat pobrania i przygotowania próby tych danych znajdziesz w katalogu PDSwR2/PUMS/pobieranie (w oryginale download). Przygotowaliśmy także przekształconą próbę w pliku PDSwR2/PUMS/PUMSproba.RDS (w oryginale PUMSsample.RDS), dzięki czemu możesz pominąć początkowe etapy pobierania i przetwarzania danych.


    Dane PUMS nadają się idealnie do testowania w miarę realistycznych scenariuszy badawczych: podsumowywania danych i tworzenia modeli przewidujących jedną kolumną danych na podstawie pozostałych kolumn. Jeszcze powrócimy do tego zestawu danych w dalszej części książki.


    Jest to godny zestaw danych, zawierający około 3 miliony osób i 1,5 miliona rodzin. To jeden z niewielu udostępnionych przez Biuro Spisu Ludności zestawów danych opisujących poszczególne osoby i rodziny, a nie podsumowania regionalne. Jest to ważne, ponieważ większość popularnych zadań analizy danych jest tworzona z myślą o przetwarzaniu szczegółowych rejestrów zindywidualizowanych, dlatego zestaw PUMS zawiera dane publiczne najbardziej przypominające dane prywatne, na jakich pracuje analityk danych. Każdy rząd zawiera ponad 200 faktów opisujących osobę lub rodzinę (dochód, zatrudnienie, wykształcenie, liczbę pomieszczeń itd.). Dane zawierają identyfikatory odsyłające do rodzin, zatem dane poszczególnych osób można dołączyć do danych rodzin, do których one przynależą. Interesujący jest rozmiar tego zestawu danych: skompresowany zajmuje kilka gigabajtów, zatem jest wystarczająco mały, aby go umieścić w odpowiedniej sieci albo w pamięci USB, ale zasadniczo zbyt duży, aby można było na nim pracować na laptopie z R wczytanym do pamięci (to ostatnie rozwiązanie raczej nadaje się do zestawów danych mieszczących się w zakresie setek tysięcy rzędów).
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