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  Drogi Czytelniku!


  Jeżeli chcesz ocenić tę książkę, zajrzyj pod adres


  https://helion.pl/user/opinie/malepv_ebook


  Możesz tam wpisać swoje uwagi, spostrzeżenia, recenzję.
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      	Kup w wersji papierowej


      	Oceń książkę

    

  


  
    
      	Księgarnia internetowa


      	Lubię to! » nasza społeczność

    

  


  Przedmowa


  Uczenie maszynowe jest obecnie integralną częścią wielu projektów komercyjnych i badawczych w różnych dziedzinach, od diagnostyki medycznej i leczenia po odnajdowanie znajomych w sieciach społecznościowych. Wiele osób uważa, że uczenie maszynowe może być stosowane tylko w dużych firmach z rozbudowanymi zespołami badawczymi. W tej książce chcemy pokazać, jak łatwe może być samodzielne tworzenie rozwiązań uczenia maszynowego i w jaki sposób najlepiej się do tego zabrać. Dzięki zawartej w niej wiedzy możesz stworzyć własny system sprawdzający samopoczucie ludzi na Twitterze lub prognozujący globalne ocieplenie. Jeśli chodzi o zastosowanie uczenia maszynowego, możliwości są nieograniczone, a przy ilości dostępnych obecnie danych w większości przypadków ogranicza Cię jedynie Twoja wyobraźnia.


  Kto powinien przeczytać tę książkę


  Książka jest przeznaczona dla praktyków uczenia maszynowego — zarówno mających już doświadczenie w tej dziedzinie, jak i początkujących — którzy chcą wdrażać rozwiązania związanych z nim rzeczywistych problemów. To wprowadzenie do tematu uczenia maszynowego i sztucznej inteligencji (AI), lektura nie wymaga znajomości omawianych zagadnień. Koncentrujemy się tu na korzystaniu z Pythona i biblioteki scikit-learn oraz przechodzimy przez wszystkie kroki niezbędne do stworzenia skutecznej aplikacji do uczenia maszynowego. Przedstawione przez nas metody będą pomocne naukowcom i badaczom, ale także analitykom danych, którzy pracują nad zastosowaniami w aplikacjach komercyjnych. Najwięcej zyskasz dzięki tej książce, jeśli posiadasz podstawową wiedzę na temat języka Python oraz biblioteki NumPy i matplotlib.


  Świadomie nie skupiamy się zbytnio na matematyce, a raczej na praktycznych aspektach korzystania z algorytmów uczenia maszynowego. Ponieważ matematyka (w szczególności teoria prawdopodobieństwa) jest podstawą, na której zbudowane jest uczenie maszynowe, nie będziemy szczegółowo analizować algorytmów. Jeśli interesuje Cię matematyka algorytmów uczenia maszynowego, polecamy książkę The Elements of Statistical Learning (Springer) Trevora Hastiego, Roberta Tibshiraniego i Jerome’a Friedmana, dostępną bezpłatnie na stronie autorów (http://statweb.stanford.edu/~tibs/ElemStatLearn/). Nie będziemy również opisywać, jak pisać algorytmy uczenia maszynowego od podstaw, zamiast tego skupimy się na tym, jak korzystać z szerokiej gamy modeli już zaimplementowanych w bibliotekach scikit-learn i innych.


  Dlaczego napisaliśmy tę książkę


  Na temat uczenia maszynowego i sztucznej inteligencji powstało wiele książek. Jednak wszystkie są przeznaczone dla absolwentów uczelni wyższych lub doktorantów informatyki i odnoszą się do zaawansowanej matematyki. Stoi to w sprzeczności z tym, w jaki sposób uczenie maszynowe jest wykorzystywane jako narzędzie w projektach badawczych i komercyjnych. Obecnie zastosowanie uczenia maszynowego nie wymaga doktoratu. Niewiele jest jednak źródeł, z których można czerpać wiedzę o wszystkich ważnych aspektach wdrażania uczenia maszynowego bez konieczności przechodzenia zaawansowanych kursów matematycznych. Mamy nadzieję, że ta książka pomoże ludziom, którzy chcą zastosować uczenie maszynowe bez mozolnego zapoznawania się z rachunkiem różniczkowym, algebrą liniową i teorią prawdopodobieństwa.


  Jak poruszać się po książce


  Książka jest zorganizowana następująco:


  
    	W rozdziale 1. przedstawiono podstawowe pojęcia związane z uczeniem maszynowym i jego zastosowaniami oraz opisano konfigurację, której będziemy używać w całej książce.


    	W rozdziałach 2. i 3. opisano rzeczywiste algorytmy uczenia maszynowego, które są najczęściej używane w praktyce, oraz omówiono ich zalety i wady.


    	W rozdziale 4. omówiono znaczenie sposobu przedstawiania danych przetwarzanych przez uczenie maszynowe i wskazano, na które ich aspekty należy zwrócić uwagę.


    	W rozdziale 5. omówiono zaawansowane metody oceny modelu i dostrajania parametrów ze szczególnym naciskiem na walidację krzyżową i przeszukiwanie siatki.


    	W rozdziale 6. wyjaśniono koncepcję potoków do łączenia modeli w łańcuchy i hermetyzacji przepływu pracy.


    	W rozdziale 7. pokazano, jak zastosować metody opisane we wcześniejszych rozdziałach do danych tekstowych, i wprowadzono niektóre techniki przetwarzania specyficzne dla tekstu.


    	W rozdziale 8. zawarto ogólny przegląd treści ujętej w książce oraz odniesienia do bardziej zaawansowanych tematów.

  


  Chociaż rozdziały 2. i 3. zawierają rzeczywiste algorytmy, w przypadku osoby początkującej zrozumienie ich wszystkich może nie być konieczne. Jeśli potrzebujesz jak najszybciej zbudować system uczenia maszynowego, sugerujemy rozpocząć od rozdziału 1. i pierwszych części rozdziału 2., w których przedstawiono podstawowe pojęcia. Następnie możesz przejść do podrozdziału „Podsumowanie i przegląd” na stronie 116 (w rozdziale 2.), zawierającego listę wszystkich nadzorowanych modeli, które omawiamy. Wybierz model najlepiej odpowiadający Twoim potrzebom i wróć do poświęconej mu sekcji, aby zapoznać się z jego szczegółami. Następnie, aby ocenić i dostroić swój model, możesz użyć technik z rozdziału 5.


  Zasoby online


  Podczas studiowania tej książki koniecznie zapoznaj się ze stroną internetową scikit-learn (http://scikitlearn.org/), aby uzyskać bardziej szczegółową dokumentację klas i funkcji oraz zapoznać się z wieloma przykładami. Dostępny jest również kurs wideo stworzony przez Andreasa Müllera (w języku angielskim), Advanced Machine Learning with scikit-learn, stanowiący uzupełnienie tej książki. Możesz go znaleźć pod adresem http://bit.ly/advanced_machine_learning_scikit-learn. Znajdują się tam również oryginalne wersje kodów wykorzystanych w książce.


  Konwencje stosowane w książce


  W książce zastosowano konwencje typograficzne:


  Kursywa


  Wskazuje nowe terminy, adresy URL, adresy e-mail, nazwy plików i rozszerzenia plików oraz komentarze do kodów.


  Stała szerokość


  Stosowana w listingach programów, a także w akapitach w celu odniesienia do elementów programu, takich jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe. Używana również w zapisach poleceń oraz nazw modułów i pakietów.


  Pogrubienie o stałej szerokości


  Używana w przypadku poleceń lub innego tekstu, który powinien zostać wpisany przez użytkownika dosłownie.


  Kursywa o stałej szerokości


  Pokazuje tekst, który należy zastąpić wartościami podanymi przez użytkownika lub wartościami określonymi przez kontekst.
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          Ten element oznacza wskazówkę lub sugestię.
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          Ten element oznacza ogólną uwagę.
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          Ta ikona oznacza ostrzeżenie.

        
      

    
  


  Korzystanie z przykładowego kodu


  Materiały dodatkowe (przykłady kodu, notatniki IPython itp.) są dostępne do pobrania pod adresem https://ftp.helion.pl/przyklady/malepv.zip.


  Ta książka została stworzona po to, aby pomóc Ci wykonać Twoją pracę. Ogólnie rzecz biorąc, jeśli przykładowy kod został dołączony do książki, możesz go używać w swoich programach i dokumentacji. Nie musisz kontaktować się z nami w celu uzyskania zgody, chyba że powielasz znaczną część kodu. Przykładowo napisanie programu, który używa kilku fragmentów kodu z tej książki, nie wymaga pozwolenia. Sprzedaż lub dystrybucja płyty CD-ROM z przykładami z książek wydawnictwa O’Reilly wymaga pozwolenia. Udzielenie odpowiedzi na pytanie poprzez zacytowanie tej książki i przytoczenie przykładowego kodu nie wymaga pozwolenia. Włączenie znacznej ilości przykładowego kodu z tej książki do dokumentacji produktu wymaga pozwolenia.


  Doceniamy atrybucję, ale jej nie wymagamy. Atrybucja zwykle zawiera tytuł, autora, wydawcę i ISBN, np. Machine learning, Python i data science. Wprowadzenie, Andreas C. Müller i Sarah Guido, Helion 2021, ISBN 978-83-283-7408-9.


  Podziękowania


  Od Andreasa


  Bez pomocy i wsparcia dużej grupy ludzi ta książka nigdy by nie powstała.


  Chciałbym podziękować redaktorom, Meghan Blanchette, Brianowi MacDonaldowi, a zwłaszcza Dawn Schanafelt, za pomoc Sarah i mnie w urzeczywistnieniu marzenia o tej książce.


  Chciałbym podziękować moim recenzentom, Thomasowi Caswellowi, Olivierowi Griselowi, Stefanowi van der Waltowi i Johnowi Mylesowi White’owi, którzy poświęcili czas na przeczytanie wczesnych wersji książki i dostarczyli mi nieocenionych opinii — oprócz tego, że ich działalność była jednym z kamieni węgielnych naukowego ekosystemu open source.


  Jestem dozgonnie wdzięczny za gościnną społeczność naukową Pythona open source, zwłaszcza współautorów biblioteki scikit-learn. Bez wsparcia i pomocy tej społeczności, w szczególności Gaëla Varoquaux, Alexa Gramforta i Oliviera Grisela, nigdy nie stałbym się współautorem biblioteki scikit-learn ani nie zrozumiałbym tego pakietu w takim stopniu, w jakim rozumiem go teraz. Moje podziękowania kieruję też do wszystkich innych współautorów, którzy poświęcają swój czas na ulepszanie i utrzymywanie tego pakietu.


  Jestem również wdzięczny za dyskusje z wieloma moimi kolegami i rówieśnikami — pomogły mi one zrozumieć wyzwania związane z uczeniem maszynowym i pozwoliły stworzyć strukturę podręcznika. Wśród osób, z którymi rozmawiam o uczeniu maszynowym i którym szczególnie chciałbym podziękować, są Brian McFee, Daniela Huttenkoppen, Joel Nothman, Gilles Louppe, Hugo Bowne-Anderson, Sven Kreis, Alice Zheng, Kyunghyun Cho, Pablo Baberas i Dan Cervone.


  Podziękowania kieruję także do Rachel Rakov, która była beta-testerką i korektorką wczesnej wersji tej książki i na wiele sposobów pomogła mi ją ukształtować.


  Prywatnie dziękuję moim rodzicom, Haraldowi i Margot, oraz mojej siostrze Miriam za nieustające wsparcie i zachętę. Pragnę również podziękować wielu obecnym w moim życiu osobom, których miłość i przyjaźń dały mi energię i były wsparciem podczas realizacji tak trudnego zadania.


  Od Sarah


  Chciałabym podziękować Meg Blanchette, bez której pomocy i wskazówek ten projekt by nie zaistniał. Dziękuję Celii La i Brianowi Carlsonowi za lekturę w pierwszych dniach. Podziękowania dla ludzi z O’Reilly za ich nieskończoną cierpliwość. Wreszcie — dziękuję DTS za wieczne i niekończące się wsparcie.


  Rozdział 1. Wprowadzenie


  Uczenie maszynowe polega na wydobywaniu wiedzy z danych. Jest to dziedzina badawcza na styku statystyki, sztucznej inteligencji i informatyki, znana również jako analiza predykcyjna lub statystyczne uczenie się. W ostatnich latach stosowanie metod uczenia maszynowego w życiu codziennym stało się powszechne. Od automatycznych rekomendacji, które filmy obejrzeć, jakie jedzenie zamówić lub jakie produkty kupić, po spersonalizowane radio internetowe i rozpoznawanie znajomych na zdjęciach, wiele nowoczesnych witryn i urządzeń opiera się na algorytmach uczenia maszynowego. Kiedy patrzysz na złożoną stronę internetową, taką jak Facebook, Amazon czy Netflix, jest bardzo prawdopodobne, że każda część witryny zawiera wiele modeli uczenia maszynowego.


  Poza zastosowaniami komercyjnymi uczenie maszynowe wywarło ogromny wpływ na sposób, w jaki prowadzi się dziś badania oparte na danych. Narzędzia przedstawione w książce zostały zastosowane do rozmaitych problemów naukowych, takich jak zrozumienie gwiazd, znajdowanie odległych planet, odkrywanie nowych cząstek, analiza sekwencji DNA i zapewnianie spersonalizowanych metod leczenia raka.


  Aby korzystać z uczenia maszynowego, nie musisz ani tworzyć aplikacji na tak dużą skalę, ani zmieniać świata w taki sposób jak przytoczone przykłady. W tym rozdziale wyjaśnimy, dlaczego uczenie maszynowe stało się tak popularne, i omówimy, jakie rodzaje problemów można rozwiązać za jego pomocą. Następnie pokażemy Ci, jak zbudować swój pierwszy model uczenia maszynowego, a przy okazji wprowadzimy ważne pojęcia.


  Dlaczego uczenie maszynowe?


  We wczesnych próbach tworzenia inteligentnych aplikacji, aby przetwarzać dane lub dostosowywać się do danych wprowadzanych przez użytkownika, wiele systemów stosowało ręcznie zakodowane reguły decyzji „if” i „else”. Rozważmy przypadek filtra spamu mającego za zadanie przenoszenie przychodzących wiadomości e-mail, które pasują do wzorca, do folderu spamu. Można stworzyć czarną listę słów, które spowodują oznaczenie e-maila jako spamu. Byłby to przykład użycia systemu zaprojektowanego przez eksperta w zakresie tworzenia reguł do zaprojektowania inteligentnej aplikacji. W przypadku niektórych aplikacji — szczególnie tych, których twórcy dobrze rozumieją proces modelowania — możliwe jest ręczne tworzenie reguł podejmowania decyzji. Jednak stosowanie reguł zakodowanych ręcznie do podejmowania decyzji ma dwie główne wady:


  
    	Logika wymagana do podjęcia decyzji jest specyficzna dla pojedynczej domeny i zadania. Nawet niewielka zmiana zadania może wymagać przepisania całego systemu.


    	Zasady projektowania wymagają dogłębnego zrozumienia przez eksperta (człowieka), w jaki sposób decyzje powinny być podejmowane.

  


  Jednym z przykładów niepowodzeń tego ręcznego podejścia jest wykrywanie twarzy na obrazach. W obecnych czasach każdy smartfon może wykryć twarz na obrazie. Jednak wykrywanie twarzy było problemem nierozwiązanym aż do 2001 roku. Główna przyczyna leży w tym, że sposób, w jaki piksele (które tworzą obraz w komputerze) są „postrzegane” przez komputer, bardzo różni się od tego, jak postrzegają twarz ludzie. Ta różnica w reprezentacji w zasadzie uniemożliwia człowiekowi wymyślenie dobrego zestawu reguł opisujących, co stanowi twarz na obrazie cyfrowym.


  Tymczasem dzięki zastosowaniu uczenia maszynowego wystarczy dostarczyć do programu dużą kolekcję obrazów twarzy, aby algorytm określił, jakie cechy są potrzebne do jej zidentyfikowania.


  Problemy, które może rozwiązać uczenie maszynowe


  Najskuteczniejszymi rodzajami algorytmów uczenia maszynowego są te, które na podstawie znanych przykładów automatyzują procesy podejmowania decyzji poprzez uogólnianie. W tym trybie, znanym jako uczenie nadzorowane, użytkownik dostarcza algorytmowi pary danych wejściowych i pożądanych danych wyjściowych, a algorytm sam znajduje sposób na wytworzenie pożądanych danych wyjściowych przy wskazanych danych wejściowych. W szczególności algorytm jest w stanie utworzyć dane wyjściowe dla danych wejściowych, których nigdy wcześniej nie widział, bez żadnej pomocy ze strony człowieka. Wróćmy do przykładu klasyfikowania spamu. Użytkownik używa uczenia maszynowego, dostarczając algorytmowi dużą liczbę e-maili (które są danymi wejściowymi) wraz z informacją, czy któraś z tych wiadomości jest spamem (co jest pożądanym wynikiem). Po otrzymaniu nowego e-maila algorytm stworzy prognozę dotyczącą tego, czy ta wiadomość może być spamem.


  Algorytmy uczenia maszynowego, które uczą się na podstawie par danych wejściowych/wyjściowych, są nazywane algorytmami uczenia nadzorowanego, ponieważ „nauczyciel” zapewnia nadzór nad algorytmami w postaci pożądanych wyników dla każdego przykładu, z którego się uczą. Podczas gdy tworzenie zbioru danych wejściowych i wyjściowych często jest ręcznym i pracochłonnym procesem, algorytmy nadzorowanego uczenia się są dobrze poznane, a ich wydajność jest łatwa do zmierzenia. Jeśli Twoja aplikacja może zostać sformułowana jako problem z uczeniem nadzorowanym i jesteś w stanie utworzyć zbiór danych, który zawiera pożądany wynik, to uczenie maszynowe prawdopodobnie rozwiąże Twój problem.


  Przykładami nadzorowanych zadań uczenia maszynowego są:


  Identyfikacja kodu pocztowego na podstawie odręcznych cyfr na kopercie


  Dane wejściowe to skan pisma ręcznego, a pożądane dane wyjściowe to rzeczywiste cyfry w kodu pocztowego. Aby utworzyć zestaw danych do zbudowania modelu uczenia maszynowego, musisz zebrać wiele kopert. Następnie możesz samodzielnie odczytać kody pocztowe i zapisać cyfry jako pożądane wyniki.


  Określanie, czy guz jest łagodny, na podstawie prześwietlenia


  W tym przypadku dane wejściowe to obraz, a dane wyjściowe to informacja, czy guz jest łagodny. Aby utworzyć zbiór danych do zbudowania modelu, potrzebujesz bazy danych prześwietleń. Potrzebujesz również opinii eksperta, więc lekarz musi przyjrzeć się wszystkim prześwietleniom i zdecydować, które guzy są łagodne, a które nie. Aby określić, czy w guzie na prześwietleniu znajdują się komórki raka, czy nie, może być nawet konieczne wykonanie dodatkowej diagnozy poza obejrzeniem zdjęcia.


  Wykrywanie nieuczciwych transakcji przy użyciu karty kredytowej


  Tu dane wejściowe to zapis transakcji przy użyciu karty kredytowej, a wynikiem jest prawdopodobieństwo popełnienia oszustwa. Załóżmy, że jesteś podmiotem dystrybuującym karty kredytowe. W takim przypadku zebranie zbioru danych oznacza rejestrowanie i przechowywanie wszystkich wykonanych transakcji, które zostały zgłoszone przez użytkownika jako próby dokonania oszustwa.


  Ciekawą rzeczą, na którą należy zwrócić uwagę w przypadku tych przykładów, jest to, że chociaż dane wejściowe i wyjściowe nie wyglądają na skomplikowane, to proces zbierania danych dla tych trzech zadań znacząco się różni. Mimo że czytanie napisów na kopertach jest pracochłonne, jest to czynność łatwa i tania. Z drugiej strony uzyskanie prześwietleń i diagnoz wymaga nie tylko drogich maszyn, ale także rzadkiej i kosztownej wiedzy eksperckiej, nie wspominając o kwestiach etycznych i prywatności. W przypadku wykrywania oszustw związanych z kartami kredytowymi zbieranie danych jest znacznie prostsze. Twoi klienci zapewnią Ci pożądane wyniki, ponieważ sami będą zgłaszać oszustwa. Wszystko, co musisz zrobić, aby uzyskać pary danych wejściowych/wyjściowych, które dotyczą prób oszustwa lub innych nieuczciwych działań, to czekać.


  Algorytmy nienadzorowane to inny typ algorytmu, który omówimy w tej książce. W uczeniu nienadzorowanym znane są tylko dane wejściowe i żadne znane dane wyjściowe nie są przekazywane do algorytmu. Chociaż istnieje wiele udanych zastosowań tych metod, są one zwykle trudniejsze do zrozumienia i oceny.


  Przykładami uczenia się bez nadzoru są:


  Identyfikacja różnych tematów w zestawie postów na blogu


  Jeśli masz duży zbiór danych tekstowych, możesz chcieć je podsumować i znaleźć w nim dominujące tematy. Nie możesz wiedzieć, jakie tematy występują w zbiorze ani ile ich może być. Z tego powodu nie możesz przewidzieć żadnych danych wyjściowych.


  Dzielenie klientów na grupy o podobnych preferencjach


  Biorąc pod uwagę zestaw danych o klientach, możesz określić, którzy z nich są podobni i czy istnieją grupy osób o podobnych preferencjach. W przypadku klientów sklepu internetowego mogą nimi być „rodzice”, „mole książkowe” lub „gracze”. Ponieważ ani te grupy, ani nawet ich liczba nie są Ci na wstępie znane, nie masz żadnych znanych wyników.


  Wykrywanie nienormalnych wzorców dostępu do witryny internetowej


  W celu zidentyfikowania nadużyć lub błędów często pomocne jest rozpoznanie wzorców dostępu, które różnią się od norm. Każdy nieprawidłowy wzorzec może być unikalny i możesz nie mieć żadnych zarejestrowanych przypadków nieprawidłowego zachowania. Ponieważ w tym przykładzie obserwujesz tylko ruch i nie wiesz, co stanowi normalne i nienormalne zachowanie, jest to problem nienadzorowany.


  Zarówno w przypadku nadzorowanych, jak i nienadzorowanych zadań uczenia się ważne jest, aby mieć reprezentację danych wejściowych, która jest zrozumiała dla komputera. Często warto pomyśleć o danych jako o tabeli. Każdy punkt danych, który chcesz przetworzyć (każdy e-mail, każdy klient, każda transakcja), jest wierszem, a każda właściwość opisująca ten punkt danych (powiedzmy, wiek klienta, kwota lub lokalizacja transakcji) to kolumna. Możesz opisywać użytkowników według ich wieku, płci, tego, kiedy utworzyli konto i jak często robili zakupy w Twoim sklepie internetowym. Możesz opisać obraz guza wartościami w skali szarości każdego piksela, ale możesz też za pomocą rozmiaru, kształtu i koloru guza.


  W uczeniu maszynowym każdą jednostkę lub wiersz nazywamy próbką (lub punktem danych), a kolumny — właściwości, które opisują te jednostki — cechami.


  W dalszej części książki bardziej szczegółowo zajmiemy się tematem tworzenia dobrej reprezentacji danych, co nazywamy ekstrakcją cech lub inżynierią cech. Należy jednak pamiętać, że żaden algorytm uczenia maszynowego nie będzie dokonywać predykcji dla danych, na których temat nie ma żadnych informacji. Przykładowo, jeśli jedyną cechą, jaką znasz w odniesieniu do pacjenta, jest nazwisko, żaden algorytm nie będzie w stanie przewidzieć jego płci. Te informacje po prostu nie są zawarte w Twoich danych. Jeśli dodasz kolejną cechę, zawierającą imię pacjenta, będziesz w dużo lepszej sytuacji, ponieważ często można określić płeć na podstawie imienia osoby.


  Znajomość zadania i znajomość danych


  Prawdopodobnie najważniejszą częścią procesu uczenia maszynowego jest zrozumienie danych, z którymi pracujesz, i ich związku z zadaniem, które chcesz rozwiązać. Losowe wybranie algorytmu i wrzucenie do niego danych nie będzie skuteczne. Zanim zaczniesz budować model, konieczne jest zrozumienie, co się dzieje w zestawie danych. Każdy algorytm różni się rodzajem danych i ustawieniami, z którymi działa najlepiej. Przy tworzeniu rozwiązania uczenia maszynowego musisz odpowiedzieć na takie pytania — lub przynajmniej o nich pamiętać:


  
    	Na jakie pytanie/pytania próbuję odpowiedzieć? Czy uważam, że zebrane dane mogą pomóc na nie odpowiedzieć?


    	Jaki jest najlepszy sposób sformułowania moich pytań jako problemu związanego z uczeniem maszynowym?


    	Czy mam zebranych wystarczająco danych, aby przedstawić problem, który chcę rozwiązać?


    	Jakie cechy danych udało mi się wyodrębnić i czy pozwolą one na właściwe przewidywania?


    	Jak sprawdzę, że moja aplikacja pomogła osiągnąć sukces?


    	W jaki sposób rozwiązanie uczenia maszynowego będzie współdziałać z innymi częściami mojego produktu badawczego lub biznesowego?

  


  W szerszym kontekście algorytmy i metody w uczeniu maszynowym są tylko częścią większego procesu rozwiązywania konkretnego problemu i dobrze jest przez cały czas mieć na uwadze ogólny obraz procesu. Wiele osób poświęca dużo czasu na tworzenie złożonych rozwiązań uczenia maszynowego, a na koniec dowiaduje się, że osiągnięte rozwiązanie nie rozwiązuje właściwego problemu.


  Przy zagłębianiu się w techniczne aspekty uczenia maszynowego (tak jak to zrobimy w tej książce) łatwo jest stracić z oczu ostateczne cele. Chociaż nie będziemy szczegółowo omawiać wymienionych tutaj pytań, nadal zalecamy pamiętać o wszystkich założeniach, które możesz przyjmować, kiedy rozpoczynasz tworzenie modelu uczenia maszynowego, nieważne, czy są one jawne, czy niejawne.


  Dlaczego Python?


  Python stał się lingua franca dla wielu aplikacji do nauki o danych. Łączy moc języków programowania ogólnego przeznaczenia z łatwością użycia specyficznych dla domeny języków skryptowych, takich jak MATLAB lub R. Python zawiera biblioteki do ładowania danych, wizualizacji, statystyk, przetwarzania języka naturalnego, przetwarzania obrazów i nie tylko. Ten obszerny zestaw narzędzi zapewnia naukowcom zajmującym się danymi szeroką gamę funkcji zarówno ogólnego, jak i specjalnego przeznaczenia. Jedną z głównych zalet korzystania z Pythona jest możliwość bezpośredniej interakcji z kodem za pomocą terminala lub innych narzędzi (takich jak Jupyter Notebook), którym wkrótce się przyjrzymy. Uczenie maszynowe i analiza danych to zasadniczo procesy iteracyjne, w których dane kierują analizą. Istotne jest, aby te procesy miały narzędzia umożliwiające szybkie iteracje i łatwą interakcję.


  Jako język programowania ogólnego przeznaczenia Python umożliwia również tworzenie złożonych graficznych interfejsów użytkownika (GUI) i usług internetowych oraz integrację z istniejącymi systemami.


  scikit-learn


  scikit-learn to projekt open source, co oznacza, że można go używać i rozpowszechniać za darmo, a aby zobaczyć, co się dzieje za kulisami, każdy może łatwo uzyskać kod źródłowy. Projekt scikit-learn jest stale rozwijany i ulepszany i ma bardzo aktywną społeczność użytkowników. Zawiera szereg najnowocześniejszych algorytmów uczenia maszynowego, a także obszerną dokumentację (http://scikit-learn.org/stable/documentation) na temat każdego algorytmu. scikit-learn to niezwykle popularne narzędzie i najbardziej znana biblioteka Pythona do uczenia maszynowego. Jest szeroko stosowany w przemyśle i środowisku akademickim, a całe bogactwo samouczków i fragmentów kodu jest dostępne online. scikit-learn dobrze współpracuje z wieloma innymi naukowymi narzędziami Pythona, które omówimy w dalszej części rozdziału.


  Podczas lektury zalecamy również przejrzenie podręcznika użytkownika scikit-learn (http://scikit-learn.org/stable/user_guide.html) i dokumentacji jego API w celu uzyskania dodatkowych informacji i wielu innych opcji dla każdego algorytmu. Dokumentacja online jest bardzo dokładna, a ta książka zawiera wszystkie wymagania wstępne, które są potrzebne, aby szczegółowo zrozumieć uczenie maszynowe.


  Instalacja scikit-learn


  scikit-learn zależy od dwóch innych pakietów Pythona: NumPy i SciPy. Do tworzenia wykresów i interaktywnego programowania należy również zainstalować biblioteki matplotlib, IPython i Jupyter Notebook. Zalecamy użycie jednej ze wstępnie spakowanych dystrybucji Pythona, by zapewnić niezbędne pakiety:


  Anaconda (https://store.continuum.io/cshop/anaconda/)


  Dystrybucja Pythona stworzona do przetwarzania danych na dużą skalę, analiz predykcyjnych i obliczeń naukowych. Anaconda zawiera biblioteki NumPy, SciPy, matplotlib, pandas, IPython, Jupyter Notebook i scikit-learn. Jest dostępna na macOS, Windows i Linux i jest bardzo wygodnym rozwiązaniem, które proponujemy osobom niemającym zainstalowanych naukowych pakietów Pythona. Do Anacondy dołączono też komercyjną bibliotekę Intel MKL kompletnie za darmo. Korzystanie z MKL (co jest wykonywane automatycznie po zainstalowaniu Anacondy) może znacznie poprawić szybkość wielu algorytmów w scikit-learn.


  Enthought Canopy (https://www.enthought.com/products/canopy/)


  Kolejna dystrybucja Pythona do obliczeń naukowych. Zawiera biblioteki NumPy, SciPy, matplotlib, pandas i IPython, ale bezpłatna wersja nie oferuje scikit-learn. Jeśli przynależysz do instytucji akademickiej, która przyznaje stopnie naukowe, możesz poprosić o licencję akademicką i uzyskać bezpłatny dostęp do płatnej wersji subskrypcji Enthought Canopy. Dystrybucja jest dostępna dla języka Python 2.7.x i działa w systemach macOS, Windows i Linux.


  Python(x, y) (http://python-xy.github.io/)


  Bezpłatna dystrybucja Pythona do obliczeń naukowych, szczególnie dla systemu Windows. Python(x, y) zawiera biblioteki NumPy, SciPy, matplotlib, pandas, IPython i scikit-learn.


  Jeśli masz już skonfigurowaną instalację Pythona, możesz użyć programu pip do zainstalowania wszystkich tych bibliotek:


  
    $ pip install numpy scipy matplotlib ipython scikit-learn pandas

  


  Podstawowe biblioteki i narzędzia


  Zrozumienie, czym jest scikit-learn i jak go używać, jest ważne, ale istnieje kilka innych bibliotek, które mogą być bardzo pomocne. scikit-learn jest zbudowana na bazie naukowych bibliotek Pythona NumPy i SciPy. Oprócz NumPy i SciPy będziemy też używać bibliotek pandas i matplotlib. Przedstawimy również program Jupyter Notebook, czyli interaktywne środowisko programistyczne oparte na przeglądarce. Oto — w skrócie — co powinieneś wiedzieć o tych narzędziach, aby jak najlepiej wykorzystać scikit-learn1.


  Jupyter Notebook


  Jupyter Notebook to interaktywne środowisko, które służy do uruchamiania kodu w przeglądarce. Jest to doskonałe narzędzie do eksploracyjnej analizy danych, szeroko stosowane przez naukowców zajmujących się danymi. Mimo że obsługuje wiele języków programowania, nam potrzebne będzie wsparcie tylko dla Pythona. Narzędzie ułatwia włączanie kodu, tekstu i obrazów, a cała ta książka została napisana podobnie do Jupyter Notebook. Wszystkie przykłady kodu, które do niej dołączamy, można pobrać z https://ftp.helion.pl/przyklady/malepv.zip.


  NumPy


  NumPy to jeden z podstawowych pakietów, które służą do wykonywania obliczeń naukowych w Pythonie. Zawiera funkcjonalność używaną do tworzenia tablic wielowymiarowych, funkcje matematyczne wysokiego poziomu, takie jak operacje algebry liniowej i transformata Fouriera, oraz generatory liczb pseudolosowych.


  W bibliotece scikit-learn tablica NumPy jest podstawową strukturą danych. Funkcje w scikit-learn przyjmują dane w postaci tablic NumPy. Wszelkie używane dane będą musiały zostać przekonwertowane na tablicę NumPy. Podstawową funkcjonalnością NumPy jest klasa ndarray, wielowymiarowa (n-wymiarowa) tablica. Wszystkie jej elementy muszą być tego samego typu. Tablica NumPy wygląda tak, jak przedstawiono poniżej:


  
    In[2]:

  


  
    import numpy as np

  


  
    x = np.array([[1, 2, 3], [4, 5, 6]])

  


  
    print("x:\n{}".format(x))

  


  
    Out[2]:

  


  
    x:

  


  
    [[1 2 3]

  


  
    [4 5 6]]

  


  W tej książce często używamy biblioteki NumPy, a obiekty klasy NumPy ndarray nazywamy tablicami NumPy lub po prostu tablicami.


  SciPy


  Biblioteka SciPy zawiera zbiór funkcji do obliczeń naukowych w Pythonie. Zapewnia m.in. zaawansowane procedury algebry liniowej, optymalizację funkcji matematycznych, przetwarzanie sygnałów, specjalne funkcje matematyczne i rozkłady statystyczne. W celu implementacji algorytmów w scikit-learn korzystano z kolekcji funkcji SciPy. Najważniejszą dla nas częścią SciPy jest scipy.sparse — pozwala bowiem na zastosowanie rzadkich macierzy, które są kolejną reprezentacją danych używaną w scikit-learn. Rzadkie macierze są używane, gdy chcemy przechowywać tablicę 2D, która zawiera głównie zera:


  
    In[3]:

  


  
    from scipy import sparse

  


  
    # Utwórz tablicę NumPy 2D z wartością 1 po przekątnej i zerami w pozostałych polach eye = np.eye (4)

  


  
    print("tablica NumPy:\n{}".format(eye))

  


  
    Out[3]:

  


  
    NumPy array:

  


  
    [[ 1. 0. 0. 0.]

  


  
    [ 0. 1. 0. 0.]

  


  
    [ 0. 0. 1. 0.]

  


  
    [ 0. 0. 0. 1.]]

  


  
    In[4]:

  


  
    # Konwertuj tablicę NumPy na rzadką macierz SciPy w formacie CSR 

  


  
    # Przechowywane są tylko niezerowe wpisy

  


  
    sparse_matrix = sparse.csr_matrix(eye)

  


  
    print("\nrzadka macierz SciPy w CSR: \n{}".format(sparse_matrix))

  


  
    Out[4]:

  


  
    SciPy sparse CSR matrix:

  


  
    (0, 0) 1.0

  


  
    (1, 1) 1.0

  


  
    (2, 2) 1.0

  


  
    (3, 3) 1.0 

  


  Zwykle nie jest możliwe utworzenie gęstych reprezentacji rzadkich danych (ponieważ nie zmieściłyby się w pamięci), więc musimy bezpośrednio tworzyć rzadkie reprezentacje. Oto sposób na utworzenie tej samej co poprzednio rzadkiej macierzy przy użyciu formatu COO:


  
    In[5]:

  


  
    data = np.ones(4)

  


  
    row_indices = np.arange(4)

  


  
    col_indices = np.arange(4)

  


  
    eye_coo = sparse.coo_matrix((data, (row_indices, col_indices)))

  


  
    print("COO representation:\n{}".format(eye_coo))

  


  
    Out[5]:

  


  
    COO representation:

  


  
    (0, 0) 1.0

  


  
    (1, 1) 1.0

  


  
    (2, 2) 1.0

  


  
    (3, 3) 1.0

  


  Więcej szczegółów na temat rzadkich macierzy SciPy można znaleźć na stronie Scipy Lecture Notes (http://www.scipy-lectures.org/).


  matplotlib


  matplotlib to podstawowa, naukowa biblioteka, która służy do tworzenia wykresów w Pythonie. Udostępnia funkcje do tworzenia wizualizacji o jakości nadającej się do publikacji, takich jak wykresy liniowe, histogramy, wykresy punktowe itd. Wizualizacja danych i różnych aspektów analizy może pomóc Ci dostrzec ważne informacje. My będziemy używać biblioteki matplotlib do wykonywania wszystkich naszych wizualizacji. Podczas pracy w Jupyter Notebook możesz wyświetlać liczby bezpośrednio w przeglądarce, przy użyciu poleceń wbudowanych %matplotlib i %matplotlib.


  Zalecamy korzystanie z notatnika %matplotlib, który zapewnia interaktywne środowisko (chociaż w książce używamy poleceń %matplotlib w wierszu poleceń). Przykładowo poniższy kod tworzy wykres, który przedstawiono na rysunku 1.1:


  
    In[6]:

  


  
    %matplotlib inline

  


  
    import matplotlib.pyplot as plt

  


  
    # Generuje sekwencję liczb od –10 do 10 ze 100 krokami pomiędzy

  


  
    x = np.linspace(-10, 10, 100)

  


  
    # Stwórz drugą tablicę przy użyciu sinusa

  


  
    y = np.sin(x)

  


  
    # Funkcja plot tworzy wykres liniowy jednej tablicy względem innej

  


  
    plt.plot(x, y, marker="x")

  


  [image: Obraz1744.PNG]


  Rysunek 1.1. Prosty wykres liniowy funkcji sinus utworzony za pomocą matplotlib


  pandas


  pandas to biblioteka Pythona, która służy do porządkowania i analizy danych. Jest zbudowana wokół struktury danych nazwanej DataFrame, która została zamodelowana na podstawie klasy DataFrame z języka R. Mówiąc najprościej, pandas DataFrame to tabela, podobna do arkusza kalkulacyjnego programu Excel. Biblioteka pandas zapewnia szeroki zakres metod modyfikowania i operowania na tej tablicy; w szczególności pozwala na zapytania podobne do SQL i łączenie tabel. W przeciwieństwie do biblioteki NumPy, która wymaga, aby wszystkie wpisy w tablicy były tego samego typu, pandas pozwala w każdej kolumnie przechowywać dane innego typu (np. liczby całkowite, daty, liczby zmiennoprzecinkowe i łańcuchy). Innym cennym narzędziem dostępnym w bibliotece pandas jest możliwość przyjmowania danych z wielu różnych formatów plików i baz danych, takich jak pliki SQL, pliki Excel i pliki z wartościami rozdzielonymi przecinkami (CSV). Szczegółowe omówienie funkcji dostępnych w bibliotece pandas nie leży w zakresie tej książki. Jednak Python w analizie danych Wesa McKinneya (O’Reilly, 2012) stanowi świetny przewodnik po bibliotece pandas. Oto mały przykład tworzenia obiektu klasy DataFrame przy użyciu słownika:


  
    In[7]:

  


  
    import pandas as pd

  


  
    # Utwórz prosty zestaw danych o osobach

  


  
    data = {'Imię': ["Jan", "Anna", "Piotr", "Lidia"],

  


  
    'Lokalizacja' : ["Gdańsk", "Warszawa", "Berlin", "Gliwice"],

  


  
    'Wiek' : [24, 13, 53, 33]

  


  
    data_pandas = pd.DataFrame(data)

  


  
    # IPython.display umożliwia "ładne wyświetlanie" ramek danych

  


  
    # W Jupyter Notebook

  


  
    display(data_pandas)

  


  Powoduje to wyświetlenie takiego wyniku, jaki widać poniżej.


  
    
      
        	

        	
          Imię
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  Jest kilka sposobów na uzyskanie tej tabeli, np.:


  
    In[8]:

  


  
    # Wybierz wszystkie wiersze, które w kolumnie Age mają wartość większą niż 30

  


  
    display(data_pandas[data_pandas.Wiek > 30])

  


  Powoduje to wyświetlenie takiego wyniku, jaki widać poniżej.
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          2

        

        	
          Piotr

        

        	
          Berlin

        

        	
          53

        
      


      
        	
          3

        

        	
          Lidia

        

        	
          Gliwice

        

        	
          33

        
      

    
  


  mglearn


  Do książki został dołączony kod, który można znaleźć pod adresem https://ftp.helion.pl/przyklady/malepv.zip. Poza wszystkimi przykładami, które tu przedstawiamy, dołączony kod zawiera mglearn. Jest to biblioteka funkcji narzędziowych, które napisaliśmy specjalnie na potrzeby tego wydania, aby nie zaśmiecać listingów z kodem szczegółami dotyczącymi kreślenia i ładowania danych. Jeśli ciekawi Cię, jak wyglądają funkcje w repozytorium, możesz je wszystkie przejrzeć, ale szczegóły modułu mglearn nie są ważne dla materiału, który został omówiony w książce. Jeśli w kodzie widzisz wywołanie funkcji z biblioteki mglearn, zwykle jest to sposób na szybkie stworzenie ładnego obrazu lub na zdobycie interesujących danych.


  
    
      
        	[image: Obraz1790.PNG]

        	
          W książce w dużym stopniu korzystamy z modułów NumPy, matplotlib i pandas. Cały kod zakłada takie importy:


          
            import numpy as np

          


          
            import matplotlib.pyplot as plt

          


          
            import pandas as pd

          


          
            import mglearn

          


          Zakładamy również, że uruchomisz kod w Jupyter Notebook z włączonym notatnikiem %matplotlib lub włączoną magią wiersza poleceń %matplotlib w celu rysowania wykresów. Jeśli nie używasz notatnika ani tych magicznych poleceń, to aby wyświetlić dowolną liczbę, musisz wywołać funkcję plt.show.

        
      

    
  


  Python 2 a Python 3


  Obecnie powszechnie stosuje się dwie główne wersje języka Python: Python 2 (dokładniej 2.7, która od 1 stycznia 2020 nie jest już wspierana) i Python 3 (w momencie tłumaczenia najnowsza stabilna wersja to 3.8). Ta sytuacja może dezorientować. Python 2 nie jest już aktywnie rozwijany, ale ponieważ Python 3 zawiera poważne zmiany, kod napisany w Pythonie 2 zwykle nie działa w interpreterze Pythona 3. Jeśli jesteś nowicjuszem w Pythonie lub zaczynasz nowy projekt, zdecydowanie zalecamy używanie najnowszej wersji Pythona 3 bez zmian. Jeśli polegasz na dużej bazie kodu źródłowego, który został napisany w Pythonie 2, nadal możesz go uruchomić przy użyciu Pythona 2.7. Jednak trzeba jak najszybciej przeprowadzić migrację kodu do Pythona 3. Podczas pisania nowego kodu w większości przypadków dość łatwo jest napisać kod działający pod Pythonem 2 i Pythonem 32. Jeśli nie musisz korzystać ze starszego oprogramowania, zdecydowanie polecamy używać Pythona 3. Cały kod w tej książce jest napisany tak, by działał w przypadku obu wersji. Jednak podane tutaj dane wyjściowe mogą nieznacznie się różnić w przypadku użycia Pythona 2.


  Wersje użyte w tej książce


  W książce używamy wymienionych poniżej wersji wspomnianych wcześniej bibliotek:


  
    In[9]:

  


  
    import sys

  


  
    print("Python version: {}".format(sys.version))

  


  
     

  


  
    import pandas as pd

  


  
    print("pandas version: {}".format(pd.__version__))

  


  
     

  


  
    import matplotlib

  


  
    print("matplotlib version: {}".format(matplotlib.__version__))

  


  
     

  


  
    import numpy as np

  


  
    print("NumPy version: {}".format(np.__version__))

  


  
     

  


  
    import scipy as sp

  


  
    print("SciPy version: {}".format(sp.__version__))

  


  
     

  


  
    import IPython

  


  
    print("IPython version: {}".format(IPython.__version__))

  


  
     

  


  
    import sklearn

  


  
    print("scikit-learn version: {}".format(sklearn.__version__))

  


  
    Out[9]:

  


  
    Python version: 3.5.2 |Anaconda 4.1.1 (64-bit)| (default, Jul 2 2016, 17:53:06) [GCC 4.4.7 20120313 (Red Hat 4.4.7-1)]

  


  
    pandas version: 0.18.1

  


  
    matplotlib version: 1.5.1

  


  
    NumPy version: 1.11.1

  


  
    SciPy version: 0.17.1

  


  
    IPython version: 5.1.0

  


  
    scikit-learn version: 0.18

  


  Chociaż dokładne dopasowanie tych wersji nie jest ważne, nie korzystaj ze starszej wersji biblioteki scikit-learn niż ta, której używaliśmy przy pisaniu tej książki.


  Teraz, gdy już wszystko mamy skonfigurowane, przejdźmy do naszego pierwszego zastosowania uczenia maszynowego.


  
    
      
        	[image: Obraz1818.PNG]

        	
          Założyliśmy w trakcie pisania książki, że masz zainstalowaną bibliotekę scikit-learn w wersji 0.18 lub nowszej. Moduł model_selection został dodany w wersji 0.18 i jeśli używasz wcześniejszej wersji biblioteki scikit-learn, musisz dostosować instrukcję import z tego modułu.

        
      

    
  


  Pierwsza aplikacja: klasyfikacja gatunków irysa


  W tej sekcji przejdziemy przez proces tworzenia prostej aplikacji do uczenia maszynowego i stworzymy nasz pierwszy model. W trakcie przedstawimy kilka podstawowych pojęć i terminów.


  Załóżmy, że botanik hobbysta jest zainteresowany rozróżnieniem gatunków niektórych kwiatów irysa, które znalazł. Zebrał kilka związanych z nimi pomiarów: długość i szerokość płatków działki zewnętrznej (ang. sepal) oraz długość i szerokość płatków działki wewnętrznej (ang. petal), wszystkie mierzone w centymetrach (jak przedstawiono na rysunku 1.2).


  [image: Obraz1837.PNG]


  Rysunek 1.2. Części kwiatu irysa


  Ma także wymiary niektórych irysów, które zostały wcześniej zidentyfikowane przez doświadczonego botanika jako należące do gatunków setosa, versicolor lub virginica. Dzięki tym pomiarom może mieć pewność, do którego gatunku należy każdy irys. Załóżmy, że są to jedyne gatunki, jakie napotka botanik hobbysta.


  Naszym celem jest zbudowanie modelu uczenia maszynowego uczącego się na podstawie pomiarów tych irysów, które potrafimy zaklasyfikować, abyśmy mogli przewidzieć gatunek każdego kolejnego irysa.


  Ponieważ mamy pomiary, dzięki którym znamy właściwy gatunek irysa, jest to nadzorowany problem związany z uczeniem maszynowym. W jego ramach chcemy przewidzieć jedną z kilku opcji (gatunek irysa). Jest to przykład problemu klasyfikacyjnego. Możliwe wyniki (różne gatunki irysów) są nazywane klasami. Każdy irys w zbiorze danych należy do jednej z trzech klas, więc problem ten jest trzyklasowym problemem klasyfikacyjnym.


  Pożądanym wynikiem dla pojedynczego punktu danych — irysa — jest gatunek tego kwiatu. W przypadku konkretnego punktu danych gatunek, do którego należy irys, nazywany jest jego etykietą.


  Zapoznaj się z danymi


  W przykładzie użyjemy zbioru danych Iris, klasycznego zestawu danych w uczeniu maszynowym i statystykach. Jest zawarty w bibliotece scikit-learn, w module datasets. Możemy go załadować poprzez wywołanie funkcji load_iris:


  
    In[10]:

  


  
    from sklearn.datasets import load_iris

  


  
    iris_dataset = load_iris()

  


  Obiekt iris zwracany przez load_iris jest obiektem klasy Bunch, która jest bardzo podobna do słownika. Zawiera klucze i wartości:


  
    In[11]:

  


  
    print("Klucze z iris_dataset: \n{}".format(iris_dataset.keys()))

  


  
    Out[11]:

  


  
    Klucze z iris_dataset:

  


  
    dict_keys(['target_names', 'feature_names', 'DESCR', 'data', 'target'])

  


  Wartość klucza DESCR to krótki opis zbioru danych. Poniżej przedstawiono początek opisu (resztę możesz sprawdzić we własnym zakresie):


  
    In[12]:

  


  
    print(iris_dataset['DESCR'][:193] + "\n...")

  


  
    Out[12]:

  


  
    Iris Plants Database

  


  
    ====================

  


  
    Notes

  


  
    ----

  


  
    Data Set Characteristics:

  


  
    :Number of Instances: 150 (50 in each of three classes)

  


  
    :Number of Attributes: 4 numeric, predictive att

  


  
    ...

  


  
    ----

  


  Wartość klucza target_names to tablica ciągów znaków opisujących gatunek kwiatu, który chcemy przewidzieć:


  
    In[13]:

  


  
    print("Gatunki: {}".format(iris_dataset['target_names']))

  


  
    Out[13]:

  


  
    Gatunki: ['setosa' 'versicolor' 'virginica']

  


  Wartość przypisana do klucza feature_names to lista ciągów znaków, które opisują każdą cechę:


  
    In[14]:

  


  
    print("Nazwy cech: \n{}".format(iris_dataset['feature_names']))

  


  
    Out[14]:

  


  
    Nazwy cech:

  


  
    ['sepal length (cm)', 'sepal width (cm)', 'petal length (cm)',

  


  
    'petal width (cm)']

  


  Same dane są zawarte w polach target i data. Pole data zawiera numeryczne pomiary długości i szerokości płatków w działkach wewnętrznej i zewnętrznej (petal i sepal) umieszczone w tablicy NumPy:


  
    In[15]:

  


  
    print("Typ danych: {}".format(type(iris_dataset['data'])))

  


  
    Out[15]:

  


  
    Typ danych: <class 'numpy.ndarray'>

  


  Wiersze w tablicy danych odpowiadają kwiatom, natomiast kolumny przedstawiają cztery pomiary wykonane dla każdego kwiatu:


  
    In[16]:

  


  
    print("Kształt danych: {}".format(iris_dataset['data'].shape))

  


  
    Out[16]:

  


  
    Kształt danych: (150, 4)

  


  Wyraźnie widać, że tablica zawiera pomiary dla 150 różnych kwiatów. Pamiętaj, że poszczególne elementy w uczeniu maszynowym są nazywane próbkami, a ich właściwości — cechami. Kształt tablicy danych to liczba próbek pomnożona przez liczbę cech. W bibliotece scikit-learn przyjęto to jako konwencję i zawsze zakłada się, że Twoje dane mają taką strukturę. Poniżej przedstawiono wartości cech dla pierwszych pięciu próbek:


  
    In[17]:

  


  
    print("Pierwszych pięć kolumn danych:\n{}".format(iris_dataset['data'][:5]))

  


  
    Out[17]:

  


  
    Pierwszych pięć kolumn danych:

  


  
    [[ 5.1 3.5 1.4 0.2]

  


  
    [ 4.9 3. 1.4 0.2]

  


  
    [ 4.7 3.2 1.3 0.2]

  


  
    [ 4.6 3.1 1.5 0.2]

  


  
    [ 5. 3,6 1,4 0,2]]

  


  Na podstawie tych danych możemy wywnioskować, że szerokość płatka wewnętrznego wszystkich z pierwszych pięciu kwiatów wynosi 0,2 cm, a pierwszy z nich ma najdłuższe płatki zewnętrzne, długości 5,1 cm.


  Tablica target w formacie NumPy zawiera gatunki każdego ze zmierzonych kwiatów:


  
    In[18]:

  


  
    print("Typ obiektu target: {}".format(type(iris_dataset['target'])))

  


  
    Out[18]:

  


  
    Typ obiektu target: <class 'numpy.ndarray'>

  


  target to jednowymiarowa tablica, która zawiera po jednym wpisie na każdy kwiat:


  
    In[19]:

  


  
    print("Kształt danych w target: {}".format(iris_dataset['target'].shape))

  


  
    Out[19]:

  


  
    Kształt danych w target: (150,)

  


  Gatunki zostały zakodowane jako liczby całkowite od 0 do 2:


  
    In[20]:

  


  
    print("Target:\n{}".format(iris_dataset['target']))

  


  
    Out[20]:

  


  
    Target:

  


  
    [0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

  


  
    0 0 0 0 0 0 0 0 0 0 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1

  


  
    1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 2 2 2 2 2 2 2 2 2 2 2

  


  
    2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2

  


  
    2 2]

  


  Znaczenie liczb znalazło się w tablicy iris['target_names']: cyfra 0 oznacza gatunek setosa, 1 to versicolor, a 2 — virginica.


  Sprawdzanie osiągnięcia sukcesu: dane treningowe i testowe


  Na podstawie powyższych danych chcemy zbudować model uczenia maszynowego, który umożliwi przewidywanie gatunków irysa z nowego zestawu pomiarów. Zanim jednak będziemy mogli zastosować nasz model do nowych pomiarów, musimy wiedzieć, czy faktycznie działa — tzn. czy powinniśmy ufać jego przewidywaniom.


  Niestety, nie możemy do oceny modelu użyć tych samych danych, których użyliśmy do jego zbudowania. Nasz model zawsze może po prostu zapamiętać cały zestaw szkoleniowy i przewidywać prawidłową etykietę dla dowolnego punktu z zestawu szkoleniowego. Samo „zapamiętanie” nie gwarantuje, że model będzie dobrze uogólniał (innymi słowy, czy sprawdzi się również na nowych danych).


  Aby ocenić wydajność modelu, populujemy go nowymi danymi (niewprowadzanymi do niego wcześniej), dla których znamy etykiety. Odbywa się to zwykle poprzez podzielenie oznaczonych etykietami danych (w tym przypadku 150 pomiarów kwiatów) na dwie części. Jedna część danych jest używana do tworzenia naszego modelu uczenia maszynowego i nazywana danymi szkoleniowymi lub zestawem szkoleniowym. Pozostała część danych zostanie użyta do sprawdzenia tego, jak dobrze działa model; nazywa się je danymi testowymi, zestawem testowym lub zestawem wstrzymanym.


  Biblioteka scikit-learn zawiera funkcję train_test_split, która tasuje zbiór danych i go dzieli. Ta funkcja wyodrębnia 75% wierszy w danych jako zestaw szkoleniowy wraz z odpowiednimi etykietami dla tych danych. Pozostałe 25% danych wraz z pozostałymi etykietami jest zadeklarowane jako zestaw testowy. W kwestii, ile danych należy umieścić odpowiednio w zestawie szkoleniowym i testowym, panuje raczej dowolność, ale dobrą zasadą jest użycie zestawu testowego, który zawiera 25% danych.


  W bibliotece scikit-learn dane zwykle są oznaczane dużą literą X, podczas gdy etykiety oznacza się małą literą y. Wywodzi się to ze standardowego sformułowania matematycznego f(x) = y, gdzie x to dane wejściowe do funkcji, a y to dane wyjściowe. Wzorując się na kolejnej konwencji matematycznej, używamy dużego znaku X, ponieważ dane są dwuwymiarową tablicą (macierzą), i małej litery y, ponieważ cel jest jednowymiarową tablicą (wektorem).


  Wywołajmy funkcję train_test_split na naszych danych i przypiszmy dane wyjściowe przy użyciu tej nomenklatury:


  
    In[21]:

  


  
    from sklearn.model_selection import train_test_split

  


  
    X_train, X_test, y_train, y_test = train_test_split(

  


  
        iris_dataset['data'], iris_dataset['target'], random_state=0)

  


  Przed dokonaniem podziału funkcja train_test_split tasuje zestaw danych za pomocą generatora liczb pseudolosowych. Gdybyśmy po prostu wzięli ostatnie 25% danych jako zestaw testowy, wszystkie punkty danych miałyby etykietę 2, ponieważ są one posortowane według etykiety (jak w danych wyjściowych dla iris["target"], które pokazano wcześniej). Użycie zestawu testowego, który zawiera tylko jedną z trzech klas, nie powie nam wiele o tym, jak dobrze model uogólnia, więc upewniamy się, że nasze dane testowe zawierają dane ze wszystkich klas.


  Aby zyskać pewność, że jeśli uruchomimy tę samą funkcję kilka razy, otrzymamy ten sam wynik, zapewniamy generatorowi liczb pseudolosowych ustalone ziarno za pomocą parametru random_state. To sprawi, że wynik będzie deterministyczny, więc ta linia będzie zawsze miała ten sam wynik. W książce wyłącznie w ten sposób konfigurujemy parametr random_state, kiedy używamy procedur losowych.


  Dane wyjściowe funkcji train_test_split to X_train, X_test, y_train i y_test, które są zapisane w postaci tablic NumPy. X_train zawiera 75% wierszy zbioru danych, a X_test pozostałe 25%:


  
    In[22]:

  


  
    print("X_train shape: {}".format(X_train.shape))

  


  
    print("y_train shape: {}".format(y_train.shape))

  


  
    Out[22]:

  


  
    X_train shape: (112, 4)

  


  
    y_train shape: (112,)

  


  
    In[23]:

  


  
    print("X_test shape: {}".format(X_test.shape))

  


  
    print("y_test shape: {}".format(y_test.shape))

  


  
    Out[23]:

  


  
    X_test shape: (38, 4)

  


  
    y_test shape: (38,)

  


  Najpierw najważniejsze: zapoznaj się z danymi


  Zwykle dobrym pomysłem przed zbudowaniem modelu uczenia maszynowego jest przejrzenie danych w celu sprawdzenia, czy zadanie można łatwo rozwiązać bez użycia uczenia maszynowego lub czy pożądane informacje na pewno są zawarte w danych.


  Ponadto sprawdzenie danych to dobry sposób na znalezienie nieprawidłowości i osobliwości. Może np. niektóre irysy były mierzone za pomocą cali, a nie centymetrów. W prawdziwym świecie niespójności w danych i nieoczekiwane pomiary są bardzo powszechne.


  Jednym z najlepszych sposobów sprawdzania danych jest ich wizualizacja. Przykładem jest tu użycie wykresu punktowego. Jego tworzenie polega na umieszczeniu jednej cechy wzdłuż osi x, a drugiej wzdłuż osi y i zaznaczeniu kropki dla każdego punktu danych. Niestety, ekrany komputerów mają dwa wymiary, co pozwala nam wykreślić tylko dwie (a może trzy) cechy naraz. Trudno jest wykreślić w ten sposób zbiory danych, które zawierają więcej niż trzy cechy. Jednym ze sposobów obejścia tego problemu jest wykonanie wykresu par, na którym znajdują się wszystkie możliwe pary cech. Jest to całkiem rozsądne podejście w przypadku niewielkiej liczby funkcji, takich jak te cztery, które omawiamy. Należy jednak pamiętać, że wykres par nie pokazuje interakcji wszystkich cech jednocześnie, więc niektóre interesujące aspekty danych mogą nie zostać ujawnione w takiej wizualizacji.


  Na rysunku 1.3 przedstawiono wykres par cech w zestawie szkoleniowym. Punkty danych są oznaczone kolorem zgodnie z gatunkiem, do którego należy irys. Aby utworzyć wykres, najpierw konwertujemy tablicę NumPy na obiekt klasy DataFrame z biblioteki pandas. W bibliotece pandas znajduje się funkcja tworzenia par wykresów o nazwie scatter_matrix. Przekątna tej macierzy jest wypełniona histogramami każdego obiektu:


  
    In[24]:

  


  
    # utwórz ramkę danych z danych w X_train 

  


  
    # oznacz kolumny przy użyciu ciągów znaków z iris_dataset.feature_names 

  


  
    iris_dataframe = pd.DataFrame(X_train, columns=iris_dataset.feature_names)

  


  
    # utwórz macierz rozproszoną z ramki danych, pokoloruj według y_train

  


  
    grr = pd.scatter_matrix (iris_dataframe, c=y_train, figsize=(15, 15), marker='o', hist_kwds={'bins': 20}, s=60, alpha=0,8, cmap=mglearn.cm3)

  


  [image: Obraz1876.PNG]


  Rysunek 1.3. Wykres par ze zbioru danych Iris, pokolorowany według etykiety klasy


  Na wykresach widać, że trzy klasy wydają się stosunkowo dobrze oddzielone przy użyciu pomiarów płatków wewnętrznych i zewnętrznych. Oznacza to, że model uczenia maszynowego prawdopodobnie będzie w stanie się nauczyć je rozdzielać.


  Budowa pierwszego modelu: k-najbliżsi sąsiedzi


  Teraz możemy zacząć budować rzeczywisty model uczenia maszynowego. W bibliotece scikit-learn umieszczono wiele algorytmów klasyfikacyjnych, których możemy użyć. Skorzystamy z łatwego do zrozumienia klasyfikatora k-najbliższych sąsiadów. Budowanie tego modelu polega jedynie na przechowywaniu zestawu szkoleniowego. Aby przewidzieć nowy punkt danych, algorytm znajduje punkt w zestawie szkoleniowym, który jest najbliższy nowemu punktowi. Następnie przypisuje etykietę tego punktu szkoleniowego do nowego punktu danych.


  Litera k w k-najbliższych sąsiadach oznacza, że zamiast używać tylko najbliższego sąsiada nowego punktu danych, możemy do uczenia wziąć pod uwagę dowolną stałą liczbę k sąsiadów (np. najbliższych trzech lub pięciu sąsiadów). Następnie możemy stworzyć prognozę, korzystając z klasy, do której należy większość sąsiadów. Bardziej szczegółowo omówimy to w rozdziale 2.; na razie użyjemy tylko jednego sąsiada.


  Wszystkie modele uczenia maszynowego w bibliotece scikit-learn są implementowane we własnych klasach, które nazywa się klasami estymatora. Algorytm klasyfikacji k-najbliższych sąsiadów jest zaimplementowany w klasie KNeighborsClassifier w module neighbours. Zanim będziemy mogli używać modelu, musimy utworzyć instancję klasy w obiekcie. Wtedy możemy ustawić dowolne parametry modelu. Najważniejszym parametrem klasy KNeighborsClassifier jest liczba sąsiadów, którą ustawimy na 1:


  
    In[25]:

  


  
    from sklearn.neighbors import KNeighborsClassifier

  


  
    knn = KNeighborsClassifier(n_neighbors=1)

  


  Obiekt knn zawiera algorytm, który będzie używany do stworzenia modelu na podstawie danych szkoleniowych, a także algorytm do prognozowania nowych punktów danych. Obiekt będzie również przechowywać informacje, które algorytm wydobył z danych szkoleniowych. W przypadku KNeighborsClassifier po prostu zapisze zbiór szkoleniowy.


  Aby zbudować model na zbiorze szkoleniowym, wywołujemy metodę dopasowania obiektu knn, przyjmującą jako argumenty tablicę NumPy X_train, która zawiera dane szkoleniowe, oraz tablicę NumPy y_train zawierającą odpowiednie etykiety szkoleniowe:


  
    In[26]:

  


  
    knn.fit(X_train, y_train)

  


  
    Out[26]:

  


  
    KNeighborsClassifier(algorithm='auto', leaf_size=30, metric='minkowski',

  


  
        metric_params=None, n_jobs=1, n_neighbors=1, p=2, 

  


  
        weights='uniform')

  


  Metoda fit zwraca sam obiekt knn (i modyfikuje go w miejscu), więc otrzymujemy ciąg znaków, który reprezentuje nasz klasyfikator. Reprezentacja pokazuje nam, jakie parametry zostały użyte podczas tworzenia modelu. Prawie wszystkie z nich są wartościami domyślnymi, ale można również znaleźć n_neighbors=1, czyli parametr, który przekazaliśmy. Większość modeli z biblioteki scikit-learn ma wiele parametrów, ale najczęściej albo służą one do optymalizacji szybkości, albo są stosowane w innych, bardzo specyficznych przypadkach. Nie musisz się martwić o inne parametry pokazane w tej reprezentacji. Wyświetlony model scikit-learn może zawierać bardzo długie ciągi znaków, ale nie należy się tego obawiać. W rozdziale 2. omówimy wszystkie ważne parametry. W dalszej części książki nie będziemy pokazywać wyników dopasowania, ponieważ nie zawierają one żadnych nowych informacji.


  Przewidywania


  Przy użyciu tego modelu można teraz tworzyć prognozy dla nowych danych, dla których możemy nie znać poprawnych etykiet. Wyobraź sobie, że znaleźliśmy w naturze irysa z płatkiem zewnętrznym o długości 5 cm i szerokości 2,9 cm oraz płatkiem wewnętrznym o długości 1 cm i szerokości 0,2 cm. Jaki to byłby gatunek irysa? Możemy umieścić te dane w tablicy NumPy i ponownie obliczyć kształt — tzn. liczbę próbek (1) pomnożoną przez liczbę cech (4):


  
    In[27]:

  


  
    X_new = np.array([[5, 2.9, 1, 0.2]])

  


  
    print("X_new.shape: {}".format(X_new.shape))

  


  
    Out[27]:

  


  
    X_new.shape: (1, 4)

  


  Zwróć uwagę, że przekształciliśmy pomiary tego pojedynczego kwiatu w wiersz w dwuwymiarowej tablicy NumPy, ponieważ funkcje biblioteki scikit-learn zawsze oczekują danych w formacie dwuwymiarowych tablic.


  Aby stworzyć prognozę, wywołujemy metodę predict obiektu knn:


  
    In[28]:

  


  
    prediction = knn.predict(X_new)

  


  
    print("Prognoza: {}".format(prediction))

  


  
    print("Typ kwiatu: {}".format(

  


  
    iris_dataset['target_names'][prediction]))

  


  
    Out[28]:

  


  
    Prognoza: [0]

  


  
    Typ kwiatu: ['setosa']

  


  Nasz model przewiduje, że nowy kwiat należy do klasy 0, co oznacza, że jego gatunek to setosa. A skąd wiemy, że możemy zaufać temu modelowi? Nie znamy właściwego gatunku próbki, a przecież to jest celem budowania modelu!


  Ocena modelu


  Nadszedł czas na użycie zestawu testów, który utworzyliśmy wcześniej. Dane te nie zostały wykorzystane do zbudowania modelu, ale wiemy, jaki jest właściwy gatunek dla każdego irysa w zestawie testowym.


  Dlatego dla każdego kwiatu w danych testowych możemy dokonać predykcji, a potem porównać jej wynik z etykietą (znany gatunek). Możemy zmierzyć, jak dobrze działa model, obliczając dokładność, czyli ułamek kwiatów, dla których przewidziano odpowiedni gatunek:


  
    In[29]:

  


  
    y_pred = knn.predict(X_test)

  


  
    print("Prognozy danych z zestawu:\n {}".format(y_pred))

  


  
    Out[29]:

  


  
    Prognozy danych z zestawu:

  


  
    [2 1 0 2 0 2 0 1 1 1 2 1 1 1 1 0 1 1 0 0 2 1 0 0 2 0 0 1 1 0 2 1 0 2 2 1 0 2]

  


  
    In[30]:

  


  
    print("Wynik dla zestawu danych: {:.2f}".format(np.mean(y_pred == y_test)))

  


  
    Out[30]:

  


  
    Wynik dla zestawu danych: 0.97

  


  Możemy również skorzystać z metody score obiektu knn, która obliczy dokładność zestawu testowego za nas:


  
    In[31]:

  


  
    print("Wynik dla zestawu danych: {:.2f}".format(knn.score(X_test, y_test)))

  


  
    Out[31]:

  


  
    Wynik dla zestawu danych: 0.97

  


  Dla tego modelu dokładność zestawu testowego wynosi około 0,97, co oznacza, że uzyskaliśmy prawidłowe prognozy dla 97% irysów, które znajdują się w zestawie testowym. Przy pewnych założeniach matematycznych wynika z tego, że możemy oczekiwać, że nasz model będzie poprawny w 97% przypadków nowych irysów. W odniesieniu do naszej hobbystycznej aplikacji botanicznej ten wysoki poziom dokładności oznacza, że model może być wystarczająco godny zaufania. W kolejnych rozdziałach omówimy, w jaki sposób możemy poprawić wydajność i jakie są zastrzeżenia wobec dostrajania modelu.


  Podsumowanie i przegląd


  Podsumujmy to, czego nauczyliśmy się w tym rozdziale. Zaczęliśmy od krótkiego wprowadzenia do uczenia maszynowego i jego zastosowań, następnie omówiliśmy różnicę między uczeniem się nadzorowanym i nienadzorowanym oraz przedstawiliśmy przegląd narzędzi, których będziemy używać w książce. Następnie sformułowaliśmy zadanie przewidywania, do jakiego gatunku irysa należy dany kwiat, na podstawie jego fizycznych pomiarów. Do zbudowania naszego modelu użyliśmy zestawu danych pomiarów, opatrzonego przez eksperta adnotacją, w której kwiaty zostały opisane odpowiednim gatunkiem, dzięki czemu wiemy, że jest to nadzorowane zadanie uczenia maszynowego. W zadaniu braliśmy pod uwagę trzy możliwe gatunki irysa: setosa, versicolor i virginica, co sprawiło, że było ono trzyklasowym problemem klasyfikacyjnym. Możliwe gatunki nazywamy klasami w problemie klasyfikacyjnym, a gatunek pojedynczego irysa jest nazywany etykietą.


  Zbiór danych Iris składa się z dwóch tablic NumPy: jednej zawierającej dane, określanej w funkcjach biblioteki scikit-learn jako X, i jednej zawierającej prawidłowe lub pożądane dane wyjściowe, nazywanej y. Tablica X to dwuwymiarowa tablica cech, z jednym wierszem na punkt danych i jedną kolumną na obiekt. Tablica y jest tablicą jednowymiarową, która w przypadku naszego zadania dla każdej próbki zawiera jedną etykietę klasy, liczbę całkowitą z zakresu od 0 do 2.


  Podzieliliśmy nasz zbiór danych na zestaw szkoleniowy, który posłużył do zbudowania modelu, oraz zestaw testowy, służący do oceny tego, jak dobrze model uogólnił nowe, wcześniej nieznane dane.


  Wybraliśmy algorytm klasyfikacji k-najbliższych sąsiadów, który tworzy prognozy dla nowego punktu danych, biorąc pod uwagę jego najbliższych sąsiadów w zestawie szkoleniowym. Jest to zaimplementowane w klasie KNeighborsClassifier, która zawiera algorytm do budowania modelu, a także algorytm do prognozowania przy użyciu modelu. Utworzyliśmy instancję klasy poprzez ustawienie parametrów. Następnie budowaliśmy model, wywołując metodę fit, przekazując dane szkoleniowe (X_train) i dane wyjściowe trenowania (y_train) jako parametry. Oceniliśmy model za pomocą metody score, która oblicza jego dokładność. Zastosowaliśmy tę metodę do danych zestawu testowego i etykiet zestawu testowego i stwierdziliśmy, że nasz model jest dokładny w mniej więcej 97%, co oznacza, że jest poprawny w 97% przypadków w zestawie testowym.


  Dało nam to pewność zastosowania modelu do nowych danych (w naszym przykładzie pomiary nowych kwiatów) i zaufanie, że będzie on poprawny w 97% przypadków.


  Oto cały kod potrzebny do procedury szkolenia i oceny:


  
    In[32]:

  


  
    X_train, X_test, y_train, y_test = train_test_split(

  


  
    iris_dataset['data'], iris_dataset['target'], random_state=0)

  


  
    knn = KNeighborsClassifier(n_neighbors=1)

  


  
    knn.fit(X_train, y_train)

  


  
    print("Wynik dla zestawu danych: {:.2f}".format(knn.score(X_test, y_test)))

  


  
    Out[32]:

  


  
    Wynik dla zestawu danych: 0.97

  


  W tym listingu zawarto podstawowy kod do zastosowania dowolnego algorytmu uczenia maszynowego za pomocą biblioteki scikit-learn. Metody fit, predict i score są wspólnym interfejsem dla modeli nadzorowanych w bibliotece scikit-learn, a dzięki koncepcjom przedstawionym w tym rozdziale można zastosować te modele do wielu zadań wymagających uczenia maszynowego. W następnym rozdziale zagłębimy się w szczegóły różnych rodzajów nadzorowanych modeli dostępnych w bibliotece scikit-learn i w metody ich skutecznego stosowania.


  
    1 Jeśli nie znasz biblioteki NumPy czy matplotlib, zalecamy przeczytanie pierwszego rozdziału na stronie Scipy Lecture Notes (http://www.scipy-lectures.org/).


    2 Bardzo przydatna może się okazać biblioteka six (https://pypi.python.org/pypi/six).

  


  Rozdział 2. Nadzorowane uczenie maszynowe


  Jak wspomnieliśmy wcześniej, nadzorowane uczenie maszynowe jest jednym z najczęściej używanych i najskuteczniejszych rodzajów uczenia maszynowego. W tym rozdziale szczegółowo opiszemy nadzorowane uczenie maszynowe i omówimy kilka popularnych algorytmów nadzorowanego uczenia maszynowego. Zastosowanie nadzorowanego uczenia maszynowego widzieliśmy już w rozdziale 1.: klasyfikowanie irysów do kilku gatunków przy użyciu fizycznych pomiarów kwiatów.


  Pamiętaj, że uczenie nadzorowane jest używane zawsze, gdy chcemy prognozować określony wynik na podstawie danych wejściowych, a mamy przykłady par danych wejściowych/wyjściowych. Tworzymy model uczenia maszynowego z tych par danych wejścia/wyjścia, które składają się na nasz zestaw uczący. Celem jest tworzenie dokładnych prognoz dla nowych, nigdy wcześniej niewidzianych danych. Nadzorowane uczenie maszynowe często wymaga działań wykonywanych przez ludzi w celu zbudowania zestawu uczącego, ale późniejsze działania są już automatyczne, co często przyspiesza skądinąd pracochłonne lub niewykonalne zadanie.


  Klasyfikacja i regresja


  Istnieją dwa główne typy nadzorowanych problemów uczenia maszynowego, zwane klasyfikacją i regresją.


  W klasyfikacji celem jest stworzenie prognozy etykiety klasy, którą wybiera się z predefiniowanej listy możliwości. W rozdziale 1. posłużyliśmy się przykładem zaklasyfikowania irysów do jednego z trzech możliwych gatunków. Klasyfikacja zostaje czasami podzielona na klasyfikację binarną, co jest szczególnym przypadkiem rozróżnienia dokładnie dwóch klas, oraz klasyfikację wieloklasową, która obejmuje więcej niż dwie klasy. Możesz myśleć o klasyfikacji binarnej jako o próbie odpowiedzi na pytanie „tak” lub „nie”. Dzielenie wiadomości e-mail na spam i te, które nim nie są, to przykład problemu z klasyfikacją binarną. W tym zadaniu z klasyfikacją binarną pytanie brzmiałoby: czy ta wiadomość e-mail jest spamem?


  
    
      
        	[image: Obraz2443.PNG]

        	
          W klasyfikacji binarnej często mówimy, że jedna klasa jest klasą pozytywną, a druga negatywną. W tym przypadku pozytyw nie oznacza korzyści ani dodanej wartości, a raczej to, czym jest przedmiot badania. Dlatego przy wyszukiwaniu spamu „pozytywny” może oznaczać, że coś do niego należy. To, którą z tych dwóch klas nazywa się pozytywną, jest często kwestią subiektywną i specyficzną dla danej dziedziny.

        
      

    
  


  Z drugiej strony zadanie dotyczące irysa jest przykładem problemu klasyfikacji wieloklasowej. Innym przykładem jest prognozowanie języka witryny na podstawie zamieszczonego w niej tekstu. W tym przypadku klasy byłyby predefiniowaną listą możliwych języków.


  W przypadku zadań regresyjnych celem jest prognozowanie liczby ciągłej lub, mówiąc językiem programistów, liczby zmiennoprzecinkowej (w matematyce liczby rzeczywistej). Prognozowanie rocznego dochodu danej osoby na podstawie jej edukacji, wieku i miejsca zamieszkania jest przykładem zadania regresyjnego. Przy przewidywaniu dochodu prognozowana wartość jest kwotą i może być dowolną liczbą z danego zakresu. Innym przykładem zadania regresyjnego jest prognozowanie plonów z upraw kukurydzy przy danych atrybutach, takich jak poprzednie plony, pogoda i liczba osób pracujących w gospodarstwie. W tym przypadku wynik też może być dowolną liczbą.


  Łatwym sposobem rozróżnienia zadań klasyfikacyjnych i regresyjnych jest określenie, czy w wynikach zachodzi jakaś ciągłość. Jeśli istnieje ciągłość między możliwymi wynikami, problem jest problemem regresji. Rozważmy prognozowanie rocznego dochodu. W danych wyjściowych występuje wyraźna ciągłość. Różnica między dochodami kogoś, kto rocznie zarabia 40 000 dolarów, a dochodami osoby zarabiającej 40 001 dolarów nie jest namacalna, mimo że są to różne kwoty; nie jest istotne czy nasz algorytm prognozuje 39 999 USD czy 40 001 USD, podczas gdy powinien prognozować 40 000 USD.


  Natomiast w przypadku zadania rozpoznania języka strony internetowej (co stanowi problem klasyfikacyjny) granica jest wyraźna. Witryna internetowa jest albo w jednym języku, albo w innym. Języki nie mogą się różnić w jakimś stopniu, albo jest to angielski, albo francuski1.


  Uogólnianie, nadmierne dopasowanie i niedopasowanie


  W uczeniu nadzorowanym chodzi o zbudowanie modelu na podstawie danych uczących, a następnie tworzenie dokładnych prognoz na temat nowych, nieznanych danych, które mają te same cechy co użyty zestaw uczący. Jeśli model dokładnie prognozuje na nowych danych, mówimy, że może uogólniać od zestawu uczącego do zestawu testowego. Chcemy zbudować model, który będzie uogólniać jak najdokładniej.


  Zwykle budujemy model w taki sposób, aby mógł trafnie prognozować na zestawie uczącym. Jeśli zestawy uczące i testowe mają wystarczająco dużo cech wspólnych, oczekujemy, że model będzie również dokładnie uogólniał dane z zestawu testowego. Jednak są pewne przypadki, w których może się to nie udać. Przykładowo, jeśli pozwolimy sobie na budowanie bardzo złożonych modeli, na zestawie uczącym możemy być tak dokładni, jak nam się podoba.


  Aby zilustrować ten punkt, weźmy pod uwagę zmyślony przykład. Powiedzmy, że początkujący badacz danych chce prognozować, czy klient kupi łódź, na podstawie danych o wcześniejszych nabywcach i osobach, o których wiadomo, że nie są zainteresowane jej kupnem2. Celem jest wysyłanie reklam w wiadomościach e-mail do tych osób, które prawdopodobnie dokonają zakupu, a nie do odbiorców niezainteresowanych kupnem łodzi.


  Załóżmy, że mamy takie dane dotyczące klientów, jakie przedstawiono w tabeli 2.1.


  Tabela 2.1. Przykładowe dane dotyczące klientów


  
    
      
        	
          Wiek

        

        	
          Liczba posiadanych samochodów

        

        	
          Posiada dom

        

        	
          Liczba dzieci

        

        	
          Stan cywilny

        

        	
          Posiada psa

        

        	
          Kupił łódź

        
      


      
        	
          66

        

        	
          1

        

        	
          tak

        

        	
          2

        

        	
          wdowiec/wdowa

        

        	
          nie

        

        	
          tak

        
      


      
        	
          52

        

        	
          2

        

        	
          tak

        

        	
          3

        

        	
          żonaty

        

        	
          nie

        

        	
          tak

        
      


      
        	
          22

        

        	
          0

        

        	
          nie

        

        	
          0

        

        	
          żonaty

        

        	
          tak

        

        	
          nie

        
      


      
        	
          25

        

        	
          1

        

        	
          nie

        

        	
          1

        

        	
          kawaler

        

        	
          nie

        

        	
          nie

        
      


      
        	
          44

        

        	
          0

        

        	
          nie

        

        	
          2

        

        	
          rozwiedziony

        

        	
          tak

        

        	
          nie

        
      


      
        	
          39

        

        	
          1

        

        	
          tak

        

        	
          2

        

        	
          żonaty

        

        	
          tak

        

        	
          nie

        
      


      
        	
          26

        

        	
          1

        

        	
          nie

        

        	
          2

        

        	
          kawaler

        

        	
          nie

        

        	
          nie

        
      


      
        	
          40

        

        	
          3

        

        	
          tak

        

        	
          1

        

        	
          żonaty

        

        	
          tak

        

        	
          nie

        
      


      
        	
          53

        

        	
          2

        

        	
          tak

        

        	
          2

        

        	
          rozwiedziony

        

        	
          nie

        

        	
          tak

        
      


      
        	
          64

        

        	
          2

        

        	
          tak

        

        	
          3

        

        	
          rozwiedziony

        

        	
          nie

        

        	
          nie

        
      


      
        	
          58

        

        	
          2

        

        	
          tak

        

        	
          2

        

        	
          żonaty

        

        	
          tak

        

        	
          tak

        
      


      
        	
          33

        

        	
          1

        

        	
          nie

        

        	
          1

        

        	
          kawaler

        

        	
          nie

        

        	
          nie

        
      

    
  


  Po dłuższym przyjrzeniu się danym początkujący analityk danych wymyśla taką zasadę: „Jeśli klient ma więcej niż 45 lat, ma mniej niż 3 dzieci lub nie jest rozwiedziony, chce kupić łódź”. Na pytanie, jak dobrze działa ta jego reguła, odpowiada: jest w 100% dokładna! I rzeczywiście, w przypadku danych zawartych w tabeli reguła jest całkowicie precyzyjna. Istnieje wiele możliwych reguł, które moglibyśmy wymyślić i które doskonale odpowiadałyby na pytanie, czy ktoś z tego zestawu danych chciał kupić łódź. Żaden wiek nie pojawia się dwukrotnie w danych, więc można powiedzieć, że tylko osoby w wieku 66, 52, 53 lub 58 lat chcą kupić łódź. Chociaż możemy stworzyć wiele reguł, które dobrze działają na tych danych, pamiętaj, że nie jesteśmy zainteresowani prognozowaniem dla tego zestawu danych; znamy już odpowiedzi dla tych klientów. Chcemy wiedzieć, jakie jest prawdopodobieństwo, że nowi klienci kupią łódź. Zamierzamy więc znaleźć regułę, która sprawdzi się dobrze w przypadku nowych klientów, a osiągnięcie 100-procentowej dokładności w zestawie uczącym nam w tym nie pomaga. Nie możemy oczekiwać, że reguła, którą wymyślił analityk danych, będzie działać bardzo dobrze w przypadku nowych klientów. Wydaje się zbyt skomplikowana i jest poparta za małym zestawem danych. Przykładowo część reguły „lub nie jest rozwiedziony” dotyczy tylko jednego klienta.


  Jedyną miarą tego, czy algorytm będzie działał dobrze na nowych danych, jest jego ocena w zestawie testowym. Jednak intuicyjnie3 spodziewamy się, że proste modele lepiej uogólniają nowe dane. Gdyby zasada brzmiała: „Osoby powyżej 50. roku życia chcą kupić łódź”, a to wyjaśniałoby zachowanie wszystkich klientów, zaufalibyśmy jej bardziej niż zasadzie dotyczącej dzieci i stanu cywilnego z wyłączeniem wieku. Dlatego zawsze chcemy znaleźć najprostszy model. Tworzenie modelu, który jest zbyt złożony w stosunku do zasobu posiadanych informacji, co zrobił przykładowy początkujący analityk danych, nazywa się nadmiernym dopasowaniem (ang. overfitting). Występuje ono, gdy model jest zbyt ściśle dopasowany do specyfiki zestawu uczącego i działa dobrze na zestawie uczącym, ale nie potrafi uogólnić nowych danych. Z drugiej strony, jeśli model jest zbyt prosty — np. „Każdy, kto jest właścicielem domu, kupuje łódź” — może nie uchwycić wszystkich aspektów i zmienności danych, a model będzie działał źle nawet w przypadku danych uczących. Wybór zbyt prostego modelu nazywa się niedopasowaniem (ang. underfitting).


  Im bardziej złożony model, tym lepiej będziemy w stanie prognozować na danych uczących. Jeśli jednak będzie zbyt złożony, będziemy się zbytnio koncentrować na każdym indywidualnym punkcie danych w zestawie uczącym, a model nie uogólni się dobrze na nowe dane.


  Pomiędzy nimi znajduje się złoty środek, który zapewnia najlepszą wydajność generalizacji. To jest właśnie ten model, który chcemy znaleźć.


  Kompromis między nadmiernym a niedostatecznym dopasowaniem pokazano na rysunku 2.1.
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  Rysunek 2.1. Kompromis między złożonością modelu a uczeniem i dokładnością testów


  Relacja złożoności modelu do rozmiaru zestawu danych


  Należy zauważyć, że złożoność modelu jest ściśle związana ze zmiennością danych wejściowych zawartych w zestawie danych uczących: im większa jest różnorodność punktów danych, które zawiera zestaw, tym bardziej złożony model można stworzyć bez ryzyka nadmiernego dopasowania. Zwykle gromadzenie większej liczby punktów danych zapewnia większą różnorodność, więc rozbudowane zestawy danych pozwalają na tworzenie bardziej złożonych modeli. Jednak zwykłe powielenie tych samych punktów danych lub zebranie bardzo podobnych danych nie pomoże.


  Wróćmy do przykładu sprzedaży łodzi. Jeśli weźmiemy pod uwagę 10 000 więcej wierszy danych, które dotyczą klientów, i wszystkie z nich będą zgodne z zasadą „Jeśli klient ma więcej niż 45 lat i ma mniej niż 3 dzieci lub nie jest rozwiedziony, to chce kupić łódź”, to będziemy o wiele bardziej skłonni uwierzyć, że jest to dobra zasada, niż wtedy, gdy została opracowana przy użyciu tylko 12 wierszy, które przedstawiono w tabeli 2.1.


  Posiadanie większego zbioru danych i tworzenie odpowiednio bardziej złożonych modeli może często zdziałać cuda w przypadku nadzorowanych zadań uczenia maszynowego. W tej książce skupimy się na pracy z zestawami danych o stałych rozmiarach. W prawdziwym świecie często możesz wcześniej zdecydować, ile danych chcesz zebrać, co może być bardziej korzystne od ulepszania i dostrajania modelu. Nigdy nie lekceważ potęgi większego zasobu danych.


  Nadzorowane algorytmy uczenia maszynowego


  Omówimy teraz najpopularniejsze algorytmy uczenia maszynowego i wyjaśnimy, jak się uczą na podstawie danych i jak tworzą prognozy. Opiszemy również, w jaki sposób koncepcja złożoności modelu działa dla każdego z tych modeli, i przedstawimy przegląd tego, jak każdy algorytm buduje model. Przeanalizujemy mocne i słabe strony każdego algorytmu oraz podpowiemy, do jakiego rodzaju danych najlepiej go zastosować. Wyjaśnimy również znaczenie najważniejszych parametrów i opcji4. Wiele algorytmów zawiera klasyfikację i wariant regresji, opiszemy tutaj obie kwestie.


  Szczegółowe zapoznawanie się z opisami każdego algorytmu nie jest konieczne, ale zrozumienie modeli pozwoli lepiej poznać różne sposoby działania algorytmów uczenia maszynowego. Ten rozdział może być również używany jako przewodnik i jeśli nie będziesz mieć pewności co do działania któregoś z algorytmów, możesz do niego wrócić.


  Przykładowe zestawy danych


  Użyjemy kilku zestawów danych do zilustrowania różnych algorytmów. Niektóre zestawy danych będą małe i syntetyczne (tj. zmyślone), zaprojektowane w celu uwypuklenia określonych aspektów algorytmów. Inne będą dużymi, rzeczywistymi przykładami.


  Przykładem syntetycznego zestawu danych klasyfikacji dwuklasowej jest zestaw danych forge, który ma dwie cechy. Poniższy kod tworzy wykres punktowy (przedstawiony na rysunku 2.2), który wizualizuje wszystkie punkty danych w tym zestawie danych. Pierwsza cecha znajduje się na osi x, a druga na osi y wykresu. Jak zawsze w przypadku wykresów punktowych, każdy punkt danych jest reprezentowany jako jedna kropka. Kolor i kształt kropki wskazują na jego klasę:


  
    In[2]:

  


  # wygeneruj zestaw danych


  
    X, y = mglearn.datasets.make_forge()

  


  # stwórz wykres


  
    mglearn.discrete_scatter(X[:, 0], X[:, 1], y)

  


  
    plt.legend(["Class 0", "Class 1"], loc=4)

  


  
    plt.xlabel("Pierwsza cecha")

  


  
    plt.ylabel("Druga cecha")

  


  
    print("X.shape: {}".format(X.shape))

  


  
    Out[2]:

  


  
    X.shape: (26, 2)
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  Rysunek 2.2. Wykres punktowy zestawu danych forge


  Jak widać po zawartości X.shape, ten zestaw danych składa się z 26 punktów danych i 2 cech.


  Aby zilustrować algorytmy regresji, użyjemy zestawu danych syntetycznych wave. Zestaw danych wave ma jedną cechę wejściową i ciągłą zmienną docelową (lub odpowiedź), którą chcemy modelować. Na rysunku 2.3 przedstawiono wykres, który zawiera pojedynczą cechę na osi x i cel regresji (wynik) na osi y:


  
    In[3]:

  


  
    X, y = mglearn.datasets.make_wave(n_samples=40)

  


  
    plt.plot(X, y, 'o')

  


  
    plt.ylim(-3, 3)

  


  
    plt.xlabel("Cecha")

  


  
    plt.ylabel("Cel")
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  Ciąg dalszy dostępny w wersji pełnej.
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Dostępne w wersji pełnej.

  Rozdział 4. Reprezentacja danych i cechy inżynierskie
Dostępne w wersji pełnej.

  Rozdział 5. Ocena i doskonalenie modelu
Dostępne w wersji pełnej.
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Dostępne w wersji pełnej.
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