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    Opinie o książce Matematyka i sztuczna inteligencja


    Rynki technologii i sztucznej inteligencji są jak rzeka, w której niektóre części poruszają się szybciej niż inne. Skuteczne zastosowanie sztucznej inteligencji wymaga umiejętności oceny kierunku przepływu i uzupełnienia go mocnymi podstawami. Ta książka w zachwycający i wyczerpujący sposób to umożliwia. Hala sprawiła, że matematyka stała się zabawą dla szerokiego spektrum uczestników opartej na sztucznej inteligencji przyszłości!


    — Adri Purkayastha, szef grupy oceny zagrożeń operacyjnych AI

    i analityk ryzyka cyfrowego, BNP Paribas


    Teksty na temat sztucznej inteligencji to zazwyczaj albo techniczne rękopisy napisane przez ekspertów dla innych ekspertów, albo pobieżne, wolne od matematyki wprowadzenia przeznaczone dla ogółu odbiorców. Ta książka podąża odświeżającą trzecią ścieżką. Przedstawia podstawy matematyczne czytelnikom, którzy nie posiadają dyplomów z zaawansowanej matematyki, zajmującym się biznesem, danymi i podobnymi dziedzinami. Autorka wplata eleganckie równania i zwięzłe obserwacje, a jednocześnie prosi czytelników o rozważenie bardzo poważnych konsekwencji dla społeczeństwa wynikających z zastosowania sztucznej inteligencji. Polecam książkę Matematyka i sztuczna inteligencja każdemu, kto szuka rygorystycznego podejścia do podstaw sztucznej inteligencji z perspektywy praktycznego punktu widzenia.


    — George Mount, analityk danych i pedagog


    Wyjaśniając kluczowe pojęcia matematyczne, Hala wykonała świetną robotę. To lektura obowiązkowa dla każdego poważnego specjalisty zajmującego się uczeniem maszynowym. Po przeczytaniu książki pokochasz tę dziedzinę jeszcze bardziej.


    — Umang Sharma, starszy specjalista ds. danych i autor


    Aby zrozumieć sztuczną inteligencję, trzeba poznać związek między matematyką a sztuczną inteligencją. Dr Nelson to ułatwiła dzięki zaprezentowaniu fundamentu, na którym opiera się symbiotyczna relacja między tymi dwoma dyscyplinami.


    — Huan Nguyen, kontradmirał (w stanie spoczynku),

    Inżynieria Cybernetyczna, NAVSEA

  


  
    Przedmowa


    Dlaczego napisałam tę książkę?


    Sztuczna inteligencja opiera się na modelach matematycznych. Warto poznać więcej szczegółów na ten temat.


    Napisałam tę książkę językiem potocznym, z pominięciem większości technicznych szczegółów. To książka matematyczna o sztucznej inteligencji, zawierająca bardzo niewiele wzorów i równań matematycznych, bez twierdzeń, bez dowodów i bez kodowania. Moim celem jest, aby nie trzymać tej ważnej wiedzy w rękach nielicznej elity i przyciągnąć do dziedzin technicznych więcej osób. Wierzę, że wiele osób zniechęca się matematyką, zanim dowiedzą się, że mogą ją pokochać i być w niej dobrzy. Dzieje się tak również na studiach lub na studiach podyplomowych, gdzie wielu studentów zmienia kierunek z matematyki na inny lub rozpoczyna doktorat i nigdy go nie kończy. Powodem nie jest to, że nie mają odpowiednich predyspozycji, ale to, że nie odnajdują motywacji do nauki metod i technik tortur, które zdają się nie przekładać na nic przydatnego w ich życiu. To tak, jakby codziennie chodzić na wyczerpującą siłownię mentalną tylko po to, żeby tam być. Prawie nikt nie chce codziennie chodzić na prawdziwą siłownię (to stronnicze stwierdzenie, ale wiesz, co mam na myśli). W matematyce formalizacja obiektów w funkcje, przestrzenie, przestrzenie miar i całe dziedziny matematyczne następuje po znalezieniu motywacji, a nie przed jej znalezieniem. Niestety, na uczelniach dzieje się to odwrotnie: najpierw formalizmy, a potem, jeśli mamy szczęście, trochę motywacji.


    Najpiękniejszą rzeczą w matematyce jest jej ekspresyjna zdolność łączenia pozornie odmiennych rzeczy. Oczywiste jest, że dziedzina tak duża i tak istotna jak sztuczna inteligencja nie opiera się wyłącznie na matematyce. Aby zwięźle opowiedzieć swoją wielką historię, potrzebuje także zdolności wiążących, które może zapewnić jedynie matematyka. W tej książce spróbuję wyodrębnić dane matematyczne wymagane przez sztuczną inteligencję w sposób, który nie odbiega od rzeczywistych zastosowań sztucznej inteligencji. Nie da się szczegółowo opisać istniejących narzędzi bez ryzyka nadania opisowi encyklopedycznej, przytłaczającej formy. Zamiast tego spróbuję nauczyć Cię, jak myśleć o tych narzędziach i patrzeć na nie z góry, jak na środek do celu, środek który można ulepszać i dostosowywać, kiedy zajdzie taka potrzeba. Mam nadzieję, że dzięki tej książce dostrzeżesz, jak są ze sobą powiązane poszczególne zagadnienia i dlaczego opracowujemy lub stosujemy dla nich określone metody. W pewnym sensie ta książka stanowi platformę, która przeniesie Cię do dowolnego obszaru, który uznasz za interesujący lub w którym chcesz się specjalizować.


    Kolejnym celem tej książki jest demokratyzacja matematyki i zbudowanie u czytelnika większej pewności siebie, aby mógł pytać o to, jak to wszystko działa. Powszechne odpowiedzi w rodzaju „to skomplikowana matematyka”, „to skomplikowana technologia” czy „to są złożone modele”, nie są już satysfakcjonujące, zwłaszcza że technologie oparte na modelach matematycznych wpływają obecnie na każdy aspekt naszego życia. Aby zrozumieć, jaka jest struktura mechanizmu i dlaczego działa w taki, a nie inny sposób, nie trzeba być ekspertem w każdej dziedzinie matematyki (nikt nim nie jest). Jest jedna rzecz dotycząca modeli matematycznych, którą każdy powinien wiedzieć: modele matematyczne zawsze dają odpowiedź. Zawsze zwracają jakąś liczbę. Model, który został sprawdzony, zatwierdzony i poparty solidną teorią, udziela odpowiedzi na pytania. Odpowiedzi na pytania udziela jednak także model będący kompletną tandetą. Obydwa obliczają funkcje matematyczne. Twierdzenie, że nasze decyzje opieramy na modelach i algorytmach matematycznych, nie czyni nas świętymi. Na jakich podstawach zbudowano te modele? Jakie są ich założenia? Jakie ograniczenia? Na podstawie jakich danych zostały przeszkolone? Jak je przetestowano? Jakie zmienne wzięto pod uwagę? A co pominięto? Czy istnieje dla nich pętla zwrotna dotycząca ulepszeń, źródła prawdy do porównywania i wprowadzania usprawnień? Czy na ich poparcie jest jakaś teoria? Musimy zachować przejrzystość w przekazywaniu tych informacji, gdy tworzymy modele, i prosić o nią, gdy modele decydują o naszym sposobie życia.


    Niekonwencjonalna organizacja tematów zawartych w tej książce jest zamierzona. Chciałam uniknąć utknięcia w szczegółach matematycznych przed przejściem do omawiania ich zastosowań. Uważam, że nigdy nie ma potrzeby zagłębiania się w materiał źródłowy, chyba że właśnie pracujemy nad tematem, dla którego ten materiał źródłowy jest niewypełnioną luką w wiedzy, która powstrzymuje nas od osiągania postępów. Tylko wtedy warto poświęcić dużo czasu na poznanie zawiłych szczegółów. O wiele ważniejsze jest zaobserwowanie powiązań między elementami oraz zdanie sobie sprawy, w jaki sposób do siebie pasują. Innymi słowy, ta książka przedstawia mapę pokazującą, jak współdziała ze sobą wszystko, co łączy matematykę i sztuczną inteligencję.


    Chcę także zwrócić uwagę nowicjuszy na temat ery dużych zbiorów danych. Przed przystąpieniem do pracy z dużymi zbiorami danych, rzeczywistych lub symulowanych, ustrukturyzowanych lub nieustrukturyzowanych, mogłeś uważać komputery i internet za coś oczywistego. Gdybyśmy wymyślili model lub potrzebowali przeprowadzić analizy na małych i wyselekcjonowanych zbiorach danych, moglibyśmy założyć, że sprzęt poradzi sobie z obliczeniami lub że gdy zajdzie taka potrzeba, internet dostarczy bardziej wyselekcjonowanych danych lub więcej informacji o podobnych modelach. Rzeczywistość i ograniczenia w dostępie do danych, błędy w danych, błędy w wynikach zapytań, ograniczenia sprzętowe, przechowywanie, przepływ danych między urządzeniami i wektoryzacja nieustrukturyzowanych danych, takich jak język naturalny, obrazy i filmy, bardzo mocno w nas uderzają. Aby zrozumieć infrastrukturę obliczeniową pozwalającą działać modelom, zaczynamy wtedy korzystać z przetwarzania równoległego, przetwarzania w chmurze, systemów zarządzania danymi, baz danych, struktur danych, architektur danych i inżynierii danych. Jaką mamy infrastrukturę? Jaka jest jej organizacja? Jak przebiegała jej ewolucja? Dokąd ta ewolucja zmierza? Jaka jest architektura, łącznie z zastosowanymi materiałami? Jak działają te materiały? I po co to całe zamieszanie wokół obliczeń kwantowych? Nie powinniśmy postrzegać oprogramowania w oderwaniu od sprzętu, a modeli w oderwaniu od infrastruktury, która pozwala je symulować. W tej książce skupiłam się wyłącznie na matematyce, modelach sztucznej inteligencji i wybranych danych. Nie ma żadnych ćwiczeń ani kodowania. Innymi słowy, skupiłam się na sprawach miękkich, intelektualnych i na tej stronie przedmiotu, którego nie trzeba dotykać. Musimy jednak dalej się uczyć, dopóki nie uda nam się zrozumieć technologii sterującej wieloma aspektami naszego życia jako jednego połączonego ciała. Tworzą je sprzęt, oprogramowanie, czujniki i urządzenia pomiarowe, hurtownie danych, kable połączeniowe, koncentratory bezprzewodowe, satelity, centra komunikacyjne, fizyczne i programowe środki bezpieczeństwa oraz modele matematyczne.


    Dla kogo przeznaczona jest ta książka?


    Napisałam tę książkę dla następujących osób:


    
      	Osoby znające matematykę, które chcą się zająć sztuczną inteligencją, uczeniem maszynowym i analizą danych.


      	Osoby zajmujące się sztuczną inteligencją, analityką danych i uczeniem maszynowym, które chcą odświeżyć swoją wiedzę matematyczną i chcą być na bieżąco z pojęciami matematycznymi będącymi podstawą najnowocześniejszych modeli.


      	Studentów studiów licencjackich lub magisterskich na kierunkach związanych z matematyką, inżynierią danych, informatyką, badaniami operacyjnymi, naukami ścisłymi, inżynierią lub innymi dziedzinami, w których wykorzystywana jest sztuczna inteligencja.


      	Osoby na stanowiskach kierowniczych, które chcą w swojej pracy połączyć sztuczną inteligencję z analizą danych, a jednocześnie chcą lepiej zrozumieć działanie modeli, na których opierają swoje decyzje.


      	Analitycy danych zajmujący się głównie analizą biznesową, którzy obecnie, podobnie jak reszta świata, zagłębiają się w analizę biznesową opartą na sztucznej inteligencji. Chcą się dowiedzieć, co to właściwie oznacza, zanim zastosują ją w decyzjach biznesowych.


      	Osoby zainteresowane wyzwaniami etycznymi, jakie sztuczna inteligencja może rzucić światu, które chcą zrozumieć wewnętrzne działanie modeli, aby móc argumentować za lub przeciw pewnym kwestiom, takim jak broń autonomiczna, ukierunkowane reklamy, zarządzanie danymi itp.


      	Nauczyciele, którzy chcą połączyć kursy z matematyki i sztucznej inteligencji.


      	Wszystkie osoby zainteresowane sztuczną inteligencją.

    


    Dla kogo ta książka nie jest?


    Ta książka nie jest dla osób, które w celu opanowania konkretnej techniki lub metody matematycznej lubią siedzieć i wykonywać wiele ćwiczeń, osób, które lubią formułować i udowadniać twierdzenia, ani osób, które chcą się nauczyć kodowania i programowania. To nie jest podręcznik do matematyki. Istnieje wiele doskonałych podręczników, które uczą rachunku różniczkowego, algebry liniowej i prawdopodobieństwa (ale niewiele książek wiąże tę matematykę ze sztuczną inteligencją). Niniejsza książka zawiera jednak wiele odwołań do odpowiednich książek i publikacji naukowych dla czytelników, którzy chcą poznać szczegóły techniczne, a także rygorystyczne twierdzenia i dowody. Ta książka nie jest również o kodowaniu. Położyłam w niej nacisk na pojęcia, intuicyjne postrzeganie i ogólne zrozumienie, a nie na implementację i opracowywanie technologii.


    W jaki sposób w tej książce przedstawiono matematykę?


    Pisanie książki to w gruncie rzeczy proces decyzyjny dotyczący organizacji opisywanych materiałów w sposób możliwie najbardziej wnikliwy oraz wyboru tematów, które będą omówione bardziej szczegółowo niż inne. W kilku miejscach szczegółowo opiszę pewne obliczenia matematyczne, natomiast w innych pominę szczegóły. Jest to działanie celowe, ponieważ moim celem nie jest odwrócenie uwagi od opowiadania historii, którą można streścić następująco:


    Jakich reguł matematycznych używamy, dlaczego ich potrzebujemy i gdzie dokładnie używamy ich w sztucznej inteligencji?


    Zawsze definiuję kontekst AI obejmujący wiele zastosowań. Następnie mówię o pokrewnych dziedzinach matematyki, przy czym czasami prezentuję szczegóły, a innym razem poprzestaję na ogólnych informacjach. Ilekroć pomijam szczegóły, wskazuję, jakie pytania powinniśmy sobie zadać i jak znaleźć na nie odpowiedź. Pokazuję matematykę, sztuczną inteligencję i modele jako połączoną całość. Zagłębiam się w matematykę tylko wtedy, gdy tworzy ona podwaliny niezbędne do omawiania określonych zagadnień. Nawet wtedy przedkładam intuicję nad formalizmy. Ceną, jaką za to płacę, jest to, że w pewnych nielicznych przypadkach używam pewnych terminów technicznych przed ich zdefiniowaniem, w nadziei, że mogłeś spotkać się z tymi terminami wcześniej. W tym sensie przejęłam filozofię stosowaną dla transformerów sztucznej inteligencji (zobacz artykuł Google Brain z 2017 r.: Attention Is All You Need, https://arxiv.org/abs/1706.03762) w odniesieniu do rozumienia języka naturalnego: model uczy się znaczeń słów z kontekstu, w jakim ich użyto. Jeśli więc napotkasz termin techniczny, którego wcześniej nie zdefiniowałam, skup się na środowisku, które go otacza. Podczas lektury podrozdziału, w którym on się pojawi, uda Ci się intuicyjnie zrozumieć, jakie jest jego znaczenie. Inną opcją jest oczywiście skorzystanie z Google. Na ogół unikam żargonu i nie używam akronimów.


    Ponieważ ta książka leży na styku matematyki, inżynierii danych, sztucznej inteligencji, uczenia maszynowego i filozofii, napisałam ją, licząc na zróżnicowaną grupę odbiorców o znacząco różnych umiejętnościach i wykształceniu. Z tego powodu, w zależności od tematu, ten sam materiał może wydawać się banalny dla niektórych, a dla innych skomplikowany. Mam nadzieję, że nie obrażę przy tym niczyjej inteligencji. Chciałabym jednak zaznaczyć, i jest to ryzyko, które jestem skłonna podjąć, że zrobiłam to po to, aby wszyscy czytelnicy mogli dowiedzieć się z tej książki przydatnych rzeczy. Na przykład matematycy poznają zastosowanie sztucznej inteligencji, a inżynierowie danych i osoby zajmujące się sztuczną inteligencją poznają więcej szczegółów dotyczących matematyki.


    W kolejnych podrozdziałach czytelnik może raz po raz napotykać trudności techniczne, więc jeśli jakiś podrozdział okaże się zbyt zagmatwany, zanotuj w pamięci jego istnienie i przejdź do lektury następnego. Możesz później wrócić do tego, co pominąłeś.


    Większość rozdziałów jest niezależna od siebie, dzięki czemu czytelnicy mogą od razu przejść do interesujących ich tematów. Kiedy rozdziały są powiązane z innymi rozdziałami, zwracam na to uwagę. Ponieważ starałam się, aby każdy rozdział był jak najbardziej samodzielny, mogło się zdarzyć, że w różnych rozdziałach powtórzyłam kilka wyjaśnień. Rozdział dotyczący prawdopodobieństwa przesunęłam niemal na sam koniec (rozdział 11.), ale cały czas mówiłam o rozkładach prawdopodobieństwa i korzystałam z nich (szczególnie o łącznym rozkładzie prawdopodobieństwa cech zbioru danych). Chodzi o to, aby przyzwyczaić się do języka prawdopodobieństwa i jego powiązań z modelami sztucznej inteligencji przed poznaniem jego gramatyki, aby kiedy zaczniemy uczyć się gramatyki, mieć dobre pojęcie o kontekście, w którym się on mieści.


    Uważam, że istnieją dwa typy uczniów: ci, którzy poznają specyfikę i szczegóły, a następnie powoli zaczynają formułować szerszy obraz i mapę tego, jak wszystko do siebie pasuje; oraz ci, którzy najpierw muszą zrozumieć szerszą perspektywę i wzajemne powiązania poszczególnych pojęć, a następnie zagłębiają się w szczegóły tylko wtedy, gdy jest to konieczne. Oba typy uczniów są równie ważne, a różnica polega jedynie na typie umysłu i naturalnych skłonnościach. Osobiście zaliczam się do drugiej kategorii i ta książka jest tego odzwierciedleniem: pokazuję, jak matematyka i sztuczna inteligencja współdziałają ze sobą i jak to wszystko wygląda z góry. Rezultat może sprawiać wrażenie wiru tematów, ale po zakończeniu lektury tej książki zdobędziesz świetną bazę wiedzy zarówno z zakresu matematyki, jak i sztucznej inteligencji, a także zyskasz zdrową dawkę pewności siebie.


    Kiedy mój tata uczył mnie prowadzić samochód, usiadł na miejscu pasażera i poprosił, żebym rozpoczęła jazdę. Po dziesięciu minutach wjechaliśmy na drogę biegnącą wzdłuż klifu. Poprosił, żebym się zatrzymała, wysiadł z samochodu i powiedział: „teraz jedź, tylko staraj się nie spaść z klifu, nie bój się, patrzę” (tak jakby to miało pomóc). Nie spadłam z klifu i prawdę mówiąc, najbardziej podobają mi się klifowe drogi. Spróbuj powiązać moje doświadczenie ze szkoleniem samochodów autonomicznych z wykorzystaniem techniki uczenia przez wzmacnianie, z tą różnicą, że koszt upadku z klifu w moim przypadku wyniósłby minus nieskończoność. Nie mogłam sobie na to pozwolić; jestem prawdziwą osobą w prawdziwym samochodzie, a nie symulacją.


    Właśnie w taki sposób przedstawiam w tej książce matematykę i sztuczną inteligencję. Nie ma żadnych wstępów, wniosków, definicji, twierdzeń, ćwiczeń i tym podobnych. Od razu przechodzę do rzeczy.


    Już w tym jesteś. Wiesz o tym. Teraz skup się na jeździe.


    Infografika


    Do książki dołączona jest infografika, wizualnie łącząca wszystkie tematy w jedną całość. Znajdziesz ją również na stronie GitHub towarzyszącej tej książce, https://github.com/halanelson/Essential-Math-For-AI.
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    Jaka wiedza matematyczna jest potrzebna do zrozumienia materiału zamieszczonego w tej książce?


    Ta książka jest samodzielna w tym sensie, że zawiera opis wszystkiego, co jest potrzebne do zrozumienia zawartej w niej treści. Mam nadzieję, że zetknąłeś się z rachunkiem różniczkowym i algebrą liniową, włącznie z działaniami na wektorach i macierzach, takimi jak dodawanie, mnożenie, i niektórymi rodzajami dekompozycji macierzy. Mam również nadzieję, że wiesz, czym jest funkcja i jak odwzorowuje dane wejściowe na dane wyjściowe. Większość działań matematycznych wykonywanych w sztucznej inteligencji polega na konstruowaniu funkcji, ocenianiu ich wartości, optymalizowaniu funkcji lub tworzeniu złożeń funkcji. Musisz coś wiedzieć o pochodnych (mierzą szybkość zmian) i regule łańcuchowej dla pochodnych. Nie musisz koniecznie wiedzieć, jak obliczyć pochodne dla każdej funkcji, ponieważ w dzisiejszych czasach wiele robią za nas komputery, Python, Desmos i (lub) system Wolfram|Alpha. Powinieneś jednak znać ich znaczenie. Przyda się również otwarcie na myślenie probabilistyczne i statystyczne. Jeśli nie znasz żadnego z powyższych, nie ma problemu. Być może, aby zapoznać się z pewnymi pojęciami, będziesz musiał usiąść i samodzielnie wykonać kilka przykładów (z innych książek). Chodzi o to, aby wiedzieć, kiedy szukać pojęć, których nie znasz… tzn. tylko wtedy, gdy ich potrzebujesz, czyli tylko wtedy, gdy napotkasz termin, którego nie rozumiesz, i masz dobre pojęcie o kontekście, w którym się pojawił. Jeśli naprawdę zaczynasz od zera, nie jesteś daleko w tyle. W tej książce za wszelką cenę starałam się unikać szczegółów technicznych.


    Przegląd rozdziałów


    W tej książce jest łącznie 14 rozdziałów.


    Jeśli interesuje Cię matematyka i technologia sztucznej inteligencji w odniesieniu do etyki, przepisów, wpływu na społeczeństwo oraz różnych implikacji, możliwości i wyzwań, przeczytaj najpierw rozdziały 1. i 14. Jeśli nie zależy Ci na tych względach, to uważam, że powinno zacząć Ci na nich zależeć. W tej książce potraktowałam matematykę jako spoiwo pozornie odmiennych tematów, a nie jako zwykłe przedstawianie matematyki jako oazy skomplikowanych formuł, twierdzeń i greckich liter.


    Jeśli nigdy nie spotkałeś się z równaniami różniczkowymi (ODE i PDE), rozdział 13. może Ci się wydawać oddzielony od reszty książki. Docenisz go jednak, jeśli zajmujesz się modelowaniem matematycznym, naukami fizycznymi i przyrodniczymi, symulacją lub analizą matematyczną i chciałbyś się dowiedzieć jakie korzyści może przynieść sztuczna inteligencja w Twojej dziedzinie, a co za tym idzie, w jaki sposób równania różniczkowe mogą przynieść korzyści sztucznej inteligencji. Na równaniach różniczkowych opierają się niezliczone osiągnięcia naukowe, więc nie można ich pominąć, gdy jesteśmy świadkami powstawania technologii obliczeniowej, która może potencjalnie rozwiązać wiele długotrwałych problemów w tej dziedzinie. Ten rozdział nie jest niezbędny dla sztucznej inteligencji jako takiej, ale jest niezbędny dla ogólnego zrozumienia matematyki jako całości oraz pomocny w celu budowania podstaw teoretycznych dla sztucznej inteligencji i operatorów neuronowych.


    Pozostałe rozdziały są niezbędne dla sztucznej inteligencji, uczenia maszynowego i analityki danych. Nie ma optymalnego miejsca dla rozdziału 6. dotyczącego rozkładu wartości osobliwych (podstawowa matematyka dla analizy składowych głównych i ukrytej analizy semantycznej oraz świetna metoda redukcji wymiarowości). Niech Twoja naturalna ciekawość podyktuje, kiedy zdecydujesz się przeczytać ten rozdział: przed lub po tym rozdziale, który uznasz za najbardziej odpowiedni. Wszystko zależy od Twojego wykształcenia i branży lub dyscypliny akademickiej, którą się zajmujesz.


    Przyjrzyjmy się pokrótce rozdziałom od 1. do 14.


    Rozdział 1. „Dlaczego warto poznać matematykę zarządzającą sztuczną inteligencją?”


    Sztuczna inteligencja już stała się faktem. Już przeniknęła do wielu dziedzin naszego życia, bierze udział w podejmowaniu ważnych decyzji, a wkrótce będzie stosowana w każdym sektorze naszego społeczeństwa i ludzkiej działalności. Technologia rozwija się bardzo szybko, a pokładane w nią inwestycje gwałtownie rosną. Czym jest sztuczna inteligencja? Co potrafi? Jakie są jej ograniczenia? Dokąd zmierza? A co najważniejsze, jak działa i dlaczego powinniśmy się interesować tym, jak działa? W tym rozdziale wprowadzającym krótko omówiłam ważne zastosowania sztucznej inteligencji, problemy zwykle napotykane przez firmy próbujące zintegrować sztuczną inteligencję ze swoimi systemami, incydenty, które mają miejsce, gdy systemy nie są dobrze wdrożone, oraz matematykę zwykle stosowaną w rozwiązaniach AI.


    Rozdział 2. „Dane, dane, dane”


    W tym rozdziale podkreśliłam fakt, że dla sztucznej inteligencji kluczowe znaczenie mają dane. Wyjaśniłam także różnice między pojęciami, które zwykle są źródłem nieporozumień, takimi jak dane ustrukturyzowane i nieustrukturyzowane, modele liniowe i nieliniowe, dane rzeczywiste i symulowane, funkcje deterministyczne i zmienne losowe, rozkłady dyskretne i ciągłe oraz prawdopodobieństwa a posteriori i funkcje wiarygodności. Zaprezentowałam także, bez zagłębiania się w szczegóły, mapę prawdopodobieństwa i statystyk potrzebną do tworzenia modeli AI, a także wprowadziłam najpopularniejsze rozkłady prawdopodobieństwa.


    Rozdział 3. „Dopasowywanie funkcji do danych”


    U podstaw wielu popularnych modeli uczenia maszynowego, w tym niezwykle skutecznych sieci neuronowych, które w 2012 r. dzięki AlexNet ponownie zyskały powszechne zainteresowanie i przywróciły sztuczną inteligencję do centrum uwagi, leży bardzo prosty problem matematyczny: dopasuj określony zestaw punktów danych do odpowiedniej funkcji, a następnie sprawdź, czy ta funkcja działa dobrze na nowych danych. W tym rozdziale podkreśliłam ten niezwykle przydatny fakt na podstawie rzeczywistego zbioru danych i innych prostych przykładów. Omówiłam regresję, regresję logistyczną, maszyny wektorów nośnych i inne popularne techniki uczenia maszynowego, skupiając się na jednym wspólnym motywie: funkcji szkoleniowej, funkcji straty i optymalizacji.


    Rozdział 4. „Optymalizacja w sieciach neuronowych”


    Sieci neuronowe są wzorowane na korze mózgowej, która obejmuje miliardy neuronów ułożonych w wiele warstw. Mózg uczy się poprzez wzmacnianie połączeń neuronowych w przypadku, gdy ma do czynienia z pojęciem, które obserwował wcześniej, i przez osłabianie połączeń, gdy uczy się nowych informacji, które są sprzeczne z wcześniej poznanymi pojęciami. Maszyny rozumieją tylko liczby. Zgodnie z pojęciami matematyki silniejsze połączenia odpowiadają większym liczbom (wagom), a słabsze połączenia odpowiadają mniejszym liczbom. W tym rozdziale wyjaśnię etapy optymalizacji i propagacji wstecznej stosowane podczas szkolenia sieci neuronowych, podobne do procesu uczenia zachodzącego w ludzkim mózgu (co nie znaczy, że ludzie w pełni to rozumieją). Omówiłam również różne techniki regularyzacji, wyjaśniłam ich zalety, wady i przypadki użycia. Ponadto wyjaśniłam intuicyjne podejście do teorii aproksymacji i twierdzenia o uniwersalnym przybliżeniu dla sieci neuronowych.


    Rozdział 5. „Konwolucyjne sieci neuronowe i komputerowe przetwarzanie obrazów”


    Konwolucyjne sieci neuronowe są bardzo popularne w komputerowym przetwarzaniu obrazów i przetwarzaniu języka naturalnego. W tym rozdziale zacznę od omówienia operacji splotu i korelacji krzyżowej, a następnie przyjrzę się ich zastosowaniom w projektowaniu systemów oraz filtrowaniu sygnałów i obrazów. Następnie zaprezentuję integrację splotu z sieciami neuronowymi w celu wyodrębniania z obrazów cech wyższego rzędu.


    Rozdział 6. „Rozkład według wartości osobliwych — przetwarzanie obrazów, przetwarzanie języka naturalnego i media społecznościowe”


    Macierze diagonalne zachowują się jak skalarne liczby i dlatego są bardzo pożądane. Rozkład według wartości osobliwych to bardzo ważna metoda algebry liniowej, która pozwala przekształcić gęstą macierz w macierz diagonalną. W tym procesie rozkład ten ujawnia działanie macierzy na samą przestrzeń: obracanie się i (lub) odbijanie, rozciąganie i (lub) ściskanie. Ten prosty proces można zastosować do dowolnej macierzy liczb. Szeroka możliwość zastosowania w połączeniu z możliwością radykalnego zmniejszenia wymiarów przy jednoczesnym zachowaniu niezbędnych informacji sprawia, że dekompozycja według wartości osobliwych jest popularna w obszarach analityki danych, sztucznej inteligencji i uczenia maszynowego. To teoria matematyczna stojąca za analizą głównych składowych (w analizie danych) i ukrytą analizą semantyczną. W tym rozdziale omówiono rozkład według wartości osobliwych wraz z jego najbardziej odpowiednimi i aktualnymi zastosowaniami.


    Rozdział 7. „AI w przetwarzaniu języka naturalnego i finansach — wektoryzacja i szeregi czasowe”


    W tym rozdziale przedstawię matematykę w kontekście modeli języka naturalnego, takich jak identyfikacja tematów, tłumaczenie maszynowe i modele uwagi. Główną barierą do pokonania jest przejście od słów i zdań niosących znaczenie do niskowymiarowych wektorów liczb, które może przetworzyć maszyna. W rozdziale omówię m.in. najnowocześniejsze modele, takie jak transformer Google Brain (znany od 2017 r.), a jednocześnie skupię uwagę wyłącznie na istotnej matematyce. Podczas omawiania tego tematu naturalnie pojawiają się dane i modele szeregów czasowych (np. rekurencyjne sieci neuronowe). Pokrótce przedstawię sztuczną inteligencję w finansach, ponieważ pokrywa się ona z językiem naturalnym zarówno w kontekście modelowania, jak i sposobu, w jaki te dwie dziedziny łączą się ze sobą.


    Rozdział 8. „Probabilistyczne modele generatywne”


    Generowane maszynowo zdjęcia, w tym przedstawiające ludzi, stają się coraz bardziej realistyczne. W dzisiejszych czasach bardzo trudno jest stwierdzić, czy wizerunek modelki w branży modowej to prawdziwa osoba, czy też obraz wygenerowany komputerowo. Za ten postęp możemy podziękować generatywnym sieciom kontradyktoryjnym (GAN) i innym modelom generatywnym, w których wytyczenie granicy między światem wirtualnym a rzeczywistym jest bardzo trudne. Generatywne sieci kontradyktoryjne zaprojektowano w taki sposób, aby powtarzały prosty proces matematyczny przy użyciu dwóch sieci neuronowych, dopóki sama maszyna nie będzie w stanie odróżnić obrazu rzeczywistego od obrazu wygenerowanego komputerowo. Stąd wynika sukces w postaci wyników bardzo zbliżonych do rzeczywistości. W tym rozdziale w naturalny sposób opisuję teorię gier oraz gry o sumie zerowej, ponieważ w modelach GAN „konkurują” ze sobą dwie sieci neuronowe. W tym rozdziale omówiono modele generatywne, które w ludzkim umyśle naśladują wyobraźnię. Modele te mają szeroki zakres zastosowań, od powiększania zbiorów danych, przez uzupełnianie zamaskowanych ludzkich twarzy, po fizykę wysokich energii, na przykład symulowanie zbiorów danych podobnych do tych wytwarzanych w Wielkim Zderzaczu Hadronów w CERN.


    Rozdział 9. „Modele grafów”


    Grafy i sieci są wszędzie: w takich miejscach jak miasta i plany drogowe, lotniska i loty przesiadkowe, sieć WWW, chmura (w znaczeniu informatyki), sieci molekularne, ludzki układ nerwowy, sieci społecznościowe, sieci organizacji terrorystycznych, a nawet różne modele uczenia maszynowego i sztuczne sieci neuronowe. Dane, które mają naturalną strukturę grafu, są lepiej rozumiane przez mechanizmy, które wykorzystują i zachowują tę strukturę. Zamiast wprowadzania danych grafu do modeli uczenia maszynowego, które przed poddaniem analizie sztucznie je przekształcają, można zbudować funkcje działające bezpośrednio na grafach. Z tych samych powodów konwolucyjne sieci neuronowe są skuteczne dla danych obrazów, rekurencyjne sieci neuronowe są skuteczne w odniesieniu do danych sekwencyjnych itp. Reguły matematyczne stojące za grafowymi sieciami neuronowymi to połączenie teorii grafów, obliczeń i sieci neuronowych. W tym rozdziale dokonano przeglądu tych reguł matematycznych w kontekście wielu zastosowań.


    Rozdział 10. „Badania operacyjne”


    Inną odpowiednią nazwą badań operacyjnych byłaby optymalizacja w logistyce. W tym rozdziale zapoznam czytelników z zagadnieniami na styku sztucznej inteligencji i badań operacyjnych, takimi jak łańcuch dostaw, problem komiwojażera, planowanie i obsada personelu, kolejki i inne problemy, których cechami charakterystycznymi są duża wymiarowość, złożoność oraz potrzeba zrównoważenia sprzecznych celów z ograniczonymi zasobami. Matematyka potrzebna do rozwiązania tych problemów obejmuje zagadnienia z optymalizacji, teorii gier, dualności, teorii grafów, programowania dynamicznego i algorytmów.


    Rozdział 11., „Prawdopodobieństwo”


    Teoria prawdopodobieństwa zapewnia systematyczny sposób ilościowego określania losowości i niepewności. Uogólnia logikę na potrzeby sytuacji, które mają ogromne znaczenie w sztucznej inteligencji: gdy informacje i wiedza są niepewne. W tym rozdziale omówiłam podstawowe reguły prawdopodobieństwa stosowane w modelach AI: sieci Bayesa i modelowanie przyczynowe, paradoksy, duże macierze losowe, procesy stochastyczne, łańcuchy Markowa i uczenie przez wzmacnianie. Rozdział kończy się opisem rygorystycznej teorii prawdopodobieństwa, która demistyfikuje teorię miary i wprowadza zainteresowanych czytelników w uniwersalne twierdzenie o aproksymacji dla sieci neuronowych.


    Rozdział 12. „Logika matematyczna”


    Ten ważny temat umieściłam pod koniec, aby nie zakłócać naturalnego toku książki. U podstaw sztucznej inteligencji leży projektowanie agentów, które potrafią gromadzić wiedzę, wyciągać logiczne wnioski na temat środowiska, w którym istnieją, oraz wyciągać wnioski i podejmować dobre decyzje w oparciu o to logiczne rozumowanie. W tym rozdziale pokrótce omówiłam logikę zdaniową, logikę pierwszego rzędu, logikę probabilistyczną, logikę rozmytą i logikę temporalną w ramach inteligentnego agenta opartego na wiedzy.


    Rozdział 13. „Sztuczna inteligencja i cząstkowe równania różniczkowe”


    Równania różniczkowe modelują niezliczone zjawiska w świecie rzeczywistym, od turbulencji powietrza, przez galaktyki, giełdę, po zachowanie materiałów i wzrost populacji. Realistyczne modele są zwykle bardzo trudne do rozwiązania, a gdy opierają się na tradycyjnych technikach numerycznych, wymagają ogromnej mocy obliczeniowej. W celu przyspieszenia rozwiązywania równań różniczkowych niedawno zaczęto stosować sztuczną inteligencję. Pierwsza część tego rozdziału pełni funkcję przyspieszonego kursu równań różniczkowych. Zaprezentowałam w niej najważniejsze tematy, aby umożliwić czytelnikom spojrzenie na ten temat z lotu ptaka. W drugiej części omówiłam nowe metody oparte na sztucznej inteligencji, upraszczające proces rozwiązywania równań różniczkowych. Mają one potencjał rozwiązania długotrwałych problemów w naukach przyrodniczych, finansach i innych dziedzinach.


    Rozdział 14. „Sztuczna inteligencja, etyka, matematyka, prawo i przepisy”


    Uważam, że ten rozdział powinien być pierwszym w każdej książce o sztucznej inteligencji. Jest to jednak tak obszerny i ważny temat, że jego wyczerpujące omówienie wymagałoby wielu książek. Ten rozdział opisuje temat jedynie pobieżnie i podsumowuje różnorakie kwestie etyczne związane ze sztuczną inteligencją, w tym równość, uczciwość, stronniczość, inkluzywność, przezroczystość, przepisy, regulacje, prywatność, uzbrojenie i bezpieczeństwo. Każdy problem przedstawiono wraz z możliwymi rozwiązaniami (matematycznymi lub regulacyjnymi).


    Moje ulubione książki o sztucznej inteligencji


    Dostępnych jest wiele doskonałych i niezwykle pouczających książek na temat sztucznej inteligencji i zagadnień ściśle z nią związanych. Poniższa lista w żadnym razie nie jest wyczerpująca. Niektóre z wymienionych pozycji to książki techniczne zawierające dużo matematyki, a inne albo są przeznaczone dla początkujących, albo są całkowicie nietechniczne. W niektórych zawarto przykłady kodu (Python 3), a w innych nie. Z wszystkich tych książek wiele się nauczyłam.
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    Konwencje stosowane w tej książce


    W tej książce zastosowano następujące konwencje typograficzne:


    Kursywa


    Wskazuje nowe terminy, adresy URL, adresy e-mail, nazwy i rozszerzenia plików.


    Czcionka o stałej szerokości


    Używana do listingów programów, a także w akapitach w odniesieniu do elementów programu, takich jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.


    Czcionka o stałej szerokości pogrubiona


    Pokazuje polecenia lub inny tekst, który użytkownik powinien wpisać dosłownie.


    Czcionka o stałej szerokości pochylona


    Pokazuje tekst, który należy zastąpić wartościami dostarczonymi przez użytkownika lub wartościami określonymi przez kontekst.
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            Ten element oznacza wskazówkę lub sugestię.
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            Ten element oznacza uwagę ogólną.
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            Ten element oznacza ostrzeżenie lub przestrogę.

          
        

      
    


    Korzystanie z przykładów kodu


    Nieliczne przykłady kodu zawarte w tej książce można pobrać pod adresem https://github.com/halanelson/Essential-Math-For-AI.


    Ta książka ma pomóc Ci w wykonaniu Twojej pracy. Ogólnie rzecz biorąc, jeśli w tej książce znajduje się przykładowy kod, możesz go używać w swoich programach i dokumentacji. Nie musisz kontaktować się z nami w celu uzyskania zgody, chyba że odtwarzasz znaczną część kodu. Na przykład napisanie programu korzystającego z kilku fragmentów kodu z tej książki nie wymaga pozwolenia. Sprzedaż lub dystrybucja przykładów kodu z książek O’Reilly wymaga pozwolenia. Odpowiadanie na pytanie poprzez cytowanie tej książki i przytaczanie przykładowego kodu nie wymaga pozwolenia. Włączenie znacznej ilości przykładowego kodu z tej książki do dokumentacji produktu wymaga pozwolenia.


    Doceniamy atrybucję, ale jej nie wymagamy. Atrybucja zazwyczaj obejmuje tytuł, autora, wydawcę i numer ISBN. Na przykład: „Matematyka i sztuczna inteligencja, Hala Nelson, Helion, 978-83-289-1445-2”.


    Podziękowania


    Dziękuję wszystkim osobom, o których wspominam poniżej.


    Mój Tato, Yousef Zein, uczył mnie matematyki i zawsze mi przypominał: Nie myśl, że najlepszą rzeczą, jaką daliśmy Ci w tym życiu, jest ziemia lub pieniądze. One przychodzą i odchodzą. Ludzie tworzą pieniądze, kupują aktywa i tworzą więcej pieniędzy. Daliśmy Ci mózg, naprawdę dobry mózg. To Twój prawdziwy atut, więc pamiętaj, aby z niego korzystać. Kocham Twój mózg, ta książka jest dla Ciebie, Tato.


    Moja Mama, Samira Hamdan, uczyła mnie angielskiego i filozofii i zrezygnowała ze wszystkiego, abyśmy byli szczęśliwi i odnieśli sukces. Napisałam tę książkę po angielsku, a nie w moim ojczystym języku dzięki Tobie, Mamo.


    Moja córka, Sary, podtrzymywała mnie na duchu w najtrudniejszych chwilach i jest radością mojego życia.


    Mój mąż Keith, daje mi miłość, pasję oraz stabilizację, które pozwalają mi być sobą i robić tak wiele rzeczy, czasem niemądrych, jak na przykład pisanie pięćsetstronicowej książki o matematyce i sztucznej inteligencji. Kocham Cię.


    Moja siostra Rasha, jest moją bratnią duszą. To mówi wszystko.


    Mój brat Haitham sprzeciwił się wszystkim naszym normom kulturowym i tradycjom, aby mnie wesprzeć.


    Pamięci mojego wujka Omara Zeina, który także uczył mnie filozofii i dzięki któremu zakochałam się w tajemnicach ludzkiego umysłu.


    Moi przyjaciele Sharon i Jamie pozwolili mi napisać ogromne fragmenty tej książki w swoim domu i byli świetnymi redaktorami, gdy tylko o to poprosiłam.


    Mój przyjaciel na całe życie, Oren, oprócz tego, że jest jednym z najlepszych przyjaciół, jakich można sobie wymarzyć, zgodził się przeczytać i zrecenzować tę książkę.


    Mój przyjaciel Huan Nguyen (https://en.wikipedia.org/wiki/Huan_Nguyen), którego historia powinna być osobną książką, również poświęcił czas na przeczytanie i zrecenzowanie tej książki. Dziękuję, admirale.


    Mój przyjaciel i współpracownik John Webb przeczytał każdy rozdział słowo po słowie i przedstawił swoje nieocenione poglądy na czystą matematykę.


    Moi cudowni przyjaciele: Deb, Pankaj, Jamie, Tamara, Sajid, Jamil, Jen, Mattias i Karen — jesteście częścią mojej rodziny. Kocham dzielić z Wami życie.


    Moim mentorom Robertowi Kohnowi (New York University) i Johnowi Schotlandowi (Yale University) zawdzięczam osiągnięcie wielu kamieni milowych w mojej karierze. Wiele się od Was nauczyłam.


    Pamięci Petera, którego wpływ był monumentalny i który na zawsze będzie mnie inspirował.


    Recenzenci tej książki pomimo napiętych harmonogramów poświęcili czas i uwagę, aby uczynić ją znacznie lepszą. Dziękuję za Waszą ogromną wiedzę i przedstawienie mi unikatowych perspektyw z wielu różnych dziedzin.


    Kelnerzy i kelnerki w wielu miastach świata tolerowali moje siedzenie godzinami przy laptopie w ich restauracjach, gdy pisałam tę książkę. Dostałam od Was mnóstwo energii i radości.


    Moje niesamowite, cierpliwe, pogodne i zawsze wspierające redaktorki to Angela Rufino i Kristen Brown.

  


  
    Rozdział 1

    Dlaczego warto poznać matematykę zarządzającą sztuczną inteligencją?


    Dopiero gdy ktoś powiedział: „To jest inteligentne”,

    przestałam szukać i zwróciłam na to uwagę.


    — H.


    Sztuczna inteligencja (ang. artifficial intelligence — AI) już jest dostępna. Przenika wiele aspektów naszego życia i jest coraz częściej wykorzystywana do podejmowania bardzo ważnych decyzji. Wkrótce będzie wykorzystywana w każdym sektorze społeczeństwa do wykonywania większości codziennych zadań. Technologia rozwija się bardzo szybko, a pokładane w nią inwestycje gwałtownie rosną. Jednocześnie może nam się wydawać, że znaleźliśmy się w samym środku szaleństwa związanego ze sztuczną inteligencją. O nowych osiągnięciach w dziedzinie sztucznej inteligencji słyszymy prawie każdego dnia. Sztuczna inteligencja pokonuje najlepszego ludzkiego gracza w grze go. Sztuczna inteligencja radzi sobie lepiej niż ludzki wzrok w zadaniach klasyfikacyjnych. Sztuczna inteligencja wykonuje podróbki łudząco przypominające oryginał. Sztuczna inteligencja generuje dane na potrzeby fizyki cząstek. Sztuczna inteligencja rozwiązuje trudne cząstkowe równania różniczkowe, które modelują naturalne zjawiska na świecie. Po drogach już jeżdżą autonomiczne samochody. W niektórych częściach świata w powietrzu unoszą się drony dostawcze.


    Słyszymy również o pozornie nieograniczonym potencjale sztucznej inteligencji. Sztuczna inteligencja zrewolucjonizuje opiekę zdrowotną i edukację. Sztuczna inteligencja wyeliminuje głód na świecie. Sztuczna inteligencja będzie walczyć ze zmianami klimatycznymi. Sztuczna inteligencja uratuje zagrożone gatunki. Sztuczna inteligencja będzie walczyć z chorobami. Sztuczna inteligencja zoptymalizuje łańcuch dostaw. Sztuczna inteligencja odkryje początki życia. Sztuczna inteligencja stworzy mapę obserwowalnego wszechświata. Będziemy żyć w inteligentnych domach i miastach. W końcu wkroczymy na terytorium science fiction. Ludzie będą przesyłać zawartość swoich mózgów do komputerów. Ludzie zaczną być ulepszani przez sztuczną inteligencję. Na koniec pojawiają się głosy strachu i sceptycyzmu: sztuczna inteligencja przejmie władzę i zniszczy ludzkość.


    W tym szaleństwie, w którym zacierają się granice między rzeczywistością, spekulacjami, przesadą, aspiracjami i czystą fikcją, trzeba zacząć od zdefiniowania sztucznej inteligencji, przynajmniej w kontekście tej książki. Następnie omówię niektóre z jej ograniczeń, opowiem, dokąd zmierza, i przygotuję grunt pod prezentację reguł matematycznych stosowanych we współczesnej sztucznej inteligencji. Mam nadzieję, że zrozumienie reguł matematycznych stojących za sztuczną inteligencją pozwoli Ci spojrzeć na ten temat ze stosunkowo głębokiej perspektywy, a zacierające się granice pomiędzy fikcją, rzeczywistością i wszystkim, co znajduje się pomiędzy, staną się wyraźniejsze. Poznasz również najważniejsze pojęcia stojące za najnowocześniejszą matematyką w sztucznej inteligencji. Dzięki temu zyskasz pewność siebie niezbędną do korzystania z systemów sztucznej inteligencji, ulepszania ich, a nawet tworzenia zupełnie nowych.


    Czym jest sztuczna inteligencja?


    Nie spotkałam się jeszcze z jednolitą definicją sztucznej inteligencji. Gdybyśmy zadali to pytanie dwóm ekspertom w dziedzinie sztucznej inteligencji, usłyszelibyśmy dwie różne odpowiedzi. Nawet gdybyśmy zapytali tego samego eksperta w dwa różne dni, moglibyśmy usłyszeć dwie różne definicje. Powodem tej niespójności i pozornej niezdolności do zdefiniowania AI jest brak jasności co do definicji pojęcia kryjącego się za literą I w skrócie AI. Czym jest inteligencja? Co sprawia, że my, ludzie, jesteśmy unikatowi? Co sprawia, że jesteśmy świadomi własnego istnienia? W jaki sposób neurony w naszym mózgu agregują drobne impulsy elektryczne i przekładają je na obrazy, dźwięki, uczucia i myśli? To bardzo obszerne tematy, które od wieków fascynują filozofów, antropologów i neuronaukowców. W tej książce nie będę próbowała opisywać tych zagadnień. Zajmę się jednak sztuczną inteligencją w kategoriach agentów AI. W 2022 r. agentem AI może być komponent, który charakteryzuje się jedną bądź większą liczbą następujących cech:


    
      	Agent AI może być czystym oprogramowaniem lub mieć postać robota.


      	Agent AI może być nastawiony na konkretne zadanie lub może być uniwersalnym agentem eksplorującym swoje środowisko, manipulującym nim i budującym wiedzę zarówno z określonym celem, jak i bez niego.


      	Agent AI uczy się przez doświadczenie, co oznacza, że staje się lepszy w wykonywaniu zadania w miarę zdobywania większej praktyki w wykonywaniu tego zadania.


      	Agent AI obserwuje swoje środowisko, a następnie buduje, aktualizuje i (lub) rozwija model tego środowiska.


      	Agent AI obserwuje środowisko, modeluje, analizuje i podejmuje decyzje, które prowadzą do osiągnięcia postawionego celu. Cel może być wstępnie zdefiniowany i stały lub zmienny oraz może się zmieniać w miarę wprowadzania nowych danych.


      	Agent AI rozumie przyczynę i skutek oraz potrafi odróżnić wzorce od przyczyn.

    


    Ilekroć model matematyczny sztucznej inteligencji będzie inspirowany sposobem działania ludzkiego mózgu, będę wskazywała na analogię, a tym samym będę porównywać sztuczną inteligencję z ludzką bez konieczności definiowania którejkolwiek z nich. Wprawdzie dzisiejsza sztuczna inteligencja, z wyjątkiem określonych zadań, takich jak klasyfikacja obrazów, AlphaGo itp., w żaden sposób nie może równać się ludzkiej, to jednak wiele ludzkich mózgów zajęło się w ostatnich latach opracowywaniem modeli sztucznej inteligencji, więc dziedzina ta z pewnością będzie się rozwijać, a w nadchodzących latach można oczekiwać w niej przełomowych osiągnięć.


    Warto również zwrócić uwagę, że niektórzy używają terminów sztuczna inteligencja, uczenie maszynowe i nauka o danych zamiennie. Te trzy dziedziny nakładają się na siebie, ale nie są tym samym. Czwartym bardzo ważnym, ale nieco mniej nagłośnionym obszarem jest robotyka, w której części fizyczne i umiejętności motoryczne muszą być zintegrowane z procesami uczenia się i rozumowania. Trzeba zatem połączyć inżynierię mechaniczną, elektrotechnikę i bioinżynierię z informatyką. Oto jeden z uproszczonych sposobów myślenia o wzajemnych powiązaniach między tymi dziedzinami: dane napędzają algorytmy uczenia maszynowego, które z kolei zasilają wiele popularnych systemów sztucznej inteligencji i (lub) robotyki. Matematyka opisana w tej książce jest przydatna w różnych proporcjach we wszystkich czterech dziedzinach.


    Dlaczego sztuczna inteligencja jest dziś tak popularna?


    W ciągu ostatniej dekady sztuczna inteligencja zyskała popularność na całym świecie dzięki udanemu połączeniu następujących czynników:


    Generowanie i digitalizacja ogromnych ilości danych


    Mogą to być dane tekstowe, obrazy, filmy, dokumentacja medyczna, dane dotyczące handlu elektronicznego oraz czujników. Dzięki ciągłemu strumieniowemu przesyłaniu ogromnych ilości danych bardzo istotną rolę odegrały tu media społecznościowe i internet rzeczy.


    Coraz większa moc obliczeniowa komputerów


    Wynika z coraz większej popularności przetwarzania równoległego i rozproszonego, a także innowacji w sprzęcie, umożliwiających wydajne i stosunkowo tanie przetwarzanie dużych ilości złożonych, ustrukturyzowanych i nieustrukturyzowanych danych.


    Skuteczne zastosowanie sieci neuronowych w nadawaniu sensu dużym zbiorom danych


    Sztuczna inteligencja przewyższyła ludzką wydajność w niektórych zadaniach, np. rozpoznawaniu obrazu lub grze w go. Wygranie przez AlexNet (https://en.wikipedia.org/wiki/AlexNet) ImageNet Large Scale Visual Recognition Challenge (https://www.image-net.org/challenges/LSVRC/) w 2012 roku pobudziło niezliczoną ilość aktywności w konwolucyjnych sieciach neuronowych (wspieranych przez układy GPU), a w 2015 roku model PReLU-Net (ResNet, https://arxiv.org/abs/1512.03385) jako pierwszy przewyższył ludzi w klasyfikacji obrazów.


    Na podstawie tych faktów można wyraźnie zobaczyć, że dzisiejsza sztuczna inteligencja nie jest tym samym co sztuczna inteligencja znana z literatury science fiction. Współczesna sztuczna inteligencja koncentruje się na dużych zbiorach danych (wszelkiego rodzaju danych), algorytmach uczenia maszynowego i jest ukierunkowana na wyjątkowo dobre wykonywanie jednego zadania, a nie na rozwijanie i dostosowywanie różnych typów inteligencji i celów w odpowiedzi na otaczające środowisko.


    Co potrafi sztuczna inteligencja?


    Istnieje znacznie więcej obszarów i branż, w których sztuczna inteligencja może być z powodzeniem stosowana, niż ekspertów w dziedzinie sztucznej inteligencji, którzy są dobrze przygotowani do odpowiedzi na tę stale rosnącą potrzebę. Ludzie zawsze dążyli do automatyzacji procesów, a sztuczna inteligencja wydaje się obiecującym mechanizmem, który może to osiągnąć na masową skalę. Duże i małe firmy dysponują dużą ilością surowych danych, które po przeanalizowaniu mogłyby być przekształcone we wnioski dotyczące zysków, optymalnych strategii i alokacji zasobów. W służbie zdrowia występuje poważny niedobór lekarzy, a sztuczna inteligencja ma w niej niezliczone zastosowania i nieograniczony potencjał. Światowe systemy finansowe, giełdy i sektor bankowy zawsze w dużym stopniu polegały na zdolności do formułowania dobrych prognoz i ogromnie cierpiały w sytuacjach, gdy te prognozy się nie sprawdzały. Dzięki wzrostowi mocy obliczeniowej komputerów poczyniono znaczące postępy w badaniach naukowych. Dziś wkraczamy w nowy etap: postęp w sztucznej inteligencji umożliwia obliczenia na skalę, która jeszcze kilkadziesiąt lat temu wydawała się niemożliwa do osiągnięcia.


    Wydajne systemy i działania są potrzebne wszędzie — począwszy od sieci energetycznych, transportu i łańcucha dostaw, po ochronę lasów i dzikiej przyrody, walkę z głodem na świecie, chorobami i zmianami klimatycznymi. Automatyzacja jest pożądana nawet w samej sztucznej inteligencji. Oczekuje się, aby system sztucznej inteligencji spontanicznie decydował o optymalnych potokach, algorytmach i parametrach, łatwo uzyskiwał pożądane wyniki dla wybranych zadań oraz by dzięki temu można było całkowicie wyeliminować potrzebę nadzoru człowieka.


    Specyficzne zadania agenta AI


    Podczas opisywania reguł matematycznych w tej książce skupię się na popularnych obszarach zastosowań sztucznej inteligencji w kontekście określonych zadań agenta sztucznej inteligencji. Niemniej jednak prezentowane pojęcia i techniki matematyczne można łatwo przenieść do innych dziedzin zastosowań. Powodem tej pozornej łatwości i szerokiego zastosowania jest faza sztucznej inteligencji, w której obecnie się znajdujemy — czyli jej wdrażanie. Chodzi o to, że najważniejsze pomysły na rozwiązanie określonych zadań zostały już opracowane i wystarczy je trochę dostroić, aby można je było wdrożyć w różnych branżach i dziedzinach. Oto tematy i (lub) zadania związane z AI, którymi zajmę się w tej książce:


    Dane symulowane i rzeczywiste


    Agent AI przetwarza dane, dostarcza wniosków i na podstawie tych danych podejmuje decyzje (z wykorzystaniem reguł matematyki i algorytmów).


    Kora nowa (ang. neocortex)


    Sieci neuronowe w sztucznej inteligencji są wzorowane na korze nowej, czyli tzw. nowym mózgu. Jest to część mózgu odpowiedzialna za ważne funkcje, takie jak percepcja, pamięć, myślenie abstrakcyjne, język, dobrowolne działania fizyczne, podejmowanie decyzji, wyobraźnia i świadomość. Kora nowa ma wiele warstw, z których sześć jest najbardziej charakterystycznych. Jest elastyczna i wykazuje ogromne zdolności uczenia się. Poniżej kory nowej znajduje się stary mózg (ang. old brain) i mózg gadzi (ang. reptilian brain), które są odpowiedzialne za emocje oraz bardziej podstawowe i prymitywne funkcje przetrwania, tzn. oddychanie, bicie serca, strach, agresję, popęd seksualny itd. Stary mózg rejestruje działania i doświadczenia, które prowadzą do pozytywnych lub niekorzystnych uczuć. Tworzy pamięć emocjonalną, która wpływa na zachowanie i przyszłe działania. Agent AI w bardzo prosty sposób emuluje korę nową, a czasem stary mózg.


    Komputerowe przetwarzanie obrazów


    Agent AI wyczuwa i rozpoznaje swoje otoczenie za pomocą kamer, czujników itp. Zagląda do wszystkiego, od codziennych zdjęć i filmów, poprzez skany rezonansu magnetycznego, aż po obrazy odległych galaktyk.


    Przetwarzanie języka naturalnego


    Agent AI komunikuje się ze swoim środowiskiem i automatyzuje żmudne i czasochłonne zadania, takie jak tworzenie streszczeń tekstu, tłumaczenia na różne języki, analiza nastrojów, klasyfikacja i ranking dokumentów, dodawanie podpisów do obrazów i czatowanie z użytkownikami.


    Systemy finansowe


    Agent AI wykrywa oszustwa w codziennych transakcjach, ocenia ryzyko kredytowe i zapewnia 24-godzinną informację zwrotną oraz wnioski dotyczące nawyków finansowych badanego.


    Sieci i grafy


    Agent AI przetwarza dane sieciowe i dane grafów, takie jak sieci społeczne w świecie zwierząt, sieci infrastrukturalne, sieci współpracy zawodowej, sieci gospodarcze, sieci transportowe, sieci biologiczne i wiele innych.


    Media społecznościowe


    Agent AI może podziękować mediom społecznościowym za dostarczenie dużej ilości danych niezbędnych do jego uczenia się. W zamian agent AI próbuje scharakteryzować użytkowników mediów społecznościowych, identyfikując ich wzorce, zachowania i aktywne sieci.


    Łańcuch dostaw


    Agent AI jest ekspertem w optymalizacji. Pomaga przewidzieć optymalne zapotrzebowanie na zasoby i strategie alokacji na każdym poziomie łańcucha produkcyjnego. Potrafi również znaleźć sposoby na położenie kresu głodowi na świecie.


    Harmonogram i personel


    Agent AI ułatwia wykonywanie codziennych działań.


    Prognozy pogody


    Agent AI rozwiązuje cząstkowe równania różniczkowe stosowane w prognozowaniu i przewidywaniu pogody.


    Zmiany klimatu


    Agent AI próbuje walczyć ze zmianami klimatycznymi.


    Edukacja


    Agent AI zapewnia spersonalizowane doświadczenia edukacyjne.


    Etyka


    Agent AI stara się działać uczciwie, sprawiedliwie, zapewniać równość szans (ang. inclusive), przejrzyście, bezstronnie oraz dąży do zapewnienia bezpieczeństwa danych i prywatności.


    Jakie są ograniczenia sztucznej inteligencji?


    Oprócz imponujących osiągnięć sztucznej inteligencji i potencjału ulepszenia lub zrewolucjonizowania całych gałęzi przemysłu istnieją pewne realne ograniczenia, które ta dziedzina musi pokonać. Wśród najważniejszych ograniczeń można wymienić następujące:


    Inteligencja


    Obecna sztuczna inteligencja nawet w najmniejszym stopniu nie jest bliska inteligencji w takim sensie, w jakim rozumie się inteligencję ludzką. Chociaż sztuczna inteligencja przewyższa ludzi w niezliczonych zadaniach, nie potrafi w naturalny sposób przełączać się pomiędzy zadaniami i dostosowywać do nowych zadań. Na przykład system sztucznej inteligencji przeszkolony w zakresie rozpoznawania ludzi na obrazach bez przeszkolenia nie będzie w stanie rozpoznać kotów, a bez zmiany swojej architektury i algorytmów nie będzie potrafił wygenerować tekstu. W kontekście trzech typów sztucznej inteligencji dotychczas tylko częściowo udało się osiągnąć sztuczną wąską inteligencję (ang. artificial narrow intelligence) i ma ona ograniczony zakres możliwości. Nie osiągnęliśmy ani ogólnej sztucznej inteligencji (ang. artificial general intelligence) dorównującej ludzkim możliwościom, ani sztucznej superinteligencji (ang. artificial super intelligence), która byłaby potężniejsza od inteligencji ludzkiej. Co więcej, dzisiejsze komputery nie są w stanie doświadczyć żadnej z pięknych ludzkich emocji, takich jak miłość, bliskość, szczęście, duma, godność, troska, smutek, strata i wiele innych. Naśladowanie emocji to coś innego niż doświadczanie ich i autentyczne przeżywanie. W tym sensie maszyny nie zastąpią człowieka.


    Duże ilości oznaczonych danych


    Najpopularniejsze aplikacje AI wymagają dużych ilości oznaczonych danych, na przykład obrazy z rezonansu magnetycznego mogą być oznaczone jako „rak” lub „nierak”, filmy z YouTube’a mogą być oznaczone jako „bezpieczne dla dzieci” lub „niebezpieczne”, natomiast ceny domów mogą być dostępne wraz z dzielnicą domu i liczbą sypialni, średnim dochodem rodziny i innymi cechami — w tym przypadku etykietą jest cena domu. Ograniczenie polega na tym, że dane wymagane do szkolenia systemu zwykle nie są łatwo dostępne, a ich uzyskanie, oznakowanie, utrzymywanie lub przechowywanie nie są tanie. Znaczna ilość danych jest poufna, niezorganizowana, nieustrukturyzowana, stronnicza, niekompletna i nieoznaczona. Pozyskiwanie danych, ich selekcja, wstępne przetwarzanie i oznaczanie etykietami stają się głównymi przeszkodami wymagającymi dużych inwestycji czasu i zasobów.


    Wiele metod i hiperparametrów


    Czasami istnieje wiele metod lub algorytmów umożliwiających wykonanie określonego zadania AI. Każde zadanie, zbiór danych i (lub) algorytm ma parametry zwane hiperparametrami, które można dostrajać podczas implementacji. Nie zawsze łatwo jest wskazać, jakie są najlepsze wartości tych hiperparametrów. Różnorodność metod i hiperparametrów dostępnych do rozwiązania konkretnego zadania AI oznacza, że różne metody mogą dawać skrajnie różne wyniki, a to od ludzi zależy, na których metodach się opierają. W niektórych zastosowaniach, np. w przypadku wyboru stylu ubioru dla konkretnego klienta, rozbieżności te mogą być nieistotne. W innych obszarach decyzje oparte na sztucznej inteligencji mogą zmienić życie: pacjent zostaje poinformowany, że nie cierpi na określoną chorobę, choć w rzeczywistości tak jest; osadzony zostaje błędnie uznany za osobę z dużym prawdopodobieństwem ponownego popełnienia przestępstwa, w wyniku czego odmówiono mu zwolnienia warunkowego; lub pożyczka zostanie odrzucona dla wykwalifikowanej osoby. Trwają badania nad sposobami rozwiązania tych problemów. W tej książce będę je omawiać.


    Ograniczenia zasobów


    Ludzkie zdolności i potencjał są ograniczone do mocy naszego mózgu, możliwości naszych ciał biologicznych oraz zasobów dostępnych na Ziemi i we wszechświecie, którymi jesteśmy w stanie manipulować. Są one ponownie ograniczone mocą i pojemnością naszych mózgów. Systemy AI są podobnie ograniczone mocą obliczeniową i możliwościami sprzętowymi systemów obsługujących oprogramowanie AI. Ostatnie badania sugerują, że głębokie uczenie się wymagające dużej mocy obliczeniowej zbliża się do granic swoich możliwości obliczeniowych i potrzebne są nowe pomysły, aby ulepszyć algorytm i wydajność sprzętu lub odkryć zupełnie nowe metody. Postęp w sztucznej inteligencji w dużej mierze zależy od dużego wzrostu mocy obliczeniowej. Moc ta nie jest jednak nieograniczona, jest niezwykle kosztowna w przypadku dużych systemów przetwarzających ogromne zbiory danych — na przykład moc wymagana do obsługi i chłodzenia hurtowni danych i poszczególnych urządzeń oraz utrzymywania połączenia z chmurą itp. — i powoduje znaczny ślad węglowy, którego nie można zignorować. Co więcej, dane i oprogramowanie algorytmiczne nie istnieją w próżni. Urządzenia takie jak komputery, telefony, tablety, baterie oraz magazyny i systemy potrzebne do przechowywania, przesyłania i przetwarzania danych oraz algorytmów są wykonane z prawdziwych materiałów fizycznych zebranych z Ziemi. Wytworzenie niektórych z tych materiałów zajęło Ziemi miliony lat, a nie ma nieskończonych zasobów niezbędnych do utrzymania tych technologii w nieskończoność.


    Koszty bezpieczeństwa


    Bezpieczeństwo, prywatność i ataki kontradyktoryjne pozostają głównymi problemami sztucznej inteligencji, zwłaszcza w obliczu pojawienia się wzajemnie połączonych systemów. Wiele badań i zasobów przeznacza się na rozwiązanie tych ważnych problemów. Ponieważ większość obecnej sztucznej inteligencji to oprogramowanie, a większość danych ma charakter cyfrowy, wyścig zbrojeń w tej dziedzinie nigdy się nie kończy. Oznacza to, że systemy sztucznej inteligencji muszą być stale monitorowane i aktualizowane, co wymaga zatrudnienia drogich specjalistów w dziedzinie sztucznej inteligencji i cyberbezpieczeństwa, prawdopodobnie za cenę, która przeczy pierwotnemu celowi automatyzacji na dużą skalę.


    Szersze skutki


    Jak dotąd branże zajmujące się badaniami i wdrażaniem sztucznej inteligencji postrzegały siebie jako nieco oddzielone od konsekwencji ekonomicznych, społecznych i bezpieczeństwa swoich zaawansowanych technologii. Zwykle te implikacje etyczne, społeczne i związane z bezpieczeństwem pracy nad sztuczną inteligencją są uznawane za ważne i wymagające uwagi, ale wykraczające poza zakres samej pracy. W miarę jak sztuczna inteligencja staje się coraz powszechniej stosowana, a jej wpływ na strukturę i charakter społeczeństwa, rynki i potencjalne zagrożenia staje się coraz bardziej odczuwalny, dziedzina ta jako całość musi w coraz większym stopniu skupiać się na kwestiach o pierwszorzędnym znaczeniu. W tym sensie społeczność pracująca nad sztuczną inteligencją ma ograniczone zasoby, które może przeznaczyć na zajęcie się szerszymi skutkami implementacji i wdrażania nowych technologii.


    Co się stanie, gdy systemy AI zawiodą?


    Bardzo ważną częścią uczenia się o sztucznej inteligencji jest poznawanie związanych z nią incydentów i niepowodzeń. Pomaga to przewidzieć skutki niepowodzeń i uniknąć podobnych przypadków podczas projektowania własnych systemów sztucznej inteligencji przed ich wdrożeniem. Konsekwencje awarii systemu sztucznej inteligencji po jego wdrożeniu mogą być wyjątkowo niepożądane, niebezpieczne, a nawet powodować skutki śmiertelne.


    Jedno z internetowych repozytoriów AI Incident Database (https://incidentdatabase.ai), zwane bazą danych incydentów AI, zawiera ponad tysiąc takich incydentów. Oto kilka przykładów z tej witryny:


    
      	Autonomiczny samochód zabił pieszego.


      	Samochody autonomiczne straciły kontakt z serwerem swojej firmy na pełne 20 minut i wszystkie natychmiast zatrzymały się na ulicach San Francisco (28 czerwca i 18 maja 2022 r.).


      	Algorytm obsługi giełdy spowodował błyskawiczny krach (ang. flash crash), w wyniku którego pomiędzy stronami zostało automatycznie przelanych wiele miliardów dolarów.


      	System rozpoznawania twarzy spowodował aresztowanie niewinnej osoby.


      	Niesławny chatbot Tay firmy Microsoft został wyłączony zaledwie 16 godzin po jego opublikowaniu, ponieważ szybko nauczył się obraźliwych, rasistowskich i podżegających do nienawiści uwag i opublikował je na Twitterze.

    


    Tego rodzaju niekorzystne skutki można złagodzić, ale wymaga to dokładnego zrozumienia działania tych systemów na wszystkich poziomach produkcji, a także środowiska i użytkowników, dla których są one wdrażane. Kluczowym krokiem w tym wymagającym procesie jest zrozumienie reguł matematycznych rządzących sztuczną inteligencją.


    Dokąd zmierza sztuczna inteligencja?


    Aby móc powiedzieć lub spekulować, dokąd zmierza sztuczna inteligencja, najlepiej przypomnieć sobie pierwotny cel tej dziedziny: naśladowanie ludzkiej inteligencji. Dziedzina ta powstała w latach 50. ubiegłego wieku. Analiza zmian, jakie w niej zaszły na przestrzeni ostatnich siedemdziesięciu lat, może powiedzieć coś o jej przyszłym kierunku. Co więcej, studiowanie historii tej dziedziny i jej trendów pozwala spojrzeć na sztuczną inteligencję z lotu ptaka. W ten sposób można umieścić wszystko w odpowiednim kontekście i uzyskać lepszą perspektywę. Dzięki temu nauka matematyki związanej ze sztuczną inteligencją będzie mniej przytłaczającym doświadczeniem. Poniżej zamieściłam bardzo krótki, nietechniczny przegląd ewolucji sztucznej inteligencji i jej ostatecznego wyłonienia się na światło dzienne dzięki niedawnemu imponującemu postępowi w zakresie uczenia głębokiego.


    Na początku badania nad sztuczną inteligencją próbowały naśladować inteligencję z wykorzystaniem reguł i logiki. Pomysł był taki, aby przekazać komputerom fakty i logiczne zasady rozumowania na temat tych faktów (przykłady takiej logicznej struktury zobaczymy w rozdziale 12.). Nie kładziono nacisku na proces uczenia się. Problem w tym przypadku polega na tym, że przechwycenie ludzkiej wiedzy wymaga wprowadzenia zbyt wielu zasad i ograniczeń, aby programista mógł je zastosować. Z tego względu takie podejście wydawało się niewykonalne.


    Pod koniec lat 90. ubiegłego wieku i na początku wieku XXI popularne stały się różne metody uczenia maszynowego. Zamiast programować reguły, wyciągać wnioski i podejmować decyzje na podstawie tych zaprogramowanych reguł, uczenie maszynowe wnioskuje reguły na podstawie danych. Im więcej danych jest w stanie obsłużyć i przetworzyć system uczenia maszynowego, tym lepsza jest jego wydajność. Głównymi celami stało się pozyskiwanie danych oraz zdobywanie możliwości ich przetwarzania i uczenia się na ich podstawie w sposób ekonomiczny i wydajny. Popularnymi algorytmami uczenia maszynowego w tamtym okresie były maszyny wektorów nośnych (ang. support vector machines), sieci Bayesa, algorytmy ewolucyjne, drzewa decyzyjne, lasy losowe, regresja, regresja logistyczna itp. Wspomniane algorytmy nadal są popularne.


    Po roku 2010, a w szczególności w roku 2012, po sukcesie konwolucyjnej sieci neuronowej AlexNet w rozpoznawaniu obrazów popularność zyskały różnorakie sieci neuronowe i systemy uczenia głębokiego.


    W ciągu ostatnich kilku lat, po sukcesie systemu AlphaGo firmy DeepMind — pokonaniu mistrza świata w bardzo skomplikowanej, starożytnej chińskiej grze go — popularność zyskały systemy uczenia się przez wzmacnianie (ang. reinforcement learning).


    Należy zwrócić uwagę, że powyższy rys historyczny jest bardzo przybliżony: regresja istnieje od czasów Legendre’a i Gaussa, czyli od początku XIX wieku, a pierwsze sztuczne neurony i sieci neuronowe powstały pod koniec lat 40. i na początku lat 50. XX wieku dzięki pracom neurofizjologa Warrena McCullocha, matematyka Waltera Pittsa oraz psychologów Donalda Hebba i Franka Rosenblatta. Test Turinga, pierwotnie nazywany grą naśladownictwa (ang. imitation game), został wprowadzony w 1950 roku przez Alana Turinga, informatyka, kryptoanalityka, matematyka i biologa teoretycznego, w jego artykule Computing Machinery and Intelligence (https://en.wikipedia.org/wiki/Computing_Machinery_and_Intelligence). Turing zaproponował definicję, zgodnie z którą maszyna posiada sztuczną inteligencję, jeśli jej reakcje są nie do odróżnienia od reakcji człowieka. Zatem maszynę uważa się za inteligentną, jeśli jest w stanie naśladować ludzkie reakcje. Jednakże definicja inteligencji przyjęta w teście Turinga dla osoby spoza dziedziny informatyki może wydawać się ograniczona. Zastanawiam się, czy test Turinga mógł niechcący ograniczyć cele lub zmienić kierunek badań nad sztuczną inteligencją.


    Mimo że maszyny są w stanie naśladować ludzką inteligencję w niektórych konkretnych zadaniach, pierwotny cel, jakim jest odtworzenie ludzkiej inteligencji, nie został jeszcze osiągnięty. Można więc bezpiecznie założyć, że w tym kierunku zmierza dziedzina, nawet jeśli może się to wiązać z ponownym odkrywaniem starych pomysłów lub wymyślaniem zupełnie nowych. Obecny poziom inwestycji w tym obszarze, w połączeniu z eksplozją badań i zainteresowaniem publicznym, z pewnością doprowadzi do nowych przełomów. Niemniej jednak wcześniejsze przełomy wynikające z najnowszych osiągnięć w dziedzinie sztucznej inteligencji już zrewolucjonizowały całe branże chcące wdrażać te technologie. Współczesne osiągnięcia sztucznej inteligencji obejmują wiele ważnych zagadnień matematycznych, które będziemy badać w tej książce.


    Kim są obecni główni twórcy w dziedzinie sztucznej inteligencji?


    Główny wyścig prac badawczych nad sztuczną inteligencją toczył się pomiędzy Stanami Zjednoczonymi, Europą i Chinami. Do światowych liderów branży technologicznej należą Google i jej spółka matka Alphabet, a także firmy Amazon, Facebook, Microsoft, Nvidia i IBM w Stanach Zjednoczonych, DeepMind w Wielkiej Brytanii i Stanach Zjednoczonych (należąca do firmy Alphabet) oraz Baidu i Tencenta w Chinach. Są również ważni twórcy ze świata akademickiego, ale jest ich zbyt wielu, aby można ich było wymienić. Jeśli jesteś nowicjuszem w tej dziedzinie, powinieneś znać nazwiska wielkich graczy, ich historię i wkład, a także rodzaje celów, które obecnie realizują. Powinieneś także poznać ewentualne kontrowersje dotyczące ich pracy. Ta wiedza ogólna przydaje się podczas poruszania się po dziedzinie sztucznej inteligencji i zdobywania nowych doświadczeń.


    Jakie obliczenia matematyczne są zwykle stosowane w sztucznej inteligencji?


    Jakie dziedziny i pojęcia przychodzą Ci na myśl, kiedy wypowiadam słowo „matematyka”?


    Niezależnie od tego, czy jesteś ekspertem w dziedzinie matematyki, czy początkującym, niezależnie od dziedziny matematyki, która przyszła Ci do głowy, gdy starałeś się odpowiedzieć na to pytanie, najprawdopodobniej ta dziedzina w jakiś sposób wiąże się ze sztuczną inteligencją. Oto powszechnie wykorzystywana lista dziedzin matematyki najbardziej przydatnych do wdrażania sztucznej inteligencji: rachunek różniczkowy, algebra liniowa, optymalizacja, prawdopodobieństwo i statystyka. Nie musisz jednak być ekspertem we wszystkich tych dziedzinach, aby odnieść sukces w sztucznej inteligencji. Potrzebujesz natomiast głębokiego zrozumienia pewnych przydatnych tematów zaczerpniętych z tych dziedzin matematycznych. W zależności od konkretnego obszaru zastosowań możesz potrzebować wiedzy dotyczącej specjalnych tematów z teorii macierzy losowych, teorii grafów, teorii gier, równań różniczkowych i badań operacyjnych.


    W tej książce omówię te zagadnienia bez konieczności tworzenia podręcznika na temat każdego z nich. Zastosowanie sztucznej inteligencji i jej implementacja to tematy jednoczące te zróżnicowane i ściśle ze sobą powiązane dziedziny matematyki. Przez stosowanie takiego podejścia mogłabym urazić niektórych ekspertów w dziedzinie matematyki, uprościć wiele technicznych definicji lub pominąć całe twierdzenia i drobne niuanse. Równie dobrze mogłabym jednak urazić ekspertów w dziedzinie sztucznej inteligencji lub wyspecjalizowanych branż, gdybym pominęła szczegóły dotyczące niektórych zastosowań i implementacji. Celem tej książki jest jednak to, aby była prosta i czytelna, a jednocześnie by obejmowała większość tematów matematycznych ważnych w zastosowaniach sztucznej inteligencji. Zainteresowani czytelnicy, którzy chcą dokładniej zagłębić się w matematykę lub dziedzinę sztucznej inteligencji, mogą przeczytać dodatkowe książki dotyczące konkretnego obszaru, na którym chcieliby się skupić. Mam nadzieję, że ta książka będzie zwięzłym podsumowaniem i dokładnym przeglądem potrzebnej wiedzy, dzięki czemu czytelnik będzie mógł później bez obaw zagłębić się w dowolną dziedzinę matematyki lub obszar zastosowań sztucznej inteligencji, które go zainteresują.


    Podsumowanie i spojrzenie w przyszłość


    Ludzka inteligencja objawia się w percepcji, wizji, komunikacji za pomocą języka naturalnego, rozumowaniu, podejmowaniu decyzji, współpracy, empatii, modelowaniu i manipulowaniu otaczającym środowiskiem, przekazywaniu umiejętności i wiedzy pomiędzy populacjami i pokoleniami oraz uogólnianiu wrodzonych i wyuczonych umiejętności na nowe i niezbadane dziedziny. Sztuczna inteligencja dąży do odtworzenia wszystkich aspektów ludzkiej inteligencji. W obecnym stanie sztuczna inteligencja zajmuje się tylko jednym lub kilkoma aspektami inteligencji naraz. Pomimo tych ograniczeń sztuczna inteligencja była w stanie dokonać imponujących osiągnięć, takich jak modelowanie fałdowania białek i przewidywanie struktur białek, które są elementami budulcowymi życia. Konsekwencje tego jednego zastosowania sztucznej inteligencji (spośród wielu) dla zrozumienia natury życia i zwalczania wszelkiego rodzaju chorób są bardzo daleko idące.


    Gdy wkraczasz w dziedzinę sztucznej inteligencji, powinieneś pamiętać, który aspekt inteligencji rozwijasz lub wykorzystujesz. Czy to jest percepcja? Wizja? Język naturalny? Nawigacja? Kontrola? Rozumowanie? Po ustaleniu miejsca w dziedzinie sztucznej inteligencji, w którym się znajdujesz, z łatwością odpowiesz sobie na pytanie, na jakiej dziedzinie matematyki się skupić i dlaczego, ponieważ można to określić w sposób naturalny. Łatwo wówczas zapoznać się z metodami i narzędziami matematycznymi używanymi przez społeczność rozwijającą ten konkretny aspekt sztucznej inteligencji. Przepis w tej książce jest podobny dla wszystkich przypadków: najpierw typ i zastosowanie sztucznej inteligencji, potem matematyka.


    W tym rozdziale zajęłam się odpowiedziami na ogólne pytania. Czym jest sztuczna inteligencja? Co sztuczna inteligencja potrafi? Jakie są jej ograniczenia? Dokąd sztuczna inteligencja zmierza? Jak działa? Przeprowadziłam także krótki przegląd ważnych zastosowań sztucznej inteligencji, problemów zwykle napotykanych przez firmy próbujące zintegrować sztuczną inteligencję ze swoimi systemami, incydentów, które mają miejsce, gdy te systemy nie zostaną dobrze wdrożone, oraz dziedzin matematycznych zwykle potrzebnych do implementacji sztucznej inteligencji.


    W następnym rozdziale zagłębię się w dane i potwierdzę ich ścisły związek ze sztuczną inteligencją. Kiedy mówimy o danych, mówimy także o ich rozkładach, co prowadzi bezpośrednio do teorii prawdopodobieństwa i statystyki.

  


  
    Rozdział 2

    Dane, dane, dane


    Może gdybym wiedziała, skąd to wszystko się wzięło i dlaczego,

    wiedziałabym też, dokąd to wszystko zmierza i dlaczego.


    — H.


    Dane to paliwo napędzające większość systemów AI. Lektura tego rozdziału pozwala zrozumieć, dlaczego dane oraz metody wydobywania z nich informacji przydatnych i skłaniających do działania leżą w sercu sztucznej inteligencji percepcji (ang. perception AI).


    Sztuczna inteligencja percepcji opiera się na statystycznym uczeniu się na podstawie danych, gdzie agent AI lub maszyna obserwuje dane ze swojego otoczenia, a następnie wykrywa wzorce w tych danych, co pozwala mu lub jej wyciągać wnioski i (lub) podejmować decyzje.


    Sztuczna inteligencja percepcji różni się od trzech pozostałych, następujących typów systemów AI:


    Sztuczna inteligencja rozumowania (ang. understanding AI)


    Jeżeli system sztucznej inteligencji rozumie, że obraz, który sklasyfikował jako krzesło, pełni funkcję siedzenia, obraz, który sklasyfikował jako nowotwór, oznacza, że dana osoba jest chora i potrzebuje dalszej pomocy lekarskiej, lub rozumie, że z przeczytanego podręcznika na temat algebry liniowej można wyodrębnić przydatne informacje.


    Sztuczna inteligencja sterowania (ang. control AI)


    Dotyczy sterowania fizycznymi częściami agenta AI w celu poruszania się po przestrzeniach, otwierania drzwi, podawania kawy itp. Robotyka poczyniła w tej dziedzinie znaczny postęp. Trzeba wyposażyć roboty w „mózgi”, które zawierają sztuczną inteligencję percepcji i sztuczną inteligencję rozumowania, oraz połączyć je ze sztuczną inteligencją sterowania. W idealnym przypadku sztuczna inteligencja sterowania, podobnie jak u ludzi, uczy się na podstawie fizycznych interakcji z otoczeniem i przekazuje te informacje swoim systemom percepcji i rozumowania, które z kolei przekazują polecenia sterujące do systemów sterowania agentem.


    Sztuczna inteligencja świadomości (ang. awareness AI)


    Agent AI ma wewnętrzną świadomość podobną do ludzkiej. Ponieważ jeszcze nie wiemy, jak matematycznie zdefiniować świadomość, w tej książce w ogóle nie omawiam tego pojęcia.


    W idealnym przypadku prawdziwa ludzka inteligencja łączy w sobie wszystkie cztery aspekty: percepcję, rozumowanie, sterowanie i świadomość. Głównym tematem tego rozdziału i kilku następnych jest sztuczna inteligencja percepcji. Przypomnijmy, że sztuczna inteligencja i dane są ze sobą powiązane do tego stopnia, że obecnie powszechne, choć błędne, jest zamienne używanie terminów nauka o danych i sztuczna inteligencja.


    Dane dla AI


    U podstaw wielu popularnych modeli uczenia maszynowego, w tym niezwykle skutecznych sieci neuronowych, które w 2012 r. dzięki AlexNet ponownie zyskały powszechne zainteresowanie i przywróciły sztuczną inteligencję do centrum uwagi, leży bardzo prosty problem matematyczny:


    Dopasuj dany zestaw punktów danych do odpowiedniej funkcji (odwzorowującej wejście na wyjście), która przechwytuje ważne sygnały z danych i ignoruje szumy, a następnie zadbaj o to, aby ta funkcja dobrze działała na nowych danych.


    Złożoność i wyzwania wynikają jednak z różnych źródeł:


    Hipoteza i cechy


    Ani rzeczywista funkcja, która wygenerowała dane, ani wszystkie cechy, od których ona faktycznie zależy, nie są znane. Najpierw obserwujemy dane, a następnie próbujemy oszacować hipotetyczną funkcję, która je wygenerowała. Szukana funkcja próbuje ustalić te cechy danych, które są ważne dla naszych prognoz, klasyfikacji, decyzji lub ogólnych celów. Pokazuje również, w jaki sposób te cechy na siebie oddziałują w celu uzyskania zaobserwowanych wyników. Jedna z największych możliwości sztucznej inteligencji w tym kontekście polega na jej zdolności do wychwytywania subtelnych interakcji między cechami danych, których ludzie zwykle nie dostrzegają. Zazwyczaj jesteśmy bowiem bardzo dobrzy w obserwowaniu silnych cech, ale zdarza się nam przeoczyć bardziej subtelne. Ludzie potrafią na przykład łatwo stwierdzić, że miesięczny dochód danej osoby wpływa na jej zdolność do spłaty pożyczki, ale mogą nie zauważyć, że nietrywialny wpływ mogą mieć również na to codzienne dojazdy do pracy lub poranne czynności. Niektóre interakcje pomiędzy cechami, na przykład interakcje liniowe, są znacznie prostsze niż inne. Inne są bardziej złożone i mają charakter nieliniowy. Z matematycznego punktu widzenia niezależnie od tego, czy interakcje między cechami są proste (liniowe), czy złożone (nieliniowe), cel wciąż jest ten sam: znaleźć hipotetyczną funkcję, która pasuje do danych i jest w stanie dokonać dobrych prognoz na podstawie nowych danych. Pojawia się tu jednak dodatkowa komplikacja: istnieje wiele hipotetycznych funkcji, które mogą pasować do tego samego zbioru danych, skąd więc wiadomo, które z nich wybrać?


    Wydajność


    Nawet po obliczeniu hipotetycznej funkcji, która pasuje do danych, skąd mamy wiedzieć, czy będzie ona dobrze działać na nowych i niezaobserwowanych danych? Skąd mamy wiedzieć, jaki miernik wydajności wybrać i jak monitorować tę wydajność po wdrożeniu do produkcji? Nie wszystkie dane i scenariusze ze świata rzeczywistego docierają do nas z etykietą bazowej prawdy, dlatego nie da się łatwo zmierzyć, czy stworzony system sztucznej inteligencji radzi sobie dobrze i czy dokonuje poprawnych prognoz oraz podejmuje właściwe decyzje. Nie wiemy, względem czego mierzyć wyniki systemu AI. Gdyby dane i scenariusze z rzeczywistego świata były oznaczone etykietami bazowej prawdy, wszyscy stracilibyśmy zajęcie, ponieważ wiedzielibyśmy, co robić w każdej sytuacji, na Ziemi panowałby pokój i żylibyśmy długo i szczęśliwie (no niezupełnie, niestety to nie jest takie proste).


    Objętość


    Prawie wszystko w dziedzinie sztucznej inteligencji jest wielowymiarowe! Liczba egzemplarzy danych, zaobserwowanych cech i nieznanych wag do obliczenia jest liczona w milionach, a wymaganych etapów obliczeniowych — w miliardach. Jednym z głównych celów sztucznej inteligencji staje się skuteczne magazynowanie, przesyłanie, eksploracja, wstępne przetwarzanie, strukturyzacja i obliczenia na danych o takich objętościach. Ponadto badanie krajobrazu wykorzystywanych wielowymiarowych funkcji matematycznych jest nietrywialnym przedsięwzięciem.


    Struktura


    Większość danych, które tworzymy we współczesnym świecie, to dane nieustrukturyzowane. Nie są one zorganizowane w łatwe do odpytywania tabele zawierające pola oznaczone etykietami, takimi jak imiona i nazwiska, numery telefonów, płeć, wiek, kod pocztowy, ceny domów, poziomy dochodów itp. Nieustrukturyzowane dane są wszędzie — to wpisy w mediach społecznościowych, aktywności użytkowników, dokumenty Word, pliki PDF, obrazy, pliki audio i wideo, dane oprogramowania do współpracy, dane o ruchu drogowym, dane sejsmiczne lub pogodowe, GPS, ruchy wojsk, e-maile, komunikatory internetowe, dane z czatów mobilnych i wiele innych. Niektóre z tych przykładów, np. dane e-maili, można uznać za częściowo ustrukturyzowane. E-maile zawierają bowiem nagłówki z metadanymi dotyczącymi e-maila: Od, Do, Data, Godzina, Temat, Typ zawartości, Status spamu itp. Co więcej, duże ilości ważnych danych nie są dostępne w formacie cyfrowym i są pofragmentowane w wielu niepowiązanych ze sobą bazach danych. Przykładem mogą tu być historyczne dane wojskowe, archiwa muzealne i dokumentacja szpitalna. Obecnie obserwuje się ogromny postęp w kierunku cyfryzacji świata oraz wykorzystania większej liczby zastosowań sztucznej inteligencji. Ogólnie rzecz biorąc, łatwiej jest wyciągać wnioski z danych ustrukturyzowanych i oznaczonych etykietami niż z danych nieustrukturyzowanych. Wydobywanie nieustrukturyzowanych danych wymaga innowacyjnych technik, które obecnie stanowią siłę napędową w obszarach analityki danych, uczenia maszynowego i sztucznej inteligencji.


    Dane rzeczywiste a dane symulowane


    Podczas pracy z danymi bardzo ważne jest uświadomienie sobie różnicy między danymi rzeczywistymi, a danymi symulowanymi. Obydwa typy danych są niezwykle cenne dla ludzkich odkryć i postępu.


    Dane rzeczywiste


    Tego rodzaju dane są gromadzone poprzez obserwację świata rzeczywistego przy użyciu urządzeń pomiarowych, czujników, ankiet, ustrukturyzowanych formularzy, takich jak kwestionariusze medyczne, teleskopy, urządzenia do obrazowania, strony internetowe, giełdy, kontrolowane eksperymenty itp. Te dane z powodu niedokładności oraz błędów w metodach i instrumentach pomiarowych często są niedoskonałe i zaszumione. Z matematycznego punktu widzenia nie znamy dokładnej funkcji ani rozkładu prawdopodobieństwa, które wygenerowały rzeczywiste dane, ale korzystając z modeli, teorii i symulacji, możemy postawić na ten temat hipotezy. Następnie możemy przetestować modele i ostatecznie wykorzystać je do generowania prognoz.


    Dane symulowane


    Są to dane wygenerowane przy użyciu znanej funkcji lub pobrane losowo ze znanego rozkładu prawdopodobieństwa. W tym przypadku znamy funkcje matematyczne lub model i wprowadzamy do niego wartości liczbowe, aby wygenerować punkty danych. Przykładów jest mnóstwo: numeryczne rozwiązania cząstkowych równań różniczkowych modelujące wszelkiego rodzaju zjawiska naturalne we wszystkich skalach, np. przepływy turbulentne, składanie białek, dyfuzja ciepła, reakcje chemiczne, ruch planet, pęknięcia materiałów, ruch uliczny, a nawet ulepszanie animowanych filmów Disneya, np. symulacja naturalnego ruchu wody w Moanie czy ruch włosów Elsy w Krainie lodu.


    Aby zademonstrować różnicę między danymi rzeczywistymi a symulowanymi, w tym rozdziale przedstawię dwa przykłady danych dotyczących wzrostu i masy ciała człowieka. W pierwszym przykładzie odwiedzimy publiczną bazę danych online, następnie pobierzemy i przeanalizujemy dwa rzeczywiste zbiory danych zawierające pomiary wzrostu i masy ciała realnych osób. W drugim przykładzie symulujemy własny zbiór danych dotyczący wzrostu i masy ciała w oparciu o zaproponowaną funkcję: zakładamy, że waga danej osoby zależy liniowo od jej wzrostu. Oznacza to, że gdy zestawimy dane dotyczące masy ciała z danymi dotyczącymi wzrostu, spodziewamy się zobaczyć prosty lub płaski wzorzec.


    Modele matematyczne — liniowe kontra nieliniowe


    Zależności liniowe modelują „płaskie” elementy świata, takie jak jednowymiarowe linie proste, dwuwymiarowe płaskie powierzchnie (zwane płaszczyznami) i wielowymiarowe hiperpłaszczyzny. Wykres funkcji liniowej modelującej zależność liniową będzie zawsze płaski i nigdy się nie zakrzywi. Za każdym razem, gdy widzisz płaski obiekt, np. stół, pręt, sufit lub zbiór punktów danych skupionych wokół linii prostej lub płaskiej powierzchni, powinieneś wiedzieć, że reprezentująca je funkcja jest liniowa. Wszystko, co nie jest płaskie, jest nieliniowe, więc funkcje, których wykresy się zakrzywiają, są nieliniowe, a punkty danych gromadzące się wokół linii lub powierzchni krzywych są generowane przez funkcje nieliniowe.


    Wzór na funkcję liniową, przedstawiający liniową zależność wyniku funkcji od cech, czyli zmiennych, jest bardzo łatwy do zapisania. Cechy pojawiają się we wzorze samodzielnie, bez potęg czy pierwiastków, i nie są osadzone w żadnych innych funkcjach, takich jak mianowniki i liczniki ułamków, funkcje sinus i cosinus, wykładnicze, logarytmiczne czy inne funkcje rachunku różniczkowego. Można je mnożyć jedynie przez skalary (liczby rzeczywiste lub zespolone, a nie wektory i macierze) oraz dodawać lub odejmować. Na przykład funkcję liniowo zależną od trzech cech x1, x2 i x3 można zapisać w następujący sposób:


    [image: ]


    gdzie parametry ω0, ω1, ω2 i ω3 są liczbami skalarnymi. Parametry lub wagi ω1, ω2 i ω3 łączą cechy zależnością liniową i dają wynik f(x1, x2, x3) po dodaniu składnika stronniczości ω0. Innymi słowy, wynik powstaje wskutek liniowych interakcji między cechami x1, x2 i x3 oraz stronniczości.


    Bardzo łatwo jest również wyznaczyć wzór na funkcję nieliniową, przedstawiający nieliniową zależność wyniku funkcji od cech. Jedna lub więcej cech pojawia się we wzorze funkcji z potęgą inną niż jeden i albo jest mnożona lub dzielona przez inne cechy, albo osadzona w innych funkcjach rachunku różniczkowego, takich jak sinus, cosinus, wykładnik, logarytm itp. Oto trzy przykłady funkcji zależnych nieliniowo od trzech cech x1, x2 i x3:
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    Jak widać, możemy wymyślić różnego rodzaju funkcje nieliniowe, a możliwości związane z tym, co możemy zrobić i jaki element świata możemy zamodelować za pomocą interakcji nieliniowych, są nieograniczone. W gruncie rzeczy sukces sieci neuronowych wynika z ich zdolność do wychwytywania odpowiednich nieliniowych interakcji między cechami danych.


    W całej książce będę używać pokazanej wyżej notacji i terminologii. Dzięki temu powinieneś bardzo dobrze poznać terminy: kombinacja liniowa, wagi, cechy oraz liniowe i nieliniowe interakcje między cechami.


    Przykład danych rzeczywistych


    Kod Pythona umożliwiający przeanalizowanie danych i uzyskanie wyników znajdziesz w dwóch poniższych przykładach w repozytorium GitHub tej książki (https://github.com/halanelson/Essential-Math-For-AI).
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            Dane ustrukturyzowane


            Dwa zestawy danych dotyczące wzrostu, masy ciała i płci, z którymi będziemy pracować w tym rozdziale, to przykłady zestawów danych ustrukturyzowanych. Zostały zorganizowane w wierszach i kolumnach. Kolumny zawierają cechy, takie jak waga, wzrost, płeć, wskaźnik zdrowia itp. Wiersze zawierają oceny cech dla każdego egzemplarza danych, w tym przypadku każdej osoby. Z drugiej strony zbiory danych składające się z plików audio, postów na Facebooku, obrazów lub filmów są przykładami zbiorów danych nieustrukturyzowanych.

          
        

      
    


    Dwa zestawy danych wykorzystane w tym rozdziale pobrałam z serwisu Kaggle (https://www.kaggle.com/) dla analityków danych. Obydwa zbiory danych zawierają informacje o wzroście, wadze i płci pewnej liczby osób. Na podstawie tych danych chcę się dowiedzieć, w jaki sposób waga osoby zależy od jej wzrostu. Matematycznie wzór na wagę jako funkcję jednej cechy, wzrostu, można zapisać następująco:
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    Dzięki temu, znając wzrost nowej osoby, można przewidzieć jej wagę. Oczywiście poza wzrostem istnieją inne cechy, od których zależy masa ciała, takie jak płeć, nawyki żywieniowe, aktywność fizyczna, predyspozycje genetyczne itp. Jednak w przypadku zbiorów danych pobranych na potrzeby tego rozdziału dostępne są jedynie dane dotyczące wzrostu, wagi i płci. Jeśli nie chcemy szukać bardziej szczegółowych zbiorów danych lub zbierać nowych danych, musimy pracować z tym, co mamy. Co więcej, celem tego przykładu jest jedynie zilustrowanie różnicy między danymi rzeczywistymi a danymi symulowanymi. W przypadku złożonych celów bardziej odpowiednie mogą okazać się rozbudowane zbiory danych obejmujące większą liczbę cech.


    Dla pierwszego zbioru danych (https://www.kaggle.com/datasets/yersever/500-person-gender-height-weight-bodymassindex) stworzyłam wykres zależności wagi od wzrostu pokazany na rysunku 2.1 i otrzymałam wynik, który jak się wydaje, nie ma żadnego wzorca!
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    Rysunek 2.1. Na wykresie wagi w funkcji wzrostu dla pierwszego zestawu danych (https://www.kaggle.com/datasets/yersever/500-person-gender-height-weight-bodymassindex) nie można wykryć wzorca. Wykresy na górze i po prawej stronie wykresu punktowego przedstawiają odpowiednie histogramy i rozkłady empiryczne danych dotyczących wzrostu i masy ciała


    W przypadku drugiego zestawu danych (https://www.kaggle.com/datasets/mustafaali96/weight-height) zrobiłam to samo i wizualnie mogę zaobserwować oczywistą zależność liniową (rysunek 2.2). Punkty danych wydają się skupiać wokół linii prostej!
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    Rysunek 2.2. Na wykresie wagi w funkcji wzrostu dla drugiego zestawu danych (https://www.kaggle.com/datasets/mustafaali96/weight-height) można zaobserwować wzorzec liniowy. Należy zauważyć, że empiryczny rozkład danych dotyczących wagi przedstawiono po prawej stronie rysunku, a rozkład empiryczny danych dotyczących wzrostu u góry rysunku. Wydaje się, że w obu występują dwa piki (bimodalne), co sugeruje istnienie rozkładu mieszanego. W gruncie rzeczy zarówno zbiory danych dotyczące wzrostu, jak i masy ciała można modelować przy użyciu połączenia dwóch rozkładów normalnych, zwanych mieszankami Gaussa, reprezentującego mieszanie podstawowych rozkładów danych dotyczących mężczyzn i kobiet. Jeśli więc wykreślimy dane dla samej subpopulacji kobiet lub mężczyzn, jak na rysunku 2.6, zaobserwujemy, że dane dotyczące wzrostu i masy ciała mają rozkład normalny (w kształcie dzwonu).


    O co w tym chodzi? Dlaczego pierwszy zestaw rzeczywistych danych nie odzwierciedla żadnej zależności pomiędzy wzrostem a wagą osoby, a drugi wskazuje na zależność liniową? Trzeba dokładniej przyjrzeć się danym.


    To jedno z wielu wyzwań związanych z pracą z rzeczywistymi danymi. Nie wiemy, jaka funkcja wygenerowała dane i dlaczego dane wyglądają tak, jak wyglądają. Badamy dane, wyciągamy wnioski, wykrywamy wzorce, jeśli takie istnieją, i proponujemy funkcję hipotezy. Następnie testujemy hipotezę i jeśli na podstawie starannie wybranych mierników wydajności sprawdza się ona dobrze, wdrażamy ją do produkcji. Dokonujemy prognoz za pomocą wdrożonego modelu, dopóki z nowych danych nie zacznie wynikać, że wybrana hipoteza nie jest już aktualna. W takim przypadku trzeba przeanalizować zaktualizowane dane i sformułować nową hipotezę. Ten proces i pętla informacji zwrotnych trwają tak długo, jak długo korzystamy z wdrożonych modeli.


    Zanim przejdę do danych symulowanych, spróbuję wyjaśnić, dlaczego pierwszy zestaw danych wydawał się w ogóle nie zawierać informacji na temat związku między wzrostem a wagą danej osoby. Po dalszej analizie można zauważyć, że w zbiorze danych występuje nadreprezentacja osób z wynikami Index 4 i 5, odnoszącymi się do otyłości i otyłości skrajnej. Postanowiłam więc podzielić dane według wartości pola Index i wykreślić wagę w funkcji wzrostu dla wszystkich osób z podobnymi wartościami pola Index. Tym razem liniowa zależność pomiędzy wzrostem i masą jest wyraźna (rysunek 2.3). Zagadka została rozwiązana. Może to sprawiać wrażenie, że podczas wyciągania wniosku o liniowości chcemy oszukiwać poprzez uzależnienie wyników od poszczególnych wartości pola Index. Wszystko jest jednak uczciwą grą w imię eksploracji danych.
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    Rysunek 2.3. Na wykresie wagi w funkcji wzrostu dla osób o podobnych wartościach pola Index w pierwszym zbiorze danych (https://www.kaggle.com/datasets/yersever/500-person-gender-height-weight-bodymassindex) obserwujemy wzór liniowy. Liczba ta przedstawia stosunek wagi do wzrostu dla osób z wartością 3 w polu Index


    Można teraz śmiało postawić hipotezę, że waga zależy liniowo od wzrostu:
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    Pozostaje oczywiście zadanie znalezienia odpowiednich wartości parametrów ω0 i ω1. Szczegółowy opis, jak można to zrobić, znajduje się w rozdziale 3. W gruncie rzeczy większość działań w uczeniu maszynowym, w tym w uczeniu głębokim, polega na rozpoznawaniu wspomnianych wartości ω na podstawie danych. W przedstawionym bardzo prostym przykładzie mamy do rozpoznania tylko dwie wartości ω, ponieważ mieliśmy tylko jedną cechę, wzrost, a po zaobserwowaniu liniowego wzorca w rzeczywistych danych założyliśmy istnienie zależności liniowej. W następnych kilku rozdziałach spotkamy sieci uczenia głębokiego, w których trzeba będzie rozpoznać wiele milionów wartości ω. Przekonamy się jednak, że matematyczna struktura problemu jest w gruncie rzeczy tą samą strukturą, którą poznamy w rozdziale 3.


    Przykład danych symulowanych


    W tym przykładzie zasymulowałam własny zestaw danych dotyczących wzrostu i wagi. Symulacja własnych danych pozwala uniknąć kłopotów związanych z wyszukiwaniem danych w internecie, świecie rzeczywistym, a nawet budowaniem laboratorium w celu uzyskania kontrolowanych pomiarów. Jest to niezwykle cenne, gdy wymagane dane nie są dostępne lub ich uzyskanie jest bardzo kosztowne. Pomaga również przetestować różne scenariusze. Wystarczy zmienić jedynie liczby w funkcji, zamiast na przykład tworzyć nowe materiały lub budować laboratoria i przeprowadzać nowe eksperymenty. Symulowanie danych jest bardzo wygodne, ponieważ aby uwzględnić losowość i (lub) szumy, potrzebujemy jedynie funkcji matematycznej, rozkładu prawdopodobieństwa oraz komputera.


    Załóżmy jeszcze raz liniową zależność pomiędzy wzrostem a wagą, zatem funkcja, którą będziemy się posługiwać, będzie mieć następującą postać:
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    Aby symulować pary liczb (wzrost, waga) lub punkty danych, trzeba przyjąć wartości liczbowe dla parametrów ω0 i ω1. Ponieważ nie mamy wglądu w rzeczywiste dane dotyczące właściwych wyborów dla tych wartości ω, pozostaje wyciągnięcie wniosków na podstawie kontekstu problemu i eksperymentowanie z różnymi wartościami. Warto zwrócić uwagę, że w przypadku wzrostu i wagi w tym przykładzie mamy rzeczywiste dane, których możemy użyć do poznania odpowiednich wartości współczynnika ω. Jednym z celów rozdziału 3. jest nauczenie się, jak to zrobić. Jednak w wielu innych scenariuszach nie mamy do dyspozycji rzeczywistych danych, więc jedynym sposobem jest eksperymentowanie z różnymi wartościami liczbowymi współczynników ω.


    W poniższych symulacjach przyjęto ω0 = −142,65 i ω1 = 1,26, więc funkcja ma następującą postać:


    Teraz możemy wygenerować dowolną liczbę par liczb (wzrost, waga). Na przykład, jeśli do wzoru na funkcję wagi podstawimy wzrost = 152, otrzymamy waga = −142,65 + 1,26 153 = 50,13. Zatem zgodnie z modelem liniowym osoba o wzroście 153 cm waży około 50 kg, a punkt danych, który możemy wykreślić na wykresie wzrostu i masy ciała, ma współrzędne 153; 50,13. Na rysunku 2.4 wygenerowano 5000 takich punktów danych: wybrano 5000 wartości dla wzrostu od 137 cm do 200 cm i podstawiono je do funkcji wagi. Łatwo zauważyć, że wykres z rysunku 2.4 jest idealną linią prostą. Nie ma szumów ani zmian w symulowanych danych, ponieważ nie uwzględniliśmy ich w przyjętym modelu liniowym.
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    Rysunek 2.4. Dane symulowane: wygenerowaliśmy 5000 punktów (wzrost, waga) za pomocą funkcji liniowej waga = −142,65 + 1,26 wzrost


    To cecha charakterystyczna symulowanych danych: mają takie same właściwości co funkcje, z których zostały wygenerowane. Jeśli rozumiesz funkcję (zwaną modelem), której użyłeś do zbudowania symulacji, i jeśli obliczenia nie kumulują zbyt wielu błędów liczbowych i (lub) bardzo dużych liczb, które są fałszywe, to rozumiesz także dane generowane przez model i możesz wykorzystywać te dane w dowolny sposób, jaki uznasz za stosowny. Nie ma tu zbyt wiele miejsca na niespodzianki. W prezentowanym przykładzie proponowana funkcja jest liniowa, więc jej równanie jest równaniem linii prostej i jak widać na rysunku 2.4, wygenerowane dane leżą idealnie na tej prostej.


    Co zrobić, aby symulować bardziej realistyczne dane dotyczące wzrostu i masy ciała? Możemy pobrać wartości wzrostu z bardziej realistycznego rozkładu wzrostu populacji ludzkiej: rozkładu normalnego w kształcie dzwonu! W tym przypadku także znamy rozkład prawdopodobieństwa, z którego pobieramy próbkę. Różni się on od przypadku rzeczywistych danych. Po pobraniu próbek wartości wzrostu uwzględniamy je w liniowym modelu wagi, a następnie dodajemy trochę szumów, ponieważ chcemy, aby symulowane dane były bardziej realistyczne. Ponieważ szumy mają charakter losowy, trzeba także wybrać rozkład prawdopodobieństwa, z którego będziemy je próbkować. Tym razem również wybieramy rozkład normalny w kształcie dzwonu. Aby jednak modelować jednolite losowe wahania, moglibyśmy wybrać rozkład jednostajny. Bardziej realistyczny model wzrostu i masy ciała wygląda następująco:
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    Otrzymujemy wyniki pokazane na rysunku 2.5.
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    Rysunek 2.5. Symulowane dane: wygenerowaliśmy 5000 punktów (wzrost, waga) za pomocą funkcji liniowej waga = −142,65 + 1,26 wzrost. Punkty wzrostu mają rozkład normalny; wprowadzono również szumy o rozkładzie normalnym. Należy zauważyć, że dane dotyczące wagi i wzrostu, odpowiednio po prawej stronie i u góry rysunku, mają rozkład normalny. Nie jest to zaskakujące, ponieważ tak je zaprojektowaliśmy w tej symulacji


    Porównajmy teraz rysunek 2.5 zawierający symulowane dane dotyczące wzrostu i wagi z rysunkiem 2.6 zawierającym rzeczywiste dane dotyczące wzrostu i wagi 5000 kobiet z drugiego wykorzystanego zestawu danych (https://www.kaggle.com/datasets/mustafaali96/weight-height). Nieźle, biorąc pod uwagę, że wygenerowanie tych danych zajęło tylko pięć minut — o wiele krócej, niż zajęłoby zbieranie prawdziwych danych! Gdybyśmy spędzili więcej czasu na poprawianiu wartości współczynników ω i parametrów dodanego szumu o rozkładzie normalnym (średnia i odchylenie standardowe), otrzymalibyśmy jeszcze lepiej wyglądający zbiór symulowanych danych. Zostawmy jednak tę symulację, ponieważ już wkrótce skupimy się na uczeniu się odpowiednich wartości parametrów dla hipotetycznych modeli.
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    Rysunek 2.6. Dane rzeczywiste: dane dotyczące masy ciała zestawione z danymi dotyczącymi wzrostu 5000 kobiet z drugiego zbioru danych. Warto zauważyć, że dane dotyczące wagi i wzrostu, odpowiednio po prawej stronie i u góry rysunku, mają rozkład normalny. Więcej informacji można znaleźć w repozytorium książki w serwisie GitHub (https://github.com/halanelson/Essential-Math-For-AI).


    Modele matematyczne — symulacje i sztuczna inteligencja


    Modele matematyczne zawsze można dostosować w taki sposób, aby stały się bardziej realistyczne. Jesteśmy projektantami, więc to my decydujemy o tym, co znajdzie się w tych modelach. Często zdarza się, że im bardziej model naśladuje naturę, tym więcej obiektów matematycznych zostaje w nim uwzględnionych. Dlatego podczas budowania modelu matematycznego zwykle potrzebny jest kompromis pomiędzy zbliżaniem się do rzeczywistości a prostotą modelu i jego dostępnością na potrzeby analizy matematycznej i obliczeń. Różni projektanci wymyślają różne modele matematyczne. Niektóre z tych modeli pozwalają uchwycić pewne zjawiska lepiej niż inne. Modele te są stale ulepszane i ewoluują w miarę ciągłego dążenia do odzwierciedlania naturalnych zachowań. Na szczęście w ciągu ostatnich dziesięcioleci możliwości obliczeniowe komputerów znacząco się poprawiły, co umożliwiło tworzenie i testowanie bardziej złożonych i bardziej realistycznych modeli matematycznych.


    Natura jest jednocześnie bardzo szczegółowa i niezwykle rozległa. Interakcje w naturze rozciągają się od subatomowej sfery kwantowej aż po skalę międzygalaktyczną. My, ludzie, od zawsze staramy się zrozumieć naturę i uchwycić jej zawiłe elementy wraz z licznymi wzajemnymi powiązaniami i oddziaływaniami. Robimy to z różnych powodów. Należą do nich czysta ciekawość początków życia i wszechświata, tworzenie nowych technologii, ulepszanie systemów komunikacji, projektowanie leków i odkrywanie lekarstw na choroby, budowanie broni i systemów obronnych, a także podróże na odległe planety, a w przyszłości być może ich zamieszkiwanie. Modele matematyczne stanowią doskonały i niemal cudowny sposób opisu natury. Można ją opisywać ze wszystkimi jej szczegółami przy użyciu wyłącznie liczb, funkcji i równań. W przypadku niepewności modele te pozwalają także wprowadzić element skwantyfikowanej losowości poprzez zastosowanie prawdopodobieństwa. Symulacje komputerowe tych modeli matematycznych pozwalają badać i wizualizować różne proste i złożone zachowania modelowanych systemów lub zjawisk. Z kolei wnioski z symulacji komputerowych pomagają w ulepszaniu i projektowaniu modeli, a także dostarczają głębszych spostrzeżeń matematycznych. Dzięki temu cyklowi sprzężenia zwrotnego modelowanie matematyczne i symulacje są narzędziem, bez którego nie sposób się obyć. Wziąwszy pod uwagę wielką moc obliczeniową współczesnych komputerów, staje się ono jeszcze potężniejsze.


    Tajemnica wszechświata polega na możliwości dokładnego zamodelowania różnorodnych zjawisk za pomocą abstrakcyjnego języka matematyki. Z kolei cud ludzkiego umysłu polega na możliwości odkrywania i rozumienia matematyki oraz budowania potężnych urządzeń technologicznych, przydatnych we wszelkiego rodzaju zastosowaniach. Równie imponujące jest to, że w swej istocie urządzenia te nie robią niczego innego jak tylko wykonywanie obliczeń lub przesyłanie uzyskanych wyników, a dokładniej ciągów złożonych z zer i jedynek.


    Zdolność ludzi do uogólniania rozumienia prostych liczb, budowania na ich podstawie modeli matematycznych zjawisk naturalnych we wszystkich skalach i stosowania ich jest spektakularnym przykładem uogólniania wyuczonej wiedzy i cechą charakterystyczną ludzkiej inteligencji. Wspólnym celem zarówno ogólnej sztucznej inteligencji (przypominającej ludzką i super-AI), jak i wąskiej sztucznej inteligencji (zorientowanej na konkretne zadania) jest generalizacja: zdolność agentów AI do uogólniania wyuczonych umiejętności w celu ich zastosowania w nowych i nieznanych wcześniej sytuacjach. W rozdziale 3. zaprezentuję tę regułę w odniesieniu do sztucznej inteligencji wąskiej i zorientowanej na zadania: agent sztucznej inteligencji uczy się na podstawie danych, a następnie tworzy dobre prognozy dotyczące nowych i wcześniej niezaobserwowanych danych.


    Sztuczna inteligencja współdziała z modelami matematycznymi i symulacjami na trzy sposoby:


    Modele matematyczne i symulacje tworzą dane, które można wykorzystać do szkolenia systemów AI.


    Niektórzy uważają, że punktem odniesienia dla sztucznej inteligencji są samochody autonomiczne. Pozwalanie, aby prototypy inteligentnych samochodów zjeżdżały z klifów, uderzały w pieszych lub uderzały w strefy robót, byłoby szkodliwe. Wcześniej systemy sztucznej inteligencji samochodów muszą się nauczyć, że są to niekorzystne zdarzenia, których należy unikać. Szkolenie na symulowanych danych jest w tym przypadku szczególnie cenne, ponieważ symulacje pozwalają tworzyć wszelkiego rodzaju niebezpieczne wirtualne sytuacje, na których samochody autonomiczne mogą się szkolić, zanim zostaną wypuszczone na drogi. Na podobnej zasadzie symulowane dane są niezwykle przydatne do szkolenia systemów sztucznej inteligencji wykorzystywanych w łazikach marsjańskich, do odkrywania leków, projektowania materiałów, prognozowania pogody, a także w lotnictwie, ćwiczeniach wojskowych itd.


    Sztuczna inteligencja ulepsza istniejące modele matematyczne i symulacje.


    Sztuczna inteligencja ma ogromny potencjał wsparcia tych obszarów, które tradycyjnie były trudne i ograniczające dla modeli matematycznych i symulacji. Wśród nich można wymienić uczenie się odpowiednich wartości parametrów wykorzystywanych w modelach, dobieranie odpowiednich rozkładów prawdopodobieństwa, kształtów i rozmiarów siatek podczas dyskretyzacji równań (drobne siatki wychwytują niewielkie szczegóły i delikatne zachowania w różnych skalach przestrzennych i czasowych) oraz skalowanie metod obliczeniowych do dłuższych czasów lub do większych dziedzin o skomplikowanych charakterystykach. W dużym stopniu na modelowaniu matematycznym i symulacjach opierają się takie dziedziny jak nawigacja, lotnictwo, finanse, materiałoznawstwo, dynamika płynów, badania operacyjne, nauki molekularne i nuklearne, nauki o atmosferze i oceanach, astrofizyka, bezpieczeństwo fizyczne i cybernetyczne oraz wiele innych. Integracja możliwości sztucznej inteligencji w tych dziedzinach zaczyna przynosić bardzo pozytywne skutki. W dalszych rozdziałach tej książki zaprezentuję przykłady sytuacji, gdy symulacje wzmacniają możliwości sztucznej inteligencji.


    Sztuczna inteligencja sama w sobie jest modelem matematycznym i symulacją.


    Jedną z największych aspiracji sztucznej inteligencji jest komputerowe odwzorowanie ludzkiej inteligencji. Skuteczne systemy uczenia maszynowego, w tym sieci neuronowe ze wszystkimi ich architekturami i odmianami, to modele matematyczne mające na celu symulowanie zadań, które ludzie kojarzą z inteligencją, takich jak widzenie, rozpoznawanie i generalizowanie wzorców, komunikacja za pomocą języka naturalnego i logiczne rozumowanie. Rozumienie, doświadczenia emocjonalne, empatia i współpraca są również kojarzone z inteligencją i ogromnie przyczyniły się do sukcesu i dominacji ludzkości. Z tego powodu, jeśli chcemy osiągnąć poziom ogólnej sztucznej inteligencji, a jednocześnie uzyskać głębsze zrozumienie natury inteligencji i funkcjonowania ludzkiego mózgu, musimy znaleźć sposoby na ich odtworzenie. W tych obszarach już są podejmowane intensywne działania. Należy pamiętać, że we wszystkich tych obszarach maszyny wykonują obliczenia. Maszyny obliczają znaczenie dokumentów na potrzeby przetwarzania języka naturalnego, łączą i wyliczają piksele obrazu cyfrowego na potrzeby komputerowego przetwarzania obrazów, konwertują sygnały audio na wektory liczb, obliczają dźwięki na potrzeby interakcji człowiek – maszyna itd. Łatwo zauważyć, że sztuczna inteligencja w postaci oprogramowania to jeden wielki model matematyczny i symulacja. Stanie się to bardziej oczywiste w miarę postępów w czytaniu tej książki.


    Skąd pochodzą dane?


    Kiedy po raz pierwszy zdecydowałam się zająć dziedziną sztucznej inteligencji, chciałam zastosować moją wiedzę matematyczną do rozwiązaniu rzeczywistych problemów, które mnie pasjonowały. Dorastałam w kraju rozdartym wojną. Byłam świadkiem wielu problemów, które wybuchały, zakłócały życie, a następnie w końcu rozpraszały się lub były rozwiązywane albo poprzez bezpośrednie stosowanie środków zaradczych, albo poprzez dostosowanie się do nich sieci ludzkiej i ustalenie zupełnie nowej (niestabilnej) równowagi. Typowymi problemami wojennymi były nagłe i masowe zakłócenia w różnych łańcuchach dostaw, nagłe zniszczenie dużych części sieci energetycznej, niespodziewany paraliż całych sieci drogowych w wyniku ukierunkowanych bombardowań niektórych mostów, pojawienie się siatek terrorystycznych, czarny rynek, handel ludźmi, inflacja, i bieda. Liczba problemów, które matematyka może pomóc rozwiązać w tych scenariuszach, włącznie z taktyką i strategią wojenną, jest nieograniczona. Po przeprowadzeniu się do bezpiecznych Stanów Zjednoczonych i obronie doktoratu z matematyki podjęłam pracę na uniwersytecie. Zaczęłam wówczas kontaktować się z firmami, agencjami rządowymi i wojskiem w poszukiwaniu prawdziwych projektów z prawdziwymi danymi, nad którymi mogłabym pracować. Zaoferowałam darmową pomoc w znalezieniu rozwiązania ich problemów. Nie zdawałam sobie sprawy z tego, że największą przeszkodą w znalezieniu rozwiązań tych problemów było uzyskanie prawdziwych danych (przekonałam się o tym na własnej skórze). Na przeszkodzie stoi wiele przepisów, kwestii związanych z prywatnością, instytucjonalne komisje kontrolne itp. Na dodatek firmy, instytucje i organizacje mają tendencję do trzymania swoich danych w tajemnicy, nawet jeśli wiedzą, że nie wykorzystują ich najlepiej, a aby uzyskać prawdziwe dane, trzeba niemal żebrać. Okazało się, że moje doświadczenia nie były wyjątkowe. To samo przydarzyło się wielu innym osobom w tej dziedzinie.


    Ta historia nie ma na celu zniechęcić nikogo do zdobywania prawdziwych danych potrzebnych do szkolenia systemów AI. Chodzi o to, abyś nie czuł się zaskoczony i nie zniechęcił się, jeśli napotkasz wahanie i opór ze strony właścicieli potrzebnych danych. Proś dalej, a znajdziesz kogoś, kto zdecyduje się zrobić dla Ciebie wyjątek.


    Czasami potrzebne dane są publicznie dostępne w internecie. W przypadku prostych modeli w tym rozdziale korzystam ze zbiorów danych dostępnych w serwisie Kaggle (https://www.kaggle.com/). Istnieją inne świetne publiczne repozytoria danych, których tutaj nie będę wymieniać, ale proste wyszukiwanie w Google ze słowami kluczowymi „najlepsze repozytoria danych” zwróci mnóstwo wyników. Niektóre repozytoria są nastawione na komputerowe przetwarzanie obrazów, inne na przetwarzanie języka naturalnego, generowanie i transkrypcję dźwięku, badania naukowe itd.


    Przeszukiwanie internetu w celu zdobycia danych jest stosowane powszechnie. Trzeba jednak przestrzegać zasad obowiązujących w witrynach, które przeszukujesz. Musisz także nauczyć się przeszukiwania internetu (niektórzy twierdzą, że różnica między analitykami danych a statystykami polega na tym, że analitycy danych wiedzą, jak hakować!). Niektóre strony internetowe wymagają uzyskania pisemnej zgody przed wykorzystaniem ich do indeksowania. Na przykład, jeśli interesują Cię zachowania użytkowników mediów społecznościowych lub sieci współpracy zawodowej, możesz przeszukać media społecznościowe i sieci zawodowe — Facebook, Instagram, YouTube, Flickr, LinkedIn itp. — w celu uzyskania statystyk dotyczących kont użytkowników, takich jak liczba znajomych lub kontaktów, polubień, komentarzy i aktywności w tych witrynach. Uzyskasz w ten sposób bardzo duże zbiory danych zawierające setki tysięcy rekordów, na których następnie będziesz mógł przeprowadzić obliczenia.


    Aby uzyskać intuicyjne zrozumienie, w jaki sposób są integrowane dane w sztucznej inteligencji oraz jakiego rodzaju dane trafiają do różnych systemów, a jednocześnie uniknąć przytłoczenia wszystkimi dostępnymi informacjami i danymi, warto nabrać nawyku eksplorowania dostępnych zbiorów danych, na których szkolono skuteczne systemy sztucznej inteligencji. Nie musisz ich pobierać i przetwarzać. Aby zapoznać się z charakterystyką danych, często wystarczy samo przeglądanie zbioru danych, jego metadanych, cech i etykiet (jeśli takie istnieją). Na przykład WaveNet (2016, https://deepmind.google/discover/blog/wavenet-a-generative-model-for-raw-audio/) firmy DeepMind, którą opiszę w rozdziale 7., to sieć neuronowa, która generuje surowy dźwięk maszynowy z realistycznie brzmiącymi ludzkimi głosami lub przyjemnymi utworami muzycznymi. Realizuje takie zadania jak konwersja tekstu na dźwięk z naturalnie brzmiącymi konotacjami ludzkiego głosu, nawet z głosem konkretnej osoby, jeśli sieć zostanie poddana kondycjonowaniu w celu uwzględnienia głosu tej osoby. Matematyczne znaczenie kondycjonowania zostanie opisane przy okazji opisywania sieci WaveNet w rozdziale 7. Na razie wyobraźmy sobie ten proces jako ograniczenie nałożone sztucznie na problem, ograniczające wyniki modelu do pewnego zestawu wyników. Zatem na jakich danych przeszkolono sieć WaveNet? Wykorzystano do tego zestaw danych plików audio składający się z 44 godzin dźwięku, czytanych przez 109 różnych lektorów — CSTR VCTK Corpus: English Multi-speaker Corpus for CSTR Voice Cloning Toolkit (version 0.92) (https://datashare.ed.ac.uk/handle/10283/3443). W celu konwersji tekstu na mowę sieć WaveNet została przeszkolona na zbiorze danych mowy w języku angielskim (w wersji amerykańskiej) (https://catalog.ldc.upenn.edu/LDC2009V01), który zawiera 24 godziny danych mowy, oraz na zbiorze danych mowy w języku chińskim (mandaryńskim) (https://www.openslr.org/68/), zawierającym 34,8 godziny danych mowy. Do generowania muzyki sieć WaveNet przeszkolono na zestawie danych YouTube Piano (https://research.google.com/youtube8m/) zawierającym 60 godzin solowej muzyki fortepianowej uzyskanej z filmów z serwisu YouTube oraz zestawie danych MagnaTagATune (2009, https://mirg.city.ac.uk/codeapps/the-magnatagatune-dataset) składającym się z około 200 godzin muzyki, gdzie każdy 29-sekundowy klip jest oznaczony 188 znacznikami opisującymi gatunek, instrumenty, tempo, głośność, nastrój i różnymi innymi etykietami dotyczącymi muzyki. Dane oznaczone etykietami są niezwykle cenne dla systemów AI, ponieważ dostarczają podstawowej prawdy, na podstawie której można zmierzyć wyniki funkcji hipotezy. Dowiemy się tego w kilku następnych punktach.


    A co ze słynną klasyfikacją obrazów (wykonaną na potrzeby komputerowego przetwarzania obrazów) AlexNet (2012)? Na jakich danych szkolono i testowano konwolucyjną sieć neuronową? Sieć AlexNet przeszkolono na zestawie danych ImageNet (https://www.image-net.org/about.php) zawierającym miliony obrazów (pobranych z internetu techniką scrapingu) oznaczonych za pomocą wielu tysięcy klas (ręcznie, przez zatrudnionych do tego ochotników).


    Należy zauważyć, że wszystkie te przykłady dotyczyły danych nieustrukturyzowanych.


    Jeżeli dane, na których uczono określony system, nie są publicznie dostępne, warto zajrzeć do opublikowanej pracy na temat systemu lub jego dokumentacji i przeczytać, w jaki sposób pozyskano potrzebne dane. Samo to wiele Cię nauczy.


    Zanim przejdę do zagadnień związanych z matematyką, chciałabym zwrócić uwagę na następujące kwestie:


    
      	Systemy AI potrzebują danych liczbowych.


      	Zdobycie potrzebnych danych czasami nie jest łatwe.


      	Istnieje dążenie do digitalizacji całego otaczającego nas świata.

    


    Słownictwo związane z rozkładem danych, prawdopodobieństwem i statystyką


    Pierwszą rzeczą, której staramy się nauczyć, kiedy zaczynamy poznawać nową dziedzinę, jest słownictwo związane z tą dziedziną. Przypomina to naukę nowego języka. Możesz uczyć się go w szkole i cierpieć, albo możesz pojechać do kraju, w którym mówi się tym językiem, i posłuchać często używanych zwrotów. Nie wszyscy wiedzą, co oznacza „bonjour” po francusku. Ale gdy pojedziesz do Francji, zauważasz, że ludzie ciągle to do siebie mówią, więc Ty także zaczniesz to mówić. Czasami użyjesz tego słowa w niewłaściwym kontekście, na przykład, gdy powiesz „bonjour”, a powinieneś raczej powiedzieć „bonsoir”. Jednak powoli, w miarę coraz dłuższego pobytu we Francji, zaczniesz używać odpowiedniego słownictwa we właściwym kontekście.


    Jeszcze jedną zaletą jak najszybszego zapoznania się ze słownictwem bez konieczności opanowania wszystkich niezbędnych szczegółów jest fakt, że w różnych dziedzinach do tych samych pojęć są wykorzystywane różne terminy. Istnieje bowiem ogromna kolizja słownictwa. Wprowadza to sporo zamieszania, dlatego wprowadzono pojęcie barier językowych. Kiedy poznasz powszechnie stosowane słownictwo w określonej dziedzinie, czasami uświadomisz sobie, że być może już znasz te pojęcia, z tą różnicą, że teraz masz dla nich nowe nazwy.


    Słownictwo z zakresu prawdopodobieństwa i statystyki, które chcę zaprezentować na potrzeby zastosowań AI, nie zawiera zbyt wielu terminów. Definicję poszczególnych terminów podam przed ich użyciem. Należy jednak pamiętać, że celem teorii prawdopodobieństwa jest formułowanie deterministycznych twierdzeń na temat losowych lub stochastycznych wielkości i zdarzeń. Wynika to z ludzkiej niechęci do niepewności i skłonności do podporządkowania sobie świata i dążenia do tego, by był on przewidywalny. Podczas czytania materiałów poświęconych sztucznej inteligencji, uczeniu maszynowemu lub nauce o danych zwracaj uwagę na opisane poniżej terminy z dziedziny prawdopodobieństwa i statystyki. Powtórzę: nie musisz znać dokładnych definicji; wystarczy, że usłyszysz terminy omówione w poniższych punktach i zaznajomisz się ze sposobem, w jaki łączą się ze sobą.


    Zmienne losowe


    Wszystko zaczyna się od zmiennych losowych (ang. random variables). Matematycy bez przerwy mówią o funkcjach. Funkcje mają określone, czyli deterministyczne wyniki. Kiedy oceniasz funkcję, wiesz dokładnie, jaką wartość zwróci. Gdy obliczasz funkcję x2 dla x = 3, wiesz, że otrzymasz 32 = 9. Z kolei zmienne losowe nie mają deterministycznych wyników. Ich wyniki są niepewne, nieprzewidywalne lub stochastyczne. Kiedy wywołujesz zmienną losową, nie wiesz, jaką wartość zwróci, zanim nie zobaczysz wyniku. Ponieważ w tym przypadku nie możesz mieć pewności, starasz się określić ilościowo prawdopodobieństwa uzyskania wyniku. Na przykład, gdy rzucasz typową, niezmodyfikowaną kostką do gry, możesz śmiało powiedzieć, że szansa na uzyskanie wyniku 4 wynosi 1/6. Zanim rzucisz kostką, nigdy nie będziesz z góry wiedzieć, jaki wynik otrzymasz. Gdyby tak było, kasyna zbankrutowałyby, a sektor finansowy wyeliminowałby całe działy analiz predykcyjnych i zarządzania ryzykiem. Podobnie jak funkcja deterministyczna, zmienna losowa może zwracać wyniki z dyskretnego zbioru (dyskretna zmienna losowa) lub z kontinuum (ciągła zmienna losowa). Kluczowa różnica między zmienną losową a funkcją polega na losowości kontra pewności wyniku.


    Rozkłady prawdopodobieństwa


    Na podstawie zmiennych losowych definiujemy funkcje gęstości prawdopodobieństwa dla ciągłych zmiennych losowych oraz funkcje masy prawdopodobieństwa dla dyskretnych zmiennych losowych. Aby nie było łatwo, dla obu tych pojęć używamy określenia rozkłady. Zazwyczaj to, czy rozkład reprezentuje dyskretną, czy ciągłą zmienną losową, można zrozumieć z kontekstu. Wykorzystując tę terminologię, czasami mówimy, że jedna zmienna losowa, ciągła lub dyskretna, jest próbkowana z rozkładu prawdopodobieństwa, natomiast wiele zmiennych losowych jest próbkowanych ze wspólnego rozkładu prawdopodobieństwa (ang. joint probability distribution). W praktyce rzadko znamy kompletny wspólny rozkład prawdopodobieństwa wszystkich zmiennych losowych występujących w danych. Kiedy możemy się go nauczyć na podstawie danych, zyskujemy nowe możliwości.


    Prawdopodobieństwa krańcowe


    Rozkłady prawdopodobieństw krańcowych znajdują się dosłownie na krańcach wspólnego rozkładu prawdopodobieństwa (jeśli przedstawimy wspólny rozkład prawdopodobieństwa za pomocą tabeli zawierającej prawdopodobieństwa wszystkich stanów wykorzystywanych zmiennych — zobacz pierwszą tabelę na tej stronie Wikipedii: https://en.wikipedia.org/wiki/Marginal_distribution). W tym przypadku mamy dostęp do pełnego wspólnego rozkładu prawdopodobieństwa wielu zmiennych losowych i chcemy poznać rozkład prawdopodobieństwa tylko jednej lub kilku z nich. Rozkłady prawdopodobieństw krańcowych można łatwo wyznaczyć za pomocą reguły sumy prawdopodobieństw, na przykład:


    [image: ]
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