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    Pierwsze opinie o Naczelnym algorytmie


    „To niezwykle ważna i przydatna książka. Uczenie maszynowe już teraz jest niezmiernie istotne w naszym życiu i pracy, a jego znaczenie będzie tylko wzrastać. Poza tym Pedro Domingos pisze o nim w sposób jasny i zrozumiały”.


    — THOMAS H. DAVENPORT, profesor zwyczajny, Babson College, autor książek Inteligencja analityczna w biznesie oraz Big Data at Work


    



    „Uczenie maszynowe, w zastosowaniach komercyjnych określane mianem analityki predyktywnej, zmienia świat. Ta porywająca, inspirująca i wyczerpująca książka przedstawia poważne koncepcje naukowe w sposób przystępny nawet dla czytelników niemających wiedzy technicznej, natomiast ekspertów w pełni zadowoli zawarta w niej nowa, głęboka perspektywa, która wskazuje najbardziej obiecujące kierunki przyszłych badań. To prawdziwa perełka”.


    — ERIC SIEGEL, założyciel Predictive Analytics World, autor książki Predictive Analytics


    



    „Uczenie maszynowe to fascynujący świat, do którego dotychczas nie miały wstępu osoby z zewnątrz. Pedro Domingos wprowadza nas w tajne języki, którymi posługuje się pięć szczepów tego świata, i zaprasza nas do udziału w planie ich zjednoczenia, co pozwoli nam stworzyć najpotężniejszą technologię w historii naszej cywilizacji”.


    — SEBASTIAN SEUNG, profesor Uniwersytetu w Princeton i autor książki Connectome


    



    „Entuzjastyczne, ale nie spłycające wprowadzenie w temat uczenia maszynowego. (…) Wyraziste i nieodmiennie pouczające. (…) Domingos dowcipnie, z wizją i erudycją, opisuje, w jaki sposób naukowcy tworzą programy, które pozwalają komputerom samodzielnie się uczyć. Czytelnicy (…) zdobędą fascynującą nową wiedzę”.


    — Magazyn „Kirkus Reviews”

  


  
    Dedykowane pamięci mojej siostry Rity,


    która przegrała walkę z rakiem


    w czasie, gdy pisałem tę książkę

  


  
    Najważniejszym celem wszelkiej nauki jest objaśnienie jak największej liczby faktów empirycznych za pomocą logicznej dedukcji z jak najmniejszej liczby hipotez lub aksjomatów.


    — Albert Einstein


    



    Cywilizacja idzie naprzód poprzez zwiększanie liczby istotnych operacji, które jesteśmy w stanie wykonać, nie myśląc o nich świadomie.


    — Alfred North Whitehead

  


  
    Prolog


    Może nie zdajesz sobie z tego sprawy, ale przykłady uczenia maszynowego można znaleźć niemal wszędzie. Kiedy wpisujesz jakieś zapytanie w oknie wyszukiwarki, to właśnie uczenie maszynowe pozwala jej ustalić, jakie wyniki Ci pokazać (i jakie reklamy). Kiedy sprawdzasz maile, nie widzisz większości spamu, jaki trafia do Twojej skrzynki — bo dzięki uczeniu maszynowemu został odfiltrowany. Kiedy odwiedzasz Amazon, żeby kupić książkę, czy Netflix, żeby obejrzeć film, to pomocny system oparty na uczeniu maszynowym podpowiada inne rzeczy, które mogłyby Ci się spodobać. Facebook wykorzystuje uczenie maszynowe do wybierania, które posty Ci pokazać, a Twitter robi to samo z tweetami. Za każdym razem, kiedy używasz komputera, uczenie maszynowe w jakiś sposób bierze w tym udział.


    Tradycyjnym sposobem na to, żeby komputer zrobił cokolwiek — od dodania dwóch liczb po sterowanie samolotem — było do niedawna pisanie algorytmu, który w nieprawdopodobnie szczegółowy sposób objaśniał, jak to zrobić. Ale algorytmy uczenia maszynowego, nazywane również algorytmami uczącymi, są inne: same uczą się, jak coś robić, wyciągając wnioski z dostępnych danych. A im więcej danych mają do dyspozycji, tym lepiej sobie radzą. Nie programujemy już komputerów — komputery programują się same.


    Dzieje się tak nie tylko w cyberprzestrzeni: cały Twój dzień, od przebudzenia do zaśnięcia, obfituje w przykłady uczenia maszynowego.


    Twój budzik włącza radio o 7.00 rano. Puszcza piosenkę, której nie znasz, ale która bardzo Ci się podoba. Dzięki Pandorze uczy się Twoich gustów muzycznych, jak Twój osobisty DJ. Ba, uczenie maszynowe mogło nawet mieć udział przy tworzeniu tej piosenki. Jesz śniadanie i czytasz gazetę. Gazeta została wydrukowana kilka godzin temu, a za pomocą algorytmu uczącego cały proces został starannie wyregulowany, żeby uniknąć rozmazywania druku. Temperatura w Twoim domu jest dokładnie taka, jak lubisz, a wydatki za ogrzewanie znacznie spadły, odkąd masz nowy, uczący się termostat Nest.


    Kiedy jedziesz do pracy, Twój samochód na bieżąco dostosowuje wtrysk paliwa i recyrkulację spalin, żeby uzyskać najwydajniejsze spalanie. Inrix, system przewidywania ruchu na drodze, umożliwia skrócenie czasu dojazdu w godzinach szczytu (a przede wszystkim pomaga Ci uniknąć stresu). W pracy uczenie maszynowe wspiera Cię w walce z przeładowaniem informacjami. Korzystasz z kostki danych, żeby podsumować ogromne ilości danych, spojrzeć na nie z każdej strony i skupić się na najważniejszych częściach. Musisz zdecydować: czy układ A, czy B spowoduje większy ruch na Twojej stronie? Sieciowy system uczący się wypróbuje oba układy i przedstawi wyniki. Musisz przejrzeć stronę potencjalnego dostawcy, ale jest napisana w obcym języku? Nie ma sprawy: Google automatycznie ją dla Ciebie przetłumaczy. Twoje maile są wygodnie sortowane w foldery, tak że w skrzynce odbiorczej masz tylko najważniejsze z nich. Twój edytor tekstu sprawdza za Ciebie gramatykę i ortografię. Udaje Ci się znaleźć bilet na zaplanowany lot, ale nie kupujesz go od razu, bo Bing Travel przewiduje, że niedługo cena biletu spadnie. Być może nieświadomie, ale każdego dnia udaje Ci się zrobić więcej dzięki temu, że wspomaga Cię uczenie maszynowe.


    Podczas przerwy w pracy sprawdzasz stan swoich funduszy inwestycyjnych. Większość z nich korzysta z uczących się algorytmów przy wybieraniu akcji, a jeden z nich jest w całości zarządzany przez uczący się system. W przerwie na lunch idziesz ulicą ze swoim smartfonem i szukasz miejsca na obiad. Uczący się system Yelp pomaga Ci je znaleźć. W Twoim telefonie jest masa uczących się algorytmów. Cały czas ciężko pracują, na przykład poprawiając literówki, reagując na komendy głosowe, zmniejszając liczbę błędów w transmisji czy rozpoznając kody kreskowe. Twój telefon potrafi nawet przewidywać, co będziesz robić w najbliższej przyszłości, i podawać Ci stosowne informacje. Na przykład kiedy kończysz lunch, dyskretnie przypomina Ci, że Twoje popołudniowe spotkanie zacznie się później, bo samolot Twojego gościa miał opóźnienie.


    Zanim kończysz pracę, robi się ciemno. Uczenie maszynowe dba o Twoje bezpieczeństwo, kiedy wracasz do samochodu, bo monitoruje obraz z kamery przemysłowej na parkingu i informuje ochronę o wykryciu czegoś podejrzanego. Po drodze do domu zatrzymujesz się w supermarkecie, gdzie chodzisz alejkami, które ułożono z pomocą uczących się algorytmów: to one decydowały, w jakie towary zaopatrzyć sklep, jakie z nich ulokować na końcach alejek i czy salsa powinna stać w dziale sosów, czy obok chipsów o smaku tortilli. Płacisz kartą kredytową. Ofertę na wyrobienie tej karty przesłał Ci uczący się algorytm — i taki sam algorytm zatwierdził wniosek o jej wydanie. Inny algorytm nieustannie szuka podejrzanych transakcji i poinformuje Cię, jeżeli uzna, że Twój numer karty został skradziony. Jeszcze inny stara się ocenić stopień Twojego zadowolenia z karty. Jeżeli jest ono za niskie, a przy tym jesteś wartościowym klientem, może zaproponować Ci atrakcyjniejszą ofertę, zanim przejdziesz do konkurencji.


    Wracasz do domu i podchodzisz do skrzynki na listy. Znajdujesz tam list od przyjaciela, dostarczony dzięki uczącemu się algorytmowi potrafiącemu odczytywać ręcznie zapisane adresy. Do tego dochodzą zwyczajowe ulotki i reklamy, wybrane dla Ciebie przez inne algorytmy uczące (cóż, niestety). Zatrzymujesz się na chwilę, żeby odetchnąć chłodnym wieczornym powietrzem. Przestępczość w mieście wyraźnie spadła, odkąd policja zaczęła korzystać z uczenia statystycznego, żeby przewidywać, gdzie występuje największe prawdopodobieństwo popełnienia przestępstwa, i wysyłać tam patrole. Jesz z rodziną kolację. W wiadomościach jest mowa o prezydencie miasta. Dostał Twój głos po tym, jak zadzwonił do Ciebie osobiście w dzień wyborów, bo uczący się algorytm wskazał Ciebie jako kluczowego niezdecydowanego wyborcę. Po kolacji oglądasz mecz. Obie drużyny wybrały zawodników do składu, korzystając z uczenia statystycznego. A może zamiast tego grasz na xboksie z dziećmi, a uczący się algorytm Kinecta rozpoznaje, gdzie jesteście i co robicie. Przed snem zażywasz leki, które zostały zaprojektowane i przebadane z pomocą kolejnych uczących się algorytmów. Być może Twój lekarz też korzystał z uczenia maszynowego podczas stawiania diagnozy, przy intepretowaniu zdjęć RTG lub przy identyfikowaniu nietypowych objawów.


    Uczenie maszynowe odgrywa pewną rolę w każdej dziedzinie życia. Jeżeli masz na koncie internetowe kursy do egzaminu wstępnego na uczelnię, to uczący się algorytm oceniał Twoje próbne wypracowania. A jeżeli zdarzyło Ci się niedawno starać o miejsce na studiach ekonomicznych i zdawać egzamin GMAT[1], to Twój esej oceniał między innymi system uczący się. Być może Twoje podanie o pracę zostało wybrane z wirtualnego stosu CV przez uczący się algorytm, który wskazał potencjalnemu pracodawcy: „To wartościowy kandydat, przyjrzyj się”. Swoją ostatnią podwyżkę też możesz zawdzięczać uczącemu się algorytmowi. A może chcesz kupić dom? Zillow.com oceni, ile warta jest każda z nieruchomości, które bierzesz pod uwagę. Kiedy już się na jakąś zdecydujesz, to złożysz podanie o kredyt, a uczący się algorytm przeanalizuje Twój wniosek i zarekomenduje jego przyjęcie (lub odrzucenie). Co być może najważniejsze, jeżeli zdarzyło Ci się korzystać z sieciowego serwisu randkowego, to uczenie maszynowe być może pomogło Ci znaleźć miłość Twojego życia.


    Nasze społeczeństwo stopniowo zmienia się wraz z każdym kolejnym algorytmem. Uczenie maszynowe odmienia technologię, naukę, biznes, politykę i wojnę. Satelity, sekwencery DNA czy akceleratory cząstek zgłębiają kolejne sekrety przyrody, a uczące się algorytmy zamieniają potoki danych w nową wiedzę naukową. Firmy znają swoich klientów lepiej niż kiedykolwiek wcześniej. Wybory wygrywają kandydaci mający najlepsze modele wyborców, jak w przypadku zwycięstwa Obamy nad Romneyem. Samoloty bezzałogowe latają samodzielnie nad lądem i wodą. Nikt nie zaprogramował Twoich gustów w systemie rekomendacji Amazonu; uczący się algorytm skompletował je samodzielnie na podstawie uogólnień z Twoich wcześniejszych zakupów. Autonomiczny samochód Google sam nauczył się, jak trzymać się drogi; żaden programista nie napisał algorytmu wskazującego, jak krok po kroku przejechać z punktu A do punktu B. Nikt nie wie, jak zaprogramować samochód tak, żeby jeździł — i nikt nie musi tego robić, bo samochód wyposażony w uczący się algorytm zdobywa te umiejętności, obserwując, co robi kierowca.


    Uczenie maszynowe to coś zupełnie nowego: technologia, która buduje sama siebie. Od czasu, gdy nasi dalecy przodkowie zaczęli ostrzyć kamienie, żeby służyły im za narzędzia, ludzie tworzyli artefakty, robiąc je ręcznie lub fabrycznie. Ale uczące się algorytmy są artefaktami, które projektują inne artefakty. „Komputery są bezużyteczne — powiedział Picasso — potrafią tylko dawać odpowiedzi”. Komputery nie mają być kreatywne; mają robić to, co się im każe. Ale jeżeli każe się im być kreatywnymi, to wynikiem tego jest uczenie maszynowe. Uczący się algorytm jest jak mistrz rzemiosła: każdy jego wytwór jest inny i doskonale dopasowany do potrzeb klienta. Zamiast jednak zmieniać kamień w mur lub złoto w biżuterię, uczące algorytmy zmieniają dane w inne algorytmy. Im więcej mają danych do dyspozycji, tym bardziej złożone mogą być te nowe algorytmy.


    Homo sapiens to gatunek, który zamiast dostosowywać się do świata, dostosowuje świat do siebie. Uczenie maszynowe to najnowszy rozdział tej ciągnącej się od milionów lat sagi; dzięki niemu świat poznaje nasze życzenia i zmienia się stosownie do nich — a my nie musimy nawet kiwnąć palcem. Twoje otoczenie — dziś wirtualne, jutro materialne — zmienia się samo, jak jakiś baśniowy las, tylko dzięki temu, że się w nim znajdujesz. Wąska ścieżka, którą idziesz między drzewami, sama zamienia się w drogę. W miejscach, gdzie się gubisz, pojawiają się drogowskazy.


    Te technologie, zdawałoby się — magiczne, działają dzięki temu, że istotą uczenia maszynowego jest przewidywanie: przewidywanie, czego chcemy, przewidywanie efektów naszych działań, sposobu osiągnięcia naszych celów czy tego, jak zmieni się świat. Dawniej polegaliśmy na szamanach i wróżbitach, ale okazali się zbyt zawodni. Prognozy nauki są bardziej wiarygodne, ale są też ograniczone do tego, co możemy systematycznie obserwować i łatwo modelować. Big data i uczenie maszynowe znacznie poszerzają tę dziedzinę. Umysł „nieuzbrojony” może bez problemu przewidzieć niektóre codzienne sprawy, od toru lotu piłki po to, jak rozwinie się rozmowa. Pewne rzeczy pozostaną jednak nieprzewidywalne mimo naszych starań. Uczenie maszynowe potrafi poradzić sobie z całym spektrum znajdującym się między tymi ekstremami.


    Paradoksem jest to, że uczące się algorytmy, które otwierają coraz nowsze perspektywy na przyrodę i ludzkie zachowanie, same pozostają okryte tajemnicą. Właściwie codziennie w mediach pojawiają się historie związane z uczeniem maszynowym; czy to wprowadzenie przez Apple osobistej asystentki Siri, czy pokonanie mistrza Jeopardy! przez komputer IBM Watson, czy sytuacja, kiedy informacja o ciąży pewnej nastolatki dotarła wcześniej do pracowników sieci sklepów Target niż do jej własnych rodziców, czy wreszcie, sposoby łączenia różnych informacji przez amerykańską NSA. Jednak w każdym z tych przypadków uczący się algorytm, który stoi za daną sytuacją, jest dla nas nieprzenikniony. Nawet książki zajmujące się tematem big data często pomijają to, co dzieje się, kiedy komputer połknie terabajty danych i w magiczny sposób wyrzuci nowe rozwiązania. W najlepszym razie wydaje się nam, że uczące się algorytmy po prostu wynajdują korelacje między dwoma zdarzeniami, na przykład między wyszukaniem hasła „leki na grypę” a zachorowaniem. Ale znajdywanie powiązań ma się do uczenia maszynowego tak, jak cegły mają się do domów; przecież to nie w cegłach mieszkamy.


    Kiedy mamy do czynienia z nową technologią, która jest równie wszechobecna i wpływowa co uczenie maszynowe, rozważnie jest wyjąć ją z tej metaforycznej czarnej skrzynki. Brak zrozumienia prowadzi do błędów i nadużyć. Żaden człowiek nie ma większego wpływu niż algorytm Amazonu na to, jakie książki czyta się obecnie na świecie. Algorytmy NSA decydują, kto zostanie uznany za potencjalnego terrorystę. Modele klimatu decydują, jakie są bezpieczne poziomy dwutlenku węgla w atmosferze. Modele wybierające akcje na giełdzie oddziałują na gospodarkę w większym stopniu niż większość z nas. Nie możemy kontrolować tego, czego nie rozumiemy, i właśnie dlatego musisz zrozumieć uczenie maszynowe — jako obywatel, jako osoba pracująca i jako istota ludzka dążąca do szczęścia.


    Pierwszym celem tej książki jest odsłonięcie sekretów uczenia maszynowego. Co prawda tylko inżynierowie i mechanicy muszą rozumieć, jak działa silnik samochodu, ale każdy kierowca powinien wiedzieć, że przekręcenie kierownicy zmienia kierunek jazdy, a naciśnięcie hamulca zatrzymuje pojazd. Bardzo niewiele osób wie obecnie, jakie są analogiczne elementy algorytmu uczącego, a jeszcze mniej osób umie z nich korzystać. Termin model koncepcyjny wprowadzony przez psychologa Dona Normana odnosi się do stopnia ogólnikowej znajomości technologii, jaką musimy się wykazać, żeby móc skutecznie posługiwać się tą technologią. Ta książka pokaże Ci model koncepcyjny uczenia maszynowego.


    Nie wszystkie algorytmy uczące się działają w ten sam sposób, a różnice między nimi mają swoje konsekwencje. Przyjrzyjmy się na przykład algorytmom rekomendacji stosowanym przez Amazon i Netflix. Gdyby prowadziły Cię przez tradycyjną księgarnię, próbując ustalić, co jest „w sam raz dla Ciebie”, Amazon raczej prowadziłby Cię do półek odwiedzanych przez Ciebie wcześniej, a Netflix — do nieznanych i pozornie dziwnych działów sklepu, do rzeczy, które później szalenie by Ci się spodobały. W tej książce zobaczymy różne rodzaje algorytmów używanych przez firmy takie jak Amazon i Netflix. Algorytm Netfliksa rozumie Twoje gusta lepiej (chociaż nadal to bardzo ograniczone rozumienie) niż algorytm Amazonu, ale co ciekawe, nie oznacza to, że Amazon zyskałby, gdyby zaczął używać algorytmu Netfliksa. Model biznesowy Netfliksa opiera się na budowaniu popytu na długi ogon nieznanych filmów i seriali, które kosztują niewiele, i jednoczesnym odwracaniu zainteresowania od hitów, których kosztów nie pokrywa wysokość subskrypcji. Amazon nie ma tego problemu — co prawda ma możliwość budowania zysku ze sprzedaży produktów z długiego ogona, ale równie dobrze może sprzedawać Ci droższe, popularne towary, co przy okazji upraszcza kwestie logistyczne. Z kolei my, jako klienci, chętniej zaryzykujemy nietypowy nabytek, jeżeli korzystamy z subskrypcji, niż gdybyśmy mieli zapłacić za niego osobno.


    Co roku wynajdywane są setki nowych uczących się algorytmów, ale wszystkie opierają się na tych samych podstawowych ideach. Ta książka jest właśnie o tych podstawach, które wystarczy poznać, żeby zrozumieć, jak uczenie maszynowe zmienia świat. Te sprawy bynajmniej nie są ezoteryczne i, nawet pomijając zastosowanie ich w kontekście komputerów, zawierają odpowiedzi na pytania istotne dla nas wszystkich: Jak się uczymy? Czy można to robić lepiej? Co możemy przewidzieć? Czy możemy wierzyć w to, czego się nauczyliśmy? Na polu uczenia maszynowego mamy do czynienia z rywalizującymi ze sobą kierunkami, z których każdy oferuje różne odpowiedzi na te pytania. Każdej z pięciu głównych szkół poświęcimy tutaj po jednym rozdziale. Symboliści uznają uczenie się za przeciwieństwo dedukcji i zapożyczają koncepcje z filozofii, psychologii i logiki. Koneksjoniści odtwarzają mózg, a ich inspiracjami są neurologia i fizyka. Ewolucjoniści symulują ewolucję w komputerach i posiłkują się genetyką oraz biologią ewolucyjną. Zwolennicy uczenia bayesowskiego uważają, że uczenie się jest formą wnioskowania statystycznego, a ich poglądy mają podłoże w statystyce. Analogiści uczą się przez ekstrapolację z oceny podobieństwa, a znaczenie mają dla nich psychologia i optymalizacja matematyczna. Przyjmując perspektywę dążenia do budowy uczących się maszyn, zapoznamy się ze znaczną częścią intelektualnej historii ostatniego stulecia i zobaczymy ją w zupełnie nowym świetle.


    Każdy z tych pięciu szczepów zamieszkujących krainę uczenia maszynowego ma swój własny „algorytm naczelny”, czyli algorytm uczący się o szerokim zastosowaniu, którego w teorii można użyć do uzyskania informacji na podstawie danych należących do dowolnej dziedziny. Naczelnym algorytmem symbolistów jest odwrotna dedukcja, koneksjonistów — propagacja wsteczna, ewolucjonistów — programowanie genetyczne, zwolenników Bayesa — wnioskowanie bayesowskie, a analogistów — maszyna wektorów nośnych. W praktyce jednak każdy z tych algorytmów nadaje się do pewnych zadań, a nie sprawdza się w innych. Tym, o co nam naprawdę chodzi, jest jeden algorytm łączący w sobie ich kluczowe cechy: doskonały algorytm naczelny. Dla niektórych ta wizja to nieosiągalne marzenie, ale dla wielu z nas zajmujących się uczeniem maszynowym to coś, co powoduje błysk w oku i motywuje do pracy po nocach.


    Jeżeli naczelny algorytm istnieje, to może pozyskać całą wiedzę świata — przeszłą, obecną i przyszłą — wyłącznie z danych. Wynalezienie go byłoby jednym z największych osiągnięć w historii nauki. Przyspieszyłoby postęp cywilizacyjny pod każdym względem i zmieniłoby świat w sposób, jaki możemy sobie wyobrazić tylko w przybliżeniu. Naczelny algorytm jest dla uczenia maszynowego tym, czym model standardowy jest dla fizyki cząstek elementarnych lub dogmat centralny dla biologii molekularnej: ujednoliconą teorią, która porządkuje wszystko, co poznaliśmy do tej pory, a zarazem stanowi fundamenty dziesięcioleci czy wręcz stuleci dalszego rozwoju. Naczelny algorytm to droga do rozwiązania najtrudniejszych problemów, z jakimi się mierzymy, od budowania robotów domowych po lek na raka.


    Weźmy raka. Wyleczenie go jest trudne, bo rak nie jest jedną chorobą, a całym ich zbiorem. Guzy mogą mieć przeróżne przyczyny, a dodatkowo mutują w przerzutach. Najpewniejszym sposobem na wyeliminowanie guza jest sekwencjonowanie jego genomu, sprawdzenie, które leki na niego zadziałają — bez szkody dla pacjenta, z uwzględnieniem jego genomu i historii medycznej — a może nawet zaprojektowanie nowego leku specjalnie dla tego przypadku. Żaden lekarz nie jest w stanie opanować koniecznej do tego wiedzy. Natomiast idealnie się do tego nadaje uczenie maszynowe: zasadniczo to tylko bardziej złożona i trudniejsza wersja takiego wyszukiwania, jakie Amazon i Netflix wykonują codziennie, z tym że tutaj szuka się odpowiedniej terapii zamiast odpowiedniej książki czy filmu. Niestety, chociaż dzisiejsze algorytmy uczące się potrafią diagnozować wiele chorób z nadludzką dokładnością, to wyleczenie raka przekracza ich możliwości. Jeżeli uda się nam odnaleźć naczelny algorytm, nie będzie to już ponad ich siły.


    Drugim celem tej książki jest zatem umożliwienie Ci wynalezienia naczelnego algorytmu. Wydawałoby się, że do tego potrzeba zaawansowanej matematyki i poważnych podstaw teoretycznych, ale jest wręcz przeciwnie. Odejście od arkanów matematyki pozwoli dostrzec nadrzędny schemat zjawiska uczenia się; a pod pewnymi względami laik, stojący dalej od lasu, jest w tym kontekście w lepszej pozycji niż specjalista, który jest już głęboko pochłonięty badaniem poszczególnych drzew. Mając do dyspozycji rozwiązanie koncepcyjne, będziemy mogli uzupełnić szczegóły matematyczne — ale to nie jest ani zadanie tej książki, ani najważniejsza część procesu. Odwiedzimy więc każdy z pięciu szczepów i zgromadzimy posiadane przez nie fragmenty układanki, aby zrozumieć, jak do siebie pasują, pamiętając przy tym, że żaden ze ślepców nie widzi całego słonia. Skupimy się zwłaszcza na tym, jak każdy z tych szczepów może się przyczynić do leczenia raka, i na tym, czego mu w tym kontekście brakuje. Następnie, krok po kroku, ułożymy te fragmenty w kompletne rozwiązanie — a w każdym razie w pewne rozwiązanie, które nie jest jeszcze naczelnym algorytmem, ale jest tak do niego zbliżone, jak to obecnie możliwe, i ma szansę być dobrym punktem wyjścia dla Twojej inwencji. Zobaczymy też, jak można korzystać z tego algorytmu w walce z rakiem. Czytając tę książkę, możesz pobieżnie przeglądać — albo przeskakiwać — fragmenty, które będą dla Ciebie trudne; znaczenie ma całościowy obraz. Prawdopodobnie więcej wyniesiesz z tych fragmentów, wracając do nich już po złożeniu całej układanki.


    Zajmuję się badaniem uczenia maszynowego od ponad dwudziestu lat. Zainteresowałem się nim dzięki książce o dziwnym tytule, którą zobaczyłem w księgarni na ostatnim roku studiów: Artificial Intelligence (Sztuczna inteligencja). Znalazłem w niej rozdział o uczeniu maszynowym; był krótki, ale po przeczytaniu go natychmiast uznałem, że uczenie się to klucz do rozwiązania problemu sztucznej inteligencji (SI) i że ówczesny stan wiedzy był tak nikły, iż może mógłbym coś do niego wnieść. Zrezygnowałem z planowanego kursu MBA i zapisałem się na program doktorski na Uniwersytecie Kalifornijskim w Irvine. Uczenie maszynowe było wtedy wąską i nieznaną dziedziną, a w Irvine istniała jedna z niewielu rozwiniętych grup badawczych. Niektórzy z moich kolegów z roku zrezygnowali ze studiów, bo ten kierunek wydawał się im mało przyszłościowy, ale ja zostałem. Według mnie nic nie mogło mieć większego wpływu na świat niż nauczenie komputerów uczenia się: jeżeli udałoby się nam to zrobić, to mielibyśmy większe szanse rozwiązać wszystkie inne problemy. Zanim skończyłem te studia, pięć lat później, boom eksploracji danych (ang. data mining) już trwał — i tak zaczęła się moja droga do napisania tej książki. Moja praca doktorska łączyła uczenie się symboliczne i analogiczne. W ciągu ostatnich dziesięciu lat wiele czasu poświęciłem na połączenie symbolizmu i teorii bayesowskiej, a ostatnio — obu tych szkół z koneksjonizmem. Czas na kolejny krok: próbę syntezy wszystkich pięciu paradygmatów.


    Pisząc tę książkę, myślałem o różnych, choć zazębiających się, grupach odbiorców.


    Jeżeli zastanawiasz się, skąd wziął się ten szum wokół big data oraz uczenia maszynowego, i podejrzewasz, że na rzeczy jest coś głębszego, niż wynikałoby z gazet, to masz rację! Ta książka posłuży Ci jako przewodnik po nadchodzącej rewolucji uczenia maszynowego.


    Jeżeli interesujesz się przede wszystkim biznesową stroną uczenia maszynowego, ta książka pomoże Ci na co najmniej sześć sposobów: staniesz się mądrzejszym odbiorcą analiz i statystyk; lepiej wykorzystasz umiejętności ekspertów od obróbki danych; unikniesz pułapek, które są zgubą wielu projektów eksploracji danych; odkryjesz, co można zautomatyzować, nie ponosząc kosztów pisanego ręcznie oprogramowania; zwiększysz elastyczność swoich systemów IT; wreszcie, będziesz przewidywać niektóre z nadchodzących nowych technologii. Widziałem, jak marnuje się zbyt wiele czasu i pieniędzy na próby rozwiązania problemów za pomocą niewłaściwego uczącego się algorytmu albo na błędne interpretacje wniosków takiego algorytmu. Żeby tego uniknąć, wystarczy niewiele. Właściwie wystarczy przeczytać tę książkę.


    Jeżeli jesteś obywatelem albo ustawodawcą interesującym się kwestiami społecznymi i politycznymi związanymi z big data i uczeniem maszynowym, ta książka będzie Twoim elementarzem technologicznym: wyjaśni, czym te technologie są, dokąd nas prowadzą, co umożliwiają, a czego nie — i nie zanudzi fachowymi szczegółami. Przyjrzymy się, jakie są rzeczywiste problemy, od prywatności po przyszłość pracy i etykę wojen robotów, i jak o nich myśleć.


    Jeżeli jesteś naukowcem lub inżynierem, uczenie maszynowe to nieoceniony arsenał, który wkrótce będzie nieodzowny. Stare, sprawdzone narzędzia statystyczne nie wystarczą na długo w epoce wielkich (czy nawet średnich) zbiorów danych. Tylko nielinearne zdolności uczenia maszynowego pozwolą nam dokładnie modelować większość zdarzeń, co niesie ze sobą nowy naukowy obraz świata. Wyrażenie zmiana paradygmatu jest dzisiaj nadużywane, ale moim zdaniem nie będzie przesadą powiedzieć, że ta książka właśnie taką zmianę opisuje.


    Jeżeli jesteś ekspertem w dziedzinie uczenia maszynowego, to już teraz wiesz wiele z tego, co opisuje ta książka, ale nadal znajdziesz w niej sporo nowych pomysłów, ciekawostek historycznych i przydatnych przykładów oraz analogii. A przede wszystkim mam nadzieję, że ta książka pomoże Ci spojrzeć na uczenie maszynowe z nowej perspektywy, a może nawet naprowadzi Cię na nowe tory myślenia. Wszędzie wokół nas są cele, które łatwo osiągnąć, i nie powinniśmy ich ignorować, ale nie powinniśmy też tracić z oczu większych korzyści, które czekają na nas trochę dalej. (À propos, mam nadzieję, że wybaczysz mi pewną dowolność — licencia poetica — w stosowaniu terminu algorytm naczelny na użytek nieekspertów).


    Jeżeli jesteś studentem lub uczniem w dowolnym wieku — licealistą stojącym przed wyborem kierunku studiów, studentem rozważającym karierę badawczą czy doświadczonym zawodowcem zastanawiającym się nad zmianą kariery — mam nadzieję, że ta książka rozbudzi w Tobie zainteresowanie tą fascynującą dziedziną. Na świecie bardzo brakuje specjalistów od uczenia maszynowego, więc jeżeli zdecydujesz się do nas dołączyć, czekają Cię nie tylko ciekawe czasy i korzyści materialne, ale i wyjątkowa szansa przysłużenia się społeczeństwu. A jeżeli już teraz zajmujesz się uczeniem maszynowym, to liczę, że moja książka pomoże Ci jeszcze lepiej poruszać się po tym temacie; jeżeli Twoja podróż doprowadzi Cię dzięki temu do naczelnego algorytmu, to samo to sprawi, że warto było tę książkę napisać.


    I wreszcie, jeżeli gustujesz w rozwijaniu swoich horyzontów intelektualnych, to uczenie maszynowe jest istną ucztą — zapraszam!


    
      
        [1] Test stosowany przez niektóre uczelnie jako element egzaminu wstępnego na studia MBA — przyp. tłum.

      

    

  


  
    Rozdział 1.

    Rewolucja uczących się maszyn


    Żyjemy w epoce algorytmów. Nie więcej niż jedno pokolenie temu większość ludzi nie miała pojęcia, co znaczy słowo algorytm. A dziś algorytmy są obecne w każdym zakątku cywilizacji. Są wplecione w życie codzienne. Są nie tylko w Twoim telefonie czy laptopie, ale nawet w Twoim samochodzie, w Twoim domu, w Twoich zabawkach i w AGD. Twój bank to gigantyczny gąszcz algorytmów, w którym ludzie tylko od czasu do czasu coś regulują. Algorytmy ustalają rozkłady lotów i pilotują samoloty. Algorytmy zarządzają fabrykami, handlują towarami i przewożą je, inkasują zyski i prowadzą dokumentację. Gdyby wszystkie algorytmy nagle przestały działać, byłby to koniec współczesnego świata.


    Algorytm to sekwencja instrukcji mówiących komputerowi, co ma zrobić. Komputery składają się z miliardów maleńkich przełączników zwanych tranzystorami, a algorytmy sterują przełączaniem się tranzystorów miliardy razy na sekundę. Najprostszym algorytmem jest zmiana stanu przełącznika. Stan jednego tranzystora to jeden bit informacji: ma wartość 1, jeżeli tranzystor jest włączony, i 0, jeżeli jest wyłączony. Gdzieś w komputerze Twojego banku jeden bit decyduje o tym, czy bilans na Twoim koncie jest przekroczony, czy nie. Inny bit gdzieś w komputerach Social Security Administration[1] mówi, czy żyjesz, czy nie.


    Drugi co do prostoty algorytm to połączenie dwóch bitów. Claude Shannon, znany jako ojciec teorii informacji, jako pierwszy zrozumiał, że to, co robią tranzystory, przełączając się w reakcji na inne tranzystory, to rozumowanie (o tym traktowała jego praca magisterska na MIT — najważniejsza magisterka w historii). Jeżeli tranzystor A włącza się tylko wtedy, gdy włączone są tranzystory B i C, to wykonuje drobny proces rozumowania logicznego. Jeżeli A włącza się, gdy włączone jest B albo C, to mamy kolejną małą operację logiczną. A jeżeli A włącza się zawsze, gdy B jest wyłączone, i odwrotnie, to trzecia operacja. Może się to wydawać niewiarygodne, ale każdy algorytm, nawet najbardziej złożony, można sprowadzić do tych trzech operacji: AND („i”), OR („lub”) i NOT („nie”). Proste algorytmy mogą być reprezentowane przez wykresy z użyciem różnych symboli operacji AND, OR i NOT. Jeżeli na przykład gorączka może być spowodowana grypą lub malarią, a paracetamol bierze się na gorączkę i ból głowy, to można to wyrazić w następujący sposób:


    [image: ]


    Łącząc wiele takich operacji, możemy przeprowadzić bardzo rozbudowane ciągi rozumowania logicznego. Ludziom często wydaje się, że komputery opierają się na liczbach, ale to nieprawda. Komputery są całkowicie zależne od logiki. Liczby i arytmetyka są zbudowane na logice, tak jak wszystkie elementy komputera. Chcesz dodać dwie liczby? Istnieje kombinacja tranzystorów, która to robi. Chcesz pokonać mistrza Jeopardy!? Istnieje kombinacja tranzystorów przeznaczona właśnie do tego (oczywiście jest już o wiele większa).


    Gdybyśmy chcieli budować nowy komputer do każdego zadania, które chcemy wykonać, to szybko okazałoby się to niewykonalnie kosztowne. Zamiast tego współczesne komputery to ogromne zbiory tranzystorów, które mogą robić różne rzeczy zależnie od tego, które tranzystory są włączone. Michał Anioł powiedział, że jego rolą jest tylko dostrzec w bloku marmuru gotowy posąg, a potem odłupać niepotrzebny kamień, żeby posąg wydobyć. Podobnie algorytm usuwa niepotrzebne tranzystory w komputerze, póki nie ukaże się potrzebna funkcja, nieważne, czy jest nią autopilot samolotu, czy nowy film Pixara.


    Algorytm nie jest zestawem dowolnych instrukcji: muszą być na tyle dokładne i jednoznaczne, żeby komputer mógł je wykonać. Przepis kucharski nie jest algorytmem, bo nie precyzuje, w jakiej kolejności wykonywać instrukcje ani jaki dokładnie jest każdy krok. Ile dokładnie cukru to „jedna łyżeczka”? Jak wie o tym każdy, kto kiedykolwiek gotował coś z nowego przepisu, może się to skończyć pysznościami albo katastrofą. Algorytm, dla odmiany, zawsze daje taki sam wynik. Nawet jeżeli przepis podaje dokładnie 14 g cukru, to nadal nie wyszliśmy na prostą: komputer nie wie, czym jest cukier ani czym jest gram. Jeżeli chcielibyśmy zaprogramować robota kuchennego, żeby zrobił ciasto, to musielibyśmy wyjaśnić mu, jak z wyglądu rozpoznawać cukier, jak podnieść łyżeczkę itd. (nadal nad tym pracujemy). Komputer musi wiedzieć dokładnie, jak wykonać algorytm, aż do poziomu wyłączania i włączania określonych tranzystorów. Dlatego przepisowi daleko do algorytmu.


    Z drugiej strony tak wygląda algorytm do gry w kółko i krzyżyk:


    Jeżeli Ty lub Twój przeciwnik macie dwa symbole z rzędu, postaw swój na ostatnim wolnym polu.


    W innym wypadku, jeżeli jakiś ruch daje dwie linie po dwa z rzędu, wykonaj ten ruch.


    W innym wypadku, jeżeli środkowe pole jest puste, postaw na nim symbol.


    W innym wypadku, jeżeli Twój przeciwnik zagrał na narożnym polu, postaw symbol w przeciwnym narożniku.


    W innym wypadku, jeżeli jakieś narożne pole jest puste, postaw na nim symbol.


    W innym wypadku postaw symbol na pustym polu.


    Sporą zaletą tego algorytmu jest, że nigdy nie przegrywa! Oczywiście nadal brakuje mu wielu szczegółów, na przykład tego, jak reprezentowana jest plansza w pamięci komputera i jak ta reprezentacja zmienia się po wykonaniu ruchu. Moglibyśmy na przykład mieć dwa bity na każde pole: z wartością 00, jeżeli pole jest puste; ta wartość zmieniałaby się na 01, gdyby było na nim kółko, i na 10, gdyby był na nim krzyżyk. Nasz algorytm jest jednak na tyle dokładny i jednoznaczny, że kompetentny programista potrafiłby uzupełnić jego braki. Sprawę ułatwia też fakt, że nie musimy sami precyzyjnie określać działania algorytmu aż do pojedynczych tranzystorów; zamiast tego możemy użyć istniejących algorytmów jako części składowych, a mamy ich do wyboru niezliczenie wiele.


    Algorytmy jako standard są wymagające. Mówi się często, że człowiek rozumie jakieś zagadnienie dopiero wtedy, gdy może je wyrazić za pomocą algorytmu (jak powiedział Richard Feynman: „Jeżeli nie mogę czegoś stworzyć, to znaczy, że tego nie rozumiem”). Równania, chleb powszedni fizyków i inżynierów, to nic innego jak szczególny rodzaj algorytmu. Na przykład drugie prawo Newtona, być może najważniejsze równanie wszech czasów, mówi, jak obliczyć wartość netto siły działającej na obiekt za pomocą mnożenia masy obiektu i jego przyspieszenia. Pośrednio mówi też, że przyspieszenie jest równe wartości siły podzielonej przez masę, ale przełożenie tego na formę bezpośrednią jest już krokiem algorytmicznym. Niezależnie od tego, o jakiej dziedzinie nauki mowa, jeżeli danej teorii nie można wyrazić w postaci algorytmu, to nie jest ona całkiem rygorystyczna (nie mówiąc o tym, że nie może jej rozwiązać komputer, co znacznie ogranicza jej zastosowanie). Naukowcy konstruują teorie, inżynierowie konstruują urządzenia. Informatycy zaś konstruują algorytmy, które są zarazem teoriami i urządzeniami.


    Zaprojektowanie algorytmu nie jest proste. Piętrzą się przy tym pułapki i niczego nie można zakładać z góry. Podpowiedzi Twojej intuicji okażą się niekiedy błędne, więc czeka Cię szukanie nowych rozwiązań. Poza zaprojektowaniem algorytmu musisz zapisać go w języku zrozumiałym dla komputerów, jak Java lub Python (w tym momencie zaczynamy nazywać go programem). Potem musisz go zdebugować, czyli znaleźć wszystkie błędy i usunąć je, żeby komputer mógł uruchomić program i nic nie zepsuć. Ale kiedy masz już program, który robi to, co chcesz, możesz naprawdę poszaleć. Komputery spełnią Twoje życzenia miliony razy, w niewyobrażalnym tempie, bez słowa skargi. Ludzie na całym świecie będą mogli korzystać z Twojego dzieła. Koszt może być zerowy, jeżeli tak postanowisz, albo na tyle wysoki, żeby przynieść Ci miliardowe zyski — jeśli problem, który rozwiążesz, będzie na tyle istotny. Programista, czyli ktoś, kto tworzy algorytmy i zapisuje je w kodzie — to pomniejsze bóstwo, tworzące wedle swej woli całe wszechświaty. Można nawet powiedzieć, że w Księdze Rodzaju Bóg jest programistą: jego narzędziem tworzenia jest język, a nie manipulacja przedmiotami. Słowo staje się faktem. Ty też możesz zostać bóstwem, siedząc z laptopem na kanapie. Wyobraź sobie wszechświat i powołaj go do życia. Prawa fizyki są nieobowiązkowe.


    Po jakimś czasie pracą programistów posiłkują się inni programiści, wynajdując algorytmy wykonujące nowe zadania. Algorytmy łączą się z innymi algorytmami, żeby wykorzystać wyniki jeszcze innych algorytmów i wygenerować wyniki potrzebne kolejnym algorytmom. Co sekundę miliardy tranzystorów w miliardach komputerów przełączają się miliardy razy. Algorytmy tworzą nowy typ ekosystemu, który ciągle rośnie i którego bogactwo można porównać do życia.


    Ale i w tym edenie nie da się uniknąć węża. Na imię mu złożoność. I tak jak mityczna Hydra, monstrum złożoności ma wiele głów. Jedną z nich jest złożoność przestrzeni: liczba bitów informacji, które algorytm musi przechować w pamięci komputera. Jeżeli algorytm potrzebuje więcej pamięci, niż komputer ma do dyspozycji, to jest bezużyteczny i trzeba z niego zrezygnować. Bliźniaczą głową jest złożoność czasu: ile czasu potrzeba na wykonanie algorytmu, czyli przez ile etapów użycia (i ponownego użycia) tranzystorów musi przejść, zanim wygeneruje żądany efekt. Jeżeli trwa to dla nas zbyt długo, to ponownie algorytm jest bezużyteczny. Ale najstraszniejszym obliczem monstrum złożoności jest złożoność ludzka. Kiedy algorytmy stają się zbyt skomplikowane dla naszych biednych ludzkich mózgów, kiedy interakcji między różnymi elementami algorytmu jest za wiele i są zbyt zależne od siebie nawzajem, wkradają się błędy, których nie możemy odnaleźć i naprawić, a algorytm nie robi tego, czego oczekujemy. Nawet jeżeli jakoś uda się nam zmusić go do działania, to okazuje się nadmiernie skomplikowany dla osób, które mają go używać, i nie współpracuje dobrze z innymi algorytmami, a to oznacza problemy w przyszłości.


    Każdy informatyk codziennie toczy starcia z monstrum złożoności. Kiedy przegrywa tę walkę, w nasze życia wkrada się złożoność. Łatwo zauważyć, że niejedna taka bitwa została już przegrana. Niemniej nadal budujemy naszą wieżę algorytmów, choć jest to coraz trudniejsze. Każda nowa generacja algorytmów musi być zbudowana na poprzedniej generacji i jednocześnie musi radzić sobie ze złożonością własną i poprzedników. Wieża rośnie wyżej i wyżej, pokrywa cały świat, ale zarazem robi się kruchsza, jak domek z kart, który tylko czeka, żeby się przewrócić. Wystarczy jeden mały błąd w jednym algorytmie, a wybucha rakieta za miliard dolarów albo miliony ludzi zostają bez prądu. Algorytmy wchodzą ze sobą w interakcje w nieprzewidziany sposób i mamy krach na giełdzie.


    Jeżeli uznamy, że programiści to pomniejsze bóstwa, to nasze monstrum złożoności jest wcielonym diabłem. Pomalutku wygrywa z nami wojnę.


    Musi być jakiś lepszy sposób.


    Wejście ucznia


    Każdy algorytm ma dane wejściowe i wyjściowe — dane „wchodzą” do komputera, algorytm robi z nimi swoje, po czym „wychodzi” efekt. Uczenie maszynowe odwraca to o 180 stopni: na wejściu mamy dane i pożądany efekt, a „wychodzi” algorytm, który zamienia jedno w drugie. Algorytmy uczące się — które możemy nazywać uczniami — to algorytmy tworzące inne algorytmy. Dzięki uczeniu maszynowemu komputery same mogą pisać dla siebie programy, a my nie musimy.


    Wow.


    Komputery same piszą dla siebie programy. To dopiero potężna wizja; potężna i trochę przerażająca. Jeżeli komputery zaczną same się programować, to jak będziemy je kontrolować? Okazuje się, że możemy je kontrolować dość łatwo, o czym opowiemy sobie później. Ważniejszym zastrzeżeniem jest to, że taka sytuacja brzmi zbyt pięknie na to, by była prawdą. Przecież pisanie algorytmów wymaga inteligencji, kreatywności, umiejętności rozwiązywania problemów — chyba komputery tego nie potrafią? Jak odróżnić uczenie maszynowe od magii? Rzeczywiście, w tej chwili ludzie potrafią napisać wiele programów, których komputery nie mogłyby się nauczyć. Ale bardziej zaskakujące jest to, że komputery potrafią nauczyć się programów, których człowiek nie umie napisać. Wiemy, jak prowadzić samochody i jak odczytać pismo ręczne, ale te umiejętności są nieświadome: nie potrafimy wyjaśnić komputerowi, jak to zrobić. Jeżeli damy uczącemu się algorytmowi dostatecznie dużo przykładów każdej z tych czynności, to szybko rozpozna, jak może je samodzielnie wykonywać — w tym miejscu możemy spuścić go ze smyczy. W ten sposób na poczcie odczytuje się kody pocztowe i dlatego niedługo samochody będą nas wozić same.


    Potęgę uczenia maszynowego być może najlepiej oddaje analogia mało zaawansowana technologicznie: rolnictwo. W społeczeństwie uprzemysłowionym towary wytwarza się w fabrykach, a to oznacza, że inżynierowie muszą wymyślić, jak złożyć końcowy produkt z części składowych, jak zbudować te części i tak dalej — aż do surowców. Wymaga to wiele pracy. Komputery to najbardziej złożone towary, jakie człowiek wynalazł, a projektowanie ich oraz fabryk, gdzie są budowane, i programów, które są na nich uruchamiane, wymaga wiele zachodu. Ale jest też inny, znacznie starszy sposób na to, żebyśmy pozyskali niektóre z potrzebnych nam rzeczy — możemy pozwolić je stworzyć naturze. Uprawiając ziemię, zasadzamy nasiona, dbamy o to, by miały wodę oraz mikro- i makroelementy, a następnie zbieramy plony. Czemu technologia nie może być taka? Otóż może, i właśnie to obiecuje nam uczenie maszynowe. Uczące się algorytmy to nasiona, dane to gleba, a wyuczone programy są jak rośliny, które na niej rosną. Ekspert od uczenia maszynowego jest jak rolnik, który sadzi ziarna, nawozi i użyźnia glebę oraz ma oko na zdrowy rozwój plonów, ale poza tym w nic nie ingeruje.


    Kiedy spojrzymy w ten sposób na uczenie maszynowe, od razu zauważamy dwie rzeczy. Po pierwsze: im więcej mamy danych, tym więcej możemy się nauczyć. Brak danych? Niczego się nie nauczymy. Big data? Świetna okazja do nauki. Dlatego uczenie maszynowe pojawia się w coraz nowszych miejscach, napędzane rosnącymi w postępie geometrycznym górami danych. Gdyby uczenie maszynowe można było kupić w markecie, to na pudełku byłby napis: „Wystarczy dodać trochę danych”.


    Po drugie: uczenie maszynowe jest mieczem, którym można pokonać monstrum złożoności. Mając do dyspozycji dostatecznie dużo danych, uczący się program, który sam ma zaledwie kilkaset linijek długości, może łatwo wygenerować program o milionie linijek kodu, a co więcej, może to zrobić wiele razy na potrzeby różnych problemów. Dla programisty oznacza to kolosalne zmniejszenie złożoności. Oczywiście kiedy tylko obcinamy głowy monstrum złożoności, to — tak jak Hydrze — wyrastają mu nowe, ale na początku są mniejsze i potrzebują więcej czasu na wzrost, więc zyskujemy pewną przewagę.


    Możemy myśleć o uczeniu maszynowym jak o odwrotności programowania, tak jak pierwiastek kwadratowy jest odwrotnością potęgowania do kwadratu, a integracja jest odwrotnością różnicowania. Tak jak możemy zapytać: „Jaka liczba podniesiona do potęgi kwadratowej daje 16?” czy „Jakiej funkcji pochodną jest x+1?”, tak samo możemy zapytać: „Jaki algorytm generuje taki efekt?”. Wkrótce zobaczymy, jak przetworzyć tę wiedzę na konkretne uczące się algorytmy.


    Niektóre z nich uczą się wiedzy, inne — umiejętności. „Wszyscy ludzie są śmiertelni” to pewien element wiedzy. Jazda na rowerze to pewna umiejętność. W przypadku uczenia maszynowego wiedza ma często postać modeli statystycznych, ponieważ duża część wiedzy jest statystyką: wszyscy ludzie są śmiertelni, ale tylko 4 procent ludzi to Amerykanie. Umiejętności mają zwykle postać procedur: jeżeli droga skręca w lewo, obróć kierownicę w lewo; jeżeli na drogę wyskoczy jeleń, mocno wciśnij hamulce (niestety, w czasie pisania tej książki autonomiczne samochody Google nadal nie odróżniały unoszonych wiatrem siatek od jeleni). Te procedury są często dość proste, ale leżąca u ich podstaw wiedza — skomplikowana. Jeżeli wiesz, które maile są spamem, to wiesz, które trzeba skasować. Jeżeli wiesz, jak dobre jest dane ułożenie szachownicy, to wiesz, jaki ruch wykonać (taki, który prowadzi do najlepszego możliwego ułożenia).


    Uczenie maszynowe ma wiele form i znane jest pod wieloma nazwami: rozpoznawanie wzorców, modelowanie statystyczne, eksploracja danych, odkrywanie wiedzy, analityka predyktywna, analityka danych, systemy adaptacyjne, systemy samoorganizujące i wiele innych. Każde z tych określeń jest wykorzystywane przez różne środowiska i ma różne asocjacje. Niektóre z nich są stosowane dłużej, inne krócej. W tej książce stosuję pojęcie uczenie maszynowe, obejmujące wszystkie te kategorie.


    Uczenie maszynowe jest czasem mylone ze sztuczną inteligencją. Technicznie rzecz biorąc, uczenie maszynowe to dziedzina należąca do SI, ale z czasem stała się ona tak duża i odnosi takie sukcesy, że przyćmiewa tę drugą. Celem SI jest nauczenie komputerów tego, co ludzie obecnie robią lepiej, a uczenie jest zapewne najważniejszą z tych umiejętności — bez niej żaden komputer nie dotrzyma kroku człowiekowi na dłuższą metę; z kolei mając zdolność uczenia, można pozyskać inne umiejętności.


    W ekosystemie przetwarzania informacji uczące się algorytmy są na szczycie łańcucha pokarmowego. Bazy danych, pełzacze, indeksatory i im podobne są roślinożercami, cierpliwie przeżuwającymi nieskończone łąki danych. Algorytmy statystyczne, internetowe przetwarzanie analityczne itp. to drapieżniki. Roślinożercy są potrzebni, bo bez nich nie mogą istnieć pozostałe twory, ale życie drapieżników jest o wiele ciekawsze. Pełzacz jest jak krowa, sieć to jego łączka obejmująca cały świat, a każda strona jest jak źdźbło trawy. Kiedy już pełzacz skończy swoje przeżuwanie, na jego dyskach twardych leży kopia sieci. Indeksator tworzy potem listę stron, na których pojawia się dane słowo — podobnie jak w indeksie na końcu książki. Bazy danych, jak słonie, są wielkie, ciężkie i niczego nie zapominają. Wśród tych powolnych zwierząt przemykają algorytmy statystyczne i analityczne, zmniejszające i wybierające, przetwarzające dane w informacje. Uczące się algorytmy pożerają te informacje, trawią je i zamieniają w wiedzę.


    Eksperci na polu uczenia maszynowego to elitarna kasta kapłanów nawet wśród innych informatyków. Wielu informatyków, zwłaszcza starszego pokolenia, nie rozumie uczenia maszynowego tak dobrze, jak by sobie tego życzyło. Dzieje się tak dlatego, że tradycyjnie informatyka przyjmowała deterministyczny sposób myślenia, podczas gdy uczenie maszynowe wymaga myślenia statystycznego. Jeżeli, dajmy na to, reguła oznaczania maili jako spam jest dokładna w 99 procentach, to nie znaczy, że ma błędy: być może po prostu jest granicą tego, co możemy osiągnąć, i jest dostatecznie dobra i użyteczna. Ta różnica w sposobie myślenia ma duży udział w tym, dlaczego Microsoft nie może dogonić Google równie łatwo, jak dogonił firmę Netscape. Przeglądarka jest w końcu zwykłym oprogramowaniem, ale wyszukiwarka wymaga już innego nastawienia.


    Innym powodem, dla którego spece od uczenia maszynowego są supergeekami, jest fakt, że na świecie jest ich za mało, nawet w porównaniu do innych dziedzin informatyki, która ma podobne problemy. Według guru technologii, Tima O’Reilly’ego, „analitycy danych” to najbardziej rozchwytywani kandydaci do pracy w Dolinie Krzemowej. McKinsey Global Institute szacuje, że do 2018 r. w samych Stanach Zjednoczonych potrzeba będzie od 140 do 190 tys. więcej ekspertów od uczenia maszynowego, niż będzie ich na rynku pracy; analogicznie potrzeba będzie 1,5 mln więcej obeznanych z danymi menedżerów. Ilość zastosowania uczenia maszynowego wzrosła gwałtownie i szybciej, niż można było kształcić nowych specjalistów, a do tego ma opinię trudnego przedmiotu. Podręczniki potrafią doprowadzić do przesytu matematyką. Ta trudność to jednak w dużej części tylko pozory. Wszystkie istotne idee uczenia maszynowego można wyrazić bez użycia matematyki. Czytając tę książkę, możesz nawet zorientować się, że wymyślasz własne uczące się algorytmy, i to nie uciekając się do żadnego równania.


    Rewolucja przemysłowa zautomatyzowała pracę fizyczną, a rewolucja informatyczna zrobiła to samo dla pracy umysłowej, ale uczenie maszynowe automatyzuje automatyzację. Bez niego programiści stają się wąskim gardłem hamującym postęp. Dzięki niemu tempo postępu przyspiesza. Jeżeli jesteś leniwym i niezbyt bystrym informatykiem, to uczenie maszynowe jest zawodem doskonałym, bo uczące się algorytmy wykonują całą pracę, a Ty możesz zgarniać laury. Z drugiej strony uczące się algorytmy mogą nam odebrać pracę, co byłoby pewną, niepozbawioną ironii, sprawiedliwością.


    Wchodząc na nowe wyżyny automatyzacji, rewolucja uczenia maszynowego wywoła daleko idące zmiany społeczne i gospodarcze, tak jak stało się kiedyś z internetem, komputerem osobistym, samochodem i silnikiem parowym. Już teraz widać te zmiany w biznesie.


    Dlaczego firmy cenią uczenie maszynowe


    Dlaczego Google jest warte wiele więcej niż Yahoo? Obie te firmy zarabiają na wyświetlaniu reklam w internecie i obie są w czołówce. Obie korzystają z aukcji przy sprzedaży reklam i z uczenia maszynowego, żeby przewidzieć, jaka jest szansa, że użytkownik kliknie daną reklamę (im wyższa szansa, tym większa wartość reklamy). Ale uczące się algorytmy Google są znacznie lepsze niż algorytmy Yahoo. Oczywiście to nie jedyna przyczyna stojąca za różnicą w ich kapitalizacji, ale to jeden z ważniejszych powodów. Każde kliknięcie, które było prognozowane, ale nie miało miejsca w rzeczywistości, jest dla reklamodawcy zmarnowaną okazją i oznacza stracone zyski dla danej strony internetowej. Przy rocznych przychodach Google na poziomie 50 mld dolarów poprawa dokładności przewidywania kliknięć o 1 procent oznacza dla tej firmy potencjalnie pół miliarda dolarów dodatkowego rocznego przychodu. Nic więc dziwnego, że Google tak ceni uczenie maszynowe, a Yahoo i inni starają się dorównać mu kroku.


    Reklamy w sieci to tylko jeden z przejawów znacznie szerszego zjawiska. Na każdym rynku producenci i konsumenci muszą się porozumieć, zanim dojdzie do jakiejkolwiek transakcji. Przed dostępem do internetu większość stojących przed nimi przeszkód była materialna. Kupowało się książki w pobliskiej księgarni, a ta księgarnia miała ograniczoną przestrzeń na półkach. Ale teraz, kiedy możesz ściągnąć dowolny e-book na swój czytnik, kiedy tylko chcesz, problemem staje się obezwładniające bogactwo wyboru. Jak przejrzeć półki księgarni, która ma w sprzedaży miliony książek? To samo tyczy się innych towarów informacyjnych: filmów, muzyki, wiadomości, tweetów, blogów czy zwykłych stron internetowych. I tak samo jest z każdym innym produktem czy usługą, które można zamówić zdalnie: butami, kwiatami, gadżetami, pokojami hotelowymi, kursami, inwestycjami. Odnosi się to nawet do osób szukających pracy czy związku. Jak odnaleźć siebie nawzajem? To właśnie problem definiujący epokę informacji, a uczenie maszynowe jest istotną częścią jego rozwiązania.


    Rozwój większości firm ma trzy etapy. Najpierw wszystko robi się ręcznie: właściciele rodzinnego sklepu znają klientów osobiście i odpowiednio zamawiają, wystawiają i polecają swoje towary. To bardzo miłe, ale się nie skaluje. Podczas drugiego, najmniej szczęśliwego etapu firma staje się na tyle duża, że musi korzystać z komputerów. Pojawiają się programiści, konsultanci oraz menedżerowie baz danych; pisze się miliony linijek kodu, żeby zautomatyzować wszystko, co tylko da się zautomatyzować. Dzięki temu firma może obsłużyć o wiele więcej osób, ale ta obsługa jest niższej jakości: decyzje podejmuje się na podstawie szerokich kategorii demograficznych, a programy komputerowe są zbyt mało elastyczne, by dostosować się do nieskończonej wszechstronności człowieka.


    W tym momencie potrzeba więcej programistów i konsultantów, niż jest ich na świecie, i firma nieuchronnie zwraca się w stronę uczenia maszynowego. Amazon nie może zakodować w programie komputerowym gustów wszystkich swoich klientów, a Facebook nie wie, jak napisać program, który wybierałby najlepsze posty dla każdego użytkownika z osobna. Walmart sprzedaje miliony produktów i codziennie dokonuje miliardów wyborów; gdyby programiści Walmartu próbowali napisać podejmujący te decyzje program, nie skończyliby do końca świata. Zamiast tego te firmy pozwalają uczącym się algorytmom przetwarzać zgromadzone góry danych i ustalać, czego chcą ich klienci.


    Uczące się algorytmy możemy porównać do swatek: dopasowują producentów i konsumentów do siebie nawzajem, przegryzając się przez nadmiar informacji. Jeżeli są dostatecznie inteligentne, to dostajemy połączenie najlepszych cech: szeroki asortyment i niskie ceny handlu wielkoskalowego oraz osobistą uwagę rodem z firmy małej skali. Uczące się algorytmy nie są doskonałe i ostatni etap decyzji pozostaje z reguły w gestii ludzi, ale algorytmy inteligentnie zmniejszają liczbę potencjalnych wyborów do poziomu, z którym człowiek może sobie poradzić.


    Z perspektywy czasu widzimy, że przejście od wynalezienia komputerów do epoki internetu, a następnie do uczenia maszynowego było nieuniknione: komputery umożliwiają istnienie internetu, który zalewa nas danymi i sprawia, że mamy problem nieograniczonego wyboru; z kolei uczenie maszynowe korzysta z zalewu danych, żeby rozwiązać problem nieograniczonego wyboru. Internet sam w sobie nie wystarczy, żeby przenieść popyt z poziomu „rozmiaru uniwersalnego” do długiego ogona nieskończonego zróżnicowania. Netflix mógłby mieć sto tysięcy filmów DVD do wyboru, ale jeżeli jego klienci nie wiedzieliby, jak znaleźć tytuł, który im się podoba, to domyślnie ograniczaliby się do największych hitów. Długi ogon zaczyna przynosić efekty dopiero w momencie, gdy Netflix ma do dyspozycji uczący się algorytm, który może rozpoznać Twój gust i zaproponować Ci odpowiedni film.


    Kiedy już następuje nieuniknione i uczące się algorytmy stają się pośrednikiem, skupiają w sobie wielką władzę. Algorytmy Google w znacznej mierze decydują o tym, jakie informacje znajdujesz; algorytmy Amazonu — jakie produkty kupujesz; a algorytmy Match.com — z kim się spotykasz. Ostatni kawałek drogi dalej zależy od Ciebie — wybierasz spośród opcji, które podają Ci algorytmy — ale 99,9 procent wyboru wykonały one. Sukces czy porażka firmy zależy teraz od tego, czy algorytmom uczącym się spodobają się jej produkty, a od tego, jak dobre są te algorytmy, zależy sukces całej gospodarki (przez sukces rozumiemy to, czy konsumenci dotrą do produktów, które najlepiej spełniają ich potrzeby w najlepszej cenie).


    Najpewniejszym sposobem na to, by algorytmom uczącym się podobały się Twoje produkty, jest obsługiwanie tych algorytmów samemu. Wygrywa ten, kto ma najlepsze algorytmy i najwięcej danych. Nabiera znaczenia nowy rodzaj efektu sieciowego: ten, kto ma najwięcej klientów, gromadzi najwięcej danych, uczy się najlepszych modeli, zdobywa najwięcej nowych klientów i tak dalej, w zamkniętym kole (błędnym kole — z perspektywy konkurencji). Przerzucenie się z Google na Bing może i jest prostsze, niż przejście z Windowsa na Maca, ale w praktyce nie robimy tego, bo Google miał przewagę na starcie i ma większy udział w rynku, przez co lepiej wie, o co Ci chodzi, nawet jeżeli technologicznie Bing jest na tym samym poziomie. Biada nowym konkurentom na rynku wyszukiwarek, którzy mają zero danych i walczą z wyszukiwarkami mającymi na koncie ponad 10 lat nauki.


    Mogłoby się wydawać, że po pewnym czasie więcej danych to więcej powtarzalności, ale na razie tego punktu nasycenia nie ma nawet na horyzoncie. Długi ogon ciągnie się dalej. Jeżeli przyjrzymy się rekomendacjom Amazonu czy Netfliksa, to jasne jest, że są mocno uproszczone, a wyniki wyszukiwania Google pozostawiają wiele do życzenia. Potencjalnie każdą funkcjonalność produktu, każdy zakamarek strony, można poprawić, stosując uczenie maszynowe. Czy link na dole strony powinien być czerwony, czy niebieski? Wypróbujmy oba i zobaczmy, który ludzie będą częściej klikać. Co lepsze, jeżeli pozwolisz algorytmom uczącym się pracować dalej, to nieustannie będą dostosowywać wszystkie aspekty Twojej strony.


    Taki sam proces odbywa się na każdym rynku, na którym jest wiele wyborów i wiele danych. Wyścig już się zaczął, a zwycięży ten, kto uczy się najszybciej. I nie koniec na lepszym rozumieniu klientów: firmy mogą stosować uczenie maszynowe do każdego aspektu swojej działalności, pod warunkiem że mają dość danych, a przecież dane przychodzą teraz z komputerów, urządzeń komunikacyjnych oraz z coraz tańszych i coraz powszechniejszych czujników. „Dane to nowa ropa”, jak mówi popularne powiedzenie; i tak jak w przypadku ropy, rafinowanie ich to wielki biznes. IBM, który — jak mało kto — rozumie świat korporacji, buduje swoją strategię rozwoju na oferowaniu rozwiązań analitycznych innym firmom. Dane są w biznesie aktywami strategicznymi: jakie mam dane, których nie ma moja konkurencja? Jak mogę je wykorzystać? Jakie dane ma konkurencja, a ja nie?


    Tak samo jak bank niekorzystający z baz danych nie może konkurować z bankiem, który je posiada, tak też firma niekorzystająca z uczenia maszynowego nie dotrzyma kroku tym, które z niego korzystają. W tej pierwszej firmie specjaliści piszą tysiąc reguł przewidujących, czego życzą sobie klienci, a w drugiej — algorytmy uczą się miliardów reguł, a wiele reguł przypada na każdego poszczególnego klienta. To starcie tak nierówne jak walka dzidami z przeciwnikiem mającym karabiny maszynowe. Uczenie maszynowe to modna nowa technologia, ale to nie dlatego firmy tak chętnie po nią sięgają. Robią tak, bo nie mają wyboru.


    Doładowanie metody naukowej


    Uczenie maszynowe jest jak metoda naukowa na sterydach. Opiera się na takich samych procesach generowania, sprawdzania i odrzucania lub udoskonalania hipotez. Ale o ile naukowiec może spędzić całe swoje życie, tworząc i badając kilkaset hipotez, o tyle uczący się system może dokonać tego samego w ułamku sekundy. Uczenie maszynowe to automatyzacja odkrywania. Nic więc dziwnego, że na polu nauki wprowadza taką samą rewolucję jak na polu biznesu.


    Żeby czynić jakiekolwiek postępy, każda dziedzina nauki potrzebuje danych odpowiadających złożoności zjawisk, jakimi się zajmuje. Dlatego fizyka jako pierwsza rozwinęła skrzydła: zapisy pozycji planet sporządzone przez Tychona Brahego i obserwacje wahadeł oraz równi pochyłych Galileusza wystarczyły do wywnioskowania zasad dynamiki Newtona. I także dlatego biologia molekularna, chociaż jest dyscypliną młodszą od neurologii, wyprzedziła tę ostatnią: mikromacierze DNA i sekwencjonowanie o wysokiej przepustowości zapewniają kolosalne ilości danych, o jakich neurolodzy mogą najwyżej pomarzyć. To jest też przyczyną faktu, że badania socjologiczne to sprawa niemal skazana na porażkę: do dyspozycji ma się próbkę kilkuset osób, dla każdej tylko kilkanaście pomiarów — można w ten sposób modelować tylko dość określone zjawiska. Ale nawet te określone zjawiska nie występują w izolacji od innych — wpływają na nie rzesze innych zdarzeń, a to znaczy, że i tak daleko nam do zrozumienia ich w całości.


    Na szczęście dziedziny, które kiedyś miały niewiele danych, teraz w dane obfitują. Zamiast płacić za wykonanie jakiegoś zadania laboratoryjnego pięćdziesięciu znudzonym studentom, psycholodzy mogą dostać tylu ochotników, ilu im trzeba; wystarczy, że ogłoszą się w prowadzonym przez Amazon serwisie Mechanical Turk (dzięki temu będą też mieć do dyspozycji bardziej zróżnicowaną próbkę). Być może łatwo o tym zapomnieć, ale zaledwie nieco ponad dekadę temu socjologowie badający sieci społecznościowe narzekali, że nie mogą wziąć pod lupę sieci mającej więcej niż kilkuset członków. A teraz mamy Facebooka z ponad miliardem użytkowników. Znaczna ich część publikuje posty będące szczegółowym zapisem ich życia; to tak, jakbyśmy mieli przed oczami prowadzoną na żywo relację z życia na Ziemi. W neurologii konektomika i funkcjonalny rezonans magnetyczny otworzyły nowe drogi dla bardzo dokładnej analizy pracy mózgu. W biologii molekularnej możemy obserwować geometryczny wzrost baz danych genów i białek. Nawet w „starszych” dziedzinach nauki, jak fizyka i astronomia, robimy dalsze postępy dzięki rzece danych płynącej z akceleratorów cząstek i cyfrowych przeglądów nieba.


    Big data nie przyda się na nic, jeżeli nie da się zmienić go w wiedzę — a na całym świecie nie ma tylu naukowców, ilu do tego potrzeba. Edwin Hubble odkrył nowe galaktyki, przyglądając się płytom fotograficznym, ale możemy być pewni, że pół miliarda obiektów niebieskich, którymi zajmuje się Sloan Digital Sky Survey, zostało zidentyfikowanych w inny sposób. To tak, jakbyśmy próbowali ręcznie policzyć ziarenka piasku na plaży. Można napisać reguły odróżniania galaktyk od gwiazd i od obiektów nieistotnych (jak ptaki, samoloty czy Superman), ale nie będą one zbyt dokładne. Zamiast tego projekt SKICAT (ang. sky image cataloging and analysis tool — narzędzie katalogowania i analizowania obrazów nieba) korzystał z uczącego się algorytmu. Poczynając od płyt, na których obiekty były przypisane do właściwych kategorii, algorytm ten rozpoznawał, czym cechuje się każda kategoria, i stosował wynik tej operacji do wszystkich nieskatalogowanych płyt. Co więcej, był w stanie opisać obiekty, które były zbyt niewyraźne dla oka ludzkiego, a to z nich składała się większość obiektów zarejestrowanych w przeglądzie nieba.


    Dzięki big data i uczeniu maszynowemu mamy bezprecedensową szansę na zrozumienie bardzo skomplikowanych zjawisk. W większości dziedzin naukowcy z reguły dysponowali ograniczonymi modelami, takimi jak regresja liniowa, gdzie linią, jaką dopasowuje się do danych, jest zawsze prosta. Niestety, większość zjawisk na świecie nie jest linearna (a raczej na szczęście, bo w przeciwnym razie życie byłoby bardzo nudne — a właściwie nie zaistniałoby w ogóle). Uczenie maszynowe otwiera przed nami nowy wymiar modeli nielinearnych. To tak, jakby rozświetlić żyrandolem pomieszczenie, które wcześniej oświetlał tylko promień światła księżyca.


    W biologii uczące się algorytmy rozpoznają lokalizacje genów w cząsteczce DNA, miejsca, gdzie wycinane są niepotrzebne fragmenty RNA przed biosyntezą białka, sposób, w jaki białka zwijają się w swój kształt, i to, jak różne warunki wpływają na ekspresję poszczególnych genów. W laboratoriach nie trzeba testować tysięcy nowych leków: uczące się algorytmy przewidują, czy dany lek zadziała, a testom poddaje się tylko te najlepiej rokujące. Algorytmy wyłapują też molekuły, które mogą mieć szkodliwe skutki uboczne, na przykład wywoływać raka. To pozwala uniknąć kosztownych błędów, takich jak odrzucanie badanych leków już po rozpoczęciu badań na ludziach.


    Największym wyzwaniem jest jednak zebranie wszystkich tych informacji w spójną całość. Jakie czynniki wpływają na zagrożenie chorobą wieńcową i jak na siebie wzajemnie oddziałują? Newton potrzebował tylko trzech zasad dynamiki i jednego prawa ciążenia, ale kompletny model komórki, organizmu czy społeczeństwa to więcej, niż jedna osoba jest w stanie odkryć. W miarę jak rośnie nasz zasób wiedzy, naukowcy mają coraz węższe specjalizacje, ale nikt nie jest w stanie poskładać wszystkich elementów w całość, bo tych elementów jest o wiele za dużo. Naukowcy współpracują ze sobą, jednak język jest bardzo wolnym środkiem komunikacji. Naukowcy starają się nadążać za badaniami innych, ale liczba publikacji jest zbyt duża, w związku z czym zostają coraz bardziej w tyle. Często powtórzenie jakiegoś eksperymentu jest prostsze niż znalezienie publikacji, w której został opisany. Na ratunek przychodzi tutaj uczenie maszynowe, przeczesujące literaturę przedmiotu w poszukiwaniu istotnych informacji, tłumaczące jeden rodzaj żargonu w inny, a nawet wskazujące powiązania, z których naukowcy nie zdawali sobie wcześniej sprawy. Uczenie maszynowe coraz częściej spełnia rolę ogromnego węzła komunikacyjnego, przez który techniki modelowania opracowane w jednej dziedzinie przenoszone są do innych.


    Gdyby nie wynaleziono komputerów, to w drugiej połowie XX w. nauka stanęłaby w miejscu. Być może nie byłoby to oczywiste dla samych naukowców, bo nadal koncentrowaliby się na tych — jakże ograniczonych — postępach, jakich wciąż byliby w stanie dokonać, ale górna granica tych postępów byłaby dużo niższa. Podobnie bez uczenia maszynowego wiele dziedzin nauki znacznie zwolniłoby tempo w nadchodzących dziesięcioleciach.


    Jeżeli ciekawi Cię przyszłość nauki, zajrzyj do laboratorium w Manchester Institute of Biotechnology, gdzie robot imieniem Adam ciężko pracuje, sprawdzając, które geny zapisują które enzymy w drożdżach. Adam ma model przemiany materii drożdży i ogólną wiedzę na temat genów i białek. Tworzy hipotezy, projektuje sprawdzające je eksperymenty, fizycznie je wykonuje, analizuje wyniki i tworzy nowe hipotezy, póki nie spełnią jego wymagań. Obecnie naukowcy-ludzie wciąż niezależnie sprawdzają wnioski Adama, zanim w nie uwierzą, ale wkrótce sprawdzanie hipotez naukowców-robotów zostawią innym naukowcom-robotom.


    Miliard Billów Clintonów


    Uczenie maszynowe przesądziło wynik wyborów prezydenckich w USA w 2012 r. Czynniki, które zazwyczaj są kluczowe w wyborach prezydenckich — gospodarka, osobowość kandydatów itd. — dawały pat i wynik zależał od kilku kluczowych stanów. Kampania Mitta Romneya trzymała się tradycyjnego podejścia do ankietowania, grupując wyborców w ogólnikowe kategorie i decydując, na których z nich się skupić. Neil Newhouse, jeden z ankieterów Romneya, powiedział: „Jeżeli możemy zdobyć głosy bezpartyjnych wyborców w Ohio, możemy wygrać wybory”. Romney zdobył ich głosy z przewagą 7 procent, ale przegrał w całym stanie i w całych wyborach.


    Dla odmiany prezydent Obama zatrudnił Rayida Ghaniego, eksperta od uczenia maszynowego, jako głównego analityka swojej kampanii, a Ghani stworzył największą operację analityczną w historii polityki. Skonsolidowali wszystkie informacje o wyborcach w ramach jednej bazy danych; połączyli ją z tym, czego udało im się dowiedzieć z serwisów społecznościowych, marketingu i innych źródeł; następnie spróbowali przewidzieć cztery rzeczy o każdym wyborcy z osobna: jaka była szansa, że ta osoba poprze Obamę; że pójdzie głosować; że zareaguje na wysyłane przez kampanię przypomnienia o głosowaniu i że zmieni zdanie o wyborach po rozmowie na określony temat. Na podstawie tych modelów wyborców sztab kampanii co wieczór przeprowadzał 66 tys. symulacji wyborów, a w oparciu o wyniki symulacji decydowano, gdzie skierować armię wolontariuszy: do kogo mają zadzwonić, do kogo zapukać i co mówić.


    W polityce, tak jak na wojnie i w biznesie, nie ma gorszej sytuacji, niż kiedy Twój przeciwnik wykonuje posunięcia, których nie rozumiesz i na które nie umiesz zareagować, zanim nie będzie za późno. Właśnie to przytrafiło się kampanii Romneya. Jego sztab widział, że druga strona wykupuje reklamy w określonych stacjach telewizyjnych w konkretnych miastach, ale nie wiedział dlaczego; ich kryształowa kula była mniej przejrzysta. Ostatecznie Obama wygrał w każdym spornym stanie poza Karoliną Północną, i to z większą przewagą, niż przewidywały to nawet najdokładniejsze ankiety. Najdokładniejszymi analitykami z kolei byli ci, którzy (jak Nate Silver) korzystali z najbardziej zaawansowanych technik predykcyjnych: byli mniej dokładni niż sztab kampanii Obamy, bo mieli do dyspozycji mniejsze zasoby. Niemniej byli o wiele celniejsi niż tradycyjni analitycy polityczni, których prognozy opierały się na ich własnym doświadczeniu.


    Mogłoby się wydawać, że wybory z 2012 r. były odstępstwem od reguły: w większości przypadków różnica poparcia dla poszczególnych kandydatów jest zbyt duża, by uczenie maszynowe mogło być czynnikiem decydującym. Ale uczenie maszynowe spowoduje, że więcej kampanii wyborczych w przyszłości będzie rozstrzyganych o włos. W polityce, jak we wszystkim innym, uczenie się to wyścig zbrojeń. W czasach Karla Rove’a, byłego marketera i analityka danych, dominowała Partia Republikańska. Do 2012 r. zostali w tyle, ale teraz znów doganiają Demokratów. Nie wiemy, kto będzie prowadził w następnej kampanii wyborczej, ale obie strony będą ostro pracować na zwycięstwo. To oznacza lepsze rozumienie wyborców i dostosowanie do nich haseł kandydatów — a nawet dobieranie samych kandydatów pod tym kątem. To samo tyczy się całych platform programowych obu partii w trakcie kampanii i poza nią: jeżeli szczegółowe modele wyborców oparte na konkretnych danych mówią, że obecna platforma partii jest niepopularna, to partia ją zmieni. W rezultacie, pomijając jakieś dramatyczne wydarzenia, przewaga jednego kandydata nad drugim będzie mniejsza i krótkoterminowa. Jeżeli nie będzie innych większych różnic, wygra kandydat dysponujący lepszymi modelami wyborców, a wyborcy wyjdą na tym lepiej.


    Jednym z największych talentów, jakimi może być obdarzony polityk, jest umiejętność zrozumienia wyborców, indywidualnie lub w małych grupach, i docierania do nich bezpośrednio (a przynajmniej stwarzania takich pozorów). W najnowszej historii książkowym tego przykładem jest Bill Clinton. Rezultat stosowania uczenia maszynowego będzie taki, jakby każdy wyborca miał własnego Billa Clintona. Żaden z tych mini-Clintonów nie umywa się do prawdziwego, ale mają przewagę liczebną; nawet Bill Clinton nie może wiedzieć, co myśli sobie każdy wyborca w USA (chociaż na pewno bardzo by tego chciał). Uczące się algorytmy to doskonali politycy detaliczni.


    Oczywiście tak jak firmy, tak i politycy mogą używać wiedzy zdobytej dzięki uczeniu maszynowemu albo w dobrych, albo w złych celach. Mogą na przykład dawać sprzeczne obietnice różnym wyborcom. Ale wyborcy, media i niezależne organizacje mogą na własną rękę eksplorować dane i nagłaśniać takie praktyki nieetycznych polityków. Ten wyścig zbrojeń nie odbywa się tylko między kandydatami, ale między wszystkimi uczestnikami procesu demokratycznego.


    W dalszej perspektywie efektem tego jest lepsze funkcjonowanie demokracji dzięki niesamowicie zwiększonej przepustowości komunikacji między wyborcami a politykami. W dobie szerokopasmowego internetu ilość informacji, jaką otrzymują od Ciebie Twoi demokratyczni przedstawiciele, jest nadal na poziomie XIX w.: mniej więcej sto bitów co dwa lata — tyle, ile mieści się na karcie do głosowania. Uzupełniają to ankiety i być może co jakiś czas mail albo spotkanie z wyborcami, ale to nadal żałośnie mało wiedzy. Tę sytuację zmienia big data i uczenie maszynowe. W przyszłości, przy założeniu, że modele wyborców będą dokładne, przedstawiciele władz będą mogli tysiąc razy dziennie pytać wyborców, czego sobie życzą, i odpowiednio postępować — i to bez zawracania głowy samym obywatelom.


    Jedną, gdy lądem, lub dwie, gdy z internetu[2]


    Uczące się algorytmy stoją na straży cyberbezpieczeństwa kraju. Każdego dnia do komputerów należących do Pentagonu, dostawców wojskowych i innych firm oraz agencji rządowych próbują się włamać napastnicy z innych państw. Stosują ciągle zmieniające się taktyki; to, co działało na nich wczoraj, dzisiaj jest już nieskuteczne. Pisanie kodu, którego zadaniem byłoby wykrywanie i blokowanie każdego rodzaju ataku z osobna, byłoby równie efektywne co linia Maginota, a podlegający Departamentowi Obrony Cyber Command doskonale o tym wie. Ale uczenie maszynowe napotyka problemy przy pierwszym ataku nowego typu, kiedy nie ma żadnych poprzednich przykładów, na których można się uczyć. Zamiast tego algorytmy uczące się tworzą modele normalnego zachowania — a mają tutaj wiele przykładów — i flagują anomalie. Wtedy wzywają odsiecz (czyli administratorów systemu). Jeżeli wybuchnie kiedyś cyberwojna, to walczący w niej generałowie będą ludźmi, ale piechotą — algorytmy. Ludzie są zbyt wolni i jest ich za mało, więc armia botów szybko by ich pokonała. Potrzebujemy zatem własnej armii botów, a uczenie maszynowe jest dla nich jak Akademia Wojskowa w West Point.


    Cyberwojna to przykład wojny asymetrycznej, czyli takiej, w której jedna ze stron nie może konkurować z konwencjonalnymi siłami zbrojnymi drugiej strony, ale i tak może wyrządzić poważne szkody. Garstka terrorystów, uzbrojonych w noże do tapet i niewiele więcej, może spowodować zawalenie World Trade Center i śmierć tysięcy niewinnych ludzi. Obecnie wszystkie poważne zagrożenia bezpieczeństwa USA mieszczą się w definicji wojny asymetrycznej i jedna broń jest skuteczna przeciw każdemu z nich; bronią tą jest informacja. Jeżeli wróg nie może się ukryć, to nie przetrwa. Dobre wieści są takie, że mamy dużo informacji — i są to też złe wieści.


    Agencja Bezpieczeństwa Narodowego (NSA) zyskała złą sławę przez swój nienasycony apetyt na dane — według niektórych szacunków codziennie przechwytuje ponad miliard połączeń telefonicznych i innych rozmów oraz korespondencji na całym świecie. Pomijając jednak kwestię prywatności, to NSA nie ma milionów pracowników, którzy mogliby słuchać tych rozmów i czytać maile czy nawet sprawdzać, kto z kim się komunikuje. Znakomita większość rozmów telefonicznych jest absolutnie niegroźna, a napisanie programu wyłuskującego garstkę podejrzanych połączeń jest bardzo trudne. Dawniej NSA korzystało z porównywania słów kluczowych, ale tę metodę łatwo obejść (wystarczy nazywać zamach „weselem”, a bombę „tortem weselnym”). W XXI w. to robota dla uczenia maszynowego. Znakiem rozpoznawczym NSA jest tajność, ale dyrektor NSA zeznawał przed Kongresem USA, że eksploracja billingów umożliwiła unieszkodliwienie dziesiątek potencjalnych ataków terrorystycznych.


    Terroryści mogą się ukrywać w tłumie kibiców na meczu, ale algorytmy uczące się mogą rozpoznać ich twarze. Terroryści mogą robić nietypowe bomby, ale algorytmy mogą je wykrywać. Algorytmy uczące się mogą też robić coś znacznie subtelniejszego: znajdywać powiązania między zdarzeniami, które samodzielnie wydają się nieszkodliwe, ale razem układają się w groźną całość. Takie podejście mogłoby zapobiec atakom z 11 września. Jest jeszcze jedno utrudnienie — kiedy już jakiś program działa, to napastnicy zmieniają swoje zachowanie, żeby go pokonać. Inaczej dzieje się w świecie przyrody, w którym reguły się nie zmieniają. Rozwiązaniem jest połączenie uczenia maszynowego z teorią gier, czym zajmowałem się kiedyś: nie ucz się tylko tego, jak poradzić sobie z obecnymi zagrywkami przeciwnika; naucz się reagować na to, co może zrobić przeciwko Twojemu algorytmowi. Ponadto uwzględnianie kosztów i korzyści różnych działań, tak jak robi to teoria gier, może też ułatwić znalezienie równowagi między prywatnością a bezpieczeństwem.
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