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      	Kup w wersji papierowej
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      	Księgarnia internetowa


      	Lubię to! » nasza społeczność

    

  


  
    Technologia jest potężną siłą w naszym społeczeństwie. Dane, oprogramowanie i komunikację można wykorzystać w złym celu — do umacniania niesprawiedliwych struktur władzy, do łamania praw człowieka i do ochrony własnych interesów. Ale można też posłużyć się nimi, aby czynić dobro — przekazywać głos mniejszości, otwierać możliwości dla każdego i zapobiegać katastrofom. Tę książkę dedykuję wszystkim, którzy działają na rzecz dobra.

  


  
    Informatyka to kultura popularna. […] Kultura popularna pogardza historią. W kulturze popularnej liczy się tylko indywidualność i poczucie uczestnictwa. Nie ma ona nic wspólnego ze współpracą, przeszłością lub przyszłością — ważne jest życie tu i teraz. Uważam, że to samo dotyczy większości osób piszących kod dla pieniędzy. Nie mają oni pojęcia [skąd wzięła się ich kultura].


    — Alan Kay, z wywiadu dla magazynu „Dr Dobb’s Journal” (2012)

  


  
    Przedmowa


    Jeśli w ostatnich latach pracowałeś jako inżynier oprogramowania (zwłaszcza w obszarze systemów zaplecza i działających po stronie serwera), prawdopodobnie byłeś bombardowany wieloma modnymi określeniami związanymi z przechowywaniem i przetwarzaniem danych. NoSQL. Bit Data. Web-scale. Dzielenie danych (ang. sharding). Spójność ostateczna (ang. eventual consistency). ACID. Twierdzenie CAP. Usługi działające w chmurze. MapReduce. Praca w czasie rzeczywistym.


    W ostatnim dziesięcioleciu pojawiło się wiele interesujących nowinek w dziedzinie baz danych, systemów rozproszonych i metod budowania aplikacji z ich użyciem. Na powstawanie tych nowinek wpływa wiele czynników:


    
      	Firmy internetowe (takie jak Google, Yahoo!, Amazon, Facebook, LinkedIn, Microsoft i Twitter) obsługują duże ilości danych i ruchu internetowego, co zmusza je do tworzenia nowych narzędzi pozwalających wydajnie radzić sobie z działaniami na dużą skalę.


      	Firmy muszą być elastyczne, niskim kosztem testować hipotezy i szybko reagować na nowe informacje z rynku dzięki krótkiemu cyklowi rozwoju oprogramowania i ułatwiającym zmiany modelom danych.


      	Oprogramowanie bezpłatne i o otwartym dostępie do kodu źródłowego okazało się sukcesem i w wielu środowiskach jest obecnie wybierane zamiast rozwiązań komercyjnych lub rozwijanych wewnątrz firmy.


      	Szybkość taktowania procesorów rośnie powoli, jednak standardem są procesory wielordzeniowe, a sieci stają się coraz szybsze. Oznacza to, że popularność przetwarzania równoległego będzie rosnąć.


      	Mimo że pracujesz w niewielkim zespole, możesz budować systemy rozproszone działające na wielu komputerach, a nawet w wielu obszarach geograficznych. Jest to możliwe dzięki rozwiązaniom IaaS (ang. infrastructure as a service, czyli infrastruktura jako usługa) takim jak Amazon Web Services.


      	Od wielu usług oczekuje się obecnie, że będą wysoce dostępne. Przedłużające się przestoje spowodowane awariami lub konserwacją są akceptowane w coraz mniejszym stopniu.

    


    Aplikacje intensywnie przetwarzające dane wymagają przesuwania granic tego, co stało się możliwe, dzięki wykorzystaniu nowinek technologicznych. Aplikacja jest nazywana intensywnie przetwarzającą dane, jeśli podstawowy problem stanowią w niej dane (może tu chodzić o ich ilość, złożoność lub szybkość zmian). Inną kategorią są aplikacje wymagające dużej mocy obliczeniowej, gdzie wąskie gardło stanowi szybkość pracy procesora.


    Narzędzia i transakcje, które wspomagają aplikacje intensywnie przetwarzające dane w przechowywaniu i przetwarzaniu informacji, są szybko dostosowywane do zachodzących zmian. Dużo uwagi zyskały systemy bazodanowe nowego rodzaju (NoSQL), jednak bardzo ważne są też kolejki komunikatów, pamięć podręczna, indeksy używane do wyszukiwania, platformy przetwarzania wsadowego i strumieniowego oraz powiązane technologie. W wielu aplikacjach używane są kombinacje takich rozwiązań.


    Modne słówka pojawiające się w tym obszarze są oznaką entuzjazmu wobec nowych możliwości. To świetnie, jednak inżynierowie i architekci oprogramowania potrzebują poprawnego technicznie i precyzyjnego zrozumienia różnych technologii oraz związanych z nimi kompromisów, jeśli mają budować solidne aplikacje. To zrozumienie wymaga sięgnięcia głębiej niż do modnych słówek.


    Na szczęście obok szybkich zmian w technologii istnieją też trwałe zasady, które pozostają prawdziwe niezależnie od używanej wersji danego narzędzia. Jeśli rozumiesz te zasady, możesz określić przeznaczenie każdego narzędzia, a także zobaczyć, jak poprawnie z niego korzystać i jak uniknąć związanych z nim pułapek. Ta książka Ci w tym pomoże.


    Zadanie tej publikacji to ułatwienie poruszania się po zróżnicowanym i szybko zmieniającym się obszarze technologii przetwarzania i przechowywania danych. Ta książka nie jest samouczkiem dotyczącym konkretnego narzędzia. Nie jest to też podręcznik pełen suchej teorii. Zamiast tego znajdziesz tu przykłady skutecznych systemów danych — technologii, które stanowią podstawę wielu popularnych aplikacji i każdego dnia muszą spełniać w środowisku produkcyjnym wymogi z zakresu skalowalności, wydajności i niezawodności.


    Zapoznasz się z wewnętrznymi mechanizmami tych systemów, analizami najważniejszych algorytmów, omówieniem zasad działania i koniecznymi kompromisami. Przy okazji staram się przedstawić przydatne sposoby myślenia o systemach danych. Zobaczysz nie tylko, jak te systemy działają, ale też dlaczego funkcjonują właśnie tak i jakie pytania na ich temat należy zadać.


    Po przeczytaniu tej książki będziesz potrafił określić, jakiego rodzaju technologie są odpowiednie do poszczególnych zastosowań, a także zrozumieć, jak łączyć narzędzia, aby uzyskać podstawy solidnej architektury aplikacji. Nie będziesz gotów do zbudowania własnego systemu bazodanowego od podstaw, ale na szczęście rzadko jest to potrzebne. Rozwiniesz jednak dobre intuicyjne zrozumienie tego, jak systemy działają na zapleczu, dzięki czemu będziesz mógł analizować ich pracę, podejmować trafne decyzje projektowe i wyszukiwać źródła problemów, które się pojawią.


    Kto powinien przeczytać tę książkę?


    Jeśli rozwijasz aplikacje obejmujące serwer lub moduł zaplecza do przechowywania lub przetwarzania danych i te aplikacje korzystają z internetu (są to np. aplikacje sieciowe lub mobilne albo podłączone do internetu czujniki), jest to książka dla Ciebie.


    To pozycja dla inżynierów oprogramowania, architektów oprogramowania i menedżerów technicznych, którzy uwielbiają programować. Jest ona odpowiednia zwłaszcza w sytuacji, gdy trzeba podejmować decyzje na temat architektury systemów — np. wybrać narzędzia do rozwiązywania danego problemu i określić, jak w optymalny sposób je zastosować. Jednak nawet wtedy, gdy nie masz możliwości wyboru narzędzi, ta książka pomoże Ci lepiej zrozumieć ich mocne i słabe strony.


    Powinieneś mieć doświadczenie w budowaniu aplikacji internetowych lub usług sieciowych. Powinieneś też znać relacyjne bazy danych i SQL. Znajomość baz nierelacyjnych i innych narzędzi związanych z danymi to plus, nie jest to jednak konieczne. Pomocna będzie ogólna wiedza na temat standardowych protokołów sieciowych takich jak TCP i HTTP. W kontekście tej książki używane języki programowania i platformy nie mają znaczenia.


    Jeśli którekolwiek z poniższych stwierdzeń jest prawdziwe, ta publikacja będzie dla Ciebie wartościowa:


    
      	Chcesz się nauczyć budować skalowalne systemy przetwarzania danych — np. w celu obsługiwania aplikacji internetowych lub mobilnych mających miliony użytkowników.


      	Musisz tworzyć aplikacje, które są wysoce dostępne (minimalizowanie przestojów) i opcjonalnie odporne na problemy.


      	Szukasz sposobów na to, by systemy długoterminowo były łatwiejsze w konserwacji — nawet jeśli będą się rozrastać i gdy zmienią się wymagania lub technologie.


      	Masz wrodzoną ciekawość tego, jak rzeczy działają, i chcesz wiedzieć, jak pracują popularne witryny oraz usługi internetowe. W tej książce przeanalizowane są wewnętrzne mechanizmy różnych baz i systemów przetwarzania danych. Dużą przyjemność sprawia przyglądanie się błyskotliwym pomysłom związanym z projektami baz oraz systemów przetwarzania danych.

    


    W kontekście omawiania skalowalnych systemów przetwarzania danych ludzie czasem mówią rzeczy w rodzaju: „Wasza firma to nie Google ani Amazon. Przestańcie się martwić skalowaniem i po prostu zastosujcie relacyjną bazę danych”. Jest w tym trochę prawdy. Budowanie rozwiązań na niepotrzebną skalę to marnowanie wysiłku i może prowadzić do projektu, które nie pozwala na zmiany. To forma przedwczesnej optymalizacji. Jednak ważne jest też to, by dobrać narzędzie odpowiednie do zadania, a różne technologie mają specyficzne wady i zalety. Zobaczysz, że relacyjne bazy danych są ważnym, ale nie ostatnim słowem w obszarze obsługi danych.


    Zakres tej książki


    Ta pozycja nie ma zapewniać szczegółowych instrukcji na temat instalowania lub używania konkretnych pakietów oprogramowania lub interfejsów API. Istnieje już obfita dokumentacja takich narzędzi. Zamiast tego omówione są tu różne zasady i kompromisy związane z systemami przetwarzania danych. Opisane są też decyzje projektowe podejmowane w rozmaitych produktach.


    Wszystkie odsyłacze z książki zostały sprawdzone na etapie prac nad publikacją, jednak natura internetu sprawia, że odnośniki niestety często przestają działać. Jeśli natrafisz na niedziałający odsyłacz, możesz próbować namierzyć dane materiały w wyszukiwarce. Prac naukowych możesz poszukać w wyszukiwarce Google Scholar, aby znaleźć otwarte pliki PDF. Inna możliwość to sprawdzenie literatury cytowanej na stronie https://github.com/ept/ddia-references, gdzie są dostępne aktualne odsyłacze.


    Omawiana jest tu głównie architektura systemów przetwarzania danych i sposoby integrowania ich w aplikacje intensywnie przetwarzające dane. W tej książce nie ma miejsca na opis wdrażania, eksploatacji, zabezpieczeń, zarządzania i innych obszarów. Są to złożone i ważne zagadnienia, których nie da się rzetelnie przedstawić „na marginesie” tej publikacji. Zasługują one na odrębne tomy.


    Wiele technologii opisywanych w tej książce zalicza się do obszaru związanego z modnym określeniem Big Data. Jednak pojęcie „Big Data” jest tak często nadużywane i tak słabo zdefiniowane, że nie przydaje się w poważnych dyskusjach inżynieryjnych. W tej pozycji używane są mniej wieloznaczne nazwy, np. systemy z jednym węzłem i systemy rozproszone oraz systemy online (interaktywne) i systemy offline (przetwarzania wsadowego).


    W tej książce faworyzuje się oprogramowanie bezpłatne i o otwartym dostępie do kodu źródłowego (ang. free and open source software — FOSS), ponieważ czytanie, modyfikowanie i wykonywanie kodu źródłowego to świetny sposób na dokładne zrozumienie, jak coś działa. Otwarte platformy zmniejszają też ryzyko uzależnienia się od producenta. Jednak tam, gdzie to wskazane, opisano też zastrzeżone oprogramowanie (bez dostępu do kodu źródłowego, rozwiązania w modelu SaaS lub wewnętrznie rozwijany kod tylko opisywany w literaturze, ale nieudostępniany publicznie).


    Struktura książki


    Tekst został podzielony na trzy części:


    
      	W części I opisane są najważniejsze pomysły będące podstawą projektu aplikacji intensywnie przetwarzających dane. Najpierw w rozdziale 1. omówione są cele, jakie programiści starają się osiągnąć: niezawodność, skalowalność i łatwość konserwacji. Dowiesz się, jak należy o nich myśleć i jak je osiągać. Rozdział 2. zawiera porównanie kilku różnych modeli danych i języków obsługi zapytań. Zobaczysz, jak je dobierać do różnych sytuacji. Rozdział 3. to omówienie systemów przechowywania. Dowiesz się, jak bazy porządkują dane na dysku, aby można je potem wydajnie wyszukiwać. Rozdział 4. dotyczy formatów kodowania danych (serializacji) i zmian schematów w czasie.


      	Część II to przejście od danych przechowywanych na jednym komputerze do danych rozproszonych między wiele maszyn. Taka zmiana jest często niezbędna, aby uzyskać skalowalność, jednak wiąże się z różnymi wyjątkowymi wyzwaniami. Najpierw opisane są: replikacja (rozdział 5.), dzielenie danych (rozdział 6.) i transakcje (rozdział 7.). Dalej znajdziesz szczegółowe omówienie problemów z systemami rozproszonymi (rozdział 8.) i dowiesz się, na czym polega osiąganie spójności i konsensusu w systemach rozproszonych (rozdział 9.).


      	Część III zawiera omówienie systemów uzyskujących zbiory danych pochodnych na podstawie innych zbiorów danych. Dane pochodne często się pojawiają w systemach niejednorodnych. Gdy nie istnieje jedna baza, która potrafi wszystko robić prawidłowo, aplikacje muszą integrować kilka różnych baz, pamięci podręcznych, indeksów itd. W rozdziale 10. opisano przetwarzanie wsadowe danych pochodnych. Rozwinięcie tego podejścia stanowi przetwarzanie strumieniowe omówione w rozdziale 11. Na zakończenie w rozdziale 12. wszystkie elementy są łączone ze sobą. Opisane są tam metody przyszłości służące do budowania niezawodnych, skalowalnych i łatwych w konserwacji aplikacji.

    


    Literatura cytowana i dodatkowa


    Większość wiedzy z tej książki została już przedstawiona w różnych postaciach: w prezentacjach na konferencjach, pracach naukowych, artykułach z blogów, kodzie, systemach śledzenia błędów, listach dyskusyjnych i tradycji inżynieryjnej. Ta książka stanowi podsumowanie najważniejszych pomysłów z wielu różnych źródeł. W tekście znajdziesz odniesienia do źródeł informacji. Literatura cytowana podawana w końcowej części każdego rozdziału stanowi doskonałe źródło wiedzy, jeśli chcesz szczegółowo zapoznać się z danym obszarem. Większość podawanych tekstów jest dostępna bezpłatnie w internecie.


    Podziękowania


    Ta książka to połączenie i usystematyzowanie wiedzy oraz licznych pomysłów innych osób. Uwzględniono tu doświadczenia zarówno z badań akademickich, jak i z praktyki w branży przemysłowej. W informatyce często pociągają nas nowe i modne rozwiązania, uważam jednak, że możemy bardzo dużo się nauczyć na podstawie tego, co zostało zrobione wcześniej. Ta książka zawiera ponad 800 odwołań do artykułów, tekstów z blogów, wystąpień, dokumentacji itd. Były one dla mnie nieocenionym źródłem informacji w trakcie nauki. Jestem bardzo wdzięczny autorom tych materiałów za to, że podzielili się swoją wiedzą.


    Dużo nauczyłem się także z rozmów z wieloma osobami, które poświęciły swój czas na dyskusje nad pomysłami lub cierpliwe wyjaśnianie mi różnych rzeczy. Oto osoby, do których czuję największą wdzięczność: Joe Adler, Ross Anderson, Peter Bailis, Márton Balassi, Alastair Beresford, Mark Callaghan, Mat Clayton, Patrick Collison, Sean Cribbs, Shirshanka Das, Niklas Ekström, Stephan Ewen, Alan Fekete, Gyula Fóra, Camille Fournier, Andres Freund, John Garbutt, Seth Gilbert, Tom Haggett, Pat Helland, Joe Hellerstein, Jakob Homan, Heidi Howard, John Hugg, Julian Hyde, Conrad Irwin, Evan Jones, Flavio Junqueira, Jessica Kerr, Kyle Kingsbury, Jay Kreps, Carl Lerche, Nicolas Liochon, Steve Loughran, Lee Mallabone, Nathan Marz, Caitie McCaffrey, Josie McLellan, Christopher Meiklejohn, Ian Meyers, Neha Narkhede, Neha Narula, Cathy O’Neil, Onora O’Neill, Ludovic Orban, Zoran Perkov, Julia Powles, Chris Riccomini, Henry Robinson, David Rosenthal, Jennifer Rullmann, Matthew Sackman, Martin Scholl, Amit Sela, Gwen Shapira, Greg Spurrier, Sam Stokes, Ben Stopford, Tom Stuart, Diana Vasile, Rahul Vohra, Pete Warden i Brett Wooldridge.


    Inne osoby były bardzo pomocne w trakcie pisania tej książki, recenzując wersje wstępne i przekazując mi informacje zwrotne. Oto ludzie, którym jestem za to szczególnie wdzięczny: Raul Agepati, Tyler Akidau, Mattias Andersson, Sasha Baranov, Veena Basavaraj, David Beyer, Jim Brikman, Paul Carey, Raul Castro Fernandez, Joseph Chow, Derek Elkins, Sam Elliott, Alexander Gallego, Mark Grover, Stu Halloway, Heidi Howard, Nicola Kleppmann, Stefan Kruppa, Bjorn Madsen, Sander Mak, Stefan Podkowinski, Phil Potter, Hamid Ramazani, Sam Stokes i Ben Summers. Oczywiście to ja ponoszę odpowiedzialność za wszystkie niewykryte błędy i niestrawne opinie z tej książki.


    Za pomoc w tym, by ta książka ujrzała światło dzienne, i za cierpliwość w stosunku do mojego wolnego tempa pisania i nietypowych żądań dziękuję moim redaktorom, Marie Beaugureau, Mike’owi Loukidesowi i Ann Spencer, oraz całemu zespołowi z wydawnictwa O’Reilly. Za pomoc w znajdowaniu właściwych słów składam podziękowania Rachel Head. Za czas i możliwość pisania mimo innych obowiązków w pracy jestem wdzięczny Alastairowi Beresfordowi, Susan Goodhue, Nehi Narkhede i Kevinowi Scottowi.


    Specjalne podziękowania należą się Shabbirowi Diwanowi i Ediemu Freedmanowi, którzy z wielką starannością opracowali mapy dołączone do rozdziałów. To wspaniałe, że podchwycili niekonwencjonalny pomysł rysowania map i sprawili, że stały się one tak piękne i atrakcyjne.


    Na zakończenie kieruję wyrazy miłości do przyjaciół i rodziny, bez których nie potrafiłbym przejść przez trwający prawie cztery lata proces pisania. Jesteście najlepsi!

  


  
    Część I

    Podstawy systemów danych


    Pierwsze cztery rozdziały dotyczą najważniejszych pomysłów związanych z wszystkimi systemami danych — i tych działających na jednej maszynie, i tych rozproszonych w klastrze:


    
      	W rozdziale 1. przedstawiono terminologię i podejście używane w tej książce. Wyjaśniono tu, co oznaczają takie słowa jak niezawodność, skalowalność i łatwość konserwacji. Dowiesz się też, jak można próbować osiągnąć te cele.


      	Rozdział 2. zawiera porównanie kilku różnych modeli danych i języków obsługi zapytań. Te elementy to najbardziej widoczne czynniki różnicujące bazy danych z perspektywy programistów. Zobaczysz tu, że w poszczególnych sytuacjach odpowiednie są różne modele.


      	W rozdziale 3. omówiono wewnętrzne mechanizmy systemów składowania danych. Opisano tu też, w jaki sposób bazy rozmieszczają dane na dysku. Różne systemy składowania danych są zoptymalizowane pod kątem rozmaitych rodzajów obciążenia roboczego. Wybór właściwego systemu może mieć bardzo duży wpływ na wydajność.


      	Rozdział 4. zawiera porównanie rozmaitych formatów kodowania danych (serializacji) z naciskiem na to, jak radzą sobie one w środowisku, w którym wymagania stawiane aplikacji się zmieniają i konieczne jest dostosowywanie do nich schematów.

    


    Dalej, w części II, omówione są konkretne zagadnienia związane z rozproszonymi systemami danych.
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    Rozdział 1.

    Niezawodne, skalowalne i łatwe w konserwacji aplikacje


    Internet został opracowany tak dobrze, że większość ludzi traktuje go jak zasoby naturalne takie jak Pacyfik, a nie jak coś zbudowanego przez człowieka.

    Kiedy po raz ostatni stworzono wolną od usterek technologię na tak dużą skalę?


    — Alan Kay, z wywiadu dla magazynu „Dr Dobb’s Journal” (2012)


    Obecnie wiele aplikacji to rozwiązania intensywnie przetwarzające dane (ang. data-intensive), a nie wymagające obliczeniowo (ang. compute-intensive). W tego rodzaju aplikacjach sama moc procesora rzadko jest czynnikiem ograniczającym. Większymi problemami są zwykle: ilość danych, ich złożoność i szybkość, z jaką się zmieniają.


    Aplikacje intensywnie przetwarzające dane są zwykle zbudowane ze standardowych cegiełek, które zapewniają często potrzebne mechanizmy. Na przykład wiele aplikacji musi:


    
      	przechowywać dane, aby później dana aplikacja (lub inna) mogła je znaleźć (baza danych);


      	zapamiętywać wyniki kosztownych operacji, aby przyspieszyć odczyt (pamięć podręczna);


      	umożliwiać użytkownikom wyszukiwanie danych na podstawie słów kluczowych lub filtrów (indeksy wyszukiwania);


      	przesyłać do innego procesu komunikat w celu jego asynchronicznej obsługi (przetwarzanie strumieniowe);


      	okresowo przetwarzać duże ilości zakumulowanych danych (przetwarzanie wsadowe).

    


    Jeśli brzmi to aż nazbyt oczywiście, to dlatego, że tego typu systemy danych są tak udaną abstrakcją. Posługujemy się nimi przez cały czas, nie myśląc o tym wiele. W trakcie tworzenia aplikacji większość inżynierów nie myśli nawet o pisaniu od podstaw nowego systemu składowania danych, ponieważ bazy doskonale nadają się do obsługi danych.


    Jednak rzeczywistość jest bardziej złożona. Istnieje wiele systemów bazodanowych o różnych cechach, ponieważ poszczególne aplikacje mają odmienne wymagania. Istnieje też wiele metod obsługi pamięci podręcznej, kilka sposobów tworzenia indeksów wyszukiwania itd. W trakcie tworzenia aplikacji trzeba określić, które narzędzia i podejścia będą najbardziej odpowiednie do wykonywania danego zadania. Ponadto czasem trudno jest połączyć komponenty, gdy trzeba zrobić coś, z czym pojedyncze narzędzie sobie nie radzi.


    Ta książka to podróż po zasadach i praktycznych aspektach systemów danych oraz po wykorzystywaniu ich do budowania aplikacji intensywnie przetwarzających dane. Zobaczysz tu podobieństwa i różnice między poszczególnymi narzędziami. Dowiesz się też, z czego wynikają ich cechy.


    Ten rozdział zaczyna się od przeglądu podstawowych cech, jakie programiści starają się uzyskać: niezawodności, skalowalności i łatwości konserwacji systemów danych. Wyjaśniono tu, co oznaczają te cechy, Przedstawione są też sposoby myślenia o nich i podstawy potrzebne w dalszych rozdziałach. W następnych rozdziałach omawiane są kolejne warstwy. Poznasz tam różne decyzje projektowe, które trzeba uwzględnić w trakcie pracy nad aplikacjami intensywnie przetwarzającymi dane.


    Myślenie o systemach danych


    Bazy danych, kolejki, pamięć podręczna itd. są zwykle traktowane jako narzędzia należące do zupełnie różnych kategorii. Choć baza danych i kolejka komunikatów pozornie są podobne (oba te narzędzia przechowują dane przez pewien czas), cechują się zdecydowanie odmiennymi wzorcami dostępu. To oznacza inną charakterystykę pracy, a tym samym i bardzo odmienne implementacje.


    Dlaczego więc wszystkie takie rozwiązania są łączone pod zbiorczym określeniem systemy danych?


    W ostatnich latach pojawiło się wiele nowych narzędzi do przechowywania i przetwarzania danych. Są one zoptymalizowane pod kątem różnych przypadków użycia i nie wpasowują się w tradycyjne kategorie [1]. Istnieją np. magazyny danych używane też jako kolejki komunikatów (Redis), a także kolejki komunikatów z gwarancjami trwałości typowymi dla baz danych (Apache Kafka). Granice między kategoriami się zacierają.


    Ponadto coraz większa liczba aplikacji cechuje się tak wysokimi lub szerokimi wymaganiami, że żadne pojedyncze narzędzie nie potrafi zaspokoić wszystkich potrzeb z zakresu przetwarzania i składowania danych. Dlatego pracę dzieli się na zadania, które mogą być wydajnie wykonywane przez pojedyncze narzędzie, a różne narzędzia są łączone za pomocą kodu aplikacji.


    Na przykład jeśli korzystasz z zarządzanej przez aplikację warstwy pamięci podręcznej (wykorzystującej system Memcached lub podobny) lub serwera wyszukiwania pełnotekstowego (takiego jak Elasticsearch lub Solr) oddzielnie od głównej bazy, zwykle to kod aplikacji odpowiada za synchronizowanie pamięci podręcznej i indeksów z podstawową bazą. Na rysunku 1.1 pokazano prosty przykład tego, jak może to wyglądać (szczegóły znajdziesz w dalszych rozdziałach).
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    Rysunek 1.1. Możliwa architektura systemu danych łączącego kilka komponentów


    Gdy łączysz kilka narzędzi, aby udostępnić usługę, interfejs usługi lub interfejs API (ang. application programming interface) zwykle ukrywają szczegóły implementacji przed klientem. Oznacza to utworzenie nowego systemu danych o specjalnym przeznaczeniu na podstawie mniejszych komponentów o przeznaczeniu ogólnym. Złożony system danych może zapewniać określone gwarancje dotyczące np. poprawnego unieważniania lub aktualizowania pamięci podręcznej po zapisie danych, tak aby klienty zewnętrzne otrzymywały spójne wyniki. W ten sposób stajesz się nie tylko programistą aplikacji, ale też projektantem systemu danych.


    Jeśli projektujesz system danych lub usługę, musisz odpowiedzieć na wiele skomplikowanych pytań. Jak zapewnisz, że dane pozostaną prawidłowe i kompletne, nawet gdy wystąpią wewnętrzne błędy? Jak zapewnisz klientom stabilnie wysoką wydajność, nawet gdy wystąpią problemy w komponentach systemu? Jak system będzie się skalował, aby obsłużyć wzrost obciążenia? Jak powinien wyglądać właściwy interfejs API usługi?


    Na projekt systemu danych wpływa wiele czynników, w tym umiejętności i doświadczenie jego twórców, zależności od starszych systemów, termin zakończenia prac, odporność organizacji na różnego rodzaju ryzyka, ograniczenia prawne itd. Te czynniki są wysoce zależne od sytuacji.


    W tej książce uwzględniane są głównie trzy kwestie ważne w większości systemów informatycznych:


    Niezawodność


    System powinien działać prawidłowo (poprawnie wykonywać swoje funkcje z oczekiwaną wydajnością) nawet w obliczu problemów (awarii sprzętowych lub programowych, a nawet błędów ludzkich). Zob. punkt „Niezawodność”.


    Skalowalność


    Gdy system się rozrasta (ze względu na ilość danych lub ruchu albo złożoność), powinny istnieć sensowne sposoby radzenia sobie z tym wzrostem. Zob. punkt „Skalowalność”.


    Łatwość konserwacji


    W przyszłości nad systemem pracować będzie wiele osób (inżynierów i pracowników operacyjnych zajmujących się zarówno konserwacją aktualnych funkcji, jak i dostosowywaniem systemu do nowych przypadków użycia). Wszyscy oni powinni móc pracować nad nim w produktywny sposób. Zob. punkt „Łatwość konserwacji”.


    Te słowa są często używane bez dokładnego zrozumienia ich znaczenia. Reszta rozdziału została przeznaczona na rozważania o niezawodności, skalowalności i łatwości konserwacji. Później, w dalszych rozdziałach, przedstawione są różne techniki, architektury i algorytmy używane do osiągania tych celów.


    Niezawodność


    Każdy intuicyjnie rozumie, co oznacza, że coś jest niezawodne lub zawodne. Oto typowe oczekiwania z obszaru oprogramowania:


    
      	Aplikacja wykonuje zadania żądane przez użytkownika.


      	Aplikacja jest odporna na pomyłki popełnione przez użytkownika lub korzystanie z niej w niezaplanowany sposób.


      	Wydajność aplikacji jest wystarczająca dla oczekiwanego sposobu użytkowania przy spodziewanym obciążeniu i ilości danych.


      	System zapobiega nieuprawnionemu dostępowi i nadużyciom.

    


    Jeśli wszystkie te rzeczy razem oznaczają „poprawne działanie”, niezawodność można w przybliżeniu rozumieć jako „ciągłe poprawne działanie nawet po wystąpieniu problemów”.


    Rzeczy, które mogą pójść źle, są nazywane błędami, a systemy przewidujące błędy i radzące sobie z nimi określa się mianem odpornych na błędy. To ostatnie pojęcie może być nieco mylące, ponieważ sugeruje, że można zbudować system oporny na błędy wszelkiego rodzaju, co w praktyce jest niewykonalne. Gdyby cała ziemia (wraz z wszystkimi serwerami) została wchłonięta przez czarną dziurę, zapewnienie odporności na taki „błąd” wymagałoby hostingu rozwiązania w kosmosie. Życzę powodzenia w pozyskiwaniu w budżecie środków na taki system! Dlatego sensowne jest mówienie tylko o odporności na błędy określonych rodzajów.


    Zauważ, że błąd (ang. fault) to nie to samo co awaria (ang. failure) [2]. Błąd zwykle definiuje się jako odstępstwo jednego komponentu systemu od specyfikacji, natomiast awaria następuje, gdy system jako całość przestaje świadczyć oczekiwane usługi użytkownikowi. Nie da się ograniczyć ryzyka wystąpienia błędów do zera. Dlatego zwykle najlepiej jest projektować mechanizmy zapewniania odporności na błędy, aby nie dopuścić do tego, by błąd doprowadził do awarii. W tej książce opisano kilka metod budowania niezawodnych systemów z użyciem zawodnych elementów.


    Sprzeczne z intuicją jest to, że w tego typu odpornych na błędy systemach sensowne może być zwiększanie liczby błędów przez celowe ich wywoływanie (np. przez losowe zamykanie poszczególnych procesów bez ostrzeżenia). Wiele błędów krytycznych wynika ze złej obsługi błędów [3]. Celowo wprowadzając błędy, gwarantujesz, że mechanizmy zapewniania odporności są stale sprawdzane i testowane. Zwiększa to pewność, że błędy zostaną poprawnie obsłużone, gdy wystąpią z przyczyn naturalnych. Przykładem zastosowania tego podejścia jest mechanizm Chaos Monkey [4] opracowany przez firmę Netflix.


    Choć zwykle preferuje się zapewnianie odporności na błędy, a nie zapobieganie im, w niektórych sytuacjach zapobieganie okazuje się lepsze niż leczenie (np. wtedy, gdy nie istnieje lekarstwo). Dotyczy to np. kwestii bezpieczeństwa. Jeśli napastnik włamie się do systemu i uzyska dostęp do poufnych danych, nie da się odwrócić skutków tego zdarzenia. Jednak w tej książce opisywane są głównie błędy, których skutkom można zaradzić. Błędy te są opisane w następnych punktach.


    Błędy sprzętowe


    Gdy zastanawiasz się nad awariami systemów, na myśl przychodzą błędy sprzętowe. Awarie dysków twardych, błędy w pamięci RAM, przerwy w dostawie prądu, odłączenie niewłaściwego kabla sieciowego. Każdy, kto pracował w dużym centrum danych, potwierdzi, że gdy liczba maszyn jest duża, tego typu sytuacje zdarzają się nieustannie.


    Średni czas do awarii (ang. mean time to failure — MTTF) dysku twardego wynosi od ok. 10 do 50 lat [5, 6]. Dlatego w klastrze składowania danych obejmującym 10 tys. dysków należy oczekiwać, że dziennie średnio zepsuje się jeden dysk.


    Pierwszą reakcją jest zwykle zapewnienie nadmiarowości poszczególnych komponentów sprzętowych, aby zmniejszyć częstotliwość awarii systemu. Można łączyć dyski w macierze RAID, stosować dwa źródła zasilania i wymienne procesory dla serwerów, a także używać baterii i spalinowych generatorów prądu, aby zapewnić zasilanie awaryjne centrum danych. Gdy jeden komponent przestanie działać, nadmiarowy zajmie jego miejsce na czas wymiany uszkodzonej jednostki. To podejście nie pozwala w pełni zapobiec awariom z powodu problemów sprzętowych, jednak jest dobrze znane i często sprawia, że maszyna potrafi latami pracować bez przestojów.


    Do niedawna w większości aplikacji nadmiarowość komponentów sprzętowych wystarczała, ponieważ sprawiała, że całkowita awaria maszyny zdarzała się stosunkowo rzadko. Jeśli potrafisz szybko odtworzyć kopię zapasową na nowej maszynie, przestój wynikający z awarii w większości systemów nie jest katastrofą. Dlatego nadmiarowość w postaci dodatkowych maszyn może być potrzebna tylko w nielicznych zastosowaniach, w których wysoka dostępność była absolutnie konieczna.


    Jednak wraz ze wzrostem ilości danych i wymaganiami obliczeniowymi aplikacji coraz częściej aplikacje potrzebowały większej liczby maszyn, co skutkowało proporcjonalnym wzrostem liczby błędów sprzętowych. Ponadto w niektórych platformach do udostępniania chmury (np. w usłudze Amazon Web Services — AWS) dość często zdarza się, że instancje maszyn wirtualnych stają się niedostępne bez ostrzeżenia [7], ponieważ platformy te są tak projektowane, by stawiały elastyczność i łatwość dostosowywania[1] nad niezawodność pojedynczych maszyn.


    Dlatego następuje przechodzenie w kierunku systemów odpornych na utratę całych maszyn. W tym celu programowe metody zapewniania odporności na błędy są stosowane zamiast lub obok nadmiarowości sprzętu. Takie systemy mają też zalety operacyjne. System z jednym serwerem wymaga zaplanowanego przestoju, gdy potrzebujesz ponownie uruchomić maszynę (np. w celu wprowadzenia poprawek bezpieczeństwa systemu operacyjnego), natomiast system, który radzi sobie z awariami maszyn, można aktualizować węzeł po węźle bez powodowania przestoju całego systemu (jest to aktualizacja stopniowa; zob. rozdział 4.).


    Błędy programowe


    Błędy sprzętowe zwykle są traktowane jako losowe i niezależne od siebie. Awaria dysku w jednej maszynie nie oznacza, że wystąpią problemy także z dyskiem innej maszyny. Mogą pojawić się pewne słabe korelacje (np. z powodu wspólnej przyczyny takiej jak temperatura w szafie serwerowej), jednak zwykle mało prawdopodobne jest, że duża liczba komponentów sprzętowych zawiedzie w tym samym momencie.


    Inną kategorią są systematyczne błędy w systemie [8]. Trudniej je przewidzieć, a ponieważ występowanie takich problemów w węzłach jest skorelowane, błędy tego typu powodują znacznie więcej awarii systemu niż nieskorelowane błędy sprzętowe [5]. Oto przykłady takich problemów:


    
      	Usterka oprogramowania powodująca, że każda instancja serwera aplikacji ulega awarii po otrzymaniu określonych niewłaściwych danych wejściowych. Pomyśl np. o sekundzie przestępnej 30 czerwca 2012 r., która sprawiła, że wiele aplikacji jednocześnie przestało działać z powodu usterki w jądrze Linuksa [9].


      	Niekontrolowany proces zużywający wspólne zasoby (czas procesora, pamięć, przestrzeń dyskową lub przepustowość łącza).


      	Usługa, od której zależy system, działa powoli, przestaje reagować lub zaczyna zwracać nieprawidłowe odpowiedzi.


      	Awaria kaskadowa, w trakcie której niewielka usterka jednego komponentu skutkuje błędem w innym komponencie, co z kolei prowadzi do dalszych problemów [10].

    


    Usterki, które powodują tego rodzaju błędy programowe, często pozostają w ukryciu przez długi czas — do momentu ujawnienia ich z powodu nietypowego zbiegu okoliczności. Wtedy okazuje się, że w oprogramowaniu przyjęto określone założenie dotyczące środowiska i choć zwykle to założenie jest prawdziwe, z jakiegoś powodu ostatecznie przestało takie być [11].


    Nie istnieje proste rozwiązanie problemu błędów systematycznych w oprogramowaniu. Pomocnych może być wiele drobiazgów: staranne przemyślenie założeń dotyczących systemu i występujących interakcji, odizolowanie procesu, umożliwienie procesowi na awarię i restart, pomiar, monitorowanie i analizowanie działania systemu w środowisku produkcyjnym. Jeśli system ma zapewniać określone gwarancje (np. w kolejce komunikatów może to polegać na tym, że liczba komunikatów przychodzących musi być równa liczbie komunikatów wychodzących), może stale sprawdzać swój stan w trakcie pracy i zgłaszać alarm po wykryciu rozbieżności [12].


    Błędy ludzkie


    To ludzie projektują i tworzą systemy oprogramowania. Ludźmi są też operatorzy sterujący pracą systemów. Nawet mając najlepsze intencje, ludzie popełniają pomyłki. Na przykład w badaniach nad dużą usługą internetową odkryto, że główną przyczyną przestojów były błędy w konfiguracji spowodowane przez operatorów. Błędy sprzętowe (serwerów lub sieci) odpowiadały tylko za 10 – 25% przestojów [13].


    Jak sprawić, by systemy były niezawodne mimo ludzkich pomyłek? W najlepszych systemach stosuje się kilka podejść:


    
      	Systemy są projektowane w taki sposób, aby zminimalizować możliwości spowodowania błędów. Na przykład odpowiednio zaprojektowane abstrakcje, interfejsy API i interfejsy administratora powodują, że łatwo jest robić „właściwe rzeczy”, a zniechęcają do robienia „niewłaściwych”. Jeśli jednak interfejs okaże się zbyt ograniczający, użytkownicy nie będą z niego korzystać, co oznacza utratę korzyści. Trudno więc zachować odpowiednią równowagę w tym obszarze.


      	Izolowanie miejsc, w których ludzie popełniają najwięcej pomyłek, od miejsc, gdzie błędy mogą skutkować awariami. Przede wszystkim warto udostępnić kompletne nieprodukcyjne środowisko izolowane (ang. sandbox), w którym użytkownicy mogą bezpiecznie eksplorować możliwości i eksperymentować na rzeczywistych danych, ale bez wpływu na rzeczywistych użytkowników.


      	Prowadzenie dokładnych testów na wszystkich poziomach: od testów jednostkowych po testy integracyjne i ręczne całego systemu [3]. Testy zautomatyzowane są powszechnie stosowane, dobrze zrozumiałe i wartościowe zwłaszcza w kontekście sprawdzania przypadków brzegowych, które rzadko występują w trakcie normalnej eksploatacji systemu.


      	Umożliwianie szybkiego i łatwego przywracania stanu po błędach ludzkich w celu zminimalizowania ich wpływu, gdy wydarzy się awaria. Można np. umożliwić szybkie wycofywanie zmian w konfiguracji, stopniowo wprowadzać nowy kod (tak aby nieoczekiwane usterki dotykały tylko małego podzbioru użytkowników) i zapewniać narzędzia do wykonywania ponownych obliczeń na danych (jeśli się okaże, że wcześniejsze obliczenia były błędne).


      	Przygotowanie szczegółowego i precyzyjnego systemu monitorowania, np. wskaźników wydajności i współczynników błędów. W innych dziedzinach inżynierii ten obszar nazywa się telemetrią. Gdy rakieta już wystartuje, telemetria jest niezbędna do śledzenia tego, co się dzieje, i do zrozumienia awarii [14]. Monitorowanie pozwala wcześnie wykryć sygnały ostrzegawcze i sprawdzać, czy jakieś założenia lub ograniczenia nie zostały naruszone. Gdy wystąpi problem, wskaźniki mogą być nieocenione w diagnozowaniu usterki.


      	Wprowadzenie odpowiednich szkoleń i metod zarządzania. To skomplikowany i ważny temat wykraczający poza zakres tej książki.

    


    Jak ważna jest niezawodność?


    Niezawodność jest istotna nie tylko w elektrowniach atomowych i oprogramowaniu do kontroli ruchu lotniczego. Także od bardziej zwyczajnych aplikacji oczekuje się, że będą działały niezawodnie. Usterki w aplikacjach biznesowych powodują utratę wydajności (i problemy prawne, jeśli dane są błędnie prezentowane), a przestoje sklepów elektronicznych mogą prowadzić do poważnych kosztów z powodu utraty dochodów i spadku reputacji.


    Nawet w aplikacjach „niekrytycznych” programiści odpowiadają przed użytkownikami. Pomyśl o rodzicu, który przechowuje wszystkie zdjęcia i filmy swoich dzieci w służącym do tego programie [15]. Jak ta osoba się poczuje, jeśli baza danych zostanie nagle uszkodzona? Czy rodzic będzie wiedział, jak ją odzyskać na podstawie kopii zapasowej?


    W niektórych sytuacjach zdarza się, że rezygnuje się z niezawodności na rzecz obniżenia kosztów rozwoju (np. w trakcie tworzenia prototypowego produktu na nieznany rynek) lub kosztów operacyjnych (np. w usłudze o bardzo niskiej marży). Należy jednak zachować dużą ostrożność, wybierając drogę na skróty.


    Skalowalność


    Nawet jeśli dziś system działa niezawodnie, nie oznacza to, że będzie tak w przyszłości. Jednym z typowych powodów spadku wydajności jest wzrost obciążenia. Możliwe, że liczba jednoczesnych użytkowników systemu wzrosła z 10 tys. do 100 tys. lub z miliona do 10 mln. Możliwe, że system przetwarza znacznie większą ilość danych niż wcześniej.


    Skalowalność to pojęcie służące do opisu tego, czy system radzi sobie ze wzrostem obciążenia. Warto jednak zauważyć, że nie jest to jednowymiarowa etykieta, którą można nadać systemowi. Stwierdzenia typu „X się skaluje” lub „Y się nie skaluje” nic nie znaczą. Analizowanie skalowalności wymaga rozważenia pytań takich jak: „Jeśli system rozrośnie się w określony sposób, jakie będą możliwości poradzenia sobie z tym wzrostem?” i „Jak można dodać zasoby obliczeniowe, aby obsłużyć większe obciążenie?”.


    Opisywanie obciążenia


    Najpierw należy zwięźle opisać aktualne obciążenie systemu. Dopiero potem można analizować kwestie związane ze wzrostem (co się stanie, jeśli obciążenie wzrośnie dwukrotnie?). Obciążenie można opisać za pomocą kilku liczb nazywanych parametrami obciążenia. Odpowiedni dobór tych parametrów zależy od architektury systemu. Może to być liczba żądań do serwera WWW na sekundę, stosunek odczytów do zapisów w bazie, liczba jednocześnie aktywnych użytkowników na czacie, współczynnik trafień pamięci podręcznej lub coś innego. Możliwe, że interesują Cię typowe przypadki. Możliwe też, że przyczyną występowania „wąskiego gardła” jest niewielka liczba skrajnych przypadków.


    Aby przyjrzeć się temu w bardziej konkretny sposób, warto rozważyć działanie Twittera na podstawie danych opublikowanych w listopadzie 2012 r. [16]. Dwie podstawowe operacje na Twitterze to:


    Publikowanie tweetów


    Użytkownik może opublikować nową wiadomość dla swoich obserwatorów (średnio 4,6 tys. żądań na sekundę; szczytowo ponad 12 tys. żądań na sekundę).


    Wyświetlanie osi czasu


    Użytkownik może wyświetlić wiadomości opublikowane przez obserwowane osoby (300 tys. żądań na sekundę).


    Sama obsługa 12 tys. zapisów na sekundę (szczytowa szybkość zamieszczania tweetów) jest stosunkowo prosta. Jednak w przypadku Twittera trudności ze skalowaniem nie wynikają przede wszystkim z liczby tweetów, ale z powodu rozgałęzień — każdy użytkownik obserwuje wielu innych i jest obserwowany przez liczne osoby. Są dwie ogólne metody wykonywania dwóch opisanych operacji:


    
      	Zamieszczenie tweetu powoduje wstawienie go do globalnej kolekcji wiadomości. Gdy użytkownik żąda osi czasu, należy znaleźć wszystkie obserwowane przez niego osoby, odszukać wszystkie tweety każdej z nich i połączyć je (posortowane według czasu). W relacyjnej bazie danej, takiej jak na rysunku 1.2, można napisać zapytanie o następującej postaci:
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        Rysunek 1.2. Prosty schemat relacyjny służący do obsługi osi czasu na Twitterze


        
          SELECT tweets.*, users.* FROM tweets

        


        
            JOIN users  ON tweets.sender_id  = users.id

        


        
            JOIN follows ON follows.followee_id = users.id

        


        
            WHERE follows.follower_id = current_user

        

      


      	Przechowywanie pamięci podręcznej z osią czasu każdego użytkownika (to coś w rodzaju skrzynki odbiorczej z tweetami każdego odbiorcy; zob. rysunek 1.3). Gdy użytkownik zamieszcza tweet, należy znaleźć wszystkich obserwatorów tej osoby i dodać ten nowy tweet do pamięci podręcznej z osią czasu każdego obserwatora. Żądanie odczytu osi czasu nie jest wtedy kosztowne, ponieważ wynik został wcześniej obliczony.
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    Rysunek 1.3. Potok danych służący do dostarczania tweetów do obserwatorów na Twitterze z poziomami obciążenia z listopada 2012 r. [16]


    W pierwszej wersji Twittera używano podejścia nr 1, jednak systemom trudno było wtedy poradzić sobie z obciążeniem powodowanym przez zapytania pobierające oś czasu, dlatego firma wprowadziła podejście nr 2. Nowe podejście sprawdza się lepiej, ponieważ średnia szybkość publikowania tweetów jest o prawie dwa rzędy wielkości mniejsza niż częstotliwość odczytów osi czasu. Dlatego w tej sytuacji lepiej wykonywać więcej pracy na etapie zapisu i mniej w trakcie odczytu.


    Wadę podejścia nr 2 stanowi jednak to, że zamieszczenie tweetu wymaga dużo dodatkowej pracy. Tweet jest średnio dostarczany do ok. 75 obserwatorów, dlatego 4,6 tys. tweetów na sekundę oznacza 345 tys. zapisów na sekundę w osiach czasu w pamięci podręcznej. Ta średnia ukrywa jednak to, że liczba obserwatorów na użytkownika jest bardzo zróżnicowana. Niektóre osoby mają ponad 30 mln obserwatorów. To oznacza, że jeden tweet może prowadzić do ponad 30 mln zapisów w osiach czasu! Szybkie wykonywanie tej operacji (Twitter stara się dostarczać tweety obserwatorom w czasie 5 s) to poważne wyzwanie.


    W przypadku Twittera rozkład liczby obserwatorów na użytkownika (możliwe, że z wagami zależnymi od tego, jak często użytkownicy publikują tweety) to ważny parametr obciążenia w trakcie analizy skalowalności, ponieważ określa on obciążenie wyjściowe. Twoja aplikacja może mieć zupełnie inne cechy, ale możesz zastosować podobne zasady do analizy obciążenia.


    Oto zakończenie historyjki o Twitterze: po skutecznym zaimplementowaniu podejścia nr 2 Twitter przechodzi do hybrydowego rozwiązania łączącego obie techniki. Tweety większości użytkowników nadal są zapisywane w modelu rozgałęziania na osiach czasu w momencie publikowania wiadomości, przy czym nie dotyczy to niewielkiej grupy użytkowników (celebrytów) o bardzo dużej liczbie obserwatorów. Tweety celebrytów są pobierane niezależnie i dołączane do osi czasu obserwatora w trakcie jej wczytywania (tak jak w podejściu nr 1). To hybrydowe podejście zapewnia stabilnie wysoką wydajność. Do tego przykładu wrócisz w rozdziale 12. po zapoznaniu się z bardziej technicznymi informacjami.


    Opis wydajności


    Po opisaniu obciążenia możesz zbadać, co się stanie po jego wzroście. Możesz na to spojrzeć na dwa sposoby:


    
      	Co się stanie z wydajnością systemu, jeśli obciążenie wzrośnie, a zasoby systemowe (procesor, pamięć, przepustowość sieci itd.) pozostaną niezmienione?


      	O ile trzeba zwiększyć ilość zasobów, jeśli chcesz uzyskać tę samą wydajność po wzroście obciążenia?

    


    Oba te pytania wymagają ustalenia liczb określających wydajność. Przyjrzyj się więc pokrótce temu, jak opisywać wydajność systemu.


    W systemach przetwarzania wsadowego (np. Hadoop) zwykle ważna jest przepustowość, czyli liczba rekordów, jakie można przetwarzać w ciągu sekundy, lub łączny czas potrzebny do wykonania zadania na zbiorze danych o określonej wielkości[2]. W systemach internetowych zwykle ważniejszy jest czas odpowiedzi usługi, czyli czas od przesłania żądania przez klienta do otrzymania odpowiedzi.
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            Opóźnienie a czas odpowiedzi


            Określenia opóźnienie (ang. latency) i czas odpowiedzi (ang. response time) są często używane zamiennie, ale nie oznaczają one tego samego. Czas odpowiedzi mierzy się z perspektywy klienta. Obok czasu przetwarzania żądania (czasu pracy usługi) obejmuje też czas transferu w sieci i spędzony w kolejkach. Opóźnienie to czas oczekiwania żądania na obsłużenie. W tym okresie żądanie jest uśpione (oczekuje na usługę) [17].

          
        

      
    


    Nawet jeśli wielokrotnie przesyłasz to samo żądanie, przy każdej próbie uzyskasz nieco odmienny czas odpowiedzi. W praktyce w systemie obsługującym różne żądania czas odpowiedzi może się znacznie wahać. Dlatego o czasie odpowiedzi trzeba myśleć nie jak o jednej liczbie, ale jak o rozkładzie wartości, który można zmierzyć.


    Na rysunku 1.4 każdy szary słupek reprezentuje żądanie kierowane do usługi. Wysokość słupków pokazuje, ile czasu zajęła obsługa tych żądań. Większość żądań jest obsługiwanych szybko, jednak występują rzadkie obserwacje odstające o znacznie dłuższym czasie obsługi. Możliwe, że te wolno obsługiwane żądania są z natury bardziej kosztowne — np. wymagają przetworzenia większej ilości danych. Jednak nawet w sytuacji, gdy uważasz, że wszystkie żądania powinny zajmować tyle samo czasu, i tak pojawiają się różnice. Losowy dodatkowy czas może wynikać z przełączania kontekstu na proces tła, utraty pakietu sieciowego i retransmisji w protokole TCP, przerwy na odzyskiwanie pamięci, błędu stronicowania wymuszającego odczyt z dysku, mechanicznych wibracji szafy serwerowej [18] i wielu innych przyczyn.
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    Rysunek 1.4. Średnia i percentyle — czasy odpowiedzi dla próbki 100 żądań kierowanych do usługi


    Często podaje się średni czas odpowiedzi usługi. Ściśle rzecz biorąc, określenie „średnia” nie dotyczy żadnego konkretnego wzoru. W praktyce zwykle rozumie się ją jako średnią arytmetyczną (jeśli danych jest n wartości, należy je zsumować, a następnie podzielić wynik przez n). Jednak średnia nie jest bardzo dobrą miarą, gdy chcesz poznać „typowy” czas odpowiedzi, ponieważ nie pokazuje, ilu użytkowników dotyczy dany czas odpowiedzi.


    Zwykle lepiej posługiwać się percentylami. Jeśli przyjrzysz się liście czasów odpowiedzi i posortujesz ją od najkrótszych do najwolniejszych, mediana to punkt środkowy. Na przykład jeśli mediana czasów odpowiedzi wynosi 200 ms, oznacza to, że połowa żądań jest przetwarzana w czasie krótszym niż 200 ms, a połowa żądań zajmuje więcej czasu.


    Mediana to więc dobra miara, kiedy chcesz wiedzieć, jak długo użytkownicy zwykle muszą czekać. Połowa użytkowników jest obsługiwana w czasie krótszym niż mediana, a druga połowa w czasie dłuższym. Medianę nazywa się też percentylem 50%, co czasem skraca się do postaci p50. Zauważ, że mediana dotyczy jednego żądania. Jeśli dany użytkownik zgłasza kilka żądań (w trakcie sesji lub z powodu znajdowania się na jednej stronie wielu zasobów), prawdopodobieństwo, że przynajmniej jedno z nich będzie wymagało więcej czasu niż mediana, jest znacznie wyższe niż 50%.


    Aby ustalić, jak kłopotliwe są obserwacje odstające, możesz się przyjrzeć wyższym percentylom. Często wykorzystywane są percentyle 95%, 99% i 99,9% (p95, p99 i p999). Są to wartości progowe czasów odpowiedzi, dla których 95%, 99% i 99,9% żądań jest przetwarzanych szybciej niż dana wartość. Na przykład jeśli czas odpowiedzi dla percentyla 95% wynosi 1,5 s, oznacza to, że 95 ze 100 żądań jest przetwarzanych w czasie krótszym niż 1,5 s, a 5 ze 100 żądań wymaga 1,5 s lub więcej. Przedstawiono to na rysunku 1.4.


    Wysokie percentyle czasów odpowiedzi, nazywane też skrajnymi wartościami opóźnienia (ang. tail latencies), są ważne, ponieważ bezpośrednio wpływają na komfort pracy użytkowników usługi. Na przykład Amazon opisuje wymogi dotyczące czasów odpowiedzi usług wewnętrznych w kategoriach percentyla 99,9%, choć czasy te dotyczą tylko 1 na 1000 żądań. Dzieje się tak, ponieważ klienci generujący najdłuższe żądania to często ci z największą ilością danych na kontach, co wynika z wielu zakupów. Oznacza to najcenniejszych klientów [19]. Ważne jest, aby dbać o zadowolenie tych klientów, zapewniając, że witryna szybko ich obsługuje. W Amazonie zaobserwowano też, że wydłużenie czasu odpowiedzi o 100 ms skutkuje spadkiem sprzedaży o 1% [20]. Z innych badań wynika, że jednosekundowe wydłużenie obsługi zmniejsza wskaźnik satysfakcji klientów o 16% [21, 22].


    Optymalizowanie pod kątem percentyla 99,99% (najwolniejsze z 10 tys. żądań) okazało się jednak zbyt kosztowne i nie przyniosło wystarczających korzyści ze względu na cele Amazonu. Skracanie czasu odpowiedzi dla bardzo wysokich percentyli jest trudne, ponieważ wartości te są podatne na losowe zdarzenia pozostające poza naszą kontrolą, a korzyści są coraz mniejsze.


    Percentyle są często używane w SLO (ang. service level objective) i SLA (ang. service level agreement). Są to kontrakty definiujące oczekiwaną wydajność i dostępność usługi. Kontrakt SLA może określać, że usługę uznaje się jako aktywną, jeśli mediana czasów odpowiedzi wynosi mniej niż 200 ms i percentyl 99% wynosi mniej niż 1 s (jeżeli czas odpowiedzi jest dłuższy, usługa równie dobrze mogłaby być wyłączona). Dodatkowym wymogiem może być to, by usługa była aktywna przez co najmniej 99,9% czasu. Te poziomy wyznaczają oczekiwania klientów usługi i pozwalają im domagać się zwrotu zapłaty, jeśli kontrakt SLA nie zostanie zrealizowany.


    W przypadku wysokich percentyli za dużą część czasu odpowiedzi często odpowiadają kolejki. Ponieważ serwer potrafi jednocześnie przetwarzać tylko niewiele elementów (ogranicza to np. liczba rdzeni procesora), wystarczy mała liczba wolnych żądań, by wstrzymać przetwarzania dalszych żądań. To efekt, który można nazwać blokowaniem na czole kolejki. Nawet gdy serwer potrafi szybko przetworzyć te dalsze żądania, dla klienta czas odpowiedzi jest długi z powodu czasu oczekiwania na ukończenie wcześniejszych żądań. Z tego powodu ważne jest, by mierzyć czasy odpowiedzi po stronie klienta.


    Gdy obciążenie jest generowane sztucznie w celu przetestowania skalowalności systemu, klient generujący obciążenie musi przesyłać żądania niezależnie od czasów odpowiedzi. Jeśli klient będzie oczekiwał na ukończenie wcześniejszego żądania przed przesłaniem następnego, w trakcie testów kolejki będą sztucznie krótsze niż w rzeczywistości, co zakłóca pomiary [23].


    Sposoby radzenia sobie z obciążeniem


    Po omówieniu parametrów opisu obciążenia i wskaźników do pomiaru wydajności można na dobre rozpocząć analizę skalowalności — jak utrzymać wysoką wydajność, gdy obciążenie wzrośnie do określonego poziomu?


    Architektura odpowiednia dla danego poziomu obciążenia zapewne nie poradzi sobie z jego 10-krotnym wzrostem. Dlatego jeśli pracujesz nad usługą, której obciążenie szybko rośnie, zapewne będziesz musiał na nowo przemyśleć architekturę po wzroście obciążenia o każdy rząd wielkości, a prawdopodobnie jeszcze częściej.


    
      
        
      

      
        
          	
            Percentyle w praktyce


            Wysokie percentyle są ważne zwłaszcza w usługach zaplecza wywoływanych wielokrotnie w ramach obsługi jednego żądania od użytkownika końcowego. Nawet jeśli te wywołania są zgłaszane równolegle, żądanie od użytkownika końcowego nadal musi oczekiwać na przetworzenie najwolniejszego z równoległych wywołań. Wystarczy jedno wolne wywołanie, aby obsługa całego żądania trwała długo. Przedstawia to rysunek 1.5. Nawet gdy tylko niewielki odsetek wywołań na zapleczu jest długo przetwarzany, ryzyko natrafienia na wolne wywołanie rośnie, jeśli żądanie użytkownika końcowego wymaga wielu wywołań. W takiej sytuacji także dla większego odsetka żądań użytkownika końcowego otrzymasz dłuższy czas odpowiedzi (ten efekt to zwiększenie liczby skrajnych wartości opóźnienia [24]).
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            Rysunek 1.5. Gdy obsłużenie żądania wymaga kilku wywołań do zaplecza, wystarczy jedno długie żądanie do zaplecza, aby wydłużyć przetwarzanie całego żądania od użytkownika końcowego


            Jeśli chcesz dodać percentyle czasów odpowiedzi do panelu monitorowania usług, musisz na bieżąco wydajnie je obliczać. Możliwe, że zechcesz utrzymywać okno przesuwne czasów odpowiedzi na żądania z ostatnich 10 minut. Co minutę system może obliczać medianę i różne percentyle na podstawie wartości z tego okna i wyświetlać uzyskane dane na wykresie.


            Naiwna implementacja polega na przechowywaniu listy czasów odpowiedzi dla wszystkich żądań z okna czasowego i sortowaniu tej listy co minutę. Jeśli to rozwiązanie jest dla Ciebie za mało wydajne, istnieją algorytmy, które potrafią obliczać dobre przybliżenie percentyli przy minimalnych kosztach procesora i pamięci. Są to algorytmy forward decay [25], t-digest [26] i HdrHistogram [27]. Pamiętaj, że uśrednianie percentyli, np. w celu zmniejszenia rozdzielczości czasowej lub połączenia danych z kilku maszyn, matematycznie nie ma sensu. Poprawną metodę agregowania danych z czasami odpowiedzi stanowi dodawanie histogramów [28].

          
        

      
    


    Ludzie często mówią o rozbieżności między skalowaniem pionowym (ang. scaling up lub vertical scaling; polega to na wymianie maszyny na wydajniejszą) a skalowaniem poziomym (ang. scaling out lub horizontal scaling; jest to rozdzielanie obciążenia między wiele mniejszych maszyn). Rozdzielanie obciążenia między liczne maszyny nazywa się też architekturą bez zasobów współdzielonych (ang. shared-nothing). System, który potrafi działać na jednej maszynie, jest zwykle prostszy, jednak zaawansowane maszyny bywają bardzo drogie, dlatego przy bardzo wysokim obciążeniu roboczym często nie da się uniknąć skalowania poziomego. W praktyce skuteczne architektury to często pragmatyczne połączenie obu podejść. Na przykład zastosowanie kilku mocnych maszyn może się okazać prostsze i tańsze niż używanie dużej liczby małych maszyn wirtualnych.


    Niektóre systemy są elastyczne, co oznacza, że potrafią automatycznie dodawać zasoby obliczeniowe po wykryciu wzrostu obciążenia. Inne są skalowane ręcznie (to człowiek analizuje zasoby i decyduje o dodaniu do systemu nowych maszyn). System elastyczny może być bardzo przydatny, gdy obciążenie jest wysoce nieprzewidywalne, jednak systemy skalowane ręcznie są prostsze i powodują mniej niespodzianek w trakcie eksploatacji (zob. punkt „Równoważenie partycji”).


    Choć podział usług bezstanowych między wiele maszyn jest stosunkowo prosty, przenoszenie stanowych systemów danych z jednego węzła do środowiska rozproszonego może powodować wiele dodatkowej złożoności. Dlatego do niedawna powszechnie uważano, że bazę należy przechowywać w jednym węźle (ze skalowaniem pionowym) do czasu, gdy koszty skalowania lub wymogi wysokiej dostępności wymuszą przejście do środowiska rozproszonego.


    Wraz ze wzrostem jakości narzędzi i abstrakcji z obszaru systemów rozproszonych to powszechne podejście może się zmienić (przynajmniej w niektórych aplikacjach). Możliwe, że w przyszłości rozproszone systemy danych staną się standardem — nawet w sytuacjach, gdy nie trzeba będzie obsługiwać dużych ilości danych lub dużego ruchu. Dalej w książce omówiono wiele rodzajów rozproszonych systemów danych. Dowiesz się nie tylko tego, w jakim stopniu są one skalowalne, ale też tego, jak łatwe jest ich użytkowanie i konserwowanie.


    Architektura systemów działających na dużą skalę jest zwykle ściśle powiązana z aplikacją. Nie istnieje nic takiego jak uniwersalna skalowalna architektura na każdą okazję (nieformalnie można ją nazwać magicznym sosem skalującym). Problem może stanowić liczba odczytów, liczba zapisów, ilość przechowywanych danych, złożoność danych, wymogi dotyczące czasu odpowiedzi, wzorce dostępu lub (zazwyczaj) połączenie wszystkich tych i wielu innych kwestii.


    Na przykład system zaprojektowany do obsługi 100 tys. żądań na sekundę (każde po 1 kB) wygląda zupełnie inaczej niż system zaprojektowany do obsługi trzech żądań na minutę (każde po 2 GB), nawet jeśli ilość danych w obu tych systemach jest podobna.


    Architektura dobrze się skalująca w konkretnej aplikacji opiera się na założeniach dotyczących tego, które operacje będą często wykonywane, a które rzadko (są to parametry obciążenia). Jeśli te założenia okażą się błędne, praca inżynieryjna włożona w skalowanie w najlepszym razie zostanie zmarnowana, a w najgorszym przyniesie skutki odwrotne od zamierzonych. W startupach na wczesnym etapie rozwoju lub w nieprzetestowanych produktach zwykle ważniejsza jest możliwość szybkiego dodawania funkcji produktu niż myślenie o skalowaniu pod kątem hipotetycznego przyszłego obciążenia.


    Nawet gdy skalowalną architekturę dostosowuje się do konkretnej aplikacji, zwykle jest zbudowana z komponentów o ogólnym przeznaczeniu łączonych w znane wzorce. W tej książce opisano takie komponenty i wzorce.


    Łatwość konserwacji


    Wiadomo, że większość kosztów związanych z oprogramowaniem jest ponoszonych nie w trakcie jego budowania, ale w czasie bieżącej eksploatacji — w związku z naprawianiem błędów, utrzymywaniem zdolności operacyjnej systemów, badaniem awarii, dostosowywaniem do nowych platform, modyfikowaniem na potrzeby nowych przypadków użycia, spłacaniem długu technicznego i dodawaniem nowych funkcji.


    Jednak, niestety, wiele osób pracujących nad systemami oprogramowania nie lubi konserwacji przestarzałych (ang. legacy) systemów. Możliwe, że taka konserwacja wymaga naprawiania cudzych pomyłek albo pracy z nieaktualnymi platformami lub systemami zmuszonymi wykonywać zadania, do których robienia nie są przeznaczone. Każdy przestarzały system jest kłopotliwy w inny sposób. Dlatego tak trudno przedstawić ogólne wskazówki.


    Jednak można i należy projektować oprogramowanie tak, aby starać się zminimalizować trudności w trakcie konserwacji i samemu uniknąć tworzenia przestarzałego oprogramowania. W tym celu warto zwrócić uwagę przede wszystkim na trzy zasady projektowania systemów informatycznych:


    Łatwość eksploatacji


    Należy umożliwić pracownikom operacyjnym łatwe zapewnianie płynnej pracy systemu.


    Prostota


    Nowi inżynierowie powinni móc łatwo zrozumieć system. W tym celu należy w maksymalnym stopniu wyeliminować z niego złożoność. Zauważ, że nie jest to tym samym co prostota interfejsu użytkownika.


    Łatwość modyfikowania


    Zadbaj o to, by inżynierowie mogli w przyszłości łatwo wprowadzać zmiany w systemie, dostosowując go do nieprzewidzianych przypadków użycia po zmianie wymagań. Tę cechę można też nazwać rozszerzalnością, modyfikowalnością lub plastycznością.


    Podobnie jak w kontekście niezawodności i skalowalności, nie istnieją łatwe rozwiązania pozwalające osiągać te cele. Zamiast tego warto spróbować zastanowić się nad systemami z uwzględnieniem łatwości eksploatacji, prostoty i łatwości modyfikowania.


    Łatwość eksploatacji — ułatwianie życia pracownikom operacyjnym


    Pojawiają się sugestie, że „dobry zespół operacyjny często potrafi poradzić sobie z ograniczeniami kiepskiego (lub niekompletnego) oprogramowania, jednak dobre oprogramowanie nie będzie działać stabilnie przy kiepskim zespole operacyjnym” [12]. Choć niektóre aspekty eksploatacji można i należy automatyzować, to ludzie odpowiadają za konfigurowanie automatyzacji i zapewnianie jej poprawnego działania.


    Zespół operacyjny jest niezbędny do zapewniania płynnego działania systemów informatycznych. Dobry zespół operacyjny zwykle odpowiada za czynniki wymienione poniżej i inne [29]:


    
      	Monitorowanie stanu systemu i szybkie przywracanie usługi, jeśli znajdzie się w nieodpowiednim stanie.


      	Wykrywanie przyczyn problemów takich jak awarie systemu lub spadek wydajności.


      	Zapewnianie aktualności oprogramowania i platform (w tym: instalowanie poprawek bezpieczeństwa).


      	Badanie tego, jak różne systemy wpływają na siebie, co pozwala uniknąć wprowadzania mogących rodzić problemy zmian, zanim spowodują szkody.


      	Przewidywanie przyszłych problemów i rozwiązywanie ich przed wystąpieniem (planowanie wydajności).


      	Opracowywanie dobrych praktyk i narzędzi wdrażania oprogramowania, zarządzania konfiguracją itd.


      	Wykonywanie złożonych zadań z zakresu eksploatacji (np. przenoszenie aplikacji z jednej platformy na inną).


      	Utrzymywanie bezpieczeństwa systemu w trakcie wprowadzania zmian w konfiguracji.


      	Definiowanie procesów, dzięki którym eksploatacja jest przewidywalna, i pomaganie w utrzymywaniu stabilności środowiska produkcyjnego.


      	Zachowywanie w organizacji wiedzy na temat systemu, nawet gdy poszczególne osoby przychodzą do firmy i z niej odchodzą.

    


    Łatwość eksploatacji oznacza, że wykonywanie rutynowych zadań jest proste, dzięki czemu zespół operacyjny może się skoncentrować na działaniach o wysokiej wartości. Systemy danych mogą na różne sposoby ułatwiać wykonywanie rutynowych prac. Oto niektóre z tych sposobów:


    
      	Zapewnianie wglądu w pracę środowiska uruchomieniowego i wewnętrzne mechanizmy systemu za pomocą dobrego systemu monitorowania.


      	Zapewnianie dobrej obsługi automatyzacji i integracji ze standardowymi narzędziami.


      	Unikanie zależności od pojedynczych maszyn (pozwala to na wyłączenie maszyny na potrzeby konserwacji, a cały system działa wtedy bez zakłóceń).


      	Zapewnianie dobrej dokumentacji i łatwego do zrozumienia modelu operacyjnego („Jeśli zrobię X, nastąpi Y”).


      	Zapewnianie skutecznego działania domyślnego, ale też dawanie administratorom swobody do zmiany w razie potrzeby wprowadzenia ustawień domyślnych.


      	Umożliwianie automatycznej naprawy tam, gdzie to wskazane, i zapewnianie administratorom ręcznej kontroli nad stanem systemu, jeśli to konieczne.


      	Zapewnianie przewidywalnej pracy i minimalizowanie niespodzianek.

    


    Prostota — zarządzanie złożonością


    W niewielkich projektach informatycznych kod może być cudownie prosty i zrozumiały. Jednak gdy projekt się rozrasta, kod często staje się bardzo skomplikowany i trudny do analizy. Ta złożoność spowalnia wszystkich, którzy muszą pracować nad systemem, co dodatkowo zwiększa koszty konserwacji. Projekt informatyczny pogrążony w złożoności można nazwać wielką bryłą błota [30].


    Istnieją różne objawy złożoności: znaczny wzrost ilości miejsca potrzebnego na stan, ścisłe powiązanie między modułami, skomplikowane zależności, niespójne nazewnictwo i terminologia, sztuczki służące rozwiązaniu problemów z wydajnością, specjalne przypadki rozwiązujące problemy z innych miejsc itd. Wiele na ten temat już napisano [31, 32, 33].


    Gdy złożoność utrudnia konserwację, często następuje przekroczenie budżetów i harmonogramów. W skomplikowanym oprogramowaniu rośnie też ryzyko pojawienia się błędów w trakcie wprowadzania zmian. Gdy system dla programistów jest trudny do zrozumienia i analizy, łatwiej może być przeoczyć ukryte założenia, niezamierzone konsekwencje i nieoczekiwane interakcje. Natomiast ograniczenie złożoności znacznie ułatwia konserwację oprogramowania. Dlatego prostota powinna być ważnym celem w budowanych systemach.


    Upraszczanie systemu nie zawsze oznacza ograniczenia jego funkcji. Może też polegać na eliminowaniu przypadkowej złożoności. Moseley i Marks [32] definiują złożoność jako przypadkową, jeśli nie jest nieodłączna od problemu rozwiązywanego przez oprogramowanie (z perspektywy użytkownika), a powstaje tylko z powodu implementacji.


    Jedno z najlepszych narzędzi do eliminowania przypadkowej złożoności stanowi abstrakcja. Dobra abstrakcja pozwala ukryć wiele szczegółów implementacji za przejrzystą i łatwą do zrozumienia fasadą. Dobrą abstrakcję można też wykorzystać w wielu różnych aplikacjach. Takie ponowne wykorzystanie kodu jest nie tylko wydajniejsze od wielokrotnego pisania podobnego rozwiązania, ale też prowadzi do powstawania oprogramowania wyższej jakości, ponieważ wzrost poziomu wyodrębnionego komponentu przynosi korzyść we wszystkich aplikacjach, którego go używają.


    Na przykład wysokopoziomowe języki programowania są abstrakcjami, które ukrywają kod maszynowy, rejestry procesora i wywołania systemowe. SQL to abstrakcja ukrywająca złożone struktury danych używane na dysku i w pamięci, równoległe żądania od innych klientów i niespójności występujące po awariach. Oczywiście w trakcie programowania w języku wysokopoziomowym nadal posługujesz się kodem maszynowym, ale nie robisz tego bezpośrednio, ponieważ abstrakcja w postaci języka programowania sprawia, że nie musisz myśleć o takim kodzie.


    Jednak znajdowanie wartościowych abstrakcji jest bardzo trudne. Choć w obszarze systemów rozproszonych istnieje wiele dobrych algorytmów, nie ma jasności, jak łączyć je w abstrakcje pomagające utrzymać złożoność systemu na akceptowalnym poziomie.


    W tej książce zwracam uwagę na przydatne abstrakcje, które umożliwiają wyodrębnienie fragmentów dużych systemów i przekształcenie ich w dobrze zdefiniowane komponenty wielokrotnego użytku.


    Łatwość modyfikowania — umożliwianie prostego wprowadzania zmian


    Jest bardzo mało prawdopodobne, że wymagania stawiane Twojemu systemowi pozostaną na zawsze niezmienne. Z dużo większym prawdopodobieństwem będą się ciągle zmieniać. Poznasz nowe fakty, pojawią się nieprzewidziane wcześniej przypadki użycia, zmienią się priorytety biznesowe, użytkownicy będą żądać nowych funkcji, starsze platformy zostaną zastąpione nowymi, zmienią się wymogi prawne lub ustawowe, rozrastanie się systemu wymusi zmiany architektoniczne itd.


    W obszarze procesów organizacyjnych model dostosowywania się do zmian opisano w postaci wzorców zwinnych (ang. agile). Społeczność skupiona wokół metod zwinnych opracowała też narzędzia techniczne i wzorce pomocne w rozwijaniu oprogramowania w często zmieniającym się środowisku. Te narzędzia to np. programowanie sterowane testami (ang. test-driven development — TDD) i refaktoryzacja.


    Większość technik zwinnych działa w stosunkowo niewielkiej, lokalnej skali (np. kilku plików z kodem źródłowym jednej aplikacji). W tej książce szukam sposobów zwiększenia zwinności na poziomie większego systemu danych, który może obejmować kilka różnych aplikacji lub usług o rozmaitych cechach. Jak np. przeprowadzić „refaktoryzację” architektury tworzenia osi czasu na Twitterze (zob. punkt „Opisywanie obciążenia”), aby przejść od podejścia nr 1 do podejścia nr 2?


    Łatwość modyfikowania systemu danych i dostosowywania go do zmieniających się wymagań jest ściśle powiązana z prostotą i abstrakcjami. Proste i łatwe do zrozumienia systemy są zwykle łatwiejsze do modyfikowania niż złożone. Jednak ponieważ jest to tak ważne zagadnienie, do opisu zwinności na poziomie systemu danych używa się innego słowa — łatwość modyfikowania (ang. evolvability) [34].


    Podsumowanie


    W tym rozdziale opisano podstawowe sposoby myślenia o aplikacjach intensywnie przetwarzających dane. Te zasady posłużą za wskazówki w dalszych rozdziałach w trakcie omawiania szczegółów technicznych.


    Aplikacja musi spełniać różne wymagania, aby była przydatna. Istnieją wymagania funkcjonalne (określające, co aplikacja powinna robić — np. umożliwiać przechowywanie, pobieranie, wyszukiwanie i przetwarzanie danych na różne sposoby), a także wymagania niefunkcjonalne (są to ogólne cechy takie jak bezpieczeństwo, niezawodność, zgodność z prawem, skalowalność, kompatybilność i łatwość konserwacji). W tym rozdziale szczegółowo omówiono niezawodność, skalowalność i łatwość konserwacji.


    Niezawodność oznacza, że system działa prawidłowo nawet po wystąpieniu błędów. Źródłem błędów może być sprzęt (te kłopoty są przeważnie losowe i nieskorelowane), oprogramowanie (wtedy problemy są zwykle powtarzalne i trudno sobie z nimi poradzić) oraz ludzie (którzy, co nieuniknione, od czasu do czasu popełniają pomyłki). Techniki zapewniania odporności na błędy pozwalają ukryć niektóre rodzaje usterek przed użytkownikami końcowymi.


    Skalowalność oznacza stosowanie strategii utrzymywania wysokiej wydajności nawet w obliczu wzrostu obciążenia. Aby omówić skalowalność, najpierw potrzebne są metody ilościowego opisu obciążenia i wydajności. W ramach przykładu opisywania obciążenia pokrótce przedstawiano oś czasu z Twittera. Jako przykład sposobu pomiaru wydajności posłużyły percentyle czasów odpowiedzi. W skalowalnym systemie można dodać moc obliczeniową, aby system pozostał niezawodny przy wysokim obciążeniu.


    Łatwość konserwacji ma wiele aspektów, jednak istotę tego zagadnienia stanowi ułatwianie pracy inżynierom i zespołom operacyjnym pracującym z danym systemem. Wartościowe abstrakcje pomagają ograniczyć złożoność i sprawiają, że system łatwiej jest modyfikować i dostosowywać do nowych przypadków użycia. Wysoka jakość operacyjna wymaga dobrego wglądu w stan systemu i skutecznych sposobów zarządzania tym stanem.


    Niestety, nie istnieją łatwe metody zapewniania niezawodności, skalowalności lub łatwości konserwacji. Są jednak wzorce i techniki, które często się pojawiają w aplikacjach różnego rodzaju. W kilku następnych rozdziałach przyjrzysz się przykładowym systemom danych i analizie tego, jak osiągać opisane tu cele.


    Dalej, w części III, poznasz wzorce tworzenia systemów składających się z kilku współpracujących ze sobą komponentów. Są to systemy podobne do tego z rysunku 1.1.
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        [1] Definicję znajdziesz w punkcie „Metody radzenia sobie z obciążeniem”.

      


      
        [2] W idealnym świecie czas wykonywania zadania wsadowego to wielkość zbioru danych podzielona przez przepustowość. W praktyce ten czas jest często dłuższy. Jest to spowodowane niesymetrycznością (nierównym rozkładem danych między procesy robocze) i koniecznością oczekiwania na zakończenie pracy przez najwolniejsze zadanie.

      

    

  


  
    Rozdział 2.

    Modele danych i języki zapytań


    Granice naszego języka wyznaczają granice naszego świata.


    — Ludwig Wittgenstein, Traktat logiczno-filozoficzny (1922)


    Modele danych są prawdopodobnie najważniejszym aspektem tworzenia oprogramowania, ponieważ mają bardzo duży wpływ nie tylko na to, jak oprogramowanie jest pisane, ale też na to, jak myślimy o problemie, który rozwiązujemy.


    Większość aplikacji tworzy się z użyciem położonych jedna nad drugą warstw modeli danych. W kontekście każdej warstwy najważniejsze pytanie brzmi: jak jest ona reprezentowana w kategoriach następnej niższej warstwy? Oto przykład:


    
      	Autor aplikacji analizuje rzeczywisty świat (w którym występują ludzie, organizacje, towary, działania, przepływ pieniędzy, czujniki itd.) i modeluje go za pomocą obiektów lub struktur danych oraz interfejsów API operujących na tych strukturach. Te struktury często są specyficzne dla aplikacji.


      	Te struktury danych na potrzeby ich przechowywania są przedstawiane za pomocą modelu danych ogólnego przeznaczenia — np. dokumentów JSON lub XML, tabel w bazie relacyjnej lub modelu opartego na grafie.


      	Inżynierowie, którzy zbudowali oprogramowanie bazy danych, ustalili, jak dane w formacie JSON lub XML, z bazy relacyjnej albo z grafu są reprezentowane jako bajty w pamięci, na dysku lub w sieci. Ta reprezentacja może pozwalać na kierowanie zapytań o dane, przeszukiwanie ich, operowanie na nich i przetwarzanie na różne sposoby.


      	Na jeszcze niższym poziomie inżynierowie sprzętu określili, jak reprezentować bajty w kategoriach prądu, impulsów światła, pola magnetycznego itd.

    


    W złożonej aplikacji może występować więcej poziomów pośrednich, np. interfejsy API oparte na innych takich interfejsach, jednak podstawowa zasada jest stała — każda warstwa ukrywa złożoność niższych warstw, udostępniając przejrzysty model danych. Poszczególne abstrakcje umożliwiają skuteczną współpracę różnym grupom ludzi, np. inżynierom producenta bazy danych i twórcom aplikacji używającym tej bazy.


    Istnieje wiele różnych rodzajów modeli danych, a w każdym modelu uwzględnione są założenia na temat jego używania. Niektóre sposoby użytkowania są proste, a inne nie są obsługiwane. Część operacji działa szybko, inne są mało wydajne. Niektóre transformacje danych przebiegają naturalnie, inne są kłopotliwe.


    Opanowanie choćby jednego modelu danych może wymagać dużo wysiłku (pomyśl o tym, ile książek poświęcono relacyjnemu modelowaniu danych). Tworzenie oprogramowania jest trudne nawet wtedy, gdy pracujesz tylko z jednym modelem danych i nie musisz się martwić jego wewnętrznymi mechanizmami. Jednak ponieważ model danych ma tak duży wpływ na to, co używające go oprogramowanie może zrobić, a czego nie da rady, istotne jest, aby dobrać model odpowiedni dla aplikacji.


    W tym rozdziale poznasz kilka modeli danych ogólnego przeznaczenia służących do składowania danych i kierowania do nich zapytań (punkt 2. na przedstawionej wcześniej liście). Znajdziesz tu porównanie modelu relacyjnego, modelu opartego na dokumentach i kilku modeli opartych na grafach. Opisane są też różne języki zapytań wraz z porównaniem przypadków użycia. Rozdział 3. zawiera omówienie działania systemów składowania danych, czyli tego, jak opisywane modele są zaimplementowane (punkt 3. z listy).


    Model relacyjny a model oparty na dokumentach


    Obecnie prawdopodobnie najbardziej popularny model danych to ten używany w SQL-u i oparty na modelu relacyjnym zaproponowanym w 1970 r. przez Edgara Codda [1]. Dane są w nim uporządkowane w relacje (nazywane w SQL-u tabelami), a każda relacja to nieuporządkowana kolekcja krotek (wierszy w SQL-u).


    Model relacyjny był propozycją teoretyczną, początkowo wiele osób wątpiło, że można go wydajnie zaimplementować. Jednak do połowy lat 80. systemy RDBMS (ang. relational database management systems, czyli systemy zarządzania relacyjnymi bazami danych) i SQL stały się narzędziami stosowanymi z wyboru przez większość osób, które potrzebowały przechowywać dane w regularnej strukturze i zgłaszać zapytania o nie. Dominacja relacyjnych baz danych trwała ok. 25 – 30 lat, co w historii informatyki stanowi wieczność.


    Korzenie relacyjnych baz danych sięgają przetwarzania danych biznesowych wykonywanego na komputerach typu mainframe w latach 60. i 70. ubiegłego wieku. Z dzisiejszej perspektywy ówczesne zastosowania baz wydają się nudne. Było to głównie przetwarzanie transakcji (wprowadzanie transakcji sprzedaży lub bankowych, rezerwacje biletów lotniczych, śledzenie stanu magazynu) i przetwarzanie wsadowe (obsługa faktur, list płac, raportów).


    Wcześniejsze bazy zmuszały programistów aplikacji do długiego zastanawiania się nad wewnętrzną reprezentacją danych w bazie. Celem modelu relacyjnego było ukrycie tego szczegółu implementacji za prostszym interfejsem.


    Przez lata pojawiło się wiele konkurencyjnych metod składowania danych i zgłaszania zapytań. W latach 70. i na początku lat 80. głównymi alternatywnymi rozwiązaniami były model sieciowy i model hierarchiczny, jednak model relacyjny je wyparł. Bazy obiektowe pojawiły się na krótki czas pod koniec lat 80. i na początku lat 90. Z początkiem naszego wieku pojawiły się bazy XML-owe, jednak nie zdobyły popularności. Wszystkim konkurentom modelu relacyjnego towarzyszyło wiele rozgłosu, ale żadne z tych rozwiązań nie przetrwało [2].


    Gdy komputery stały się znacznie wydajniejsze i zyskały połączenie z siecią, zaczęto ich używać w coraz bardziej różnorodnych celach. Niezwykłe jest to, że bazy relacyjne można było bardzo skutecznie uogólnić i — obok pierwotnego przeznaczenia, czyli przetwarzania danych biznesowych — wykorzystać w różnorodnych zastosowaniach. Wiele rozwiązań spotykanych obecnie w internecie nadal wykorzystuje bazy relacyjne. Takie bazy są używane np. w publikacjach internetowych, dyskusjach, sieciach społecznościowych, handlu elektronicznym, grach, aplikacjach biurowych typu SaaS i wielu innych obszarach.


    Powstanie modelu NoSQL


    Obecnie, w drugiej dekadzie naszego wieku, NoSQL stanowi najnowszą próbę zerwania z dominacją modelu relacyjnego. Nazwa NoSQL jest niefortunna, ponieważ nie określa żadnej konkretnej technologii. Początkowo, w 2009 r., miała być tylko chwytliwym tagiem na Twitterze dotyczącym spotkań poświęconych otwartym, rozproszonym, nierelacyjnym bazom [3]. Mimo to ta nazwa się przyjęła i szybko zyskała popularność w społeczności startupów internetowych i nie tylko. Obecnie wiele ciekawych systemów bazodanowych jest łączonych z tagiem #NoSQL, a znaczenie tej nazwy zinterpretowano później jako Not Only SQL [4].


    Wzrost popularności baz NoSQL wynika z kilku czynników. Oto niektóre z nich:


    
      	Potrzeba większej skalowalności niż ta, jaką można łatwo uzyskać za pomocą baz relacyjnych (wiąże się to m.in. z bardzo dużymi zbiorami danych i bardzo wysoką liczbą operacji zapisu).


      	Powszechne preferowanie bezpłatnego i otwartego oprogramowania zamiast komercyjnych produktów bazodanowych.


      	Wyspecjalizowane operacje w zapytaniach, słabo obsługiwane w modelu relacyjnym.


      	Frustracja spowodowana ograniczonością schematów relacyjnych oraz potrzeba tworzenia bardziej dynamicznego i dającego większe możliwości modelu danych [5].

    


    W różnych aplikacjach występują różne wymagania, a w poszczególnych przypadkach użycia optymalne mogą być inne technologie. Dlatego możliwe, że w przewidywalnej przyszłości bazy relacyjne będą używane równolegle z różnorodnymi nierelacyjnymi magazynami danych. To rozwiązanie czasem nazywa się polyglot persistence [3].


    Niedopasowanie modeli obiektowego i relacyjnego


    Obecnie większość aplikacji jest pisanych w językach obiektowych, co prowadzi do często przytaczanego zarzutu wobec SQL-owego modelu danych. Jeśli dane są przechowywane w tabelach relacyjnych, potrzebna jest kłopotliwa warstwa odpowiedzialna za przekształcenia między obiektami z kodu aplikacji a modelem tabel, wierszy i kolumn z bazy danych. Niespójność między tymi modelami czasem nazywa się niezgodnością impedancji[1].


    Platformy ORM (ang. object-relational mapping) takie jak ActiveRecord i Hibernate ograniczają ilość szablonowego kodu potrzebnego w warstwie przekształceń, jednak nie potrafią całkowicie ukryć różnic między oboma modelami.


    Na przykład na rysunku 2.1 pokazano, jak życiorys (profil w serwisie LinkedIn) może wyglądać w schemacie relacyjnym. Cały profil można zidentyfikować na podstawie unikatowego identyfikatora user_id. Pola takie jak first_name i last_name występują raz na użytkownika, dlatego można je przedstawić jako kolumny tabeli users. Jednak większość osób wykonuje w swojej karierze więcej niż jedną pracę (zajmuje różne stanowiska). Ludzie mają też różne poziomy edukacji i liczbę kontaktów. Między użytkownikiem a tymi elementami występuje relacja jeden do wielu, którą można przedstawić na różne sposoby:


    
      	W tradycyjnym modelu SQL-owym (przed wersją SQL:1999) najczęściej spotykana znormalizowana reprezentacja obejmowałaby stanowiska, wykształcenie i dane kontaktowe w odrębnych tabelach z referencjami w postaci klucza obcego do tabeli users (tak jak na rysunku 2.1).


      	W późniejszych wersjach SQL-a dodano obsługę ustrukturyzowanych typów danych i XML-a. To umożliwiło przechowywanie danych z wieloma wartościami w jednym wierszu z możliwością zgłaszania zapytań i indeksowania takich dokumentów. Te możliwości są dostępne w różnym stopniu w systemach Oracle, IBM DB2, MS SQL Server i PostgreSQL [6, 7]. W kilku bazach obsługiwane są też dane w formacie JSON (są to np. bazy IBM DB2, MySQL i PostgreSQL) [8].


      	Trzecia możliwość to zapisanie stanowisk, wykształcenia i danych kontaktowych jako dokumentu w formacie JSON lub XML, umieszczenie go w kolumnie tekstowej w bazie i umożliwienie aplikacji interpretowania struktury i zawartości tych dokumentów. W tej konfiguracji zwykle nie można kierować do bazy zapytań o wartości z tak zapisanej kolumny.

    


    Dla struktury danych odpowiadającej życiorysowi, który stanowi w zasadzie niezależny dokument, reprezentacja w formacie JSON może być odpowiednia (zob. listing 2.1). Zaleta formatu JSON polega na tym, że jest znacznie prostszy niż XML. Ten model danych obsługuje się w bazach opartych na dokumentach, np. w MongoDB [9], RethinkDB [10], CouchDB [11] i Espresso [12].


    Listing 2.1. Reprezentowanie profilu z serwisu LinkedIn jako dokumentu w formacie JSON

    {

      "user_id":     251,

      "first_name":  "Bill",

      "last_name":   "Gates",

      "summary":     "Współprzewodniczący fundacji Billa i Melindy Gatesów... Aktywny blogger.",

      "region_id":   "us:91",

      "industry_id": 131,

      "photo_url":   "/p/7/000/253/05b/308dd6e.jpg",

      "positions": [

        {"job_title": "Współprzewodniczący", "organization": "Fundacja Billa i Melindy

          Gatesów"},

        {"job_title": "Współzałożyciel, prezes", "organization": "Microsoft"}

      ],

      "education": [

        {"school_name": "Harvard University",       "start": 1973, "end": 1975},

        {"school_name": "Lakeside School, Seattle", "start": null, "end": null}

      ],

      "contact_info": {

        "blog":    "http://thegatesnotes.com",

        "twitter": "http://twitter.com/BillGates"

      }

    }
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    Rysunek 2.1. Reprezentowanie profilu z serwisu LinkedIn za pomocą schematu relacyjnego. Zdjęcie Billa Gatesa dzięki uprzejmości Wikimedia Commons (Ricardo Stuckert, Agência Brasil)


    Niektórzy programiści uważają, że model JSON zmniejsza niezgodność impedancji między kodem aplikacji a warstwą składowania danych. Jednak jak się przekonasz z rozdziału 4., JSON jako format kodowania danych powoduje pewne problemy. Brak schematu jest często podawany jako zaleta. Zagadnienie to zostało opisane w punkcie „Elastyczność schematu w modelu opartym na dokumentach”.


    Reprezentacja w formacie JSON jest bardziej lokalna niż wielotabelowy schemat z rysunku 2.1. Jeśli chcesz pobrać profil z bazy relacyjnej, musisz albo wykonać wiele zapytań (do każdej tabeli na podstawie pola user_id), albo przeprowadzić skomplikowane wielostronne złączenie między tabelą users a powiązanymi tabelami. W reprezentacji w formacie JSON wszystkie potrzebne informacje znajdują się w jednym miejscu i wystarczy jedno zapytanie.


    Relacje jeden do wielu między profilem użytkownika a stanowiskami użytkownika, historią wykształcenia i danymi kontaktowymi sugeruje drzewiastą strukturę danych, a reprezentacja w formacie JSON bezpośrednio ukazuje tę strukturę (rysunek 2.2).
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    Rysunek 2.2. Relacja jeden do wielu dająca strukturę drzewiastą


    Relacje wiele do jednego i wiele do wielu


    Na listingu 2.1 z poprzedniego punktu w polach region_id i industry_id używane są identyfikatory zamiast zwykłego tekstu "Obszar metropolitalny Seattle" i "Filantropia". Dlaczego?


    Jeśli interfejs użytkownika obejmuje pola tekstowe do podawania regionu i branży, sensowne jest zapisywanie tych danych jako zwykłego tekstu. Istnieją jednak zalety używania standardowych list regionów geograficznych i branż oraz umożliwiania użytkownikom wyboru z listy rozwijanej lub udostępnianie automatycznego uzupełniania. Oto te zalety:


    
      	Spójny styl i pisownia w profilach.


      	Unikanie wieloznaczności (np. jeśli istnieje kilka miast o tej samej nazwie).


      	Łatwość aktualizowania. Nazwa jest zapisywana w tylko jednym miejscu, dlatego można ją łatwo zaktualizować w całym serwisie, jeśli konieczna będzie modyfikacja (np. z powodu zmiany nazwy miasta wskutek wydarzeń politycznych).


      	Ułatwienie internacjonalizacji. Gdy witryna jest tłumaczona na inne języki, można przetłumaczyć standardowe listy i wyświetlać nazwy regionów oraz branż w języku użytkownika.


      	Łatwiejsze wyszukiwanie. Na przykład wyszukiwanie filantropów ze stanu Waszyngton może zwrócić ten profil, ponieważ na liście regionów można zakodować to, że Seattle znajduje się w tym stanie (co nie jest oczywiste na podstawie tekstu "Obszar metropolitalny Seattle").

    


    Używanie identyfikatorów lub zwykłego tekstu wiąże się z kwestią powielania danych. Gdy stosujesz identyfikator, informacje zrozumiałe dla ludzi (np. słowo Filantropia) są przechowywane tylko w jednym miejscu, a wszędzie, gdzie te informacje są potrzebne, podawany jest identyfikator (który ma znaczenie wyłącznie w ramach bazy). Jeśli bezpośrednio zapisujesz tekst, powielasz zrozumiałe dla człowieka informacje w każdym używającym ich rekordzie.


    Zaleta stosowania identyfikatorów polega na tym, że ponieważ nie mają znaczenia dla ludzi, nigdy nie wymagają zmian. Identyfikator może pozostać taki sam nawet wtedy, gdy określane przez niego informacje się zmienią. Wszystkie dane zrozumiałe dla ludzi mogą się w przyszłości zmienić. Jeśli takie informacje są powielone, konieczna jest aktualizacja wszystkich ich kopii. To powoduje koszty związane z zapisem i ryzyko niespójności (jeśli niektóre kopie zostaną zaktualizowane, a inne nie). Eliminowanie takich duplikatów to główna idea normalizacji baz danych[2].
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            Administratorzy baz danych i programiści uwielbiają dyskutować na temat normalizacji lub denormalizacji. Jednak na razie powstrzymam się od ocen. W części III wracam do tego zagadnienia i omawiam systematyczne metody radzenia sobie z pamięcią podręczną, denormalizacją i danymi pochodnymi.

          
        

      
    


    Niestety, normalizacja przedstawionych danych wymaga relacji wiele do jednego (wiele osób mieszka w jednym regionie; wielu ludzi pracuje w jednej branży), co nie pasuje zbyt dobrze do modelu opartego na dokumentach. W bazach relacyjnych standardowo wskazuje się wiersze z innych tabel za pomocą identyfikatorów, ponieważ można łatwo tworzyć złączenia. W bazach opartych na dokumentach złączenia dla struktur drzewiastych typu jeden do wielu nie są potrzebne, a obsługa złączeń jest często słaba[3].


    Jeśli sama baza nie obsługuje złączeń, musisz zasymulować je w kodzie aplikacji, przesyłając wiele zapytań do bazy. W tym przykładzie lista regionów i branż jest prawdopodobnie krótka i zmienia się na tyle rzadko, że aplikacja może przechowywać ją w pamięci. Jednak i tak kod odpowiedzialny za złączenia jest przenoszony z bazy do aplikacji.


    Ponadto nawet jeśli pierwotna wersja aplikacji zgadza się z wolnym od złączeń modelem opartym na dokumentach, zakres powiązań między danymi często rośnie wraz z dodawaniem do aplikacji nowych funkcji. Zastanów się nad zmianami, jakie mogą się pojawić w przykładzie dotyczącym życiorysu:


    Organizacje i szkoły jako encje


    W poprzednim opisie pola organization (firma, w której użytkownik pracował) i school_name (miejsce, gdzie się uczył) zawierają zwykły tekst. A może umieścić tam referencje do encji? Wtedy dla każdej organizacji, szkoły lub uczelni można utworzyć odrębną stronę internetową (z logo, wiadomościami itd.). W każdym życiorysie można umieścić odsyłacz do wymienionych organizacji i szkół oraz dodać logo i inne informacje na temat tych jednostek (na rysunku 2.3 pokazano przykład z serwisu LinkedIn).
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    Rysunek 2.3. Nazwa firmy to nie zwykły łańcuch znaków, ale odsyłacz do encji reprezentującej firmę (zrzut z serwisu linkedin.com)


    Rekomendacje


    Załóżmy, że chcesz dodać nową funkcję — jeden użytkownik może zarekomendować innego. Rekomendacja jest wyświetlana w życiorysie polecanego użytkownika razem z nazwiskiem i zdjęciem autora rekomendacji. Jeśli autor rekomendacji zaktualizuje zdjęcie, we wszystkich napisanych przez niego opiniach trzeba odzwierciedlić nową fotografię. Dlatego w rekomendacji należy umieścić referencję do profilu jej autora.


    Na rysunku 2.4 pokazano, że nowe funkcje wymagają relacji wiele do wielu. Dane z każdego prostokąta z przerywaną ramką można pogrupować w jednym dokumencie, ale wystąpienia organizacji, szkół i innych użytkowników trzeba przedstawić w formie referencji, co wymaga złączeń w reakcji na zapytanie.
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    Rysunek 2.4. Rozbudowywanie życiorysów o relacje wiele do wielu


    Czy bazy oparte na dokumentach to powtórka z historii?


    Choć w bazach relacyjnych relacje wiele do wielu i złączenia są powszechnie używane, bazy oparte na dokumentach i model NoSQL spowodowały powrót do dyskusji na temat optymalnego reprezentowania takich relacji w bazach. Ta dyskusja jest znacznie starsza niż model NoSQL. Jej początki sięgają najstarszych skomputeryzowanych systemów bazodanowych.


    W latach 70. najpopularniejszą bazą do przetwarzania danych biznesowych była IMS (ang. Information Management System) firmy IBM, pierwotnie opracowana na potrzeby zarządzania magazynami w programie kosmicznym Apollo, a po raz pierwszy udostępniona komercyjnie w 1968 r. [13]. Ta baza wciąż jest używana i konserwowana. Działa w systemie OS/390 na maszynach typu mainframe IBM-a [14].


    W projekcie bazy IMS wykorzystano stosunkowo prosty model danych, model hierarchiczny, zaskakująco podobny do modelu wykorzystującego format JSON z baz opartych na dokumentach [2]. W tym projekcie wszystkie dane były reprezentowane jako drzewo rekordów zagnieżdżonych w innych rekordach (na podobieństwo struktury w formacie JSON z rysunku 2.2).


    Baza IMS, podobnie jak bazy oparte na dokumentach, działała dobrze dla relacji jeden do wielu, jednak miała trudności z relacjami wiele do wielu i nie obsługiwała złączeń. Programiści musieli zdecydować, czy powielać (denormalizować) dane, czy ręcznie przetwarzać referencje prowadzące do innych rekordów. Te problemy z lat 60. i 70. są bardzo podobne do trudności, na jakie programiści natrafiają obecnie, pracując z bazami opartymi na dokumentach [15].


    Zaproponowano różne rozwiązania problemu ograniczeń modelu hierarchicznego. Dwa najważniejsze z tych rozwiązań to model relacyjny (który został przekształcony w SQL i zdominował świat) i model sieciowy (który początkowo zyskał wielu zwolenników, ale ostatecznie odszedł w niepamięć). „Wielki spór” między tymi dwoma obozami trwał przez dużą część lat 70. [2].


    Ponieważ problem, które te dwa modele miały rozwiązać, obecnie wciąż jest aktualny, warto pokrótce wrócić do tego sporu, patrząc na niego z obecnej perspektywy.


    Model sieciowy


    Model sieciowy został ustandaryzowany przez komitet CODASYL (ang. Conference on Data Systems Languages) i zaimplementowany przez kilku różnych producentów baz danych. Inna nazwa tego podejścia to model CODASYL [16].


    Model CODASYL był uogólnieniem modelu hierarchicznego. W strukturze drzewiastej modelu hierarchicznego występuje dokładnie jeden element nadrzędny. W modelu sieciowym rekord może mieć wiele elementów nadrzędnych. Może np. występować rekord reprezentujący region "Obszar metropolitalny Seattle", z którym powiązany jest każdy użytkownik mieszkający na tym obszarze. Pozwala to tworzyć modele relacji wiele do jednego i wiele do wielu.


    W modelu sieciowym powiązania między rekordami nie miały postaci kluczy obcych, raczej przypominały wskaźniki z języka programowania (choć były przechowywane na dysku). Jedyny sposób na dostęp do rekordu polegał na przejściu ścieżki z korzenia wzdłuż łańcucha powiązań. Była to tzw. ścieżka dostępu.


    W najprostszej sytuacji przechodzenie ścieżką dostępu przypominało poruszanie się na liście powiązanej. Należy zacząć od głowy listy i sprawdzać kolejne rekordy do momentu znalezienia pożądanego. Jednak w świecie relacji wiele do wielu ten sam rekord można osiągnąć za pomocą kilku różnych ścieżek dostępu, a programista pracujący z modelem sieciowym musi o tym pamiętać.


    Zapytanie w modelu CODASYL jest obsługiwane przez przenoszenie kursora po bazie. Wymaga to poruszania się po listach rekordów i podążania ścieżkami dostępu. Jeśli rekord ma kilka elementów nadrzędnych (czyli parę prowadzących do niego wskaźników z innych rekordów), kod aplikacji musi śledzić wszystkie te różne relacje. Nawet członkowie komitetu CODASYL przyznawali, że przypomina to poruszanie się w n-wymiarowej przestrzeni danych [17].


    Choć ręczny wybór ścieżki dostępu pozwalał na najwydajniejsze wykorzystanie bardzo ograniczonych możliwości sprzętowych w latach 70. (np. napędów taśmowych, na których wyszukiwanie było bardzo wolne), problem polegał na tym, że kod do zgłaszania zapytań i aktualizowania bazy był skomplikowany i mało podatny na zmiany. W obu modelach (hierarchicznym i sieciowym) brak ścieżki do potrzebnych danych oznaczał trudności. Można było zmienić ścieżki dostępu, jednak wymagało to sprawdzenia dużej ilości ręcznie napisanego kodu zapytań i zmodyfikowania go pod kątem obsługi nowych ścieżek. Wprowadzanie zmian w modelu danych aplikacji było więc trudne.


    Model relacyjny


    Z kolei w modelu relacyjnym dostępne były wszystkie dane. Relacja (tabela) to po prostu kolekcja krotek (wierszy). Nie występują tu przypominające labirynt zagnieżdżone struktury ani skomplikowane ścieżki dostępu, którymi trzeba się poruszać, aby znaleźć dane. Możesz wczytać dowolne lub wszystkie wiersze tabeli, wybierając te pasujące do arbitralnie określonego warunku. Możesz też wczytać konkretny wiersz, tworząc kolumny pełniące funkcję klucza i dopasowujące dane na podstawie tych kolumn. Ponadto możesz wstawić nowy wiersz do dowolnej tabeli, nie martwiąc się o oparte na kluczu obcym relacje z innymi tabelami[4].


    W bazie relacyjnej optymalizator zapytań automatycznie ustala, w jakiej kolejności wykonywać poszczególne części zapytania i których indeksów używać. Te wybory można uznać za „ścieżkę dostępu”, jednak istotna różnica polega na tym, że są one dokonywane automatycznie przez optymalizator zapytań, a nie przez programistę aplikacji, dlatego bardzo rzadko trzeba się nad nimi zastanawiać.


    Jeśli chcesz tworzyć zapytania o dane w nowy sposób, możesz zadeklarować nowy indeks, a zapytania automatycznie wybiorą najbardziej odpowiedni z indeksów. Nie musisz modyfikować zapytań, aby wykorzystać nowy indeks (zob. też punkt „Języki zapytań o dane”). Dlatego model relacyjny znacznie ułatwia dodawanie do aplikacji nowych funkcji.


    Optymalizatory zapytań w relacyjnych bazach danych to skomplikowane mechanizmy, a badania nad nimi i ich rozwój zajęły wiele lat [18]. Oto ważne spostrzeżenie związane z modelem relacyjnym: optymalizator zapytań wystarczy zbudować raz, a następnie mogą korzystać z niego wszystkie aplikacje używające określonej bazy. Jeśli nie masz optymalizatora zapytań, łatwiej ręcznie zapisać ścieżki dostępu w konkretnym zapytaniu niż opracować optymalizator do ogólnego użytku. Jednak w dłuższej perspektywie rozwiązanie o ogólnym przeznaczeniu wygrywa.


    Porównanie z bazami opartymi na dokumentach


    Bazy oparte na dokumentach oznaczają cofnięcie do modelu hierarchicznego w jednym aspekcie: przechowywania rekordów zagnieżdżonych (relacji jeden do wielu takich jak pola positions, education i contact_info z rysunku 2.1) w rekordzie nadrzędnym zamiast w odrębnej tabeli.


    Jednak w kontekście reprezentowania relacji wiele do jednego i wiele do wielu bazy relacyjne i oparte na dokumentach zasadniczo nie różnią się między sobą. W obu sytuacjach powiązany element jest wskazywany za pomocą unikatowego identyfikatora. W modelu relacyjnym nazywa się go kluczem obcym, a w modelu opartym na dokumentach — referencją do dokumentu [9]. Ten identyfikator jest określany w momencie odczytu za pomocą złączenia lub zapytań pomocniczych. Do tej pory bazy oparte na dokumentach nie podzieliły losu modelu CODASYL.


    Bazy relacyjne a bazy oparte na dokumentach obecnie


    Między bazami relacyjnymi a bazami opartymi na dokumentach występuje wiele różnic, w tym aspekty odporności na błędy (zob. rozdział 5.) i obsługa równoległości (zob. rozdział 7.). W tym rozdziale analizowane są tylko różnice w modelu danych.


    Głównymi argumentami na rzecz modelu danych opartego na dokumentach są elastyczność schematu, wyższa wydajność dzięki lokalnemu przechowywaniu danych i to, że w niektórych aplikacjach taki model jest bardziej podobny do struktur danych używanych przez aplikację. Model relacyjny zapewnia lepszą obsługę złączeń i relacje wiele do jednego oraz wiele do wielu.


    Który model danych prowadzi do prostszego kodu aplikacji?


    Jeśli dane w aplikacji mają strukturę podobną do dokumentu (np. drzewa relacji jeden do wielu, gdzie zwykle całe drzewo wczytuje się od razu), prawdopodobnie dobry pomysł stanowi zastosowanie modelu opartego na dokumencie. Relacyjna technika dzielenia danych (ang. shredding), czyli rozbijania struktury podobnej do dokumentu na wiele tabel (takich jak positions, education i contact_info z rysunku 2.1), może prowadzić do kłopotliwych schematów i niepotrzebnie skomplikowanego kodu aplikacji.


    Model oparty na dokumentach ma ograniczenia. Nie możesz np. bezpośrednio wskazać zagnieżdżonego elementu w dokumencie. Zamiast tego musisz zastosować zwrot taki jak „drugi element na liście stanowisk użytkownika nr 251” (co bardzo przypomina ścieżkę dostępu z modelu hierarchicznego). Jednak dopóki zagnieżdżenie w dokumencie nie jest zbyt głębokie, nie stanowi to problemu.


    Słaba obsługa złączeń w bazach opartych na dokumentach może rodzić kłopoty, ale nie zawsze tak jest (zależy to od aplikacji). Na przykład relacje wiele do wielu mogą nie być potrzebne w aplikacji analitycznej, która używa opartej na dokumentach bazy do rejestrowania, jakie zdarzenia wystąpiły w określonym czasie [19].


    Jeśli jednak aplikacja wykorzystuje relacje wiele do wielu, model oparty na dokumentach staje się mniej atrakcyjny. Można ograniczyć potrzebę złączeń za pomocą denormalizacji, jednak wtedy kod aplikacji będzie musiał wykonywać dodatkową pracę, aby zachować spójność zdenormalizowanych danych. Złączenia można symulować w kodzie aplikacji, zgłaszając wiele żądań do bazy. Jednak także to powoduje przeniesienie złożoności do aplikacji, a takie rozwiązanie jest zwykle wolniejsze niż przeprowadzanie złączeń przez wyspecjalizowany kod w bazie. W takich sytuacjach używanie modelu opartego na dokumentach może skutkować dużo bardziej skomplikowanym kodem aplikacji i niższą wydajnością [15].


    Nie da się ogólnie stwierdzić, który model danych prowadzi do prostszego kodu aplikacji. Zależy to od rodzaju relacji między elementami danych. Gdy między danymi występuje wiele powiązań, model oparty na dokumentach jest kłopotliwy, model relacyjny jest akceptowalny, a modele oparte na grafach (zob. punkt „Modele danych zbliżone do grafu”) są najbardziej naturalne.


    Elastyczność schematu w modelu opartym na dokumentach


    Większość baz opartych na dokumentach, a także format JSON w bazach relacyjnych, nie wymuszają stosowania określonego schematu do danych z dokumentów. Format XML w bazach relacyjnych zwykle jest powiązany z opcjonalnym sprawdzaniem poprawności schematu. Brak schematu oznacza, że do dokumentu można dodawać dowolne klucze i wartości, a w trakcie odczytu klienty nie mają gwarancji co do tego, jakie pola mogą się znajdować w dokumentach.


    Bazy oparte na dokumentach są czasem nazywane pozbawionymi schematu (ang. schemaless), co bywa mylące, ponieważ kod wczytujący dane zwykle przyjmuje występowanie określonej struktury. Występuje więc niejawnie określany schemat, który jednak nie jest wymuszany przez bazę [20]. Precyzyjniejsze określenie stanowi zatem nazwa schemat z etapu odczytu (struktura danych jest domniemana i określana dopiero w momencie ich odczytu) pozostająca w kontraście do schematu z etapu zapisu (jest to tradycyjne podejście z baz relacyjnych, gdzie schemat podaje się bezpośrednio, a baza gwarantuje, że wszystkie zapisywane dane są z nim zgodne) [21].


    Schemat z etapu odczytu przypomina dynamiczne sprawdzanie typów (w czasie wykonywania programu) w językach programowania, a schemat z etapu zapisu jest podobny do statycznego sprawdzania typów (z czasu kompilacji). Podobnie jak zwolennicy statycznego i dynamicznego sprawdzania typów prowadzą spory na temat względnych zalet tych podejść [22], tak i wymuszanie zgodności ze schematami w bazach to kontrowersyjny temat. Na ogólnym poziomie nie istnieją złe ani dobre rozwiązania.


    Różnica między omawianymi podejściami jest zauważalna zwłaszcza w sytuacjach, gdy w aplikacji zmienia się format danych. Załóżmy, że obecnie przechowujesz imię i nazwisko każdego użytkownika w jednym polu, ale chcesz rozdzielić te elementy [23]. W bazie opartej na dokumentach wystarczy zacząć zapisywać nowe dokumenty z nowymi polami, a w kodzie aplikacji obsługiwać odczyt starszych dokumentów. Oto przykład:

    if (user && user.name && !user.first_name) {

        // Dokumenty zapisane przed 8 grudnia 2013 nie obejmują pola first_name

        user.first_name = user.name.split(" ")[0];

    }


    W schematach baz ze „statyczną kontrolą typów” zwykle przeprowadzana jest migracja w sposób podobny do poniższego:

    ALTER TABLE users ADD COLUMN first_name text;

    UPDATE users SET first_name = split_part(name, ' ', 1);  -- PostgreSQL

    UPDATE users SET first_name = substring_index(name, ' ', 1);  -- MySQL


    Modyfikowanie schematu ma złą opinię, ponieważ uważa się, że długo trwa i wymaga przestoju aplikacji. Ta ocena nie jest w pełni zasłużona. Większość baz relacyjnych wykonuje instrukcję ALTER TABLE w ciągu milisekund. Istotny wyjątek stanowi tu baza MySQL, która po wywołaniu instrukcji ALTER TABLE kopiuje całą tabelę, co przy modyfikowaniu dużej tabeli może oznaczać minuty, a nawet godziny przestoju. Istnieją jednak różne narzędzia pomagające radzić sobie z tym ograniczeniem [24, 25, 26].


    Wykonywanie instrukcji UPDATE na dużej tabeli zwykle trwa długo w każdej bazie, ponieważ trzeba zmodyfikować każdy wiersz. Jeśli jest to nieakceptowalne, aplikacja może pozostawić w polu first_name wartość domyślną NULL i uzupełniać ją w momencie odczytu — tak jak to robi baza oparta na dokumentach.


    Schemat z etapu odczytu ma zalety, jeśli z jakiegoś powodu elementy kolekcji nie mają tej samej struktury (dane są niejednorodne). Może to wynikać z następujących przyczyn:


    
      	Występuje wiele różnych typów obiektów i niepraktyczne jest umieszczanie każdego z nich w odrębnej tabeli.


      	Struktura danych jest określana przez zewnętrzne systemy, nad którymi nie masz kontroli i które mogą się zmienić w dowolnym momencie.

    


    W takich sytuacjach schemat może być bardziej szkodliwy niż pomocny, a pozbawione schematu dokumenty mogą stanowić dużo bardziej naturalny model danych. Jednak kiedy oczekuje się, że wszystkie rekordy będą miały tę samą strukturę, schematy są przydatnym mechanizmem dokumentowania i wymuszania takiej struktury. Szczegółowe omówienie schematów i ich modyfikowania zawiera rozdział 4.


    Lokalność danych w kontekście zapytań


    Dokument jest zwykle przechowywany jako jeden ciągły łańcuch znaków w formacie JSON, XML lub w ich binarnej odmianie (takiej jak BSON w bazie MongoDB). Jeśli aplikacja często potrzebuje dostępu do całego dokumentu (np. w celu wyświetlenia go na stronie internetowej), taka lokalność przechowywania przynosi korzyści w zakresie wydajności. Jeżeli dane są rozdzielone między wiele tabel (jak na rysunku 2.1), pobranie wszystkich danych wymaga wielu operacji wyszukiwania z użyciem indeksu. Może to wymagać więcej operacji wyszukiwania na dysku i więcej czasu.


    Korzyści płynące z lokalności występują tylko wtedy, gdy potrzebujesz dużych porcji dokumentu. Baza zwykle musi wczytać cały dokument nawet wtedy, jeśli potrzebujesz tylko jego niewielkiej części, co w przypadku dużych dokumentów może oznaczać marnotrawstwo. Aktualizacja dokumentu zwykle wymaga ponownego zapisania go w całości. Jedynie modyfikacje, które nie zmieniają wielkości zakodowanego dokumentu, można łatwo przeprowadzić w miejscu [19]. Dlatego zwykle zaleca się, aby tworzyć stosunkowo niewielkie dokumenty i unikać zwiększania ich wielkości [9]. Ograniczenia związane z wydajnością znacznie zmniejszają zbiór sytuacji, w których bazy oparte na dokumentach są przydatne.


    Warto podkreślić, że idea grupowania powiązanych danych w celu zwiększenia ich lokalności występuje nie tylko w modelu opartym na dokumentach. Na przykład baza Spanner Google’a zapewnia lokalność w modelu relacyjnym, ponieważ umożliwia zadeklarowanie w schemacie, że wiersze tabeli powinny być zagnieżdżone w tabeli nadrzędnej [27]. System Oracle też to umożliwia, udostępniając mechanizm tabel klastrowych z indeksem wielotabelowym [28]. Mechanizm rodziny kolumn w modelu Bigtable (używanym w bazach Cassandra i HBase) też jest przeznaczony do zarządzania lokalnością [29].


    Więcej o lokalności dowiesz się z rozdziału 3.


    Konwergencja baz relacyjnych i opartych na dokumentach


    Większość baz relacyjnych (oprócz MySQL-a) obsługuje format XML od ok. 2005 r. Dostępne są m.in. funkcje wprowadzające lokalne modyfikacje w dokumentach XML-owych. Możliwe jest też indeksowanie dokumentów XML-owych i kierowanie zapytań o nie. Dzięki temu aplikacje mogą używać modeli danych bardzo podobnych do tych stosowanych razem z bazami opartymi na dokumentach.


    PostgreSQL od wersji 9.3 [8], MySQL od wersji 5.7 i IBM DB2 od wersji 10.5 [30] zapewniają podobną obsługę dokumentów w formacie JSON. Ponieważ JSON to popularny internetowy interfejs API, możliwe, że także w innych bazach relacyjnych pojawi się obsługa tego formatu.


    Jeśli chodzi o bazy oparte na dokumentach, RethinkDB obsługuje w języku zapytań złączenia podobne do tych z baz relacyjnych. Ponadto niektóre sterowniki bazy MongoDB automatycznie określają referencje w bazach (w praktyce przeprowadzając w ten sposób złączenia po stronie klienta, choć zwykle wykonywane są one wolniej niż złączenia w bazach, ponieważ wymagają dodatkowej wymiany danych w sieci i są mniej zoptymalizowane).


    Wydaje się, że bazy relacyjne i oparte na dokumentach z czasem upodabniają się do siebie. Jest to korzystne — modele danych uzupełniają się[5]. Jeśli baza potrafi obsługiwać dane przypominające dokumenty, a także wykonywać na nich zapytania relacyjne, aplikacje mogą wykorzystać zestaw funkcji najlepiej dostosowany do potrzeb.


    Hybrydowe połączenie modeli relacyjnego i dokumentowego to dobry pomysł na rozwój baz w przyszłości.


    Język zapytań o dane


    Gdy wprowadzono model relacyjny, obejmował on nowy sposób zgłaszania zapytań o dane. SQL jest deklaratywnym językiem zapytań, podczas gdy IMS i CODASYL używają kodu imperatywnego. Co to oznacza?


    Wiele popularnych języków programowania to języki imperatywne. Na przykład jeśli dostępna jest lista gatunków zwierząt, możesz napisać następujący kod, aby pobrać same rekiny:

    function getSharks() {

        var sharks = [];

        for (var i = 0; i < animals.length; i++) {

            if (animals[i].family === "Rekiny") {

                sharks.push(animals[i]);

            }

        }

        return sharks;

    }


    Te dane w algebrze relacji wyglądałyby tak:

    sharks = σfamily = "Rekiny"(animals)


    Tu σ (grecka litera sigma) to operator selekcji zwracający tylko te zwierzęta, które pasują do warunku family = "Rekiny".


    SQL zdefiniowano w taki sposób, że dobrze odzwierciedla strukturę algebry relacji:

    SELECT * FROM animals WHERE family = 'Rekiny';


    Język imperatywny nakazuje komputerowi wykonanie określonych operacji w ustalonej kolejności. Możesz wyobrazić sobie uruchamianie kodu wiersz po wierszu, sprawdzanie warunków, aktualizowanie zmiennych i decydowanie, czy jeszcze raz wykonać pętlę.


    W deklaratywnym języku zapytań, takim jak SQL lub algebra relacji, podaja się tylko wzorzec potrzebnych danych — jakie warunki muszą spełniać wyniki i jak dane mają zostać przekształcone (np. posortowane, pogrupowane lub zagregowane). Nie podaje się, jak osiągnąć ten cel. To optymalizator zapytań z systemu bazodanowego decyduje, które indeksy i jakie metody złączania zastosować oraz w jakiej kolejności wykonywać różne części zapytania.


    Deklaratywny język zapytań jest atrakcyjny, ponieważ jest zwykle bardziej zwięzły i łatwiejszy w użyciu niż imperatywne interfejsy API. Bardziej liczy się jednak to, że ukrywa szczegóły implementacji systemu bazodanowego, co pozwala zwiększać wydajność tego systemu bez wymogu modyfikowania zapytań.


    Na przykład w kodzie imperatywnym przedstawionym na początku tego punktu gatunki występują na liście w określonej kolejności. Jeśli baza chce na zapleczu odzyskać nieużywaną przestrzeń dyskową, konieczne może być przestawienie rekordów, co zmienia kolejność gatunków. Czy baza może bezpiecznie wykonać to zadanie bez naruszania pracy zapytań?


    Przykład w SQL-u nie gwarantuje kolejności gatunków, dlatego jej zmiana nie ma znaczenia. Jeśli jednak zapytanie jest napisane w kodzie imperatywnym, w bazie nigdy nie ma pewności, czy kod wymaga określonego uporządkowania elementów. Ponieważ funkcje SQL-a są ograniczone, możliwości automatycznej optymalizacji w bazie są większe.


    Język deklaratywny często umożliwia równoległe wykonywanie kodu. Obecnie procesory stają się szybsze dzięki dodawaniu rdzeni, a nie w wyniku znacznego zwiększania taktowania [31]. Kod imperatywny bardzo trudno jest przetwarzać równolegle z użyciem wielu rdzeni i maszyn, ponieważ określa instrukcje, które trzeba wykonywać w konkretnej kolejności. Języki deklaratywne z większym prawdopodobieństwem będą szybciej wykonywane równolegle, ponieważ określają tylko wzorce wyników, a nie algorytm używany do ich uzyskania. Baza może się swobodnie posłużyć równoległą implementacją języka zapytań, jeśli jest to wskazane [32].


    Zapytania deklaratywne w internecie


    Zalety deklaratywnych języków zapytań nie ograniczają się do baz danych. Aby to udowodnić, warto porównać podejścia deklaratywne i imperatywne w zupełnie innym środowisku — w przeglądarce internetowej.


    Załóżmy, że tworzysz witrynę poświęconą zwierzętom oceanicznym. Użytkownik przegląda stronę o rekinach, dlatego oznaczasz w menu opcję „Rekiny” jako aktualnie wybraną:

    <ul>

        <li class="selected"> [image: ]

            <p>Rekiny</p> [image: ]

            <ul>

                <li>Żarłacz biały</li>

                <li>Żarłacz tygrysi</li>

                <li>Młotowate</li>

            </ul>

        </li>

        <li>

            <p>Wieloryby</p>

            <ul>

                <li>Płetwal błękitny</li>

                <li>Długopłetwiec oceaniczny</li>

                <li>Płetwal zwyczajny</li>

            </ul>

        </li>

    </ul>


    [image: ] Wybrany element jest wyróżniony klasą CSS "selected".


    [image: ] Tytuł obecnie otwartej strony to <p>Rekiny</p>.


    Załóżmy, że chcesz, aby tytuł otwartej strony miał niebieskie tło i wyróżniał się wizualnie. Za pomocą stylów CSS można to łatwo osiągnąć:

    li.selected > p {

        background-color: blue;

    }


    Tu selektor CSS li.selected > p deklaruje wzorzec elementów, dla których należy ustawić niebieskie tło. Są to wszystkie znaczniki <p>, których bezpośrednim elementem nadrzędnym jest znacznik <li> o klasie CSS selected. Element <p>Rekiny</p> z tego przykładu pasuje do tego wzorca, natomiast <p>Wieloryby</p> do niego nie pasuje, ponieważ jego element nadrzędny <li> nie ma atrybutu class="selected".


    Jeśli używasz XSL-a zamiast stylów CSS, możesz uzyskać podobny efekt:

    <xsl:template match="li[@class='selected']/p">

        <fo:block background-color="blue">

            <xsl:apply-templates/>

        </fo:block>

    </xsl:template>


    Tu wyrażenie XPath li[@class='selected']/p jest analogiczne do selektora li.selected > p z poprzedniego przykładu. Cechę wspólną CSS-a i XSL-a stanowi fakt, że są to języki deklaratywne służące do określania stylu dokumentu.


    Wyobraź sobie, jak wyglądałoby życie, gdybyś musiał zastosować podejście imperatywne. Jeśli używasz JavaScriptu i interfejsu API w postaci modelu DOM (ang. Document Object Model), efekt może wyglądać tak:

    var liElements = document.getElementsByTagName("li");

    for (var i = 0; i < liElements.length; i++) {

        if (liElements[i].className === "selected") {

            var children = liElements[i].childNodes;

            for (var j = 0; j < children.length; j++) {

                var child = children[j];

                if (child.nodeType === Node.ELEMENT_NODE && child.tagName === "P") {

                    child.setAttribute("style", "background-color: blue");

                }

            }

        }

    }


    Ten kod w JavaScripcie imperatywnie ustawia niebieskie tło elementu <p>Rekiny</p>, to jednak okropne rozwiązanie. Nie tylko jest znacznie dłuższe i trudniejsze do zrozumienia niż odpowiedniki w językach CSS i XSL, ale ponadto występują w nim poważne problemy:


    
      	Usunięcie klasy selected (np. w wyniku kliknięcia innej strony przez użytkownika) nie powoduje usunięcia koloru niebieskiego nawet po ponownym uruchomieniu kodu. Dlatego element pozostanie wyróżniony do czasu ponownego wczytania całej strony. W CSS-ie przeglądarka automatycznie wykrywa, gdy reguła li.selected > p nie jest już spełniona, i usuwa niebieskie tło bezpośrednio po usunięciu klasy selected.


      	Jeśli chcesz wykorzystać nowy interfejs API, np. wywołanie document.getElementsByClassName("selected") lub nawet document.evaluate() (co może poprawić wydajność), będziesz musiał napisać kod od nowa. Z kolei producenci przeglądarek mogą poprawić wydajność języka CSS lub XPath bez naruszania zgodności z kodem.

    


    W przeglądarce używanie deklaratywnych stylów CSS jest znacznie korzystniejsze niż imperatywne operowanie stylami za pomocą JavaScriptu. Podobnie w bazach deklaratywne języki zapytań takie jak SQL okazują się znacznie lepsze od imperatywnych interfejsów API do obsługi zapytań[6].


    Zapytania w modelu MapReduce


    MapReduce to model programowania używany do masowego przetwarzania dużych ilości danych za pomocą wielu maszyn. Model ten został spopularyzowany przez firmę Google [33]. MapReduce w ograniczonej postaci jest obsługiwany przez niektóre magazyny danych typu NoSQL (w tym przez bazy MongoDB i CouchDB) jako mechanizm do przetwarzania zapytań z samym odczytem dotyczących wielu dokumentów.


    Model MapReduce opisano szczegółowo w rozdziale 10. Tu pokrótce przedstawiono zastosowanie tego modelu w bazie MongoDB.


    MapReduce nie jest ani deklaratywnym językiem zapytań, ani kompletnym imperatywnym interfejsem API do zgłaszania zapytań. To coś pośredniego: logika zapytań jest tu przedstawiana za pomocą fragmentów kodu, które są wielokrotnie wywoływane przez platformę wykonawczą. Model ten opiera się na funkcjach map (inna nazwa to collect) i reduce (inne nazwy to fold i inject) występujących w wielu funkcyjnych językach programowania.


    W ramach przykładu wyobraź sobie, że jesteś oceanografem i dodajesz do bazy rekord z obserwacją za każdym razem, gdy zobaczysz zwierzę w oceanie. Teraz chcesz wygenerować raport informujący, ile rekinów zobaczyłeś w ciągu miesiąca.


    W bazie PostgreSQL możesz zapisać takie zapytanie w następujący sposób:

    SELECT date_trunc('month', observation_timestamp) AS observation_month, [image: ]

           sum(num_animals) AS total_animals

    FROM observations

    WHERE family = 'Rekiny'

    GROUP BY observation_month;


    [image: ] Funkcja date_trunc('month', timestamp) określa miesiąc kalendarzowy obejmujący datę timestamp i zwraca znacznik czasu reprezentujący początek tego miesiąca. Zaokrągla więc czas w dół do najbliższego miesiąca.


    To zapytanie najpierw filtruje obserwacje, aby uwzględnić tylko gatunki z rodziny Rekiny, a następnie grupuje obserwacje według miesiąca kalendarzowego, w jakim wystąpiły. W ostatnim kroku zapytanie sumuje zwierzęta z wszystkich obserwacji z tego miesiąca.


    Za pomocą mechanizmu MapReduce z bazy MongoDB to samo rozwiązanie można zapisać w następujący sposób:

    db.observations.mapReduce(

        function map() { [image: ]

            var year  = this.observationTimestamp.getFullYear();

            var month = this.observationTimestamp.getMonth() + 1;

            emit(year + "-" + month, this.numAnimals); [image: ]

        },

        function reduce(key, values) { [image: ]

            return Array.sum(values); [image: ]

        },

        {

            query: { family: "Rekiny" }, [image: ]

            out: "monthlySharkReport" [image: ]

        }

    );


    [image: ] Filtr uwzględniający tylko gatunki rekinów można podać deklaratywnie (to specyficzne dla bazy MongoDB rozszerzenie modelu MapReduce).


    [image: ] Funkcja map języka JavaScript jest wywoływana raz dla każdego dokumentu pasującego do pola query. Do this przypisuje się dany obiekt dokumentu.


    [image: ] Funkcja map generuje klucz (łańcuch znaków obejmujący rok i miesiąc; np. "2013-12" lub "2014-1") i wartość (liczbę zwierząt w danej obserwacji).


    [image: ] Pary klucz-wartość wygenerowane przez funkcję map są grupowane według klucza. Dla każdej pary klucz-wartość z tym samym kluczem (czyli z tym samym miesiącem i rokiem) funkcja reduce jest wywoływana jednokrotnie.


    [image: ] Funkcja reduce dodaje liczby zwierząt z wszystkich obserwacji z danego miesiąca.


    [image: ] Ostateczne dane wyjściowe są zapisywane w kolekcji monthlySharkReport.


    Załóżmy, że kolekcja observations obejmuje te dwa dokumenty:

    {

        observationTimestamp: Date.parse("Mon, 25 Dec 1995 12:34:56 GMT"),

        family:     "Rekiny",

        species:    "Żarłacz biały",

        numAnimals: 3

    }

    {

        observationTimestamp: Date.parse("Tue, 12 Dec 1995 16:17:18 GMT"),

        family:     "Rekiny",

        species:    "Tawrosz piaskowy",

        numAnimals: 4

    }


    Funkcja map jest wywoływana raz dla każdego dokumentu, co skutkuje wywołaniami emit("1995-12", 3) i emit("1995-12", 4). Dalej następuje wywołanie reduce("1995-12", [3, 4]), co daje wynik 7.


    Możliwości funkcji map i reduce są ograniczone. Muszą to być czyste funkcje — oznacza to, że mogą używać tylko przekazanych do nich danych wejściowych, nie mogą kierować dodatkowych zapytań do bazy i nie mogą powodować efektów ubocznych. Te ograniczenia umożliwiają bazie wykonywanie takich funkcji w dowolnym miejscu i w dowolnej kolejności oraz ponowne uruchamianie ich po awarii. Mimo to funkcje te są bardzo przydatne: mogą parsować łańcuchy znaków, wywoływać funkcje biblioteczne, wykonywać obliczenia itd.


    MapReduce to stosunkowo niskopoziomowy model programowania służący do wykonywania kodu w rozproszonym środowisku klastra maszyn. Języki zapytań wyższego poziomu, np. SQL, można zaimplementować za pomocą potoku operacji z modelu MapReduce (zob. rozdział 10.), jednak istnieje też wiele rozproszonych implementacji SQL-a, które nie używają tego modelu. Zauważ, że w SQL-u nie ma nic, co zmusza do używania go na jednej maszynie, MapReduce to nie jedyne narzędzie do wykonywania zapytań w rozproszonym środowisku.


    Możliwość zastosowania kodu w JavaScripcie wewnątrz zapytania to bardzo cenna funkcja zaawansowanych zapytań, przy czym jest ona dostępna nie tylko w modelu MapReduce. Także niektóre bazy SQL-owe można rozszerzyć o funkcje JavaScriptu [34].


    Problem z użytkowaniem modelu MapReduce polega na tym, że trzeba napisać dwie starannie skoordynowane funkcje w JavaScripcie, co często może być trudniejsze niż napisanie jednego zapytania. Ponadto deklaratywny język zapytań daje optymalizatorowi zapytań więcej możliwości poprawy wydajności zapytania. Z tych powodów w bazie MongoDB 2.2 dodano obsługę deklaratywnego języka zapytań nazywanego potokiem agregacji [9]. W tym języku to samo zapytanie zliczające rekiny wygląda tak:

    db.observations.aggregate([

        { $match: { family: "Rekiny" } },

        { $group: {

            _id: {

                year:  { $year:  "$observationTimestamp" },

                month: { $month: "$observationTimestamp" }

            },

            totalAnimals: { $sum: "$numAnimals" }

        } }

    ]);


    Język potoku agregacji ma podobne możliwości jak podzbiór SQL-a, ale używa składni opartej na JSON-ie zamiast przypominającej zdania z języka angielskiego składni SQL-a. Wybór jednego z tych rozwiązań to głównie kwestia gustu. Morał z tej historii jest taki, że twórcy systemów NoSQL mogą przypadkowo odkryć SQL od nowa, pod inną nazwą.


    Modele danych przypominające graf


    Wcześniej opisano, że relacje wiele do wielu są ważną cechą różniącą poszczególne modele danych. Jeśli w aplikacji występują głównie relacje jeden do wielu (dane o strukturze drzewiastej) lub relacje między rekordami w ogóle nie występują, model oparty na dokumentach jest odpowiedni.


    Co jednak zrobić, jeśli w danych powszechne są relacje wiele do wielu? Model relacyjny radzi sobie z prostymi relacjami tego rodzaju, jednak gdy powiązania w danych są bardziej skomplikowane, naturalne staje się modelowanie danych za pomocą grafów.


    Graf obejmuje dwa rodzaje obiektów: wierzchołki (nazywane też węzłami lub encjami) i krawędzie (inaczej relacje lub łuki). Za pomocą grafu można zamodelować wiele rodzajów danych. Oto typowe przykłady:


    Grafy społeczne


    Wierzchołki reprezentują ludzi, a krawędzie określają, które osoby znają się ze sobą.


    Graf stron internetowych


    Wierzchołki to strony internetowe, a krawędzie odpowiadają odsyłaczom HTML-owym do innych stron.


    Sieci dróg lub torów kolejowych


    Wierzchołki to skrzyżowania, a krawędzie to łączące je drogi lub tory.


    Operować na takich grafach mogą dobrze znane algorytmy. Na przykład samochodowe systemy nawigacji wyszukują najkrótszą ścieżkę między dwoma punktami w sieci dróg, a do grafu stron internetowych można zastosować algorytm PageRank, aby ustalić popularność strony, a tym samym i jej miejsce w wynikach wyszukiwania.


    W wymienionych przykładach wszystkie wierzchołki grafu reprezentują obiekty tego samego rodzaju (ludzi, strony internetowe lub skrzyżowania dróg). Jednak grafy nie są ograniczone do danych jednorodnych. Równie wartościowym zastosowaniem grafów jest zapewnianie spójnego sposobu przechowywania obiektów zupełnie odmiennego rodzaju w jednym magazynie danych. Na przykład Facebook utrzymuje jeden graf z wieloma rodzajami wierzchołków i krawędzi. Wierzchołki reprezentują ludzi, miejsca, zdarzenia, operacje zameldowania się i komentarze użytkowników, a krawędzie informują o znajomościach między osobami, zameldowaniach w poszczególnych miejscach, kto skomentował poszczególne wpisy, kto wziął udział w określonym zdarzeniu itd. [35].


    W tym punkcie omówiono przykład z rysunku 2.5. Te dane mogą pochodzić z sieci społecznościowej lub bazy danych genealogicznych. Widoczne są tu dwie osoby: Lucy z Idaho i Alain z Beaune we Francji — to małżeństwo mieszkające w Londynie.


    [image: ]


    Rysunek 2.5. Przykładowe dane o strukturze grafu (prostokąty reprezentują wierzchołki, a strzałki to krawędzie)


    Istnieje kilka różnych, ale powiązanych sposobów tworzenia struktury danych w grafach i zgłaszania zapytań. W tym punkcie omawiane są modele grafu właściwości (używanego w systemach Neo4j, Titan i InfiniteGraph) i triplestore (stosowanego w systemach Datomic, AllegroGraph i in.). Poznasz tu trzy deklaratywne języki zapytań przeznaczone dla grafów: Cypher, SPARQL i Datalog. Obok nich istnieją też imperatywne języki zapytań używane do grafów (np. Gremlin [36]) i platformy przetwarzania grafów (np. Pregel). Ich opis zawiera rozdział 10.


    Grafy właściwości


    W modelu grafu właściwości każdy wierzchołek obejmuje:


    
      	unikatowy identyfikator;


      	zbiór krawędzi wychodzących;


      	zbiór krawędzi wchodzących;


      	kolekcję właściwości (par klucz-wartość).

    


    Każda krawędź obejmuje:


    
      	unikatowy identyfikator;


      	wierzchołek, od którego zaczyna się krawędź (wierzchołek początkowy; ang. tail vertex);


      	wierzchołek, w którym kończy się krawędź (wierzchołek docelowy; ang. head vertex);


      	etykietę opisującą rodzaj relacji między tymi dwoma wierzchołkami;


      	kolekcję właściwości (par klucz-wartość).

    


    Możesz sobie wyobrazić, że magazyn danych w postaci grafu składa się z dwóch tabel relacyjnych: jednej przeznaczonej na wierzchołki i drugiej na krawędzie, co przedstawia listing 2.2 (w tym schemacie do przechowywania właściwości wierzchołków i krawędzi używany jest typ danych json z bazy PostgreSQL). Każdej krawędzi zapisywane są wierzchołki docelowy i początkowy. Jeśli chcesz uzyskać krawędzie wchodzące lub wychodzące wierzchołka, możesz zgłosić zapytanie o kolumny head_vertex i tail_vertex z tabeli edges.


    Listing 2.2. Reprezentowanie grafu właściwości za pomocą schematu relacyjnego

    CREATE TABLE vertices (

        vertex_id   integer PRIMARY KEY,

        properties  json

    );

    CREATE TABLE edges (

        edge_id     integer PRIMARY KEY,

        tail_vertex integer REFERENCES vertices (vertex_id),

        head_vertex integer REFERENCES vertices (vertex_id),

        label       text,

        properties  json

    );

    CREATE INDEX edges_tails ON edges (tail_vertex);

    CREATE INDEX edges_heads ON edges (head_vertex);


    Oto niektóre ważne aspekty tego modelu:


    
      	Każdy wierzchołek może mieć krawędź łączącą go z dowolnym innym wierzchołkiem. Nie istnieje schemat ograniczający, jakiego rodzaju elementy mogą lub nie mogą być ze sobą powiązane.


      	Dla każdego wierzchołka można w wydajny sposób znaleźć krawędzie wchodzące i wychodzące, aby poruszać się po grafie, czyli podążać do przodu i wstecz ścieżką przechodzącą przez łańcuch wierzchołków. To dlatego na listingu 2.2 tworzone są indeksy dla obu kolumn: tail_vertex i head_vertex.


      	Używając różnych etykiet dla relacji rozmaitego rodzaju, można zapisać w jednym grafie kilka rodzajów informacji, a przy tym utrzymać przejrzysty model danych.

    


    Te cechy sprawiają, że grafy oferują dużą swobodę w zakresie modelowania danych, co widać na rysunku 2.5. Na rysunku pokazano kilka rzeczy, które trudno byłoby przedstawić w tradycyjnym schemacie relacyjnym. Są to np. różnego rodzaju podziały administracyjne w poszczególnych krajach (we Francji występują departamenty i regiony, natomiast w Stanach Zjednoczonych hrabstwa i stany), dziwne wydarzenia w historii takie jak państwo w państwie (pomijam na razie zawiłości związane z suwerennością państw i narodów) oraz różny poziom szczegółowości danych (miejsce zamieszkania Lucy jest podane jako miasto, natomiast miejsce urodzenia tylko jako stan).


    Możesz sobie wyobrazić, że graf zostanie rozbudowany o wiele innych faktów na temat Lucy i Alaina lub innych osób. Na przykład możesz podać w grafie alergie na pokarmy (dodając wierzchołki z alergenami i reprezentującą alergię krawędź między osobą a alergenem) oraz powiązać alergeny ze zbiorem wierzchołków określającym, które potrawy zawierają poszczególne substancje. Następnie można napisać zapytanie, aby ustalić, które potrawy są bezpieczne dla każdej osoby. Grafy ułatwiają wprowadzanie zmian. Gdy dodajesz funkcje do aplikacji, graf można łatwo rozbudować, aby uwzględnić modyfikacje w strukturach danych aplikacji.


    Język zapytań Cypher


    Cypher to deklaratywny język zapytań dla grafów właściwości, utworzony dla opartej na grafach bazy Neo4j [37]. Nazwa języka pochodzi od postaci z filmu Matrix i nie jest powiązana z szyframi z kryptografii [38].


    Na listingu 2.3 pokazano zapytanie w języku Cypher wstawiające lewą część rysunku 2.5 do bazy opartej na grafach. Resztę grafu można dodać w podobny sposób (dla czytelności ten kod został pominięty). Każdy wierzchołek ma symboliczną nazwę, np. USA lub Idaho, a w pozostałych miejscach zapytania można za pomocą tych nazw tworzyć krawędzie między wierzchołkami, używając notacji ze strzałką. Instrukcja (Idaho) -[:WITHIN]-> (USA) tworzy krawędź z etykietą WITHIN, gdzie Idaho to węzeł początkowy, a USA to węzeł docelowy.


    Listing 2.3. Podzbiór danych z rysunku 2.5 przedstawiony w zapytaniu w języku Cypher

    CREATE

      (NAmerica:Location {name:'Ameryka Północna', type:'continent'}),

      (USA:Location      {name:'Stany Zjednoczone', type:'country'}),

      (Idaho:Location    {name:'Idaho',         type:'state'}),

      (Lucy:Person       {name:'Lucy'}),

      (Idaho) -[:WITHIN]->  (USA) -[:WITHIN]-> (NAmerica),

      (Lucy)  -[:BORN_IN]-> (Idaho)


    Po dodaniu do bazy wszystkich wierzchołków i krawędzi z rysunku 2.5 można zacząć zadawać ciekawe pytania — np. znajdź imiona wszystkich osób, które wyemigrowały ze Stanów Zjednoczonych do Europy. Oto bardziej precyzyjny opis: celem jest znalezienie wszystkich wierzchołków z krawędzią BORN_IN prowadzącą do miejsca w Stanach Zjednoczonych i krawędzią LIVING_IN prowadzącą do lokalizacji w Europie oraz zwrócenie właściwości name tych wierzchołków.


    Na listingu 2.4 pokazano, jak przedstawić to zapytanie w języku Cypher. Tej samej notacji ze strzałką używa się w klauzuli MATCH do wyszukiwania wzorców w grafie. Instrukcja (person) -[:BORN_IN]-> () dopasowuje dwa wierzchołki powiązane krawędzią z etykietą BORN_IN. Wierzchołek początkowy tej krawędzi jest wiązany ze zmienną person, a wierzchołek docelowy pozostaje bez nazwy.


    Listing 2.4. Zapytanie w języku Cypher znajdujące osoby, które wyemigrowały ze Stanów Zjednoczonych do Europy

    MATCH

      (person) -[:BORN_IN]->  () -[:WITHIN*0..]-> (us:Location {name:'Stany Zjednoczone'}),

      (person) -[:LIVES_IN]-> () -[:WITHIN*0..]-> (eu:Location {name:'Europa'})

    RETURN person.name


    To zapytanie można odczytać w poniżej przedstawiony sposób.


    Znajdź każdy wierzchołek (nazywany person), który spełnia oba poniższe warunki:


    
      	Wierzchołek person ma wychodzącą krawędź BORN_IN do innego wierzchołka. Z tego docelowego wierzchołka można za pomocą łańcucha wychodzących krawędzi WITHING dotrzeć do wierzchołka typu Location, którego właściwość name ma wartość "Stany Zjednoczone".


      	Ten sam wierzchołek person ma krawędź wychodzącą LIVES_IN. Wybierając tę krawędź, a następnie przechodząc łańcuchem wychodzących krawędzi WITHIN, ostatecznie można dotrzeć do wierzchołka typu Location, którego właściwość name ma wartość "Europa".

        Dla każdego tego rodzaju wierzchołka person należy zwrócić właściwość name.

      

    


    Istnieje kilka sposobów na wykonanie tego zapytania. Z podanego tu opisu wynika, że należy zacząć od sprawdzenia wszystkich osób z bazy i zbadania miejsca urodzenia oraz zamieszkania każdej z nich. Zwrócone mają zostać tylko osoby spełniające podane kryteria.


    Jednak można też zaczynać od dwóch wierzchołków Location i poruszać się wstecz. Jeśli istnieje indeks dla właściwości name, zapewne można wydajnie znaleźć dwa wierzchołki reprezentujące Stany Zjednoczone i Europę. Następnie da się znaleźć wszystkie lokalizacje (stany, regiony, miasta itd.) w Stanach Zjednoczonych i Europie, wybierając wszystkie wchodzące krawędzie WITHIN. W ostatnim kroku należy znaleźć osoby. Można to zrobić za pomocą wchodzącej krawędzi BORN_IN lub LIVES_IN w jednym w wierzchołków reprezentujących lokalizację.


    W sposób typowy dla deklaratywnego języka zapytań nie trzeba podawać takich szczegółów w trakcie pisania zapytania. To optymalizator zapytań automatycznie wybiera strategię, która zapewne okaże się najwydajniejsza. Dzięki temu można się zająć pisaniem reszty aplikacji.


    Zapytania o grafy w SQL-u


    Na listingu 2.2 zasugerowano, że dane z grafu można przedstawić w bazie relacyjnej. Jednak czy po umieszczeniu takich danych w strukturze relacyjnej da się zgłaszać zapytania za pomocą SQL-a?


    Odpowiedź brzmi: „Tak, ale z pewnymi trudnościami”. W bazie relacyjnej zwykle z góry wiadomo, jakie złączenia będą potrzebne w zapytaniu. W zapytaniach dotyczących grafów czasem trzeba pokonać nieznaną liczbę krawędzi przed znalezieniem szukanego wierzchołka. Oznacza to, że liczba złączeń nie jest z góry ustalona.


    W omawianym przykładzie dzieje się tak w regule () -[:WITHIN*0..]-> () w zapytaniu w języku Cypher. Krawędź LIVES_IN danej osoby może prowadzić do lokalizacji dowolnego rodzaju: ulicy, miasta, dystryktu, regionu, stanu itd. Miasto może się znajdować w (operator WITHIN) regionie, region w stanie, stan w państwie itd. Krawędź LIVES_IN może bezpośrednio prowadzić do szukanego wierzchołka z lokalizacją, ale może też być oddalona o kilka poziomów w hierarchii lokalizacji.


    W języku Cypher kod :WITHIN*0.. pozwala bardzo zwięźle to wyrazić. Ten kod oznacza: „przejdź krawędzią WITHIN zero lub więcej razy”. Taki zapis działa jak operator * w wyrażeniach regularnych.


    Od wersji SQL:1999 ścieżki o zmiennej długości można zapisać w zapytaniach za pomocą rekurencyjnego wspólnego wyrażenia tabelowego (ang. recursive common table expression; składnia WITH RECURSIVE). Na listingu 2.5 to samo zapytanie (wyszukujące imiona osób, które wyemigrowały ze Stanów Zjednoczonych do Europy) jest zapisane w SQL-u za pomocą wspomnianej techniki (obsługiwanej w bazach PostgreSQL, IBM DB2, Oracle i SQL Server). Jednak ta składnia w porównaniu z rozwiązaniem z języka Cypher jest bardzo nieporęczna.


    Listing 2.5. To samo zapytanie co z listingu 2.4 zapisane w SQL-u za pomocą rekurencyjnego wspólnego wyrażenia tabelowego

    WITH RECURSIVE

      -- in_usa to zbiór identyfikatorów wierzchołków z wszystkimi lokalizacjami ze Stanów Zjednoczonych

      in_usa(vertex_id) AS (

          SELECT vertex_id FROM vertices WHERE properties->>'name' = 'Stany Zjednoczone' [image: ]

        UNION

          SELECT edges.tail_vertex FROM edges [image: ]

            JOIN in_usa ON edges.head_vertex = in_usa.vertex_id

            WHERE edges.label = 'within'

      ),

      -- in_europe to zbiór identyfikatorów wierzchołków z wszystkimi lokalizacjami ze Stanów Zjednoczonych  

      in_europe(vertex_id) AS (

          SELECT vertex_id FROM vertices WHERE properties->>'name' = 'Europa' [image: ]

        UNION

          SELECT edges.tail_vertex FROM edges

            JOIN in_europe ON edges.head_vertex = in_europe.vertex_id

            WHERE edges.label = 'within'

      ),

      -- born_in_usa to zbiór identyfikatorów wierzchołków reprezentujących 

      -- wszystkie osoby urodzone w USA

      born_in_usa(vertex_id) AS ( [image: ]

        SELECT edges.tail_vertex FROM edges

          JOIN in_usa ON edges.head_vertex = in_usa.vertex_id

          WHERE edges.label = 'born_in'

      ),

      -- lives_in_europe to zbiór identyfikatorów wierzchołków reprezentujących wszystkie 

      -- osoby żyjące w Europie

      lives_in_europe(vertex_id) AS ( [image: ]

        SELECT edges.tail_vertex FROM edges

          JOIN in_europe ON edges.head_vertex = in_europe.vertex_id

          WHERE edges.label = 'lives_in'

      )

    SELECT vertices.properties->>'name'

    FROM vertices

    -- Złączenie w celu znalezienia osób, które zarówno urodziły się w USA, *jak i* mieszkają w Europie

    JOIN born_in_usa  ON vertices.vertex_id = born_in_usa.vertex_id [image: ]

    JOIN lives_in_europe ON vertices.vertex_id = lives_in_europe.vertex_id;


    [image: ] Najpierw znajdowany jest wierzchołek, którego właściwość name ma wartość "Stany Zjednoczone". Jest on zapisywany jako pierwszy element zbioru wierzchołków in_usa.


    [image: ] Kod podąża wszystkimi wchodzącymi krawędziami within z wierzchołków ze zbioru in_usa i dodaje je do tego samego zbioru. Robi to do czasu odwiedzenia wszystkich krawędzi within.


    [image: ] To samo należy zrobić, zaczynając od wierzchołka z właściwością name równą "Europa". W ten sposób budowany jest zbiór wierzchołków in_europe.


    [image: ] Dla każdego wierzchołka ze zbioru in_usa należy przejść wchodzącymi krawędziami born_in, aby znaleźć osobę urodzoną gdzieś w Stanach Zjednoczonych.


    [image: ] Podobnie dla każdego wierzchołka ze zbioru in_europe należy przejść wchodzącymi krawędziami lives_in w celu wyszukiwania ludzi mieszkających w Europie.


    [image: ] W ostatnim kroku za pomocą złączenia ustalana jest część wspólna zbiorów osób urodzonych w USA i mieszkających w Europie.


    Jeśli to samo zapytanie można napisać za pomocą czterech wierszy w jednym języku i 
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