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    Opinie o książce

    Przetwarzanie języka naturalnego w praktyce


    Przetwarzanie języka naturalnego w praktyce skupia się na pomijanej dotychczas grupie demograficznej: praktykach branżowych i liderach biznesowych! Istnieje wiele doskonałych pozycji poświęconych algorytmicznym podstawom uczenia maszynowego, natomiast ta książka pokazuje anatomię rzeczywistych systemów, od aplikacji e-commerce po wirtualnych asystentów. Malując realistyczny obraz współczesnych systemów produkcyjnych, opisuje nie tylko uczenie głębokie, ale także heurystykę i potoki przetwarzania danych, które definiują (rzeczywisty) stan techniki wdrożonych systemów NLP. Autorzy uczą ogólnego formułowania problemów, ale nie boją się zagłębiać w techniczne szczegóły, takie jak oczyszczanie danych i utrzymywanie działających systemów. Książka będzie nieocenioną pomocą dla profesjonalistów z branży, którzy chcą budować i wdrażać systemy NLP „w naturze”.


    — Zachary Lipton, adiunkt na Uniwersytecie Carnegiego i Mellonów, naukowiec w Amazon AI, autor książki Dive into Deep Learning


    Książka ta doskonale wypełnia lukę między badaniami a praktycznymi zastosowaniami przetwarzania języka naturalnego (NLP). Od opieki zdrowotnej do handlu elektronicznego i finansów opisuje wiele dziedzin, w których wykorzystuje się dziś NLP, i w przejrzysty, zrozumiały sposób prowadzi czytelnika przez podstawowe zadania. Ogólnie rzecz biorąc, jest to znakomity podręcznik, który pokazuje, jak optymalnie wykorzystać NLP w różnych branżach.


    — Sebastian Ruder, badacz w Google DeepMind


    Na rynku są dwa rodzaje książek komputerowych: podręczniki akademickie, które pozwalają na dogłębne zrozumienie dziedziny, ale bywają trudne w odbiorze dla osób niebędących naukowcami, i „książki kucharskie”, przedstawiające rozwiązania konkretnych problemów bez tłumaczenia podstaw technicznych, które pozwoliłyby czytelnikowi na uogólnienie podanych przepisów. Ta książka łączy zalety tych pierwszych i tych drugich: jest dokładna, a jednocześnie przystępna. Dostarcza czytelnikowi solidnej wiedzy o przetwarzaniu języka naturalnego… Jeśli chciałbyś poznać podstawy NLP, ta książka jest właśnie dla Ciebie!


    — Marc Najork, dyrektor ds. inżynierii badań w Google AI, członek ACM i IEEE


    Istnieją liczne podręczniki, prace badawcze i zbiory wskazówek dla programistów, ale dotychczas brakowało pozycji, która pokazywałaby, jak zbudować od zera kompleksowy system NLP. Cieszę się, że wreszcie ukazała się książka o praktycznym przetwarzaniu języka naturalnego, która wypełnia tę lukę. Autorzy skrupulatnie i przejrzyście opisali każdy aspekt NLP, o którym trzeba pamiętać podczas budowania rzeczywistych systemów; jednocześnie udało im się omówić wiele przykładów oraz różnorodne branże i obszary zastosowań. Jest to obowiązkowa pozycja dla wszystkich początkujących inżynierów NLP, przedsiębiorców, którzy chcą budować firmy wokół technologii językowych, a także naukowców akademickich, którzy chcieliby się dowiedzieć, jak ich wynalazki docierają do prawdziwych użytkowników.


    — Monojit, główny badacz w Microsoft Research India, adiunkt w instytucie IIIT w Hajdarabadzie, na Uniwersytecie Aśoki i w instytucie IIT w Kharagpurze


    Książka wypełnia lukę między teorią a praktyką, wyjaśniając podstawowe koncepcje, a jednocześnie prezentując rzeczywiste wdrożenia NLP w różnych sektorach biznesu. Znajduje się tu mnóstwo praktycznych, płynących z doświadczenia rad dotyczących dostrajania parametrów bibliotek open source, konfigurowania potoków przetwarzania danych czy też optymalizowania systemów pod kątem szybkiego wnioskowania. Jest to lektura obowiązkowa dla inżynierów budujących aplikacje NLP.


    — Vinayak Hegde, dyrektor ds. technologii w Microsoft For Startups


    Ta książka pokazuje, jak wykorzystać NLP w praktyce. Wypełnia lukę między teorią NLP a praktyczną inżynierią. Autorzy dokonali nie lada wyczynu, przystępnie objaśniając ezoteryczną sztukę projektowania i budowania gotowych do zastosowań produkcyjnych systemów uczenia maszynowego. Szkoda, że nie miałem do niej dostępu na początku mojej kariery zawodowej, bo pomogłaby mi uniknąć wielu pomyłek… Jestem głęboko przekonany, że powinien przeczytać ją każdy, kto planuje zbudować niezawodny, wysokowydajny system NLP.


    — Siddharth Sharma, inżynier ML w Facebooku


    Uważam, że jest to nie tylko ważna książka dla praktyków NLP, ale również cenne źródło wiedzy dla społeczności badawczej, które pozwala zrozumieć problemy pojawiające się w rzeczywistych aplikacjach. Bardzo ją cenię i życzyłbym sobie, żeby to był długoterminowy projekt regularnie aktualizowany o nowe, zyskujące na popularności zastosowania NLP!


    — Mengting Wan, specjalista data science (ML i NLP) w Airbnb,

    stypendysta Microsoft Research

  


  
    Tę książkę dedykujemy naszym doradcom:

    Detmarowi Meurersowi, Julianowi McAuleyowi,

    Kannanowi Srinathanowi i Luisowi von Ahnowi.

  


  
    Słowo wstępne


    Przetwarzanie języka naturalnego (ang. natural language processing — NLP) w ostatnich latach przeszło radykalną zmianę pod względem metodologii i obsługiwanych aplikacji. Postępy metodologiczne obejmowały zarówno nowe sposoby reprezentowania dokumentów, jak i nowe techniki syntezy językowej. Wraz z nimi pojawiły się nowe zastosowania, od otwartych systemów konwersacyjnych po techniki wykorzystujące język naturalny do interpretacji modeli. Postępy te sprawiły, że NLP znalazło zastosowanie w pokrewnych obszarach, takich jak wizja komputerowa i systemy rekomendujące, nad którymi pracuje moje laboratorium przy wsparciu Amazona, Samsunga i National Science Foundation.


    W miarę ekspansji NLP na te ekscytujące nowe obszary poszerza się również grono praktyków, którzy chcą korzystać z technik NLP. Na kursie Data Science (CSE 258), który prowadzę na Uniwersytecie Kalifornijskim w San Diego, często najpopularniejszym na wydziale informatyki, widzę, że coraz więcej studentów realizuje projekty związane z NLP. NLP szybko staje się umiejętnością niezbędną dla inżynierów, menedżerów produktu, naukowców, studentów i entuzjastów, którzy chcą budować aplikacje oparte na danych języka naturalnego. Z jednej strony, nowe biblioteki i narzędzia do NLP oraz uczenia maszynowego sprawiły, że modelowanie języka naturalnego stało się bardziej dostępne niż kiedykolwiek przedtem. Z drugiej strony, potrzebne są materiały do nauki NLP przeznaczone dla tej stale rosnącej i zróżnicowanej grupy odbiorców. Dotyczy to zwłaszcza organizacji, które niedawno wdrożyły NLP, i studentów pracujących po raz pierwszy z danymi języka naturalnego.


    W ciągu ostatnich kilku lat miałem przyjemność pracować z Bodhisattwą Majumderem nad nowymi, ekscytującymi zastosowaniami NLP i systemów dialogowych, więc ucieszyłem się, słysząc, że (wraz z Sowmyą Vajjalą, Anujem Guptą i Harshitem Suraną) pisze książkę poświęconą NLP. Autorzy mają bogate doświadczenie w skalowaniu NLP m.in. w start-upach, MIT Media Lab, Microsoft Research i Google AI.


    Jestem podekscytowany kompleksowym podejściem przyjętym w tej książce, które sprawi, że będzie ona użyteczna w wielu scenariuszach i pomoże czytelnikom poruszać się po labiryncie możliwych opcji podczas tworzenia aplikacji NLP. Szczególnie podoba mi się to, że autorzy kładą nacisk na nowoczesne aplikacje NLP, takie jak czatboty, a także skupienie się na tematach interdyscyplinarnych, takich jak e-commerce i handel detaliczny. Tematy te będą przydatne zwłaszcza dla liderów branżowych i badaczy, a są to zagadnienia o znaczeniu krytycznym, które w istniejących podręcznikach zostały omówione jedynie w ograniczonym stopniu. Niniejsza książka jest zarówno znakomitym źródłem wiedzy dla tych, którzy zaczynają odkrywać przetwarzanie języka naturalnego, jak i przewodnikiem dla doświadczonych praktyków, którzy chcą poznać najnowsze osiągnięcia w tej ekscytującej dziedzinie.


    — Julian McAuley, profesor informatyki i inżynierii komputerowej,

    Uniwersytet Kalifornijski w San Diego

  


  
    Przedmowa


    Przetwarzanie języka naturalnego (ang. natural language processing — NLP) to dziedzina na styku informatyki, sztucznej inteligencji i lingwistyki. Dotyczy budowania systemów, które potrafią przetwarzać i rozumieć ludzki język. Od powstania w latach 50. XX w. do niedawna NLP było głównie domeną środowisk akademickich i laboratoriów badawczych, w związku z czym wymagało długiej formalnej edukacji i szkoleń. Przełom ostatniej dekady spowodował, że NLP jest coraz częściej stosowane w różnych dziedzinach, takich jak handel detaliczny, opieka zdrowotna, finanse, prawo, marketing, zarządzanie zasobami ludzkimi itp. Siłą napędową tych zmian jest wiele czynników:


    
      	Powszechnie dostępne i łatwe w użyciu narzędzia, techniki i interfejsy NLP. Budowanie rozwiązań NLP jeszcze nigdy nie było tak proste.


      	Rozwój bardziej interpretowalnych i uogólnionych podejść poprawił skuteczność nawet złożonych zadań NLP, takich jak otwarte zadania konwersacyjne i odpowiadanie na pytania, które wcześniej były praktycznie niewykonalne.


      	Coraz więcej organizacji, w tym Google, Microsoft i Amazon, inwestuje znaczne środki w bardziej interaktywne produkty konsumenckie, w których język jest podstawową formą komunikacji.


      	Zwiększona dostępność użytecznych, otwartych zbiorów danych i standardowych miar stała się katalizatorem tej rewolucji, eliminując przeszkodę, którą były zastrzeżone zbiory danych dostępne tylko dla nielicznych organizacji i osób.


      	NLP nie jest już ograniczone do angielskiego i innych najczęściej używanych języków. Tworzy się również zestawy danych i modele językowe dla języków rzadziej przetwarzanych na postać cyfrową. Owocem tych wysiłków jest m.in. narzędzie do automatycznego tłumaczenia maszynowego dostępne dla każdego posiadacza smartfona.

    


    Ten szybki rozwój oznacza, że coraz więcej osób budujących systemy NLP zmaga się z ograniczonym doświadczeniem i niewystarczającą wiedzą teoretyczną na ten temat. Nasza książka odpowiada na ich potrzeby. Ma na celu pokazać czytelnikom, jak buduje się, rozwija i skaluje systemy NLP w środowisku biznesowym oraz jak dostosowuje się je do wymagań różnych branż.


    Dlaczego napisaliśmy tę książkę?


    Istnieje wiele popularnych książek poświęconych NLP. Niektóre pełnią funkcję podręczników, skupiając się na aspektach teoretycznych, inne prezentują koncepcje NLP poprzez liczne przykłady kodu. Kilka innych koncentruje się na konkretnych bibliotekach NLP lub uczenia maszynowego i oferuje praktyczne przewodniki po rozwiązywaniu rozmaitych problemów NLP z wykorzystaniem tych bibliotek. Dlaczego więc rynek potrzebuje kolejnej książki o NLP?


    Od ponad dekady zajmujemy się budowaniem i skalowaniem rozwiązań NLP na czołowych uniwersytetach i w firmach technologicznych. Odgrywając rolę mentorów dla współpracowników i innych inżynierów, zauważyliśmy lukę między branżową praktyką NLP a umiejętnościami nowych inżynierów, zwłaszcza tych, którzy dopiero zaczynają pracę z NLP. Jeszcze lepiej zrozumieliśmy te braki podczas warsztatów NLP, które prowadziliśmy dla profesjonalistów z branży, gdzie okazało się, że problem dotyczy również liderów biznesu i inżynierii.


    Większość kursów internetowych i książek online prezentuje problemy NLP z wykorzystaniem sztucznych scenariuszy i popularnych (często dużych, „czystych” i dobrze zdefiniowanych) zbiorów danych. Chociaż przekazują one wiedzę o ogólnych metodach NLP, uważamy, że nie zapewniają wystarczających podstaw do rozwiązywania nowych problemów i opracowywania konkretnych rozwiązań w prawdziwym świecie. O ile nam wiadomo, istniejąca literatura nie zajmuje się problemami, które często napotyka się podczas tworzenia rzeczywistych aplikacji, takimi jak zbieranie danych, praca z zaszumionymi danymi i sygnałami, przyrostowe tworzenie rozwiązań i wdrażanie rozwiązań jako części większych aplikacji. Zauważyliśmy również, że większość omawianych scenariuszy nie uwzględnia najlepszych praktyk w zakresie tworzenia systemów NLP. Uznaliśmy zatem, że niezbędna jest książka, która wypełni tę lukę.


    Filozofia


    Chcemy zapewnić holistyczną, praktyczną perspektywę, która pozwoli czytelnikom skutecznie budować rzeczywiste rozwiązania NLP osadzone w większych produktach. Dlatego większości rozdziałów towarzyszą przykładowe kody, które można pobrać z repozytorium Git. Książka zawiera też obszerną bibliografię dla tych, którzy chcieliby dowiedzieć się więcej. W poszczególnych rozdziałach zaczynamy od prostych przykładów i stopniowo budujemy bardziej skomplikowane rozwiązania, stosując typowe w branży podejście MVP (ang. Minimum Viable Product — produkt o minimalnej koniecznej funkcjonalności). Podajemy też wskazówki oparte na naszym doświadczeniu i wiedzy. W stosownych przypadkach omawiamy aktualny stan wiedzy w danym temacie. Większość rozdziałów kończy się studiami przypadków, w których opisujemy rzeczywiste zastosowania NLP.


    Rozważ budowanie czatbota lub systemu klasyfikacji tekstu w swojej organizacji. Na początku możesz mieć ograniczoną ilość danych lub nie mieć ich w ogóle. W tym momencie odpowiednie będzie proste rozwiązanie oparte na regułach lub tradycyjnym uczeniu maszynowym. W miarę gromadzenia danych możesz zastosować bardziej zaawansowane techniki NLP (które często wymagają intensywnego przetwarzania danych), w tym uczenie głębokie. Na każdym etapie tej podróży istnieją dziesiątki możliwych podejść. Nasza książka pomoże Ci znaleźć drogę w tym labiryncie opcji.


    Zakres


    Książka kompleksowo opisuje tworzenie rzeczywistych aplikacji NLP. Omówimy pełny cykl życia typowego projektu NLP, od zbierania danych po wdrożenie i monitorowanie modelu. Niektóre z tych etapów mają zastosowanie w każdym projekcie uczenia maszynowego, inne są specyficzne dla NLP. Przedstawimy również studia przypadków dotyczące konkretnych zadań i przewodniki dziedzinowe, aby pokazać, jak buduje się od podstaw system NLP. W szczególności zajmujemy się szerokim zestawem zadań, od klasyfikacji tekstu, poprzez odpowiadanie na pytania po ekstrahowanie informacji i systemy dialogowe. Wyjaśnimy też, jak stosować te zadania w różnych dziedzinach, od e-commerce po opiekę zdrowotną, media społecznościowe i finanse. Ze względu na głębię i rozległość omawianych tematów i scenariuszy nie będziemy wyjaśniać krok po kroku kodu i wszystkich pojęć. Jeśli chodzi o praktyczną implementację, udostępniliśmy szczegółowe notatniki kodu źródłowego. Urywki kodu w tej książce prezentują podstawową logikę i często pomijają kroki wprowadzające, takie jak konfigurowanie biblioteki lub importowanie pakietu, ponieważ są one omówione w powiązanych notatnikach. Aby uwzględnić szeroki zakres poruszanych tu zagadnień, zamieściliśmy odsyłacze do ponad 450 pozycji, które pozwolą Ci pogłębić wiedzę. Ta książka ma być zbiorem codziennych receptur, który da Ci pragmatyczne spojrzenie na budowanie dowolnego systemu NLP, a także punktem wyjścia do szerszego stosowania NLP w Twojej dziedzinie.


    Kto powinien przeczytać tę książkę?


    Książka ta jest przeznaczona dla każdego, kto buduje aplikacje NLP do rzeczywistych zastosowań. Obejmuje to twórców i testerów oprogramowania, inżynierów uczenia maszynowego, inżynierów danych, inżynierów MLOps, inżynierów NLP, specjalistów data science, zarządzających produktami, zarządzających ludźmi, wiceprezesów, dyrektorów generalnych i założycieli start-upów. Obejmuje to również osoby zaangażowane w procesy tworzenia i adnotowania danych — słowem: każdego, kto jest w jakikolwiek sposób zaangażowany w rozwijanie systemów NLP. Chociaż nie wszystkie rozdziały będą przydatne dla osób pełniących wszystkie funkcje, staraliśmy się zachować klarowność, w miarę możności używając mniej technicznego żargonu i bardziej intuicyjnych wyjaśnień. Wierzymy, że w każdym rozdziale znajdzie się coś dla czytelnika zainteresowanego uzyskaniem całościowego spojrzenia na tworzenie aplikacji NLP.


    Niektóre rozdziały lub punkty można zrozumieć bez doświadczenia w kodowaniu, a fragmenty kodu można w razie potrzeby pominąć. Na przykład pierwsze dwa podrozdziały rozdziału 1. i rozdziału 9., a także podrozdziały „Proces data science” i „Droga do sukcesu AI w Twojej organizacji” w rozdziale 11. będą zrozumiałe dla wszystkich grup czytelników, bez względu na to, czy kiedykolwiek zajmowali się programowaniem. W miarę lektury znajdziesz więcej takich sekcji we wszystkich rozdziałach. Aby jednak wynieść maksimum korzyści z tej książki, jej notatników i odsyłaczy, powinieneś mieć opanowane następujące umiejętności:


    
      	Średnio zaawansowana biegłość w Pythonie. Na przykład znajomość takich funkcji Pythona jak złożenia list, pisanie funkcji i klas oraz używanie istniejących bibliotek.


      	Znajomość różnych aspektów cyklu życia oprogramowania (ang. Software Development Life Cycle — SDLC), takich jak projektowanie, tworzenie, testowanie, DevOps itd.


      	Znajomość podstaw uczenia maszynowego, w tym popularnych algorytmów uczenia maszynowego, np. regresji logistycznej i drzew decyzyjnych, oraz umiejętność używania ich w Pythonie za pośrednictwem istniejących bibliotek, takich jak scikit-learn.


      	Podstawowa znajomość NLP jest przydatna, ale nie obowiązkowa. Użyteczna będzie też ogólna wiedza o takich zadaniach jak klasyfikacja tekstu i rozpoznawanie nazwanych obiektów.

    


    Czego się nauczysz?


    Naszym podstawowym gronem odbiorców są inżynierowie i naukowcy budujący rzeczywiste systemy NLP dla różnych branż. Ich typowe stanowiska to inżynier oprogramowania, inżynier NLP, inżynier ML i specjalista data science. Książka może być też przydatna dla menedżerów produktu i dyrektorów ds. inżynierii. Nie będzie jednak tak użyteczna dla osób, które zajmują się zaawansowanymi badaniami nad NLP, ponieważ nie omawiamy w niej teoretycznych i technicznych szczegółów związanych z koncepcjami NLP. Ta książka pomoże Ci:


    
      	Zrozumieć wiele problemów, zadań i rozwiązań dotyczących NLP.


      	Zyskać doświadczenie we wdrażaniu i w ocenianiu różnych aplikacji NLP z zastosowaniem metod uczenia maszynowego i uczenia głębokiego.


      	Dostroić rozwiązanie NLP do danego problemu biznesowego i konkretnej branży.


      	Oceniać różne algorytmy i podejścia do danego zadania, zbioru danych i etapu rozwoju produktu NLP.


      	Planować cykl życia produktu NLP i wytwarzać oprogramowanie zgodnie z najlepszymi praktykami wydawania, wdrażania i rozwijania systemów NLP.


      	Zrozumieć najlepsze praktyki, możliwości i plany rozwoju NLP z biznesowego i produktowego punktu widzenia.

    


    Nauczysz się również dostosowywać swoje rozwiązania do potrzeb różnych branż, takich jak opieka zdrowotna, finanse i handel detaliczny. Co więcej, poznasz konkretne problemy, które można napotkać w każdej z nich.


    Struktura książki


    Książka dzieli się na cztery części. Na rysunku P.1 przedstawiono organizację rozdziałów. Izolowane rozdziały, które nie są bezpośrednio powiązane z innymi rozdziałami, można najbezpieczniej pominąć podczas lektury.


    Część I, „Podstawy”, kładzie fundament pod resztę książki i zawiera przegląd NLP (rozdział 1.), omówienie typowych potoków przetwarzania i modelowania danych używanych w systemach NLP (rozdział 2.) oraz wprowadzenie do różnych sposobów reprezentowania danych tekstowych w NLP (rozdział 3.).
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    Rysunek P.1. Struktura książki


    Część II, „Niezbędnik”, skupia się na najczęstszych zastosowaniach NLP z naciskiem na rzeczywiste scenariusze. W miarę możliwości pokazujemy wiele rozwiązań omawianego problemu, aby zademonstrować, jak wybrać jedną z dostępnych opcji. Opisujemy takie aplikacje jak klasyfikacja tekstu (rozdział 4.), wyodrębnianie informacji (rozdział 5.) i budowanie czatbotów (rozdział 6.). Przedstawiamy też inne aplikacje, w tym wyszukiwanie, modelowanie tematyczne, streszczanie tekstu i tłumaczenie maszynowe, wraz z omówieniem ich praktycznych zastosowań (rozdział 7.).


    Część III, „Praktyka”, (rozdziały 8. – 10.) skupia się na trzech branżach, w których na dużą skalę używa się NLP, poprzez szczegółowe omówienie występujących w nich problemów i wyjaśnienie, jak NLP pomaga w ich rozwiązywaniu.


    Wreszcie część IV, „Synteza”, (rozdział 11.) łączy w całość nabytą wcześniej wiedzę, pokazując, jak radzić sobie z problemami podczas wdrażania kompleksowych systemów NLP.


    Jak czytać tę książkę?


    Sposób lektury zależy od roli i celu czytelnika. Specjalista data science lub inżynier, który zaczyna przygodę z NLP, powinien przeczytać rozdziały 1. – 6., a następnie skoncentrować się na konkretnej interesującej go dziedzinie lub problemie. Osobom na stanowiskach kierowniczych radzimy skupić się na rozdziałach 1., 2. i 11. Mogą też przeczytać studia przypadków w rozdziałach 3. – 7., gdzie znajdą więcej informacji o budowaniu aplikacji NLP od podstaw. Kierownik ds. produktów może sięgnąć po dodatkowe pozycje bibliograficzne podane na końcu rozdziałów, a także przeczytać rozdział 11.


    Zastosowania NLP w poszczególnych domenach mogą się różnić od problemów ogólnych opisywanych w rozdziałach 3. – 7. Właśnie dlatego skupiliśmy się na konkretnych branżach, takich jak e-commerce, media społecznościowe, opieka zdrowotna, finanse i prawo. Jeśli Twoje zainteresowania lub praca wiążą się z tymi obszarami, możesz uważniej przeczytać te rozdziały i pozycje z dołączonych do nich bibliografii.


    Konwencje używane w książce


    W książce używane są następujące konwencje typograficzne:


    Pogrubienie


    Wskazuje nowe terminy.


    Kursywa


    Wskazuje adresy URL, adresy e-mail, nazwy plików i rozszerzenia nazw plików.


    Stała szerokość


    Używana w listingach programów, a także wewnątrz akapitów do oznaczania takich elementów programu jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.


    Stała szerokość, pogrubienie


    Wskazuje polecenia lub inny tekst, który powinien być wpisany przez użytkownika.


    Stała szerokość, kursywa


    Wskazuje tekst, który powinien być zastąpiony wartościami podanymi przez użytkownika lub zależnymi od kontekstu.
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            Ten element oznacza wskazówkę lub sugestię.
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            Ten element oznacza ogólną uwagę.
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            Ten element wskazuje ostrzeżenie lub przestrogę.

          
        

      
    


    Używanie przykładowego kodu


    Materiały pomocnicze (przykładowy kod, ćwiczenia itd.) można pobrać pod adresem https://ftp.helion.pl/przyklady/przjen.zip.


    W razie pytań technicznych albo problemów z używaniem przykładowego kodu napisz do nas wiadomość e-mail na adres helion@helion.pl.


    Książka ta ma pomóc Ci w wykonywaniu codziennych zadań. Ogólnie rzecz biorąc, jeśli towarzyszy jej przykładowy kod, możesz używać go w swoich programach i dokumentacji. Nie musisz kontaktować się z nami w celu uzyskania pozwolenia, chyba że powielasz znaczną część kodu. Na przykład napisanie programu, który używa kilku fragmentów kodu z tej książki, nie wymaga pozwolenia. Sprzedaż lub dystrybucja przykładów z książek O’Reilly wymaga pozwolenia. Odpowiadanie na pytania poprzez cytowanie tej książki i przytaczanie przykładowego kodu nie wymaga pozwolenia. Włączenie znacznej ilości przykładowego kodu z tej książki do dokumentacji produktu wymaga pozwolenia.


    Doceniamy uznanie autorstwa, choć zasadniczo go nie wymagamy. Uznanie autorstwa zazwyczaj obejmuje autora, tytuł, wydawcę i numer ISBN. Na przykład: „Sowmya Vajjala, Bodhisattwa Majumder, Anuj Gupta i Harshit Surana, Przetwarzanie języka naturalnego w praktyce, Helion, ISBN 978-83-8322-726-9”.


    Więcej informacji


    W repozytorium na GitHubie (https://oreil.ly/PracticalNLP) znajdziesz notatniki (w języku angielskim), które wyjaśniają różne pojęcia omawiane w książce. Notatniki zorganizowano według rozdziałów. Udostępniamy też dodatkowe notatniki, niekoniecznie związane z naszą książką.


    Witryna książki: http://www.practicalnlp.ai.


    Świat NLP nieustannie ewoluuje. Aby za rok, dwa lata lub pięć lat być na bieżąco z koncepcjami opisywanymi w książce, śledź nasz blog. Publikujemy na nim istotne dodatki i artykuły, oznaczając każdy post tytułem odpowiedniego rozdziału.


    Kontakt z autorami:


    E-mail — authors@practicalnlp.ai.


    LinkedIn — https://linkedin.com/company/practical-nlp.


    Twitter — https://twitter.com/PracticalNLProc.


    Facebook — https://oreil.ly/facebookPNLP.


    Podziękowania


    Książka taka jak ta jest kompendium wiedzy, zatem nie mogłaby zaistnieć w izolacji. Kiedy ją pisaliśmy, czerpaliśmy informacje i inspirację z kilku książek, artykułów badawczych, projektów programistycznych i wielu innych zasobów internetowych. Dziękujemy społecznościom NLP i uczenia maszynowego za ciężką pracę. My po prostu stanęliśmy na ramionach tych gigantów. Dziękujemy też różnym osobom, które przychodziły na wykłady i warsztaty prowadzone przez autorów i brały udział w dyskusjach, z których wziął się pomysł napisania tej książki i które ukształtowały jej założenia. Książka ta jest wynikiem długoterminowej współpracy, a bez wsparcia kilku osób nasze przedsięwzięcie byłoby skazane na niepowodzenie.


    Dziękujemy recenzentom O’Reilly — Willowi Scottowi, Darrenowi Cookowi, Ramyi Balasubramaniam, Priyance Raghavan i Siddharthowi Narayananowi — za wnikliwe i szczegółowe komentarze, które pomogły nam ulepszyć pierwsze szkice. Uwagi Siddhartha Sharmy, Sumoda Mohana, Vinayaka Hegde’a, Aasisha Pappu, Taranjeeta Singha, Kartikaya Bagli i Varuna Purushothama znacznie podniosły jakość książki.


    Jesteśmy też bardzo wdzięczni Ruiowi Shu, Shreyansowi Dhankharowi, Jitinwoi Kapili, Kumarjitowi Pathakowi, Ernestowi Kirubakaranowi Selvarajowi, Robinowi Singhowi, Ayushowi Datcie, Vishalowi Gupcie i Nachikethowi za pomoc w przygotowaniu wczesnych wersji notatników z kodem. Chcielibyśmy szczególnie podziękować Varunowi Purushothamowi, który spędził kilka tygodni na wielokrotnym czytaniu kolejnych szkiców książki i porównywaniu ich z kodem w notatnikach. Bez jego pomocy nasza książka nie byłaby taka sama.


    Chcemy podziękować zespołowi O’Reilly Media, bez którego wszystko to byłoby niemożliwe: Jonathanowi Hassellowi za to, że dał nam tę okazję; Melissie Potter za regularne doglądanie naszej pracy i cierpliwe odpowiadanie na wszystkie pytania; oraz Beth Kelly i Holly Forsyth za pomoc i wsparcie podczas łączenia w całość poszczególnych rozdziałów książki.


    Na koniec osobiste podziękowania poszczególnych autorów:


    Sowmya. Przede wszystkim chcę podziękować mojej córce, Sahasrze Malathi, której narodziny i pierwszy rok życia przypadły na powstawanie tej książki. Niełatwo napisać książkę, a jeszcze trudniej napisać ją z noworodkiem. A jednak się udało. Dziękuję, Sahasro! Moja mama Geethamani i mój mąż Sriram wspierali mnie, zajmując się dzieckiem i domem na różnych etapach pisania. Moje przyjaciółki, Purnima i Visala, zawsze były gotowe wysłuchać zarówno moich podekscytowanych relacji z postępów, jak i nieuchronnych narzekań. Mój szef, Cyril Goutte, zachęcał mnie do pracy i regularnie sprawdzał postępy. Dyskusje z byłymi współpracownikami, Chrisem Cardinalem i Erikiem Le Fortem, nauczyły mnie dużo o tworzeniu rozwiązań NLP pod kątem konkretnych problemów branżowych; bez nich zapewne nigdy bym nie pomyślała, że mogłabym zostać współautorką tego rodzaju książki. Dziękuję im wszystkim za wsparcie.


    Bodhisattwa. Chciałbym wykorzystać tę okazję do podziękowania moim rodzicom za ich niezaprzeczalne poświęcenie i nieustanne zachęty, dzięki którym stałem się tym, kim dziś jestem. Ich wysiłki zaszczepiły we mnie miłość do uczenia się przez całe życie. Jestem dozgonnie wdzięczny moim doradcom, profesorowi Animeshowi Mukherjee i Pawanowi Goyalowi, którzy wprowadzili mnie w świat NLP; oraz profesorowi Julianowi McAuleyowi, który miał ogromny wpływ na mój rozwój techniczny, akademicki i osobisty podczas studiów doktoranckich. Kursy, które prowadzili inni moi profesorowie — Taylor Berg-Kirkpatrick, Lawrence Saul, David Kriegman, Debasis Sengupta, Sudeshna Sarkar i Sourav Sen Gupta — ukształtowały moją wiedzę w tej dziedzinie. Kiedy przystępowałem do pisania książki, moi koledzy z Walmart Labs — zwłaszcza Subhasish Misra, Arunita Das, Smaranya Dey, Sumanth Prabhu i Rajesh Bhat — dali mi motywację do tego szalonego pomysłu. Moim mentorom z Google AI, Microsoft Research, Amazon Alexa i kolegom z laboratorium NLP na UCSD dziękuję za pomoc w całej tej podróży. Na specjalną wzmiankę zasługują również moi przyjaciele Sanchaita Hazra, Sujoy Paul i Digbalay Bose, którzy wspierali mnie na dobre i na złe w tym gigantycznym projekcie. Wreszcie nic z tego nie byłoby możliwe bez współautorów, którzy wierzyli w ten projekt i trzymali się razem aż do końca!


    Anuj. Po pierwsze i najważniejsze, chciałbym wyrazić szczerą wdzięczność mojej żonie Anu i mojemu synowi Nirvaanowi. Bez ich niesłabnącego wsparcia nie byłbym w stanie poświęcić ostatnich trzech lat temu przedsięwzięciu. Dziękuję Wam bardzo! Chciałbym również podziękować za wsparcie moim rodzicom i rodzinie. Ogromne podziękowania należą się Saurabhowi Arorze za wprowadzenie mnie w świat NLP. Wielkie dzięki dla moich przyjaciół, nieżyjącego już Viveka Jaina i Mayura Hemaniego; zawsze zachęcali mnie do dalszej pracy, zwłaszcza w trudnych chwilach. Dziękuję wszystkim niesamowitym ludziom działającym w społeczności uczenia maszynowego w Bengaluru, zwłaszcza Sumodowi Mohanowi, Vijayowi Gabalemu, Nishantowi Sinsze, Ashwinowi Kumarowi, Mukundhanowi Srinivasanowi, Zainabowi Bawie i Nareshowi Jainowi, za wszystkie wspaniałe i prowokujące do myślenia dyskusje. Chciałbym wreszcie podziękować moim kolegom — byłym i obecnym — z CSTAR, Airwoot, FreshWorks, Huawei Research, Intuit i Vahan, Inc. za wszystko, czego mnie nauczyli, oraz moim profesorom, Kannanowi Srinathanowi, PRK Rao i B. Yegnanarayanie, których nauczanie wywarło na mnie głęboki wpływ.


    Harshit. Chcę podziękować moim rodzicom, którzy wspierali mnie i zachęcali do realizacji każdego szalonego pomysłu, jaki wpadł mi do głowy. Jestem niezwykle wdzięczny moim drogim przyjaciołom, Preeti Shrimal i Devowi Chandanowi, którzy towarzyszyli mi przez cały okres pisania książki. Współzałożycielom mojego start-upu, Abhimanyu Vyasowi i Aviralowi Mathurowi, dziękuję za zorganizowanie pracy firmy tak, żebym mógł ukończyć książkę. Chcę podziękować wszystkim moim byłym współpracownikom z Quipio i Notify.io, którzy pomogli skrystalizować moje myślenie, zwłaszcza Zubinowi Wadii, Amitowi Kumarowi i Naveenowi Koorakuli. Nic z tego nie byłoby możliwe bez moich profesorów i wszystkiego, czego mnie nauczyli — dziękuję profesorowi Luisowi von Ahnowi, Anilowi Kumarowi Singhowi, Alanowi W. Blackowi, Williamowi Cohenowi, Lori Levin i Carlosowi Guestrinowi. Chciałbym również podziękować Kaustuvowi DeBiswasowi, Siddharthowi Narayananowi, Siddharthowi Sharmie, Alokowi Parlikarowi, Nathanowi Schneiderowi, Aasishowi Pappu, Manishowi Jawie, Sumitowi Pandeyowi i Mohitowi Rance’owi, którzy wspierali mnie w różnych momentach tej podróży.

  


  
    Część I

    Podstawy

  


  
    Rozdział 1.

    NLP — elementarz


    Język to nie tylko słowa. To kultura, tradycja, jednoczenie społeczności,

    cała historia, która określa, czym społeczność jest.

    Wszystko to jest odzwierciedlone w języku.


    — Noam Chomsky


    Wyobraź sobie hipotetyczną osobę, Jana Kowalskiego. Jest on dyrektorem ds. technologii w szybko rozwijającym się start-upie. Pewnego dnia Jan budzi się i odbywa następującą rozmowę ze swoim asystentem cyfrowym:


    Jan: „Jaka jest dziś pogoda?”.


    Asystent cyfrowy: „Na zewnątrz jest 27 stopni i nie pada”.


    Jan: „Jakie są moje plany na dziś?”.


    Asystent cyfrowy: „Masz zebranie strategiczne o 16.00 i konferencję o 17.30. Zważywszy na sytuację na drogach, powinieneś wyjechać do biura najpóźniej o 8.15”.


    Kiedy Jan się ubiera, pyta swojego asystenta o dobór ubrań.


    Jan: „Co powinienem dziś założyć?”.


    Asystent cyfrowy: „Biały wydaje się dobrym pomysłem”.


    Być może prowadziłeś podobne rozmowy z inteligentnymi asystentami, takimi jak Amazon Alexa, Google Home lub Apple Siri. Mówimy do nich nie w języku programowania, ale w języku naturalnym — tym, w którym komunikujemy się na co dzień. Język naturalny jest podstawowym środkiem komunikacji między ludźmi od niepamiętnych czasów. Komputery jednak przetwarzają tylko dane binarne, tzn. zera i jedynki. Choć możemy reprezentować dane językowe w postaci binarnej, jak sprawić, żeby maszyny rozumiały język? Tu na scenę wkracza przetwarzanie języka naturalnego (ang. natural language processing — NLP). Jest to dziedzina informatyki zajmująca się metodami analizowania, modelowania i rozumienia ludzkiego języka. Każda inteligentna aplikacja sterowana ludzkim językiem wykorzystuje jakąś postać NLP. W tej książce wyjaśnimy, czym jest NLP i jak używać go do budowania i skalowania inteligentnych aplikacji. Ze względu na otwartą naturę problemów NLP istnieją dziesiątki alternatywnych rozwiązań każdego problemu. Ta książka pomoże Ci poruszać się po labiryncie dostępnych opcji i wybrać tę, która najlepiej pasuje do danego problemu.


    Celem tego rozdziału jest krótkie omówienie NLP, zanim zaczniemy zagłębiać się w praktyczną implementację rozwiązań opartych na NLP. Zaczniemy od przeglądu licznych aplikacji NLP w rzeczywistych scenariuszach, a następnie omówimy różne zadania, które stanowią podstawę budowania aplikacji NLP. Potem spróbujemy zrozumieć język z perspektywy NLP i wyjaśnić, dlaczego NLP jest trudne. Następnie powiemy kilka słów o heurystyce, uczeniu maszynowym i uczeniu głębokim, po czym przedstawimy kilka algorytmów powszechnie używanych w NLP. Wreszcie opiszemy elementy typowej aplikacji NLP. Rozdział zakończymy przeglądem pozostałych tematów z książki. Na rysunku 1.1 pokazano organizację rozdziałów według rozmaitych zadań i zastosowań NLP.
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    Rysunek 1.1. Zadania i zastosowania NLP


    Zacznijmy od przyjrzenia się popularnym aplikacjom, których używamy na co dzień i których istotnym składnikiem jest jakaś forma NLP.


    NLP w rzeczywistym świecie


    NLP jest istotnym składnikiem licznych aplikacji, których używamy w codziennym życiu. W tym podrozdziale przedstawimy niektóre kluczowe aplikacje i przyjrzymy się typowym zadaniom realizowanym przez różnorodne aplikacje NLP. Wspomnimy o zastosowaniach pokazanych na rysunku 1.1, które zostaną opisane dokładniej dalej w tej książce.


    Kluczowe zastosowania:


    
      	Platformy e-mail, np. Gmail, Outlook, wykorzystują NLP do realizowania różnych funkcji, takich jak klasyfikacja spamu, umieszczanie wiadomości w skrzynce priorytetowej, ekstrakcja zdarzeń kalendarzowych, autouzupełnianie itd. Niektóre z tych funkcji omówimy szczegółowo w rozdziałach 4. i 5.


      	Asystenty głosowe, takie jak Apple Siri, Google Assistant, Microsoft Cortana i Amazon Alexa, wykorzystują różne techniki NLP do interakcji z użytkownikiem, rozpoznawania poleceń użytkownika i odpowiedniego reagowania na nie. Kluczowe aspekty takich systemów opiszemy w rozdziale 6., kiedy będziemy mówić o czatbotach.


      	Współczesne wyszukiwarki, takie jak Google i Bing, które są podstawą dzisiejszego internetu, intensywnie wykorzystują NLP do różnych podzadań, takich jak rozpoznawanie zapytań, rozwijanie zapytań, odpowiadanie na pytania, wyszukiwanie informacji oraz klasyfikowanie i grupowanie wyników. Niektóre z tych podzadań omówimy w rozdziale 7.


      	Usługi tłumaczenia maszynowego, takie jak Google Translate, Bing Microsoft Translator i Amazon Translate, są coraz powszechniej wykorzystywane w życiu codziennym i scenariuszach biznesowych. O tłumaczeniu maszynowym wspomnimy w rozdziale 7.

    


    Inne zastosowania:


    
      	Organizacje z różnych branż analizują swoje kanały społecznościowe, aby lepiej wsłuchiwać się w głos klienta. Omówimy to w rozdziale 8.


      	NLP używa się do rozwiązywania wielu różnorodnych problemów na platformach e-commerce, takich jak Amazon, od ekstrahowania istotnych informacji z opisów produktów do rozumienia recenzji użytkowników. Zostanie to opisane szczegółowo w rozdziale 9.


      	Postępy w NLP wykorzystuje się do rozwiązywania problemów w takich dziedzinach jak opieka zdrowotna, finanse i prawo. Będzie to tematem rozdziału 10.


      	Firmy takie jak Arria [1] pracują nad technikami NLP do automatycznego generowania raportów w różnych dziedzinach, od prognozowania pogody do usług finansowych.


      	NLP jest kluczowym elementem narzędzi do sprawdzania gramatyki i pisowni, takich jak usługa Grammarly oraz sprawdzanie pisowni w programach Microsoft Word i Google Docs.


      	Jeopardy! to popularny teleturniej (w Polsce znany jako Va banque). Uczestnicy otrzymują wskazówki w formie haseł i udzielają odpowiedzi sformułowanych jako pytania. Firma IBM zbudowała system Watson AI, aby konkurował z najlepszymi graczami. Watson zdobył pierwszą nagrodę w wysokości miliona dolarów, więcej niż mistrz świata. Został zbudowany z wykorzystaniem technik NLP i jest przykładem bota NLP, który wygrał mistrzostwa świata.


      	NLP używa się w różnych narzędziach i technologiach edukacyjnych oraz oceniających, np.: w systemach automatycznego oceniania egzaminów takich jak Graduate Record Examination (GRE), w systemach wykrywania plagiatów (np. Turnitin), w inteligentnych systemach nauczania oraz w aplikacjach do nauki języków takich jak Duolingo.


      	NLP używa się do budowania dużych baz wiedzy, takich jak Google Knowledge Graph, które przydają się do wyszukiwania informacji i odpowiadania na pytania.

    


    Lista ta nie jest bynajmniej wyczerpująca. NLP coraz częściej używa się do innych celów, a kiedy piszę te słowa, nieustannie pojawiają się nowe zastosowania NLP. My skupimy się przede wszystkim na ideach stojących za tymi aplikacjami. Aby pokazać Ci, czego dowiesz się z tej książki, i przedstawić niuanse związane z tworzeniem oprogramowania NLP, opiszemy niektóre kluczowe zadania NLP, które stanowią podstawę wielu aplikacji i zastosowań branżowych.


    Zadania NLP


    Istnieje zbiór podstawowych zadań, które pojawiają się często w różnych projektach NLP. Ze względu na ich powtarzalną i fundamentalną naturę zostały one szczegółowo zbadane. Ich dobre zrozumienie przygotuje Cię do budowania aplikacji NLP dla różnych branż. (Niektóre pokazaliśmy wcześniej na rysunku 1.1). Oto ich krótki opis:


    Modelowanie językowe


    Zadanie to polega na przewidywaniu, jakie będzie następne słowo w zdaniu, na podstawie poprzednich słów. Celem tego zadania jest określenie prawdopodobieństwa sekwencji słów występujących w danym języku. Modelowanie językowe przydaje się w rozwiązywaniu wielu problemów, takich jak rozpoznawanie mowy, optyczne rozpoznawanie znaków, rozpoznawanie pisma ręcznego, tłumaczenie maszynowe i sprawdzanie pisowni.


    Klasyfikacja tekstu


    To zadanie polega na przypisywaniu tekstu do określonej kategorii na podstawie jego treści. Klasyfikacja tekstu jest zdecydowanie najpopularniejszym zadaniem w NLP i używa się jej w różnych narzędziach, od identyfikowania spamu do analizowania odczuć.


    Ekstrakcja informacji


    Jak wskazuje nazwa, zadanie to polega na wyodrębnianiu z tekstu istotnych informacji, np. zdarzeń kalendarzowych z wiadomości e-mail albo nazwisk osób wspomnianych w poście w mediach społecznościowych.


    Pobieranie informacji


    To zadanie polega na znajdowaniu dokumentów związanych z kwerendą użytkownika. Dobrze znanymi zastosowaniami pobierania informacji są takie aplikacje jak wyszukiwarka Google.


    Agent konwersacyjny


    To zadanie polega na budowaniu systemów dialogowych, które mogą prowadzić rozmowę w ludzkim języku. Typowymi zastosowaniami tego zadania są Alexa, Siri itp.


    Streszczanie tekstu


    To zadanie polega na tworzeniu krótkich streszczeń dłuższych dokumentów przy zachowaniu zasadniczej treści i ogólnego znaczenia tekstu.


    Odpowiadanie na pytania


    To zadanie polega na budowaniu systemu, który może automatycznie odpowiadać na pytania zadawane w języku naturalnym.


    Tłumaczenie maszynowe


    To zadanie polega na przekładaniu tekstu z jednego języka na drugi. Typowym zastosowaniem tego zadania są takie narzędzia jak Google Translate.


    Modelowanie tematyczne


    To zadanie polega na określaniu tematycznej struktury dużego zbioru dokumentów. Modelowanie tematyczne to popularne narzędzie „wydobywcze” używane w wielu dziedzinach, od literatury do bioinformatyki.


    Na rysunku 1.2 przedstawiono te zadania według względnej trudności opracowywania kompleksowych rozwiązań.
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    Rysunek 1.2. Zadania NLP ułożone według względnego stopnia trudności


    W pozostałych rozdziałach książki poznasz wyzwania, które wiążą się z tymi zadaniami, i nauczysz się tworzyć rozwiązania, które skutecznie działają w pewnych sytuacjach (nawet w przypadku trudnych zadań pokazanych na rysunku). Aby osiągnąć ten cel, trzeba zrozumieć naturę ludzkiego języka i problemy związane z automatycznym przetwarzaniem języka. Zagadnienia te zostaną krótko opisane w następnych dwóch podrozdziałach.


    Czym jest język?


    Język to ustrukturyzowany system komunikacji, który wykorzystuje skomplikowane kombinacje elementów składowych, takich jak znaki, słowa, zdania itd. Systematyczne badanie języka określa się mianem lingwistyki. Aby badać NLP, trzeba zrozumieć niektóre pojęcia lingwistyczne dotyczące struktury języka. W tym podrozdziale przedstawimy je i wyjaśnimy, jak wiążą się z niektórymi wspomnianymi wcześniej zadaniami NLP.


    Możemy myśleć o języku jako o tworze złożonym z czterech podstawowych elementów: fonemów, morfemów i leksemów, składni oraz kontekstu. Aplikacje NLP wymagają znajomości różnych poziomów tych elementów, od podstawowych dźwięków języka (fonemów) do tekstów wyrażających pewien sens (kontekstu).


    Na rysunku 1.3 pokazano podstawowe elementy języka, ich zakres i kilka wspomnianych wcześniej aplikacji NLP, które wymagają tej wiedzy. Niektóre użyte terminy, których nie wprowadzono wcześniej w tym rozdziale (np. analiza składniowa, osadzenia słów), zostaną wyjaśnione w kolejnych rozdziałach.
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    Rysunek 1.3. Podstawowe elementy języka i ich zastosowania


    Podstawowe elementy języka


    Opiszmy najpierw, czym są poszczególne elementy języka, aby przedstawić kontekst wyzwań związanych z NLP.


    Fonemy


    Fonemy to najmniejsze jednostki dźwiękowe języka. Same w sobie mogą nie mieć żadnego znaczenia, ale tworzą znaczenie, kiedy zostaną wypowiedziane w kombinacji z innymi fonemami. Na przykład standardowy język angielski ma 44 fonemy reprezentowane albo przez pojedyncze litery, albo przez kombinacje liter [2]. Na rysunku 1.4 pokazano te fonemy wraz z przykładowymi słowami. Fonemy są szczególnie istotne w aplikacjach, które wymagają rozumienia mowy, takich jak rozpoznawanie mowy, transkrypcja mowy i przekształcanie tekstu na mowę.
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    Rysunek 1.4. Fonemy i przykładowe słowa


    Morfemy i leksemy


    Morfem to najmniejsza jednostka języka, która ma znaczenie. Morfemy powstają z połączenia fonemów. Nie wszystkie morfemy są słowami, ale wszystkie przedrostki i przyrostki są morfemami. Na przykład w słowie „multimedia” „multi-” nie jest słowem, ale przedrostkiem, który zmienia znaczenie słowa „media”. „Multi-” to morfem. Na rysunku 1.5 pokazano kilka słów i ich morfemy. W słowach takich jak „cats” i „unbreakable” poszczególne morfemy łączą się ze sobą bez żadnych zmian, natomiast w słowach takich jak „tumbling” i „unreliability” ulegają pewnym przekształceniom.
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    Rysunek 1.5. Przykładowe morfemy


    Leksemy to strukturalne odmiany morfemów, które są powiązane znaczeniowo. Na przykład „run” i „running” należą do tej samej formy leksemowej. Analiza morfologiczna, która bada strukturę słów poprzez wyodrębnianie morfemów i leksemów, stanowi fundament wielu zadań NLP, takich jak tokenizacja, określanie tematów słów, nauka osadzeń słów i tagowanie części mowy, które zostaną przedstawione w następnym rozdziale.


    Składnia


    Składnia to zbiór reguł, które umożliwiają konstruowanie poprawnych gramatycznie zdań ze słów i z fraz danego języka. W lingwistyce istnieje wiele sposobów reprezentowania struktury składniowej. Często przedstawia się ją w postaci drzewa składniowego. Na rysunku 1.6 pokazano przykładowe drzewo składniowe dwóch angielskich zdań.
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    Rysunek 1.6. Struktura dwóch podobnych składniowo zdań


    Drzewo odzwierciedla hierarchiczną strukturę języka ze słowami na najniższym poziomie, po których następują tagi części mowy, dalej frazy, a wreszcie zdanie na najwyższym poziomie. Zdania z rysunku 1.6 mają podobną strukturę składniową, a zatem podobne drzewo składniowe. W tej reprezentacji N oznacza rzeczownik (ang. noun), V — czasownik (ang. verb), a P — przyimek (ang. preposition). Fraza nominalna (rzeczownikowa) jest oznaczona przez NP (ang. noun phrase), a fraza werbalna (czasownikowa) — przez VP (ang. verb phrase). Dwie frazy nominalne to „The girl” i „The boat”, a dwie frazy werbalne to „laughed at the monkey” i „sailed up the river”. Struktura składniowa podlega regułom gramatycznym języka (np. „Zdanie składa się z NP i VP”), a te z kolei wpływają na niektóre fundamentalne zadania przetwarzania języka, takie jak analiza składniowa, zwana również parsowaniem. Parsowanie to zadanie NLP polegające na automatycznym konstruowaniu takich drzew. Wykorzystuje się je m.in. do ekstrakcji encji i ekstrakcji relacji — zadań NLP, które omówimy dokładniej w rozdziale 5. Zauważ, że opisana wyżej struktura składniowa jest specyficzna dla języka angielskiego. Składnia jednego języka może się bardzo różnić od składni drugiego, dlatego sposoby przetwarzania tych języków bywają odmienne.


    Kontekst


    Kontekst określa, jak różne części języka łączą się ze sobą w celu przekazania jakiegoś znaczenia. Kontekst obejmuje odniesienia długoterminowe, wiedzę o świecie i zdrowy rozsądek obok dosłownego znaczenia słów i fraz. Sens zdania może się zmieniać w zależności od kontekstu, ponieważ słowa i frazy czasem mają wiele znaczeń. Ogólnie rzecz biorąc, kontekst obejmuje semantykę i pragmatykę. Semantyka to bezpośrednie znaczenie słów i fraz wyjętych z zewnętrznego kontekstu. Pragmatyka dodaje wiedzę o świecie i kontekst zewnętrzny, pozwalając nam domyślić się podtekstu. Złożone zastosowania NLP, takie jak wykrywanie sarkazmu, streszczanie i modelowanie tematyczne, to przykłady zadań, które intensywnie używają kontekstu.


    Lingwistyka to nauka o języku, a zatem bardzo rozległa dziedzina, a my przedstawiliśmy tylko kilka podstawowych pojęć, aby zilustrować rolę wiedzy lingwistycznej w NLP. Różne zadania NLP wymagają różnego stopnia wiedzy o tych podstawowych elementach budulcowych języka. Zainteresowany czytelnik może sięgnąć po książki Emily Bender [3, 4] poświęcone lingwistyce w NLP. Teraz, kiedy wiemy już, z czego składa się język, zastanówmy się, dlaczego komputery mają problemy ze zrozumieniem języka i co sprawia, że NLP jest trudnym wyzwaniem.


    Dlaczego NLP jest trudnym wyzwaniem?


    Co sprawia, że NLP jest trudnym wyzwaniem? Między innymi wieloznaczność i kreatywność ludzkiego języka. W tym punkcie zbadamy bliżej te cechy, zaczynając od wieloznaczności.


    Wieloznaczność


    Większość ludzkich języków jest z natury niejednoznaczna. Rozważ następujące angielskie zdanie: „I made her duck”. Ma ono wiele znaczeń. Pierwsze to: „Ugotowałem dla niej kaczkę”. Drugie to: „Zmusiłem ją do schylenia się w celu uniknięcia uderzenia przez lecący przedmiot”. (Istnieją też inne możliwe znaczenia; pozostawiamy je do wymyślenia czytelnikowi). Wieloznaczność wynika tu z użycia słowa „made”. To, które z tych dwóch znaczeń jest właściwe, zależy od kontekstu, w jakim wypowiedziano zdanie. Jeśli zdanie pojawia się w opowiadaniu o matce i dziecku, prawdopodobnie chodzi o pierwsze znaczenie. Ale jeśli pojawia się w książce o sporcie, prawdopodobnie chodzi o drugie znaczenie. Przykład, który widzieliśmy, to zdanie bezpośrednie.


    Jeśli chodzi o język figuratywny — tzn. idiomy — wieloznaczność jest jeszcze większa. Na przykład: „He is as good as John Doe”. Jak dobry jest ten, o kim mowa? Odpowiedź zależy od tego, jak dobry jest John Doe. Na rysunku 1.7 przedstawiono kilka przykładów ilustrujących wieloznaczność języka.
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    Rysunek 1.7. Przykłady wieloznaczności języka zaczerpnięte z Winograd Schema Challenge


    Przykłady pochodzą z zestawu testów Winograd Schema Challenge [5] nazwanego tak na cześć profesora Terry’ego Winograda z Uniwersytetu Stanforda. W zestawie tym znajdują się pary zdań, które różnią się tylko kilkoma słowami, ale zmiany te często powodują odwrócenie znaczenia. Przykłady te są zrozumiałe dla ludzi, ale nie można ich rozwiązać z użyciem większości technik NLP. Przyjrzyj się parom zdań na rysunku i związanym z nimi pytaniom. To, jak zmienia się odpowiedź wskutek zmiany jednego słowa, powinno być oczywiste. W ramach innego eksperymentu możesz skorzystać z jakiegoś gotowego systemu NLP, takiego jak Google Translate, aby sprawdzić, jak wieloznaczność wpływa (lub nie wpływa) na generowane wyniki.


    Powszechna wiedza


    Kluczowym aspektem każdego ludzkiego języka jest „powszechna wiedza”. To zbiór wszystkich faktów, które są znane większości ludzi. Podczas każdej konwersacji zakłada się, że fakty te są znane rozmówcom, więc nie wspomina się o nich jawnie, ale mają one wpływ na znaczenie zdań. Rozważ dwa zdania: „Człowiek ugryzł psa” i „Pies ugryzł człowieka”. Wiemy, że sytuacja z pierwszego zdania raczej się nie zdarzyła, a ta druga jest bardzo prawdopodobna. Dlaczego? Ponieważ wiadomo, że ludzie zwykle nie gryzą psów, wiadomo też, że psy często gryzą ludzi. Wiedza ta jest nam potrzebna, żeby orzec, że pierwsze zdanie zapewne jest fałszywe, a drugie prawdziwe. Zauważ jednak, że ta powszechna wiedza nie została wspomniana w żadnym zdaniu. Ludzie nieustannie wykorzystują powszechną wiedzę do rozumienia i przetwarzania języka. W powyższym przykładzie dwa zdania są bardzo podobne składniowo i komputer miałby problem z ich rozróżnieniem, gdyż brakuje mu powszechnej wiedzy, którą mają ludzie. Jednym z kluczowych wyzwań NLP jest zakodowanie powszechnej ludzkiej wiedzy w modelu komputerowym.


    Kreatywność


    Język to nie tylko reguły; ma on również aspekt kreatywny. W każdym języku używa się różnych stylów, dialektów, rejestrów i odmian. Doskonałym przykładem kreatywności w języku są wiersze. Sprawienie, żeby maszyny rozumiały kreatywność, to trudny problem nie tylko w NLP, ale w ogóle w dziedzinie sztucznej inteligencji.


    Różnorodność języków


    W przypadku większości języków świata nie ma bezpośredniego odwzorowania między ich słownikami. Utrudnia to przenoszenie rozwiązań NLP między językami. Rozwiązanie, które działa dobrze w jednym języku, może w ogóle nie działać w drugim. Oznacza to, że trzeba albo zbudować rozwiązanie neutralne językowo, albo budować oddzielnie rozwiązania dla każdego języka. To pierwsze jest trudne koncepcyjnie, to drugie pochłania mnóstwo pracy i czasu.


    Wszystkie te problemy sprawiają, że praca z NLP jest bardzo trudna, choć satysfakcjonująca. Zanim pokażemy, jak NLP radzi sobie z tymi wyzwaniami, powinieneś poznać typowe podejścia do rozwiązywania problemów NLP. Zaczniemy od omówienia związków uczenia maszynowego i uczenia głębokiego z NLP, a następnie przyjrzymy się różnym podejściom do NLP.


    Uczenie maszynowe, uczenie głębokie i NLP — przegląd


    Mówiąc nieformalnie, sztuczna inteligencja (ang. artificial intelligence — AI) to gałąź informatyki, która zajmuje się budowaniem systemów zdolnych do wykonywania zadań wymagających ludzkiej inteligencji. Fundamenty AI utworzono w latach 50. ubiegłego wieku podczas warsztatów zorganizowanych w Dartmouth College [6]. Początkowo AI budowano głównie z systemów opartych na logice, heurystyce i regułach. Uczenie maszynowe (ang. machine learning — ML) to odnoga AI zajmująca się opracowywaniem algorytmów, które uczą się wykonywać zadania na podstawie dużej liczby przykładów, bez ręcznego kodowania reguł. Uczenie głębokie (ang. deep learning — DL) to odmiana uczenia maszynowego wykorzystująca sztuczne sieci neuronowe. ML, DL i NLP to poddziedziny AI, a ich wzajemne relacje zilustrowano na rysunku 1.8.
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    Rysunek 1.8. Relacje między NLP, ML i DL


    Choć dziedziny NLP, ML i DL częściowo się nakładają, są to różne obszary badań, jak pokazuje rysunek. Podobnie jak inne wczesne prace AI, pierwsze aplikacje NLP również były oparte na regułach i heurystyce. Jednak w ciągu ostatnich dziesięcioleci do tworzenia aplikacji NLP zaczęto używać metod ML. W związku z tym warto powiedzieć tu kilka słów o ML i DL.


    Celem systemów ML jest „uczenie się” wykonywania zadań na podstawie przykładów (zwanych danymi treningowymi) bez jasno sprecyzowanych instrukcji. Zwykle robi się to poprzez utworzenie liczbowej reprezentacji (zwanej cechami) danych treningowych i wykorzystanie tej reprezentacji do nauczenia systemu wzorców zawartych w danych. Algorytmy uczenia maszynowego można podzielić na trzy podstawowe paradygmaty: uczenie nadzorowane (ang. supervised learning), uczenie nienadzorowane (ang. unsupervised learning) i uczenie ze wzmocnieniem (ang. reinforcement learning). W uczeniu nadzorowanym celem jest nauczenie się funkcji odwzorowywania wejścia na wyjście na podstawie dużej liczby przykładów w postaci par wejście – wyjście. Pary wejście – wyjście są znane jako dane treningowe, a same wyjścia określa się mianem etykiet lub prawdy podstawowej (ang. ground truth). Przykładem problemu uczenia nadzorowanego jest nauka klasyfikowania wiadomości e-mail jako spamu lub nie spamu na podstawie tysięcy przykładów z obu kategorii. Jest to typowy scenariusz w NLP, a w tej książce znajdziesz wiele przykładów uczenia nadzorowanego, zwłaszcza w rozdziale 4.


    Uczenie nienadzorowane to metody uczenia maszynowego, które mają na celu znajdowanie ukrytych wzorców w danych wejściowych bez żadnych wyjściowych danych odniesienia. To znaczy, że — w przeciwieństwie do uczenia nadzorowanego — uczenie nienadzorowane działa na dużych zbiorach nieoznakowanych danych. W NLP przykładem takiego zadania jest identyfikowanie tematów w dużych zbiorach danych tekstowych bez żadnej uprzedniej wiedzy o tych tematach. Jest to tzw. modelowanie tematyczne, które omówimy w rozdziale 7.


    W rzeczywistych projektach NLP często używa się uczenia półnadzorowanego, w którym mamy niewielki zbiór etykietowanych danych i duży zbiór danych bez etykiet. Techniki półnadzorowane wiążą się z użyciem obu zbiorów danych w celu nauczenia systemu danego zadania. Wreszcie uczenie ze wzmocnieniem polega na uczeniu systemu metodą prób i błędów i cechuje się brakiem dużej ilości danych czy to z etykietami, czy bez nich. Nauka odbywa się w izolowanym środowisku, a postępy osiąga się poprzez informacje zwrotne (nagrody lub kary). Ta odmiana uczenia nie jest (jeszcze) często spotykana w praktycznych systemach NLP. Częściej widuje się ją w takich zastosowaniach jak komputerowe szachy lub go, projektowanie pojazdów autonomicznych i robotyka.


    Uczenie głębokie to uczenie maszynowe oparte na sztucznych sieciach neuronowych. Inspiracją do powstania sieci neuronowych były neurony w ludzkim mózgu i ich wzajemne interakcje. W minionej dekadzie architektury neuronowe oparte na uczeniu głębokim wykorzystano do ulepszenia wielu inteligentnych aplikacji, takich jak rozpoznawanie obrazów i mowy oraz tłumaczenie maszynowe. Dlatego w branży pojawiło się wiele rozwiązań opartych na uczeniu głębokim, w tym aplikacje NLP.


    W naszej książce wyjaśnimy, jak wykorzystuje się wszystkie te sposoby do tworzenia różnych aplikacji NLP. Opiszmy teraz różne podejścia do rozwiązywania problemów NLP.


    Podejścia do NLP


    Sposoby rozwiązywania problemów NLP można podzielić na trzy kategorie: heurystyka, uczenie maszynowe i uczenie głębokie. Ten podrozdział jest krótkim wprowadzeniem do każdego podejścia — nie martw się, jeśli w pełni nie zrozumiesz wspomnianych tu koncepcji, ponieważ zostaną one opisane szczegółowo dalej w książce. Zacznijmy od omówienia NLP opartego na heurystyce.


    NLP oparte na heurystyce


    Podobnie jak inne wczesne systemy AI, pierwsze systemy NLP realizowały swoje zadania na podstawie reguł. Deweloperzy musieli zatem mieć specjalistyczną wiedzę w danej dziedzinie, aby sformułować reguły dołączane do programu. Systemy te wymagały również takich zasobów jak słowniki i tezaurusy, zwykle kompilowanych i przekształcanych w postać cyfrową w dłuższych okresach. Przykładem projektowania reguł w celu rozwiązania problemu NLP z wykorzystaniem takich zasobów jest analiza odczuć oparta na leksykonie. Opiszemy ją krótko w rozdziale 4.


    Oprócz słowników i tezaurusów tworzono również bardziej rozbudowane bazy wiedzy do wspomagania NLP, zwłaszcza NLP opartego na regułach. Przykładem jest WordNet [7], baza słów i semantycznych relacji między nimi. Przykładami takich relacji są synonimy, hiponimy i meronimy. Synonimy to słowa o podobnym znaczeniu. Hiponimy reprezentują relację „jest typem czegoś”, np. bejsbol, sumo i tenis to hiponimy sportu. Meronimy reprezentują relację „jest częścią czegoś”, np. ręce i nogi to meronimy ciała. Wszystkie te informacje przydają się podczas budowania systemów przetwarzania języka na podstawie reguł. Na rysunku 1.9 pokazano graficzną reprezentację takich relacji między słowami w bazie WordNet.
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    Rysunek 1.9. Graf bazy WordNet dla słowa „sport” [8]


    Od niedawna do baz wiedzy takich jak Open Mind Common Sense [9] dodaje się także „zdroworozsądkową” wiedzę o świecie, co również wspomaga systemy oparte na regułach. Choć do tej pory mówiliśmy głównie o zasobach leksykalnych w postaci słów, systemy oparte na regułach mogą wykraczać poza słowa i wykorzystywać inne formy informacji. Niektóre z nich przedstawiono poniżej.


    Wyrażenia regularne („regeksy”) to znakomite narzędzie do analizowania tekstu i budowania systemów opartych na regułach. Regex to zbiór znaków albo wzorzec używany do dopasowywania i wyszukiwania podłańcuchów w tekście. Na przykład regex „^([a-zA-Z0-9_\-\.]+)@([a-zA-Z0-9_\-\.]+)\.([a-zA-Z]{2,5})$” pozwala znaleźć adresy e-mail w pewnym fragmencie tekstu. Regeksy są doskonałym sposobem dodawania wiedzy dziedzinowej do systemu NLP. Na przykład mamy skargi klientów zgłaszane za pośrednictwem czatu lub poczty e-mail i chcemy zbudować system automatycznie identyfikujący produkt, którego dotyczy skarga. Istnieje zbiór kodów produktów, które można odwzorować na określone nazwy marek. Aby je dopasowywać, możemy użyć wyrażeń regularnych.


    Regeksy to bardzo popularny paradygmat budowania systemów opartych na regułach. Na przykład oprogramowanie StanfordCoreNLP obejmuje TokensRegex [10], platformę do definiowania wyrażeń regularnych. Stosuje się ją do identyfikowania wzorców w tekście i tworzenia reguł na podstawie dopasowanego tekstu. Regeksów używa się do dopasowywania deterministycznego — tzn. coś albo pasuje, albo nie. Regeksy probabilistyczne to odmiana wyrażeń regularnych, która nie ma tego ograniczenia i pozwala określać prawdopodobieństwo dopasowania. Zainteresowani czytelnicy mogą przyjrzeć się bibliotekom takim jak pregex [11].


    Gramatyka bezkontekstowa (ang. context-free grammar — CFG) to typ formalnej gramatyki używanej do modelowania języków naturalnych. Jej twórcą jest profesor Noam Chomsky, słynny lingwista i naukowiec. CFG można wykorzystać do wyodrębniania bardziej skomplikowanych, hierarchicznych informacji, które mogłyby umknąć wyrażeniu regularnemu. Parser Earley [12] umożliwia analizę składniową tekstu według najróżniejszych gramatyk CFG. Aby modelować bardziej skomplikowane reguły, można posłużyć się językiem gramatycznym takim jak JAPE (Java Annotation Patterns Engine) [13]. JAPE łączy funkcje regeksów i gramatyk CFG i jest używany w opartych na regułach systemach NLP takich jak GATE (General Architecture for Text Engineering) [14]. GATE przydaje się do ekstrakcji tekstu w zamkniętych, dobrze zdefiniowanych dziedzinach, w których ważne są dokładność i kompletność. Na przykład JAPE i GATE wykorzystano do ekstrakcji informacji o procedurach wszczepiania implantów z raportów klinicznych [15]. Na rysunku 1.10 jako przykład systemu opartego na regułach pokazano interfejs GATE z kilkoma wyróżnionymi w tekście typami informacji.
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    Rysunek 1.10. Narzędzie GATE


    Reguły i heurystyka wciąż odgrywają ważną rolę w cyklu życia projektów NLP. Są dobrym sposobem na budowanie początkowych wersji systemów NLP. Mówiąc najprościej: reguły i heurystyka pomagają szybko zbudować pierwszą wersję modelu i lepiej zrozumieć problem. Omówimy to szczegółowo w rozdziałach 4. i 11. Reguły i heurystyka bywają też przydatne jako dodatkowe funkcje systemów NLP opartych na uczeniu maszynowym. Używa się ich m.in. do domykania luk w systemie. Każdy system NLP zbudowany z wykorzystaniem technik statystycznych, uczenia maszynowego lub uczenia głębokiego będzie popełniał pomyłki. Niektóre pomyłki mogą być zbyt kosztowne — jak w przypadku systemu medycznego, który analizuje dokumentację pacjenta i błędnie decyduje, że nie trzeba wykonywać jakiegoś krytycznego testu. Tego rodzaju pomyłka mogłaby nawet kosztować czyjeś życie. Reguły i heurystyka to świetny sposób na wyeliminowanie takich luk z systemu produkcyjnego. Przejdźmy teraz do technik uczenia maszynowego stosowanych w NLP.


    Uczenie maszynowe w NLP


    Techniki uczenia maszynowego stosuje się do danych tekstowych tak samo jak do innych form danych, takich jak obrazy, mowa i dane ustrukturyzowane. Metody uczenia nadzorowanego, np. klasyfikację i regresję, intensywnie wykorzystuje się do różnych zadań NLP. Przykładowym zadaniem klasyfikacyjnym NLP jest klasyfikowanie artykułów prasowych według określonych tematów, takich jak sport lub polityka. Natomiast metody regresyjne, które dają prognozę liczbową, można wykorzystać do szacowania ceny akcji na podstawie dyskusji o tych akcjach w mediach społecznościowych. Ponadto nienadzorowanych algorytmów grupowania można użyć do sortowania dokumentów tekstowych.


    Każde podejście do NLP oparte na uczeniu maszynowym, nadzorowanym czy nie, zwykle składa się z trzech etapów: ekstrakcja cech z tekstu, użycie reprezentacji cech do uczenia modelu oraz ocenianie i ulepszanie modelu. Więcej o reprezentacji cech w odniesieniu do tekstu powiemy w rozdziale 3., a o ocenianiu — w rozdziale 2. Teraz krótko omówimy niektóre metody nadzorowanego uczenia maszynowego modeli NLP, których często używa się na drugim etapie (zastosowanie reprezentacji cech do uczenia modelu). Podstawowa wiedza o tych metodach pomoże Ci zrozumieć pojęcia omawiane w dalszych rozdziałach.


    Naiwny klasyfikator bayesowski


    Naiwny klasyfikator bayesowski to klasyczny algorytm do zadań klasyfikacyjnych [16], który opiera się głównie na twierdzeniu Bayesa (jak widać po nazwie). Wykorzystując twierdzenie Bayesa, oblicza prawdopodobieństwo zaobserwowania pewnej etykiety klasy na podstawie zbioru cech danych wejściowych. Charakterystyczne dla tego algorytmu jest to, że zakłada, iż każda cecha jest niezależna od innych. We wspomnianym wcześniej przykładzie klasyfikowania artykułów prasowych jednym ze sposobów liczbowego reprezentowania tekstu byłoby użycie liczb słów specyficznych dla poszczególnych dziedzin, takich jak sport lub polityka, które są obecne w tekście. Zakładamy, że liczby te nie są skorelowane. Jeśli to założenie jest uzasadnione, możemy użyć naiwnego klasyfikatora bayesowskiego do klasyfikowania artykułów prasowych. Choć w wielu przypadkach założenie to jest wątpliwe, naiwny klasyfikator bayesowski powszechnie stosuje się jako początkowy algorytm do klasyfikowania tekstów, głównie dlatego, że jest zrozumiały oraz bardzo szybki w treningu i użyciu.


    Maszyna wektorów nośnych


    Innym popularnym algorytmem klasyfikacyjnym jest maszyna wektorów nośnych (ang. support vector machine — SVM) [17]. Celem każdej metody klasyfikacji jest wyznaczenie granicy decyzyjnej, która rozdziela różne kategorie tekstu (np. polityka kontra sport w naszym przykładzie klasyfikacji artykułów). Ta granica decyzyjna może być liniowa albo nieliniowa (np. okrąg). Maszyna SVM może nauczyć się zarówno liniowej, jak i nieliniowej granicy decyzyjnej w celu oddzielania punktów danych należących do różnych klas. W przypadku liniowej granicy decyzyjnej dane są reprezentowane w sposób, w którym różnice między klasami stają się oczywiste. Jeśli chodzi o dwuwymiarowe reprezentacje cech, przykład pokazano na rysunku 1.11, na którym czarne i białe punkty należą do różnych klas (np. do artykułów sportowych i politycznych). SVM uczy się optymalnej granicy decyzyjnej, maksymalizując odległość między punktami należącymi do różnych klas. Największą zaletą maszyn SVM jest odporność na zmienność i szumy w danych. Głównymi wadami są czas treningu i złe skalowanie w przypadku dużej ilości danych treningowych.
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    Rysunek 1.11. Dwuwymiarowa reprezentacja cech SVM


    Ukryty model Markowa


    Ukryty model Markowa (ang. Hidden Markov Model — HMM) to model statystyczny [18], który zakłada, że istnieje nieobserwowalny proces z ukrytymi stanami, który generuje dane — tzn. możemy zaobserwować dane dopiero po tym, jak zostaną wygenerowane. HMM próbuje następnie wymodelować ukryte stany na podstawie tych danych. Rozważmy zadanie NLP polegające na oznaczaniu części mowy (ang. part of speech — POS), które przypisuje tagi POS wyrazom w zdaniu. Zakładamy tu, że tekst jest generowany według pewnej bazowej gramatyki, która jest ukryta pod tekstem. Ukryte stany to części mowy, które definiują strukturę zdania zgodnie z gramatyką języka, ale my obserwujemy tylko słowa, które podlegają tym niewidocznym stanom. Jednocześnie modele HMM przyjmują założenie Markowa, co oznacza, że każdy ukryty stan jest zależny od poprzedniego stanu lub stanów. Ludzkie języki mają sekwencyjną naturę, a bieżące słowo w zdaniu zależy od tego, co było wcześniej. Dlatego modele HMM z tymi dwoma założeniami są bardzo skutecznym narzędziem do modelowania danych tekstowych. Na rysunku 1.12 pokazano przykład modelu HMM, który określa części mowy w danym zdaniu. Części mowy takie jak JJ (przymiotnik) i NN (rzeczownik) to stany ukryte, podczas gdy zdanie „natural language processing ( nlp ) …” jest tym, co obserwujemy bezpośrednio.
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    Rysunek 1.12. Reprezentacja graficzna ukrytego modelu Markowa


    Szczegółowe omówienie HMM w kontekście NLP znajduje się w rozdziale 8. książki Speech and Language Processing profesora Jurafsky’ego [19].


    Warunkowe pola losowe


    Warunkowe pole losowe (ang. conditional random field — CRF) to kolejny algorytm używany do przetwarzania danych sekwencyjnych. CRF zasadniczo przeprowadza zadanie klasyfikacyjne na każdym elemencie w sekwencji [20]. Wyobraź sobie ten sam przykład tagowania POS, w którym CRF potrafi oznaczać słowo po słowie poprzez wybieranie jednej części mowy z puli wszystkich dostępnych tagów POS. Ponieważ algorytm uwzględnia sekwencyjność danych wejściowych i kontekst tagów, jest bardziej ekspresywny niż zwykłe metody klasyfikacji i zazwyczaj działa lepiej. CRF osiąga lepsze wyniki niż HMM w takich zadaniach jak tagowanie POS, które polegają na sekwencyjnej naturze języka. Algorytmy CRF, ich odmiany i zastosowania omówimy w rozdziałach 5., 6. i 9.


    Przedstawiliśmy niektóre popularne algorytmy ML, które wykorzystuje się często do zadań NLP. Znajomość tych metod ML pomoże zrozumieć różne rozwiązania omawiane w tej książce. Warto też wiedzieć, kiedy warto używać poszczególnych algorytmów, o czym będzie mowa w kolejnych rozdziałach. Czytelnikom, którzy chcieliby dowiedzieć się więcej o etapach i teoretycznych szczegółach procesu uczenia maszynowego, polecamy podręcznik Pattern Recognition and Machine Learning Christophera Bishopa [21]. Bardziej praktyczne spojrzenie na uczenie maszynowe można znaleźć w doskonałej książce Aureliena Gerona [22]. Przyjrzyjmy się teraz podejściom do NLP opartym na uczeniu głębokim.


    Uczenie głębokie w NLP


    Krótko wspomnieliśmy o popularnych metodach uczenia maszynowego, których intensywnie używa się w różnych zadaniach NLP. W ciągu kilku ostatnich lat zaczęto na dużą skalę wykorzystywać sieci neuronowe do przetwarzania złożonych, nieustrukturyzowanych danych. Język jest z natury skomplikowany i nieustrukturyzowany, dlatego do zrozumienia i rozwiązania problemów językowych potrzebujemy modeli o większych możliwościach reprezentacji i uczenia się. Oto kilka popularnych architektur głębokich sieci neuronowych, które obecnie są standardem w świecie NLP.


    Rekurencyjne sieci neuronowe


    Jak wspomniano wcześniej, język jest z natury sekwencyjny. Zdanie w dowolnym języku przepływa w jednym kierunku (np. angielski czyta się od lewej do prawej), zatem model, który potrafi progresywnie odczytywać tekst wejściowy od jednego do drugiego końca, może być bardzo przydatny do zrozumienia języka. Rekurencyjne sieci neuronowe (ang. recurrent neural network — RNN) są zaprojektowane specjalnie z myślą o takim sekwencyjnym przetwarzaniu i nauce. Sieci RNN mają jednostki neuronowe zdolne do zapamiętywania, co przetworzyły do tej pory. Pamięć ta jest temporalna, a informacje są zapisywane i aktualizowane w kolejnych etapach czasowych, w miarę jak RNN odczytuje następne słowo z wejścia. Na rysunku 1.13 przedstawiono rozwiniętą sieć RNN i sposób, w jaki śledzi ona dane wejściowe na różnych etapach czasowych.
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    Rysunek 1.13. Rozwinięta rekurencyjna sieć neuronowa [23]


    Sieci RNN mają duże możliwości i działają dobrze w różnorodnych zadaniach NLP, takich jak klasyfikacja tekstu, rozpoznawanie nazwanych encji, tłumaczenie maszynowe itd. Sieci RNN można również używać do generowania tekstu, kiedy celem jest odczytywanie poprzedniego tekstu i przewidywanie następnego słowa lub znaku. Szczegółowe omówienie wszechstronności sieci RNN oraz zakresu ich zastosowań w NLP i nie tylko można znaleźć w artykule The Unreasonable Effectiveness of Recurrent Neural Networks („Niedorzeczna efektywność rekurencyjnych sieci neuronowych”) [24].


    Długa pamięć krótkoterminowa


    Pomimo swoich możliwości i wszechstronności sieci RNN są „zapominalskie” — nie potrafią zapamiętać dłuższych kontekstów i dlatego nie działają dobrze, gdy wprowadzany tekst jest długi, co zwykle ma miejsce w przypadku danych tekstowych. Sieci z długą pamięcią krótkotrwałą (ang. long short-term memory — LSTM), odmianę sieci RNN, wymyślono w celu złagodzenia tego problemu. Sieci LSTM omijają go, ignorując nieistotny kontekst i zapamiętując tylko tę część kontekstu, która jest potrzebna do rozwiązania danego zadania. Eliminuje to konieczność zapamiętywania bardzo długiego kontekstu w jednej reprezentacji wektorowej. Z tej przyczyny sieci LSTM zastąpiły sieci RNN w większości praktycznych zastosowań. Bramkowane jednostki rekurencyjne (ang. gated recurrent unit — GRU) to kolejna odmiana RNN, której używa się głównie do generowania języka. (Rodzinę modeli RNN szczegółowo opisuje artykuł Christophera Olaha [23]). Na rysunku 1.14 zilustrowano architekturę pojedynczej komórki LSTM. Konkretne zastosowania LSTM w różnych aplikacjach NLP omówimy w rozdziałach 4., 5., 6. i 9.
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    Rysunek 1.14. Architektura komórki LSTM [23]


    Konwolucyjne sieci neuronowe


    Konwolucyjne sieci neuronowe (ang. convolutional neural network — CNN) są bardzo popularne i często używane w zadaniach wizji komputerowej, takich jak klasyfikacja obrazu, rozpoznawanie wideo itd. Odnoszą również sukcesy w NLP, zwłaszcza w zadaniach związanych z klasyfikacją tekstu. Każde słowo w zdaniu można zastąpić odpowiadającym mu wektorem słowa, a wszystkie wektory mają ten sam rozmiar (d) (zob. punkt „Osadzenia słów” w rozdziale 3.). Dzięki temu można układać je jeden na drugim, tworząc macierz lub tablicę 2D o wymiarze n × d, gdzie n to liczba słów w zdaniu, a d to rozmiar wektorów słów. Macierz tę można traktować podobnie jak obraz i modelować za pomocą CNN. Główną zaletą sieci CNN jest możliwość jednoczesnego spojrzenia na grupę słów z wykorzystaniem okna kontekstowego. Na przykład próbujemy klasyfikować odczucia i otrzymujemy wejściowe zdanie typu: „Bardzo lubię ten film!”. Aby zrozumieć sens tego zdania, najlepiej przyjrzeć się słowom i różnym zbiorom sąsiadujących ze sobą słów. Sieci CNN potrafią to robić właśnie ze względu na swoją architekturę. Omówimy to dokładniej w późniejszych rozdziałach. Na rysunku 1.15 pokazano sieć CNN, która operuje na fragmencie tekstu w celu wyodrębnienia przydatnych fraz, aby ostatecznie wyznaczyć liczbę binarną wskazującą odczucia wyrażone w zdaniu w danym fragmencie tekstu.
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    Rysunek 1.15. Model CNN w działaniu [27]


    Jak pokazano na rysunku, CNN wykorzystuje zbiór warstw konwolucyjnych i łączących, aby uzyskać skondensowaną reprezentację tekstu, która następnie jest podawana na wejście w pełni połączonej warstwy w celu nauczenia sieci pewnych zadań NLP, takich jak klasyfikacja tekstu. Więcej informacji o używaniu sieci CNN do NLP można znaleźć w pozycjach [25] i [26]. Opiszemy je również w rozdziale 4.


    Transformatory


    Transformatory [28] to najnowszy konkurent w lidze modeli uczenia głębokiego na użytek NLP. W ciągu ostatnich dwóch lat zastosowano je do prawie wszystkich głównych zadań NLP. Modelują one kontekst tekstowy, ale nie w sposób sekwencyjny. Uwzględniając słowo na wejściu, przyglądają się wszystkim słowom wokół niego (co określa się mianem samouwagi) i reprezentują każde słowo w odniesieniu do jego kontekstu. Na przykład angielskie słowo „bank” może mieć różne znaczenia w zależności od kontekstu, w jakim się pojawia. Kiedy jest mowa o finansach, to „bank” prawdopodobnie oznacza instytucję finansową. Z drugiej strony, jeśli tekst dotyczy rzeki, słowo „bank” prawdopodobnie odnosi się do jej brzegu. Transformatory mogą modelować taki kontekst i dlatego intensywnie używa się ich w zadaniach NLP ze względu na większe zdolności reprezentacji w porównaniu z innymi sieciami głębokimi.


    Niedawno duże transformatory zastosowano do uczenia transferowego z mniejszymi zadaniami podrzędnymi. Uczenie transferowe to technika AI, w której wiedzy zyskanej podczas rozwiązywania jednego problemu używa się w innym, ale powiązanym problemie. W przypadku transformatorów pomysł polega na tym, żeby wytrenować bardzo duży tryb transformacyjny w sposób nienadzorowany (co nazywa się treningiem wstępnym), aby przewidywały część zdania na podstawie reszty treści, a przez to mogły kodować wysokopoziomowe niuanse języka zawartego w tekście. Modele te szkoli się na ponad 40 GB danych tekstowych zgromadzonych z całego internetu. Przykładem dużego transformatora jest BERT (Bidirectional Encoder Representations from Transformers) [29], pokazany na rysunku 1.16, który został wstępnie wytrenowany na ogromnym zbiorze danych i udostępniony na zasadach open source przez Google’a.
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    Rysunek 1.16. Architektura BERT — wstępnie wytrenowany model i dostrojone modele specyficzne dla zadania


    Wstępnie wytrenowany model pokazano po lewej stronie rysunku 1.16. Model ten następnie dostraja się do podrzędnych zadań NLP, takich jak klasyfikacja tekstu, ekstrakcja encji, odpowiadanie na pytania itd., jak pokazano po prawej stronie rysunku 1.16. Ze względu na ogromną ilość wstępnie nabytej wiedzy BERT efektywnie przekazuje wiedzę do zadań podrzędnych i w wielu z nich dorównuje najlepszym obecnie znanym technikom. W książce opiszemy wiele przykładów używania BERT-a do różnych zadań. Na rysunku 1.17 przedstawiono działanie mechanizmu samouwagi, który jest kluczowym komponentem transformatora. Zainteresowani czytelnicy mogą zajrzeć do artykułu [30], aby dowiedzieć się więcej o mechanizmach samouwagi i architekturze transformatorów. Model BERT i jego zastosowania omówimy w rozdziałach 4., 6. i 10.
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    Rysunek 1.17. Mechanizm samouwagi w transformatorze [30]


    Autoenkodery


    Autoenkoder to sieć innego rodzaju, której używa się głównie do uczenia się skompresowanej reprezentacji wektorowej wejścia. Jeśli chcemy np. reprezentować tekst poprzez wektor, jaki jest na to dobry sposób? Możemy nauczyć się funkcji odwzorowującej tekst wejściowy na wektor. Aby ta funkcja odwzorowująca była użyteczna, „rekonstruujemy” dane wejściowe z powrotem z reprezentacji wektorowej. Jest to forma uczenia nienadzorowanego, ponieważ nie potrzebujemy do niej etykiet dodawanych przez człowieka. Po treningu uzyskujemy reprezentację wektorową, która jest tekstem wejściowym zakodowanym w postaci gęstego wektora. Autoenkoderów zwykle używa się do tworzenia reprezentacji cech potrzebnej do dalszych zadań. Architekturę autoenkodera przedstawiono na rysunku 1.18.
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    Rysunek 1.18. Architektura autoenkodera


    W tym modelu warstwa ukryta zapewnia skompresowaną reprezentację danych wejściowych, która odzwierciedla ich istotę, a warstwa wyjściowa (dekoder) rekonstruuje reprezentację wejściową na podstawie reprezentacji skompresowanej. Choć architektura autoenkodera pokazana na rysunku 1.18 nie radzi sobie ze specyficznymi właściwościami danych sekwencyjnych takich jak tekst, to niektóre odmiany autoenkoderów, np. autoenkoder LSTM, działają całkiem dobrze. Więcej informacji o autoenkoderach można znaleźć w książce [31].


    W tym podrozdziale krótko przedstawiliśmy popularne architektury DL związane z NLP. Więcej ogólnych informacji o architekturach uczenia głębokiego znajdziesz w książce [31], a o stosowaniu ich w NLP — w artykule [25]. Mamy nadzieję, że to wprowadzenie pomoże Ci zrozumieć zastosowania DL omawiane dalej w naszej książce.


    Zważywszy na niedawne osiągnięcia modeli DL, można by pomyśleć, że DL staje się preferowanym sposobem budowania systemów NLP. W praktyce wygląda to zupełnie inaczej. Wyjaśnijmy, z czego to wynika.


    Dlaczego uczenie głębokie nie jest jeszcze „srebrną kulą” NLP?


    W ciągu kilku ostatnich lat uczenie głębokie poczyniło wielkie postępy w NLP. Jeśli np. chodzi o klasyfikację tekstu, modele LSTM i CNN przewyższyły skuteczność standardowych technik uczenia maszynowego, takich jak naiwny klasyfikator bayesowski i SVM, w wielu zadaniach klasyfikacyjnych. Modele LSTM działają też lepiej w zadaniach etykietowania sekwencji, takich jak ekstrakcja encji, w porównaniu z modelami CRF. Niedawno faktycznym standardem w większości tych zadań NLP, od klasyfikacji do etykietowania sekwencji, stały się zaawansowane modele transformacyjne. Popularnym trendem jest używanie dużych (pod względem liczby parametrów) transformatorów, trenowanie ich na ogromnych zbiorach danych pod kątem ogólnych zadań NLP, takich jak modelowanie językowe, a następnie dostosowywanie ich do mniejszych zadań. To podejście (znane jako uczenie transferowe) przyniosło również sukcesy w innych dziedzinach, takich jak wizja i mowa komputerowa.


    Pomimo tych sukcesów DL wciąż nie jest panaceum na wszystkie problemy NLP w rzeczywistych zastosowaniach. Kilka kluczowych powodów takiego stanu rzeczy opisano poniżej.


    Nadmierne dopasowanie w przypadku małych zbiorów danych


    Modele DL zwykle mają więcej parametrów niż tradycyjne modele ML, co oznacza, że cechują się większą ekspresywnością. Ma to swoją ciemną stronę. Brzytwa Ockhama [32] sugeruje, że jeśli wszystkie inne kryteria są jednakowe, zawsze powinno się wybierać rozwiązanie prostsze. Często zdarza się, że w fazie rozwojowej nie jest dostępna wystarczająca ilość danych treningowych do wyszkolenia skomplikowanej sieci. W takich przypadkach lepiej wybrać prostszy model zamiast DL. Modele DL nadmiernie dopasowują się do małych zbiorów danych, co pogarsza ich zdolność generalizacji, a to z kolei prowadzi do niezadowalającego działania w środowisku produkcyjnym.


    Uczenie na nielicznych przykładach i generowanie danych syntetycznych


    W takich dziedzinach jak wizja komputerowa uczenie głębokie poczyniło znaczne postępy w uczeniu się na nielicznych przykładach (ang. few-shot learning) i w modelach, które potrafią generować obrazy wysokiej jakości [34]. W związku z tym stało się możliwe trenowanie modeli wizji opartych na DL z wykorzystaniem niewielkiej ilości danych, przez co DL znalazło znacznie więcej zastosowań w środowiskach przemysłowych. Nie opracowano jeszcze podobnych technik DL dla NLP.


    Adaptacja dziedzinowa


    Jeśli weźmiemy duży model DL wytrenowany na zbiorach danych należących do pewnych popularnych dziedzin (np. artykułów prasowych) i zastosujemy go do innej, nowszej domeny (np. postów w mediach społecznościowych), jego działanie może być niezadowalające. Ta ograniczona zdolność do generalizacji wskazuje, że modele DL nie zawsze są użyteczne. Na przykład modele wytrenowane na tekstach internetowych i recenzjach produktów nie będą działały dobrze w takich 
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