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    Opinie o książce

    „Przetwarzanie języka naturalnego z wykorzystaniem transformerów”


    Wstępnie wytrenowane modele językowe zrobiły furorę w świecie NLP, a biblioteki takie jak [image: Obraz] Transformers sprawiły, że znacznie łatwiej się ich używa. Kto lepiej nauczy Cię, jak wykorzystać najnowsze przełomy w NLP, niż twórcy wspomnianej biblioteki? Przetwarzanie języka naturalnego z wykorzystaniem transformerów to tytuł odzwierciedlający głęboką wiedzę merytoryczną autorów zarówno w zakresie inżynierii, jak i badań. Niewiele jest książek, które w przystępny sposób łączą postępy badawcze z praktycznymi zastosowaniami. Książka zawiera szczegółowe omówienie najważniejszych metod i zastosowań współczesnego NLP, od modeli wielojęzycznych po wydajne, od odpowiadania na pytania po generowanie tekstu. Każdy rozdział zawiera przegląd zagadnień oparty na przykładach kodu, który ilustruje zalecane podejścia, a także kwestie praktyczne, umożliwiając wykorzystanie modeli badawczych w rzeczywistym świecie. Niezależnie od tego, czy jesteś nowicjuszem, czy weteranem NLP, ta książka poszerzy Twoją wiedzę i pomoże Ci szybciej rozwijać i wdrażać najnowocześniejsze modele.


    — Sebastian Ruder, Google DeepMind


    Transformery zmieniły sposób, w jaki przetwarzamy język naturalny, a biblioteki Hugging Face jako pierwsze pozwoliły wykorzystać je w produktach i badaniach. Lewis Tunstall, Leandro von Werra i Thomas Wolf z zespołu Hugging Face napisali bardzo aktualną książkę zawierającą zrozumiałe i praktyczne wprowadzenie do tego istotnego tematu. Oferuje ona solidne podstawy koncepcyjne dotyczące mechaniki transformerów, przegląd ich typów, a także opis rzeczywistych zastosowań oraz praktycznych zagadnień związanych z trenowaniem transformerów i używaniem ich w środowiskach produkcyjnych. Po przeczytaniu tej bogatej w wiedzę i przejrzyście napisanej książki jestem przekonany, że będzie ona podstawowym źródłem informacji dla wszystkich zainteresowanych nauką transformerów, szczególnie w odniesieniu do przetwarzania języka naturalnego.


    — Delip Rao, autor książki Natural Language Processing and Deep Learning with PyTorch


    Proste wyjaśnienie skomplikowanych zagadnień. Jest to rzadka i cenna książka o NLP, transformerach i rozwijającym się wokół nich ekosystemie Hugging Face. Niezależnie od tego, czy są to dla Ciebie tylko mgliste hasła, czy już dobrze orientujesz się w tych tematach, autorzy z humorem, naukową dyscypliną i mnóstwem przykładowego kodu wprowadzą Cię w tajniki najciekawszej technologii na świecie. Od modeli „gotowych, wstępnie wytrenowanych” po „niestandardowe, budowane od podstaw”, od kwestii wydajnościowych po problemy z brakującymi etykietami, autorzy zajmują się właściwie wszystkimi rzeczywistymi wyzwaniami inżynierów uczenia maszynowego i oferują najnowocześniejsze rozwiązania, dzięki czemu niniejsza książka będzie przez wiele lat wyznaczać standardy w tej dziedzinie.


    — Luca Perrozzi, PhD, kierownik ds. data science i uczenia maszynowego w Accenture

  


  
    Słowo wstępne


    Kiedy czytasz te słowa, dzieje się prawdziwy cud: zawijasy na tej stronie przekształcają się w słowa, koncepcje i emocje, wędrując przez Twoją korę mózgową. Moje myśli z listopada 2021 r. właśnie wdarły się do Twojego mózgu. Jeśli uda im się przyciągnąć Twoją uwagę i przetrwać wystarczająco długo w tym trudnym i wysoce konkurencyjnym środowisku, będą mogły się rozmnożyć, pod warunkiem że podzielisz się nimi z kimś innym. Dzięki językowi myśli stały się unoszącymi się w powietrzu, wysoce zaraźliwymi drobnoustrojami mózgowymi — na które nie ma szczepionki.


    Na szczęście większość zarazków mózgowych jest nieszkodliwa[1], a niektóre są cudownie użyteczne. W rzeczywistości ludzkie zarazki mózgowe składają się na dwa spośród naszych największych skarbów: wiedzę i kulturę. Podobnie jak nie możemy poprawnie trawić bez zdrowych bakterii jelitowych, nie możemy poprawnie myśleć bez zdrowych zarazków mózgowych. Większość Twoich myśli tak naprawdę nie należy do Ciebie: powstawały one, rosły i ewoluowały w wielu innych mózgach, zanim zainfekowały Ciebie. Jeśli więc chcemy budować inteligentne maszyny, musimy znaleźć sposób, aby zarazić również je.


    Dobra wiadomość jest taka, że w ciągu ostatnich paru lat wydarzył się kolejny cud: kilka przełomowych odkryć w dziedzinie uczenia głębokiego zaowocowało powstaniem potężnych modeli językowych. Ponieważ czytasz tę książkę, prawdopodobnie widziałeś kilka zdumiewających demonstracji możliwości takich modeli, na przykład GPT-3, które po krótkiej podpowiedzi, takiej jak „żaba spotyka krokodyla”, potrafią napisać całą historię. Choć jeszcze trochę brakuje im do Szekspira, czasem trudno uwierzyć, że te teksty napisała sztuczna sieć neuronowa. W rzeczywistości w pisaniu tych słów pomaga mi system GitHub Copilot; nigdy nie dowiesz się, ile tak naprawdę napisałem sam.


    Rewolucja wykracza daleko poza generowanie tekstu. Obejmuje całą dziedzinę przetwarzania języka naturalnego (ang. natural language processing, NLP), od klasyfikacji tekstu do streszczania, tłumaczenia, odpowiadania na pytania, czatbotów, rozumienia języka naturalnego (ang. natural language understanding, NLU) i nie tylko. Gdziekolwiek jest język, mowa lub tekst, tam istnieją zastosowania NLP. Już teraz możesz zapytać swój telefon o jutrzejszą pogodę, pogawędzić z wirtualnym asystentem pomocy technicznej w celu rozwiązania jakiegoś problemu albo uzyskać sensowne wyniki w wyszukiwarkach, które wydają się naprawdę rozumieć Twoje pytania. Jednak technologia jest tak nowa, że najlepsze jest zapewne wciąż przed nami.


    Podobnie jak większość postępów w nauce, niedawna rewolucja NLP jest owocem ciężkiej pracy setek anonimowych bohaterów. Można jednak wskazać trzy kluczowe składniki tego sukcesu:


    
      	Transformer to architektura sieci neuronowej zaproponowana w 2017 r. w przełomowym artykule Attention Is All You Need (https://arxiv.org/abs/1706.03762) opublikowanym przez zespół badaczy z firmy Google. W ciągu kilku lat zdominowała ona dziedzinę NLP, wypierając poprzednie architektury zwykle oparte na rekurencyjnych sieciach neuronowych (ang. recurrent neural network, RNN). Architektura transformera doskonale wychwytuje wzorce w długich sekwencjach danych i dobrze radzi sobie z ogromnymi zbiorami danych, do tego stopnia, że obecnie wykorzystuje się je do zadań innych niż NLP, na przykład do przetwarzania obrazów.


      	W większości projektów nie będziesz miał dostępu do ogromnego zbioru danych, który pozwoliłby wytrenować model od zera. Na szczęście często możesz pobrać model, który został wstępnie wytrenowany na ogólnym zbiorze danych; wystarczy, że dostroisz go z wykorzystaniem Twojego własnego (znacznie mniejszego) zbioru danych. Wstępny trening powszechnie wykorzystywano w przetwarzaniu obrazów już od lat 10. obecnego wieku, ale w NLP był on ograniczony do bezkontekstowych osadzeń słów (tzn. gęstych reprezentacji wektorowych pojedynczych słów). Na przykład słowo „bear” miało to samo wstępnie wytrenowane osadzenie zarówno we frazie „teddy bear” (pluszowy miś), jak i „to bear” (dźwigać, znosić). W 2018 r. w kilku artykułach naukowych zaproponowano modele językowe, które można wstępnie trenować, a następnie dostrajać do różnorodnych zadań NLP; zupełnie zmieniło to zasady gry.


      	Przełomem okazały się również repozytoria modeli, takie jak Hugging Face. Początkowo wstępnie wytrenowane modele publikowano w najróżniejszych miejscach, więc wyszukiwanie ich nie było łatwe. Prawo Murphy’ego gwarantowało, że użytkownicy PyTorch znajdą tylko modele TensorFlow i odwrotnie, a już po znalezieniu modelu niełatwo było się domyślić, jak go dostroić. Tu z pomocą przychodzi biblioteka Transformers zespołu Hugging Face, która ma otwarty kod źródłowy, obsługuje zarówno TensorFlow, jak i PyTorch i pozwala łatwo pobrać wstępnie wytrenowany model z repozytorium Hugging Face, skonfigurować go pod kątem określonego zadania, dostosować go do danego zbioru danych i poddać ewaluacji. Popularność tej biblioteki szybko rośnie: w IV kwartale 2021 r. korzystało z niej ponad pięć tysięcy organizacji i co miesiąc instalowano ją ponad cztery miliony razy za pomocą programu pip. Co więcej, biblioteka i jej ekosystem wykraczają poza NLP: dostępne są również modele przetwarzania obrazu. Z repozytorium można też pobrać liczne zestawy danych do trenowania lub oceniania własnych modeli.

    


    Czegóż chcieć więcej? Cóż, tej książki! Została napisana przez programistów open source z zespołu Hugging Face — w tym twórcę biblioteki Transformers! — co dobrze widać: zakres i głębia informacji, które znajdziesz na tych stronach, są zdumiewające. Książka obejmuje wszystko, od samej architektury transformerów po bibliotekę Transformers i cały otaczający ją ekosystem. Szczególnie podoba mi się praktyczne podejście — ćwiczenia możesz wykonywać w notatnikach Jupytera, a wszystkie przykłady kodu są rzeczowe i zrozumiałe. Autorzy mają bogate doświadczenie w trenowaniu bardzo dużych modeli transformerów i dostarczają wielu rad i wskazówek, jak sprawić, by wszystko działało wydajnie. Godny uwagi jest również bezpośredni i żywy styl; książkę czyta się jak powieść.


    Krótko mówiąc, książka bardzo mi się podobała i jestem pewien, że spodoba się również Tobie. Powinien przeczytać ją każdy, kto jest zainteresowany budowaniem produktów wyposażonych w najnowocześniejsze funkcje przetwarzania języka. Jest wypełniona po brzegi pożytecznymi zarazkami mózgowymi!


    — Aurelien Geron


    Listopad 2021, Auckland, Nowa Zelandia


    
      
        [1] Wskazówki dotyczące higieny mózgowej znajdziesz w doskonałym wideo CGP Grey poświęconym memom (https://youtu.be/rE3j_RHkqJc).

      

    

  


  
    Przedmowa


    Od swojego debiutu w 2017 r. transformery stały się faktycznym standardem rozwiązywania szerokiego zakresu problemów związanych z przetwarzaniem języka naturalnego (NLP) zarówno w środowisku akademickim, jak i przemysłowym. Prawdopodobnie skorzystałeś dziś z transformera, nawet tego nie zauważając: firma Google obecnie używa modelu BERT, aby jej wyszukiwarka trafniej interpretowała pytania zadawane przez użytkowników. Podobnie rodzina modeli GPT firmy OpenAI wielokrotnie trafiała na pierwsze strony gazet ze względu na ich zdolność do generowania tekstów i obrazów przypominających te tworzone przez ludzi[1]. Transformery obecnie napędzają takie aplikacje jak GitHub Copilot (https://copilot.github.com), która — jak pokazano na rysunku P.1 — potrafi przekształcić komentarz w kod źródłowy automatycznie tworzący sieć neuronową!


    [image: Obraz]


    Rysunek P.1. GitHub Copilot na podstawie krótkiego opisu zadania podpowiada definicję całej klasy (wszystko, co następuje po słowie „class”, zostało wygenerowane automatycznie)


    Co więc takiego jest w transformerach, że niemal z dnia na dzień zmieniły całą dziedzinę nauki? Podobnie jak wiele innych wielkich przełomów naukowych, była to synteza kilku idei, takich jak atencja, uczenie transferowe i skalowanie sieci neuronowych, które krążyły wówczas w społeczności badawczej.


    Żeby jednak zaawansowana nowa metoda, choćby najbardziej użyteczna, zyskała uznanie w branży, potrzebne są narzędzia, które pomogą z niej korzystać. Biblioteka [image: Obraz] Transformers (https://oreil.ly/Z79jF) i otaczający ją ekosystem spełniły to zapotrzebowanie, ułatwiając praktykom używanie, trenowanie i współdzielenie modeli. Bardzo przyspieszyło to upowszechnianie się transformerów, a biblioteka jest obecnie używana przez ponad pięć tysięcy organizacji. W tej książce pokażemy Ci, jak trenować i optymalizować te modele pod kątem praktycznych zastosowań.


    Dla kogo jest ta książka?


    Książkę tę napisano z myślą o analitykach danych i inżynierach uczenia maszynowego, którzy być może słyszeli o ostatnich przełomowych odkryciach w dziedzinie transformerów, ale brakuje im szczegółowego przewodnika, który pomógłby im zaadaptować te modele do własnych potrzeb. Książka nie jest natomiast wprowadzeniem do uczenia maszynowego, a my zakładamy, że czytelnik potrafi programować w Pythonie i ma podstawową wiedzę na temat platform uczenia głębokiego, takich jak PyTorch (https://pytorch.org) i TensorFlow (https://www.tensorflow.org). Zakładamy również, że ma praktyczne doświadczenie z trenowaniem modeli na procesorach graficznych. Chociaż książka koncentruje się na interfejsie programistycznym PyTorch biblioteki [image: Obraz] Transformers, w rozdziale 2. pokażemy, jak przetłumaczyć wszystkie przykłady na kod TensorFlow.


    Wymienione niżej zasoby są dobrym wprowadzeniem do tematów omawianych w tej książce. Zakładamy, że Twoja wiedza techniczna jest mniej więcej na poziomie tych pozycji:


    
      	Aurelien Geron, Uczenie maszynowe z użyciem Scikit-Learn, Keras i TensorFlow (Helion).


      	Jeremy Howard i Sylvain Gugger, Deep learning dla programistów. Budowanie aplikacji AI za pomocą fastai i PyTorch (Helion).


      	Delip Rao i Brian McMahan, Natural Language Processing with PyTorch (O’Reilly).


      	Kurs Hugging Face (https://oreil.ly/n3MaR) przygotowany przez zespół Hugging Face.

    


    Czego się nauczysz?


    Celem tej książki jest nauczenie Cię budowania Twoich własnych aplikacji językowych. Skupiamy się zatem na praktyce i zagłębiamy w teorię tylko wtedy, gdy jest to konieczne. Książka jest napisana w stylu praktycznym, a my zachęcamy Cię do eksperymentowania poprzez samodzielnie uruchamianie przykładów kodu.


    Książka obejmuje wszystkie najważniejsze zastosowania transformerów w NLP, a każdy rozdział (z kilkoma wyjątkami) jest poświęcony jednemu zadaniu, z realistycznym scenariuszem i zbiorem danych. Każdy rozdział wprowadza też kilka dodatkowych koncepcji. Oto ogólny przegląd zadań i zagadnień, które będziemy omawiać:


    
      	Rozdział 1., „Witajcie, transformery”, przedstawia transformery i umieszcza je w szerszym kontekście. Zawiera też wprowadzenie do ekosystemu Hugging Face.


      	Rozdział 2., „Klasyfikacja tekstu”, skupia się na analizie odczuć (typowym problemie klasyfikacji tekstu) i wprowadza interfejs Trainer API.


      	Rozdział 3., „Anatomia transformera”, wyjaśnia bardziej szczegółowo architekturę transformerów, aby przygotować Cię do lektury kolejnych rozdziałów.


      	Rozdział 4., „Wielojęzyczne rozpoznawanie nazwanych encji”, koncentruje się na identyfikowaniu encji w tekstach pisanych w różnych językach (problemie klasyfikacji tokenów).


      	Rozdział 5., „Generowanie tekstu”, bada zdolność modeli transformerowych do generowania tekstu i wprowadza strategie oraz miary dekodowania.


      	Rozdział 6., „Streszczanie”, omawia skomplikowane, sekwencyjne zadanie streszczania tekstu i wyjaśnia miary używane do tego zadania.


      	Rozdział 7., „Odpowiadanie na pytania”, skupia się na budowaniu systemu odpowiadania na pytania i prezentuje pozyskiwanie informacji za pomocą biblioteki Haystack.


      	Rozdział 8., „Zwiększanie wydajności transformerów w środowisku produkcyjnym”, skupia się na wydajności modeli. Przyjrzymy się zadaniu wykrywania intencji (problemowi klasyfikacji sekwencji) i zbadamy takie techniki jak destylacja wiedzy, kwantyzacja i przycinanie.


      	Rozdział 9., „Jak radzić sobie z nielicznymi etykietami lub brakiem etykiet”, opisuje sposoby zwiększania skuteczności modelu bez dostępu do dużej ilości danych opatrzonych etykietami. Zbudujemy narzędzie do tagowania problemów na GitHubie i zbadamy takie techniki jak klasyfikacja bez przykładów (ang. zero-shot classification) oraz augmentacja danych.


      	Rozdział 10., „Trenowanie transformerów od podstaw”, pokazuje, jak zbudować i wytrenować model do automatycznego uzupełniania źródłowego kodu Pythona. Przyjrzymy się optymalizacji zbiorów danych oraz treningowi wielkoskalowemu i zbudujemy własny tokenizator.


      	Rozdział 11., „Przyszłe kierunki”, bada wyzwania, przed którymi stoją transformery, oraz niektóre nowe, ekscytujące kierunki badań.

    


    Biblioteka [image: Obraz] Transformers oferuje kilka warstw abstrakcji do używania i trenowania modeli transformerowych. Zaczniemy od łatwych w użyciu potoków, które pozwalają przepuszczać przykłady tekstu przez modele i badać prognozy w kilku wierszach kodu. Następnie przejdziemy do tokenizatorów, klas modeli i interfejsu Trainer API, które pozwolą nam trenować modele do naszych własnych zastosowań. Później pokażemy Ci, jak zastąpić interfejs Trainer biblioteką [image: Obraz] Accelerate, która zapewnia pełną kontrolę nad pętlą treningową i umożliwia trenowanie dużych transformerów od zera! Choć poszczególne rozdziały są w dużej mierze autonomiczne, trudność zadań rośnie w późniejszych rozdziałach. Z tej przyczyny radzimy zacząć od rozdziałów 1. i 2. przed przejściem do zagadnień, które najbardziej Cię interesują.


    Oprócz bibliotek [image: Obraz] Transformers i [image: Obraz] Accelerate będziemy również używać biblioteki [image: Obraz] Datasets, która ściśle się z nimi integruje. Biblioteka [image: Obraz] Datasets oferuje podobne funkcje przetwarzania danych co Pandas, ale od początku projektowano ją pod kątem dużych zbiorów danych i uczenia maszynowego.


    Dysponując tymi narzędziami, będziesz miał wszystko, czego potrzeba do uporania się z niemal każdym wyzwaniem NLP!


    Wymagania programowe i sprzętowe


    Ze względu na praktyczną naturę tej książki radzimy, żebyś wykonywał przykłady kodu podczas lektury poszczególnych przykładów. Ponieważ pracujemy z transformerami, do szkolenia modeli będziesz potrzebował dostępu do komputera z kartą graficzną NVIDIA. Na szczęście dostępnych jest kilka bezpłatnych opcji online, z których możesz skorzystać, m.in.:


    
      	Google Colaboratory (https://oreil.ly/jyXgA),


      	Kaggle Notebooks (https://oreil.ly/RnMP3),


      	Paperspace Gradient Notebooks (https://www.paperspace.com/notebooks).

    


    Aby wykonać przykłady, skorzystaj z przewodnika instalacyjnego, który dodaliśmy do repozytorium książki na GitHubie. Przewodnik i przykłady kodu znajdziesz pod adresem https://github.com/nlp-with-transformers/notebooks.
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            Podczas pisania większości rozdziałów korzystaliśmy z kart graficznych NVIDIA Tesla P100, które mają 16 GB pamięci. Niektóre bezpłatne platformy oferują karty graficzne z mniejszą ilością pamięci, więc niewykluczone, że będziesz musiał zmniejszyć rozmiar wsadu podczas trenowania modeli.

          
        

      
    


    Konwencje używane w książce


    W niniejszej książce używane są następujące konwencje typograficzne:


    Pogrubienie


    Wskazuje nowe terminy.


    Kursywa


    Wskazuje adresy e-mail, nazwy plików i rozszerzenia nazw plików.


    Stała szerokość


    Używana w listingach programów, a także wewnątrz akapitów do oznaczania takich elementów programu jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.


    Stała szerokość, pogrubienie


    Wskazuje polecenia lub inny tekst, który powinien być wpisany dosłownie przez użytkownika.


    Stała szerokość, kursywa


    Wskazuje tekst, który powinien być zastąpiony wartościami podanymi przez użytkownika lub zależnymi od kontekstu.


    
      
        
        
      

      
        
          	
            [image: Obraz]

          

          	
            Ten element oznacza wskazówkę lub sugestię.
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            Ten element oznacza ogólną uwagę.
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            Ten element wskazuje ostrzeżenie lub przestrogę.

          
        

      
    


    Używanie przykładowego kodu


    Materiały pomocnicze (przykładowy kod, ćwiczenia itd.) można pobrać pod adresem https://github.com/nlp-with-transformers/notebooks.


    Książka ta ma pomóc Ci w wykonywaniu codziennych zadań. Ogólnie rzecz biorąc, jeśli towarzyszy jej przykładowy kod, możesz używać go w swoich programach i dokumentacji. Nie musisz kontaktować się z nami w celu uzyskania pozwolenia, chyba że powielasz znaczną część kodu. Na przykład napisanie programu, który używa kilku fragmentów kodu z tej książki, nie wymaga pozwolenia. Sprzedaż lub dystrybucja przykładów z książek O’Reilly wymaga pozwolenia. Odpowiadanie na pytania poprzez cytowanie tej książki i przytaczanie przykładowego kodu nie wymaga pozwolenia. Włączenie znacznej ilości przykładowego kodu z tej książki do dokumentacji produktu wymaga pozwolenia.


    Doceniamy uznanie autorstwa, choć zasadniczo go nie wymagamy. Uznanie autorstwa zazwyczaj obejmuje autora, tytuł, wydawcę i numer ISBN. Na przykład: „Lewis Tunstall, Leandro von Werra i Thomas Wolf, Przetwarzanie języka naturalnego z wykorzystaniem transformerów, Helion, Gliwice 2024, 978-83-289-0711-9”.


    Podziękowania


    Napisanie książki o jednej z najszybciej rozwijających się dyscyplin uczenia maszynowego nie byłoby możliwe bez pomocy wielu osób. Dziękujemy cudownemu zespołowi O’Reilly, zwłaszcza Melissie Potter, Rebecce Novack i Katherine Tozer, za wsparcie i rady. Książka zyskała też na pracy fantastycznych recenzentów, którzy poświęcili niezliczone godziny, aby przekazać nam bezcenne opinie. Jesteśmy szczególnie wdzięczni Luce Perozziemu, Hamelowi Husainowi, Shabiemu Iqbalowi, Umbertowi Lupo, Maltemu Pietschowi, Timo Mollerowi i Aurelienowi Geronowi za szczegółowe recenzje. Dziękujemy Brandenowi Chanowi z deepset (https://www.deepset.ai) za pomoc w rozszerzeniu biblioteki Haystack na potrzeby projektu z rozdziału 7. Piękne ilustracje są zasługą niesamowitej Christy Lanz (https://christalanz.ch) — dziękujemy jej za to, że uczyniła tę książkę naprawdę wyjątkową. Mieliśmy też to szczęście, że wspierał nas cały zespół Hugging Face. Dziękujemy Quentinowi Lhoestowi za odpowiedzi na niezliczone pytania dotyczące [image: Obraz] Datasets, Lysandre Debut za pomoc we wszystkich kwestiach związanych z Hugging Face Hub, Sylvainowi Guggerowi za pomoc z [image: Obraz] Accelerate, a Joemu Davisonowi za inspirację do omówienia technik zero-shot w rozdziale 9. Dziękujemy również Siddowi Karamchetiemu i całemu zespołowi Mistral (https://oreil.ly/aOYLt) za dodanie poprawek zwiększających stabilność obsługi GPT-2, dzięki którym mógł powstać rozdział 10. Książkę tę napisaliśmy w całości w środowisku Jupyter Notebooks i dziękujemy Jeremy’emu Howardowi i Sylvainowi Guggerowi za stworzenie znakomitych narzędzi, takich jak fastdoc (https://oreil.ly/yVCfT), które to umożliwiły.


    Lewis


    Sofio, dziękuję ze nieustające wsparcie i zachęty — bez nich ta książka by nie istniała. Po długim okresie pisania wreszcie możemy znów cieszyć się wspólnymi weekendami!


    Leandro


    Dziękuję Ci, Janine, za cierpliwość i krzepiące wsparcie podczas tego długiego roku z wieloma zarwanymi nocami i zajętymi weekendami.


    Thomas


    Przede wszystkim chciałbym podziękować Lewisowi i Leandrowi za pomysł na tę książkę i uparte dążenie do wyprodukowania jej w tak pięknym i przystępnym formacie. Dziękuję też całemu zespołowi Hugging Face za wiarę w to, że sztuczną inteligencję najlepiej rozwijać wspólnym wysiłkiem, i całej społeczności NLP/AI za tworzenie i używanie bibliotek, które opisujemy w tej książce.


    Najbardziej liczy się nie to, co budujemy, ale sama podróż, a my mamy przywilej podążać tą ścieżką wraz z tysiącami członków społeczności i czytelników takich jak Ty. Dziękujemy Wam wszystkim z całego serca.


    
      
        [1] Badacze NLP zwykle nazywają swoje dzieła imionami postaci z Ulicy Sezamkowej. Znaczenie tych wszystkich terminów wyjaśnimy w rozdziale 1.

      

    

  


  
    Rozdział 1.

    Witajcie, transformery


    W 2017 r. badacze z firmy Google opublikowali artykuł proponujący innowacyjną architekturę sieci neuronowej do modelowania sekwencyjnego[1]. Architektura ta, nazwana transformerem, przewyższała rekurencyjne sieci neuronowe (ang. recurrent neural network, RNN) w zadaniach tłumaczenia maszynowego zarówno pod względem jakości tłumaczenia, jak i kosztów treningu.


    Jednocześnie efektywna metoda uczenia transferowego znana jako ULMFiT pokazała, że trenowanie sieci z długą pamięcią krótkotrwałą (ang. long short-term memory, LSTM) na bardzo dużym i zróżnicowanym korpusie pozwala tworzyć skuteczne klasyfikatory tekstu bez dużej ilości danych opatrzonych etykietami[2].


    Postępy te przyczyniły się do powstania dwóch najlepiej znanych transformerów: Generative Pretrained Transformer (GPT)[3] oraz Bidirectional Encoder Representations from Transformers (BERT)[4]. Łącząc architekturę transformera z uczeniem nienadzorowanym, modele te wyeliminowały potrzebę uczenia od podstaw architektur dostosowanych do konkretnych zadań i uzyskały wyniki znacznie przekraczające to, co wcześniej było standardem w NLP. Od czasu wydania GPT i BERT-a pojawiło się wiele innych modeli transformacyjnych; oś czasu z datami wydania najważniejszych transformerów pokazano na rysunku 1.1.


    Nie wybiegajmy jednak zanadto do przodu. Aby zrozumieć, co jest nowatorskiego w transformerach, najpierw musimy wyjaśnić:


    
      	model kodera-dekodera,


      	mechanizmy atencji,


      	uczenie transferowe.
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    Rysunek 1.1. Oś czasu transformerów


    W tym rozdziale wprowadzimy podstawowe koncepcje związane z transformerami, przyjrzymy się niektórym zadaniom, w których uzyskują one szczególnie dobre wyniki, i zakończymy krótkim omówieniem ekosystemu narzędzi oraz bibliotek Hugging Face.


    Zacznijmy od zbadania modelu koder-dekoder oraz architektur poprzedzających transformery.


    Model koder-dekoder


    Przed transformerami najnowszym krzykiem techniki w NLP były architektury rekurencyjne, takie jak sieci LSTM. Architektury te zawierają w połączeniach sieci pętlę zwrotną, która umożliwia propagację informacji między kolejnymi krokami przetwarzania, dzięki czemu nadają się idealnie do modelowania danych sekwencyjnych, takich jak tekst. Jak zilustrowano po lewej stronie rysunku 1.2, model RNN otrzymuje jakieś dane wejściowe (które mogą być słowem lub znakiem), przepuszcza je przez sieć i generuje na wyjściu wektor zwany stanem ukrytym. Jednocześnie za pośrednictwem pętli zwrotnej model przekazuje z powrotem do siebie samego pewne informacje, które może wykorzystać w następnym kroku. Widać to wyraźniej, kiedy „rozwinie” się pętlę, jak pokazano po prawej stronie rysunku 1.2: RNN przekazuje informacje o swoim stanie na każdym etapie do następnej operacji w sekwencji. Dzięki temu RNN może śledzić informacje z poprzednich etapów i używać ich do przewidywania wyniku.
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    Rysunek 1.2. Pętla RNN rozwinięta w czasie


    Architektury te były (i nadal są) szeroko używane do zadań NLP, przetwarzania mowy i analizowania szeregów czasowych. Doskonały opis ich możliwości można znaleźć w poście na blogu Andreja Karpathy’ego, The Unreasonable Effectiveness of Recurrent Neural Networks (https://oreil.ly/Q55o0).


    Jednym z obszarów, w których sieci RNN odegrały ważną rolę, był rozwój systemów tłumaczenia maszynowego, w których celem jest odwzorowanie sekwencji słów w jednym języku na inny język. Zadania tego rodzaju zwykle realizuje się za pomocą architektury koder-dekoder lub sekwencja-sekwencja[5], dobrze sprawdzającej się w sytuacjach, w których zarówno dane wejściowe, jak i wyjściowe są sekwencjami o dowolnej długości. Zadaniem kodera jest zakodowanie informacji z sekwencji wejściowej w reprezentacji liczbowej, którą często nazywa się ostatnim stanem ukrytym. Stan ten następnie przekazuje się do dekodera, który generuje sekwencję wyjściową.


    Ogólnie rzecz biorąc, komponenty kodera i dekodera mogą być dowolnymi architekturami sieci neuronowej, które potrafią modelować sekwencję. Na rysunku 1.3 zilustrowano to na przykładzie pary sieci RNN; angielskie zdanie „Transformers are great!” zostaje zakodowane w wektorze stanu ukrytego, który jest następnie dekodowany w celu wygenerowania niemieckiego zdania „Transformer sind grossartig!”. Słowa wejściowe przepuszcza się sekwencyjnie przez koder, a słowa wyjściowe są generowane pojedynczo, od góry do dołu.
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    Rysunek 1.3. Architektura koder-dekoder z parą sieci RNN (ogólnie rzecz biorąc, wykorzystuje się znacznie więcej warstw rekurencyjnych, niż pokazano na tym rysunku)


    Choć architektura ta cechuje się elegancką prostotą, jej słabym punktem jest to, że końcowy stan ukryty kodera stwarza wąskie gardło informacyjne — musi reprezentować znaczenie całej sekwencji wejściowej, ponieważ jest wszystkim, do czego ma dostęp dekoder podczas generowania danych wyjściowych. Jest to szczególnie problematyczne w przypadku długich sekwencji, ponieważ informacje z początku sekwencji mogą zostać utracone w procesie kompresowania danych w jedną niezmienną reprezentację.


    Na szczęście można ominąć to wąskie gardło, zapewniając dekoderowi dostęp do wszystkich stanów ukrytych kodera. Ogólny mechanizm, który to umożliwia, jest nazywany uwagą lub atencją[6] i stanowi kluczowy komponent wielu nowoczesnych architektur sieci neuronowych. Kiedy zapoznasz się z mechanizmami atencji opracowanymi z myślą o sieciach RNN, będzie Ci łatwiej zrozumieć jeden z głównych komponentów architektury transformera. Przyjrzymy im się bliżej.


    Mechanizmy atencji


    Głównym pomysłem stojącym za atencją jest to, że zamiast generować jeden stan ukryty dla sekwencji wejściowej, koder na każdym etapie generuje stan wyjściowy, do którego dostęp ma dekoder. Jednak jednoczesne korzystanie ze wszystkich stanów oznaczałoby, że dekoder otrzymywałby ogromną ilość danych wejściowych, więc potrzebny jest jakiś mechanizm, który określałby priorytety stanów i wybierał te, których należy użyć. Tutaj na scenę wkracza atencja: pozwala ona dekoderowi przypisać różne wagi lub stopnie „uwagi” każdemu ze stanów kodera na każdym etapie dekodowania. Proces ten zilustrowano na rysunku 1.4, który pokazuje wpływ atencji na przewidywanie drugiego tokena w sekwencji wyjściowej.
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    Rysunek 1.4. Architektura koder-dekoder z mechanizmem atencji dla pary sieci RNN


    Skupiając się na tym, które tokeny wejściowe są najistotniejsze w każdym kroku czasowym, modele oparte na atencji mogą się uczyć niebanalnych związków między słowami w wygenerowanym tłumaczeniu i w zdaniu źródłowym. Na przykład na rysunku 1.5 pokazano wagi atencji dla modelu tłumaczenia z angielskiego na francuski, przy czym każdy piksel oznacza wagę. Rysunek pokazuje, jak dekoder poprawnie dopasowuje słowa „zone” i „Area”, które mają inną kolejność w dwóch językach.
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    Rysunek 1.5. Dopasowywanie słów angielskich do wygenerowanego francuskiego tłumaczenia przez koder-dekoder RNN (dzięki uprzejmości Dzmitry’ego Bahdanaua)


    Choć atencja znacznie poprawiła jakość tłumaczeń, używanie modeli rekurencyjnych w charakterze kodera i dekodera nadal miało poważną wadę: obliczenia są z natury sekwencyjne, co nie pozwala przetwarzać sekwencji wejściowej w sposób równoległy.


    Wprowadzenie transformerów przyniosło nowy paradygmat modelowania: całkowicie pozbywamy się rekurencji, zamiast tego w pełni polegając na specjalnej formie atencji zwanej samouwagą (ang. self-attention). Samouwagę opiszemy dokładniej w rozdziale 3., ale podstawowy pomysł jest taki, aby umożliwić atencji operowanie na wszystkich stanach w tej samej warstwie sieci neuronowej. Pokazano to na rysunku 1.6, na którym zarówno koder, jak i dekoder mają własne mechanizmy samouwagi, których dane wyjściowe są przekazywane do sieci neuronowych z propagacją w przód (ang. feed-forward neural network, FF NN). Architektura ta uczy się znacznie szybciej niż modele rekurencyjne i utorowała drogę do wielu niedawnych przełomów w NLP.
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    Rysunek 1.6. Architektura koder-dekoder pierwotnego transformera


    W pierwotnym projekcie transformera model tłumaczeniowy wytrenowano od zera na dużym korpusie par zdań w różnych językach. Jednak w wielu praktycznych zastosowaniach NLP nie mamy dostępu do dużej ilości opatrzonych etykietami danych tekstowych, na których moglibyśmy wytrenować nasz model. Do rozpoczęcia rewolucji transformerów potrzebny był ostatni kawałek układanki: uczenie transferowe.


    Uczenie transferowe w NLP


    We współczesnych systemach wizji komputerowej często używa się uczenia transferowego, aby wytrenować konwolucyjną sieć neuronową, taką jak ResNet, na jednym zadaniu, a następnie zaadaptować ją lub też dostroić do nowego zadania. Dzięki temu sieć może wykorzystać wiedzę zdobytą podczas pierwotnego zadania. Z architektonicznego punktu widzenia polega to na podzieleniu modelu na ciało i głowę, gdzie głowa jest siecią dostosowaną do konkretnego zadania. Podczas treningu wagi ciała uczą się ogólnych cech domeny źródłowej, a wag tych używa się od zainicjalizowania nowego modelu do nowego zadania[7]. W porównaniu z tradycyjnym uczeniem nadzorowanym podejście to zwykle generuje modele wysokiej jakości, które można znacznie efektywniej trenować na konkretnych zadaniach, używając znacznie mniejszej ilości danych opatrzonych etykietami. Porównanie obu podejść pokazano na rysunku 1.7.
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    Rysunek 1.7. Porównanie tradycyjnego uczenia nadzorowanego (po lewej stronie) i uczenia transferowego (po prawej)


    W systemach wizji komputerowej modele najpierw trenuje się na dużych zbiorach danych, takich jak ImageNet (https://image-net.org), które zawierają miliony obrazów. Proces ten nosi nazwę treningu wstępnego, a jego celem jest nauczenie modelu podstawowych cech obrazów, takich jak krawędzie lub kolory. Wstępnie wytrenowane modele można następnie dostroić do konkretnego zadania, na przykład klasyfikowania gatunków kwiatów, przy użyciu względnie niewielkiej liczby przykładów opatrzonych etykietami (zwykle po kilkaset na klasę). Modele dostrojone zazwyczaj osiągają wyższą dokładność niż modele nadzorowane wytrenowane od podstaw na tej samej ilości danych opatrzonych etykietami.


    Choć uczenie transferowe stało się standardowym podejściem w wizji komputerowej, przez wiele lat nie było jasne, jak mógłby wyglądać analogiczny proces szkolenia wstępnego w NLP. W rezultacie aplikacje NLP zwykle wymagały dużej ilości danych opatrzonych etykietami do osiągnięcia przyzwoitych wyników. A nawet wówczas ich trafność nie dorównywała temu, co osiągnięto w dziedzinie wizji.


    W latach 2017 i 2018 kilka grup badawczych zaproponowało nowe podejścia, które wreszcie pozwoliły wykorzystać uczenie transferowe w NLP. Zaczęło się od spostrzeżeń badaczy z OpenAI, którzy uzyskali dobre wyniki w zadaniu klasyfikacji poprzez użycie cech wyodrębnionych z nienadzorowanego treningu wstępnego[8]. Następnie opracowano metodę ULMFiT, która wprowadziła ogólne ramy adaptowania wstępnie wytrenowanych modeli LSTM do różnych zadań[9].


    Jak pokazano na rysunku 1.8, metoda ULMFiT obejmuje trzy główne etapy:


    Trening wstępny


    Cel treningu wstępnego jest prosty: przewidywać następne słowo na podstawie poprzednich słów. Zadanie to określa się mianem modelowania językowego. Elegancja tego podejścia kryje się w tym, że niepotrzebne są żadne dane opatrzone etykietami i że można wykorzystać obfite, łatwo dostępne źródła tekstu, takie jak Wikipedia[10].


    Adaptacja dziedzinowa


    Po wstępnym wytrenowaniu modelu językowego na dużym korpusie następnym etapem jest zaadaptowanie go do korpusu dziedzinowego (na przykład z Wikipedii do korpusu recenzji filmowych IMDb, jak pokazano na rysunku 1.8). W tym etapie nadal używa się modelowania językowego, ale teraz model musi przewidywać następne słowo w docelowym korpusie.
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    Rysunek 1.8. Proces ULMFiT (dzięki uprzejmości Jeremy’ego Howarda)


    Dostrajanie


    W tym etapie model językowy dostraja się z wykorzystaniem warstwy klasyfikacji specyficznej dla docelowego zadania (na przykład klasyfikowania odczuć w recenzjach filmowych z rysunku 1.8).


    Poprzez wprowadzenie praktycznych sposobów treningu wstępnego i uczenia transferowego do NLP projekt ULMFiT zapewnił brakujący kawałek układanki, umożliwiając powstanie transformerów. W 2018 r. wydano dwa transformery, które łączyły samouwagę z uczeniem transferowym:


    GPT


    Używa tylko dekoderowej części architektury transformera oraz tego samego podejścia do modelowania językowego co ULMFiT. GPT wstępnie wytrenowano na zbiorze BookCorpus[11], który składa się z 7000 nieopublikowanych książek z różnych gatunków, takich jak przygoda, fantastyka i romans.


    BERT


    Używa ekonderowej części architektury transformera i specjalnej odmiany modelowania językowego nazywanej maskowanym modelowaniem językowym. Celem modelowania maskowanego jest przewidywanie losowo zamaskowanych słów w tekście. Na przykład otrzymawszy zdanie „I looked at my [MASKA] and saw that [MASKA] was late.”, model ma przewidzieć najbardziej prawdopodobne słowa oznaczone przez [MASKA]. Model BERT wstępnie wytrenowano na zbiorze BookCorpus i angielskiej Wikipedii.


    GPT i BERT wyznaczyły nowe standardy w wielu różnych zadaniach NLP i zapoczątkowały erę transformerów.


    Ponieważ jednak różne laboratoria badawcze wydawały swoje modele na niekompatybilnych platformach (PyTorch lub TensorFlow), praktycy NLP nie zawsze mogli łatwo dostosować te modele do własnych aplikacji. Wydanie biblioteki [image: Obraz] Transformers (https://oreil.ly/Z79jF) umożliwiło stopniowe zbudowanie zunifikowanego interfejsu API obsługującego ponad 50 architektur. Biblioteka ta stała się katalizatorem rozwoju badań nad transformerami i szybko trafiła w ręce praktyków NLP, ułatwiając integrowanie modeli z wieloma rzeczywistymi aplikacjami. Przyjrzyjmy się jej bliżej!


    Hugging Face Transformers — eliminowanie luki


    Stosowanie nowatorskiej architektury uczenia maszynowego do nowego zadania bywa skomplikowanym przedsięwzięciem i zwykle składa się z następujących etapów:


    
      	Implementowanie architektury modelu w kodzie, najczęściej z wykorzystaniem PyTorch lub TensorFlow.


      	Wczytanie wstępnie wytrenowanych wag (jeśli są dostępne) z serwera.


      	Wstępne przetworzenie danych wejściowych, przepuszczenie ich przez model i zastosowanie jakiegoś przetwarzania końcowego specyficznego dla zadania.


      	Zaimplementowanie modułów wczytywania danych oraz definiowanie funkcji straty i optymalizatorów w celu wytrenowania modelu.

    


    Każdy z tych etapów wymaga niestandardowej logiki dla każdego modelu i zadania. Tradycyjnie (choć nie zawsze!), kiedy grupa badawcza publikuje nowy artykuł, to publikuje również kod wraz z wagami modelu. Kod ten jest jednak rzadko ustandaryzowany, a adaptowanie go do nowych zastosowań często zajmuje wiele dni.


    Z odsieczą przychodzi biblioteka [image: Obraz] Transformers! Zapewnia ona standardowy interfejs do szerokiej gamy modeli transformerów, a także kod i narzędzia, które pozwalają adaptować te modele do nowych zastosowań. Biblioteka obecnie obsługuje trzy najpopularniejsze platformy uczenia głębokiego (PyTorch, TensorFlow i JAX) i pozwala łatwo przełączać się między nimi. Ponadto oferuje głowy dostosowane do konkretnych zadań, co pozwala łatwo dostrajać transformery do zadań pochodnych, takich jak klasyfikacja tekstu, rozpoznawanie nazwanych encji i odpowiadanie na pytania. Skraca to czas, który praktycy spędzają na trenowaniu i testowaniu modeli, z tygodnia do jednego popołudnia!


    Przekonasz się o tym w następnym podrozdziale, w którym pokażemy, że wystarczy kilka wierszy kodu, aby zastosować [image: Obraz] Transformers do niektórych typowych zadań NLP, z którymi prawdopodobnie zetkniesz się w rzeczywistym świecie.


    Przegląd zastosowań transformerów


    Każde zadanie NLP zaczyna się od fragmentu tekstu, takiego jak poniższa zmyślona opinia klienta o pewnym zamówieniu internetowym:

    text = """Dear Amazon, last week I ordered an Optimus Prime action figure from your online store in Germany. Unfortunately, when I opened the package, I discovered to my horror that I had been sent an action figure of Megatron instead! As a lifelong enemy of the Decepticons, I hope you can understand my dilemma. To resolve the issue, I demand an exchange of Megatron for the Optimus Prime figure I ordered. Enclosed are copies of my records concerning this purchase. I expect to hear from you soon. Sincerely, Bumblebee."""




    W zależności od aplikacji tekst, z którym pracujesz, może być umową prawną, opisem produktu albo czymś zupełnie innym. W przypadku opinii klienta zapewne chciałbyś wiedzieć, czy jest ona pozytywna, czy negatywna. Zadanie to jest znane jako analiza odczuć i stanowi część szerszego tematu klasyfikacji tekstu, który zbadamy w rozdziale 2. Na razie sprawdźmy, co trzeba zrobić, żeby za pomocą biblioteki [image: Obraz] Transformers określić odczucia wyrażone w powyższym fragmencie tekstu.


    Klasyfikacja tekstu


    Jak dowiesz się w późniejszych rozdziałach, biblioteka [image: Obraz] Transformers ma wielowarstwowy interfejs API, który pozwala używać jej na różnych poziomach abstrakcji. W tym rozdziale zaczniemy od potoków, które ukrywają wszystkie czynności niezbędne do przekształcenia „surowego” tekstu w prognozy dostrojonego modelu.


    W bibliotece [image: Obraz] Transformers tworzymy egzemplarz potoku poprzez wywołanie funkcji pipeline() i podanie nazwy zadania, którym jesteśmy zainteresowani:

    from transformers import pipeline



    classifier = pipeline("text-classification")




    Kiedy uruchomisz ten kod po raz pierwszy, zobaczysz kilka pasków postępu, ponieważ potok automatycznie pobierze wagi modelu z witryny Hugging Face Hub (https://oreil.ly/zLK11). Kiedy utworzysz potok po raz drugi, biblioteka wykryje, że pobrałeś już wagi, i użyje lokalnie przechowywanej wersji. Potok text-classification domyślnie używa modelu przeznaczonego do analizy odczuć, ale obsługuje również klasyfikację wieloklasową i wieloetykietową.


    Teraz, kiedy mamy już nasz potok, wygenerujmy jakieś prognozy! Każdy potok przyjmuje na wejściu łańcuch tekstu (albo listę łańcuchów) i zwraca listę prognoz. Każda prognoza jest słownikiem Pythona, więc używamy biblioteki Pandas, aby wyświetlić ją jako ramkę danych (DataFrame):

    import pandas as pd



    outputs = classifier(text)



    pd.DataFrame(outputs)




    
      
        
        
        
      

      
        
          	

          	
            label

          

          	
            score

          
        


        
          	
            0

          

          	
            NEGATIVE

          

          	
            0.901546

          
        

      
    


    W tym przypadku model jest bardzo „pewny”, że uczucia wyrażone w tekście są negatywne, co ma sens, skoro mamy do czynienia ze skargą zdenerwowanego klienta! Zauważ, że w zadaniu analizy odczuć potok zwraca tylko jedną z etykiet, POSITIVE lub NEGATIVE, ponieważ wartość drugiej można ustalić poprzez obliczenie różnicy 1-score.


    Przyjrzyjmy się teraz innemu typowemu zadaniu — identyfikowaniu nazwanych encji w tekście.


    Rozpoznawanie nazwanych encji


    Przewidywanie odczuć wyrażonych w opinii klienta jest dobrym pierwszym krokiem, ale często chcemy wiedzieć, czy opinia dotyczyła konkretnego przedmiotu lub usługi. W NLP rzeczywiste obiekty, takie jak produkty, miejsca i ludzie, określa się mianem nazwanych encji, a proces wyodrębniania ich z tekstu to rozpoznawanie nazwanych encji (ang. named entity recognition, NER). Aby zastosować NER, wczytujemy odpowiedni potok i przekazujemy do niego naszą opinię klienta:

    ner_tagger = pipeline("ner", aggregation_strategy="simple")



    outputs = ner_tagger(text)



    pd.DataFrame(outputs)




    
      
        
        
        
        
        
        
      

      
        
          	

          	
            entity_group

          

          	
            score

          

          	
            word

          

          	
            start

          

          	
            end

          
        


        
          	
            0

          

          	
            ORG

          

          	
            0.879010

          

          	
            Amazon

          

          	
            5

          

          	
            11

          
        


        
          	
            1

          

          	
            MISC

          

          	
            0.990859

          

          	
            Optimus Prime

          

          	
            36

          

          	
            49

          
        


        
          	
            2

          

          	
            LOC

          

          	
            0.999755

          

          	
            Germany

          

          	
            90

          

          	
            97

          
        


        
          	
            3

          

          	
            MISC

          

          	
            0.556569

          

          	
            Mega

          

          	
            208

          

          	
            212

          
        


        
          	
            4

          

          	
            PER

          

          	
            0.590256

          

          	
            ##tron

          

          	
            212

          

          	
            216

          
        


        
          	
            5

          

          	
            ORG

          

          	
            0.669692

          

          	
            Decept

          

          	
            253

          

          	
            259

          
        


        
          	
            6

          

          	
            MISC

          

          	
            0.498350

          

          	
            ##icons

          

          	
            259

          

          	
            264

          
        


        
          	
            7

          

          	
            MISC

          

          	
            0.775361

          

          	
            Megatron

          

          	
            350

          

          	
            358

          
        


        
          	
            8

          

          	
            MISC

          

          	
            0.987854

          

          	
            Optimus Prime

          

          	
            367

          

          	
            380

          
        


        
          	
            9

          

          	
            PER

          

          	
            0.812096

          

          	
            Bumblebee

          

          	
            502

          

          	
            511

          
        

      
    


    Jak widzisz, potok wykrył wszystkie encje i przypisał im również kategorie, takie jak ORG (organizacja), LOC (miejsce) lub PER (osoba). Użyliśmy argumentu aggregation_strategy, aby pogrupować słowa według prognoz modelu. Na przykład encja „Optimus Prime” składa się z dwóch słów, ale przypisano jej pojedynczą kategorię: MISC (różne). Wartości score informują, z jaką pewnością model zidentyfikował poszczególne encje. Widzimy, że jest najmniej pewny słowa „Decepticons” i pierwszego wystąpienia słowa „Megatron”, których nie zdołał zgrupować jako pojedynczych encji.


    
      
        
        
      

      
        
          	
            [image: Obraz]

          

          	
            Czy zauważyłeś dziwne znaki krzyżyka (#) w kolumnie word powyższej tabeli? Są one generowane przez tokenizator modelu, który rozkłada słowa na niepodzielne jednostki zwane tokenami. Tokenizacja zostanie opisana w rozdziale 2.

          
        

      
    


    Wyodrębnianie wszystkich nazwanych encji jest bez wątpienia użyteczne, ale czasem chcielibyśmy zadawać bardziej ukierunkowane pytania. Możemy wówczas użyć odpowiadania na pytania.


    Odpowiadanie na pytania


    W odpowiadaniu na pytania przekazujemy modelowi fragment tekstu zwany kontekstem wraz z pytaniem, na które chcemy uzyskać odpowiedź. Model zwraca zakres tekstu odpowiadający odpowiedzi. Zobaczmy, co otrzymamy, gdy zadamy konkretne pytanie dotyczące naszej opinii klienta:

    reader = pipeline("question-answering")



    question = "What does the customer want?"



    outputs = reader(question=question, context=text)



    pd.DataFrame([outputs])




    
      
        
        
        
        
        
      

      
        
          	

          	
            score

          

          	
            start

          

          	
            end

          

          	
            answer

          
        


        
          	
            0

          

          	
            0.631291

          

          	
            335

          

          	
            358

          

          	
            an exchange of Megatron

          
        

      
    


    Jak widać, oprócz odpowiedzi potok zwraca również początkową i końcową wartość całkowitą. Odpowiadają one indeksom znakowym, pod którymi znaleziono odpowiedź (podobnie jak w przypadku tagowania NER). Istnieje kilka odmian odpowiadania na pytania, które zbadamy w rozdziale 7., ale ta konkretna odmiana jest nazywana ekstrakcyjnym odpowiadaniem na pytania, ponieważ odpowiedź „ekstrahuje” się bezpośrednio z tekstu.


    Technika ta pozwala szybko wyodrębnić istotne informacje z opinii klienta. Co jednak robić, jeśli otrzymasz mnóstwo rozwlekłych zażaleń i nie będziesz mieć czasu, żeby przeczytać je wszystkie? Zobaczmy, czy w takiej sytuacji pomoże Ci model streszczania!


    Streszczanie


    Celem streszczania tekstu jest przyjęcie długiego tekstu na wejściu i wygenerowanie jego krótkiej wersji z zachowaniem wszystkich istotnych informacji. Jest to zadanie znacznie bardziej skomplikowane od poprzednich, ponieważ wymaga, aby model generował spójny logicznie tekst. Potok streszczania możemy utworzyć w poniższy, zapewne znajomy już sposób:

    summarizer = pipeline("summarization")



    outputs = summarizer(text, max_length=45, clean_up_tokenization_spaces=True)



    print(outputs[0]['summary_text'])



     Bumblebee ordered an Optimus Prime action figure from your online store in Germany.



    Unfortunately, when I opened the package, I discovered to my horror that I had been sent



    an action figure of Megatron instead.




    To streszczenie jest całkiem przyzwoite! Choć zawiera skopiowane fragmenty oryginalnego tekstu, model zdołał uchwycić sedno problemu i poprawnie określił, że skargę napisał „Bumblebee” (które to imię pojawiło się na końcu). W tym przykładzie widać również, że przekazaliśmy potokowi pewne argumenty, takie jak max_length i clean_up_tokenization_spaces; pozwalają one wpływać na wyniki w czasie działania modelu.


    Co jednak zrobić, jeśli otrzymasz opinię w języku, którego nie znasz? Mógłbyś użyć usługi Google Translate albo przetłumaczyć tekst za pomocą własnego transformera!


    Tłumaczenie


    Podobnie jak streszczanie, tłumaczenie jest zadaniem, którego wynikiem jest wygenerowany tekst. Użyjmy potoku tłumaczenia, aby przełożyć angielski tekst na język niemiecki:

    translator = pipeline("translation_en_to_de", model="Helsinki-NLP/opus-mt-en-de")



    outputs = translator(text, clean_up_tokenization_spaces=True, min_length=100)



    print(outputs[0]['translation_text'])



    Sehr geehrter Amazon, letzte Woche habe ich eine Optimus Prime Action Figur aus



    Ihrem Online-Shop in Deutschland bestellt. Leider, als ich das Paket offnete,



    entdeckte ich zu meinem Entsetzen, dass ich stattdessen eine Action Figur von



    Megatron geschickt worden war! Als lebenslanger Feind der Decepticons, Ich



    hoffe, Sie konnen mein Dilemma verstehen. Um das Problem zu losen, Ich fordere



    einen Austausch von Megatron fur die Optimus Prime Figur habe ich bestellt.



    Anbei sind Kopien meiner Aufzeichnungen uber diesen Kauf. Ich erwarte, bald von



    Ihnen zu horen. Aufrichtig, Bumblebee.




    Ponownie, model utworzył bardzo dobre tłumaczenie, które poprawnie używa formalnych niemieckich zaimków, takich jak „Ihrem” i „Sie”. Pokazaliśmy też, jak zmienić domyślny model w potoku, aby wybrać ten, który najlepiej pasuje do danego zastosowania — a w witrynie Hugging Face Hub można znaleźć modele dla tysięcy par językowych. Zanim cofniemy się o krok i przyjrzymy całemu ekosystemowi Hugging Face, zbadajmy jeszcze jedno zastosowanie.


    Generowanie tekstu


    Przypuśćmy, że chcielibyśmy szybciej odpowiadać na opinie klientów, w czym mogłaby pomóc funkcja autouzupełniania. Za pomocą modelu generowania tekstu możemy zrobić to w następujący sposób:

    generator = pipeline("text-generation")



    response = "Dear Bumblebee, I am sorry to hear that your order was mixed up."



    prompt = text + "\n\nCustomer service response:\n" + response



    outputs = generator(prompt, max_length=200)



    print(outputs[0]['generated_text'])



    Dear Amazon, last week I ordered an Optimus Prime action figure from your online



    store in Germany. Unfortunately, when I opened the package, I discovered to my



    horror that I had been sent an action figure of Megatron instead! As a lifelong



    enemy of the Decepticons, I hope you can understand my dilemma. To resolve the



    issue, I demand an exchange of Megatron for the Optimus Prime figure I ordered.



    Enclosed are copies of my records concerning this purchase. I expect to hear



    from you soon. Sincerely, Bumblebee.



    Customer service response:



    Dear Bumblebee, I am sorry to hear that your order was mixed up. The order was



    completely mislabeled, which is very common in our online store, but I can



    appreciate it because it was my understanding from this site and our customer



    service of the previous day that your order was not made correct in our mind and



    that we are in a process of resolving this matter. We can assure you that your



    order




    Cóż, prawdopodobnie nie użylibyśmy tego autouzupełnienia, aby uspokoić Bumblebee, ale wiesz już, na czym to mniej więcej polega.


    Teraz, kiedy poznałeś już kilka interesujących zastosowań modeli transformerów, zastanawiasz się zapewne, gdzie odbywa się ich trening. Wszystkie modele, których użyliśmy w tym rozdziale, są publicznie dostępne i już dostrojone do konkretnych zadań. Jednak ogólnie rzecz biorąc, będziesz chciał dostrajać modele do swoich własnych danych, a w następnych rozdziałach pokażemy Ci, jak to zrobić.


    Jednak trenowanie modelu jest tylko niewielką częścią dowolnego projektu NLP — inne kluczowe komponenty to metody efektywnego przetwarzania danych, możliwość udostępniania wyników współpracownikom oraz odtwarzalność Twojej pracy. Na szczęście biblioteka [image: Obraz] Transformers jest otoczona dużym ekosystemem przydatnych narzędzi, które wspierają nowoczesne procesy uczenia maszynowego. Przyjrzyjmy się im teraz.


    Ekosystem Hugging Face


    To, co zaczęło się od biblioteki [image: Obraz] Transformers, szybko obrosło całym ekosystemem bibliotek i narzędzi, które przyspieszają projekty NLP i uczenia maszynowego. Ekosystem Hugging Face składa się z dwóch głównych części: rodziny bibliotek oraz witryny Hub, jak pokazano na rysunku 1.9. Biblioteki zawierają kod, a Hub udostępnia wstępnie wytrenowane wagi modeli, zbiory danych, skrypty ewaluacyjne i znacznie więcej. W tym podrozdziale krótko opiszemy poszczególne komponenty. Pominiemy samą bibliotekę [image: Obraz] Transformers, ponieważ już ją omówiliśmy i będziemy do niej wielokrotnie wracać w dalszych rozdziałach książki.


    Hugging Face Hub


    Jak wspomniano wcześniej, uczenie transferowe jest jednym z kluczowych czynników sukcesu transformerów, ponieważ umożliwia ponowne wykorzystanie wstępnie wytrenowanych modeli do nowych zadań. W rezultacie bardzo ważna jest możliwość szybkiego wczytywania wstępnie wytrenowanych modeli i eksperymentowania z nimi.


    [image: Obraz]


    Rysunek 1.9. Przegląd ekosystemu Hugging Face


    Repozytorium Hugging Face Hub zawiera ponad 20 000 bezpłatnych modeli. Jak pokazano na rysunku 1.10, dostępne są filtry zadań, platform, zbiorów danych itd., które pomagają nawigować po repozytorium i szybko znajdować obiecujących kandydatów. Jak widziałeś w przykładach z potokami, wczytanie obiecującego modelu do własnego kodu zajmuje dosłownie jeden wiersz. Upraszcza to eksperymentowanie z szeroką gamą modeli i pozwala skupić się na tych częściach projektu, które są specyficzne dla dziedziny.


    [image: Obraz]


    Rysunek 1.10. Strona Models witryny Hugging Face Hub wyświetlająca filtry po lewej stronie i listę modeli po prawej stronie


    Oprócz wag modeli Hub przechowuje również zbiory danych i skrypty do obliczania miar, które pozwalają odtwarzać opublikowane wyniki lub wykorzystać dodatkowe dane we własnej aplikacji.


    Hub oferuje również karty modeli i zestawów danych, które dokumentują zawartość modeli i zbiorów danych oraz pomagają podjąć decyzję, czy będą one odpowiednie dla Ciebie. Jedną z najprzydatniejszych funkcji witryny jest możliwość bezpośredniego wypróbowania dowolnego modelu za pomocą różnych interaktywnych „widgetów”, jak pokazano na rysunku 1.11.


    [image: Obraz]


    Rysunek 1.11. Przykładowa karta modelu w witrynie Hugging Face Hub; widget inferencyjny, który umożliwia interakcję z modelem, znajduje się po prawej stronie


    Kontynuując nasz przegląd, przejdźmy teraz do biblioteki [image: Obraz] Tokenizers.


    
      
        
        
      

      
        
          	
            [image: Obraz]

          

          	
            PyTorch (https://oreil.ly/AyTYC) i TensorFlow (https://oreil.ly/JOKgq) oferują własne repozytoria. Warto je sprawdzić, jeśli określony model lub zbiór danych nie jest dostępny w witrynie Hugging Face Hub.

          
        

      
    


    Hugging Face Tokenizers


    Każdy przykładowy potok, który widziałeś w tym rozdziale, zawiera etap tokenizacji, w którym surowy tekst jest dzielony na mniejsze części zwane tokenami. Szczegółowy opis tego procesu znajdziesz w rozdziale 2., a na razie wystarczy wiedzieć, że tokeny mogą być słowami, częściami słów albo po prostu znakami, takimi jak znaki interpunkcyjne. Modele transformerów trenuje się na liczbowych reprezentacjach tych tokenów, więc poprawna realizacja tego etapu ma duży wpływ na cały projekt NLP!


    Biblioteka [image: Obraz] Tokenizers (https://github.com/huggingface/tokenizers) oferuje wiele strategii tokenizacji i niezwykle szybko tokenizuje tekst dzięki „zapleczu” napisanemu w Ruście[12]. Przeprowadza też wszystkie etapy przetwarzania wstępnego i końcowego, takie jak normalizacja danych wejściowych i przekształcanie wyników modelu w wymagany format. Za pomocą biblioteki [image: Obraz] Tokenizers możemy wczytać tokenizator w taki sam sposób, w jaki wczytujemy wstępnie wytrenowane wagi modeli w bibliotece [image: Obraz] Transformers.


    Aby trenować i oceniać modele, potrzebujemy zbioru danych i miar, więc przyjrzyjmy się bibliotece [image: Obraz] Datasets, która odpowiada za ten aspekt.


    Hugging Face Datasets


    Wczytywanie, przetwarzanie i zapisywane zbiorów danych to uciążliwy proces, zwłaszcza gdy zbiór danych staje się za duży, żeby zmieścić się w pamięci RAM laptopa. Ponadto zazwyczaj trzeba napisać różne skrypty, aby pobrać dane i przekształcić je do standardowego formatu.


    Biblioteka [image: Obraz] Datasets (https://oreil.ly/959YT) upraszcza ten proces, udostępniając standardowy interfejs do tysięcy zbiorów danych w witrynie Hub (https://oreil.ly/Rdhcu). Oferuje też inteligentną pamięć podręczną (żebyś nie musiał od nowa przeprowadzać przetwarzania wstępnego za każdym razem, kiedy uruchamiasz swój kod) i pomaga uniknąć ograniczeń związanych z pamięcią RAM poprzez wykorzystanie specjalnego mechanizmu nazywanego mapowaniem pamięci, który przechowuje zawartość pliku w pamięci wirtualnej i umożliwia wielu procesom efektywniejsze modyfikowanie pliku. Biblioteka jest też kompatybilna z popularnymi platformami, takimi jak Pandas i NumPy, więc możesz korzystać z tych narzędzi do przetwarzania danych, z którymi czujesz się najbardziej komfortowo.


    Dobry zbiór danych i zaawansowany model nie zdadzą się jednak na nic, jeśli nie będziesz mógł wiarygodnie zmierzyć wydajności. Niestety, klasyczne miary NLP mają wiele różnych implementacji, które mogą nieco się różnić i prowadzić do zwodniczych wyników. Oferując skrypty dla wielu miar, biblioteka [image: Obraz] Datasets pomaga zwiększyć powtarzalność eksperymentów i wiarygodność wyników.


    Dysponując bibliotekami [image: Obraz] Transformers, [image: Obraz] Tokenizers i [image: Obraz] Datasets, mamy wszystko, czego potrzebujemy, aby trenować nasze własne modele transformerów! Jak jednak przekonamy się w rozdziale 10., w niektórych sytuacjach potrzebujemy precyzyjnej kontroli nad pętlą treningową. Tu na scenę wkracza ostatnia biblioteka ekosystemu: [image: Obraz] Accelerate.


    Hugging Face Accelerate


    Jeśli kiedykolwiek napisałeś własny skrypt treningowy w PyTorch, istnieje duże prawdopodobieństwo, że nabawiłeś się bólu głowy, próbując przenieść kod działający w laptopie do klastra serwerów Twojej organizacji. Biblioteka [image: Obraz] Accelerate (https://oreil.ly/iRfDe) dodaje do zwykłych pętli treningowych warstwę abstrakcji, która dba o całą niestandardową logikę potrzebną w infrastrukturze treningowej. Dosłownie przyspiesza ona pracę, upraszczając zmianę infrastruktury, jeśli okaże się to konieczne.


    To już wszystkie podstawowe elementy ekosystemu Hugging Face. Zanim jednak zakończymy ten rozdział, przyjrzyjmy się kilku typowym wyzwaniom, jakie wiążą się z próbami wdrożenia transformerów w rzeczywistym świecie.


    Główne wyzwania związane z transformerami


    W tym rozdziale rzuciliśmy okiem na szeroki zakres zadań NLP, które można rozwiązać za pomocą modeli transformerów. Kiedy czytamy nagłówki w mediach, czasami może się nam wydawać, że ich możliwości są nieograniczone. Jednak pomimo swojej przydatności transformery nie są panaceum na każdy problem. Oto kilka związanych z nimi wyzwań, które zbadamy w niniejszej książce:


    Język


    Badania nad NLP są zdominowane przez język angielski. Istnieje kilka modeli dla innych języków, ale trudno jest znaleźć wstępnie wytrenowane modele dla języków rzadkich lub mających niewiele zasobów tekstowych. W rozdziale 4. zbadamy transformery wielojęzyczne i ich zdolność do wykonywania transferu międzyjęzykowego metodą zero-shot, czyli bez dostępnych przykładów z docelowego języka.


    Dostępność danych


    Choć możemy użyć uczenia transferowego, aby radykalnie ograniczyć ilość opatrzonych etykietami danych treningowych, których potrzebują nasze modele, to wciąż jest to znacznie więcej danych w porównaniu z tym, ile potrzebowałby człowiek. Radzenie sobie w scenariuszach, w których mamy mało opatrzonych etykietami danych albo nie mamy ich w ogóle, jest tematem rozdziału 9.


    Praca z długimi dokumentami


    Samouwaga działa doskonale na tekstach o długości akapitu, ale staje się bardzo kosztowna, kiedy przechodzimy do dłuższych tekstów, takich jak całe dokumenty. Podejścia, które pomagają złagodzić ten problem, zostaną omówione w rozdziale 11.


    Nieprzezroczystość


    Podobnie jak inne modele uczenia głębokiego, transformery są w dużym stopniu „nieprzezroczyste”. Trudno lub nie da się stwierdzić, „dlaczego” model dokonał konkretnej prognozy. Jest to szczególnie poważny problem, kiedy modele te wykorzystuje się do podejmowania krytycznych decyzji. Niektóre sposoby sondowania błędów modeli transformerów zbadamy w rozdziałach 2. i 4.


    Uprzedzenia


    Modele transformerów trenuje się głównie na danych dostępnych w internecie. Oznacza to, że wszystkie uprzedzenia obecne w danych zostają „wdrukowane” w model. Upewnienie się, że dane nie są rasistowskie albo seksistowskie, jest trudnym zadaniem. Niektóre z tych problemów omówimy szczegółowo w rozdziale 10.


    Choć powyższe wyzwania są niełatwe, wiele z nich można przezwyciężyć. Omówimy je nie tylko we wspomnianych wyżej rozdziałach, ale również w niemal każdym kolejnym rozdziale książki.


    Podsumowanie


    Mamy nadzieję, że nie możesz się już doczekać, żeby zacząć trenować te wszechstronne modele i integrować je z Twoimi własnymi aplikacjami! W tym rozdziale przekonałeś się, że za pomocą zaledwie kilku wierszy kodu możesz wykorzystać najnowocześniejsze modele w takich zadaniach jak klasyfikacja, rozpoznawanie nazwanych encji, odpowiadanie na pytania, tłumaczenie i streszczanie, choć tak naprawdę jest to tylko wierzchołek góry lodowej.


    W następnych rozdziałach dowiesz się, jak adaptować transformery do szerokiej gamy zastosowań, takich jak budowanie klasyfikatora tekstu albo lekkiego modelu produkcyjnego, a nawet trenowanie modelu językowego od podstaw. Przyjmiemy podejście praktyczne, co oznacza, że każdej omawianej koncepcji będzie towarzyszył kod, który będziesz mógł uruchomić w witrynie Google Colab albo na własnym komputerze z procesorem graficznym.


    Teraz, kiedy znasz podstawowe pojęcia związane z transformerami, czas ubrudzić ręce i stworzyć pierwszą aplikację: klasyfikator tekstu. Jest to temat następnego rozdziału!


    
      
        [1] A. Vaswani et al., Attention Is All You Need (https://arxiv.org/abs/1706.03762), 2017. Tytuł ten był tak chwytliwy, że ponad sto późniejszych artykułów (https://oreil.ly/wT8Ih) zawierało frazę „all you need” w swoich tytułach!
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        [6] D. Bahdanau, K. Cho, Y. Bengio, Neural Machine Translation by Jointly Learning to Align and Translate (https://arxiv.org/abs/1409.0473), 2014.

      


      
        [7] Wagi to parametry sieci neuronowej, które zmieniają się w wyniku uczenia.

      


      
        [8] A. Radford, R. Jozefowicz, I. Sutskever, Learning to Generate Reviews and Discovering Sentiment (https://arxiv.org/abs/1704.01444), 2017.

      


      
        [9] Powiązana praca ELMo (ang. Embeddings from Language Models) pokazała, jak wstępny trening sieci LSTM pozwala uzyskać wysokiej jakości osadzenia słów do konkretnych zadań.

      


      
        [10] Dotyczy to w większej mierze języka angielskiego niż większości innych języków świata, dla których pozyskanie dużego korpusu cyfrowego tekstu może być trudne. Szukanie sposobów na wypełnienie tej luki jest aktywnym obszarem badań i aktywizmu NLP.

      


      
        [11] Y. Zhu et al., Aligning Books and Movies: Towards Story-like Visual Explanations by Watching Movies and Reading Books (https://arxiv.org/abs/1506.06724), 2015.

      


      
        [12] Rust (https://rust-lang.org) to wysokowydajny język programowania.

      

    

  


  
    Rozdział 2.

    Klasyfikacja tekstu


    Klasyfikacja tekstu jest jednym z najczęstszych zadań w NLP; używa się jej w szerokiej gamie zastosowań, takich jak przypisywanie opinii klientów do różnych kategorii albo przydzielanie konsultantom zgłoszeń serwisowych w zależności od języka. Filtr spamu w Twoim programie pocztowym prawdopodobnie używa klasyfikacji tekstu, aby ochronić Twoją skrzynkę odbiorczą przed zalewem niepożądanych wiadomości!


    Innym częstym typem klasyfikacji tekstu jest analiza odczuć, która (jak dowiedziałeś się w rozdziale 1.) ma na celu identyfikowanie polaryzacji danego tekstu. Na przykład firma Tesla może analizować posty na Twitterze, takie jak pokazany na rysunku 2.1, aby ustalić, czy ludzie lubią nowy dach w jej samochodach.


    [image: Obraz]


    Rysunek 2.1. Analizowanie treści na Twitterze pozwala pozyskać przydatne informacje zwrotne od klientów (dzięki uprzejmości Adityi Veluriego)


    Wyobraź sobie teraz, że jesteś analitykiem danych, który musi zbudować system do automatycznego identyfikowania stanów emocjonalnych, takich jak „złość” lub „radość”, które ludzie wyrażają na Twitterze wobec produktów Twojej firmy. W tym rozdziale spróbujemy wykonać to zadanie za pomocą odmiany BERT-a nazywanej DistilBERT-em[1]. Model ten ma tę główną zaletę, że osiąga skuteczność zbliżoną do BERT-a, choć jest znacznie mniejszy i bardziej efektywny. Pozwala nam to wytrenować klasyfikator w ciągu kilku minut, a jeśli chcemy wytrenować większy model BERT, możemy po prostu zmienić punkt kontrolny wstępnie wytrenowanego modelu. Punkt kontrolny odpowiada zbiorowi wag, które wczytuje się do danej architektury transformera.


    Będzie to również nasze pierwsze spotkanie z trzema podstawowymi bibliotekami ekosystemu Hugging Face: [image: Obraz] Datasets, [image: Obraz] Tokenizers i [image: Obraz] Transformers. Jak pokazano na rysunku 2.2, biblioteki te pozwolą nam szybko przejść od surowych danych do dostrojonego modelu, którego będzie można używać do wnioskowania o nowych tweetach. W duchu Optimusa Prime przystąpmy zatem do dzieła — „transformacja i jazda!”[2].


    [image: Obraz]


    Rysunek 2.2. Typowy potok do trenowania modeli transformerów z wykorzystaniem bibliotek [image: Obraz] Datasets, [image: Obraz] Tokenizers i [image: Obraz] Transformers


    Zbiór danych


    Aby zbudować detektor emocji, użyjemy doskonałego zbioru danych z artykułu, który badał, jak reprezentowane są emocje w angielskich wiadomościach na Twitterze[3]. W przeciwieństwie do większości zbiorów danych przeznaczonych do analizy odczuć, które obejmują tylko biegunowości „pozytywne” i „negatywne”, ten zbiór danych zawiera sześć podstawowych emocji: złość, obrzydzenie, strach, radość, smutek i zaskoczenie. Naszym zadaniem będzie wytrenowanie modelu, który będzie potrafił przypisać tweeta do jednej z tych emocji.


    Pierwsze spojrzenie na zbiory danych Hugging Face


    Użyjemy biblioteki [image: Obraz] Datasets do pobrania danych z witryny Hugging Face Hub (https://oreil.ly/959YT). Aby sprawdzić, jakie zbiory danych są dostępne w witrynie, możemy użyć funkcji list_datasets():

    from datasets import list_datasets



    all_datasets = list_datasets()



    print(f"There are {len(all_datasets)} datasets currently available on the Hub")



    print(f"The first 10 are: {all_datasets[:10]}")



    There are 1753 datasets currently available on the Hub



    The first 10 are: ['acronym_identification', 'ade_corpus_v2', 'adversarial_qa',



    'aeslc', 'afrikaans_ner_corpus', 'ag_news', 'ai2_arc', 'air_dialogue',



    'ajgt_twitter_ar', 'allegro_reviews']




    Jak widać, każdy zbiór danych ma nazwę. Wczytajmy zatem zbiór danych emotion za pomocą funkcji load_dataset():

    from datasets import load_dataset



    emotions = load_dataset("emotion")




    Jeśli zajrzysz do wnętrza obiektu emotions:

    emotions



    DatasetDict({



        train: Dataset({



            features: ['text', 'label'],



            num_rows: 16000



        })



        validation: Dataset({



            features: ['text', 'label'],



            num_rows: 2000



        })



        test: Dataset({



            features: ['text', 'label'],



            num_rows: 2000



        })



    })




    przekonasz się, że jest podobny do słownika Pythona, w którym każdy klucz odpowiada innemu podziałowi. Aby uzyskać dostęp do poszczególnych podziałów, możemy użyć zwykłej składni słownikowej:

    train_ds = emotions["train"]



    train_ds



    Dataset({



        features: ['text', 'label'],



        num_rows: 16000



    })




    co zwraca instancję klasy Dataset. Obiekt Dataset jest jedną z podstawowych struktur danych w bibliotece [image: Obraz] Datasets, a jego właściwości będziemy badać w całej tej książce. Zacznijmy od tego, że zachowuje się jak zwykła tablica lub lista Pythona, więc możemy sprawdzić jego długość:

    len(train_ds)



    16000




    albo uzyskać dostęp do pojedynczego przykładu według indeksu:

    train_ds[0]



    {'label': 0, 'text': 'i didnt feel humiliated'}




    Jak widać, pojedynczy wiersz jest reprezentowany przez słownik, którego klucze odpowiadają nazwom kolumn:

    train_ds.column_names



    ['text', 'label']




    a wartościami są tweet i emocja. Wynika to z tego, że biblioteka [image: Obraz] Datasets jest oparta na projekcie Apache Arrow (https://arrow.apache.org), który definiuje typizowany format kolumnowy cechujący się efektywniejszym wykorzystaniem pamięci niż natywny Python. Typy danych używane „za kulisami” można sprawdzić za pomocą atrybutu features obiektu Dataset:

    print(train_ds.features)



    {'text': Value(dtype='string', id=None), 'label': ClassLabel(num_classes=6,



    names=['sadness', 'joy', 'love', 'anger', 'fear', 'surprise'], names_file=None,



    id=None)}




    W tym przypadku typem kolumny text jest string, a kolumna label jest specjalnym obiektem ClassLabel, który zawiera informacje o nazwach klas i ich odwzorowaniach na liczby całkowite. Można też uzyskać dostęp do kilku wierszy za pomocą cięcia:

    print(train_ds[:5])



    {'text': ['i didnt feel humiliated', 'i can go from feeling so hopeless to so



    damned hopeful just from being around someone who cares and is awake', 'im



    grabbing a minute to post i feel greedy wrong', 'i am ever feeling nostalgic



    about the fireplace i will know that it is still on the property', 'i am feeling



    grouchy'], 'label': [0, 0, 3, 2, 3]}




    Zauważ, że w tym przypadku wartości słownikowe są listami, a nie pojedynczymi elementami. Możemy też pobrać całą kolumnę według nazwy:

    print(train_ds["text"][:5])



    ['i didnt feel humiliated', 'i can go from feeling so hopeless to so damned



    hopeful just from being around someone who cares and is awake', 'im grabbing a



    minute to post i feel greedy wrong', 'i am ever feeling nostalgic about the



    fireplace i will know that it is still on the property', 'i am feeling grouchy']




    Teraz, kiedy wiesz już, jak wczytać i zbadać dane za pomocą biblioteki [image: Obraz] Datasets, przyjrzyjmy się bliżej zawartości naszych tweetów.


    Od zbiorów do ramek danych


    Choć biblioteka [image: Obraz] Datasets oferuje mnóstwo niskopoziomowych funkcji do „siekania i cięcia” danych, często wygodniej jest przekształcić obiekt Dataset w obiekt DataFrame biblioteki Pandas, aby uzyskać dostęp do wysokopoziomowych interfejsów API do wizualizacji danych. Aby umożliwić tę konwersję, biblioteka [image: Obraz] Datasets oferuje metodę set_format(), która pozwala zmienić wyjściowy format obiektu Dataset. Zauważ, że nie zmienia to podstawowego formatu danych (który pozostaje tabelą Arrow), a w razie potrzeby możesz później przełączyć się na inny format:


    
      
        
      

      
        
          	
            A jeśli mojego zbioru danych nie ma w witrynie Hub?


            W większości przykładów w tej książce będziemy pobierać zbiory danych z witryny Hugging Face Hub. Jednak w wielu przypadkach będziesz pracować z danymi, które będą przechowywane albo w Twoim laptopie, albo w zdalnym serwerze Twojej organizacji. Biblioteka [image: Obraz] Datasets oferuje kilka skryptów do wczytywania lokalnych i zdalnych zbiorów danych. Przykłady wczytywania najczęściej spotykanych formatów danych podano w tabeli 2.1.


            Tabela 2.1. Jak wczytywać zbiory danych w różnych formatach


            
              
                
                
                
              

              
                
                  	
                    Format danych

                  

                  	
                    Skrypt

                  

                  	
                    Przykład

                  
                


                
                  	
                    CSV

                  

                  	
                    Csv

                  

                  	
                    load_dataset("csv", data_files="my_file.csv")

                  
                


                
                  	
                    Tekst

                  

                  	
                    Text

                  

                  	
                    load_dataset("text", data_files="my_file.txt")

                  
                


                
                  	
                    JSON

                  

                  	
                    Json

                  

                  	
                    Load_dataset("json", data files="my file.jsonl")

                  
                

              
            


            Jak widać, dla każdego formatu danych wystarczy przekazać do funkcji load_dataset() odpowiedni skrypt wraz z argumentem data_files, który określa ścieżkę lub adres URL jednego bądź wielu plików. Na przykład pliki źródłowe zbioru danych emotion są w rzeczywistości dostępne w Dropboksie, więc jeśli chcielibyśmy wczytać go inną metodą, moglibyśmy zacząć od pobrania jednego z podziałów:

            dataset_url = "https://www.dropbox.com/s/1pzkadrvffbqw6o/train.txt"

            !wget {dataset_url}


            Jeśli zastanawiasz się, dlaczego w powyższym poleceniu powłoki jest znak !, wynika to z tego, że wykonujemy te polecenia w notatniku Jupytera. Po prostu usuń ten przedrostek, jeśli pobierasz i dekompresujesz zbiór danych w terminalu. Jeśli przyjrzymy się pierwszemu wierszowi pliku train.txt:

            !head -n 1 train.txt

            i didnt feel humiliated;sadness


            zobaczymy, że nie ma w nim kolumn nagłówków, a każdy tweet i emocja są oddzielone średnikiem. Mimo to format ten jest bardzo zbliżony do pliku CSV, więc możemy wczytać zbiór danych lokalnie poprzez użycie skryptu csv i ustawienie argumentu data_files na plik train.txt:

            emotions_local = load_dataset("csv", data_files="train.txt", sep=";",

                                           names=["text", "label"])


            Określiliśmy również typ ogranicznika i nazwy kolumn. Jeszcze prostszym sposobem byłoby ustawienie argumentu data_files na sam adres URL:

            dataset_url = https://www.dropbox.com/s/1pzkadrvffbqw6o/train.txt?dl=1

            emotions_remote = load_dataset("csv", data_files=dataset_url, sep=";",

                                           names=["text", "label"])


            co spowodowałby automatyczne pobranie zbioru danych i zapisanie go w pamięci podręcznej. Jak widać, funkcja load_dataset() jest bardzo wszechstronna. Warto przeczytać jej pełen opis w dokumentacji [image: Obraz] Datasets (https://huggingface.co/docs/datasets/index).

          
        

      
    

    import pandas as pd



    emotions.set_format(type="pandas")
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1 # Create a convolutional neural network to classify MNIST images in PyTorch.
2 class| ConvNet (nn.Module) :
def _init_ (self):

super(ConvNet, self)._init_()

self.convl = nn.Conv2d(1, 10, kernel_size=5)

self.conv2 = nn.Conv2d(10, 20, kernel_size=5)

self.conv2_drop = nn.Dropout2d()

self.fcl = nn.Linear(320, 50)

self.fc2 = nn.Linear(50, 10)

def forward(self, x):
x = F.relu(F.max_pool2d(self.convi(x), 2))

. relu(F.max_pool2d(self.conv2_drop(self.conv2(x)), 2))

.view(-1, 320)

F.relu(self.fcl(x))

.dropout(x, training=self.training)

x = self.fc2(x)

return F.log softmax(x, dim=1)

x x X
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# Model card

Files  © Settings

2 editmodelcard

BERT base model (uncased)

Pretrained model on Englishlanguage using a masked language
modeling (MLW) abjective. It was introduced intis paper and first
releasedin this repository. This model s unca:
diference between english and English.

does ot makea

Disclaimer: The tear releasing BERT did not write a model card for
this model so this model card has been written by the Hugging Face
team.

Model description

BERT s a transformers model pretrained on a large corpus of English
data n aself.supervised fashion. This means it was pretrained on the
raw texts only, with no humans abell

g them in any way (which is
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