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  Drogi Czytelniku!

  Jeżeli chcesz ocenić tę książkę, zajrzyj pod adres

  https://helion.pl/user/opinie/pydasc_ebook

  Możesz tam wpisać swoje uwagi, spostrzeżenia, recenzję.


  
    
      	Poleć książkę


      	Kup w wersji papierowej


      	Oceń książkę

    

  


  
    
      	Księgarnia internetowa


      	Lubię to! » nasza społeczność

    

  


  
    Opinie o książce


    Na rynku obecnie dostępnych jest wiele książek poświęconych nauce o danych, ale moim zdaniem książka Jake’a VanderPlasa jest wyjątkowa. Autor podejmuje w niej niezwykle szeroki i złożony temat i przedstawia go w sposób, który ułatwia jego zrozumienie dzięki świetnym opisom i ćwiczeniom pozwalającym szybko wykorzystać poznawane koncepcje.


    — Celeste Stinger, inżynier ds. niezawodności


    Doświadczenie i pasja Jake’a VanderPlasa do dzielenia się wiedzą są niezaprzeczalne. To świeżo zaktualizowane wydanie zawiera jasne, łatwe do powtórzenia przykłady, które pomogą Ci skonfigurować i wykorzystać narzędzia do nauki o danych i uczenia maszynowego. Jeśli jesteś gotowy, aby zagłębić się w podstawy korzystania z narzędzi opartych na Pythonie i uzyskać prawdziwy wgląd w swoje dane, to ta książka jest dla Ciebie!


    — Anne Bonner, założycielka i dyrektorka generalna Content Simplicity


    Python Data Science jest moim ulubionym podręcznikiem, który od lat polecam studentom zgłębiającym naukę o danych. Drugie wydanie to udoskonalona wersja i tak już niesamowitej książki ze świetnymi notatnikami Jupyter, które umożliwiają wykonywanie ulubionych fragmentów kodu podczas czytania.


    — Noah Gift, Duke Executive in Residence i założyciel Pragmatic AI Labs


    To zaktualizowane wydanie zawiera doskonałe wprowadzenie do bibliotek, dzięki którym Python stał się najpopularniejszym językiem do analizy danych i obliczeń naukowych. Treści przedstawione są w przystępnym stylu i towarzyszą im doskonałe przykłady.


    — Allen Downey, autor książek Myśl w języku Python! oraz Think Bayes


    Python Data Science to doskonały przewodnik dla czytelników poznających stos nauki o danych Pythona. Dzięki kompletnym, praktycznym przykładom napisanego w zrozumiały sposób kodu czytelnik bez wątpienia nauczy się, jak skutecznie przechowywać i przekształcać zbiory danych oraz uzyskiwać wgląd w ich zawartość.


    — William Jamir Silva, starszy inżynier oprogramowania Adjust GmbH


    Jake VanderPlas ma doświadczenie w wyjaśnianiu koncepcji i narzędzi Pythona osobom poznającym naukę o danych. W drugim wydaniu Python Data Science zrobił to po raz kolejny. W tej książce znajdziesz przegląd wszystkich narzędzi potrzebnych do rozpoczęcia prac w tym obszarze wraz z przystępnymi wyjaśnieniami, dlaczego pewne rzeczy są takie, jakie są.


    — Jackie Kazil, twórca Mesa Library i lider Data Science

  


  
    Wprowadzenie


    Czym zajmuje się nauka o danych?


    Z racji tego, że jest to książka o nauce o danych w Pythonie, od razu nasuwa się pytanie: czym jest nauka o danych (ang. data science)? Zdefiniowanie tego pojęcia jest zaskakująco trudne, zwłaszcza biorąc pod uwagę jego wszechobecność. Zagorzali krytycy traktują je jako zbędną etykietę (w końcu która dziedzina nauki nie zajmuje się danymi?) lub modny frazes, który ma błyszczeć w CV i przyciągać uwagę rekruterów.


    Moim zdaniem krytycy w swoich opiniach pomijają coś ważnego. Nauka o danych jest prawdopodobnie najlepszą etykietą dla zbioru interdyscyplinarnych umiejętności, których znaczenie wzrasta zarówno w przemyśle, jak i w środowisku akademickim. Kluczowy jest tu przymiotnik interdyscyplinarny — moim zdaniem najlepszą istniejącą definicją nauki o danych jest diagram Venna Data stworzony przez Drew Conwaya. Drew po raz pierwszy opublikował go na swoim blogu we wrześniu 2010 r. (rysunek W.1).
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    Rysunek W.1. Diagram Venna prezentujący naukę o danych autorstwa Drew Conwaya (źródło: Drew Conway, https://oreil.ly/PkOOw; wykorzystano za zgodą autora)


    Chociaż niektóre etykiety na przecięciach zbiorów brzmią nieco żartobliwie, ten diagram oddaje istotę tego, co ludzie mają na myśli, mówiąc „nauka o danych” — zasadniczo jest to dziedzina interdyscyplinarna. Nauka o danych obejmuje trzy odrębne, ale nakładające się na siebie obszary: umiejętności statystyka, który wie, jak modelować i podsumowywać zbiory danych (które stają się coraz większe), umiejętności informatyka, który potrafi projektować i wykorzystywać algorytmy do wydajnego przechowywania, przetwarzania i wizualizacji danych, oraz wiedzę eksperta dziedzinowego, czyli coś, co moglibyśmy nazwać „klasyczną” edukacją w danej dziedzinie (jest ona niezbędna zarówno do sformułowania właściwych pytań, jak i umieszczenia odpowiedzi w odpowiednim kontekście).


    Biorąc to pod uwagę, zachęcam Cię do myślenia o nauce o danych nie jako o nowej dziedzinie wiedzy, którą należy poznać, ale jako o nowym zestawie umiejętności, które możesz zastosować w obszarze, w którym się specjalizujesz. Niezależnie od tego, czy zajmujesz się tworzeniem raportów na temat wyników wyborów, prognozowaniem stóp zwrotu z akcji, optymalizacją kliknięć reklam w sieci, identyfikacją mikroorganizmów na zdjęciach mikroskopowych, poszukiwaniem nowych klas obiektów astronomicznych czy pracą z danymi w jakiejkolwiek innej dziedzinie, celem tej książki jest pokazanie Ci, jak możesz zadawać nowe pytania dotyczące wybranej przez Ciebie dziedziny i jak znajdować na nie odpowiedzi.


    Dla kogo jest ta książka?


    Zarówno podczas mojej pracy na Uniwersytecie Waszyngtońskim, jak i podczas różnych konferencji i spotkań poświęconych technologii jednym z najczęściej zadawanych mi pytań było: „Jak powinienem nauczyć się Pythona?”. Ludzie, którzy mnie o to pytali, to zazwyczaj studenci kierunków technicznych, programiści lub badacze często mający już duże doświadczenie w pisaniu kodu i korzystaniu z narzędzi obliczeniowych i numerycznych. Większość z tych osób nie chce uczyć się Pythona per se, a raczej poznać ten język w kontekście jego wykorzystania w inżynierii obliczeniowej i przetwarzaniu dużych ilości danych. Chociaż w sieci dostępnych jest wiele różnych filmów, postów na blogach i samouczków skierowanych do tej grupy odbiorców, od dawna brakowało mi jednej dobrej odpowiedzi na to pytanie i to właśnie jej brak zainspirował mnie do napisania tej książki.


    Ta książka nie jest wprowadzeniem do Pythona ani do programowania. Zakładam, że czytelnik jest zaznajomiony z językiem Python, w tym ze sposobami definiowania funkcji, przypisywaniem wartości do zmiennych, wywoływaniem metod na obiektach, sterowaniem przebiegiem programu i innymi podstawowymi zadaniami związanymi z programowaniem w Pythonie. Książka ta ma pomóc użytkownikom Pythona poznać pythonowy stos narzędzi do nauki o danych — czyli biblioteki wymienione w kolejnym punkcie oraz powiązane z nimi narzędzia — który pozwoli Ci efektywnie przechowywać i przekształcać dane oraz uzyskiwać wgląd w ich zawartość.


    Dlaczego Python?


    Na przestrzeni dwóch ostatnich dekad Python stał się pierwszorzędnym narzędziem do prowadzenia obliczeń naukowych, w tym do analizy i wizualizacji dużych zbiorów danych. Było to pewne zaskoczenie dla pierwszych zwolenników języka Python — języka nie zaprojektowano przecież z myślą o analizie danych lub obliczeniach naukowych. Przydatność Pythona w nauce o danych wynika przede wszystkim z dużego i aktywnego ekosystemu zewnętrznych pakietów: NumPy to pakiet do przekształcania homogenicznych danych o strukturze tablicowej, Pandas ułatwia pracę z heterogenicznymi i etykietowanymi danymi, SciPy pozwala przeprowadzać typowe obliczenia naukowe, Matplotlib umożliwia tworzenie wysokiej jakości wizualizacji, IPython pozwala na interaktywne wykonywanie i udostępnianie kodu, a Scikit-Learn wykorzystuje się do uczenia maszynowego. Pakiety te oraz inne narzędzia omówię na kolejnych stronach tej książki.


    Jeśli szukasz przewodnika po samym języku Python, polecam zajrzeć do siostrzanego projektu, jakim jest moja książka Whirlwind Tour of Python (https://oreil.ly/jFtWj). Ten krótki raport zawiera przewodnik po podstawowych funkcjach języka Python i jest skierowany do analityków danych, którzy znają choć jeden inny język programowania.


    Zarys treści


    Każda z części tej książki koncentruje się na konkretnym pakiecie lub narzędziu, które wniosło duży wykład w ekosystem nauki o danych Pythona. Każda z części jest podzielona na krótkie i samodzielne rozdziały, w których omawiam jedną koncepcję:


    
      	Część I „Jupyter — coś więcej niż zwykły Python” zawiera wprowadzenie do IPythona i Jupytera. Pakiety te zapewniają środowisko obliczeniowe, w którym pracuje wielu analityków danych korzystających z języka Python.


      	Część II „Wprowadzenie do NumPy” skupia się na bibliotece NumPy, która zawiera typ ndarray umożliwiający wydajne przechowywanie i przekształcanie gęstych tablic danych w Pythonie.


      	Część III „Przekształcanie danych za pomocą Pandas” to wprowadzenie do biblioteki Pandas, która zawiera typ DataFrame przeznaczony do wydajnego przechowywania i przekształcania kolumnowych i etykietowanych danych w Pythonie.


      	Część IV „Wizualizacja z użyciem Matplotlib” skupia się na bibliotece Matplotlib, która zawiera narzędzia do wizualizacji różnego rodzaju danych w Pythonie.


      	Część V „Uczenie maszynowe” skupia się na bibliotece Scikit-Learn, która zawiera wydajne i czyste implementacje najważniejszych algorytmów uczenia maszynowego.

    


    Świat nauki o danych w Pythonie jest z pewnością znacznie większy niż te sześć pakietów i rośnie każdego dnia. Mając to na uwadze, dołożyłem wszelkich starań, aby w książce znalazły się odniesienia do innych interesujących projektów i pakietów, które przesuwają granice tego, co można zrobić w Pythonie. Niemniej pakiety, na których się skupiam, mają obecnie fundamentalne znaczenie dla większości prac związanych z nauką o danych w Pythonie. Spodziewam się, że pozostaną one istotną częścią tego świata, nawet gdy ekosystem nauki o danych rozrośnie się jeszcze bardziej.


    Uwagi dotyczące instalacji


    Instalacja Pythona i pakietu bibliotek, które pozwalają przeprowadzać obliczenia naukowe, jest bardzo prosta. W tym punkcie wspomnę o kilku kwestiach, o których należy pamiętać podczas konfigurowania komputera.


    Chociaż istnieją różne sposoby instalacji Pythona, z myślą o nauce o danych rekomenduję jego instalację za pomocą środowiska Anaconda, które działa podobnie niezależnie od tego, czy korzystasz z komputera z systemu Windows, Linux, czy macOS. Istnieją dwie dystrybucje Anacondy:


    
      	Miniconda (https://oreil.ly/dH7wJ), która zawiera interpreter Pythona wraz z terminalowym narzędziem o nazwie conda, będącym międzyplatformowym menedżerem pakietów Pythona. Pełni ona tę samą rolę co zapewne znane użytkownikom Linuksa narzędzia apt lub yum.


      	Anaconda (https://oreil.ly/ndxjm) zawiera Pythona, narzędzie conda oraz dodatkowe preinstalowane pakiety przeznaczone do obliczeń naukowych. Ze względu na duże rozmiary wchodzących w jej skład pakietów dystrybucja ta zajmie na dysku kilka gigabajtów.

    


    Każdy z pakietów dołączonych do Anacondy można również zainstalować w Minicondzie. Z tego powodu sugeruję zacząć właśnie od Minicondy.


    Aby rozpocząć, pobierz i zainstaluj pakiet Miniconda. Pamiętaj, aby wybrać wersję z Pythonem w wersji 3. Po jej zainstalowaniu zainstaluj podstawowe pakiety wykorzystywane w tej książce:

    [~]$ conda install numpy pandas scikit-learn matplotlib seaborn jupyter 




    W książce wykorzystuję również inne, bardziej wyspecjalizowane narzędzia z ekosystemu nauki o danych w Pythonie. Ich instalacja sprowadza się zazwyczaj do wpisania nazwy pakietu po poleceniu conda install. Jeśli kiedykolwiek natkniesz się na pakiety, które nie są dostępne w domyślnym kanale condy, koniecznie sprawdź conda-forge (https://oreil.ly/CCvwQ) — obszerne, tworzone przez społeczność repozytorium pakietów condy.


    Aby uzyskać więcej informacji na temat condy, w tym informacje o tworzeniu i korzystaniu ze środowisk conda (gorąco polecam to zrobić), zapoznaj się z jej dokumentacją dostępną w sieci (https://oreil.ly/MkqPw).


    Konwencje typograficzne przyjęte w tej książce


    W celu odróżnienia od siebie różnych treści przyjęto następujące konwencje typograficzne:


    Pogrubienie


    W ten sposób zapisywane są nowe i ważne pojęcia.


    Kursywa


    W ten sposób wyróżniono adresy URL, adresy e-mailowe oraz nazwy i rozszerzenia plików.


    Czcionka o stałej szerokości znaków


    Taką czcionką wyróżniono elementy kodu wplecione w treść akapitów. Dłuższe bloki kodu wyróżniono dodatkowo charakterystycznym wcięciem.


    Pogrubiona czcionka o stałej szerokości znaków


    Oznacza polecenia i treści wprowadzane przez użytkownika.


    Pochylona czcionka o stałej szerokości znaków


    Oznacza wartości, które mają być wprowadzone przez użytkownika lub zależą od kontekstu, w jakim występują.
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            Tekst oznaczony tą ikoną jest ogólną uwagą.

          
        

      
    


    Wykorzystanie przykładów kodu


    Materiały uzupełniające (przykłady kodu) znajdziesz pod adresem https://ftp.helion.pl/przyklady/pydasc.zip.


    Książka ta ma pomóc Ci w pracy. Ogólnie rzecz biorąc, kodu znajdującego się w tej książce można używać we własnych programach i dokumentacjach bez proszenia kogokolwiek o zgodę, chyba że wykorzystasz duże fragmenty. Jeśli np. w pisanym programie użyjesz kilku fragmentów kodu z tej książki, nie musisz pytać o pozwolenie. Aby sprzedawać i rozprowadzać płyty CD-ROM z przykładami, trzeba mieć zezwolenie. Aby odpowiedzieć komuś na pytanie, cytując fragment tej książki wraz z kodem źródłowym, nie trzeba mieć zezwolenia. Aby wykorzystać dużą ilość kodu źródłowego z tej książki w dokumentacji własnego produktu, trzeba mieć pozwolenie.


    Informacje o źródle użytych fragmentów są mile widziane, ale niewymagane. Notka powinna zawierać nazwisko autora, tytuł publikacji, wydawcę oraz datę i miejsce publikacji, np. Jake VanderPlas, Python Data Science. Niezbędne narzędzia do pracy z danymi. Wydanie II, Helion, Gliwice 2024.

  


  
    Część I

    Jupyter — coś więcej niż zwykły Python


    Istnieje wiele różnych środowisk programistycznych do programowania w Pythonie. Często spotykam się z pytaniem o to, z którego z nich korzystam. Moja odpowiedź czasami zaskakuje. Na moje ulubione środowisko składa się IPython (http://ipython.org) oraz edytor tekstu (w zależności od mojego nastroju jest to Emacs lub VSCode). Za początki projektu Jupyter uznaje się stworzenie powłoki IPython. Powłoka ta została opracowana w 2001 roku przez Fernando Pereza jako udoskonalony interpreter Pythona. Od tego czasu całość przekształciła się w projekt, którego celem, zgodnie ze słowami Pereza, jest opracowanie „narzędzi dla całego cyklu życia obliczeń naukowych”. Jeśli potraktujesz Pythona jako silnik dla Twojego projektu badawczego, Jupyter będzie jego interaktywnym panelem kontrolnym.


    Poza tym, że jest on wartościowym interaktywnym interfejsem Pythona, Jupyter zawiera również szereg dodatków do tego języka. W tej części omówię najbardziej przydatne z nich. Prawdopodobnie najbardziej znanym interfejsem dostarczanym przez projekt Jupyter jest Jupyter Notebook. Jest to oparte na przeglądarce środowisko programistyczne zawierające funkcje ułatwiające współpracę, udostępnianie, a nawet publikowanie wyników analiz danych. Przykładem szerokich możliwości notatnika jest strona, którą teraz czytasz. Cały maszynopis tej książki to zbiór kilku notatników Jupytera.


    Ta część rozpoczyna się od omówienia funkcji Jupytera i IPythona, które przydadzą się podczas pracy z danymi. Szczególną uwagę poświęcę elementom rozszerzającym składnię standardowego Pythona. Następnie przyjrzymy się bardziej szczegółowo niektórymi magicznym poleceniom, które pozwalają przyspieszyć prace nad typowymi zadaniami związanymi z tworzeniem kodu wykonującego analizę danych i korzystaniem z niego. Na koniec omówię niektóre funkcjonalności notatnika, dzięki którym świetnie sprawdza się on podczas poznawania danych i udostępniania wyników.

  


  
    Rozdział 1.

    Wprowadzenie do IPythona oraz Jupytera


    Podczas pracy z danymi w Pythonie korzystam z trzech trybów pracy: do testowania krótkich sekwencji poleceń używam powłoki IPythona, podczas dłuższej interaktywnej analizy i udostępniania treści innym wykorzystuję Jupyter Notebook, a do tworzenia pakietów wielokrotnego użytku stosuję interaktywne środowiska programistyczne (IDE), takie jak Emacs lub VSCode. W tym rozdziale skupię się na pierwszych dwóch trybach: powłoce IPython i narzędziu Jupyter Notebook. W nauce o danych ważną rolę odgrywają również środowiska programistyczne typu IDE, ale nie będą się nimi zajmował w tej książce.


    Uruchamianie powłoki IPythona


    Poniższy tekst, podobnie jak większość tekstu w tej książce, nie jest przeznaczony do biernego czytania. Zachęcam Cię, abyś podczas czytania eksperymentował z narzędziami i składnią, które omawiam w danym miejscu. Dzięki temu rozwiniesz pamięć mięśniową i zapamiętasz o wiele więcej niż podczas zwykłego czytania. Zacznij od uruchomienia interpretera IPython. W tym celu wpisz polecenie ipython w wierszu poleceń. Jeśli zainstalowałeś dystrybucję taką jak Anaconda lub EPD, może istnieć specjalny program uruchamiający IPythona w systemie.


    Po uruchomieniu powinieneś zobaczyć monit podobny do następującego:

    Python 3.9.2 (v3.9.2:1a79785e3e, Feb 19 2021, 09:06:10)



    Type 'copyright', 'credits' or 'license' for more information



    IPython 7.21.0 -- An enhanced Interactive Python. Type '?' for help.



    In [1]:




    Jeżeli go zobaczysz, możesz przejść dalej.


    Uruchamianie Jupyter Notebook


    Jupyter Notebook (pol. notatnik Jupytera) jest opartym na przeglądarce interfejsem graficznym do powłoki IPython. Oferuje bogaty zestaw narzędzi do wizualizacji. Poza instrukcjami Pythona/IPythona notatniki mogą zawierać: sformatowany tekst, statyczne i dynamiczne wizualizacje, równania matematyczne, widżety JavaScript i wiele innych elementów. Co więcej, dokumenty te można zapisać w taki sposób, aby inne osoby mogły je otworzyć i wykonać kod we własnych systemach.


    Chociaż będziesz przeglądać i edytować notatniki w oknie przeglądarki, to aby wykonać kod, notatnik musi połączyć się z uruchomionym procesem Pythona (znanym jako kernel). Proces ten można uruchomić za pomocą następującej komendy:

    $ jupyter lab




    Powyższe polecenie uruchamia lokalny serwer WWW, który będzie widoczny dla przeglądarki. Na ekranie natychmiast pojawiają się logi pokazujące, co się dzieje. Będą one wyglądały mniej więcej tak:

    $ jupyter lab



    [ServerApp] Serving notebooks from local directory: /Users/jakevdp/ \ PythonDataScienceHandbook



    [ServerApp] Jupyter Server 1.4.1 is running at:



    [ServerApp] http://localhost:8888/lab?token=dd852649



    [ServerApp] Use Control-C to stop this server and shut down all kernels (twice to skip confirmation).




    Po wydaniu powyższego polecenia na ekranie powinno się pojawić okno domyślnej przeglądarki internetowej z otwartym lokalnym adresem URL widocznym w logach. Jaki to będzie adres, zależy od Twojego systemu. Jeśli przeglądarka nie otworzy się automatycznie, możesz otworzyć okno i ręcznie wpisać ten adres (w tym przykładzie jest to http://localhost:8888/lab).


    IPython — pomoc i dokumentacja


    Jeśli nie czytałeś żadnej innej części tego rozdziału, przeczytaj choć tę. Moim zdaniem omówione tutaj narzędzia są najważniejszym elementem wzbogacającym mój sposób pracy z IPythonem.


    Gdy zorientowana technologicznie osoba zostaje poproszona o pomoc w rozwiązaniu problemu z komputerem przez przyjaciela, członka rodziny lub współpracownika, w większości przypadków nie chodzi o to, aby znać odpowiedź, ale o to, jak ją szybko znaleźć. W nauce o danych jest tak samo: zasoby internetowe, takie jak dokumentacja online, wątki na listach mailingowych i odpowiedzi w serwisie Stack Overflow zawierają tysiące informacji, nawet (zwłaszcza?) odpowiedzi na pytania, na które już wcześniej próbowałeś znaleźć odpowiedź. Bycie skutecznym analitykiem danych polega w mniejszym stopniu na zapamiętywaniu sposobu pracy z narzędziem lub poleceń, których należy użyć w każdej możliwej sytuacji, a bardziej na poznaniu skutecznego sposobu wyszukiwania rozwiązań nieznanych problemów za pomocą wyszukiwarki internetowej lub innego narzędzia.


    Jedną z najbardziej użytecznych funkcjonalności IPythona/Jupytera jest skrócenie dystansu między użytkownikiem a dokumentacją i wyszukiwaniem informacji, które pomogą efektywnie wykonywać zadanie. Choć wyszukiwanie w sieci nadal odgrywa istotną rolę w udzielaniu odpowiedzi na skomplikowane pytania, niesamowitą ilość informacji można znaleźć za pośrednictwem samego IPythona. Oto kilka przykładów pytań, na które znajdziesz odpowiedź za pomocą IPythona:


    
      	Jak wywołać tę funkcję? Jakie ma argumenty i opcje?


      	Jak wygląda kod źródłowy tego obiektu?


      	Co znajduje się we właśnie zaimportowanym pakiecie?


      	Jakie atrybuty lub metody posiada ten obiekt?

    


    W tym podrozdziale omówię narzędzia dostarczane wraz z powłoką IPythona i środowiskiem Jupyter Notebook, które pozwolą Ci szybko uzyskać dostęp do tych informacji. Będą to: polecenie ? służące do eksploracji dokumentacji, polecenie ?? służące do eksploracji kodu źródłowego oraz klawisz Tab służący do autouzupełniania kodu.


    Dostęp do dokumentacji za pomocą ?


    Język Python i jego ekosystem nauki o danych stworzono z myślą o użytkowniku. Ważnym elementem tego ekosystemu jest dostęp do dokumentacji. Każdy obiekt Pythona zawiera odwołanie do łańcucha znaków, znanego jako docstring, który w większości przypadków zawiera zwięzłe tekstowe podsumowanie obiektu i informacje o sposobie jego używania. Python zawiera wbudowaną funkcję help, która pozwala uzyskać dostęp do tych informacji i je wyświetlić. Na przykład, aby zobaczyć dokumentację wbudowanej w Pythona funkcji len, możesz wykonać następujące czynności:

    In [1]: help(len)



    Help on built-in function len in module builtins:



    len(obj, /)



        Return the number of items in a container.




    W zależności od wykorzystywanego przez Ciebie interpretera informacje te mogą być wyświetlane w postaci tekstu w linii poleceń lub w osobnym wyskakującym oknie.


    Ponieważ wyszukiwanie informacji na temat obiektów jest dość powszechne i przydatne, IPython i Jupyter zawierają znak ? pełniący rolę skrótu pozwalającego na dostęp do dokumentacji innych przydatnych informacji:

    In [2]: len?



    Signature: len(obj, /)



    Docstring: Return the number of items in a container.



    Type:      builtin_function_or_method




    Skrót ten działa z prawie każdym elementem języka, w tym z metodami obiektowymi:

    In [3]: L = [1, 2, 3]



    In [4]: L.insert?



    Signature: L.insert(index, object, /)



    Docstring: Insert object before index.



    Type:      builtin_function_or_method




    Za jego pomocą możesz sprawdzić nawet same obiekty i ich typy:

    In [5]: L?



    Type:        list



    String form: [1, 2, 3]



    Length:      3



    Docstring:



    Built-in mutable sequence.



    If no argument is given, the constructor creates a new empty list.



    The argument must be an iterable if specified.




    Co ważne, pytajnik zadziała nawet w przypadku stworzonych przez Ciebie funkcji i obiektów! Poniżej zdefiniowałem krótką funkcję wraz z dokumentacją:

    In [6]: def square(a):



      ....:     """Funkcja zwraca kwadrat a."""



      ....:     return a ** 2



      ....:




    Zauważ, że aby utworzyć docstring dla tej funkcji, po prostu umieściłem zawierający go łańcuch znaków w pierwszym wierszu jej implementacji. Ponieważ łańcuchy docstring składają się zwykle z wielu wierszy, zgodnie z konwencją Pythona zastosowałem potrójny cudzysłów.


    Teraz za pomocą operatora ? wyświetlę ten fragment dokumentacji:

    In [7]: square?



    Signature: square(a)



    Docstring: Funkcja zwraca kwadrat a.



    File:      <ipython-input-6>



    Type:      function




    Ten szybki sposób dostępu do dokumentacji przechowywanej w docstringu jest jednym z powodów, dla których warto wyrobić w sobie nawyk dodawania łańcucha znaków zawierającego dokumentację do pisanego przez siebie kodu.


    Dostęp do kodu źródłowego za pomocą ??


    Kod w Pythonie jest łatwy do zrozumienia, więc patrząc na kod źródłowy jakiegoś obiektu, zazwyczaj możemy się zorientować, do czego on służy. W IPythonie i Jupyterze dostęp do kodu źródłowego jest możliwy za pomocą dwóch pytajników (??):

    In [8]: square??



    Signature: square(a)



    Source:



    def square(a):



        """Funkcja zwraca kwadrat a."""



        return a ** 2



    File:      <ipython-input-6>



    Type:      function




    W przypadku prostych funkcji, takich jak ta pokazana powyżej, podwójny znak zapytania może dać szybki wgląd w szczegóły ich działania.


    Jeśli często korzystasz z tego skrótu, to być może zauważyłeś, że czasami dodanie dwóch pytajników nie powoduje wyświetlenia żadnego kodu źródłowego. Zazwyczaj z taką sytuacją spotkasz się, gdy dany obiekt nie jest zaimplementowany w Pythonie, ale w C lub w innym kompilowalnym języku programowania. W takiej sytuacji dodanie przyrostka ?? powoduje wyświetlenie tych samych informacji, jakie daje użycie ?. Sytuacja ta występuje dość często w przypadku wielu wbudowanych w Pythona obiektów i typów, w tym również w przypadku funkcji len z poprzedniego przykładu:

    In [9]: len??



    Signature: len(obj, /)



    Docstring: Return the number of items in a container.



    Type:      builtin_function_or_method




    Użycie ? i (lub) ?? to potężny i szybki sposób znajdowania informacji o tym, co robi jakakolwiek funkcja lub moduł Pythona.


    Przeglądanie zawartości modułów za pomocą autouzupełniania z tabulatorem


    Innym użytecznym narzędziem jest klawisz Tab, który służy do autouzupełniania oraz eksploracji zawartości obiektów, modułów i przestrzeni nazw. W poniższych przykładach naciśnięcia klawisza Tab są reprezentowane przez symbol <TAB>.


    Uzupełnianie zawartości obiektu


    Z każdym obiektem w Pythonie powiązane są różne atrybuty i metody. Tak jak w przypadku wspomnianej wcześniej funkcji help, Python zawiera również wbudowaną funkcję dir, która zwraca ich listę. Jednak w praktyce dużo częściej stosuje się po prostu klawisz Tab. Aby zobaczyć listę wszystkich dostępnych atrybutów danego obiektu, wpisz jego nazwę oraz kropkę (.) i naciśnij klawisz Tab:

    In [10]: L.<TAB>



                append() count    insert   reverse



                clear    extend   pop      sort



                copy     index    remove




    Aby zawęzić listę, możesz wpisać pierwszy znak lub kilka pierwszych znaków szukanej nazwy. Naciśnięcie klawisza Tab spowoduje znalezienie pasujących do nich atrybutów i metod:

    In [10]: L.c<TAB>



                 clear() count()



                 copy()



    In [10]: L.co<TAB>



                  copy()  count()




    Jeśli dostępna jest tylko jedna opcja, naciśnięcie klawisza Tab spowoduje autouzupełnienie danego wiersza. Na przykład poniższa linia zostanie natychmiast zastąpiona przez L.count:

    In [10]: L.cou<TAB>




    Chociaż Python nie ma ściśle narzuconego rozróżnienia między atrybutami publicznymi/zewnętrznymi a atrybutami prywatnymi/wewnętrznymi, to zgodnie z konwencją nazwy tych drugich rozpoczynają się od znaku podkreślenia. Metody prywatne i specjalne są domyślnie pomijane na wyświetlanej przez autouzupełnianie liście, ale można je wyświetlić poprzez jawne wpisanie znaku podkreślenia:

    In [10]: L._<TAB>



               __add__             __delattr__     __eq__



               __class__           __delitem__     __format__()



               __class_getitem__() __dir__()       __ge__            >



               __contains__        __doc__         __getattribute__




    Dla zwięzłości na powyższym listingu widocznych jest tylko kilka pierwszych kolumn z danych wyjściowych. Większość z nich to specjalne metody Pythona, których nazwy zaczynają się od podwójnego znaku podkreślenia (metody te często nazywa się metodami dunder).


    Uzupełnianie podczas importowania


    Uzupełnianie za pomocą tabulatora przydaje się również podczas importowania obiektów z pakietów. Poniżej wykorzystam je, aby znaleźć wszystkie możliwe importy z pakietu itertools, których nazwy zaczynają się od liter co:

    In [10]: from itertools import co<TAB>



             combinations()                  compress()



             combinations_with_replacement() count()




    W podobny sposób możesz wykorzystać uzupełnianie, aby zobaczyć, jakie pakiety są dostępne w Twoim systemie (zawartość listy zmienia się w zależności od tego, jakie skrypty i moduły są widoczne w danej sesji Pythona):

    In [10]: import <TAB>



                abc                 anyio



                activate_this       appdirs



                aifc                appnope        >



                antigravity         argon2



    In [10]: import h<TAB>



                hashlib html



                heapq   http



                hmac




    Coś więcej niż autouzupełnianie: dopasowanie do symboli wieloznacznych


    Uzupełnianie za pomocą tabulatora przydaje się, jeśli znasz kilka pierwszych znaków z nazwy obiektu lub atrybutu, którego szukasz, ale jest mało pomocne, jeśli chcesz znaleźć dopasowanie do znaków ze środka lub końca nazwy. Z myślą o takich sytuacjach w IPythonie i Jupyterze zaimplementowano dopasowywanie symboli wieloznacznych. Wykorzystuje się w nim symbol *.


    W pokazany poniżej sposób możesz na przykład wyświetlić listę wszystkich obiektów z przestrzeni nazw, których nazwy kończą się na Warning:

    In [10]: *Warning?



    BytesWarning                  RuntimeWarning



    DeprecationWarning            SyntaxWarning



    FutureWarning                 UnicodfeWarning



    ImportWarning                 UserWarning



    PendingDeprecationWarning     Warning



    ResourceWarning




    Zwróć uwagę, że znak * dopasowuje się do dowolnego łańcucha znaków, w tym do pustego.


    Załóżmy, że szukasz metody pracującej na łańcuchach znaków, której nazwa zawiera słowo find. Możesz ją znaleźć w następujący sposób:

    In [11]: str.*find*?



    str.find



    str.rfind




    Moim zdaniem ten elastyczny sposób wyszukiwania może być przydatny do znalezienia konkretnego polecenia podczas poznawania nowego pakietu lub ponownego zapoznawania się z pakietem, z którym już kiedyś pracowałeś.


    Skróty klawiaturowe w powłoce IPython


    Jeśli spędzasz trochę czasu przy komputerze, prawdopodobnie w swojej pracy stosujesz skróty klawiaturowe. Najbardziej znane to Cmd+C i Cmd+V (lub Ctrl+C i Ctrl+V) służące w wielu różnych programach i systemach do kopiowania i wklejania. Zaawansowani użytkownicy posuwają się jeszcze o krok dalej. Popularne edytory tekstu, takie jak Emacs, Vim i inne, pozwalają przeprowadzić niewiarygodnie wiele operacji za pomocą skomplikowanych kombinacji klawiszy.


    W powłoce IPython nie zdecydowano się pójść aż tak daleko, ale zawiera ona szereg skrótów klawiaturowych do szybkiej nawigacji podczas wpisywania poleceń. Chociaż niektóre z tych skrótów działają w notatnikach opartych na przeglądarce, ten podrozdział jest poświęcony głównie skrótom z powłoki IPythona.


    Gdy już się do nich przyzwyczaisz, okażą się one bardzo przydatne i pozwolą Ci wykonać niektóre polecenia bez konieczności przemieszczania dłoni z pozycji „wyjściowej” na klawiaturze. Jeśli jesteś użytkownikiem Emacsa lub masz doświadczenie z powłokami linuksowymi, poniższe informacje pewnie będą Ci znane. Podzieliłem skróty na kilka kategorii: skróty do nawigacji, skróty do wprowadzania tekstu, skróty związane z historią poleceń oraz pozostałe skróty.


    Skróty do nawigacji


    Podczas gdy użycie klawiszy strzałek w lewo i w prawo do poruszania się w przód i w tył linii jest dość oczywiste, istnieją inne opcje, które nie wymagają przemieszczania dłoni z pozycji „wyjściowej”:


    
      
        
        
      

      
        
          	
            Kombinacja

          

          	
            Działanie

          
        


        
          	
            Ctrl+A

          

          	
            Przesuwa kursor na początek linii

          
        


        
          	
            Ctrl+E

          

          	
            Przesuwa kursor na koniec linii

          
        


        
          	
            Ctrl+B lub strzałka w lewo

          

          	
            Cofa kursor o jeden znak

          
        


        
          	
            Ctrl+F lub klawisz strzałka w prawo

          

          	
            Przesuwa kursor o jeden znak do przodu

          
        

      
    


    Skróty do wprowadzania tekstu


    Chociaż każdy wie, że klawisz Backspace służy do usuwania poprzedniego znaku, sięgnięcie do niego często wymaga drobnej gimnastyki palców, a za jego pomocą możemy usunąć tylko jeden znak. W IPythonie istnieje kilka skrótów do usuwania fragmentów wpisywanego tekstu. Najbardziej przydatnym z nich jest polecenie do usuwania całych wierszy tekstu. Gdy się do niego przyzwyczaisz, zauważysz, że zamiast usuwać znak za pomocą Backspace, stosujesz kombinację Ctrl+B i Ctrl+D!


    
      
        
        
      

      
        
          	
            Kombinacja

          

          	
            Działanie

          
        


        
          	
            Backspace

          

          	
            Usuwa poprzedni znak

          
        


        
          	
            Ctrl+D

          

          	
            Usuwa następny znak

          
        


        
          	
            Ctrl+K

          

          	
            Wycina tekst od kursora do końca linii

          
        


        
          	
            Ctrl+U

          

          	
            Wycina tekst od początku linii do kursora

          
        


        
          	
            Ctrl+Y

          

          	
            Wkleja wcześniej wycięty tekst

          
        


        
          	
            Ctrl+T

          

          	
            Zamienia miejscami poprzednie dwa znaki

          
        

      
    


    Skróty związane z historią poleceń


    Być może najbardziej wartościowymi skrótami z tych omówionych w tym podrozdziale są skróty pozwalające poruszać się po historii poleceń IPythona. Historia poleceń wykracza poza aktywną sesję IPythona — cała historia poleceń jest przechowywana w bazie danych SQLite znajdującej się w katalogu profilu IPythona.


    Najprostszym sposobem uzyskania dostępu do poprzednich poleceń jest użycie klawiszy strzałek w górę i w dół, co pozwala przeglądać historię poleceń. Istnieją też inne opcje:


    
      
        
        
      

      
        
          	
            Kombinacja

          

          	
            Działanie

          
        


        
          	
            Ctrl+P (lub strzałka w górę)

          

          	
            Poprzednie polecenie z historii

          
        


        
          	
            Ctrl+N (lub strzałka w dół)

          

          	
            Następne polecenie z historii

          
        


        
          	
            Ctrl+R

          

          	
            Wyszukiwanie w historii poleceń

          
        

      
    


    Szczególnie przydatna może być opcja wyszukiwania wstecznego (ang. reverse-search). Przypomnij sobie, że we wcześniejszej części tego rozdziału zdefiniowałem funkcję square. Przeszukam teraz historię poleceń Pythona z poziomu nowej instancji powłoki IPythona i znajdę tę definicję. Po naciśnięciu Ctrl+R w terminalu IPythona zobaczysz następujący monit:

    In [1]:



    (reverse-i-search)`':




    Jeśli zaczniesz wpisywać w nim znaki, IPython automatycznie wyświetli najnowsze pasujące do tych znaków polecenie, jeśli tylko takie istnieje:

    In [1]:



    (reverse-i-search)`sqa': square??




    W dowolnym momencie możesz dodać więcej znaków, aby zawęzić wyszukiwanie, lub ponownie nacisnąć Ctrl+R, aby wyszukać inne polecenie pasujące do zapytania. Jeśli odtwarzałeś wcześniejsze czynności, dwukrotne naciśnięcie Ctrl+R spowoduje wyświetlenie:

    In [1]:



    (reverse-i-search)`sqa': def square(a):



        """Funkcja zwraca kwadrat a."""



        return a ** 2




    Po znalezieniu szukanego polecenia naciśnij klawisz Return, aby zakończyć wyszukiwanie. Następnie możesz skorzystać z pobranego polecenia i kontynuować sesję:

    In [1]: def square(a):



        """Funkcja zwraca kwadrat a."""



        return a ** 2



    In [2]: square(2)



    Out[2]: 4




    Pamiętaj, że za pomocą klawiszy Ctrl+P/Ctrl+N lub klawiszy strzałek w górę i w dół możesz przeszukiwać historię w podobny sposób, ale w tym przypadku dopasowanie odbywać się będzie jedynie do znaków z początku linii. Oznacza to, że jeśli wpiszesz def, a następnie naciśniesz Ctrl+P, to na ekranie zobaczysz ostatnie polecenie (jeśli takie istnieje) z historii, które zaczynało się od znaków def.


    Pozostałe skróty


    Istnieje kilka różnych skrótów, które nie pasują do żadnej z poprzednich kategorii, ale mimo to warto o nich wspomnieć:


    
      
        
        
      

      
        
          	
            Kombinacja

          

          	
            Działanie

          
        


        
          	
            Ctrl+L

          

          	
            Czyści ekran terminala

          
        


        
          	
            Ctrl+C

          

          	
            Przerywa działanie bieżącej komendy

          
        


        
          	
            Ctrl+D

          

          	
            Kończy sesję IPythona

          
        

      
    


    Gdy przypadkowo rozpoczniesz długotrwałe zadanie, przydatny może być zwłaszcza skrót Ctrl+C.


    Chociaż niektóre omówione tutaj skróty mogą wydawać się nieco niejasne, wraz z praktyką zaczyna się je stosować w automatyczny sposób. Podejrzewam, że gdy rozwiniesz swoją pamięć mięśniową, będziesz chciał, aby skróty te były dostępne też w innych narzędziach.

  


  
    Rozdział 2.

    Funkcje interaktywne


    Za sporą część potęgi IPythona i Jupytera odpowiadają znajdujące się w nich dodatkowe narzędzia interaktywne. W tym rozdziale omówię wiele z nich, w tym tak zwane magiczne polecenia, narzędzia do eksploracji historii danych wejściowych i wyjściowych oraz narzędzia do interakcji z powłoką.


    Magiczne polecenia IPythona


    W poprzednim rozdziale pokazałem Ci, jak za pomocą IPythona można efektywnie i interaktywnie korzystać z Pythona. W tym podrozdziale rozpocznę omawianie niektórych ulepszeń dodanych w IPythonie do standardowej składni Pythona. Ulepszenia te są znane jako magiczne polecenia (ang. magic commands) i poprzedza się je znakiem %. Magiczne polecenia pozwalają w zwięzły sposób rozwiązać wiele typowych problemów znanych z analizy danych. Istnieją dwa rodzaje poleceń magicznych: polecenia odnoszące się do linii (ang. line magic), które rozpoczynają się od pojedynczego symbolu procentu (%) i działają w jednym wierszu kodu, oraz polecenia odnoszące się do komórek (ang. cell magic), które rozpoczynają się od dwóch symboli procentu (%%) i działają w wielu liniach kodu. Zacznę od pokazania i omówienia kilku krótkich przykładów. Później przejdę do bardziej szczegółowego omówienia kilku przydatnych poleceń magicznych.


    Uruchamianie zewnętrznego kodu za pomocą %run


    Gdy zaczniesz tworzyć bardziej rozbudowany kod, prawdopodobnie zechcesz wykorzystać IPythona do jego interaktywnej eksploracji. Sięgniesz też po edytor tekstu, aby zapisać w nim kod, który będziesz chciał ponownie wykorzystać. Zamiast uruchamiać zapisany w ten sposób program w nowym oknie terminala, wygodniejsze może być uruchomienie go wewnątrz sesji IPythona. Możesz to zrobić za pomocą magicznego polecenia %run.


    Załóżmy, że utworzyłeś plik myscript.py o następującej zawartości:

    # plik: myscript.py 



        def square(x):



            """Funkcja podnosząca liczbę do kwadratu"""



            return x ** 2



        for N in range(1, 4):



            print(f"{N} do kwadratu to {square(N)}")




    W następujący sposób możesz go uruchomić wewnątrz sesji IPythona:

    In [1]: %run myscript.py



    1 do kwadratu to 1



    2 do kwadratu to 4



    3 do kwadratu to 9




    Zauważ, że po uruchomieniu tego skryptu wszystkie zdefiniowane w nim funkcje są dostępne w sesji IPythona:

    In [2]: square(5)



    Out[2]: 25




    Istnieje kilka opcji pozwalających dostosować sposób uruchamiania kodu. Opcje te opisano w dokumentacji, którą możesz wyświetlić, wpisując %run? w interpreterze IPythona.


    Pomiar czasu wykonania za pomocą %timeit


    Innym przydatnym poleceniem jest %timeit, które pozwala zmierzyć czas wykonania następującej po nim jednowierszowej instrukcji Pythona. W poniższym przykładzie sprawdzam czas wykonania wyrażenia listowego:

    In [3]: %timeit L = [n ** 2 for n in range(1000)]



    430 μs ± 3.21 μs per loop (mean ± std. dev. of 7 runs, 1000 loops each)




    Zaletą %timeit jest to, że w przypadku krótkich instrukcji polecenie to wykonuje testowany kod wiele razy w celu uzyskania bardziej wiarygodnych pomiarów. W przypadku instrukcji wielowierszowych dodanie drugiego znaku % zmienia to polecenie w takie, które potrafi obsłużyć kod składający się z wielu linii. Poniżej pokazano przykład zawierający pętlę for odpowiadającą instrukcji z poprzedniego przykładu:

    In [4]: %%timeit



       ...: L = []



       ...: for n in range(1000):



       ...:     L.append(n ** 2)



       ...:



    484 μs ± 5.67 μs per loop (mean ± std. dev. of 7 runs, 1000 loops each)




    Od razu widać, że w tym przypadku wyrażenie listowe jest o około 10% szybsze niż odpowiadająca mu pętla for. Poleceniu %timeit oraz innym podejściom do mierzenia czasu wykonania i profilowania kodu przyjrzymy się w podrozdziale „Profilowanie kodu i pomiary czasu jego wykonania” w rozdziale 3.


    Pomoc dotycząca magicznych poleceń ?, %magic i %lsmagic


    Tak jak ze zwykłymi funkcjami Pythona, z poleceniami magicznymi również związane są łańcuchy docstring. Są one dostępne w dokładnie ten sam sposób. Na przykład, aby wyświetlić dokumentację magicznego polecenia %timeit, wystarczy wpisać:

    In [5]: %timeit?




    Dostęp do dokumentacji innych funkcji można uzyskać w podobny sposób. Aby wyświetlić ogólny opis wszystkich dostępnych magicznych poleceń wraz z kilkoma przykładami, możesz wpisać:

    In [6]: %magic




    Aby wyświetlić zwięzłą listę wszystkich dostępnych poleceń magicznych, wpisz:

    In [7]: %lsmagic




    Na zakończenie chciałbym wspomnieć, że w łatwy sposób można też stworzyć swoje własne magiczne polecenia. Nie będę omawiał tego zagadnienia, ale jeśli Cię ono interesuje, zajrzyj do materiałów wymienionych w podrozdziale „Więcej materiałów na temat IPythona” z rozdziału 3.


    Historia wejścia i wyjścia


    Jak miałeś okazję zobaczyć w poprzednim rozdziale, IPython umożliwia dostęp do poprzednio wydanych poleceń za pomocą klawiszy strzałek w górę i w dół lub odpowiadających im skrótów Ctrl+P/Ctrl+N. Zarówno w powłoce, jak i w notatnikach istnieją też inne dodatkowe sposoby dostępu do danych wyjściowych z poprzednich poleceń oraz do nich samych. Omówię je w tym podrozdziale.


    Obiekty In i Out IPythona


    Wydaje mi się, że zapoznałeś się już ze stosowanym przez IPythona znakami zachęty In [1]:/Out[1]:. Okazuje się, że nie pełnią one jedynie funkcji dekoracyjnych, a dodatkowo stanowią wskazówkę, jak uzyskać dostęp do poprzednich danych wejściowych i wyjściowych z bieżącej sesji IPythona. Załóżmy, że rozpoczynam sesję IPythona i wprowadzam w niej następujące polecenia:

    In [1]: import math



    In [2]: math.sin(2)



    Out[2]: 0.9092974268256817



    In [3]: math.cos(2)



    Out[3]: -0.4161468365471424




    Zaimportowałem wbudowany w Pythona pakiet math, a następnie obliczyłem sinus i cosinus z liczby 2. Dane wejściowe i wyjściowe są wyświetlane w powłoce wraz z etykietami In/Out, ale to nie wszystko — IPython tworzy również zmienne o nazwie In i Out, których zawartość jest automatycznie aktualizowana w celu odzwierciedlenia historii aktywności w powłoce:

    In [4]: In



    Out[4]: ['', 'import math', 'math.sin(2)', 'math.cos(2)', 'In']



    In [5]: Out



    Out[5]:



    {2: 0.9092974268256817,



     3: -0.4161468365471424,



     4: ['', 'import math', 'math.sin(2)', 'math.cos(2)', 'In', 'Out']}




    Obiekt In jest listą, która zawiera poprzednie polecenia w kolejności ich wywołania (pierwszy element na liście pełni rolę wypełniacza, dzięki czemu In[1] odnosi się do pierwszego polecenia):

    In [6]: print(In[1])



    import math




    Obiekt Out nie jest listą, a słownikiem, który odwzorowuje numery wejść na ich wyjścia (jeśli istnieją):

    In [7]: print(Out[2])



    .9092974268256817




    Zauważ, że nie wszystkie operacje są związane z jakimś wynikiem. Na przykład z wywołaniami import oraz print nie wiążą się żadne dane wyjściowe. Brak danych wyjściowych z drugiej z tych funkcji może być zaskakujący, ale ma sens, jeśli weźmie się pod uwagę, że print jest funkcją, która zwraca None. Dla zwięzłości wynik każdego polecenia, które zwraca None, nie jest dodawany do Out.


    Zapisane wyniki mogą się przydać, gdy będziesz chciał je wykorzystać w kolejnym poleceniu. Możemy na przykład obliczyć sumę sin(2) ** 2 i cos(2) ** 2, korzystając z wcześniej obliczonych wyników:

    In [8]: Out[2] ** 2 + Out[3] ** 2



    Out[8]: 1.0




    Jak można się było spodziewać, wynik to 1.0 (jest to powszechnie znana tożsamość trygonometryczna). W takim przypadku użycie poprzednich wyników prawdopodobnie nie jest konieczne, ale może się okazać bardzo przydatne, jeśli wykonasz jakieś bardzo kosztowne obliczenia i zapomnisz zapisać ich wynik w jakiejś zmiennej.


    Symbol podkreślenia i poprzednie wyjścia


    Standardowa powłoka Pythona zawiera tylko jeden skrót umożliwiający dostęp do poprzedniego wyniku. Jest to zmienna _ (tj. pojedynczy znak podkreślenia). Jej zawartość jest na bieżąco aktualizowana i zapisywany jest w niej poprzedni wynik. Funkcjonalność ta działa również w IPythonie:

    In [9]: print(_)



    .0




    W IPythonie zdecydowano się pójść o krok dalej. Możesz użyć podwójnego podkreślenia, aby uzyskać dostęp do przedostatniego wyniku, a potrójnego podkreślenia, aby uzyskać dostęp do trzeciego od końca rezultatu (z pominięciem wszystkich poleceń niedających żadnych danych wyjściowych):

    In [10]: print(__)



    -0.4161468365471424



    In [11]: print(___)



    .9092974268256817




    W tym miejscu twórcy IPythona zdecydowali się zatrzymać. W przypadku więcej niż trzech znaków podkreślenia ustalenie, o które wyjście chodzi, jest coraz trudniejsze. W tym momencie łatwiej jest odnieść się do danych wyjściowych za pomocą numeru wiersza.


    Istnieje jeszcze jeden skrót, o którym powinienem wspomnieć — zamiast pisać Out[X], możemy napisać _X (pojedynczy znak podkreślenia, po którym następuje numer wiersza):

    In [12]: Out[2]



    Out[12]: 0.9092974268256817



    In [13]: _2



    Out[13]: 0.9092974268256817




    Wyłączanie wyjścia


    Czasami możesz chcieć ukryć dane wyjściowe z jakiejś instrukcji (najczęściej taka sytuacja występuje w przypadku poleceń związanych z rysowaniem wykresów, które omówię w części IV) lub masz jakieś polecenie, którego wyniku wolałbyś nie przechowywać w historii danych wyjściowych, np. aby można go było usunąć z pamięci, gdy zostaną już usunięte pozostałe odwołania do tej wartości. Najłatwiejszym sposobem pozbycia się wyjścia z polecenia jest dodanie średnika na końcu wiersza:

    In [14]: math.sin(2) + math.cos(2);




    Dane wyjściowe z takiego polecenia nie będą wyświetlone na ekranie ani zapisane w słowniku Out:

    In [15]: 14 in Out



    Out[15]: False




    Inne magiczne polecenia


    W uzyskiwaniu dostępu do większego fragmentu danych wejściowych z historii przydaje się polecenie %history. Oto w jaki sposób możesz wyświetlić pierwsze cztery dane wejściowe:

    In [16]: %history -n 1-3



       1: import math



       2: math.sin(2)



       3: math.cos(2)




    Jak zwykle, aby uzyskać więcej informacji i wyświetlić opis dostępnych opcji, możesz zastosować polecenie %history? (szczegółowe informacje na temat funkcji ? znajdziesz w rozdziale 1.). Inne przydatne magiczne polecenia to %rerun, które pozwala ponownie wykonać część poleceń z historii, oraz %save, które pozwala zapisać historię poleceń do pliku.


    Polecenia IPythona i powłoki


    Jedną z niedogodności spotykanych podczas interaktywnej pracy ze standardowym interpreterem Pythona jest konieczność przełączania się między wieloma oknami w celu uzyskania dostępu do narzędzi Pythona i systemowych narzędzi wiersza poleceń. IPython wypełnia tę lukę dzięki zawartej w nim składni do wykonywania poleceń powłoki bezpośrednio z poziomu terminala IPythona. Wywoływanie poleceń powłoki odbywa się za pomocą wykrzyknika. Cały kod znajdujący się w danym wierszu po symbolu ! zostanie wykonany nie przez kernel Pythona, a przez systemowy wiersz poleceń.


    W poniższym omówieniu zakładam, że korzystasz z systemu uniksowego, takiego jak Linux lub macOS. Niektóre z poniższych przykładów nie zadziałają w systemie Windows, który domyślnie używa innej powłoki, ale jeżeli korzystasz z podsystemu Windows Subsystem for Linux (https://oreil.ly/H5MEE), poniższe przykłady powinny działać poprawnie. Jeśli nie znasz poleceń powłoki, zajrzyj do samouczka powłoki Uniksa (https://oreil.ly/RrD2Y) opracowanego przez niezawodną Software Carpentry Foundation.


    Krótkie wprowadzenie do powłoki


    Pełne wprowadzenie do obsługi powłoki, terminala czy linii poleceń znacznie wykracza poza zakres tego rozdziału, ale zdecydowałem się zamieścić w nim krótkie wprowadzenie dla niewtajemniczonych. Powłoka to sposób na tekstową komunikację z komputerem. Od połowy lat 80., gdy Microsoft i Apple wprowadziły pierwsze wersje swoich, obecnie wszechobecnych, graficznych systemów operacyjnych, większość użytkowników komputerów korzysta z systemów operacyjnych za pomocą opcji dostępnych w różnych menu i ruchów typu „przeciągnij i upuść”. Systemy operacyjne istniały jednak na długo przed graficznymi interfejsami użytkownika i były kontrolowane głównie za pomocą tekstu: po znaku zachęty użytkownik wpisywał polecenie, a komputer robił to, co użytkownik mu nakazał. Wczesne interfejsy tekstowe były prekursorami powłok i terminali, z których po dziś dzień korzysta większość naukowców zajmujących się danymi.


    Ktoś nieznający powłoki może zapytać, dlaczego miałby się tym przejmować, skoro większość tych samych czynności można wykonać, po prostu klikając ikony i wybierając pozycje z różnych menu. Użytkownik powłoki mógłby odpowiedzieć mu na to pytanie innym: po co szukać ikon i elementów menu, skoro można osiągnąć ten sam efekt dużo łatwiej poprzez wpisanie jakiejś komendy? Choć dyskusja ta wydaje się prowadzić do technologicznego impasu, w przypadku bardziej skomplikowanych zadań okazuje się, że powłoka zapewnia znacznie większą kontrolę. Choć trzeba przyznać, że proces poznawania jej tajników nie jest łatwy.


    W ramach przykładu spójrz na sesję w powłoce Linuksa/macOS-a, w której użytkownik eksploruje, tworzy i modyfikuje katalogi i pliki w swoim systemie (osx: ~ $ to znak zachęty, a wszystko co znajduje się po symbolu $ to polecenie; teksty poprzedzone znakiem # to opis wykonywanych czynności, a nie coś, co należy wpisać w powłoce):

    osx:~ $ echo "Witaj, świecie"          # echo przypomina znaną z Pythona funkcję print



    Witaj, świecie



    osx:~ $ pwd                            # pwd wyświetla ścieżkę do katalogu, w którym się znajdujemy



    /home/jake                             # To jest ta ścieżka



    osx:~ $ ls                             # ls wyświetla zawartość bieżącego katalogu



    notebooks  projects 



    osx:~ $ cd projects/                   # cd zmienia katalog



    osx:projects $ pwd



    /home/jake/projects



    osx:projects $ ls



    datasci_book   mpld3   myproject.txt



    osx:projects $ mkdir myproject          # mkdir tworzy nowy katalog



    osx:projects $ cd myproject/



    osx:myproject $ mv ../myproject.txt ./  # mv przenosi plik. W tym przykładzie przenoszę plik myproject.txt



                                            # z katalogu znajdującego się o poziom wyżej (../) do



                                            # bieżącego katalogu (./)



    osx:myproject $ ls



    myproject.txt




    Zauważ, że powyższe polecenia to kompaktowy sposób wykonywania znanych Ci operacji (nawigacja po strukturze katalogów, tworzenie katalogu, przenoszenie pliku itp.) za pomocą poleceń zamiast klikania ikon i wybierania opcji z menu. Za pomocą zaledwie kilku poleceń (pwd, ls, cd, mkdir i cp) możesz wykonać wiele typowych operacji na plikach, ale prawdziwa przewaga powłoki jest widoczna, dopiero gdy wyjdziesz poza te podstawy.


    Polecenia powłoki w IPythonie


    Dowolne standardowe polecenie powłoki może być użyte bezpośrednio w IPythonie poprzez poprzedzenie go symbolem !. Poniżej pokazano przykłady uruchomienia poleceń ls, pwd i echo z poziomu IPythona:

    In [1]: !ls



    myproject.txt



    In [2]: !pwd



    /home/jake/projects/myproject



    In [3]: !echo "Wyświetlam tekst z poziomu powłoki"



    Wyświetlam tekst z poziomu powłoki




    Przekazywanie wartości do i z powłoki


    Polecenia powłoki można nie tylko wywoływać z poziomu IPythona, ale również można je zmusić do interakcji z przestrzenią nazw IPythona. Na przykład za pomocą operatora przypisania = możesz zapisać dane wyjściowe dowolnego polecenia powłoki w liście Pythona:

    In [4]: contents = !ls



    In [5]: print(contents)



    ['myproject.txt']



    In [6]: directory = !pwd



    In [7]: print(directory)



    ['/Users/jakevdp/notebooks/tmp/myproject']




    Wynikami tych poleceń nie są listy, a obiekty specjalnego typu zdefiniowanego w IPythonie:

    In [8]: type(directory)



    IPython.utils.text.SList




    Obiekty te wyglądają i działają bardzo podobnie do listy, ale zawierają też dodatkowe funkcje, takie jak metody grep i fields, oraz pola s, n i p, które umożliwiają wyszukiwanie, filtrowanie i wyświetlanie wyników w wygodny sposób. Aby uzyskać więcej informacji na ten temat, skorzystaj z wbudowanych w IPythona funkcji pomocy.


    Komunikacja w drugim kierunku, czyli przekazywanie zmiennych z Pythona do powłoki, jest możliwa przy użyciu składni {nazwa_zmiennej}:

    In [9]: message = "Cześć, tu Python"



    In [10]: !echo {message}



    Cześć, tu Python




    W nawiasach klamrowych należy umieścić nazwę zmiennej, której wartość ma być wstawiona w danym miejscu polecenia powłoki.


    Magiczne polecenia związane z powłoką


    Jeśli przez jakiś czas pobawisz się poleceniami powłoki IPythona, być może zauważysz, że w IPythonie nie da się poruszać po systemie plików za pomocą polecenia !cd:

    In [11]: !pwd



    /home/jake/projects/myproject



    In [12]: !cd ..



    In [13]: !pwd



    /home/jake/projects/myproject




    Przyczyną tego zjawiska jest to, że polecenia powłoki uruchamiane w notatniku są wykonywane w tymczasowej podpowłoce, która nie zachowuje stanu pomiędzy kolejnymi poleceniami. Jeśli chcesz zmienić katalog roboczy w trwały sposób, zastosuj magiczne polecenie %cd:

    In [14]: %cd ..



    /home/jake/projects




    W rzeczywistości nie musisz nawet stosować znaku %:

    In [15]: cd myproject



    /home/jake/projects/myproject




    Tego rodzaju funkcje są znane jako automagiczne. Aby uruchomić możliwość wykonywania tych poleceń bez stosowania %, wywołaj magiczne polecenie %automagic.


    Oprócz %cd dostępne są też inne magiczne polecenia do obsługi powłoki, takie jak %cat, %cp, %env, %ls, %man, %mkdir, %more, %mv, %pwd, %rm i %rmdir. Każde z nich może być stosowane bez użycia znaku % po wpisaniu polecenia %automagic. Dzięki temu znak zachęty IPythona można traktować niemal tak, jakby to była normalna powłoka:

    In [16]: mkdir tmp



    In [17]: ls



    myproject.txt  tmp/



    In [18]: cp myproject.txt tmp/



    In [19]: ls tmp



    myproject.txt



    In [20]: rm -r tmp




    Dostęp do powłoki systemowej z poziomu tego samego okna terminala, w którym uruchomiona jest sesja Pythona, zmniejsza liczbę przełączeń pomiędzy różnymi kontekstami, co pozwala w bardziej naturalny sposób łączyć ze sobą polecenia powłoki i Pythona.

  


  
    Rozdział 3.

    Debugowanie i profilowanie


    Oprócz narzędzi interaktywnych omówionych w poprzednim rozdziale Jupyter zawiera wiele innych narzędzi do eksploracji i poznawania uruchamianego w nim kodu. Są to na przykład narzędzia do śledzenia błędów w logice lub badania przyczyn powolnego działania kodu. W tym rozdziale omówię niektóre z nich.


    Błędy i debugowanie


    Tworzenie kodu i analiza danych zawsze wymagają prób i wiążą się z błędami. IPython zawiera narzędzia usprawniające te procesy. W tym podrozdziale omówię pokrótce wybrane sposoby kontroli raportowania wyjątków, a następnie przedstawię narzędzia do debugowania błędów w kodzie.


    Kontrolowanie wyjątków za pomocą %xmode


    W większości przypadków błąd w skrypcie powoduje zgłoszenie wyjątku. Gdy interpreter Pythona przechwyci jeden z wyjątków, informacje o przyczynie błędu będą znajdowały się w komunikacie z ostatniego wywołania (tzw. ślad wsteczny, ang. traceback), do którego można uzyskać dostęp z poziomu Pythona. Za pomocą magicznego polecenia %xmode możemy kontrolować ilość informacji wyświetlanych po zgłoszeniu wyjątku. Spójrz na poniższy kod:

    In [1]: def func1(a, b):



                return a / b



            def func2(x):



                a = x 



                b =x - 1



                return func1(a, b) 



    In[2]: func2(1)



    ZeroDivisionError                         Traceback (most recent call last)



    <ipython-input-2-b2e110f6fc8f> in <module>()



    ----> 1 func2(1)



    <ipython-input-1-d849e34d61fb> in func2(x)



          5     a = x



          6     b = x - 1



    ----> 7     return func1(a, b)



    <ipython-input-1-d849e34d61fb> in func1(a, b)



          1 def func1(a, b):



    ----> 2     return a / b



          3 



          4 def func2(x):



          5     a = x



    ZeroDivisionError: division by zero




    Wywołanie func2 skutkuje błędem, a lektura śladu pozwala ustalić, co dokładnie się stało. Domyślnie ślad składa się z kilku linii pokazujących w szerszym kontekście kroki, które doprowadziły do błędu. Ilość wyświetlanych na ekranie informacji można zmienić za pomocą magicznego polecenia %xmode.


    Funkcja %xmode przyjmuje pojedynczy argument określający tryb. Dostępne tryby to: Plain, Context i Verbose. Domyślnie stosowany jest tryb Context, w którym dane wyjściowe wyglądają tak jak te z powyższego przykładu. Wyjście w trybie Plain jest bardziej zwarte i zawiera mniej informacji:

    In [3]: %xmode Plain



    Out[3]: Exception reporting mode: Plain



    In [4]: func2(1)



    Traceback (most recent call last):



      File "<ipython-input-4-b2e110f6fc8f>", line 1, in <module>



        func2(1)



      File "<ipython-input-1-d849e34d61fb>", line 7, in func2



        return func1(a, b)



      File "<ipython-input-1-d849e34d61fb>", line 2, in func1



        return a / b



    ZeroDivisionError: division by zero




    W trybie Verbose wyświetlane są dodatkowe informacje, w tym wartości argumentów przekazanych do każdej wywołanej funkcji:

    In [5]: %xmode Verbose



    Out[5]: Exception reporting mode: Verbose



    In [6]: func2(1)



    ZeroDivisionError                         Traceback (most recent call last)



    <ipython-input-6-b2e110f6fc8f> in <module>()



    ----> 1 func2(1)



            global func2 = <function func2 at 0x103729320>



    <ipython-input-1-d849e34d61fb> in func2(x=1)



          5     a = x



          6     b = x - 1



    ----> 7     return func1(a, b)



            global func1 = <function func1 at 0x1037294d0>



            a = 1



            b = 0



    <ipython-input-1-d849e34d61fb> in func1(a=1, b=0)



          1 def func1(a, b):



    ----> 2     return a / b



            a = 1



            b = 0



          3 



          4 def func2(x):



          5     a = x



    ZeroDivisionError: division by zero




    Dodatkowe informacje mogą pomóc w zawężeniu przyczyny powstania wyjątku. Dlaczego zatem nie stosuje się trybu Verbose przez cały czas? Gdy kod staje się skomplikowany, ilość informacji wyświetlanych w tym trybie może być bardzo duża. W zależności od kontekstu czasami łatwiej pracuje się ze zwięzłym wyjściem wyświetlanym w trybie Plain lub Context.


    Debugowanie — gdy lektura śladu nie wystarcza


    Standardowym narzędziem do interaktywnego debugowania w Pythonie jest pdb (od ang. Python debbuger). Debuger ten pozwala użytkownikowi przejść przez kod wiersz po wierszu, aby ustalić, co może powodować napotkany błąd. IPython zawiera ulepszoną wersję tego debugera znaną jako ipdb (od IPython debugger).


    Istnieje wiele sposobów uruchamiania i korzystania z tych debugerów. W tej książce nie omówię ich wszystkich. Więcej informacji na ich temat znajdziesz w dostępnej w sieci dokumentacji tych narzędzi.


    W IPythonie prawdopodobnie najwygodniejszym interfejsem do debugowania jest polecenie %debug. Jeśli wywołasz je po napotkaniu wyjątku, w miejscu powstania wyjątku automatycznie otworzy się interaktywna powłoka debugera. Za pomocą ipdb możesz zbadać aktualny stan stosu i dostępne zmienne, a nawet uruchomić polecenia Pythona!


    Przyjrzyjmy się ostatniemu wyjątkowi i wykonajmy kilka podstawowych czynności związanych z jego analizą. Na poniższym listingu za pomocą debugera wypisuję wartości a i b oraz kończę sesję debugowania za pomocą polecenia quit:

    In [7]: %debug



    <ipython-input-1-d849e34d61fb>(2)func1()



          1 def func1(a, b):



    ----> 2     return a / b



          3



    ipdb> print(a)



    1



    ipdb> print(b)



    0



    ipdb> quit




    Interaktywny debuger ma jednak o wiele większe możliwości. Za jego pomocą możesz przechodzić w górę i w dół stosu i eksplorować wartości znajdujących się tam zmiennych:

    In [8]: %debug 



    > <ipython-input-1-d849e34d61fb>(2)func1()



          1 def func1(a, b):



    ----> 2     return a / b



          3 



    ipdb> up



    > <ipython-input-1-d849e34d61fb>(7)func2()



          5     a = x



          6     b = x - 1



    ----> 7     return func1(a, b)



    ipdb> print(x)



    1



    ipdb> up



    > <ipython-input-6-b2e110f6fc8f>(1)<module>()



    ----> 1 func2(1)



    ipdb> down



    > <ipython-input-1-d849e34d61fb>(7)func2()



          5     a = x



          6     b = x - 1



    ----> 7     return func1(a, b)



    ipdb> quit




    Dzięki temu możemy szybko dowiedzieć się nie tylko, co spowodowało błąd, ale także jakie wywołania funkcji do niego doprowadziły.


    Jeśli chcesz, aby debuger uruchamiał się automatycznie po powstaniu wyjątku, wywołaj magiczną funkcję %pdb:

    In [9]: %xmode Plain



            %pdb on



            func2(1)



    Exception reporting mode: Plain



    Automatic pdb calling has been turned ON



    ZeroDivisionError: division by zero <ipython-input-1-d849e34d61fb>(2)func1()



          1 def func1(a, b):



    ----> 2     return a / b



          3



    ipdb> print(b)



    0



    ipdb> quit




    Jeśli dysponujesz skryptem, który chcesz debugować w trybie interaktywnym, możesz to zrobić za pomocą polecenia %run -d. Aby przejść do kolejnej linii kodu, skorzystaj z polecenia next.


    Istnieje o wiele więcej poleceń do interaktywnego debugowania. W tabeli 3.1 znajdziesz opis niektórych z bardziej powszechnych i przydatnych poleceń.


    Tabela 3.1. Lista wybranych poleceń debugera


    
      
        
        
      

      
        
          	
            Polecenie

          

          	
            Opis

          
        


        
          	
            l(ist)

          

          	
            Pokazuje aktualną lokalizację w pliku

          
        


        
          	
            h(elp)

          

          	
            Pokazuje listę poleceń lub szuka pomocy dotyczącej konkretnego polecenia

          
        


        
          	
            q(uit)

          

          	
            Kończy działanie debugera i programu

          
        


        
          	
            c(ontinue)

          

          	
            Zamyka debuger, kontynuuje wykonanie programu

          
        


        
          	
            n(ext)

          

          	
            Przechodzi do następnego kroku programu

          
        


        
          	
            <Enter>

          

          	
            Powtórzenie poprzedniego polecenia

          
        


        
          	
            p(rint)

          

          	
            Wyświetla zmienne

          
        


        
          	
            s(tep)

          

          	
            Wchodzi do podprogramu

          
        


        
          	
            r(eturn)

          

          	
            Wychodzi z podprogramu

          
        

      
    


    Aby uzyskać więcej informacji, skorzystaj z dostępnego w debugerze polecenia help lub zajrzy do dokumentacji ipdb (https://oreil.ly/TVSAT).


    Profilowanie kodu i pomiary czasu jego wykonania


    W procesie rozwoju kodu i tworzenia potoków przetwarzania danych często stoimy przed koniecznością wyboru jednej z implementacji i związanego z nią kompromisu dotyczącego wydajności. Martwienie się tym na wczesnym etapie opracowywania algorytmu może przynieść efekt przeciwny do zamierzonego. Jak zażartował kiedyś Donald Knuth: „Powinniśmy zapomnieć o małych optymalizacjach; powiedzmy w 97% przypadków przedwczesna optymalizacja to źródło wszelkiego zła”.


    Ale gdy kod już działa, warto przyjrzeć się jego wydajności. Czasem warto sprawdzić czas wykonania danego polecenia lub ciągu kilku poleceń. Innym razem warto zbadać wieloliniowy kod i znaleźć wąskie gardło jakiejś skomplikowanej serii operacji. IPython zawiera wiele funkcji ułatwiających profilowanie i pomiar czasu działania kodu. W tym podrozdziale omówię następujące magiczne polecenia IPythona:


    %time


    Mierzy czas wykonania pojedynczej instrukcji.


    %timeit


    Mierzy czas wykonania pojedynczej instrukcji. Pomiar jest powtarzany, aby zwiększyć jego dokładność.


    %prun


    Uruchamia kod w profilerze.


    %lprun


    Uruchamia kod w profilerze w trybie analizy wiersz po wierszu.


    %memit


    Mierzy zużycie pamięci przez pojedynczą instrukcję.


    %mprun


    Uruchamia kod w narzędziu do profilowania pamięci w trybie analizy wiersz po wierszu.


    Ostatnie cztery polecenia nie są elementem IPythona. Aby z nich korzystać, musisz zainstalować rozszerzenia line_profiler i memory_profiler. Ich instalację przedstawię w kolejnych punktach.


    Pomiar czasu wykonania fragmentu kodu za pomocą %timeit i %time


    Polecenia %timeit i %%timeit pojawiły się już we wprowadzeniu do magicznych poleceń w podrozdziale „Magiczne polecenia IPythona” w rozdziale 2. Możesz je wykorzystać do pomiaru czasu wykonania fragmentów kodu:

    In [1]: %timeit sum(range(100))



    1.53 μs ± 47.8 ns per loop (mean ± std. dev. of 7 runs, 1000000 loops each)




    Zauważ, że ponieważ powyższa operacja jest wykonywana bardzo szybko, %timeit automatycznie powtarza jej wykonanie wiele razy. W przypadku działających wolniej instrukcji %timeit automatycznie dostosuje swoje działanie i wykona mniej powtórzeń:

    In [2]: %%timeit



            total = 0



            for i in range(1000):



                for j in range(1000):



                    total += i * (-1) ** j



    536 ms ± 15.9 ms per loop (mean ± std. dev. of 7 runs, 1 loop each)




    Czasami powtarzanie operacji nie jest najlepszym rozwiązaniem. Na przykład, jeśli mamy listę, którą chcielibyśmy posortować, wynik otrzymany dla wielokrotnie powtórzonej operacji sortowania może być mylący, ponieważ sortowanie posortowanej listy przebiega znacznie szybciej niż sortowanie takiej nieposortowanej. A zatem powtarzanie operacji sortowania zniekształci otrzymany wynik:

    In [3]: import random



            L = [random.random() for i in range(100000)]



            %timeit L.sort()



    Out[3]: 1.71 ms ± 334 μs per loop (mean ± std. dev. of 7 runs, 1000 loops each)




    W tym przypadku lepszym wyborem może być magiczna funkcja %time. Sprawdza się ona również w przypadku bardziej złożonych poleceń, dla których mało prawdopodobne jest, aby krótkie opóźnienia związane z działaniem systemu operacyjnego wpływały na wynik. Poniżej zmierzyłem czas sortowania nieposortowanej i posortowanej listy:

    In [4]: import random



            L = [random.random() for i in range(100000)]



            print("Sortowanie nieposortowanej listy:")



            %time L.sort()



    Out[4]: Sortowanie nieposortowanej listy:



            CPU times: user 31.3 ms, sys: 686 μs, total: 32 ms



            Wall time: 33.3 ms



    In [5]: print("Sortowanie posortowanej listy:")



            %time L.sort()



    Out[5]: Sortowanie posortowanej listy:



            CPU times: user 5.19 ms, sys: 268 μs, total: 5.46 ms



            Wall time: 14.1 ms




    Zauważ, o ile szybsze jest sortowanie posortowanej listy. Zauważ też, o ile więcej czasu zajmuje pomiar w przypadku użycia %time zamiast %timeit. Różnica jest widoczna nawet dla wstępnie posortowanej listy! Wynika to z tego, że %timeit wykonuje kilka sprytnych czynności, które mają zapobiec zakłócaniu wyników pomiaru przez wywołania systemowe. Wywołanie to zapobiega na przykład usuwaniu nieużywanych obiektów Pythona (proces ten jest nazywany odśmiecaniem pamięci, ang. garbage collection), które mogłyby wpłynąć na wyniki pomiaru. Z tego powodu wyniki otrzymane z %timeit są zwykle zauważalnie lepsze od wyników otrzymanych z pomiarów z użyciem %time.


    W przypadku %time, podobnie jak w przypadku %timeit, dodanie drugiego znaku procentu (%%time) pozwala zmierzyć czas wykonania kodu zajmującego więcej niż jedną linię:

    In [6]: %%time



            total = 0



            for i in range(1000):



                for j in range(1000):



                    total += i * (-1) ** j



    CPU times: user 655 ms, sys: 5.68 ms, total: 661 ms



    Wall time: 710 ms




    Aby uzyskać więcej informacji na temat %time i %timeit, a także ich opcji, skorzystaj z wbudowanych w IPythona narzędzi do obsługi dokumentacji (np. wpisz %time? w wierszu poleceń IPythona).


    Profilowanie całych skryptów za pomocą %prun


    Program składa się z wielu pojedynczych instrukcji. Czasami pomiar czasu wykonania tych instrukcji w szerszym kontekście jest ważniejszy niż mierzenie czasu działania ich samych. Python zawiera wbudowany profiler kodu (o którym możesz poczytać w dokumentacji Pythona). IPython umożliwia korzystanie z tego profilera w znacznie wygodniejszy sposób za pomocą magicznej funkcji %prun.


    Na potrzeby przykładu zdefiniujmy prostą funkcję, która wykonuje pewne obliczenia:

    In [7]: def sum_of_lists(N):



                total = 0



                for i in range(5):



                    L = [j ^ (j >> i) for j in range(N)]



                    total += sum(L)



                return total




    Aby zobaczyć wyniki profilowania, wystarczy poprzedzić wywołanie funkcji wywołaniem %prun:

    In [8]: %prun sum_of_lists(1000000)



    14 function calls in 0.932 seconds



    Ordered by: internal time



    ncalls  tottime  percall  cumtime  percall filename:lineno(function)



         5    0.808    0.162    0.808    0.162 <ipython-input-7-f105717832a2>:4(<listcomp>)



         5    0.066    0.013    0.066    0.013 {built-in method builtins.sum}



         1    0.044    0.044    0.918    0.918 <ipython-input-7-f105717832a2>:1



         > (sum_of_lists)



         1    0.014    0.014    0.932    0.932 <string>:1(<module>)



         1    0.000    0.000    0.932    0.932 {built-in method builtins.exec}



         1    0.000    0.000    0.000    0.000 {method 'disable' of '_lsprof.Profiler'



         > objects}




    Wynikiem jest tabela, która zawiera informacje o tym, ile procent czasu z całego czasu wykonania zajmują poszczególne wywołania funkcji. W tym przypadku większość czasu przypada na wykonanie wyrażenia listowego znajdującego się wewnątrz funkcji sum_of_lists. Znając te informacje, możemy zacząć zastanawiać się, jak poprawić wydajność tego algorytmu.


    Aby uzyskać więcej informacji na temat %prun, a także jej opcji, skorzystaj z wbudowanych w IPythona narzędzi do obsługi dokumentacji (np. wpisz %prun? w wierszu poleceń IPythona).


    Profilowanie linia po linii za pomocą %lprun


    Profilowanie funkcja po funkcji oferowane przez %prun jest przydatne, ale czasami wygodniej jest wygenerować raport zawierający pomiary linia po linii. Funkcjonalności tej nie znajdziesz ani w samym Pythonie, ani w IPythonie, ale jest ona dostępna w pakiecie line_profiler, który możesz zainstalować. Aby to zrobić, zacznij od wywołania następującej komendy do narzędzia pip (jest to menedżer pakietów Pythona):

    $ pip install line_profiler




    Następnie za pomocą IPythona możesz załadować znajdujące się w pakiecie line_profiler rozszerzenie IPythona:

    In [9]: %load_ext line_profiler




    Teraz za pomocą polecenia %lprun możesz sprofilować dowolną funkcję linia po linii. Aby to zrobić, w wywołaniu %lprun musisz jawnie określić nazwę funkcji do sprofilowania:

    In [10]: %lprun -f sum_of_lists sum_of_lists(5000)



    Timer unit: 1e-06 s



    Total time: 0.014803 s



    File: <ipython-input-7-f105717832a2>



    Function: sum_of_lists at line 1



    Line #      Hits         Time  Per Hit   % Time  Line Contents



    ==============================================================



         1                                            def sum_of_lists(N):



         2          1          6.0      6.0      0.0      total = 0 



         3          6         13.0      2.2      0.1      for i in range(5): 



         4          5      14242.0   2848.4     96.2          L = [j ^ (j >> i) for j 



         5          5        541.0    108.2      3.7          total += sum(L) 



         6          1          1.0      1.0      0.0      return total




    Informacje z początku wyjścia stanowią klucz do odczytania wyników. Czas umieszczony w tabeli jest podany w mikrosekundach. Dzięki temu możemy ustalić, gdzie program spędza najwięcej czasu. Informacje te można wykorzystać do zmodyfikowania skryptu i zwiększenia jego wydajności w tym konkretnym przypadku użycia.


    Aby uzyskać więcej informacji na temat %lprun i jego opcji, skorzystaj z narzędzi pomocy wbudowanych w IPythona (tj. wpisz %lprun? w wierszu polecenia IPythona).


    Profilowanie pamięci za pomocą %memit i %mprun


    Innym elementem podlegającym profilowaniu jest ilość pamięci wykorzystywana przez poszczególne operacje. Parametr ten można zmierzyć za pomocą kolejnego rozszerzenia IPythona, które nazywa się memory_profiler. Podobnie jak w przypadku modułu line_profiler, zaczynam od zainstalowania pakietu za pomocą narzędzia pip:

    $ pip install memory_profiler




    Następnie mogę wykorzystać IPythona, aby go załadować:

    In [11]: %load_ext memory_profiler 




    Rozszerzenie to zawiera dwie przydatne magiczne funkcje: %memit (jest to odpowiednik %timeit do mierzenia ilości zajmowanej pamięci) i %mprun (która działa tak jak %lprun). Z %memit można skorzystać w prosty sposób:

    In [12]: %memit sum_of_lists(1000000)



    peak memory: 141.70 MiB, increment: 75.65 MiB




    Jak widzisz, funkcja ta zużywa około 140 MB pamięci.


    Do pomiaru zużycia pamięci linia po linii możesz wykorzystać funkcję %mprun. Niestety działa ona jedynie w przypadku funkcji zdefiniowanych w osobnych modułach, a nie w notatniku. Z tego powodu zaczynam od stworzenia prostego modułu o nazwie mprun_demo.py, który będzie zawierał funkcję sum_of_lists. Dodałem do niej jedną rzecz, która sprawi, że wyniki profilowania pamięci będą bardziej przejrzyste. Moduł tworzę z poziomu notatnika, posługując się magiczną funkcją %%file:

    In [13]: %%file mprun_demo.py



             def sum_of_lists(N):



                 total = 0 



                 for i in range(5):



                     L = [j ^ (j >> i) for j in range(N)]



                     total += sum(L)



                     del L # Usuwam odwołanie do L



                 return total



    Overwriting mprun_demo.py




    Mogę teraz zaimportować nową wersję tej funkcji i uruchomić profiler pamięci:

    In [14]: from mprun_demo import sum_of_lists



             %mprun -f sum_of_lists sum_of_lists(1000000)



    Filename: /Users/jakevdp/github/jakevdp/PythonDataScienceHandbook/notebooks_v2/



    > m prun_demo.py



    Line #    Mem usage    Increment  Occurrences   Line Contents



    ============================================================



         1     66.7 MiB     66.7 MiB            1   def sum_of_lists(N):



         2     66.7 MiB      0.0 MiB            1       total = 0



         3     75.1 MiB      8.4 MiB            6       for i in range(5):



         4    105.9 MiB     30.8 MiB      5000015           L = [j ^ (j >> i) for j



         5    109.8 MiB      3.8 MiB            5           total += sum(L)



         6     75.1 MiB    -34.6 MiB            5           del L # Usuwam odwołanie do L



         7     66.9 MiB     -8.2 MiB            1       return total




    W kolumnie Increment znajdziesz informację o tym, jak każda linia wpływa na całkowity budżet pamięci. Zauważ, że stworzenie i usunięcie listy L zmienia ilość zużycia pamięci o około 30 MB. Wartość ta jest dodawana do zużycia pamięci w tle samego interpretera Pythona.


    Aby uzyskać więcej informacji na temat %memit i %mprun, a także ich opcji, skorzystaj z wbudowanych w IPythona narzędzi do obsługi dokumentacji (np. wpisz %memit? w wierszu poleceń IPythona).


    Więcej materiałów na temat IPythona


    W tej części książki przedstawiłem podstawy wykorzystania IPythona do realizacji zadań związanych z nauką o danych. Znacznie więcej informacji na temat tego narzędzia znajdziesz zarówno w pracach drukowanych, jak i w internecie. Poniżej znajdziesz listę wybranych materiałów, które mogą okazać się pomocne.


    Materiały dostępne w sieci


    Serwis IPythona (http://ipython.org)


    Witryna IPythona zawiera linki do dokumentacji, przykładów, samouczków i wielu innych zasobów.


    Serwis nbviewer (http://nbviewer.jupyter.org)


    Strona ta pozwala statycznie wyrenderować dowolny notatnik Jupytera dostępny w sieci. Na stronie głównej znajdziesz kilka przykładowych notatników, które możesz przejrzeć, aby zobaczyć, do czego inni wykorzystują IPythona!


    Galeria notatników Jupytera (https://github.com/jupyter/jupyter/wiki)


    W serwisie znajdziesz stale rosnącą listę notatników obsługiwanych przez nbviewer. Na stronie znajdziesz szeroki wybór przykładów związanych z analizą numeryczną, które można wykonać za pomocą IPython. Znajdziesz tam wszystko, od krótkich przykładów i samouczków, po pełnowymiarowe kursy i książki napisane w formacie notatników Jupytera!


    Materiały wideo


    W sieci znajdziesz wiele samouczków wideo poświęconych IPythonowi. Szczególnie polecam obejrzenie wystąpień Fernando Pereza i Briana Grangera (dwóch głównych twórców i opiekunów IPythona i Jupytera) z konferencji PyCon, SciPy oraz PyData.


    Książki


    Python w analizie danych. Przetwarzanie danych za pomocą pakietów Pandas i NumPy oraz środowiska IPython. Wydanie II (Helion)


    Książka Wesa McKinneya zawiera rozdział, w którym autor omawia wykorzystanie IPythona z perspektywy analityka danych. Chociaż większość informacji pokrywa się z tymi przedstawionym w tej książce, zawsze warto spojrzeć na zagadnienie z innej perspektywy.


    Learning IPython for Interactive Computing and Data Visualization (Packt)


    Krótka książka Cyrille’a Rossanta stanowiąca dobre wprowadzenie do wykorzystania IPythona w analizie danych.


    IPython Interactive Computing and Visualization Cookbook (Packt)


    Ta książka (również autorstwa Cyrille’a Rossanta) to dłuższe i bardziej zaawansowane przedstawienie wykorzystania IPythona w nauce o danych. Wbrew temu, co sugeruje jej tytuł, książka jest nie tylko o IPythonie. Znajdziesz w niej również szczegółowe informacje z wielu zagadnień związanych z nauką o danych.


    Na koniec chciałbym przypomnieć, że pomocy możesz również szukać na własną rękę. IPythonowa funkcja ? (omówiona w rozdziale 1.) może być bardzo przydatna, jeśli dobrze i często się z niej korzysta. Dobrym sposobem zapoznania się ze wszystkimi narzędziami oferowanymi przez IPythona jest przeglądanie przykładów ich użycia, zarówno tych pokazanych w tej książce, jak i znajdujących się w innych miejscach.

  


  
    Część II

    Wprowadzenie do NumPy


    W tej oraz w kolejnej części książki przedstawię techniki efektywnego ładowania danych do pamięci, ich przechowywania oraz manipulowania nimi. Jest to bardzo szerokie zagadnienie. Zbiory danych mogą pochodzić z wielu różnych źródeł i są zapisywane w wielu różnych formatach. Mogą to być zbiory dokumentów, obrazów, klipów dźwiękowych, pomiarów numerycznych i wiele więcej. Pomimo tej pozornej heterogeniczności wiele zbiorów danych można przedstawić w postaci tablicy liczb.


    Na przykład obrazy, zwłaszcza te cyfrowe, można traktować jako dwuwymiarowe tablice liczb reprezentujących jasność pikseli w danym obszarze. Dźwięk można zapisać w postaci jednowymiarowych tablic intensywności w funkcji czasu. Teksty można przekonwertować na liczby na wiele sposobów, na przykład na postać liczb binarnych reprezentujących częstotliwość występowania określonych słów lub ich par. Niezależnie od formatu danych pierwszym krokiem ich analizy będzie konwersja tych wartości do tablic liczb. (Kilka przykładów tego procesu znajdziesz w rozdziale 40.).


    Z tego powodu z punktu widzenia analizy danych możliwość wydajnego przechowywania i przekształcania tablic numerycznych jest kluczowa. Przyjrzymy się teraz wyspecjalizowanym pakietom do obsługi tablic liczbowych w Pythonie: pakietowi NumPy oraz Pandas (omówię go w części III).


    [image: ]W tej części szczegółowo omówię pakiet NumPy. Pakiet NumPy (nazwa to skrót od słów Numerical Python; pol. numeryczny Python) zawiera wydajny interfejs do przechowywania i obsługi zwartych buforów danych (ang. dense data buffers). Tablice NumPy są w pewnym sensie podobne do wbudowanego w Pythona typu list, ale w odróżnieniu od niego, zwłaszcza w przypadku dużych tablic, wydajność wykonywanych na nich operacji jest wyższa, a same dane są zapisywane w pamięci w bardziej wydajny sposób. Tablice NumPy stanowią podstawę prawie całego ekosystemu narzędzi do analizy danych w Pythonie. A zatem warto poświęcić czas na poznanie efektywnych sposobów ich wykorzystania niezależnie od tego, którymi aspektami nauki o danych jesteś zainteresowany.


    Jeżeli postąpiłeś zgodnie z radą z „Wprowadzenia” i zainstalowałeś stos Anacondy, to na Twoim urządzeniu znajduje się już pakiet NumPy i jest on gotowy do pracy. Jeśli postępujesz raczej zgodnie z podejściem zrób-to-sam, możesz wejść na stronę NumPy.org (http://www.numpy.org) i samodzielnie zainstalować ten pakiet zgodnie z zamieszczoną tam instrukcją instalacji. Gdy to zrobisz, możesz zaimportować NumPy i sprawdzić jego dokładną wersję:

    In [1]: import numpy



            numpy.__version__



    Out[1]: '1.21.2'




    Do poznawania omówionych w tej części elementów NumPy polecam pakiet w wersji 1.8 lub nowszej. Większość osób skupionych wokół projektów SciPy/PyData stosuje popularną konwencję importowania NumPy za pomocą aliasu np:

    In [2]: import numpy as np 




    Także i ja zdecydowałem się zastosować tę konwencję w pozostałej części książki.


    
      
        
      

      
        
          	
            Przypomnienie o wbudowanej dokumentacji


            Podczas lektury tej części książki nie zapomnij o dostępnej w IPythonie możliwości szybkiego przeglądania zawartości pakietu (za pomocą autouzupełniania) oraz przeglądania dokumentacji różnych funkcji (za pomocą symbolu ?). Jeżeli chcesz sobie przypomnieć, jak z nich korzystać, zajrzyj do rozdziału 1.


            Na przykład, aby wyświetlić całą zawartość przestrzeni nazw NumPy, wpisz:

            In [3]: np.<TAB>


            Aby wyświetlić wbudowaną w pakiet NumPy dokumentację, możesz posłużyć się następującym poleceniem:

            In [4]: np? 


            Twórcy NumPy udostępniają również bardziej szczegółową dokumentację tego pakietu zawierającą samouczki oraz inne materiały. Znajdziesz ją na stronie http://www.numpy.org.

          
        

      
    

  


  
    Rozdział 4.

    Zrozumieć typy danych w Pythonie


    Skuteczne prowadzenie obliczeń i analiza danych wymagają zrozumienia sposobu, w jaki przechowuje się i przetwarza dane. W tym rozdziale przedstawię i porównam ze sobą sposoby obsługi tablic w czystym Pythonie oraz pakiecie NumPy. Zrozumienie różnicy pomiędzy stosowanymi w tych narzędziach podejściami ma fundamentalne znaczenie dla zrozumienia większości materiału przedstawionego w pozostałej części tej książki.


    Python często przyciąga użytkowników łatwością pisania kodu. Jednym z odpowiadających za nią czynników jest typowanie dynamiczne. Języki ze statycznym typowaniem, takie jak C lub Java, wymagają jawnej deklaracji typu każdej zmiennej. W językach z typowaniem dynamicznym, takich jak Python, nie ma konieczności jawnego określania typu zmiennej. Spójrz na poniższy kod zapisany w języku C:

    /* Kod w C */



    int result = 0;



    for(int i=0; i<100; i++){



        result += i;



    }




    W Pythonie ten sam fragment może być zapisany w następujący sposób:

    # Kod w Pythonie



    result = 0



    for i in range(100):



        result += i 




    Zwróć uwagę na podstawową różnicę między tymi kodami: w języku C jawnie deklarujemy typ każdej zmiennej, natomiast w Pythonie typ jest ustalany w sposób dynamiczny. Oznacza to na przykład, że do dowolnej zmiennej możemy przypisać dane dowolnego typu:

    # Kod w Pythonie



    x= 4



    x = "cztery"




    W powyższym kodzie zmieniłem zawartość zmiennej x z liczby całkowitej na łańcuch znaków. Ta sama operacja w języku C doprowadziłaby, w zależności od ustawień kompilatora, do błędu kompilacji lub innych niezamierzonych komplikacji:

    /* Kod w C */



    int x = 4;



    x = "cztery"; // BŁĄD




    Ten rodzaj elastyczności jest jednym z elementów, które sprawiają, że Python i inne języki z typowaniem dynamicznym są wygodne i łatwe w użyciu. Poznanie sposobów efektywnej analizy danych w Pythonie wymaga zrozumienia, jak działa typowanie dynamiczne. Z elastycznością wiąże się również fakt, że zmienne w Pythonie to coś więcej niż tylko same wartości. Zmienne w tym języku zawierają również dodatkowe informacje o typie przechowywanej wartości. Przyjrzymy się temu dokładniej w dalszej części tego rozdziału.


    Typ całkowitoliczbowy w Pythonie to coś więcej niż zwykły int


    Standardowa implementacja Pythona jest napisana w języku C. Oznacza to, że każdy obiekt Pythona jest po prostu sprytnie zamaskowaną strukturą z C, która zawiera nie tylko wartość, ale też inne informacje. Na przykład, gdy zdefiniujesz w Pythonie liczbę całkowitą, taką jak x = 10000, x nie będzie ona tylko „surową” liczbą. W rzeczywistości będzie to wskaźnik do złożonej struktury z C, która zawiera kilka wartości. Spojrzenie na kod źródłowy Pythona 3.10 pozwala ustalić, że definicja typu całkowitoliczbowego (long) wygląda mniej więcej tak (po wstawieniu wartości w miejsce makr z języka C):

    struct _longobject {



            long ob_refcnt;



            PyTypeObject *ob_type;



            size_t ob_size;



            long ob_digit[1];



    }; 




    Pojedyncza liczba całkowita w Pythonie 3.10 składa się w rzeczywistości z czterech elementów:


    
      	ob_refcnt — licznik referencji, który pomaga Pythonowi niejawnie alokować i zwalniać pamięć,


      	ob_type — element kodujący typ zmiennej,


      	ob_size — rozmiar zajmowany przez przechowywane w tym typie wartości,


      	ob_digit — właściwa wartość przechowywana w danej zmiennej.

    


    Oznacza to, że przechowywanie liczb całkowitych w Pythonie jest bardziej kosztowne niż w języku kompilowanym, takim jak C (spójrz na rysunek 4.1).


    [image: ]


    Rysunek 4.1. Różnica między typem całkowitoliczbowym w C i Pythonie


    Na rysunku 4.1 PyObject_HEAD to fragment struktury zawierający liczbę referencji, kod typu i inne elementy wspomniane powyżej.


    Zwróć uwagę na następującą różnicę. W języku C int to zasadniczo adres w pamięci, pod którym znajdują się bajty kodujące daną wartość. Integer w Pythonie jest wskaźnikiem do pozycji w pamięci zawierającej wszystkie informacje o obiekcie, w tym same bajty zawierające zapamiętaną wartość. Obecność tych dodatkowych informacji w strukturze reprezentującej liczbę całkowitą w Pythonie pozwala na dynamiczne typowanie i ułatwia pisanie kodu w tym języku. Ma to jednak swoją cenę, która staje się szczególnie widoczna w przypadku struktur zawierających w sobie wiele elementów.


    Lista w Pythonie to coś więcej niż zwykła lista


    Zastanówmy się teraz, co stanie się, gdy zdefiniujemy w Pythonie obiekt zawierający wiele innych obiektów z tego języka. Standardowym mutowalnym kontenerem wieloelementowym w Pythonie jest lista. Listę liczb całkowitych można utworzyć w następujący sposób:

    In [1]: L = list(range(10))



            L



    Out[1]: [0, 1, 2, 3, 4, 5, 6, 7, 8, 9]



    In [2]: type(L[0])



    Out[2]: int




    W analogiczny sposób możemy utworzyć listę łańcuchów znaków:

    In [3]: L2 = [str(c) for c in L]



            L2



    Out[3]: ['0', '1', '2', '3', '4', '5', '6', '7', '8', '9']



    In [4]: type(L2[0])



    Out[4]: str




    Dzięki typowaniu dynamicznemu w Pythonie możemy tworzyć nawet heterogeniczne listy:

    In [5]: L3 = [True, "2", 3.0, 4]



            [type(item) for item in L3]



    Out[5]: [bool, str, float, int]




    Elastyczność ta ma jednak swoją cenę — każdy element listy musi zawierać informacje m.in. o swoim typie i liczbie referencji. Oznacza to, że każdy element listy jest pełnoprawnym obiektem Pythona. W szczególnym przypadku, w którym wszystkie zmienne są tego samego typu, przechowywanie tych informacji prowadzi do redundancji. W takiej sytuacji znacznie wydajniejsze byłoby zapisanie tych danych w tablicy o określonym niezmiennym typie. Na rysunku 4.2 pokazano różnicę między dynamicznie typowaną listą a tablicą o określonym typie (tablicą w stylu NumPy).


    [image: ]


    Rysunek 4.2. Różnica między listami w Pythonie i tablicami z NumPy


    Na poziomie implementacyjnym tablica to zasadniczo pojedynczy wskaźnik do ciągłego bloku danych. Natomiast lista w Pythonie zawiera wskaźnik do bloku wskaźników, z których każdy wskazuje na obiekt Pythona, taki jak liczba całkowita, którą widziałeś wcześniej. Zaletą listy jest jej elastyczność. Ponieważ każdy element listy jest pełnoprawną strukturą zawierającą zarówno dane, jak i informacje o typie, możliwe jest wypełnienie listy danymi dowolnego typu. Tablice w NumPy mają określony i stały typ, a zatem nie oferują takiej elastyczności, ale dzięki temu pozwalają przechowywać i przetwarzać dane w bardziej wydajny sposób.


    Tablice o stałym typie w Pythonie


    W Pythonie zaimplementowano kilka możliwości przechowywania danych w wydajnych buforach danych o stałym typie. Wbudowany w Pythona moduł array (dostępny od Pythona 3.3) pozwala tworzyć gęste tablice wartości tego samego typu:

    In [6]: import array



            L = list(range(10))



            A = array.array('i', L)



            A



    Out[6]: array('i', [0, 1, 2, 3, 4, 5, 6, 7, 8, 9])




    W powyższym kodzie i to kod typu, za pomocą którego określa się, że w tablicy będą przechowywane liczby całkowite.


    Znacznie bardziej użytecznym obiektem jest ndarray z pakietu NumPy. Podczas gdy obiekt array z Pythona pozwala efektywnie przechowywać dane o charakterze tablicowym, NumPy rozszerza jego możliwości i pozwala przeprowadzać na nim operacje w wydajny sposób. Operacjom tym przyjrzymy się w kolejnych rozdziałach. Teraz pokażę Ci kilka różnych sposobów tworzenia tablicy NumPy.


    Tworzenie tablic z list


    Zacznijmy od standardowego importu biblioteki NumPy za pomocą aliasu np:

    In [7]: import numpy as np




    Teraz możemy wykorzystać np.array do stworzenia tablic na podstawie listy z Pythona:

    In [8]: # Lista liczb całkowitych



            np.array([1, 4, 2, 5, 3])



    Out[8]: array([1, 4, 2, 5, 3])




    Pamiętaj, że w przeciwieństwie do list tablice NumPy muszą zawierać dane tego samego typu. W przypadku niezgodności typów NumPy zmieni je zgodnie ze swoimi zasadami promocji typów. W poniższym przykładzie liczby całkowite są rzutowane na liczby zmiennoprzecinkowe:

    In [9]: np.array([3.14, 4, 2, 3])



    Out[9]: array([3.14, 4.  , 2.  , 3.  ])




    Jeśli chcesz jawnie określić typ danych w tablicy, możesz wykorzystać słowo kluczowe dtype:

    In [10]: np.array([1, 2, 3, 4], dtype=np.float32)



    Out[10]: array([1., 2., 3., 4.], dtype=float32)




    W przeciwieństwie do list, które są zawsze obiektami jednowymiarowymi, tablice NumPy mogą być wielowymiarowe. Poniżej pokazano jeden ze sposobów tworzenia wielowymiarowej tablicy za pomocą listy list:

    In [11]: # Z zagnieżdżonych list powstają wielowymiarowe tablice NumPy



             np.array([range(i, i + 3) for i in [2, 4, 6]])



    Out[11]: array([[2, 3, 4],



                    [4, 5, 6],



                    [6, 7, 8]])




    Listy znajdujące się wewnątrz zewnętrznej listy reprezentują wiersze w dwuwymiarowej tablicy.


    Tworzenie tablic od podstaw


    Zwłaszcza w przypadku większych tablic bardziej wydajnym sposobem ich tworzenia jest wykorzystanie procedur wbudowanych w bibliotekę NumPy. Oto kilka przykładów:

    In [12]: # Tworzenie 10-elementowej tablicy liczb całkowitych wypełnionej zerami



             np.zeros(10, dtype=int)



    Out[12]: array([0, 0, 0, 0, 0, 0, 0, 0, 0, 0])



    In [13]: # Tworzenie tablicy liczb zmiennoprzecinkowych o wymiarach 3 na 5 wypełnionej jedynkami



             np.ones((3, 5), dtype=float)



    Out[13]: array([[1., 1., 1., 1., 1.],



                    [1., 1., 1., 1., 1.],



                    [1., 1., 1., 1., 1.]])



    In [14]: # Tworzenie tablicy o wymiarach 3 na 5 wypełnionej wartością 3.14



             np.full((3, 5), 3.14)



    Out[14]: array([[3.14, 3.14, 3.14, 3.14, 3.14],



                    [3.14, 3.14, 3.14, 3.14, 3.14],



                    [3.14, 3.14, 3.14, 3.14, 3.14]])



    In [15]: # Tworzenie tablicy wypełnionej elementami ciągu arytmetycznego



             # Pierwszy element ciągu to 0. Ostatni to 20. Różnica wynosi 2



             # (kod ten działa analogicznie do funkcji range z Pythona)



             np.arange(0, 20, 2)



    Out[15]: array([ 0,  2,  4,  6,  8, 10, 12, 14, 16, 18])



    In [16]: # Tworzenie pięcioelementowej tablicy wartości równomiernie rozłożonych w przedziale od 0 do 1



             np.linspace(0, 1, 5)



    Out[16]: array([0.  , 0.25, 0.5 , 0.75, 1.  ])



    In [17]: # Tworzenie tablicy o wymiarach 3 na 3 zawierającej wartości pseudolosowe z przedziału od 0 do 1



             np.random.random((3, 3))



    Out[17]: array([[0.09610171, 0.88193001, 0.70548015],



                    [0.35885395, 0.91670468, 0.8721031 ],



                    [0.73237865, 0.09708562, 0.52506779]])



    In [18]: # Tworzenie tablicy o wymiarach 3 na 3 zawierającej wartości pseudolosowe z



             # rozkładu normalnego ze średnią 0 i odchyleniem równym 1



             np.random.normal(0, 1, (3, 3))



    Out[18]: array([[-0.46652655, -0.59158776, -1.05392451],



                    [-1.72634268,  0.03194069, -0.51048869],



                    [ 1.41240208,  1.77734462, -0.43820037]])



    In [19]: # Tworzenie tablicy o wymiarach 3 na 3 zawierającej wartości pseudolosowe z przedziału [0, 10)



             np.random.randint(0, 10, (3, 3))



    Out[19]: array([[4, 3, 8],



                    [6, 5, 0],



                    [1, 1, 4]]) 



    In [20]: # Tworzenie macierzy identycznościowej o wymiarach 3 na 3



             np.eye(3)



    Out[20]: array([[1., 0., 0.],



                    [0., 1., 0.],



                    [0., 0., 1.]])



    In [21]: # Tworzenie niezainicjalizowanej tablicy zawierającej trzy liczby całkowite



             # Będą się w niej znajdowały wartości, które są zapisane w pamięci pod zajmowany przez nią adresem 



             np.empty(3)



    Out[21]: array([1., 1., 1.])




    Standardowe typy danych NumPy


    Tablice NumPy zawierają wartości jednego typu. Z tego powodu warto poznać dostępne w NumPy typy i ich ograniczenia. Ponieważ biblioteka NumPy została zaimplementowana w języku C, dostępne w nim typy danych będą znane użytkownikom języków C, Fortran oraz im pokrewnych.


    Standardowe typy danych dostępne w NumPy wymieniono w tabeli 4.1. Zauważ, że podczas konstruowania tablicy możemy jawnie określić jej typ za pomocą łańcucha znaków:

    np.zeros(10, dtype='int16')




    lub związanego z danym typem obiektu NumPy:

    np.zeros(10, dtype=np.int16)




    Tabela 4.1. Standardowe typy danych NumPy


    
      
        
        
      

      
        
          	
            Typ danych

          

          	
            Opis

          
        


        
          	
            bool_

          

          	
            Wartość logiczna (prawda lub fałsz) przechowywana w postaci bajta

          
        


        
          	
            int_

          

          	
            Domyślny typ całkowitoliczbowy (odpowiednik typu long z C; zwykle int64 lub int32)

          
        


        
          	
            intc

          

          	
            Typ int z języka C (zwykle int32 lub int64)

          
        


        
          	
            intp

          

          	
            Liczba całkowita używana do indeksowania (odpowiednik ssize_t z języka C; zwykle int32 lub int64)

          
        


        
          	
            int8

          

          	
            Bajt (od -128 do 127)

          
        


        
          	
            int16

          

          	
            Liczba całkowita (od -32768 do 32767)

          
        


        
          	
            int32

          

          	
            Liczba całkowita (od -2147483648 do 2147483647)

          
        


        
          	
            int64

          

          	
            Liczba całkowita (od -9223372036854775808 do 9223372036854775807)

          
        


        
          	
            uint8

          

          	
            Liczba całkowita bez znaku (od 0 do 255)

          
        


        
          	
            uint16

          

          	
            Liczba całkowita bez znaku (od 0 do 65535)

          
        


        
          	
            uint32

          

          	
            Liczba całkowita bez znaku (od 0 do 4294967295)

          
        


        
          	
            uint64

          

          	
            Liczba całkowita bez znaku (od 0 do 18446744073709551615)

          
        


        
          	
            float_

          

          	
            Skrót od float64

          
        


        
          	
            float16

          

          	
            Liczba zmiennoprzecinkowa połowicznej precyzji: bit znaku, 5-bitowy wykładnik, 10-bitowa mantysa

          
        


        
          	
            float32

          

          	
            Liczba zmiennoprzecinkowa pojedynczej precyzji: bit znaku, 8-bitowy wykładnik, 23-bitowa mantysa

          
        


        
          	
            float64

          

          	
            Liczba zmiennoprzecinkowa podwójnej precyzji: bit znaku, 11-bitowy wykładnik, 52-bitowa mantysa

          
        


        
          	
            complex_

          

          	
            Skrót od complex128

          
        


        
          	
            complex64

          

          	
            Liczba zespolona reprezentowana przez dwie 32-bitowe liczby zmiennoprzecinkowe

          
        


        
          	
            complex128

          

          	
            Liczba zespolona reprezentowana przez dwa 64-bitowe elementy zmiennoprzecinkowe

          
        

      
    


    Istnieją również bardziej zaawansowane sposoby określania typu, takie jak na przykład możliwość określenia, czy wartości mają być zapisanie w kodowaniu big-endian czy little-endian. Więcej informacji na ten temat znajdziesz w dokumentacji NumPy (http://numpy.org). NumPy obsługuje również złożone typy danych, które omówię w rozdziale 12.

  


  
    Rozdział 5.

    Podstawy pracy z tablicami NumPy


    Przetwarzanie danych w Pythonie jest niemal równoznaczne z manipulowaniem tablicami NumPy. Nawet nowsze narzędzia, takie jak Pandas (pakiet ten omawiam w części III), bazują na tablicach NumPy. W tym rozdziale przedstawię kilka przykładów operacji na tablicach NumPy, za pomocą których można uzyskać dostęp do danych i podtablic oraz podzielić i połączyć ze sobą tablice, a także zmienić ich kształt. Chociaż przedstawione w tym rozdziale operacje mogą wydawać się nieco „suche” i oderwane od rzeczywistości, stanowią one elementy składowe wielu innych przykładów pokazanych w tej książce. A zatem warto je dobrze poznać!


    W tym rozdziale omówię kilka kategorii operacji tablicowych:


    Sprawdzanie atrybutów


    Określanie rozmiaru, kształtu, zużycia pamięci i typów danych przechowywanych w tablicach.


    Indeksowanie tablic


    Pobieranie i ustawianie wartości poszczególnych elementów tablicy.


    Slicing


    Wyodrębnianie i modyfikowanie zawartości mniejszych podtablic pochodzących z większej tablicy.


    Zmiana kształtu tablicy


    Zmienianie kształtu tablicy.


    Łączenie i dzielenie tablic


    Łączenie wielu tablic w jedną i dzielenie jednej tablicy na wiele osobnych.


    Atrybuty tablicy NumPy


    Najpierw omówię kilka przydatnych atrybutów tablicy. Zaczniemy od zdefiniowania jedno-, dwu- i trójwymiarowej tablicy liczb losowych. Do tego celu wykorzystam generator liczb losowych z pakietu NumPy, do którego przekażę stałą wartość ziarna (ang. seed), która zagwarantuje, że za każdym uruchomieniem tego kodu wygenerowane zostaną te same liczby losowe:

    In [1]: import numpy as np



            rng = np.random.default_rng(seed=1701)  # Ustawiam ziarno, aby wyniki były odtwarzalne



            x1 = rng.integers(10, size=6)  # Jednowymiarowa tablica



            x2 = rng.integers(10, size=(3, 4))  # Dwuwymiarowa tablica



            x3 = rng.integers(10, size=(3, 4, 5))  # Trójwymiarowa tablica




    Każda tablica zawiera atrybuty, w tym ndim (liczba wymiarów), shape (długość każdego z wymiarów), size (całkowity rozmiar tablicy) i dtype (typ przechowywanych w niej elementów):

    In [2]: print("x3 ndim: ", x3.ndim)



            print("x3 shape:", x3.shape)



            print("x3 size: ", x3.size)



            print("dtype:   ", x3.dtype)



    Out[2]: x3 ndim:  3



            x3 shape: (3, 4, 5)



            x3 size:  60



            dtype:    int64




    Więcej informacji na temat typów danych znajdziesz w rozdziale 4.


    Indeksowanie tablicy — dostęp do pojedynczych elementów


    Jeśli znasz standardowe sposoby indeksowania list w Pythonie, indeksowanie w NumPy wyda Ci się całkiem znajome. Aby uzyskać dostęp do i-tej wartości (licząc od zera) zapisanej w jednowymiarowej tablicy, możesz tak jak w przypadku list przekazać interesujący Cię indeks w nawiasach kwadratowych:

    In [3]: x1



    Out[3]: array([9, 4, 0, 3, 8, 6])



    In [4]: x1[0]



    Out[4]: 9



    In [5]: x1[4]



    Out[5]: 8




    Aby indeksować od końca tablicy, wystarczy skorzystać z ujemnych wartości indeksu:

    In [6]: x1[-1]



    Out[6]: 6



    In [7]: x1[-2]



    Out[7]: 8




    W tablicy wielowymiarowej dostęp do elementów można uzyskać za pomocą krotki zawierającej współrzędne oddzielone przecinkami, tj. [wiersz, kolumna]:

    In [8]: x2



    Out[8]: array([[3, 1, 3, 7],



                   [4, 0, 2, 3],



                   [0, 0, 6, 9]])



    In [9]: x2[0, 0]



    Out[9]: 3



    In [10]: x2[2, 0]



    Out[10]: 0



    In [11]: x2[2, -1]



    Out[11]: 9




    Za pomocą dowolnego z wyżej wymienionych zapisów możliwa jest też modyfikacja wartości:

    In [12]: x2[0, 0] = 12



             x2



    Out[12]: array([[12,  1,  3,  7],



                    [ 4,  0,  2,  3],



                    [ 0,  0,  6,  9]]) 




    Pamiętaj, że w przeciwieństwie do list, tablice NumPy mają stały typ. Oznacza to, że jeżeli spróbujesz wstawić wartość zmiennoprzecinkową do tablicy liczb całkowitych, wartość ta zostanie zaokrąglona do liczby całkowitej bez poinformowania Cię o tym fakcie. Nie daj się zaskoczyć!

    In [13]: x1[0] = 3.14159  # Ta wartość zostanie zaokrąglona!



             x1



    Out[13]: array([3, 4, 0, 3, 8, 6])




    Slicing, czyli sposób na dostęp do podtablic


    Aby uzyskać dostęp do poszczególnych elementów tablicy, możemy zastosować zapis z użyciem nawiasów kwadratowych. Za pomocą tej samej notacji i symbolu dwukropka (:) możliwe jest również wyodrębnienie większego fragmentu danej tablicy (operacja ta nosi nazwę slicingu). Aby uzyskać dostęp do wycinka tablicy x, stosuje się taką samą składnię jak w przypadku list Pythona:

    x[początek:koniec:krok]




    Jeśli którakolwiek z tych trzech wartości nie zostanie podana, wykorzystane zostaną następujące wartości domyślne: początek=0, koniec=<rozmiar danego wymiaru>, krok=1. Przyjrzyjmy się teraz kilku przykładom uzyskiwania dostępu do podtablic w tablicach jedno- i wielowymiarowych.


    Jednowymiarowe podtablice


    Oto kilka przykładów uzyskiwania dostępu do elementów znajdujących się w jednowymiarowych podtablicach:

    In [14]: x1



    Out[14]: array([3, 4, 0, 3, 8, 6])



    In [15]: x1[:3]  # Pierwsze trzy elementy



    Out[15]: array([3, 4, 0])



    In [16]: x1[3:]  # Elementy od trzeciego



    Out[16]: array([3, 8, 6])



    In [17]: x1[1:4]  # Środkowa podtablica



    Out[17]: array([4, 0, 3])



    In [18]: x1[::2]  # Co drugi element



    Out[18]: array([3, 0, 8])



    In [19]: x1[1::2]  # Co drugi element, począwszy od elementu pod indeksem 1



    Out[19]: array([4, 3, 6])




    Możliwość pomyłki występuje, gdy wartość kroku jest ujemna. W takim przypadku wartości początek i koniec zamieniają się miejscami. Dzięki temu możliwe jest wygodne odwrócenie kolejności elementów w tablicy:

    In [20]: x1[::-1]  # Wszystkie elementy w odwrotnej kolejności



    Out[20]: array([6, 8, 3, 0, 4, 3])



    In [21]: x1[4::-2]  # Co drugi element od elementu o indeksie 4. Elementy w odwrotnej kolejności



    Out[21]: array([8, 0, 3])




    Wielowymiarowe podtablice


    Slicing w wielu wymiarach działa w dokładnie ten sam sposób, wycinki odnoszące się do kolejnych wymiarów oddziela się od siebie przecinkami. Na przykład:

    In [22]: x2



    Out[22]: array([[12,  1,  3,  7],



                    [ 4,  0,  2,  3],



                    [ 0,  0,  6,  9]])



    In [23]: x2[:2, :3]  # Pierwsze dwa wiersze i pierwsze trzy kolumny



    Out[23]: array([[12,  1,  3],



                    [ 4,  0,  2]])



    In [24]: x2[:3, ::2]  # Wszystkie wiersze, co druga kolumna



    Out[24]: array([[12,  3],



                    [ 4,  2],



                    [ 0,  6]])



    In [25]: x2[::-1, ::-1]  # Wszystkie wiersze i kolumny w odwrotnej kolejności



    Out[25]: array([[ 9,  6,  0,  0],



                    [ 3,  2,  0,  4],



                    [ 7,  3,  1, 12]])




    Jedną z często wykonywanych czynności jest uzyskiwanie dostępu do jednego wiersza lub kolumny tablicy. Możesz to zrobić, łącząc ze sobą indeksowanie i slicing z użyciem pojedynczego dwukropka (:):

    In [26]: x2[:, 0]  # Pierwsza kolumna x2



    Out[26]: array([12,  4,  0])



    In [27]: x2[0, :]  # Pierwszy wiersz x2



    Out[27]: array([12,  1,  3,  7])




    W przypadku dostępu do wierszy można pominąć symbol dwukropka, co skraca dodatkowo treść polecenia:

    In [28]: x2[0]  # Odpowiednik x2[0, :]



    Out[28]: array([12,  1,  3,  7])




    Podtablice jako widoki bez kopiowania


    W przeciwieństwie do wycinków list wycinki z tablic NumPy są zwracane w postaci widoków, a nie kopii danych znajdujących się w tablicy. Rozważmy wcześniejszą tablicę dwuwymiarową:

    In [29]: print(x2)



    Out[29]: [[12  1  3  7]



              [ 4  0  2  3]



              [ 0  0  6  9]]




    Wyodrębnię z niej podtablicę o wymiarach 2×2:

    In [30]: x2_sub = x2[:2, :2]



             print(x2_sub)



    Out[30]: [[12  1]



              [ 4  0]]




    Zauważ, że jeśli zmodyfikuję jej zawartość, zmienią się też wartości w tablicy źródłowej! Spójrz na poniższy przykład:

    In [31]: x2_sub[0, 0] = 99



             print(x2_sub)



    Out[31]: [[99  1]



              [ 4  0]]



    In [32]: print(x2)



    Out[32]: [[99  1  3  7]



              [ 4  0  2  3]



              [ 0  0  6  9]]




    Dla części Czytelników może to być zaskakujące, ale taki sposób działania ma swoje zalety. Dzięki niemu podczas pracy z dużymi zbiorami danych możemy uzyskiwać dostęp do fragmentów zbioru i przetwarzać je bez konieczności wykonywania kopii.


    Kopiowanie tablic


    Choć widoki tablicowe mają swoje zalety, czasami istnieje konieczność skopiowania danych znajdujących się w tablicy lub podtablicy. Najłatwiej zrobisz to za pomocą metody copy:

    In [33]: x2_sub_copy = x2[:2, :2].copy()



             print(x2_sub_copy)



    Out[33]: [[99  1]



              [ 4  0]]




    Jeśli teraz zmodyfikuję tę podtablicę, wartości w tablicy źródłowej nie ulegną zmianie:

    In [34]: x2_sub_copy[0, 0] = 42



             print(x2_sub_copy)



    Out[34]: [[42  1]



              [ 4  0]]



    In [35]: print(x2)



    Out[35]: [[99  1  3  7]



              [ 4  0  2  3]



              [ 0  0  6  9]]




    Zmiana kształtu tablic


    Inną przydatną operacją jest zmiana kształtu tablic, którą można wykonać za pomocą metody reshape. Poniżej pokazano przykład jej użycia, w którym umieszczam liczby od 1 do 9 w tablicy o wymiarach 3×3:

    In [36]: grid = np.arange(1, 10).reshape(3, 3)



             print(grid)



    Out[36]: [[1 2 3]



              [4 5 6]



              [7 8 9]]




    Aby operacja zakończyła się sukcesem, liczba elementów w tablicy po przekształceniu musi odpowiadać liczbie elementów w tablicy przed przekształceniem. W większości przypadków, aby uniknąć kopiowania, metoda reshape zwraca widok odnoszący się do wyjściowej tablicy.


    Powszechną operacją zmiany kształtu jest przekształcanie jednowymiarowej tablicy w dwuwymiarową macierz wierszową lub kolumnową:

    In [37]: x = np.array([1, 2, 3])



             x.reshape((1, 3))  # Powstanie wektor wierszowy



    Out[37]: array([[1, 2, 3]])



    In [38]: x.reshape((3, 1))  # Powstanie wektor kolumnowy



    Out[38]: array([[1],



                    [2],



                    [3]]) 




    Istnieje też krótszy sposób zapisu tej operacji z użyciem np.newaxis:

    In [39]: x[np.newaxis, :]  # Powstanie wektor wierszowy



    Out[39]: array([[1, 2, 3]])



    In [40]: x[:, np.newaxis]  # Powstanie wektor kolumnowy



    Out[40]: array([[1],



                    [2],



                    [3]]) 




    W dalszej części książki często korzystam z tego przekształcenia.


    Konkatenacja i dzielenie tablic


    Wszystkie pokazane powyżej procedury działały na pojedynczych tablicach. NumPy zawiera również narzędzia do łączenia wielu tablic w jedną i do dzielenia jednej tablicy na wiele innych.


    Konkatenacja tablic


    Konkatenację, czyli proces łączenia dwóch tablic NumPy, przeprowadza się najczęściej za pomocą procedur np.concatenate, np.vstack i np.hstack. Pierwszym argumentem np.concatenate jest krotka lub lista tablic. Przykład jej użycia pokazano poniżej:

    In [41]: x = np.array([1, 2, 3])



             y = np.array([3, 2, 1])



             np.concatenate([x, y])



    Out[41]: array([1, 2, 3, 3, 2, 1])




    Możesz również połączyć ze sobą za jednym razem więcej niż dwie tablice:

    In [42]: z = np.array([99, 99, 99])



             print(np.concatenate([x, y, z]))



    Out[42]: [ 1  2  3  3  2  1 99 99 99]




    A także tablice dwuwymiarowe:

    In 
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