
  [image: ]


  Alberto Boschetti, Luca Massaron


  Python


  Podstawy nauki o danych


  Wydanie II


  Tytuł oryginału: Python Data Science Essentials, Second Edition


  Tłumaczenie: Tomasz Walczak


  ISBN: 978-83-283-3424-3


  Copyright © Packt Publishing 2016


  First published in the English language under the title ‘Python Data Science Essentials – Second Edition – (9781786462138)’


  Polish edition copyright © 2017 by Helion SA. All rights reserved.


  All rights reserved. No part of this book may be reproduced or transmitted in any form or by any means, electronic or mechanical, including photocopying, recording or by any information storage retrieval system, without permission from the Publisher.


  Wszelkie prawa zastrzeżone. Nieautoryzowane rozpowszechnianie całości lub fragmentu niniejszej publikacji w jakiejkolwiek postaci jest zabronione. Wykonywanie kopii metodą kserograficzną, fotograficzną, a także kopiowanie książki na nośniku filmowym, magnetycznym lub innym powoduje naruszenie praw autorskich niniejszej publikacji.


  Wszystkie znaki występujące w tekście są zastrzeżonymi znakami firmowymi bądź towarowymi ich właścicieli.


  Autor oraz Wydawnictwo HELION dołożyli wszelkich starań, by zawarte w tej książce informacje były kompletne i rzetelne. Nie biorą jednak żadnej odpowiedzialności ani za ich wykorzystanie, ani za związane z tym ewentualne naruszenie praw patentowych lub autorskich. Autor oraz Wydawnictwo HELION nie ponoszą również żadnej odpowiedzialności za ewentualne szkody wynikłe z wykorzystania informacji zawartych w książce.


  Wydawnictwo HELION

  ul. Kościuszki 1c, 44-100 GLIWICE

  tel. 32 231 22 19, 32 230 98 63

  e-mail: helion@helion.pl
WWW: http://helion.pl (księgarnia internetowa, katalog książek)


  Drogi Czytelniku!

  Jeżeli chcesz ocenić tę książkę, zajrzyj pod adres

  http://helion.pl/user/opinie/pypod2_ebook
Możesz tam wpisać swoje uwagi, spostrzeżenia, recenzję.


  
    
      	Poleć książkę


      	Kup w wersji papierowej


      	Oceń książkę

    

  


  
    
      	Księgarnia internetowa


      	Lubię to! » nasza społeczność

    

  


  
    Zespół wydania oryginalnego


    Autorzy


    Alberto Boschetti


    Luca Massaron


    Recenzent


    Zacharias Voulgaris


    Redaktor zlecający


    Veena Pagare


    Redaktor zamawiający


    Namrata Patil


    Redaktor ds. treści


    Mayur Pawanikar


    Redaktor techniczny


    Vivek Arora


    Redaktor


    Vikrant Phadke


    Koordynator projektu


    Nidhi Joshi


    Korektor


    Safis Editing


    Indeksowanie


    Aishwarya Gangawane


    Grafik


    Disha Haria


    Koordynator prac produkcyjnych


    Arvindkumar Gupta

  


  
    O autorach


    Alberto Boschetti jest badaczem danych. Specjalizuje się w przetwarzaniu sygnałów i statystyce. Otrzymał dyplom doktora w dziedzinie inżynierii telekomunikacyjnej, a obecnie mieszka i pracuje w Londynie. W pracy zmaga się z różnymi wyzwaniami — od przetwarzania języków naturalnych, przez analitykę behawioralną i uczenie maszynowe, po przetwarzanie rozproszone. Praca jest jego pasją, dlatego Alberto stara się śledzić najnowsze osiągnięcia w dziedzinie technologii z obszaru nauki o danych, uczestnicząc w spotkaniach, konferencjach i innych wydarzeniach.


    Dziękuję mojej rodzinie, znajomym i współpracownikom. Wielkie podziękowania należą się też społeczności z ruchu Open Source.


    Luca Massaron jest badaczem danych i dyrektorem ds. badań marketingowych. Specjalizuje się w statystycznych analizach wieloczynnikowych, uczeniu maszynowym i wnioskowaniu na temat klientów. Ma ponad 10 lat doświadczenia w rozwiązywaniu praktycznych problemów i generowaniu wartości dodanej dla udziałowców dzięki wykorzystaniu wnioskowania, statystyki, eksploracji danych i algorytmów. Luca przebył drogę od pioniera analiz użytkowników internetu do specjalisty z pierwszej dziesiątki rankingu Kaggle. Przez cały ten czas pasjonował się każdym aspektem danych i ich analiz, a także demonstrował ekspertom i laikom potencjał odkrywania wiedzy w danych. Luca preferuje prostotę nad zbędną złożoność i wierzy, że w nauce o danych można wiele osiągnąć, stosując podstawowe techniki.


    Dla Yukiko i Amelii za ich pełną miłości cierpliwość: „Wiodą, wiodą drogi w świat, / Pod gwiazdami mkną na niebie — / Choć wędrować każdy rad, / W końcu wraca w dom, do siebie”[1].


    
      
        [1] Fragment Hobbita w tłumaczeniu Marii Skibniewskiej — przyp. tłum.

      

    

  


  
    O recenzencie


    Zacharias Voulgaris jest badaczem danych i autorem tekstów technicznych. Specjalizuje się w książkach z dziedziny nauki o danych. Ma doświadczenie w inżynierii i zarządzaniu. Ukończył studia doktoranckie z dziedziny systemów informatycznych i uczenia maszynowego. Był zatrudniony jako pracownik naukowy na uczelni Georgia Tech, gdzie zajmował się badaniem i wdrażaniem technologii uczenia maszynowego służących do rozwiązywania praktycznych problemów. Ponadto był menedżerem ds. SEO w agencji e-marketingowej w Europie, menedżerem programów w Microsofcie i specjalistą ds. nauki o danych w firmach US Bank i G2 Web Services.


    Doktor Voulgaris jest też autorem książek technicznych. Najbardziej znana z nich to Data Scientist — The Definitive Guide to Becoming a Data Scientist (Technics Publications). Jego najnowsza książka, Julia for Data Science (Technics Publications), została wydana latem 2016 roku. Doktor Voulgaris jest też autorem publikowanych na blogach licznych artykułów związanych z nauką o danych i uczestnikiem rozmaitych spotkań grup zainteresowanych nauką o danych i uczeniem maszynowym. Pomagał też w korekcie technicznej książki Python Data Science Essentials (Packt) napisanej przez autorów niniejszej pozycji.


    Chciałbym wyrazić wdzięczność autorom tej książki za to, że dali mi możliwość uczestniczenia w tym projekcie. Dziękuję też Bastiaanowi Sjardinowi za przedstawienie mnie autorom i wprowadzenie w świat korekty technicznej. Praca z Wami była dla mnie prawdziwym zaszczytem.

  


  
    Wprowadzenie


    Podróż tysiąca mil rozpoczyna się od jednego kroku.


    — Laozi (604 p.n.e. – 531 p.n.e.)


    Nauka o danych jest stosunkowo nową dziedziną, wymagającą właściwego połączenia algebry liniowej, modelowania statystycznego, wizualizacji, lingwistyki komputerowej, analizy grafów, uczenia maszynowego, analityki biznesowej oraz przechowywania i pobierania danych.


    Język programowania Python w ostatniej dekadzie podbił serca społeczności naukowców. Obecnie jest nieodzownym narzędziem dla praktyków i przyszłych badaczy z obszaru nauki o danych. Python zapewnia szybkie, niezawodne, wielosystemowe i dojrzałe środowisko do analizy danych, uczenia maszynowego i algorytmicznego rozwiązywania problemów. Jeśli jakiekolwiek przeszkody powstrzymywały Cię przed opanowaniem Pythona na potrzeby nauki o danych, łatwo je przezwyciężysz dzięki zastosowanemu w tej książce prostemu podejściu, opartemu na prezentowanych krok po kroku przykładach. Ta książka pomoże Ci stosować proste i skuteczne narzędzia Pythona do przykładowych i rzeczywistych zbiorów danych. Niniejsze, drugie wydanie książki Python. Podstawy nauki o danych zostało zaktualizowane i poszerzone. Jest ono oparte na środowisku Jupyter Notebook (obejmującym wymienne jądra; jest to prawdziwy „poliglota” wśród systemów z obszaru nauki o danych) i uwzględnia wszystkie najnowsze usprawnienia z pakietów NumPy, pandas i scikit-learn. Ponadto prezentujemy tu nowe materiały związane z uczeniem głębokim (oparte na pakiecie Keras wykorzystującym biblioteki Theano i Tensorflow), atrakcyjne wizualizacje (z użyciem pakietów seaborn i ggplot) i instalowanie witryn internetowych (z użyciem pakietu Bottle). Na początku książki pokazujemy, jak skonfigurować podstawowy przybornik z zakresu nauki o danych w najnowszej wersji Pythona (3.5). Nastawiamy się tu na pisanie jednej wersji kodu źródłowego, dlatego kod z książki powinien być łatwy do zastosowania także w Pythonie 2.7. Dalej przeprowadzimy Cię przez etapy modyfikowania i wstępnego przetwarzania danych, wyjaśniając przy tym podstawowe operacje związane z wczytywaniem danych, ich przekształcaniem, poprawianiem na potrzeby analiz, eksplorowaniem i przetwarzaniem. W końcowych rozdziałach prezentujemy podstawowe algorytmy uczenia maszynowego, techniki analizy grafów i narzędzia do wizualizowania danych oraz instalowania witryn. Pomoże Ci to w prezentowaniu wyników zarówno ekspertom z obszaru nauki o danych, jak i klientom biznesowym.


    Zawartość książki


    Rozdział 1., „Pierwsze kroki”, zawiera wprowadzenie do notatników (ang. notebooks) środowiska Jupyter. Dowiesz się tu także, jak uzyskać dostęp do danych używanych w przykładach.


    Rozdział 2., „Przekształcanie danych”, obejmuje przegląd potoków operacji stosowanych w nauce o danych. Omawiamy tu najważniejsze narzędzia służące do obsługi i przygotowywania danych przed zastosowaniem algorytmów uczenia oraz sformułowaniem planu sprawdzania hipotez.


    Rozdział 3., „Potok danych”, zawiera omówienie wszystkich operacji, które pozwalają poprawić wyniki.


    Rozdział 4., „Uczenie maszynowe”, dotyczy podstawowych algorytmów uczenia maszynowego dostępnych w pakiecie scikit-learn. Omawiamy tu między innymi modele liniowe, technikę SVM, zespoły drzew i techniki nienadzorowanego klastrowania.


    Rozdział 5., „Analizy sieci społecznościowych”, zawiera wprowadzenie do grafów, które są ciekawą odskocznią od macierzy predyktorów i docelowych wartości. Grafy to modny obecnie temat w nauce o danych. Przygotuj się na pracę z bardzo złożonymi i skomplikowanymi sieciami!


    Rozdział 6., „Wizualizacje, wnioski i wyniki”, to rozdział końcowy, obejmujący wprowadzenie do podstaw wizualizacji z użyciem biblioteki Matplotlib, eksploracyjnej analizy danych z użyciem pakietu pandas oraz generowania atrakcyjnych wizualizacji za pomocą pakietów seaborn i Bokeh. Dowiesz się też, jak skonfigurować serwer WWW zwracający informacje na żądanie.


    Dodatek, „Utrwalanie podstaw Pythona”, zawiera kilka przykładowych rozwiązań w Pythonie oraz samouczki opisujące najważniejsze aspekty tego języka, niezbędne w trakcie pracy nad projektami z obszaru nauki o danych.


    Co będzie potrzebne w trakcie lektury tej książki?


    Python i wszystkie narzędzia wymienione w tej książce (od pakietu IPython po pakiet scikit-learn) są bezpłatne i można je pobrać z internetu. Aby uruchomić przykładowy kod, będziesz potrzebować komputera z systemem Windows, Linux lub Mac OS[1]. W książce znajdziesz wyjaśniony krok po kroku proces instalowania interpretera Pythona oraz wszystkich narzędzi i danych potrzebnych do uruchamiania przykładów.


    Dla kogo przeznaczona jest ta książka?


    Jeśli jesteś początkującym badaczem z dziedziny nauki o danych i masz przynajmniej podstawową praktyczną wiedzę z obszaru analizy danych i Pythona, ta książka pomoże Ci zacząć przygodę w świecie nauki o danych. Dla analityków danych z doświadczeniem w korzystaniu z języka R lub środowiska MATLAB niniejsza książka jest kompletnym przewodnikiem, który pomoże im wzbogacić umiejętności z zakresu przetwarzania danych i uczenia maszynowego.


    Konwencje stosowane w tej książce


    W tej książce stosujemy wiele konwencji stylistycznych pomagających wyróżniać informacje określonego rodzaju. Poniżej znajdziesz przykłady ilustrujące te style i objaśnienie ich znaczenia.


    Słowa z kodu występujące w tekście, nazwy tabel bazodanowych, instrukcje wprowadzane przez użytkownika i identyfikatory z Twittera są zapisywane w następujący sposób: „Dzięki zastosowaniu metody to_bokeh wykresy i diagramy z innych pakietów można łatwo dostosować do pakietu Bokeh”.


    Nazwy katalogów, nazwy plików, rozszerzenia plików, ścieżki i fikcyjne adresy URL wyróżniamy kursywą.


    Bloki kodu mają następującą postać:


    
      # Plik: bottle1.py

    


    
      from bottle import route, run, template

    


    
      port = 9099

    


    
      @route('/personal/<name>')

    


    
      def homepage(name):

    


    
      return template('Witaj, <b>{{name}}</b>!', name=name)

    


    
      print("Spróbuj otworzyć stronę http://localhost:{}/personal/Tom".format(port))

    


    
      print("Spróbuj otworzyć stronę http://localhost:{}/personal/Carl".format(port))

    


    
      run(host='localhost', port=port)

    


    Instrukcje i dane wyjściowe z wiersza poleceń są zapisywane tak:


    
      Dane wyjściowe: import numpy as np

    


    
      from bokeh.plotting import figure, output_file, show

    


    
      x = np.linspace(0, 5, 50)

    


    
      y_cos = np.cos(x)

    


    
      output_file("cosine.html")

    


    
      p = figure()

    


    
      p.line(x, y_cos, line_width=2)

    


    
      show(p)

    


    Nowe pojęcia i ważne nazwy są wyróżnione pogrubieniem. Słowa wyświetlane na ekranie, na przykład w menu lub oknach dialogowych, wyróżniamy w tekście kursywą: „Po otwarciu instancji Jupytera w przeglądarce kliknij przycisk New”.


    
      Ostrzeżenia i ważne uwagi oraz wskazówki i sztuczki pojawiają się w takich ramkach.

    


    Pobieranie przykładów kodu


    Wszystkie pliki z kodem źródłowym opisanym w tej książce można pobrać pod adresem: ftp://ftp.helion.pl/przyklady/pypod2.zip.


    Pobieranie kolorowych rysunków z książki


    Kolorowe rysunki pomogą Ci lepiej zrozumieć zmiany w danych wyjściowych. Możesz je pobrać z serwera FTP pod adresem ftp://ftp.helion.pl/przyklady/pypod2.zip.


    
      
        [1] W związku z unifikacją nazw systemów rozwijanych przez firmę Apple od czerwca 2016 roku stosowana jest nazwa macOS — przyp. tłum.

      

    

  


  
    Rozdział 1.

    Pierwsze kroki


    Niezależnie od tego, czy dopiero poznajesz naukę o danych, czy jesteś doświadczonym praktykiem z tej dziedziny, niniejsze wprowadzenie do nauki o danych z użyciem Pythona będzie dla Ciebie przydatne. Aby w pełni wykorzystać materiał z tej książki, powinieneś znać przynajmniej podstawy programowania oraz pisania ogólnych programów w Pythonie lub innym języku dostosowanym do analizy danych (na przykład w R lub w środowisku MATLAB).


    W tej książce zajmujemy się bezpośrednio stosowaniem Pythona w zakresie nauki o danych. Prezentujemy tu prostą i szybką drogę do rozwiązywania różnych problemów z tego obszaru za pomocą Pythona oraz powiązanych z nim pakietów do analizy danych i uczenia maszynowego. Przykładowy kod z tej książki nie wymaga znajomości Pythona na zaawansowanym poziomie. Zakładamy jednak, że znasz przynajmniej podstawy pisania skryptów we wspomnianym języku, w tym rozumiesz struktury danych (na przykład listy i słowniki) oraz wiesz, jak działają obiekty. Jeśli nie opanowałeś jeszcze tych zagadnień i masz tylko szczątkową wiedzę o Pythonie, zachęcamy do tego, abyś przed lekturą tej książki zapoznał się z wybranym samouczkiem internetowym. Dostępnych jest wiele samouczków. My polecamy oficjalny poradnik dla początkujących z serwisu Python Foundation lub udział w bezpłatnym kursie w serwisie Code Academy (https://www.codeacademy.com/learn/python). Zapoznanie się z samouczkiem z serwisu Code Academy (lub dowolnym innym kursem) zajmie Ci tylko kilka godzin, a uzyskasz dzięki temu wiedzę, która pozwoli Ci w pełni wykorzystać możliwości, jakie daje niniejsza książka. Przygotowaliśmy też własny samouczek, który znajdziesz w końcowej części książki. Stanowi on połączenie dwóch wspomnianych bezpłatnych kursów.


    Nie martw się jednak początkowymi wymaganiami. Opanowanie Pythona na potrzeby nauki o danych nie jest tak trudne, jak może się to wydawać. Musimy jednak przyjąć, że czytelnicy mają przynajmniej podstawową wiedzę, ponieważ chcemy przejść bezpośrednio do nauki o danych bez szczegółowego objaśniania ogólnych aspektów używanego języka.


    Jesteś gotowy? Więc zaczynajmy!


    W tym wprowadzającym rozdziale omawiamy podstawy pozwalające szybko przystąpić do pracy i wyjaśniamy następujące zagadnienia:


    
      	konfigurowanie narzędzi Pythona związanych z nauką o danych,


      	używanie przeglądarki jako interaktywnego notatnika w celu pisania kodu w Pythonie za pomocą środowiska Jupyter,


      	przegląd danych analizowanych w tej książce.

    


    Wprowadzenie do nauki o danych i Pythona


    Nauka o danych to stosunkowo młoda dziedzina wiedzy, choć jej podstawowe aspekty są badane przez społeczność informatyków już od wielu lat. Te aspekty obejmują algebrę liniową, modelowanie statystyczne, wizualizację, lingwistykę komputerową, analizę grafów, uczenie maszynowe, analitykę biznesową oraz przechowywanie i pobieranie danych.


    Nauka o danych to nowa dziedzina, dlatego jej granice wciąż są nieostre i zmienne. Ponieważ dziedzina ta obejmuje tak dużo aspektów, należy pamiętać o tym, że zajmują się nią naukowcy o różnym profilu zainteresowań zależnym od kompetencji i specjalizacji.


    Co więc będzie najlepszym narzędziem dla badaczy danych, przydatnym zarówno w trakcie nauki, jak i na etapie stosowania zdobytej wiedzy? Uważamy, że jest to Python. Przedstawiamy tu wszystkie podstawowe informacje, których będziesz potrzebował, aby szybko rozpocząć pracę z tym językiem.


    Istnieją też inne możliwości, na przykład język R i środowisko MATLAB, zapewniające badaczom danych wyspecjalizowane narzędzia do rozwiązywania specyficznych problemów z obszaru analizy statystycznej i przekształcania macierzy w ramach nauki o danych. Jednak Python jest prawdziwym dopełnieniem zestawu umiejętności badacza danych. Ten język o wszechstronnych zastosowaniach sprawdza się zarówno na etapie tworzenia rozwiązań, jak i w środowisku produkcyjnym, pozwala rozwiązywać i małe, i duże problemy, a ponadto jest łatwy w nauce niezależnie od wiedzy i doświadczenia programisty.


    Python powstał w 1991 roku jako ogólny, interpretowany, obiektowy język programowania. Od tego czasu powoli, ale konsekwentnie zdobywa popularność w społeczności naukowców i stał się rozbudowanym ekosystemem wyspecjalizowanych pakietów do przetwarzania i analizy danych. Umożliwia szybkie przeprowadzanie wielu eksperymentów, łatwe sprawdzanie teorii i szybkie wdrażanie aplikacji naukowych.


    Oto główne cechy Pythona sprawiające, że jest to niezastąpione narzędzie w obszarze nauki o danych:


    
      	Zapewnia rozbudowany, dojrzały system pakietów do analizy danych i uczenia maszynowego. Gwarantuje, że w ramach analizy danych będziesz miał dostęp do wszelkich narzędzi, jakie mogą Ci być potrzebne.


      	Umożliwia łatwe integrowanie różnych narzędzi i pozwala w prosty sposób łączyć różne języki, strategie przetwarzania danych i algorytmy uczenia. W istotnym stopniu pomaga to badaczom danych w rozwijaniu rozbudowanych rozwiązań. Dostępne są między innymi pakiety umożliwiające wywoływanie kodu w innych językach (takich jak Java, C, Fortran, R lub Julia), przekazywanie części obliczeń do tych języków i podnoszenie w ten sposób wydajności skryptów.


      	Jest bardzo wszechstronny. Niezależnie od tego, jakie masz doświadczenie lub jaki styl preferujesz (obiektowy, proceduralny, a nawet funkcyjny), programowanie w Pythonie Ci się spodoba.


      	Działa w różnych systemach. Rozwiązania będą działać doskonale i płynnie w systemach Windows, Linux (nawet w niewielkich dystrybucjach, dostosowanych do pracy w ramach internetu rzeczy w małych komputerach takich jak Raspberry Pi czy Arduino) i Mac OS. Nie musisz więc się martwić o przenośność kodu.


      	Choć Python to język interpretowany, działa szybko w porównaniu z innymi popularnymi narzędziami do analizy danych, takimi jak R i MATLAB (choć jest wolniejszy od C, Javy i nowego języka Julia). Ponadto istnieją też kompilatory statyczne, na przykład Cython, oraz kompilatory JIT, takie jak PyPy, które pozwalają przekształcać kod z Pythona na C w celu uzyskania wyższej wydajności.


      	Dzięki minimalnemu obciążeniu pamięci i doskonałemu zarządzaniu nią potrafi działać dla dużych zbiorów danych w pamięci. Mechanizm odzyskiwania pamięci często ratuje sytuację, gdy konieczne jest wczytywanie, przekształcanie, dzielenie, zapisywanie lub usuwanie danych w wielu krokach przetwarzania.


      	Jest bardzo prosty w nauce i użytkowaniu. Gdy już opanujesz podstawy, nie istnieje lepszy sposób na dalszą naukę od natychmiastowego rozpoczęcia pisania kodu.


      	Ponadto liczba badaczy danych stosujących Pythona wciąż rośnie. Społeczność każdego dnia tworzy nowe pakiety i wprowadza usprawnienia. Dzięki temu ekosystem Pythona to doskonałe i bogate narzędzie dla badaczy danych.

    


    Instalowanie Pythona


    Zacznijmy od przedstawienia ustawień potrzebnych do zbudowania kompletnego środowiska na potrzeby nauki o danych. Pozwoli ono testować przykłady i eksperymentować z kodem, który prezentujemy.


    Python to otwarty, obiektowy język programowania działający w różnych systemach. W porównaniu z bezpośrednimi konkurentami (na przykład C++ i Javą) Python jest bardzo zwięzły i umożliwia szybkie tworzenie działających prototypów oprogramowania. Jednak nie tylko z tego powodu stał się językiem najczęściej używanym przez badaczy danych. Jest też językiem ogólnego przeznaczenia i zapewnia bardzo różnorodne możliwości dzięki pakietom, które rozwiązują liczne problemy i zaspokajają rozmaite potrzeby.


    Python 2 czy Python 3?


    Istnieją dwie główne gałęzie Pythona: 2.7.x i 3.x. W czasie gdy powstaje niniejsze, drugie wydanie tej książki, organizacja Python Foundation (https://www.python.org/) udostępnia wersje 2.7.11 i 3.5.1. Choć wersje 3.x są najnowsze, wśród naukowców nadal najpopularniejsza jest starsza edycja, ponieważ niektóre pakiety działają tylko w niej (omówienie zgodności znajdziesz na stronie http://py3readiness.org/).


    Ponadto w wersji Python 3 nie została zachowana pełna zgodność z wersją 2. Próba uruchomienia w interpreterze wersji Python 3 kodu opracowanego na potrzeby wersji Python 2 może zakończyć się niepowodzeniem. W najnowszej wersji wprowadzono istotne zmiany, co wpłynęło na brak zgodności wstecz. Niektórzy badacze danych, ci, którzy w większości swoich prac posługiwali się Pythonem 2 i dostępnymi w nim pakietami, są niechętni przejściu na nową wersję.


    Niniejsze, drugie wydanie tej książki zamierzamy skierować do rosnącego grona badaczy danych, analityków danych i programistów, którzy nie są w takim stopniu przywiązani do Pythona 2. Dlatego stwierdziliśmy, że lepiej będzie pracować z Pythonem 3 niż ze starszą wersją języka. Zachęcamy do używania wersji Python 3.4 lub nowszej. W końcu to Python 3 jest teraźniejszością i przyszłością tego języka. Jest to jedyna wersja, która będzie rozwijana i usprawniana przez organizację Python Foundation. W przyszłości będzie to domyślna wersja instalowana w wielu systemach operacyjnych.


    Jednak nawet jeśli obecnie korzystasz z Pythona 2 i nie chcesz tego zmieniać, ta książka i wszystkie prezentowane w niej przykłady będą dla Ciebie przydatne. Większość kodu będzie działać w Pythonie 2, jeśli zostanie poprzedzona następującymi instrukcjami importu:


    
      from __future__ import (absolute_import, division,

    


    
                              print_function, unicode_literals)

    


    
      from builtins import *

    


    
      from future import standard_library

    


    
      standard_library.install_aliases()

    


    
      Polecenia from __future__ import zawsze powinny znajdować się na początku skryptów. W przeciwnym razie Python może zgłosić błąd.

    


    W witrynie Python-Future (http://python-future.org/) wyjaśniono, że te instrukcje przekształcają niektóre konstrukty dostępne tylko w Pythonie 3 na postać zgodną z wersjami 3 i 2 (przy czym w wielu sytuacjach kod z Pythona 3 powinien działać w Pythonie 2 nawet bez takich instrukcji).


    Aby z powodzeniem uruchomić wspomniane instrukcje, jeśli jeszcze nie zainstalowałeś pakietu future w systemie, powinieneś to zrobić (wybierz wersję >= 0.15.2). W tym celu wywołaj w powłoce następujące polecenie:


    
      $> pip install -U future

    


    Jeśli chcesz lepiej poznać różnice między wersjami 2 i 3 Pythona, zachęcamy do lektury strony w serwisie wiki, rozwijanym przez organizację Python Foundation: https://wiki.python.org/moin/Python2orPython3.


    Instalacja krok po kroku


    Początkujący badacze danych, którzy nigdy wcześniej nie używali Pythona (i prawdopodobnie nie mają go zainstalowanego w swoim komputerze), powinni najpierw pobrać program instalacyjny z głównej witryny projektu, http://www.python.org/downloads/, a następnie zainstalować go w lokalnej maszynie.


    
      W tym punkcie prezentujemy proces zapewniający kompletną kontrolę nad tym, co zostanie zainstalowane w komputerze. Jest to bardzo przydatne, gdy konfigurujesz jedną maszynę pod kątem różnych zadań związanych z nauką o danych. Zauważ jednak, że instalacja krok po kroku wymaga dużo czasu i wysiłku. Instalowanie gotowych dystrybucji naukowych, takich jak Anaconda, pozwala uprościć proces instalacji. To podejście może okazać się odpowiednie dla początkujących, ponieważ pozwala zaoszczędzić czas, a niekiedy też uniknąć kłopotów, jednak powoduje umieszczenie w komputerze dużej liczby pakietów — z większości z nich nie będziesz korzystać. Dlatego jeśli chcesz zacząć od prostego procesu instalacji, pomiń ten fragment i przejdź do punktu „Dystrybucje naukowe”.

    


    Ponieważ Python to język działający w różnych systemach, znajdziesz programy instalacyjne i dla Windowsa, i dla systemów uniksowych.


    Zauważ, że niektóre z najnowszych dystrybucji Linuksa (na przykład CentOS, Fedora, Red Hat Enterprise, Ubuntu i kilka mniej popularnych) obejmują Pythona 2 w repozytorium. W takiej sytuacji (lub gdy Python jest już zainstalowany w komputerze) powinieneś najpierw sprawdzić dostępną wersję, ponieważ przykłady są przeznaczone dla Pythona 3. W tym celu wykonaj następujące kroki:


    
      	Otwórz powłokę Pythona, wpisz w terminalu python lub kliknij ikonę Pythona znalezioną w systemie.


      	Po uruchomieniu Pythona w celu sprawdzenia wersji wywołaj następujący kod w interaktywnej powłoce Pythona (w środowisku REPL):

        
          >>> import sys

        


        
          >>> print (sys.version_info)

        

      


      	Jeśli w wersji Pythona podany jest atrybut major=2, oznacza to, że korzystasz z Pythona 2. Jeżeli wartość tego atrybutu to 3 lub instrukcja print wyświetla informacje w formacie v3.x.x (na przykład v3.5.1), oznacza to, że używasz odpowiedniej wersji Pythona i możesz przejść do dalszych fragmentów książki.

    


    Oto doprecyzowanie tego opisu: jeśli polecenie należy podać w wierszu poleceń, jest w nim poprzedzane sekwencją $>. Jeśli instrukcję należy wpisać w środowisku REPL Pythona, jest ona poprzedzana sekwencją >>> (REPL to akronim od Read-Eval-Print-Loop; jest to proste interaktywne środowisko, które przyjmuje od użytkownika pojedyncze instrukcje z powłoki i wyświetla wyniki).


    Instalowanie pakietów


    Python nie obejmuje wszystkich potrzebnych pakietów, chyba że zainstalowana została określona gotowa dystrybucja. Dlatego aby zainstalować potrzebne pakiety, należy zastosować narzędzie pip lub easy_install. Oba są uruchamiane w wierszu poleceń i sprawiają, że proces instalowania, aktualizowania lub usuwania pakietów Pythona jest bardzo prosty. Aby sprawdzić, czy te narzędzia są zainstalowane w Twojej maszynie, wywołaj następujące polecenie:


    
      $> pip

    


    
      Aby zainstalować narzędzie pip, zastosuj się do instrukcji ze strony https://pip.pypa.io/en/latest/installing/.

    


    Możesz też wywołać następujące polecenie:


    
      $> easy_install

    


    Jeśli obie te instrukcje zwróciły błąd, należy zainstalować jedno z wymienionych narzędzi. Zachęcamy do wyboru narzędzia pip, ponieważ uznaje się je za usprawnioną wersję narzędzia easy_install. W przyszłości prace nad easy_install zostaną zarzucone, a pip ma w porównaniu z nim istotne zalety. Oto powody, dla których warto instalować wszystkie pakiety za pomocą narzędzia pip:


    
      	Jest to zalecany menedżer pakietów Pythona 3. Od wersji Python 2.7.9 i Python 3.4 jest on domyślnie dołączany do binarnych plików instalacyjnych Pythona.


      	Umożliwia odinstalowywanie pakietów.


      	Wycofuje zmiany i pozostawia system w pierwotnym stanie, jeśli z jakichś przyczyn instalacja pakietu zakończy się niepowodzeniem.

    


    
      Używanie narzędzia easy_install (mimo zalet programu pip) jest uzasadnione, jeśli korzystasz z systemu Windows. W tym systemie narzędzie pip nie zawsze instaluje prekompilowane pakiety binarne. Czasem próbuje budować rozszerzenia pakietów bezpośrednio na podstawie kodu źródłowego w C, co wymaga odpowiedniego skonfigurowania kompilatora (w systemie Windows nie jest to łatwe). Zależy to od technologii używanej dla pakietu. Gdy używana jest technologia eggs, czyli pliki metadanych Pythona służące do dystrybucji kodu w pakietach, pip nie potrafi bezpośrednio używać plików binarnych, tylko musi zbudować pakiet na podstawie kodu źródłowego. Gdy stosowana jest technologia wheels, czyli nowy standard dystrybucji pakietów Pythona, pip potrafi zainstalować pliki binarne, jeśli są dostępne (opis tego znajdziesz na stronie http://pythonwheels.com/). Natomiast easy_install instaluje dostępne pliki binarne dla obu tych technologii. Dlatego jeśli natrafiłeś na nieoczekiwane trudności w trakcie instalowania pakietu, easy_install może uratować sytuację (kosztem rezygnacji z wymienionych wcześniej pewnych możliwości).

    


    W najnowszej wersji Pythona narzędzie pip powinno być domyślnie zainstalowane. Dlatego możliwe, że już jest dostępne w Twoim systemie. Jeśli nie, najbezpieczniejszym rozwiązaniem jest pobranie skryptu get-pip.py ze strony https://bootstrap.pypa.io/get-pip.py i uruchomienie go w następujący sposób:


    
      $> python get-pip.py

    


    Ten skrypt instaluje narzędzia instalacyjne ze strony https://pypi.python.org/pypi/setuptools, obejmujące również program easy_install.


    Teraz jesteś gotowy do zainstalowania pakietów potrzebnych do uruchamiania przykładów z tej książki. Aby zainstalować pakiet <nazwa-pakietu>, wystarczy wywołać następujące polecenie:


    
      $> pip install <nazwa-pakietu>

    


    Inna możliwość to wywołanie poniższej instrukcji:


    
      $> easy_install <nazwa-pakietu>

    


    Zauważ, że w niektórych systemach narzędzie pip nosi nazwę pip3, a easy_install to easy_install-3, co podkreśla to, że obie te wersje dotyczą pakietów dla Pythona 3. Wersję Pythona, dla której działa narzędzie pip, możesz sprawdzić za pomocą poniższej instrukcji:


    
      $> pip -V

    


    W przypadku narzędzia easy_install ta instrukcja wygląda trochę inaczej:


    
      $> easy_install --version

    


    Przedstawione wcześniej polecenia powodują pobranie i zainstalowanie pakietu <nazwa-pakietu> wraz z wszystkimi zależnościami. Jeśli nie wiesz, czy dana biblioteka została już zainstalowana, spróbuj zaimportować pochodzący z niej moduł. Jeżeli interpreter Pythona zgłosi błąd ImportError, będzie można wywnioskować, że dany pakiet nie został jeszcze zainstalowany.


    Tak wygląda konsola, jeśli biblioteka NumPy została zainstalowana:


    
      >>> import numpy

    


    A taka jest sytuacja, gdy wspomniana biblioteka nie została zainstalowana:


    
      >>> import numpy

    


    
      Traceback (most recent call last):

    


    
      File "<stdin>", line 1, in <module>

    


    
      ImportError: No module named numpy

    


    Wtedy należy zainstalować ją za pomocą narzędzia pip lub easy_install.


    
      Uważaj, aby nie pomylić pakietów z modułami. Narzędzie pip służy do instalowania pakietów, a w Pythonie importowane są moduły. Czasem nazwa pakietu i modułu jest taka sama, jednak często jest inaczej. Na przykład moduł sklearn znajduje się w pakiecie scikit-learn.

    


    Strona https://pypi.python.org/pypi umożliwia wyszukiwanie i przeglądanie dostępnych pakietów Pythona.


    Aktualizowanie pakietów


    Często konieczne jest aktualizowanie pakietu, ponieważ albo powiązany pakiet wymaga nowej wersji danego, albo w nowym znajdują się dodatkowe funkcje, które chcesz zastosować. Najpierw sprawdź zainstalowaną wersję biblioteki, wyświetlając atrybut __version__. Poniższe instrukcje dotyczą pakietu numpy:


    
      >>> import numpy

    


    
      >>> numpy.__version__ # Po dwa podkreślenia przed nazwą version i po niej

    


    
      '1.9.2'

    


    Jeśli chcesz zaktualizować tę wersję do nowszej, na przykład 1.11.0, możesz uruchomić w wierszu poleceń następującą instrukcję:


    
      $> pip install -U numpy==1.11.0

    


    Inna możliwość to wywołanie poniższego polecenia:


    
      $> easy_install --upgrade numpy==1.11.0

    


    Jeśli chcesz zaktualizować pakiet do najnowszej dostępnej wersji, wywołaj podaną instrukcję:


    
      $> pip install -U numpy

    


    A oto inna możliwość:


    
      $> easy_install --upgrade numpy

    


    Dystrybucje naukowe


    Wiesz już, że tworzenie środowiska roboczego dla badacza danych to czasochłonne zadanie. Najpierw musisz zainstalować Pythona, a następnie pojedynczo wszystkie potrzebne biblioteki. Czasem proces instalacji nie przebiega płynnie i wymaga od użytkownika wykonania dodatkowych kroków w celu zainstalowania plików wykonywalnych (takich jak gFortran dla pakietu Scipy w systemie Linux) lub bibliotek (takich jak libfreetype dla pakietu Matplotlib). Zwykle informacje o błędzie wygenerowane w trakcie nieudanej instalacji są wystarczająco jasne, by zrozumieć, co się nie powiodło, i podjąć odpowiednie działania naprawcze. Jednak czasem problem jest na tyle skomplikowany lub subtelny, że użytkownik może próbować godzinami bezskutecznie go rozwiązać.


    Jeśli chcesz zaoszczędzić sobie czasu i pracy oraz uzyskać kompletne środowisko Pythona gotowe do użytku, możesz pobrać i zainstalować naukową dystrybucję Pythona. Oprócz samego Pythona takie dystrybucje obejmują różne pakiety, a czasem nawet dodatkowe narzędzia i środowisko IDE. Kilka takich dystrybucji jest popularnych wśród badaczy danych. W dalszych punktach poznasz niektóre z ważnych cech takich dystrybucji.


    Zachęcamy do tego, abyś najpierw szybko pobrał i zainstalował jedną z dystrybucji naukowych, na przykład Anacondę (to najbardziej kompletny zestaw), a po wykonaniu przykładów z tej książki odinstalował ją i samodzielnie skonfigurował Pythona z użyciem tylko tych pakietów, których potrzebujesz w swoich projektach.


    Anaconda


    Anaconda (http://continuum.io/downloads) to dystrybucja Pythona udostępniana przez firmę Continuum Analytics. Ta dystrybucja obejmuje prawie 200 pakietów, w tym NumPy, SciPy, pandas, Jupyter, Matplotlib, scikit-learn i NLTK. Jest ona dostępna dla różnych systemów (Windows, Linux i Mac OS) i można ją instalować w komputerach, w których już działają inne dystrybucje i wersje Pythona. Podstawowa wersja Anacondy jest bezpłatna. Firma pobiera natomiast opłaty za dodatki z zaawansowanymi rozwiązaniami. Anaconda obejmuje narzędzie conda, które jest menedżerem pakietów binarnych używanym z poziomu wiersza poleceń do zarządzania instalacją pakietów. W witrynie tego projektu napisane jest, że Anaconda ma stanowić gotową do zastosowań przemysłowych dystrybucję Pythona przeznaczoną do przetwarzania danych, analityki predykcyjnej i obliczeń naukowych na dużą skalę.


    Używanie narzędzia conda do instalowania pakietów


    Jeśli zdecydowałeś się zainstalować Anacondę, możesz używać wspomnianego wcześniej instalatora pakietów binarnych conda. Jest to otwarty system zarządzania pakietami i można go zainstalować także niezależnie od Anacondy.


    Możesz od razu sprawdzić, czy narzędzie conda jest dostępne w Twoim systemie. Otwórz powłokę i wpisz następujące polecenie:


    
      $> conda -V

    


    Jeśli narzędzie conda jest dostępne, ta instrukcja wyświetli jego wersję. W przeciwnym razie zgłoszony zostanie błąd. Jeżeli narzędzie nie jest dostępne, możesz je szybko zainstalować. Otwórz stronę http://conda.pydata.org/miniconda.html i zainstaluj oprogramowanie Miniconda dostosowane do komputera. Miniconda to minimalna instalacja obejmująca tylko narzędzie conda i powiązane z nim zależności.


    Narzędzie conda jest pomocne w dwóch zadaniach: instalowaniu pakietów i tworzeniu środowisk wirtualnych. W tym punkcie wyjaśniamy, w jaki sposób wykorzystać to narzędzie do łatwego zainstalowania większości pakietów potrzebnych w projektach z zakresu nauki o danych.


    Zanim zaczniesz, upewnij się, że w systemie zainstalowana jest najnowsza wersja narzędzia conda:


    
      $> conda update conda

    


    Teraz możesz zainstalować dowolny potrzebny pakiet. Aby zainstalować pakiet <nazwa-pakietu>, wystarczy wywołać następujące polecenie:


    
      $> conda install <nazwa-pakietu>

    


    Możesz też zainstalować konkretną wersję pakietu, podając ją:


    
      $> conda install <nazwa-pakietu>=1.11.0

    


    Możesz też jednocześnie zainstalować kilka pakietów, podając nazwę każdego z nich:


    
      $> conda install <nazwa-pakietu-1> <nazwa-pakietu-2>

    


    Jeśli chcesz tylko zaktualizować wcześniej zainstalowany pakiet, też możesz użyć narzędzia conda:


    
      $> conda update <nazwa-pakietu>

    


    Wszystkie dostępne pakiety możesz zaktualizować, podając argument --all:


    
      $> conda update --all

    


    Omawiane narzędzie umożliwia też usuwanie pakietów:


    
      $> conda remove <nazwa-pakietu>

    


    Jeśli chcesz dowiedzieć się więcej o narzędziu conda, zapoznaj się z jego dokumentacją na stronie http://conda.pydata.org/docs/index.html. Główną zaletą tego narzędzia jest to, że radzi sobie z plikami binarnymi jeszcze lepiej niż easy_install (zawsze zapewnia udaną instalację w systemie Windows bez konieczności kompilowania pakietów na podstawie kodu źródłowego), przy czym jest wolne od ograniczeń i problemów typowych dla tego ostatniego. Za pomocą narzędzia conda można łatwo instalować (w dodatku zawsze z powodzeniem), aktualizować, a nawet usuwać pakiety. Narzędzie to nie potrafi jednak instalować pakietów bezpośrednio z serwera Git (dlatego nie ma dostępu do najnowszych wersji wielu pakietów w fazie rozwojowej) i, w odróżnieniu od programu pip, nie obsługuje wszystkich pakietów dostępnych w PyPI.


    Enthought Canopy


    Enthought Canopy (https://www.enthought.com/products/canopy/) to dystrybucja Pythona rozwijana przez firmę Enthought Inc. Obejmuje ponad 200 preinstalowanych pakietów, między innymi NumPy, SciPy, Matplotlib, Jupyter i pandas (więcej o tych pakietach dowiesz się dalej). Ta dystrybucja jest przeznaczona dla inżynierów, badaczy danych, analityków danych ilościowych, analityków danych oraz dla firm. Jej wersja podstawowa (Canopy Express) jest bezpłatna. Jeśli jednak potrzebujesz zaawansowanych funkcji, będziesz musiał zakupić pełną wersję. Ta dystrybucja działa w różnych systemach, a przeznaczone dla niej narzędzie instalacyjne używane z poziomu wiersza poleceń to canopy_cli.


    Python(x, y)


    Python(x, y) (http:///python-xy.github.io/) to bezpłatna otwarta dystrybucja Pythona rozwijana przez społeczność. Obejmuje liczne pakiety, takie jak NumPy, SciPy, NetworkX, Jupyter i scikit-learn. Zawiera też interaktywne środowisko programistyczne Spyder wzorowane na środowisku IDE MATLAB. Ta dystrybucja działa tylko w systemie Microsoft Windows, a dostępnym w niej narzędziem instalacyjnym używanym w wierszu poleceń jest pip.


    WinPython


    WinPython (http://winpython.sourceforge.net/) to inna bezpłatna otwarta dystrybucja Pythona rozwijana przez społeczność. Została zaprojektowana dla naukowców i obejmuje takie pakiety jak NumPy, SciPy, Matplotlib i Jupyter. Obejmuje też środowisko IDE Spyder. Ta dystrybucja jest darmowa i przenośna. Możesz umieścić ją w dowolnym katalogu, a nawet w pamięci USB, a także przechowywać w systemie wiele jej kopii lub wersji. Działa tylko w systemie Microsoft Windows, a do instalacji z poziomu wiersza poleceń służy narzędzie WPPM (ang. WinPython Package Manager).


    Środowiska wirtualne


    Niezależnie od tego, czy zdecydowałeś się zainstalować Pythona samodzielnie, czy posłużyłeś się dystrybucją naukową, może zauważyłeś, że w danym systemie jesteś zależny od zainstalowanej wersji systemu Python. Wyjątkiem (dla użytkowników systemu Windows) jest dystrybucja WinPython, ponieważ jest ona przenośna i pozwala zainstalować dowolnie dużo różnych wersji.


    Prostym rozwiązaniem pozwalającym uwolnić się od tego ograniczenia jest zastosowanie narzędzia virtualenv służącego do budowania odizolowanych środowisk Pythona. Stosowanie różnych środowisk Pythona ma następujące zalety:


    
      	Pozwala testować nowe pakiety i przeprowadzać eksperymenty ze środowiskiem Pythona bez obaw o uszkodzenie systemu w nieodwracalny sposób. W tym scenariuszu potrzebna jest wersja Pythona pełniąca funkcję środowiska izolowanego (ang. sandbox).


      	Można korzystać z kilku wersji Pythona (zarówno 2, jak i 3) z różnymi wersjami zainstalowanych pakietów. Dzięki temu można używać odmiennych wersji Pythona do różnych celów. Na przykład niektóre z opisywanych pakietów działają w systemie Windows tylko w Pythonie 3.4, który nie jest najnowszą wersją.


      	Można łatwo utworzyć replikowalny snapshot środowiska Pythona i zapewnić płynne działanie prototypowych aplikacji z obszaru nauki o danych w dowolnym komputerze lub w środowisku produkcyjnym. W tym kontekście istotna jest niemodyfikowalność i replikowalność środowiska roboczego.

    


    Dokumentację narzędzia virtualenv znajdziesz na stronie http://virtualenv.readthedocs.io/en/stable/, choć tu przedstawiamy wszystkie wskazówki, których będziesz potrzebował, aby natychmiast zacząć się nim posługiwać. Aby móc zastosować to narzędzie, najpierw musisz zainstalować je w systemie:


    
      $> pip install virtualenv

    


    Po zakończeniu instalacji możesz zacząć budować środowiska wirtualne. Najpierw jednak należy podjąć kilka decyzji:


    
      	Jeśli w systemie zainstalowanych jest kilka wersji Pythona, musisz ustalić, którą z nich wybierasz. W przeciwnym razie virtualenv wybierze wersję, dla której zostało zainstalowane w systemie. Aby wybrać inną wersję, musisz podać argument -p, a następnie wersję Pythona. Możesz też wskazać ścieżkę do używanego pliku wykonywalnego Pythona (na przykład -p python2.7) lub wskazać konkretny plik wykonywalny (na przykład -p c:\Anaconda2\python.exe).


      	Gdy używasz narzędzia virtualenv i chcesz zainstalować określony pakiet, zostanie on zainstalowany od nowa, nawet jeśli jest już dostępny w systemie (w katalogu Pythona, na podstawie którego budowane jest dane środowisko wirtualne). To domyślne rozwiązanie jest uzasadnione, ponieważ umożliwia utworzenie oddzielnego pustego środowiska. Aby zaoszczędzić miejsce na dysku i ograniczyć czas instalowania wszystkich pakietów, możesz zdecydować się wykorzystać pakiety już dostępne w systemie, używając argumentu --system-site-packages.


      	Możliwe, że chcesz móc przenosić wirtualne środowisko między różnymi instalacjami Pythona, a nawet między różnymi komputerami. Wtedy wszystkie skrypty środowiska powinny działać względem prowadzącej do niego ścieżki. Aby uzyskać ten efekt, zastosuj argument --relocatable.

    


    Gdy już wybierzesz wersję Pythona, ustalisz, czy używane mają być istniejące globalne pakiety, i skonfigurujesz możliwość przenoszenia wirtualnego środowiska, wywołaj odpowiednie polecenie w powłoce. Określ w nim nazwę, jaką chcesz przypisać do nowego środowiska:


    
      $> virtualenv clone

    


    Wtedy virtualenv utworzy nowy katalog z podaną nazwą w miejscu uruchomienia tej instrukcji. Aby rozpocząć pracę, przejdź do tego katalogu i wpisz instrukcję activate:


    
      $> cd clone

    


    
      $> activate

    


    Teraz możesz zacząć korzystać z odseparowanego środowiska Pythona — instalować w nim pakiety i pracować nad kodem.


    Jeśli zechcesz zainstalować jednocześnie zestaw pakietów, przydatna będzie specjalna funkcja narzędzia pip, pip freeze, która wyświetla wszystkie pakiety (wraz z ich wersjami) zainstalowane w systemie. Całą tę listę możesz zapisać w pliku tekstowym za pomocą następującego polecenia:


    
      $> pip freeze > requirements.txt

    


    Po zachowaniu listy w pliku tekstowym przenieś ten plik do środowiska wirtualnego i błyskawicznie zainstaluj wszystkie pakiety za pomocą jednej instrukcji:


    
      $> pip install -r requirements.txt

    


    Zainstalowane zostaną wtedy wszystkie pakiety zgodnie z kolejnością na liście (są one posortowane bez uwzględniania wielkości znaków). Jeśli jakiś pakiet wymaga innych pakietów znajdujących się dalej na liście, nie stanowi to problemu, ponieważ pip automatycznie radzi sobie z taką sytuacją. Dlatego jeżeli dany pakiet wymaga pakietu NumPy, który nie jest jeszcze zainstalowany, pip doda brakujący pakiet.


    Gdy zainstalujesz już pakiety i zakończysz używanie środowiska do pisania skryptów i eksperymentowania, możesz przywrócić domyślne ustawienia systemu za pomocą następującego polecenia:


    
      $> deactivate

    


    W celu całkowitego usunięcia środowiska wirtualnego wyłącz je, wyjdź z odpowiadającego mu katalogu, a następnie skasuj ten katalog. W systemie Windows wywołaj w tym celu takie oto polecenie:


    
      $> rd /s /q clone

    


    W systemach Linux i Mac OS analogiczna instrukcja wygląda tak:


    
      $> rm -r -f clone

    


    
      Jeśli często używasz środowisk wirtualnych, powinieneś rozważyć zastosowanie narzędzia virtualenvwrapper. Jest to zestaw nakładek na virtualenv, ułatwiający zarządzanie wieloma środowiskami wirtualnymi. To narzędzie znajdziesz na stronie http://bitbucket.org/dhellmann/virtualenvwrapper. Jeżeli używasz systemu uniksowego (Linuksa lub OS X), to innym rozwiązaniem, o którym należy wspomnieć, jest zastosowanie narzędzia pyenv (https://github.com/yyuu/pyenv). Umożliwia ono skonfigurowanie podstawowej wersji Pythona, zainstalowanie wielu jego wersji i tworzenie środowisk wirtualnych. Jego cechą charakterystyczną jest to, że nie zależy od instalacji Pythona i działa doskonale na poziomie użytkownika (nie są konieczne instrukcje sudo).

    


    Zarządzanie środowiskami za pomocą narzędzia conda


    Jeśli zainstalowałeś dystrybucję Anaconda lub narzędzie Miniconda, to zamiast programu virtualenv możesz używać polecenia conda do uruchamiania środowisk wirtualnych. Zobacz, jak to zrobić. Dostępne środowiska można wyświetlić za pomocą następującej instrukcji:


    
      >$ conda info -e

    


    Ta instrukcja informuje, jakie środowiska można zastosować w systemie za pomocą narzędzia conda. Zwykle jedynym dostępnym środowiskiem jest root, co oznacza katalog z dystrybucją Anaconda.


    Możesz na przykład utworzyć środowisko oparte na Pythonie 3.4 obejmujące wszystkie potrzebne biblioteki z Anacondy. Jest to przydatne na przykład wtedy, gdy chcesz używać pakietu Theano razem z Pythonem 3 w systemie Windows (z powodu problemu, który wyjaśniamy dalej). Aby utworzyć takie środowisko, wywołaj poniższe polecenie:


    
      $> conda create -n python34 python=3.4 anaconda

    


    To polecenie określa, że należy zastosować Pythona 3.4 i zainstalować wszystkie pakiety z dystrybucji Anaconda (stąd argument anaconda). Nazwa środowiska (python34) jest podana w argumencie -n. Kompletna instalacja może zająć sporo czasu, ponieważ Anaconda obejmuje wiele pakietów. Po zakończeniu instalacji możesz włączyć środowisko:


    
      $> activate python34

    


    Jeśli chcesz zainstalować w środowisku dodatkowe pakiety, włącz środowisko i wywołaj następujące polecenie:


    
      $> conda install -n python34 <nazwa-pakietu1> <nazwa-pakietu2>

    


    Należy więc podać nazwę danego środowiska i listę potrzebnych pakietów. Oczywiście możesz też instalować pakiety za pomocą narzędzia pip (tak jak w środowisku virtualenv).


    Inną możliwością jest zapisanie wszystkich pakietów w pliku. Możesz utworzyć listę pakietów ze środowiska, używając argumentu list i przekazując dane wyjściowe do pliku:


    
      $> conda list -e > requirements.txt

    


    Następnie, w środowisku docelowym, możesz zainstalować całą listę:


    
      $> conda install --file requirements.txt

    


    Możesz nawet utworzyć środowisko na podstawie listy potrzebnych pakietów:


    
      $> conda create -n python34 python=3.4 --file requirements.txt

    


    Gdy zakończysz używanie środowiska, w celu zamknięcia sesji wywołaj następujące polecenie:


    
      $> deactivate

    


    Inaczej niż w narzędziu virtualenv dostępny jest tutaj specjalny argument pozwalający całkowicie usunąć środowisko z systemu:


    
      $> conda remove -n python34 --all

    


    Krótki przegląd podstawowych pakietów


    Wspomnieliśmy już, że dwie najważniejsze cechy Pythona to możliwość jego integracji z innymi językami i dojrzały system pakietów dobrze odwzorowany w witrynie PyPI (ang. Python Package Index — https://pypi.python.org/pypi). Jest to popularne, stale aktualizowane repozytorium obejmujące większość otwartych pakietów Pythona.


    Pakiety, które przedstawiamy w tym miejscu, są przeznaczone głównie do analiz i stanowią kompletny zestaw narzędzi z obszaru nauki o danych. Wszystkie te pakiety obejmują dobrze przetestowane funkcje, wysoce zoptymalizowane zarówno pod kątem zużycia pamięci, jak i wydajności. Pozwalają one z powodzeniem wykonać dowolną operację skryptową. W poszczególnych punktach pokazujemy, jak zainstalować te pakiety.


    Ilustrujemy też, jak kilka wybranych instrukcji Pythona pozwala wydajnie obsługiwać dane, a następnie eksplorować je, przekształcać, eksperymentować z nimi i wyciągać wnioski bez konieczności pisania dużych ilości kodu lub wymyślania rozwiązań od podstaw. Inspiracją do tego są częściowo podobne narzędzia dostępne w języku R i środowisku MATLAB.


    NumPy


    Opracowany przez Travisa Oliphanta pakiet NumPy to prawdziwy analityczny „wół roboczy” języka Python. Udostępnia użytkownikom wielowymiarowe tablice, a także bogaty zestaw funkcji wykonujących na nich różne operacje matematyczne. Tablice to bloki danych uporządkowane na podstawie wielu wymiarów, pozwalające reprezentować matematyczne wektory i macierze. Tablice charakteryzują się optymalną alokacją pamięci i są przydatne nie tylko do przechowywania danych, ale też do wykonywania szybkich operacji na macierzach (wektoryzacji), niezbędnych, gdy chcesz rozwiązywać doraźne problemy z obszaru nauki o danych.


    
      	Witryna: http://www.numpy.org/.


      	Wersja z czasu powstawania książki: 1.11.0.


      	Proponowana instrukcja instalacji: pip install numpy.

    


    Zgodnie z konwencją powszechnie przyjętą w społeczności użytkowników Pythona w ramach importowania pakietu NumPy często przypisywany jest do niego alias np:


    
      import numpy as np

    


    W książce też stosujemy to podejście.


    SciPy


    Pierwotnymi autorami projektu SciPy byli: Travis Oliphant, Pearu Peterson i Eric Jones. SciPy uzupełnia funkcje pakietu NumPy i udostępnia bogatszy zestaw algorytmów naukowych z obszaru algebry liniowej, macierzy rzadkich, przetwarzania sygnałów i obrazu, optymalizacji, szybkiej transformaty Fouriera itd.


    
      	Witryna: http://www.scipy.org/.


      	Wersja z czasu powstawania książki: 0.17.1.


      	Proponowana instrukcja instalacji: pip install scipy.

    


    Pandas


    Pakiet pandas wykonuje operacje, których nie obsługują pakiety NumPy i SciPy. Dzięki specyficznym strukturom danych (DataFrames i Series) pakiet pandas pozwala na obsługę złożonych tablic z danymi różnych typów (czego nie umożliwiają tablice z pakietu NumPy) i szeregów czasowych. Autorem pakietu jest Wes McKinney. Pakiet pandas pozwala łatwo i płynnie wczytywać dane z różnych źródeł. Następnie można wykonywać różne operacje na danych, radzić sobie z lukami w nich, dodawać, zmieniać, agregować, przekształcać i wizualizować dane.


    
      	Witryna: http://pandas.pydata.org/.


      	Wersja z czasu powstawania książki: 0.18.1.


      	Proponowana instrukcja instalacji: pip install pandas.

    


    Tradycyjnie pakiet pandas jest importowany z użyciem aliasu pd:


    
      import pandas as pd

    


    Scikit-learn


    Początkowo był on częścią pakietu SciKits (SciPy Toolkits). Obecnie scikit-learn jest podstawowym pakietem Pythona do wykonywania operacji z obszaru nauki o danych. Udostępnia wszystko, czego będziesz potrzebował w zakresie wstępnego przetwarzania danych, uczenia nadzorowanego i nienadzorowanego, wyboru modeli, walidacji i miar błędów. Możesz spodziewać się, że w książce często będziemy pisać na jego temat. Pakiet scikit-learn powstał w 2007 roku jako projekt Davida Cournapeau w ramach programu Google Summer of Code. Od 2013 roku za jego rozwój odpowiadają badacze z instytutu INRA (jest to francuski instytut zajmujący się badaniami w dziedzinach informatyki i automatyzacji).


    
      	Witryna: http://scikit-learn.org/stable.


      	Wersja z czasu powstawania książki: 0.17.1.


      	Proponowana instrukcja instalacji: pip install scikit-learn.

    


    
      Zauważ, że nazwa importowanego modułu to sklearn.

    


    Jupyter


    Podejście naukowe wymaga możliwości sprawdzania hipotez za pomocą szybkich i powtarzalnych eksperymentów. Program Jupyter początkowo nosił nazwę IPython i współdziałał tylko z Pythonem. Został utworzony przez Fernando Pereza, który chciał uzyskać interaktywną powłokę poleceń z obsługą kilku języków (opartą na powłoce, przeglądarce i interfejsie aplikacji), integracją graficzną, modyfikowalnymi instrukcjami, rozbudowaną historią (w formacie JSON) i równoległością obliczeń (zwiększającą wydajność). Jupyter jest naszym pierwszym wyborem w tej książce. Używamy go do przejrzystego i efektywnego ilustrowania operacji z użyciem skryptów oraz danych, a także do przedstawiania uzyskanych wyników. Część tego rozdziału poświęcamy na szczegółowe objaśnienie interfejsu Jupytera i opisanie, jak przekształcić go w narzędzie cenne dla każdego badacza danych.


    
      	Witryna: http://jupyter.org/.


      	Wersja z czasu powstawania książki: 1.0.0 (ipykernel = 4.3.1).


      	Proponowana instrukcja instalacji: pip install jupyter.

    


    Matplotlib


    Ta biblioteka została pierwotnie opracowana przez Johna Huntera i zawiera wszystkie elementy potrzebne do generowania wykresów na podstawie tablic i interaktywnego wizualizowania danych.


    Wszystkie podobne do MATLAB-a narzędzia do rysowania wykresów znajdziesz w module pylab.


    
      	Witryna: http://matplotlib.org/.


      	Wersja z czasu powstawania książki: 1.5.1.


      	Proponowana instrukcja instalacji: pip install matplotlib.

    


    Komponenty potrzebne do wizualizowania danych możesz zaimportować za pomocą pokazanej poniżej instrukcji:


    
      import matplotlib.pyplot as plt

    


    
      Pobieranie przykładowego kodu


      Z poziomu konta w witrynie http://www.packtpub.com możesz pobrać pliki z przykładowym kodem z wszystkich zakupionych książek. Jeśli kupiłeś książkę w innym miejscu, otwórz stronę http://www.packtpub.com/support i zarejestruj się, aby otrzymać pliki na adres e-mail. Spolszczoną wersję plików znajdziesz na serwerze FTP wydawnictwa Helion (ftp://ftp.helion.pl/przyklady/pypod2.zip).

    


    Statsmodels


    Pakiet statsmodels początkowo był częścią pakietu SciKits i stanowił uzupełnienie funkcji statystycznych pakietu SciPy. Udostępnia uogólnione modele liniowe, modele z wyborem odrębnych opcji, analizy szeregów czasowych i zestaw statystyk opisowych oraz testów parametrycznych i nieparametrycznych.


    
      	Witryna: http://statsmodels.sourceforge.net/.


      	Wersja z czasu powstawania książki: 0.6.1.


      	Proponowana instrukcja instalacji: pip install statsmodels.

    


    Beautiful Soup


    Opracowany przez Leonarda Richardsona pakiet Beautiful Soup to znakomite narzędzie do wydobywania danych z pobranych z internetu plików HTML i XML. Działa bardzo dobrze nawet dla zupy znaczników (ang. tag soup; stąd nazwa pakietu), czyli kolekcji błędnie uformowanych, sprzecznych i nieprawidłowych znaczników. Gdy już wybierzesz parser (dobrze sprawdza się parser HTML-a z biblioteki standardowej Pythona), za pomocą narzędzia Beautiful Soup będziesz mógł poruszać się po obiektach ze strony i pobierać tekst, tabele oraz inne informacje, które uznasz za przydatne.


    
      	Witryna: http://www.crummy.com/software/BeautifulSoup.


      	Wersja z czasu powstawania książki: 4.4.1.


      	Proponowana instrukcja instalacji: pip install beautifulsoup4.

    


    
      Zauważ, że nazwa importowanego modułu to bs4.

    


    NetworkX


    Opracowany w Los Alamos National Laboratory pakiet NetworkX służy do generowania, przetwarzania, analizowania i graficznego wizualizowania danych z sieci. Pakiet ten dobrze radzi sobie z grafami obejmującymi nawet milion węzłów i krawędzi. Oprócz wyspecjalizowanych struktur danych dla grafów i dobrych metod wizualizacji (w dwóch i trzech wymiarach) pakiet ten udostępnia użytkownikom wiele standardowych miar i algorytmów dotyczących grafów (zwraca na przykład najkrótszą ścieżkę, miary centralności, komponenty, społeczności, klastry i wartości PageRank). Z tego pakietu korzystamy głównie w rozdziale 5. „Analizy sieci społecznościowych”.


    
      	Witryna: http://networkx.github.io/.


      	Wersja z czasu powstawania książki: 1.11.


      	Proponowana instrukcja instalacji: pip install networkx.

    


    Standardowo pakiet NetworkX jest importowany jako nx:


    
      import networkx as nx

    


    NLTK


    Pakiet NLTK (ang. Natural Language Toolkit) zapewnia dostęp do korpusu językowego i zasobów leksykalnych oraz do kompletnego zestawu funkcji statystycznych do przetwarzania języka naturalnego (ang. Natural Language Processing — NLP): od mechanizmów podziału na tokeny po mechanizmy oznaczania części mowy i od modeli drzewiastych po wykrywanie nazwanych jednostek. Steven Bird i Edward Loper początkowo opracowali ten pakiet jako pomoc do kursu z zakresu NLP na University of Pennsylvania. Obecnie jest to fantastyczne narzędzie, które możesz wykorzystać do tworzenia prototypów i systemów związanych z NLP.


    
      	Witryna: http://www.nltk.org/.


      	Wersja z czasu powstawania książki: 3.2.1.


      	Proponowana instrukcja instalacji: pip install nltk.

    


    Gensim


    Gensim to napisany przez Radima Řehůřeka otwarty pakiet umożliwiający analizy dużych zbiorów tekstu przy użyciu równoległych algorytmów działających w sieciach rozproszonych. Pakiet obejmuje zaawansowane funkcje takie jak analiza ukrytych grup semantycznych (ang. Latent Semantic Analysis — LSA), modelowanie tematów za pomocą rozkładu Dirichleta z ukrytymi zmiennymi (ang. Latent Dirichlet Allocation — LDA) i opracowany w firmie Google, dający duże możliwości algorytm word2vec, przekształcający tekst na wektory cech, które można wykorzystać w nadzorowanym i nienadzorowanym uczeniu maszynowym.


    
      	Witryna: http://radimrehurek.com/gensim/.


      	Wersja z czasu powstawania książki: 0.12.4.


      	Proponowana instrukcja instalacji: pip install gensim.

    


    PyPy


    PyPy nie jest pakietem, tylko jedną z implementacji Pythona 2.7.8, obsługującą większość często używanych standardowych pakietów Pythona (niestety obecnie PyPy nie zapewnia pełnej obsługi pakietu NumPy). Zaletą PyPy jest wyższa wydajność i usprawniona obsługa pamięci. Dlatego PyPy dobrze nadaje się do wykonywania wymagających operacji na dużych zbiorach danych i powinien być jednym z elementów strategii obsługi big data.


    
      	Witryna: http://pypy.org/.


      	Wersja z czasu powstawania książki: 5.1.


      	Strona pobierania: http://pypy.org/download.html.

    


    XGBoost


    XGBoost to skalowalna, przenośna i rozproszona biblioteka do stosowania gradientowej metody agregacyjnej (ang. gradient boosting) z algorytmem opartym na zestawie drzew (ang. tree ensemble). Autorem biblioteki jest Tianqi Chen z Washington University. Później została ona rozbudowana o nakładkę dla Pythona przez Binga Xu i interfejs dla języka R przez Tonga He. Z historią biblioteki XGBoost opowiedzianą przez jej autora możesz zapoznać się na stronie http://homes.cs.washington.edu/~tqchen/2016/03/10/story-and-lessons-behind-the-evolution-of-xgboost.html. XGBoost jest dostępna w językach Python, R, Java, Scala, Julia i C++. Może działać w jednym komputerze (z wykorzystaniem wielowątkowości) w klastrach opartych na systemach Hadoop i Spark.


    
      	Witryna: http://homes.cs.washington.edu/~tqchen/2016/03/10/story-and-lessons-behind-the-evolution-of-xgboost.html.


      	Wersja z czasu powstawania książki: 0.4.


      	Strona pobierania: https://github.com/dmlc/xgboost.

    


    Szczegółowe instrukcje instalacji biblioteki XGBoost w danym systemie znajdziesz na stronie https://github.com/dmlc/xgboost/blob/master/doc/build.md.


    Instalacja biblioteki XGBoost w systemach Linux i Mac OS jest prosta. W systemie Windows zadanie to jest nieco trudniejsze.


    W systemach z interfejsem Posix wystarczy zbudować plik wykonywalny za pomocą instrukcji make. W systemie Windows wygląda to inaczej.


    Dlatego przedstawiamy etapy instalacji pozwalające uruchomić bibliotekę XGBoost w systemie Windows:


    
      	Najpierw pobierz i zainstaluj pakiet Git for Windows (https://git-for-windows.github.io/).


      	W systemie potrzebny jest kompilator MinGW. Ze strony http://www.mingw.org/ pobierz wersję dostosowaną do używanego systemu.


      	W wierszu poleceń wywołaj przedstawione instrukcje:

        
          $> git clone --recursive https://github.com/dmlc/xgboost

        


        
          $> cd xgboost

        


        
          $> git submodule init

        


        
          $> git submodule update

        

      


      	Następnie, ciągle w wierszu poleceń, skopiuj konfigurację dla systemów 64-bitowych, aby ustawić ją jako domyślną.

        
          $> copy make\mingw64.mk config.mk

        

      


      	Możesz też wybrać zwykłą wersję 32-bitową.

        
          $> copy make\mingw.mk config.mk

        

      


      	Po skopiowaniu pliku konfiguracyjnego możesz uruchomić kompilator. Użyj czterech wątków, aby przyspieszyć proces kompilacji.

        
          $> mingw32-make -j4

        

      


      	W MinGW nazwa polecenia make to właśnie mingw32-make. Jeśli korzystasz z innego kompilatora, pokazana instrukcja może nie zadziałać. Spróbuj wtedy wywołać to polecenie:

        
          $> make -j4

        

      


      	Jeśli kompilator zakończył pracę bez zgłaszania błędów, możesz zainstalować pakiet w Pythonie w następujący sposób:

        
          $> cd python-package

        


        
          $> python setup.py install

        

      

    


    
      Jeśli po wykonaniu tych instrukcji spróbujesz zaimportować bibliotekę XGBoost w Pythonie i operacja ta zakończy się błędem, może to oznaczać, że Python nie potrafi znaleźć bibliotek uruchomieniowych g++ kompilatora MinGW.


      Wystarczy wtedy ustalić lokalizację plików binarnych kompilatora MinGW w komputerze (w naszej maszynie był to katalog C:\mingw-w64\mingw64\bin; w poniższym kodzie odpowiednio dostosuj tę ścieżkę) i umieścić poniższy fragment kodu przed instrukcją importu biblioteki XGBoost:


      
        import os

      


      
        mingw_path = 'C:\\mingw-w64\\mingw64\\bin'

      


      
        os.environ['PATH']=mingw_path + ';' + os.environ['PATH']

      


      
        import xgboost as xgb

      


      W zależności od stanu projektu XGBoost przedstawione instrukcje instalacji mogą tymczasowo przestać działać (dotyczy to też innych stale rozwijanych projektów). Zwykle należy wtedy poczekać na aktualizację projektu lub zgłosić problem autorom pakietu. Na wszelki wypadek udostępniamy do pobrania czytelnikom wersję, którą skompilowaliśmy w systemie Windows i której używaliśmy dla przykładów z książki. Możesz ją pobrać z witryny wydawnictwa Packt Publishing (co opisaliśmy we wprowadzeniu).

    


    Theano


    Theano to biblioteka Pythona umożliwiająca wydajne definiowanie, optymalizowanie i przetwarzanie wyrażeń matematycznych z użyciem wielowymiarowych tablic. Udostępnia ona wszystkie komponenty potrzebne do budowania głębokich sieci neuronowych. Została opracowana przez pracowników naukowych (był to cały zespół; nazwiska jego członków znajdziesz w najnowszej pracy: https://arxiv.org/pdf/1605.02688.pdf) i od 2007 roku jest stosowana do wykonywania wymagających obliczeń na dużą skalę.


    
      	Witryna: http://deeplearning.net/software/theano/.


      	Wersja z czasu powstawania książki: 0.8.2.

    


    W przeszłości (zwłaszcza w systemie Windows) występowało wiele problemów z instalacją biblioteki Theano, obecnie jednak nie powinna ona sprawiać trudności. Pakiet jest teraz dostępny w PyPI.


    
      $> pip install Theano

    


    Jeśli chcesz zainstalować najnowszą wersję pakietu, możesz sklonować ją z serwisu GitHub:


    
      $> git clone git://github.com/Theano/Theano.git

    


    Następnie możesz bezpośrednio zainstalować ją w Pythonie:


    
      $> cd Theano

    


    
      $> python setup.py install

    


    W celu przetestowania instalacji uruchom poniższe polecenia z poziomu powłoki lub wiersza poleceń i sprawdź otrzymane komunikaty:


    
      $> pip install nose

    


    
      $> pip install nose-parameterized

    


    
      $> nosetests theano

    


    Jeśli korzystasz z systemu Windows OS i przedstawione instrukcje nie zadziałały, możesz wypróbować opisane poniżej kroki, używając instrukcji conda z dystrybucji Anaconda.


    
      	Zainstaluj pakiet narzędzi TDM GCC x64 (ze strony http://tdm-gcc.tdragon.net/).


      	Otwórz interfejs Anacondy i wywołaj następujące polecenia:

        
          $> conda update conda

        


        
          $> conda update --all

        


        
          $> conda install mingw libpython

        


        
          $> pip install git+git://github.com/Theano/Theano.git

        

      

    


    
      Biblioteka Theano wymaga biblioteki libpython, która na razie nie jest zgodna z Pythonem 3.5. Dlatego jeśli biblioteka nie działa w systemie Windows, właśnie to może być problemem. Theano doskonale współdziała jednak z Pythonem 3.4. Dlatego gdy wystąpiły problemy, zalecamy utworzenie wirtualnego środowiska Pythona opartego na wersji 3.4 oraz zainstalowanie i stosowanie biblioteki Theano razem z tą wersją. Wskazówki dotyczące tworzenia środowisk wirtualnych znajdziesz we fragmentach poświęconych narzędziom virtualenv i conda.

    


    W witrynie poświęconej bibliotece Theano znajdują się informacje dla użytkowników systemu Windows, które mogą okazać się pomocne, gdy wszystko inne zawiedzie: http://deeplearning.net/software/theano/install_windows.html.


    Ważnym wymogiem umożliwiającym skalowanie kodu opartego na Theano z wykorzystaniem procesorów graficznych jest zainstalowanie sterowników NVIDIA CUDA i pakietu SDK do generowania i wykonywania kodu z użyciem takich procesorów. Jeśli nie znasz się dobrze na technologii CUDA, to aby dowiedzieć się więcej na jej temat, zacznij od strony https://developer.nvidia.com/cuda-toolkit.


    Jeśli używasz komputera z procesorem graficznym firmy NVIDIA, instrukcje potrzebne do zainstalowania sterowników CUDA znajdziesz w przygotowanym przez tę firmę samouczku na stronie http://docs.nvidia.com/cuda/cuda-quick-start-guide/index.html#axzz4Msw9qwJZ.


    Keras


    Keras to prosta i wysoce modularna biblioteka do obsługi sieci neuronowych napisana w Pythonie. Może wykorzystywać biblioteki Theano lub TensorFlow (jest to otwarta biblioteka do obliczeń numerycznych udostępniona przez firmę Google). Autorem biblioteki Keras jest François Chollet, badacz z dziedziny uczenia maszynowego pracujący w firmie Google.


    
      	Witryna: https://keras.io/.


      	Wersja z czasu powstawania książki: 1.0.3.


      	Proponowana instrukcja instalacji z PyPI: $> pip install keras.
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