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    Współautorzy


    Informacje o autorach


    Avinash Navlani ma ponadośmioletnie doświadczenie w dziedzinach danetyki i sztucznej inteligencji. Obecnie piastuje stanowiska starszego danetyka i zajmuje się usprawnianiem produktów oraz usług dla klientów za pomocą zaawansowanej analizy, wdrażania narzędzi do analizowania danych wielkoskalowych, tworzenia i udoskonalania modeli, a także wprowadzania przydatnych zestawów danych. Wcześniej był wykładowcą akademickim, szkolącym studentów w takich zagadnieniach danetyki jak zastosowania analityczne Pythona, wydobywanie danych, uczenie maszynowe, zarządzanie bazami danych i bazy danych NoSQL. Avinash jest zaangażowany w wiele danetycznych projektów badawczych, a także występuje na licznych konferencjach w Indiach jako główny prelegent.


    Armando Fandango tworzy produkty wykorzystujące sztuczną inteligencję dzięki swojej zaawansowanej wiedzy z dziedzin uczenia głębokiego, uczenia maszynowego, uczenia rozproszonego czy metod obliczeniowych. Pełnił wiele odpowiedzialnych funkcji kierowniczych jako główny danetyk i prezes, zarówno w młodych firmach, jak i w dużych przedsiębiorstwach. Służył radą w różnych nowoczesnych firmach wykorzystujących sztuczną inteligencję. Armando napisał takie książki jak Python Data Analysis — Second Edition czy Mastering Tensorflow (Pact Publishing). Jest także autorem publikacji badawczych w międzynarodowych dziennikach i prelegentem na konferencjach.


    Ivan Idris ma tytuł magistra fizyki eksperymentalnej. W swojej rozprawie magisterskiej kładł silny nacisk na informatykę stosowaną. Po ukończeniu studiów pracował w kilku firmach jako programista Javy, twórca hurtowni danych, a także analityk kontroli jakości. Jego głównymi zainteresowaniami zawodowymi są analityka biznesowa, dane wielkoskalowe, a także obliczenia w chmurze. Ivan uwielbia pisać schludny, sprawdzalny kod oraz interesujące artykuły techniczne. Jest autorem książek NumPy 1.5 Beginner's Guide i NumPy Cookbook (Packt Publishing). Na stronie ivanidris.net znajdziesz więcej informacji oraz blog zawierający przykłady zastosowań biblioteki NumPy.


    Informacje o recenzentach


    Greg Walters ma do czynienia z komputerami i językami programowania od 1972 r. Jest dobrze zorientowany w Visual Basicu, Visual Basicu .NET, Pythonie i SQL-u; jest też doświadczonym użytkownikiem MySQL-a, SQLite’a, Microsoft SQL Servera, Oracle’a, C++, Delphi, Modula-2, Pascala, C, asemblera 80x86, COBOL-a i Fortrana. Jest nauczycielem programowania i wytrenował mnóstwo ludzi w obsłudze różnorodnego oprogramowania, takiego jak MySQL, Open Database Connectivity, Quattro Pro, Corel Draw!, Paradox, Microsoft Word, Excel, DOS, Windows 3.11, Windows for Workgroups, Windows 95, Windows NT, Windows 2000, Windows XP i Linux. Z powodu wieku pracuje już na pół etatu. Napisał ponad 100 artykułów dla Full Circle Magazine. Jest także muzykiem i uwielbia gotować. Chętnie pracuje przy różnych projektach jako wolny strzelec.


    Alistair McMaster jest obecnie zatrudniony jako inżynier oprogramowania i strateg ilościowy w dużej firmie zajmującej się usługami finansowymi. Ukończył (z wyróżnieniem) Uniwersytet Cambridge w 2016 r. w stopniu Bachelor of Arts na kierunku nauk przyrodniczych (specjalizacja: astrofizyka). Do swoich zainteresowań zawodowych zalicza zastosowanie danetyki w sieciach relacji, a także wspieranie spraw społecznych. Alistair aktywnie uczestnicy w rozwoju biblioteki pandas i jest żarliwym zwolennikiem otwartego oprogramowania. W wolnym czasie uprawia biegi długodystansowe, jazdę na rowerze, wspinaczkę, a weekendy spędza z rodziną i znajomymi.

  


  
    Wstęp


    Analiza danych pozwala generować wartość z danych mało- i wielkoskalowych poprzez odkrywanie wzorów i trendów, natomiast Python stanowi jedno z najpopularniejszych narzędzi do analizowania zróżnicowanych typów danych. Ta książka przygotuje Cię do stosowania Pythona w analizie danych poprzez zaprezentowanie poszczególnych etapów i metodologii analizy danych, a także nauczy Cię korzystać z nowoczesnych bibliotek środowiska Python w procesie tworzenia wydajnych potoków danych.


    Zaczniemy od podstaw statystyki i analizy danych w Pythonie, po czym będziesz wykonywać zaawansowane modelowanie i analizowanie danych, manipulowanie danymi, oczyszczanie danych, a także wizualizowanie danych za pomocą łatwych do zrealizowania przykładów. Następnie nauczysz się przeprowadzać analizę szeregów czasowych, a także przetwarzać sygnały przy użyciu modeli ARMA. W miarę postępów będziesz miał do czynienia z inteligentnym przetwarzaniem i analizą danych za pomocą algorytmów uczenia maszynowego, takich jak regresja, klasyfikacja, analiza głównych składowych czy analiza skupień. W ostatnich rozdziałach będziesz pracował na przykładach wziętych z życia, gdzie będziesz analizował dane tekstowe i obrazy za pomocą technik odpowiednio przetwarzania języka naturalnego i analizy obrazów. Na koniec zaprezentujemy obliczenia równoległe za pomocą biblioteki Dask.


    Po przeczytaniu tej książki będziesz wyposażony w umiejętności wymagane do przygotowywania danych do analizy i tworzenia przydatnych wizualizacji danych w celu prognozowania wartości na podstawie danych.


    Dla kogo jest przeznaczona ta książka?


    Książka ta jest przeznaczona dla analityków danych, analityków biznesowych, statystyków i danetyków pragnących nauczyć się wykorzystywania Pythona w analizie danych. Zastosowane w niej praktyczne podejście przyda się również studentom i pracownikom szkół wyższych pragnącym się podszkolić lub przekazywać wiedzę o analizie danych w Pythonie. Przydatna okaże się znajomość matematyki na poziomie podstawowym oraz pewna biegłość w Pythonie.


    Zakres tematyki


    W rozdziale 1., „Wprowadzenie do bibliotek Pythona”, wyjaśnimy, czym jest proces danetyki, a także omówimy etapy instalacji bibliotek Pythona i środowiska Anaconda. Ponadto przyjrzymy się aplikacji Jupyter Notebook i jej zaawansowanym funkcjom.


    W rozdziale 2., „Biblioteki NumPy i pandas”, znajdziesz podstawowe omówienie tablic NumPy, ramek danych pandas, a także powiązanych z nimi funkcji.


    Rozdział 3., „Statystyka”, zawiera krótki opis statystyki opisowej i indukcyjnej.


    W rozdziale 4., „Algebra liniowa”, zostały omówione reguły algebry liniowej oraz powiązane z nią funkcje SciPy i NumPy.


    W rozdziale 5., „Wizualizacja danych”, poznasz biblioteki wizualizacji, takie jak Matplotlib, seaborn, Bokeh, a także funkcje rysowania wykresów w bibliotece pandas.


    Rozdział 6., „Pozyskiwanie, przetwarzanie i przechowywanie danych”, wyjaśnia sposoby odczytywania i zapisywania różnych formatów danych, takich jak CSV, Excel, JSON, HTML czy Parquet. Ponadto nauczysz się uzyskiwać dane z relacyjnych i nierelacyjnych baz danych.


    Rozdział 7., „Oczyszczanie nieuporządkowanych danych”, zawiera informacje na temat wstępnego przetwarzania „surowych” danych oraz realizowania inżynierii cech.


    Rozdział 8., „Przetwarzanie sygnałów i szeregi czasowe”, prezentuje szeregi czasowe i przetwarzanie sygnałów na przykładowych zestawach danych (produkcja i sprzedaż piwa oraz cykle plam słonecznych). W tym rozdziale będziemy korzystać głównie z bibliotek NumPy, SciPy i statsmodels.


    W rozdziale 9., „Uczenie nadzorowane: analiza regresyjna”, wyjaśniamy szczegółowo regresję liniową oraz regresję logistyczną, a także prezentujemy odpowiednie przykłady wykorzystujące bibliotekę scikit-learn.


    Rozdział 10., „Uczenie nadzorowane: techniki klasyfikacji”, objaśnia różne techniki klasyfikacji, takie jak naiwny klasyfikator bayesowski, drzewa decyzyjne, algorytm k-najbliższych sąsiadów i maszyny wektorów nośnych. Poza tym przyjrzymy się miarom oceniania wydajności modelu.


    Rozdział 11., „Uczenie nienadzorowane: PCA i analiza skupień”, został poświęcony dokładnemu omówieniu technik redukcji wymiarowości i grupowania danych. Do tego będziemy oceniać skuteczność analizy skupień.


    W rozdziale 12., „Analiza danych tekstowych”, przyjrzymy się wstępnemu przetwarzaniu tekstu, inżynierii cech, analizie sentymentów i podobieństwu tekstów. Będziemy używać tu głównie bibliotek NLTK, spaCy i scikit-learn.


    W rozdziale 13., „Analiza obrazów”, zajmiemy się operacjami przetwarzania obrazów za pomocą biblioteki OpenCV. Omówimy także kwestię rozpoznawania twarzy.


    Rozdział 14., „Obliczenia równoległe za pomocą biblioteki Dask”, wyjaśnia mechanizm równoległego, wstępnego przetwarzania danych i modelowania technikami uczenia maszynowego przy użyciu biblioteki Dask.


    Maksimum korzyści z książki


    Do uruchomienia przykładowych listingów zawartych w tej książce wymagane jest zainstalowanie Pythona w wersji co najmniej 3.5 w systemie macOS, Linux lub Windows. Będziemy często korzystać z bibliotek SciPy, NumPy, pandas, scikit-learn, statsmodels, Matplotlib i seaborn. W rozdziale 1., „Wprowadzenie do bibliotek Pythona”, znajdziesz instrukcje instalacji oraz dodatkowe wskazówki ułatwiające pracę. Ponadto w poszczególnych rozdziałach wyjaśniono proces instalacji dodatkowych bibliotek. W rozdziale 5., „Wizualizacja danych”, znajdziesz instrukcję instalacji biblioteki Bokeh. Z kolei w rozdziale 12., „Analiza danych tekstowych”, wyjaśniono proces instalacji bibliotek NLTK i spaCy.


    Za pomocą polecenia pip możemy zainstalować dowolną bibliotekę lub dowolny pakiet. Należy wykonać poniższe polecenie z uprawnieniami administratora:

    $ pip install <nazwa biblioteki>




    Możemy także instalować je z poziomu aplikacji Jupyter Notebook, gdzie należy dodać wykrzyknik (symbol !) przed poleceniem pip:

    !pip install <nazwa biblioteki>




    Aby odinstalować bibliotekę lub pakiet Pythona zainstalowane za pomocą polecenia pip, użyj następującego polecenia:

    $ pip uninstall <nazwa biblioteki>




    Jeżeli korzystasz z cyfrowego wydania książki, zalecamy ręczne przepisywanie listingów lub korzystanie z materiałów dodatkowych dostępnych w serwisie GitHub (po angielsku) lub na serwerze wydawnictwa Helion (odnośniki znajdziesz w kolejnym podrozdziale). W ten sposób unikniesz ewentualnych błędów związanych z kopiowaniem i wklejaniem listingów.


    Materiały dodatkowe


    Możesz pobrać przykładowe listingi dołączone do tej książki ze strony https://ftp.helion.pl/przyklady/pyprda.zip lub, w wersji oryginalnej, z serwisu GitHub: https://github.com/PacktPublishing/Python-Data-Analysis-Third-Edition. W razie aktualizacji i poprawek będą one wprowadzane w repozytorium GitHuba.


    Konwencje


    W tej książce znajdziesz wiele różnych stylów tekstowych i konwencji. Poniżej prezentujemy przykładowe style. Elementy listingów użyte w tekście są oznaczane w następujący sposób: „Kolejną konwencją preferowaną w projekcie pandas jest instrukcja importowania import pandas as pd”, natomiast nazwy tabel bazodanowych, nazwy katalogów, plików, rozszerzenia, ścieżki URL, dane wprowadzane przez użytkownika, nazwy użytkownika na Twitterze lub tekst pojawiający się na ekranie są oznaczane tak: „Wybierz zakładkę Dźwięk w menu Ustawienia”.


    Listingi oznaczamy poniższym stylem:

    # Tworzenie tablicy



    import numpy as np



    a = np.array([2,4,6,8,10])



    print(a)




    Polecenia lub wyniki wiersza poleceń oznaczamy pogrubionym kodem:

    $ mkdir



    $ cd css




    Pogrubieniem oznaczamy nowe lub istotne pojęcia.


    
      W ten sposób oznaczamy wskazówki, ostrzeżenia lub ważne uwagi.

    


    Kontakt


    Zawsze chętnie poznajemy opinie naszych czytelników.


    Ogólne opinie. Jeżeli masz jakieś pytania dotyczące dowolnego aspektu książki, wystarczy przesłać je na adres e-mailowy: helion@helion.pl, a w temacie podać tytuł książki.


    Errata. Zawsze staramy się zapewnić jak najrzetelniejszą zawartość merytoryczną publikowanych książek, jednak każdemu zdarzają się pomyłki. Jeżeli natrafisz w którejś z naszych książek na błąd, będziemy wdzięczni za jego zgłoszenie. Prosimy o zgłaszanie wszelkich errat pod adresem http://helion.pl/user/erraty/, gdzie możesz wybrać tytuł książki, oraz wpisanie szczegółowych informacji na temat znalezionego błędu. Po zweryfikowaniu danych Twoje zgłoszenie zostanie zaakceptowane, a errata umieszczona na stronie wydawnictwa lub dodana do listy znanych błędów znalezionych w omawianej pozycji. Aby przejrzeć listę wszystkich błędów zgłoszonych dla danej książki, wpisz jej tytuł w wyszukiwarce na stronie wydawnictwa Helion, a następnie kliknij odnośnik Erraty.


    Piractwo. Jeżeli znajdziesz w internecie występujące w jakiejkolwiek postaci nielegalne kopie naszych książek, będziemy bardzo wdzięczni za natychmiastowe przesłanie odnośnika do nich lub chociaż nazwy witryny, z której można je pobrać, dzięki czemu będziemy mogli podjąć odpowiednie kroki prawne. Zauważone naruszenie praw autorskich możesz zgłosić, używając formularza dostępnego pod adresem http://helion.pl/piracy.phtml.


    Chcesz zostać autorem? Jeżeli czujesz się ekspertem w jakiejś dziedzinie i chciałbyś napisać albo współtworzyć książkę, wypełnij formularz dostępny na stronie https://helion.pl/autelion/zostan_autorem.cgi.


    Recenzje


    Będziemy bardzo wdzięczni za napisanie recenzji. Po zapoznaniu się z treścią książki i wykorzystaniu zawartej w niej wiedzy byłoby bardzo miło, gdybyś umieścił opinię o książce w sklepie, w którym dokonałeś jej zakupu. Potencjalni czytelnicy mogą zapoznać się z Twoją bezstronną opinią i na jej podstawie podjąć decyzję o zakupie. Ponadto dzięki temu zespół wydawniczy może poznać Twoje zdanie o naszym produkcie, podobnie jak autorzy. Dziękujemy!


    Więcej informacji o wydawnictwie Helion znajdziesz na stronie https://helion.pl/.

  


  
    Część I

    Podstawy analizy danych


    Głównym celem tej części jest opanowanie fundamentalnych umiejętności analizy danych przez czytelnika. Do tych umiejętności należą obsługa aplikacji Jupyter Notebook, a także podstawowych bibliotek Pythona, takich jak NumPy, pandas, SciPy czy statsmodels. Ponadto przekażemy tu wiedzę z zakresu statystyki i algebry liniowej stanowiących podstawowy aparat matematyczny analizy danych.


    Do tej części należą następujące rozdziały:


    
      	rozdział 1., „Wprowadzenie do bibliotek Pythona”,


      	rozdział 2., „Biblioteki NumPy i pandas”,


      	rozdział 3., „Statystyka”,


      	rozdział 4., „Algebra liniowa”.

    

  


  
    Rozdział 1.

    Wprowadzenie do bibliotek Pythona


    Jak już wiesz, Python stał się jednym z najpopularniejszych języków standardowych i zawiera wszystkie narzędzia niezbędne do przeprowadzania obliczeń naukowych. W jego ramach dostępne są liczne biblioteki, takie jak NumPy, pandas, SciPy, scikit-learn, Matplotlib, seaborn czy Plotly. Tworzą one kompletne środowisko analizy danych, wykorzystywane przez analityków danych, danetyków[1] (ang. data scientist) i analityków biznesowych. Pythona wyróżniają także inne cechy. Jest m.in.: elastyczny, przystępny, dynamicznie rozwijany, zawiera olbrzymią społeczność użytkowników, a także umożliwia pracę nad skomplikowanymi zadaniami numerycznymi, naukowymi i badawczymi. Z powodu tych cech stanowi pierwszy wybór w przypadku analizy danych.


    W tym rozdziale skoncentrujemy się na różnych procesach analizy danych, takich jak KDD, SEMMA czy CRISP-DM. Następnie zajmiemy się porównaniem analizy danych i danetyki, a także rolami i umiejętnościami cechującymi dobrego analityka danych oraz danetyka. Na koniec zmienimy tematykę i pokażemy sposób instalacji różnych bibliotek Pythona, a także aplikacji IPython, JupyterLab i Jupyter Notebook. Przyjrzymy się także zaawansowanym funkcjom tej ostatniej aplikacji.


    Rozdział ten jest poświęcony następującym zagadnieniom:


    
      	wyjaśnienie pojęcia „analiza danych”,


      	standardowy proces analizy danych,


      	proces KDD,


      	proces SEMMA,


      	proces CRISP-DM,


      	analiza danych a danetyka,


      	umiejętności analityka danych oraz danetyka,


      	instalacja środowiska Python 3,


      	oprogramowanie używane w tej książce,


      	używanie aplikacji IPython jako powłoki,


      	korzystanie z aplikacji JupyterLab,


      	stosowanie aplikacji Jupyter Notebook,


      	zaawansowane funkcje aplikacji Jupyter Notebook.

    


    Zaczynajmy!


    Wyjaśnienie pojęcia „analiza danych”


    Wiek XXI jest wiekiem informacji. Żyjemy w erze informacji, co oznacza, że niemal każdy aspekt naszego życia wytwarza jakieś dane. Ponadto olbrzymie ilości danych są generowane przez operacje biznesowe, działania rządów oraz wpisy w serwisach społecznościowych. Codziennie gromadzonych jest coraz więcej danych, gdyż bez przerwy powstają w wyniku działań biznesowych, rządowych, naukowych, inżynieryjnych, zdrowotnych, społecznych, klimatycznych i środowiskowych. W tych wszystkich dziedzinach wymagających podejmowania decyzji potrzebny jest usystematyzowany, uogólniony, skuteczny i elastyczny system realizujący procesy analityczne i naukowe, dzięki którym możemy wyciągać wnioski z generowanych danych.


    We współczesnym, inteligentnym świecie analiza danych zapewnia skuteczny proces decyzyjny w zastosowaniach biznesowych i rządowych. Analiza danych jest procesem sprawdzania, przetwarzania, przeglądania, opisywania i wizualizowania dostarczanych zestawów danych. Głównym celem procesu analizy danych jest odkrywanie informacji niezbędnych do podejmowania decyzji. Na analizę danych składa się wiele różnych metod, narzędzi i technik, które można stosować w tak rozbieżnych dziedzinach jak biznes, socjologia czy nauki fundamentalne.


    Przyjrzyjmy się podstawowym bibliotekom analizy danych dostępnych w środowisku Pythona:


    
      	NumPy — nazwę tę możemy rozwinąć jako „numeryczny Python”. Jest to najbardziej zaawansowana biblioteka naukowa Pythona, obsługująca wielowymiarowe tablice i macierze oraz zawierająca metody umożliwiające przeprowadzanie wydajnych obliczeń matematycznych.


      	SciPy — jest to również zaawansowana biblioteka obliczeń naukowych realizująca operacje naukowe, matematyczne i inżynieryjne.


      	pandas — biblioteka służąca do eksplorowania danych i manipulowania nimi, zawierająca tabelaryczne struktury danych, takie jak obiekty DataFrame, a także różne metody analizowania i przetwarzania danych.


      	scikit-learn — nazwa ta oznacza Scientific Toolkit for Machine learning, czyli „zestaw narzędzi naukowych przeznaczonych do uczenia maszynowego”. Jest to biblioteka uczenia maszynowego, zawierająca wiele algorytmów uczenia nadzorowanego i nienadzorowanego, takich jak algorytmy regresji, klasyfikacji, redukcji wymiarowości, analizy skupień i wykrywania anomalii.


      	Matplotlib — jest to kluczowa biblioteka wizualizacji danych, a także podstawowa biblioteka dla wszystkich pozostałych bibliotek wizualizacji w Pythonie. Umożliwia generowanie wykresów dwu- i trójwymiarowych, a także rysunków służących do wzrokowej analizy danych. Współpracuje z bibliotekami NumPy oraz SciPy.


      	seaborn — biblioteka ta bazuje na bibliotece Matplotlib i pozwala na łatwe tworzenie dokładniejszych, interaktywnych i bardziej zorganizowanych wykresów.


      	Plotly — jest to biblioteka wizualizacji danych. Zawiera wiele typów dobrej jakości wykresów, takich jak wykresy punktowe, liniowe, słupkowe, pudełkowe, histogramy, mapy cieplne i wykresy podrzędne.

    


    Tam, gdzie będzie konieczna instalacja poszczególnych bibliotek, opiszemy instrukcję ich instalacji krok po kroku. Tymczasem zajmijmy się omówieniem różnych procesów analizy danych, takich jak standardowy proces, KDD, SEMMA i CRISP-DM.


    Standardowy proces analizy danych


    Proces analizy danych polega na badaniu danych, uzyskiwaniu na ich podstawie spostrzeżeń i wyciąganiu z nich wniosków. Głównym celem tego procesu jest zbieranie, filtrowanie, oczyszczanie, przekształcanie, przeglądanie, opisywanie i wizualizowanie danych oraz przekazywanie tych spostrzeżeń w celu odkrywania informacji pomagających w podejmowaniu decyzji. Zasadniczo proces analizowania danych składa się z następujących etapów:


    
      	Zbieranie danych — pozyskiwanie i gromadzenie danych z różnych źródeł.


      	Wstępne przetwarzanie danych — filtrowanie, oczyszczanie i przekształcanie danych w wymagany format.


      	Analizowanie danych i wyszukiwanie spostrzeżeń — przeglądanie, opisywanie i wizualizowanie danych, a także znajdowanie spostrzeżeń i wyciąganie na ich podstawie wniosków.


      	Intepretowanie spostrzeżeń — zrozumienie znaczenia spostrzeżeń i określenie wpływu każdej zmiennej na dany system.


      	Omawianie wyników (ang. storytelling) — przekazywanie rezultatów w formie zrozumiałej dla laika historyjki.

    


    Możemy podsumować przebieg poszczególnych etapów procesu analizy danych za pomocą następującego diagramu:
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    W tym podrozdziale przyjrzeliśmy się standardowemu procesowi analizy danych, w którym główny nacisk jest kładziony na wyszukiwanie łatwych do interpretacji spostrzeżeń i przekształcanie ich w historyjkę użytkownika. W następnym podrozdziale przejdziemy do procesu KDD.


    Proces KDD


    Skrót KDD rozwijamy jako knowledge discovery from data (czyli „odkrywanie wiedzy z danych”) lub Knowledge Discovery in Databases („odkrywanie wiedzy w bazach danych”). Dla wielu osób proces KDD jest synonimem wydobywania danych (ang. data mining). Wydobywaniem danych nazywamy proces odkrywania wiedzy z interesujących wzorów danych. Głównym celem procesu KDD jest wydobywanie lub odkrywanie ukrytych, interesujących wzorów z dużych baz danych, hurtowni danych oraz innych repozytoriów informacji. Proces KDD składa się z siedmiu głównych etapów:


    
      	Oczyszczanie danych — w tej pierwszej fazie realizowane jest wstępne przetwarzanie danych. Tu właśnie jest usuwany szum, rozwiązywany problem brakujących wartości, a także wykrywane są elementy odstające.


      	Integracja danych — na tym etapie dane pochodzące z różnych źródeł są łączone oraz integrowane za pomocą narzędzi migracji danych i ETL.


      	Dobór danych — wyznaczane są tutaj dane istotne z perspektywy analizy.


      	Przekształcanie danych — dane są tutaj przygotowywane do analizy.


      	Wydobywanie danych — używane są tu techniki wydobywania danych w celu odkrywania przydatnych i nieznanych wzorów.


      	Ocena wzorów — w tej fazie oceniane są wydobyte wzory.


      	Prezentacja wiedzy — po przeprowadzeniu oceny wzorów należy zwizualizować odkrytą wiedzę i zaprezentować ją właściwym osobom odpowiedzialnym za podejmowanie decyzji.

    


    Cały proces KDD został zaprezentowany na poniższym schemacie:
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    KDD jest procesem iteracyjnym służącym poprawie jakości danych, a także ich integracji i przekształcaniu w celu usprawnienia systemu. Przejdźmy do procesu SEMMA.


    Proces SEMMA


    Skrót SEMMA rozwijamy jako Sample, Explore, Modify, Model, Assess (czyli „próbkuj, eksploruj, modyfikuj, modeluj, oceniaj”). Ten sekwencyjny proces wydobywania danych został opracowany przez instytut SAS. Jest on pięcioetapowy:


    
      	Próbkowanie — w tej fazie rozpoznajemy różne bazy danych i scalamy je. Następnie możemy wybrać próbę danych wystarczającą do procesu modelowania.


      	Eksploracja — na tym etapie staramy się zrozumieć dane, odkrywamy relacje pomiędzy zmiennymi, wizualizujemy dane i uzyskujemy wstępną interpretację danych.


      	Modyfikacja — tutaj przygotowujemy dane do modelowania. W tej fazie rozwiązujemy kwestię brakujących wartości, wykrywamy elementy odstające, przekształcamy cechy i tworzymy dodatkowe cechy.


      	Modelowanie — głównym zadaniem na tym etapie jest dobór i stosowanie różnych technik modelowania, takich jak regresja liniowa lub logistyczna, sieci przeprowadzające propagację wsteczną, algorytm k-najbliższych sąsiadów, maszyny wektorów nośnych, drzewa decyzyjne czy lasy losowe.


      	Ocena — w ostatniej fazie oceniane są uzyskane modele predykcyjne za pomocą miar oceny wydajności.

    


    Proces ten został ukazany na następującym schemacie:


    [image: ]


    Powyższy schemat prezentuje kolejne etapy procesu SEMMA. Kluczowymi etapami są tutaj tworzenie modelu i jego ocena. Spójrzmy teraz na proces CRISP-DM.


    Proces CRISP-DM


    Skrót CRISP-DM rozwijamy jako CRoss-InduStry Process for Data Mining (czyli „międzybranżowy proces wydobywania danych”). Jest to precyzyjnie zdefiniowany, ustrukturyzowany i skuteczny proces stosowany w projektach uczenia maszynowego, wydobywania danych i analizy biznesowej. Stanowi on solidną, elastyczną, cykliczną, przydatną i praktyczną metodologię rozwiązywania problemów biznesowych. Proces ten odkrywa niewidoczne, a przydatne informacje lub wzory z kilku baz danych. Na CRISP-DM składa się sześć głównych etapów:


    
      	Zrozumienie potrzeb biznesowych — głównym celem w tej pierwszej fazie jest zdefiniowanie zadania biznesowego i wymagań, aby można było zaprojektować cel analityczny i wstępny plan działania.


      	Zrozumienie danych — tutaj głównymi zadaniami są zrozumienie danych i procesu ich pozyskiwania, testowanie jakości danych, a także uzyskiwanie wstępnych spostrzeżeń.


      	Przygotowanie danych — ten etap polega na przygotowaniu danych do analizy. Wiąże się z tym rozwiązanie kwestii brakujących wartości, wykrywanie i odpowiednie przetwarzanie elementów odstających, normalizowanie danych, a także inżynieria cech. Faza ta jest najbardziej czasochłonna dla analityków danych/danetyków.


      	Modelowanie — jest to najciekawsza część całego procesu, ponieważ to właśnie tutaj projektujemy model predykcyjny. Analityk musi najpierw wybrać technikę modelowania, a następnie opracować modele na podstawie danych.


      	Ocena — po przygotowaniu modelu należy ocenić i przetestować jego skuteczność na danych walidacyjnych i testowych za pomocą miar oceny modelu takich jak MSE, RMSE, R-kwadrat w przypadku regresji, a także wskaźników dokładności, precyzji, pełności i F1.


      	Wdrażanie — w tej ostatniej fazie model, który został wybrany na poprzednim etapie, zostanie wdrożony do środowiska produkcyjnego. Wymaga to pracy zespołowej danetyków, programistów, ekspertów DevOps i zawodowych biznesmenów.

    


    Na poniższym schemacie widzimy pełen cykl procesu CRISP-DM:
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    Standardowy proces kładzie nacisk na odkrywanie spostrzeżeń i przygotowywanie ich interpretacji w formie historyjek, natomiast proces KDD koncentruje się na odkrywaniu wzorów danych i ich wizualizowaniu. W procesie SEMMA skupiamy się na zadaniach tworzenia modelu, natomiast w procesie CRISP-DM najważniejsze są zrozumienie potrzeb biznesowych oraz wdrażanie. Wiemy już co nieco o procesach powiązanych z analizą danych, możemy więc teraz porównać analizę danych z danetyką, by określić występujące między nimi relacje i definiujące je różnice.


    Analiza danych a danetyka


    Analiza danych (ang. data analysis) jest procesem poznawania danych w celu odkrycia wzorów pomagających w podejmowaniu decyzji biznesowych. Stanowi ona jedną z dziedzin danetyki (ang. data science). Metody i narzędzia analizy danych są powszechnie stosowane w różnych kategoriach biznesowych przez analityków biznesowych, analityków danych i badaczy. Jej głównym celem jest zwiększanie produktywności i zysków. Analityk danych wydobywa i sprawdza dane z różnych źródeł, realizuje eksploracyjną analizę danych, wizualizuje dane, przygotowuje raporty i prezentuje je kadrom kierowniczym.


    Z kolei danetyka stanowi interdyscyplinarną dziedzinę wykorzystującą metody naukowe do wydobywania spostrzeżeń z danych ustrukturyzowanych i nieustrukturyzowanych. Składa się na nią wiele dziedzin, takich jak analiza danych, wydobywanie danych, uczenie maszynowe itp. Danetyka nie ogranicza się jedynie do eksploracyjnej analizy danych i jest stosowana w tworzeniu modeli i algorytmów predykcyjnych w takich kategoriach jak prognozy cen akcji, pogody, epidemii czy oszustw, a także rekomendacje filmów, książek czy muzyki.


    Role analityka danych i danetyka


    Analityk danych zbiera, filtruje, przetwarza i wykorzystuje wymagane pojęcia statystyczne do wyłapywania wzorów, trendów i spostrzeżeń z danych, a także przygotowuje raporty przeznaczone dla decydentów. Głównym zadaniem analityka danych jest pomaganie firmom w rozwiązywaniu problemów biznesowych za pomocą odkrytych wzorów i trendów. Analityk danych ocenia także jakość danych i rozwiązuje problemy związane z ich pozyskiwaniem. Osoba taka powinna być biegła w tworzeniu kwerend SQL-a, wyszukiwaniu wzorów, korzystaniu z narzędzi wizualizacji, a także stosowaniu narzędzi raportujących, takich jak Microsoft Power BI, IBM Cognos, Tableau, QlikView, Oracle BI itd.


    Danetycy są bardziej zorientowani matematycznie i technicznie od analityków danych. Są raczej nastawieni na kwestie badawcze i akademickie, natomiast analitycy danych są ukierunkowani użytkowo. Po danetyku oczekuje się, że będzie przewidywał przyszłe zdarzenia, z kolei analityk danych ma wydobywać przydatne spostrzeżenia z danych. Danetycy sami określają pytania, na jakie chcą odpowiedzieć, podczas gdy analitycy znajdują odpowiedzi na zadane pytania. Ostatnia różnica jest taka, że danetycy koncentrują się na tym, co się wydarzy, a analitycy danych skupiają się na tym, co już się wydarzyło. Możemy podsumować obydwie role za pomocą poniższej tabeli:


    
      
        
        
        
      

      
        
          	
            Cechy

          

          	
            Danetyk

          

          	
            Analityk danych

          
        


        
          	
            Zadanie

          

          	
            Przewidywanie przyszłych zdarzeń i scenariuszy na podstawie danych

          

          	
            Odkrywanie przydatnych spostrzeżeń w danych

          
        


        
          	
            Rola

          

          	
            Formułowanie pytań, które mogą być korzystne dla firmy

          

          	
            Uzyskiwanie odpowiedzi na zadane pytania w celu podejmowania decyzji

          
        


        
          	
            Typ danych

          

          	
            Pracuje zarówno na danych ustrukturyzowanych, jak i nieustrukturyzowanych

          

          	
            Pracuje jedynie na danych ustrukturyzowanych

          
        


        
          	
            Programowanie

          

          	
            Zaawansowane

          

          	
            Podstawowe

          
        


        
          	
            Umiejętności

          

          	
            Znajomość statystyki, algorytmów uczenia maszynowego, przetwarzania języka naturalnego i uczenia głębokiego

          

          	
            Znajomość statystyki, baz danych SQL i wizualizacji danych

          
        


        
          	
            Narzędzia

          

          	
            R, Python, SAS, Hadoop, Spark, TensorFlow i Keras

          

          	
            Excel, SQL, R, Tableau i QlikView

          
        

      
    


    Poznaliśmy definicję analityka danych i danetyka, a także występujące między nimi różnice, możemy więc przyjrzeć się teraz różnym umiejętnościom wymaganym do tego, aby zostać jednym z nich.


    Umiejętności analityka danych oraz danetyka


    Analityk danych odkrywa spostrzeżenia w danych i tworzy z nich wartość. Dzięki temu osoby podejmujące decyzje poznają stan firmy. Analityk danych musi posiadać następujące umiejętności:


    
      	Eksploracyjna analiza danych (ang. Exploratory Data Analysis — EDA) — EDA jest kluczową umiejętnością analityka danych. Pomaga ona podczas wyszukiwania wzorów w danych, testowania hipotez i potwierdzania założeń.


      	Relacyjne bazy danych — obowiązkowa jest znajomość przynajmniej jednego narzędzia relacyjnych baz danych, takiego jak MySQL czy Postgre. Niezbędna jest znajomość języka SQL podczas pracy na relacyjnych bazach danych.


      	Narzędzia wizualizacji i analityki biznesowej — obraz mówi więcej niż tysiąc słów. Obrazy mają olbrzymi wpływ na ludzi i za ich pomocą można łatwo oraz precyzyjnie przekazywać spostrzeżenia. Takie narzędzia jak Tableau, QlikView, MS Power BI czy IBM Cognos pomagają analitykom wizualizować dane i przygotowywać raporty.


      	Arkusz kalkulacyjny — znajomość aplikacji MS Excel, WPS, Libra lub Google Sheets jest wymagana do przechowywania danych i zarządzania nimi w formie tabelarycznej.


      	Umiejętność opowiadania historyjek i przygotowywania prezentacji — sztuka opowiadania historyjek jest kolejną obowiązkową umiejętnością. Analityk danych powinien potrafić po mistrzowsku łączyć fakty z ideą lub zdarzeniem i przekształcać je w historyjki.

    


    Z kolei głównym zadaniem danetyka jest rozwiązywanie problemów za pomocą danych. W tym celu musi on znać potrzeby klienta, badany obszar, przestrzeń problemów i upewnić się, że klient otrzyma dokładnie to, czego rzeczywiście potrzebuje. Zadania realizowane przez danetyka różnią się w poszczególnych firmach. W niektórych firmach przydaje się analityk danych, a stanowisko danetyka jest tworzone jedynie na pokaz. Pewne firmy pod nazwą tego stanowiska łączą zadania analityka danych z zadaniami inżyniera danych; w innych natomiast przydzielają osoby na tym stanowisku do zadań uczenia maszynowego i wizualizacji danych.


    Zadania danetyka różnią się pomiędzy firmami. Niektóre przedsiębiorstwa zatrudniają danetyków jako sławnych analityków danych i łączą ich obowiązki z obowiązkami inżynierów danych. W innych firmach zajmują się oni skomplikowanymi wizualizacjami danych.


    Danetyk musi być złotą rączką i umieć dopasowywać się do różnych ról, również analityka danych, statystyka, matematyka, programisty, inżyniera uczenia maszynowego lub przetwarzania języka naturalnego. Niewiele jest osób, które są ekspertami lub mają wystarczające umiejętności w każdej z tych ról. Poza tym wyrobienie umiejętności na wystarczającym poziomie wymaga mnóstwa wysiłku i cierpliwości. Z tego właśnie powodu nie można zostać danetykiem w trzy miesiące czy pół roku. Uczenie się danetyki jest podróżą samą w sobie. Danetyk musi posiadać wszechstronny szereg umiejętności, w tym takie jak:


    
      	Matematyka i statystyka — większość algorytmów uczenia maszynowego ma podstawy w matematyce i statystyce. Znajomość matematyki pomaga danetykom tworzyć nieszablonowe rozwiązania.


      	Bazy danych — znajomość języka SQL pozwala danetykom oddziaływać z bazami danych i gromadzić dane używane w predykcji i rekomendacjach.


      	Uczenie maszynowe — znajomość technik nadzorowanego uczenia maszynowego, takich jak analiza regresyjna, techniki klasyfikacji, a także technik nienadzorowanego uczenia maszynowego, np.: analiza skupień, wykrywanie elementów odstających czy redukcja wymiarowości.


      	Umiejętności programistyczne — umiejętność programowania pomaga danetykom w automatyzacji sugerowanych rozwiązań. Zalecana jest znajomość języków Python i R.


      	Umiejętność opowiadania historyjek i przygotowywania prezentacji — przekazywanie wyników w postaci historyjek za pomocą prezentacji PowerPointa.


      	Technologia danych wielkoskalowych (ang. Big Data) — znajomość platform danych wielkoskalowych, takich jak Hadoop czy Spark, pomaga danetykom projektować rozwiązania dla bardzo dużych firm.


      	Narzędzia uczenia głębokiego — narzędzia uczenia głębokiego, takie jak biblioteki TensorFlow czy Keras, stosowane są w zadaniach przetwarzania języka naturalnego i przetwarzania obrazów.

    


    Oprócz tych umiejętności przydatna jest także znajomość pakietów/narzędzi do ekstrakcji danych z różnych źródeł internetowych, a także struktur aplikacji sieciowych, takich jak Flask czy Django, do projektowania prototypowych rozwiązań. Umiejętności te cechują najlepszych danetyków.


    Znamy już cechy analizy danych i danetyki, możemy więc przejść do podstawowej konfiguracji wymaganej do rozpoczęcia przygody z analizą danych. W następnym podrozdziale omawiamy proces instalacji Pythona.


    Instalacja środowiska Python 3


    Plik instalacyjny środowiska Python 3 można bez trudu pobrać z oficjalnej strony projektu (https://www.python.org/downloads/) na systemy Windows, Linux i macOS w wersjach 32- i 64-bitowej. Po pobraniu instalatora wystarczy kliknąć go dwukrotnie. Dostępne jest również środowisko programistyczne IDE o nazwie IDLE, które można wykorzystać w celach edukacyjnych. W kolejnych punktach zajmiemy się opisem instalacji Pythona w poszczególnych systemach operacyjnych.


    Instalacja i konfigurowanie Pythona w systemie Windows


    Opisywane w dalszej części książki informacje bazują na środowisku Python 3. Wszystkie omawiane listingi zostały napisane w tej wersji środowiska, dlatego należy ją zainstalować, aby móc zabrać się za pisanie kodu. Python jest otwartym, łatwo dostępnym i bezpłatnym językiem programowania. Jest także objęty licencją umożliwiającą korzystanie w celach komercyjnych. Istnieje wiele implementacji Pythona, w tym również implementacje i dystrybucje komercyjne. W tej książce koncentrujemy się na standardowej implementacji Pythona, która jest kompatybilna z biblioteką NumPy.


    
      Wersja 3.9.x Pythona jest dostępna do pobrania na stronie https://www.python.org/downloads/. Znajdziesz tu pliki instalacyjne dla systemów Windows, Linux, macOS i innych. Pod adresem https://docs.python.org/3.9/using/index.html znajdziesz instrukcje (po angielsku) instalacji i korzystania z Pythona w różnych systemach operacyjnych.

    


    Upewnij się, że masz zainstalowany Python w wersji co najmniej 3.5.x. Termin zakończenia wsparcia wersji 2.7 został przesunięty z 2015 r. na 2020 r. i nie należy już jej instalować.


    W naszej wirtualnej maszynie z systemem Windows 10 zainstalowaliśmy środowisko Python 3.8.3 (https://www.python.org/ftp/python/3.8.3/python-3.8.3.exe).


    Instalacja i konfigurowanie Pythona w Linuksie


    Instalacja Pythona w Linuksie jest zdecydowanie łatwiejsza niż w innych systemach operacyjnych. Aby zainstalować najważniejsze biblioteki, wpisz następujące polecenie w wierszu poleceń:

    $ pip3 install numpy scipy pandas matplotlib jupyter notebook




    Jeżeli nie masz wystarczających uprawnień na danym komputerze, być może będziesz musiał najpierw skorzystać z polecenia sudo.


    Instalacja i konfigurowanie Pythona w systemie macOS za pomocą instalatora graficznego


    Środowisko Python można zainstalować za pomocą pliku instalacyjnego dostępnego na oficjalnej stronie projektu Python. W przypadku systemu macOS adres pliku instalacyjnego jest następujący: https://www.python.org/downloads/mac-osx/. Znajdziesz tu także środowisko IDE o nazwie IDLE, służące do celów edukacyjnych.


    Instalacja i konfigurowanie Pythona w systemie macOS za pomocą menedżera Homebrew


    W przypadku systemów z rodziny macOS możesz zainstalować Pythona z poziomu menedżera pakietów Homebrew. W ten sposób programiści, badacze i naukowcy mogą w łatwy sposób instalować wymagane aplikacje. Polecenie brew install służy do instalacji zarówno aplikacji, np. Python 3, jak również dodatkowych pakietów Pythona, takich jak NLTK czy spaCy.


    Aby zainstalować bieżącą wersję Pythona, wpisz w Terminalu następujące polecenie:

    $ brew install python3




    Po zainstalowaniu Pythona możesz sprawdzić jego wersję w następujący sposób:

    $ python3 --version



    Python 3.7.4




    Możesz także otworzyć powłokę Pythona z poziomu wiersza poleceń za pomocą poniższego polecenia:

    $ python3




    Skoro umiemy już zainstalować Pythona w systemie operacyjnym, zajmijmy się teraz właściwymi narzędziami używanymi w analizie danych.


    Oprogramowanie używane w tej książce


    Przyjrzyjmy się oprogramowaniu używanemu w tej książce. Będziemy posługiwać się tu środowiskiem IDE do analizowania danych. Zanim jednak je zainstalujemy, wyjaśnijmy dokładniej, czym ono jest.


    Program napisany w Pythonie można bez problemu uruchomić w systemie mającym zainstalowany ten język. Możemy napisać program w Notatniku i uruchomić go z poziomu wiersza poleceń. Możemy także pisać i uruchamiać programy pythonowe w różnych środowiskach IDE, takich jak Jupyter Notebook, Spyder czy PyCharm. Anaconda jest bezpłatnym, otwartym pakietem zawierającym różnorakie środowiska IDE umożliwiające manipulowanie danymi, a także kilka bibliotek przeznaczonych do analizy danych, np.: NumPy, SciPy, pandas, scikit-learn. Pobranie i instalacja Anacondy nie nastręczają większych problemów:


    
      	Pobierz instalator ze strony https://www.anaconda.com/products/individual.


      	Wybierz używany system operacyjny.


      	Z sekcji Python 3.8 wybierz wersję 32- lub 64-bitową i pobierz ją.


      	Kliknij dwukrotnie pobrany plik, aby rozpocząć proces instalacji.


      	Po zakończeniu instalacji możesz poszukać swojego programu w menu Start lub uruchomić Anacondę.

    


    Anaconda zawiera również aplikację graficzną Anaconda Navigator, z której poziomu możemy uruchamiać takie programy jak Jupyter Notebook, Spyder, RStudio, Visual Studio Code czy JupyterLab:


    [image: ]


    Przyjrzyjmy się teraz powłokowemu środowisku obliczeniowemu IPython, które jest używane w analizie danych.


    Używanie aplikacji IPython jako powłoki


    IPython jest interaktywną powłoką stanowiącą odpowiednik interaktywnego środowiska obliczeniowego, takiego jak Matlab czy Mathematica. Powłoka ta została utworzona z myślą o przeprowadzaniu szybkich eksperymentów. Stanowi bardzo przydatne narzędzie w rękach profesjonalistów wykonujących drobne eksperymenty.


    Powłoka IPython ma następujące cechy:


    
      	łatwy dostęp do poleceń systemowych,


      	łatwa edycja wpisywanych poleceń,


      	uzupełnianie poleceń, ułatwiające wyszukiwanie poleceń i przyspieszające pracę,


      	historia poleceń, umożliwiająca przeglądanie wcześniej wpisanych poleceń,


      	łatwe uruchamianie zewnętrznych skryptów Pythona,


      	łatwe usuwanie błędów za pomocą wbudowanego debuggera.

    


    Przekonajmy się na własnej skórze, jak działa IPython. Aby go uruchomić, wpisz następujące polecenie w wierszu poleceń:

    $ ipython3




    Po wpisaniu tego polecenia Twoim oczom ukaże się następujące okno:


    [image: Obraz zawierający tekst  Opis wygenerowany automatycznie]


    Sprawdźmy niektóre możliwości oferowane przez powłokę IPython:


    
      	Historia poleceń — za pomocą polecenia history możemy sprawdzić listę uprzednio wpisywanych poleceń. Poniższy rysunek prezentuje wynik wpisania tego polecenia:

    


    [image: Obraz zawierający tekst  Opis wygenerowany automatycznie]


    
      	Polecenia systemowe — możemy także uruchamiać polecenia systemowe z poziomu powłoki IPython poprzez wstawienie na początku wykrzyknika (!). W takim przypadku polecenie wprowadzone po tym znaku będzie traktowane jako polecenie systemowe. Na przykład za pomocą polecenia !date wyświetlimy bieżącą datę systemową, natomiast polecenie !pwd wyświetla bieżący katalog roboczy:
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      	Pisanie funkcji — możemy pisać tu funkcje tak samo jak w każdym innym środowisku IDE, np.: Jupyter Notebook, Python IDLE, PyCharm czy Spyder. Spójrzmy na przykładową funkcję:
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        Wyjście z powłoki — możesz opuścić powłokę IPython za pomocą polecenia exit():

        [image: Obraz zawierający tekst  Opis wygenerowany automatycznie]


        Możesz także dokonać tego, wpisując polecenie quit() lub wciskając kombinację klawiszy CTRL+D:


        [image: Obraz zawierający tekst  Opis wygenerowany automatycznie]

      

    


    W tym punkcie poznaliśmy kilka podstawowych poleceń dostępnych w powłoce IPython. Sprawdźmy teraz, do czego służy dostępne w niej polecenie help.


    Odczytywanie stron podręcznika


    W powłoce IPython możemy otworzyć listę dostępnych poleceń za pomocą polecenia help. Nie musimy wpisywać pełnej nazwy funkcji. Wystarczy wprowadzić kilka pierwszych znaków i wcisnąć klawisz Tab, a powłoka uzupełni poszukiwane słowo. Użyjmy np. funkcji arrange(). Informacje o funkcjach możemy uzyskać na dwa sposoby:


    
      	Za pomocą polecenia help — wpisz polecenie help i kilka pierwszych liter funkcji. Wciśnij następnie klawisz Tab, wybierz właściwą funkcję za pomocą kursora i wciśnij Enter:
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      	Za pomocą pytajnika — możesz wprowadzić znak zapytania po nazwie funkcji. Poniżej został zaprezentowany przykład:
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    W tym punkcie poznaliśmy znaczenie polecenia help i pytajnika w uzyskiwaniu informacji na temat funkcji. Możemy również uzyskać pomoc dzięki dokumentacji bibliotek. Nauczmy się pozyskiwać dokumentację związaną z bibliotekami analizy danych w Pythonie.


    Źródła informacji na temat bibliotek analizy danych w Pythonie


    Poniższa tabela zawiera adresy dokumentacji omówionych w tym rozdziale bibliotek analizy danych Pythona:


    
      
        
        
      

      
        
          	
            Pakiety/oprogramowanie

          

          	
            Adres

          
        


        
          	
            NumPy

          

          	
            https://numpy.org/doc/

          
        


        
          	
            SciPy

          

          	
            https://docs.scipy.org/doc/

          
        


        
          	
            pandas

          

          	
            https://pandas.pydata.org/docs/

          
        


        
          	
            Matplotlib

          

          	
            https://matplotlib.org/3.2.1/contents.html

          
        


        
          	
            seaborn

          

          	
            https://seaborn.pydata.org/

          
        


        
          	
            scikit-learn

          

          	
            https://scikit-learn.org/stable/

          
        


        
          	
            Anaconda

          

          	
            https://www.anaconda.com/products/individual

          
        

      
    


    Wiele odpowiedzi na zagadnienia programistyczne w Pythonie związane z bibliotekami NumPy, SciPy, pandas, Matplotlib, seaborn i scikit-learn znajdziesz w serwisie StackOverflow. Z kolei problemy z ich działaniem możesz zgłaszać w serwisie GitHub.


    Korzystanie z aplikacji JupyterLab


    JupyterLab to nowej generacji sieciowy interfejs użytkownika. Stanowi on połączenie narzędzi analizy danych i uczenia maszynowego, takich jak edytor tekstu, notatniki, konsole kodu i terminale. Jest to elastyczne i potężne narzędzie, które powinno się znajdować w arsenale każdego analityka danych:
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    Możesz zainstalować JupyterLab za pomocą poleceń conda, pip lub pipenv.


    Instalacja za pomocą polecenia conda wygląda następująco:

    $ conda install -c conda-forge jupyterlab




    Za pomocą polecenia pip:

    $ pip install jupyterlab




    Z kolei za pomocą polecenia pipenv:

    $ pipenv install jupyterlab




    W tym podrozdziale nauczyliśmy się instalować aplikację JupyterLab. Przejdźmy teraz do aplikacji Jupyter Notebook.


    Stosowanie aplikacji Jupyter Notebook


    Jupyter Notebook jest aplikacją sieciową wykorzystywaną do tworzenia notatników analizy danych, zawierających listingi, tekst, rysunki, odnośniki, równania matematyczne i wykresy. Od pewnego czasu dostępna jest również nowa generacja tej aplikacji o nazwie JupyterLab. Liczne przykłady notatników Jupyter znajdziesz pod następującymi adresami:


    
      	https://github.com/jupyter/jupyter/wiki/A-gallery-of-interesting-Jupyter-Notebooks,


      	https://nbviewer.jupyter.org/.

    


    Notatniki te są często wykorzystywane w celach edukacyjnych lub do demonstrowania oprogramowania napisanego w Pythonie. Możemy importować lub eksportować notatniki za pomocą standardowego kodu Pythona lub przy użyciu wyspecjalizowanego formatu notatników. Można je uruchamiać lokalnie lub udostępniać sieciowo przez uruchomienie serwera notatników. Niektóre serwisy, takie jak Wakari, PiCloud czy Google Colaboratory, umożliwiają obsługę notatników w chmurze.


    Słowo Jupyter stanowi akronim utworzony ze słów Julia, Python i R. Początkowo aplikacja ta została utworzona z myślą o tych trzech językach, obecnie jednak jest rozbudowana o obsługę wielu innych języków, takich jak C, C++, Scala, Perl, Go, PySpark czy Haskell:
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    Jupyter Notebook oferuje następujące możliwości:


    
      	edytowanie kodu w przeglądarce z uwzględnieniem właściwych wcięć wierszy,


      	wykonywanie kodu z poziomu przeglądarki,


      	wyświetlanie wyników w przeglądarce,


      	wyświetlanie wykresów, obrazów i filmów w komórkach wynikowych,


      	eksportowanie listingów do formatów PDF, HTML, LaTeX, a także plików Pythona.

    


    Możemy także używać Pythona w wersjach 2 i 3 w aplikacji Jupyter Notebook; wystarczy wpisać poniższe polecenia w wierszu zachęty Anacondy:

    # Python 2.7



    conda create -n py27 python=2.7 ipykernel



    # Python 3.5



    conda create -n py35 python=3.5 ipykernel




    Znamy już różne przydatne narzędzia oraz biblioteki, a także zainstalowaliśmy Pythona, przejdźmy więc do bardziej zaawansowanych funkcji najczęściej używanej aplikacji, czyli Jupyter Notebook.


    Zaawansowane funkcje aplikacji Jupyter Notebook


    Aplikacja Jupyter Notebook zawiera wiele przydatnych funkcji, takich jak skróty klawiszowe, możliwość instalacji innych jąder, wykonywanie poleceń powłoki, a także stosowanie różnych rozszerzeń przyspieszających analizę danych. Przyjrzyjmy się kolejno tym funkcjom.


    Skróty klawiszowe


    Wszystkie skróty klawiszowe dostępne w aplikacji Jupyter Notebook zostaną wyświetlone po wciśnięciu opcji Keyboard Shortcuts w menu Help lub po wciśnięciu kombinacji klawiszy Cmd+Shift+P. Pojawi się okno zawierające listę skrótów klawiszowych wraz z ich krótkim opisem. Jest to bardzo przydatna funkcja, gdy wyleci nam z głowy jakiś ważny skrót:
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    Instalowanie innych jąder


    Aplikacja Jupyter Notebook może wykorzystywać jądra różnych języków. W Anacondzie utworzenie środowiska obsługującego określony język nie stanowi żadnego wyzwania. Możesz np. wyznaczyć jądro języka R w następujący sposób:

    $ conda install -c r r-essentials




    W ten sposób w dostępnych jądrach powinno się pojawić jądro R, tak jak zaprezentowano poniżej:
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    Realizowanie poleceń powłoki


    Użytkownicy aplikacji Jupyter Notebook mogą w niej wykonywać polecenia powłoki systemów Unix i Windows. Powłoka stanowi interfejs umożliwiający komunikację z komputerem. Użytkownik musi przed danym poleceniem wstawić wykrzyknik (!):
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    Rozszerzenia


    Rozszerzenia notatników (ang. notebook extensions — nbextensions) dodają pewne funkcje do standardowych notatników Jupyter. Funkcje te usprawniają interfejs oraz poprawiają doświadczenie użytkownika. Można z łatwością wybrać interesujące nas rozszerzenia w zakładce NBextensions.


    Aby zainstalować rozszerzenie aplikacji Jupyter Notebook za pomocą menedżera conda, wpisz następujące polecenie:

    conda install -c conda-forge jupyter_nbextensions_configurator




    Możemy dokonać tego samego również za pomocą menedżera pip:

    pip install jupyter_contrib_nbextensions && jupyter contrib nbextension install




    Jeżeli w przypadku systemu macOS pojawiają się błędy uprawnień, użyj poniższego polecenia:

    pip install jupyter_contrib_nbextensions && jupyter contrib nbextension install --user




    Wszystkie modyfikowalne rozszerzenia będą umieszczone w osobnej zakładce, tak jak widać poniżej:
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    Przyjrzyjmy się teraz kilku przydatnym rozszerzeniom Jupyter Notebook:


    
      	Hinterland — dodaje menu autouzupełniania każdego znaku wpisywanego do komórki i działa podobnie jak PyCharm:
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      	Spis treści (Table of Contents) — rozszerzenie to pokazuje wszystkie nagłówki w panelu bocznym lub w menu nawigacji. Można zmieniać rozmiar tego panelu, przenosić go, minimalizować i dokować w wybranym miejscu:
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