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    Wprowadzenie


    [image: ]Żyjemy w świecie technologii informatycznych (IT), w którym systemy komputerowe gromadzą ogromne ilości danych, przetwarzają je i wydobywają z nich użyteczne informacje. Ta rzeczywistość oparta na danych wpływa nie tylko na sposób działania nowoczesnych firm, ale także na nasze codzienne życie. Bez licznych urządzeń i systemów wykorzystujących technologie oparte na danych wielu z nas trudno byłoby utrzymać kontakt ze społeczeństwem. Mobilne mapy i nawigacja, internetowe zakupy i inteligentne urządzenia domowe to tylko niektóre z typowych przykładów technologii opartych na danych używanych powszechnie w codziennym życiu.


    W świecie biznesu firmy nierzadko stosują systemy informatyczne do podejmowania decyzji poprzez pozyskiwanie użytecznych informacji z ogromnych ilości danych. Dane te mogą pochodzić z różnych źródeł, być zapisywane w różnych formatach i zanim będą gotowe do analizy, mogą wymagać przekształcenia. Na przykład wiele firm prowadzących działalność w internecie wykorzystuje analizę danych do pozyskiwania i utrzymywania klientów, gromadząc i mierząc wszystko, co mogą, aby modelować i zrozumieć zachowanie swoich użytkowników. Zwykle łączą i analizują zarówno ilościowe, jak i jakościowe dane o tych użytkownikach otrzymywane z wielu źródeł, takich jak profile użytkowników, media społecznościowe i witryny firmowe. Często wszystkie te zadania są wykonywane przy użyciu języka programowania Python.


    Ta książka stanowi wprowadzenie do świata danych pozyskiwanych, przetwarzanych i analizowanych przy użyciu Pythona, nie naraża jednak czytelnika na kontakt z akademickim żargonem czy nadmierną złożonością. Dzięki lekturze nauczy się on stosować Pythona do tworzenia aplikacji zorientowanych na dane; zamieszczone w niej przykłady obejmują np.: kod dostarczający dane dla usługi współdzielenia pojazdów, generowanie rekomendacji produktów, przewidywanie trendów giełdowych. Dzięki takim przykładom, zaczerpniętym z rzeczywistego świata, zdobędzie praktyczne doświadczenia w korzystaniu z kluczowych bibliotek Pythona związanych z zagadnieniami nauki o danych.


    Stosowanie Pythona w nauce o danych


    Łatwy w użyciu język programowania Python jest idealnym wyborem do uzyskiwania dostępu do dowolnego rodzaju danych, manipulowania nimi i analizowania ich. Zawiera zarówno bogaty zestaw wbudowanych struktur danych do wykonywania podstawowych operacji, jak i solidny ekosystem bibliotek typu open source przeznaczonych do analizy danych i manipulowania nimi na dowolnym poziomie złożoności. W tej książce poznasz wiele takich bibliotek, w tym: NumPy, pandas, scikit-learn, Matplotlib i inne.


    W Pythonie można pisać zwięzły i intuicyjny kod przy minimalnym nakładzie czasu i wysiłku, wyrażając większość koncepcji w zaledwie kilku wierszach kodu. W rzeczywistości zwinna składnia Pythona pozwala zaimplementować kilka operacji na danych w jednym wierszu kodu. Przykładowo: kod mieszczący się w jednym wierszu bez trudu może filtrować, przekształcać i agregować dane.


    Jako język ogólnego przeznaczenia Python nadaje się do wielu zadań. Podczas pracy z Pythonem można płynnie integrować naukę o danych z innymi zadaniami, aby tworzyć w pełni funkcjonalne, wszechstronne aplikacje. Na przykład można zbudować aplikację bota tworzącą prognozy giełdowe w odpowiedzi na żądania użytkowników zapisywane w języku naturalnym. Potrzebny jest do tego interfejs API bota, model uczenia maszynowego do tworzenia prognoz oraz narzędzie do przetwarzania języka naturalnego (NLP) używane do obsługi interakcji z użytkownikami. Istnieją potężne biblioteki Pythona dla każdego z tych zadań.


    Kto powinien przeczytać tę książkę?


    Ta książka jest przeznaczona dla programistów, którzy chcą lepiej zrozumieć możliwości Pythona w zakresie przetwarzania i analizy danych. Być może pracujesz w firmie, która chce wykorzystać dane do usprawniania procesów biznesowych, podejmowania lepszych decyzji i docierania do większej liczby klientów. A może chcesz opracować własne aplikacje oparte na danych lub po prostu poszerzyć wiedzę na temat możliwości stosowania Pythona w dziedzinie nauki o danych.


    Książka zakłada, że zdobyłeś pewne podstawowe doświadczenie z Pythonem i że nie masz problemów z wykonywaniem poleceń opisywanych w instrukcjach i dotyczących takich czynności jak instalacja bazy danych lub uzyskanie klucza API. Jednak prezentowane tu koncepcje nauki o danych w kontekście Pythona są opisane od podstaw i poparte praktycznymi przykładami, które zostały dokładnie wyjaśnione. Będziesz uczyć się poprzez działanie, bez konieczności posiadania wcześniejszych doświadczeń związanych z operacjami na danych.


    Zawartość książki


    Książka rozpoczyna się od koncepcyjnego wprowadzenia do przetwarzania i analizy danych, wyjaśniając typowy potok przetwarzania danych. Potem opisane zostaną wbudowane struktury danych Pythona i niektóre biblioteki Pythona i innych firm, szeroko stosowane w aplikacjach i zagadnieniach nauki o danych. Następnie prezentowane będą coraz bardziej wyrafinowane techniki pozyskiwania, łączenia, agregowania, grupowania, analizowania i wizualizowania zestawów danych o różnych rozmiarach i typach. W dalszej części książki zastosujemy techniki nauki o danych w Pythonie do rzeczywistych przypadków użycia, zaczerpniętych ze świata zarządzania biznesem, marketingu i finansów. Każdy rozdział zawiera podrozdział „Ćwiczenia”, który pomoże Ci przećwiczyć i utrwalić to, czego właśnie się nauczyłeś.


    Oto przegląd tego, co znajdziesz w poszczególnych rozdziałach.


    Rozdział 1., „Podstawowe informacje o danych”


    Zapewnia bazową wiedzę konieczną do zrozumienia podstaw pracy z danymi. Dowiesz się w nim, że istnieją różne kategorie danych, w tym dane strukturalne, niestrukturalne i częściowo strukturalne. Następnie przedstawione zostaną etapy typowego procesu analizy danych.


    Rozdział 2., „Struktury danych w Pythonie”


    Przedstawia cztery wbudowane struktury danych Pythona: listy, słowniki, krotki i zbiory. Zobaczysz w nim, jak używać każdej z nich oraz jak je łączyć w bardziej złożone struktury, które mogą reprezentować rzeczywiste obiekty.


    Rozdział 3., „Biblioteki Pythona używane w zagadnieniach nauki o danych”


    Omawia solidny ekosystem bibliotek Pythona służących do analizy danych i manipulowania nimi. Poznasz w nim bibliotekę pandas i jej podstawowe struktury danych: obiekty Series i DataFrame, które stały się de facto standardem dla aplikacji Pythona zorientowanych na dane. Poznasz również biblioteki NumPy i scikit-learn, które także są często wykorzystywane w zastosowaniach z zakresu nauki o danych.


    Rozdział 4., „Korzystanie z danych z plików i API”


    Zawiera szczegółowe informacje dotyczące pozyskiwania danych i wczytywania ich do skryptów. Nauczysz się w nim pobierać dane z różnych źródeł, takich jak pliki i interfejsy API, i zapisywać je w strukturach danych Pythona w celu dalszego przetwarzania.


    Rozdział 5., „Korzystanie z baz danych”


    Kontynuuje prezentację zagadnień dotyczących importowania danych do skryptów Pythona, w tym problematykę korzystania z baz danych. Przyjrzysz się w nim przykładom dostępu do danych i manipulowania danymi przechowywanymi w bazach danych różnych typów, w tym w bazach relacyjnych, takich jak MySQL, i bazach NoSQL, takich jak MongoDB.


    Rozdział 6., „Agregacja danych”


    Prezentuje zagadnienia podsumowywania danych poprzez sortowanie ich w grupy i wykonywanie obliczeń agregujących. Nauczysz się w nim używać biblioteki pandas do grupowania danych i tworzenia sum częściowych, sum całkowitych oraz do agregowania danych.


    Rozdział 7., „Łączenie zbiorów danych”


    Obejmuje sposoby łączenia danych z różnych źródeł w jeden zestaw. Poznasz w nim techniki, których programiści SQL używają do łączenia tabel bazy danych, i zastosujesz je do wbudowanych struktur danych Pythona, tablic NumPy i obiektów DataFrame biblioteki pandas.


    Rozdział 8., „Tworzenie wizualizacji”


    Omawia wizualizacje jako najbardziej naturalny sposób na ujawnienie ukrytych wzorców w danych. Poznasz różne rodzaje wizualizacji, takie jak wykresy liniowe, słupkowe i histogramy, a także zobaczysz, jak je tworzyć przy użyciu Matplotlib — biblioteki Pythona służącej do tworzenia wykresów. Wykorzystasz również bibliotekę Cartopy do generowania map.


    Rozdział 9., „Analizowanie danych o lokalizacji”


    Wyjaśnia, jak pracować z danymi lokalizacyjnymi przy użyciu bibliotek geopy i Shapely. Poznasz w nim sposoby uzyskiwania i wykorzystywania współrzędnych GPS zarówno dla obiektów stacjonarnych, jak i ruchomych, a także przeanalizujesz rzeczywisty przykład pokazujący, jak usługa współdzielenia pojazdów może zidentyfikować najlepszy samochód dla konkretnego zadania.


    Rozdział 10., „Analizowanie danych z szeregów czasowych”


    Przedstawia niektóre techniki analizy, których można używać do przetwarzania danych szeregów czasowych w celu wyodrębnienia z nich znaczących statystyk. Przykłady w tym rozdziale ilustrują, w jaki sposób analiza danych szeregów czasowych może być stosowana do analizy danych giełdowych.


    Rozdział 11., „Wyciąganie wniosków na podstawie danych”


    Bada strategie wyciągania wniosków na podstawie danych w celu podejmowania świadomych decyzji. Na przykład dowiesz się w nim, jak odkrywać powiązania między produktami sprzedawanymi w supermarkecie, aby określić, które grupy produktów są często kupowane razem w ramach jednej transakcji (co jest przydatne do generowania rekomendacji i przygotowywania promocji).


    Rozdział 12., „Uczenie maszynowe w nauce o danych”


    Obejmuje wykorzystanie biblioteki scikit-learn do zaawansowanych zadań analizy danych. Nauczysz się w nim trenować modele uczenia maszynowego, aby klasyfikować recenzje produktów według ich ocen w gwiazdkach i przewidywać trendy w notowaniach akcji.
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    Podstawowe informacje o danych


    [image: ]Dane oznaczają różne rzeczy dla różnych ludzi: inwestor giełdowy może myśleć o danych jako o notowaniach przesyłanych w czasie rzeczywistym, podczas gdy inżynierowi z NASA mogą się one kojarzyć z sygnałami pochodzącymi z łazika marsjańskiego. Jeśli jednak chodzi o przetwarzanie i analizę danych, te same lub podobne podejścia i techniki mogą być stosowane do różnych zbiorów danych niezależnie od ich pochodzenia. Liczy się tylko to, jaka jest postać (struktura) danych.


    Ten rozdział stanowi koncepcyjne wprowadzenie do przetwarzania i analizy danych. Najpierw przyjrzymy się głównym kategoriom danych, z którymi możesz mieć do czynienia, i poznamy typowe źródła danych. Następnie przeanalizujemy kroki składające się na typowy potok przetwarzania danych (czyli faktyczny proces uzyskiwania, przygotowywania i analizowania danych). Na koniec przeanalizujemy unikalne zalety Pythona jako narzędzia do nauki o danych.


    Kategorie danych


    Programiści dzielą dane na trzy główne kategorie: dane niestrukturalne, strukturalne i częściowo strukturalne. W potoku przetwarzania danymi źródłowymi są zazwyczaj dane niestrukturalne; na ich podstawie tworzone są dane strukturalne lub częściowo strukturalne wykorzystywane w dalszej pracy. Istnieją także potoki, które używają danych strukturalnych od samego początku. Na przykład aplikacja przetwarzająca lokalizacje geograficzne może otrzymywać dane strukturalne bezpośrednio z odbiorników GPS. Poniżej omówiono trzy główne kategorie danych, a także dane szeregów czasowych — specjalny rodzaj danych, które mogą być danymi strukturalnymi lub częściowo strukturalnymi.


    Dane niestrukturalne


    Dane niestrukturalne to dane bez wstępnie zdefiniowanego systemu organizacyjnego lub schematu. Jest to najbardziej rozpowszechniona forma danych, których typowymi przykładami mogą być obrazy, filmy, dźwięki i teksty zapisywane w języku naturalnym. Aby przyjrzeć się takim danym, rozważmy następujące sprawozdanie finansowe hipotetycznej firmy farmaceutycznej:

    W dniu 2021-01-07 notowania akcji GoodComp wzrosły aż o 8,2% po tym, jak firma ogłosiła pozytywne wyniki wczesnego etapu badań swojej szczepionki.


    Tekst ten jest uważany za dane niestrukturalne, ponieważ zawarte w nim informacje nie są zorganizowane według predefiniowanego schematu. Zamiast tego są one losowo rozmieszczone w całym zdaniu. Samo zdanie można zapisać na wiele różnych sposobów, przekazując w nim te same informacje. Na przykład:

    Po opublikowaniu 7 stycznia 2021 r. pozytywnych wyników badań szczepionki, które wciąż znajdują się na wczesnym etapie, notowania akcji GoodComp wzrosły o 8,2%.


    Pomimo braku struktury dane niestrukturalne mogą zawierać ważne informacje, które można wyodrębnić i przekonwertować na postać danych strukturalnych lub częściowo strukturalnych, wykonując w tym celu odpowiednie etapy przekształcania i analizy. Na przykład narzędzia do rozpoznawania obrazów najpierw konwertują zbiór pikseli w obrazie na zestaw danych o predefiniowanym formacie, a następnie analizują te dane w celu zidentyfikowania treści widocznych na obrazie. W następnym punkcie rozdziału pokażę, jak nadać strukturę danym wyodrębnionym z przedstawionego sprawozdania finansowego.


    Dane strukturalne


    Dane strukturalne mają predefiniowany format, który określa sposób ich organizacji. Takie dane są zwykle przechowywane w repozytorium, takim jak relacyjna baza danych lub zwyczajny plik .csv (ang. comma-separated values — wartości rozdzielone przecinkami). Dane wprowadzane do takiego repozytorium nazywane są rekordami (ang. records), a informacje w nich zawarte są zorganizowane w polach (ang. fields), które muszą pojawić się w kolejności zgodnej z oczekiwaną strukturą. W bazie danych rekordy o tej samej strukturze są logicznie pogrupowane w kontenerze zwanym tabelą (ang. table). Baza danych może zawierać różne tabele, z których każda ma określoną strukturę pól.


    Istnieją dwa podstawowe typy danych strukturalnych: numeryczne i kategoryczne. Dane kategoryczne to te, które można skategoryzować na podstawie podobnych cech; np. samochody można skategoryzować według marki i modelu. Natomiast dane numeryczne wyrażają informacje w postaci liczbowej, co pozwala na wykonywanie na nich operacji matematycznych.


    Należy pamiętać, że dane kategoryczne mogą czasami przyjmować wartości liczbowe. Weźmy kody pocztowe lub numery telefonów. Chociaż są one wyrażone za pomocą liczb, nie miałoby sensu wykonywanie na nich operacji matematycznych takich jak znalezienie mediany kodu pocztowego lub średniego numeru telefonu.


    Jak przekształcić próbkę tekstu przedstawioną w poprzednim punkcie rozdziału do postaci danych strukturalnych? Interesują nas konkretne informacje zawarte w tym tekście, takie jak nazwy firm, daty i zmiany cen akcji. Chcemy przedstawić te informacje w polach o następującym formacie, gotowych do wstawienia do bazy danych:

    Firma:    ABC



    Data:     rrrr-mm-dd



    Zmiana:   nnnnn


    Korzystając z technik przetwarzania języka naturalnego (ang. natural language processing — NLP), dyscypliny, która pozwala uczyć maszyny rozumienia tekstu czytelnego dla człowieka, możemy wyodrębnić informacje pasujące do poszczególnych pól. Na przykład nazwy firmy szukamy, starając się rozpoznać daną kategoryczną, która może być tylko jedną z wielu wstępnie ustawionych wartości, takich jak Google, Apple lub GoodComp. Podobnie datę możemy rozpoznać, dopasowując jawne uporządkowanie jej cyfr do jednego z zestawu jawnych formatów zapisu dat, takiego jak rrrr-mm-dd. W naszym przykładzie rozpoznajemy, wyodrębniamy i prezentujemy dane w predefiniowanym formacie w następujący sposób:

    Firma:    GoodComp



    Data:     2021-01-07



    Zmiana:   +8.2%


    Aby przechowywać ten rekord w bazie danych, lepiej będzie przedstawić go jako sekwencję pól mającą postać wiersza. Możemy zatem zreorganizować rekord jako prostokątny obiekt danych lub macierz dwuwymiarową:

    Firma    | Data       | Zmiana



    ------------------------------



    GoodComp |2021-01-07 |  +8.2%


    Informacje, które zdecydujesz się wyodrębnić z tego samego niestrukturalnego źródła danych, zależą od Twoich wymagań. Nasze przykładowe zestawienie nie tylko zawiera zmianę wartości akcji GoodComp w określonym dniu, lecz także wskazuje przyczynę tej zmiany, która w naszym przypadku ma postać zdania: „firma ogłosiła pozytywne wyniki wczesnego etapu badań swojej szczepionki”. Biorąc pod uwagę to stwierdzenie, można utworzyć rekord z następującymi polami:

    Firma:    GoodComp



    Data:     2021-01-07



    Produkt:  szczepionka



    Etap:     wczesny etap badań


    Porównajmy to z pierwszym wyodrębnionym wcześniej rekordem:

    Firma:    GoodComp



    Data:     2021-01-07



    Zmiana:   +8.2%


    Zauważ, że te dwa rekordy zawierają różne pola, a zatem mają różne struktury. W rezultacie muszą być przechowywane w dwóch różnych tabelach bazy danych.


    Dane częściowo strukturalne


    W przypadkach gdy strukturalna tożsamość informacji nie jest zgodna z rygorystycznymi wymaganiami dotyczącymi formatowania, może być konieczne przetworzenie częściowo strukturalnych formatów danych, które pozwalają zapisywać w tym samym kontenerze (tabeli bazy danych lub dokumencie) rekordy o różnych strukturach. Podobnie jak dane niestrukturalne, dane częściowo strukturalne nie są powiązane z predefiniowanym schematem organizacyjnym; w przeciwieństwie jednak do danych niestrukturalnych próbki danych częściowo strukturalnych (nazywanych także czasami danymi semistrukturalnymi) wykazują pewien stopień strukturalności, zwykle w postaci samoopisujących się znaczników lub innych markerów.


    Najpopularniejsze formaty danych częściowo strukturalnych to XML i JSON. Tak może wyglądać nasze sprawozdanie finansowe w formacie JSON:

    {



      “Firma”:     “GoodComp”,



      “Data”:      “2021-01-07”,



      “Zmiana”:    8.2,



      “Szczegóły”: “firma ogłosiła pozytywne wyniki wczesnego etapu badań swojej szczepionki”



    }


    Można tu rozpoznać kluczowe informacje, które wcześniej wyodrębniliśmy z oświadczenia. Każda informacja jest powiązana z opisowym znacznikiem, takim jak „Firma” lub „Data”. Dzięki tym znacznikom informacje są zorganizowane podobnie do tego, jak wyglądały w poprzednim punkcie rozdziału, choć dostępny jest także czwarty znacznik, „Szczegóły”, skojarzony z całym fragmentem oryginalnego oświadczenia, które wygląda na dane niestrukturalne. Ten przykład pokazuje, że częściowo strukturalne formaty danych mogą obejmować w jednym rekordzie zarówno strukturalne, jak i niestrukturalne fragmenty danych.


    Co więcej, w tym samym kontenerze można umieścić wiele rekordów o różnej strukturze. W kolejnym przykładzie przedstawiony został dokument JSON zawierający dwa różne rekordy pochodzące z naszego sprawozdania finansowego:

    [



      {



        “Firma”:  “GoodComp”,



        “Data”:   “2021-01-07”,



        “Zmiana”: 8.2



      },



      {



        “Firma”:   “GoodComp”,



        “Data”:    “2021-01-07”,



        “Produkt”: “szczepionka”,



        “Etap”:    “wczesny etap badań”



      }



    ]


    Przypomnijmy z dyskusji zamieszczonej w poprzednim punkcie rozdziału, że relacyjna baza danych, będąca repozytorium danych o sztywnej strukturze, nie może zawierać w tej samej tabeli rekordów o różnych strukturach.


    Dane o postaci szeregów czasowych


    Szereg czasowy to zbiór punktów danych indeksowanych lub uporządkowanych w czasie. Wiele zbiorów danych finansowych jest przechowywanych jako szeregi czasowe, ponieważ dane finansowe zazwyczaj składają się z obserwacji zarejestrowanych w określonym czasie.


    Dane szeregów czasowych mogą być strukturalne lub częściowo strukturalne. Wyobraźmy sobie, że w regularnych odstępach czasu otrzymujemy dane o lokalizacji w postaci zapisów z urządzenia śledzącego GPS zamontowanego w taksówce. Dane mogą być dostarczane w następującym formacie:

    [



      {



        “cab”: “cab_238”,



        “coord”: (43.602508,39.715685),



        “tm”: “14:47”,



        “state”: “available”



      },



      {



        “cab”: “cab_238”,



        “coord”: (43.613744,39.705718),



        “tm”: “14:48”,



        “state”: “available”



      }



      ...



    ]


    Co minutę pojawia się nowy rekord danych, który zawiera najnowsze współrzędne lokalizacji (szerokość/długość geograficzna) pojazdu o symbolu cab_238. Każdy rekord zawiera tę samą sekwencję pól, a każde pole ma spójną strukturę we wszystkich rejestrowanych rekordach, co pozwala na przechowywanie danych takiego szeregu czasowego w tabeli relacyjnej bazy danych jako zwykłych danych strukturalnych.


    Załóżmy teraz, że dane przychodzą w nierównych odstępach czasu, co często ma miejsce w praktyce, i że w ciągu minuty otrzymujemy więcej niż jeden zestaw współrzędnych. Przychodząca struktura danych może wyglądać następująco:

    [



      {



        “cab”: “cab_238”,



        “coord”: [(43.602508,39.715685),(43.602402,39.709672)],



        “tm”: “14:47”,



        “state”: “available”



      },



      {



        “cab”: “cab_238”,



        “coord”: (43.613744,39.705718),



        “tm”: “14:48”,



        “state”: “available”



      }



    ]


    Należy zauważyć, że pierwsze pole coord zawiera dwa zestawy współrzędnych, a zatem nie jest spójne z drugim polem coord. Oznacza to, że powyższe dane są częściowo strukturalne.


    Źródła danych


    Teraz, gdy już wiesz, jakie są główne kategorie danych, zastanówmy się, jakie są źródła, z których możemy otrzymywać takie dane. Ogólnie rzecz biorąc, dane mogą pochodzić z wielu różnych źródeł, m.in. z: tekstów, filmów, obrazów i wszelkiego rodzaju czujników. Jednak z punktu widzenia skryptów Pythona, które będziesz pisać, najczęstszymi źródłami danych są:


    
      	interfejs programowania aplikacji (API),


      	strony internetowe,


      	bazy danych,


      	pliki.

    


    Lista ta nie ma być wyczerpująca ani ograniczająca; istnieje wiele innych źródeł danych. Na przykład w rozdziale 9. dowiesz się, jak używać smartfona jako dostawcy danych GPS dla potoku przetwarzania danych, a dokładnie: jak używać aplikacji bota jako pośrednika łączącego smartfon ze skryptem Pythona.


    Technicznie rzecz biorąc, wszystkie wymienione tutaj opcje wymagają użycia odpowiedniej biblioteki Pythona. Na przykład zanim będzie można pobierać dane z API, należy zainstalować odpowiednie „opakowanie” — bibliotekę Pythona dla wybranego API — lub skorzystać z biblioteki Requests Pythona do bezpośredniego wysyłania żądań HTTP do tego API. Aby zaś uzyskać dostęp do danych z bazy danych, należy zainstalować odpowiedni „konektor”, który umożliwia dostęp do baz danych tego konkretnego typu, i użyć go w swoim kodzie.


    Podczas gdy wiele z tych bibliotek należy pobrać i zainstalować, niektóre biblioteki używane do ładowania danych są domyślnie udostępniane wraz z Pythonem. Na przykład aby wczytać dane z pliku JSON, można skorzystać z wbudowanego pakietu Pythona o nazwie json.


    W rozdziałach 4. i 5. zajmiemy się bardziej szczegółowo pozyskiwaniem danych. Dowiesz się, jak wczytywać określone dane z różnych źródeł do struktur danych w skryptach Pythona w celu ich dalszego przetwarzania. Na razie przyjrzymy się pokrótce każdemu z popularnych typów źródeł wymienionych na powyższej liście.


    Interfejsy programowania aplikacji (API)


    Być może najpopularniejszym sposobem pozyskiwania danych jest API (oprogramowanie pośredniczące, które umożliwia dwóm aplikacjom wzajemną interakcję). Jak wspomniano, aby skorzystać z API w Pythonie, może być konieczne zainstalowanie odpowiedniego „opakowania” dla tego API — biblioteki Pythona. Obecnie najczęstszym sposobem instalowania takich bibliotek jest użycie polecenia pip.


    Nie wszystkie interfejsy API mają własne biblioteki Pythona, ale niekoniecznie oznacza to, że nie można wywoływać ich z Pythona. Jeśli interfejs API obsługuje żądania HTTP, można prowadzić z nim interakcje przy użyciu biblioteki Requests. Rozwiązanie to otwiera dostęp do tysięcy interfejsów API, których można używać do pobierania zbiorów danych i dalszego ich przetwarzania w pisanych skryptach Pythona.


    Wybierając interfejs API do określonego zadania, należy wziąć pod uwagę następujące zagadnienia:


    Funkcjonalność wiele interfejsów API zapewnia podobne funkcjonalności, dlatego należy dokładnie zrozumieć swoje wymagania. Na przykład istnieje wiele interfejsów API umożliwiających przeszukiwanie sieci z poziomu skryptów Pythona, ale tylko niektóre z nich pozwalają zawężać wyniki wyszukiwania według daty publikacji.


    Koszty wiele interfejsów API umożliwia korzystanie z tzw. klucza programisty (ang. developer key), który jest zwykle udostępniany bezpłatnie, ale z pewnymi ograniczeniami, takimi jak maksymalna liczba połączeń nawiązywanych w ciągu doby.


    Stabilność dzięki repozytorium Python Package Index (PyPI) (https://pypi.org) każdy może spakować interfejs API do postaci pakietu pip i udostępnić go publicznie. W rezultacie istnieje API (lub kilka) dla niemal każdego zadania, jakie można sobie wyobrazić, ale nie wszystkie one są całkowicie niezawodne. Na szczęście repozytorium PyPI śledzi wydajność i wykorzystanie pakietów.


    Dokumentacja popularne interfejsy API mają zwykle własną stronę internetową z dokumentacją, umożliwiającą zapoznanie się ze wszystkimi poleceniami danego API wraz z przykładami ich użycia. Dobrym przykładem jest strona z dokumentacją interfejsu API Nasdaq Data Link, znanego także jako Quandl (https://docs.data.nasdaq.com/docs/python-time-series), gdzie można znaleźć przykłady wykonywania różnych wywołań szeregów czasowych.


    Wiele interfejsów API zwraca wyniki w jednym z trzech formatów: JSON, XML lub CSV. Dane w każdym z tych formatów można łatwo przetłumaczyć na struktury danych, które albo są wbudowanymi typami danych Pythona, albo są powszechnie w nim używane. Na przykład API Yahoo Finance pobiera i analizuje dane giełdowe, a następnie zwraca informacje już przekształcone do postaci „ramek danych” — obiektów DataFrame biblioteki pandas — powszechnie używanej struktury danych, która zostanie opisana w rozdziale 3.


    Strony WWW


    Strony internetowe mogą być statyczne lub generowane na bieżąco w odpowiedzi na interakcję z użytkownikiem, przy czym w tym drugim przypadku mogą zawierać informacje pochodzące z wielu różnych źródeł. W obu sytuacjach program może odczytać stronę internetową i wyodrębnić jej części. Technika ta, określana jaka web scrapping, jest rozwiązaniem całkowicie legalnym, o ile tylko strona jest publicznie dostępna.


    Typowy scenariusz web scrappingu w Pythonie obejmuje użycie dwóch bibliotek: Requests i BeautifulSoup. Pierwsza z nich, Requests, pobiera kod źródłowy strony, a druga, BeautifulSoup, tworzy drzewo parsowania dla danej strony, które jest hierarchiczną reprezentacją jej zawartości. Drzewo parsowania można przeszukiwać i wyodrębniać z niego dane przy użyciu idiomów Pythona. Na przykład poniższy fragment drzewa parsowania:

    [<td title=”03/01/2020 00:00:00”><a href=”Download.aspx?ID=630751” id=”lnkDownload630751” åtarget=”_blank”>03/01/2020</a></td>,



    <td title=”03/01/2020 00:00:00”><a href=”Download.aspx?ID=630753” id=”lnkDownload630753” åtarget=”_blank”>03/01/2020</a></td>,



    <td title=”03/01/2020 00:00:00”><a href=”Download.aspx?ID=630755” id=”lnkDownload630755” åtarget=”_blank”>03/01/2020</a></td>]


    można łatwo przekształcić przy użyciu pętli for w następującą listę:

    [



      {'Id_Dokumentu': '630751', 'Data_Dokumentu': '03/01/2020', 'Link': 'http://www.dummy.com/Download.aspx?ID=630751'}



      {'Id_Dokumentu': '630753', 'Data_Dokumentu': '03/01/2020', 'Link': 'http://www.dummy.com/Download.aspx?ID=630753'}



      {'Id_Dokumentu': '630755', 'Data_Dokumentu': '03/01/2020', 'Link': 'http://www.dummy.com/Download.aspx?ID=630755'}



    ]


    Jest to przykład przekształcania danych częściowo strukturalnych na dane strukturalne.


    Bazy danych


    Innym powszechnym źródłem danych są relacyjne bazy danych — struktury, które zapewniają mechanizm efektywnego przechowywania danych strukturalnych, dostępu do nich i manipulowania nimi. Pobieranie lub wysyłanie części danych do tabel w bazie danych odbywa się za pomocą poleceń SQL (ang. Structured Query Language — strukturalny język zapytań). Na przykład poniższe polecenie wysłane do tabeli employees w bazie danych pobiera listę tylko tych programistów, którzy pracują w dziale IT, dzięki czemu nie jest konieczne pobieranie całej tabeli:

    SELECT first_name, last_name FROM employees WHERE department = 'IT' and title = 'programmer'


    Python ma wbudowany silnik do obsługi bazy danych SQLite. Alternatywnie można użyć dowolnej innej dostępnej bazy danych. Przed uzyskaniem dostępu do bazy danych należy zainstalować w używanym środowisku oprogramowanie klienta bazy danych.


    Oprócz konwencjonalnych baz danych o sztywnej strukturze w ostatnich latach pojawiło się coraz większe zapotrzebowanie na możliwość przechowywania danych niejednorodnych i niestrukturalnych w kontenerach podobnych do baz danych. Doprowadziło to do powstania tzw. baz danych NoSQL (innych niż SQL lub nie tylko SQL). Bazy danych NoSQL wykorzystują elastyczne modele danych, umożliwiając przechowywanie dużych ilości danych niestrukturalnych w formie par klucz-wartość — każdy element danych jest dostępny przy użyciu skojarzonego z nim klucza. Oto jak mogłyby wyglądać przedstawione wcześniej dane finansowe, gdyby zostały zapisane w bazie NoSQL:

    klucz   wartość



    -----   -------



    ...



    26      W dniu 2021-01-07 notowania akcji GoodComp wzrosły aż o 8,2% po tym, jak...


    Całe oświadczenie jest skojarzone z kluczem identyfikującym o wartości 26. Przechowywanie całego sprawozdania w bazie danych może wydawać się dziwne. Przypomnijmy jednak, że można z niego wyodrębnić kilka rekordów o potencjalnie różnej postaci. Przechowywanie kompletnego sprawozdania zapewnia nam zatem elastyczność i możliwość późniejszego wyodrębnienia rozmaitych informacji.


    Pliki


    Pliki mogą zawierać dane strukturalne, częściowo strukturalne i niestrukturalne. Wbudowana funkcja open() Pythona pozwala otworzyć plik, aby użyć w skrypcie zapisanych w nim danych. Jednak w zależności od formatu danych (CSV, JSON lub XML) może być konieczne zaimportowanie odpowiedniej biblioteki, aby móc wykonywać na tych danych operacje odczytu, zapisu bądź dołączenia.


    Proste pliki tekstowe nie wymagają biblioteki do dalszego przetwarzania i są po prostu traktowane w Pythonie jako sekwencje wierszy tekstu. Spójrzmy na następującą wiadomość, którą router Cisco może wysłać do pliku dziennika:

    dat= 'Jul 19 10:30:37'



    host='sm1-prt-highw157'



    syslogtag='%SYS-1-CPURISINGTHRESHOLD:'



    msg=' Threshold: Total CPU Utilization(Total/Intr): 17%/1%, 



               Top 3 processes(Pid/Util): 85/9%, 146/4%, 80/1%'


    Taki plik można odczytać wiersz po wierszu, szukając w nim potrzebnych informacji. Tak więc jeśli Twoim zadaniem jest znalezienie wiadomości zawierających informacje o wykorzystaniu procesora i wyodrębnienie z nich określonych liczb, Twój skrypt powinien rozpoznać ostatni wiersz przedstawionego fragmentu jako wiadomość, którą należy pobrać. W rozdziale 2. dowiesz się, jak wyodrębnić określone informacje z danych tekstowych przy użyciu technik przetwarzania tekstów.


    Potok przetwarzania danych


    W tym podrozdziale przyjrzymy się sekwencji kroków przetwarzania danych, określanej również jako potok przetwarzania danych. Zazwyczaj elementami takiego potoku są:


    
      	pozyskiwanie danych,


      	oczyszczanie danych,


      	przekształcanie danych,


      	analiza,


      	przechowywanie danych.

    


    Jak widać, kroki te nie zawsze są jednoznaczne. W niektórych aplikacjach można połączyć kilka kroków w jeden lub całkowicie pominąć niektóre z nich.


    Pozyskiwanie


    Zanim będzie można cokolwiek zrobić z danymi, trzeba je pozyskać. Dlatego pozyskiwanie danych jest pierwszym krokiem każdego potoku przetwarzania danych. W poprzednim podrozdziale poznałeś najpopularniejsze typy źródeł danych. Niektóre z tych źródeł umożliwiają pobranie tylko wymaganej części danych, zgodnie z żądaniem użytkownika.


    Przykładowo: żądanie do API Yahoo Finance wymaga podania identyfikatora spółki i okresu, z którego mają zostać pobrane notowania. Podobnie interfejs API doniesień prasowych, który umożliwia pobieranie artykułów z wiadomościami, może przetwarzać szereg parametrów w celu zawężenia listy żądanych artykułów, takich jak źródło i data publikacji. Jednak mimo tych parametrów precyzujących pobrana lista wciąż może wymagać dalszego filtrowania. Oznacza to, że dane mogą wymagać oczyszczenia.


    Oczyszczanie


    Oczyszczanie danych to proces wykrywania i korygowania uszkodzonych lub niedokładnych danych lub usuwania danych, które nie są nam potrzebne. W niektórych przypadkach ten krok nie jest wymagany, a uzyskane dane są natychmiast gotowe do analizy. Na przykład biblioteka yfinance (biblioteka Pythona dla interfejsu API Yahoo Finance) zwraca dane giełdowe jako łatwy do użycia obiekt DataFrame biblioteki pandas. Zwykle pozwala to pominąć etapy oczyszczania i przekształcania i przejść bezpośrednio do analizy danych.


    Jeśli jednak dane będą pobierane przy użyciu techniki web scrappingu, to z pewnością będą wymagały oczyszczenia, ponieważ, jak pokazano poniżej, w pobranej treści prawdopodobnie będą się znajdować fragmenty znaczników HTML-a:

    6.\tThe development shall comply with the requirements of DCCâ\x80\x99s Drainage Division as follows\r\n\r\n


    Po oczyszczeniu ten fragment tekstu powinien wyglądać następująco:

    6. The development shall comply with the requirements of DCC's Drainage Division as follows


    Oprócz znaczników HTML-a uzyskany tekst może zawierać inne niepożądane fragmenty, jak w poniższym przykładzie, gdzie fraza A View full text jest po prostu tekstem odnośnika. Konieczne może być otwarcie tego odnośnika w celu uzyskania dostępu do zawartego w nim tekstu:

    Permission for proposed amendments to planning permission received on the 30th A View full text


    Kroku czyszczenia można także użyć do odfiltrowania z danych określonych elementów. Na przykład po pobraniu zestawu artykułów przy użyciu interfejsu API News może być konieczne wybranie artykułów opublikowanych w określonym czasie, których tytuły zawierają jakąś kwotę pieniężną lub wartość procentową. Użycie takiego filtru można uznać za operację czyszczenia danych, ponieważ jego celem jest usunięcie niepotrzebnych danych i przygotowanie pozostałych danych do etapów ich przekształcania i analizy.


    Przekształcanie


    Przekształcanie danych to proces zmiany formatu lub struktury danych w ramach przygotowań do analizy. Na przykład aby wyodrębnić informacje z naszych niestrukturalnych danych tekstowych spółki GoodComp, tak jak to zrobiliśmy w punkcie „Dane strukturalne”, można podzielić je na pojedyncze słowa lub tokeny, by narzędzie do rozpoznawania nazwanych jednostek (NER) mogło wyszukać pożądane informacje. W procesie pozyskiwania informacji jednostka nazwana zazwyczaj reprezentuje obiekt świata rzeczywistego, taki jak osoba, organizacja lub produkt, który można zidentyfikować jako rzeczownik. Istnieją również jednostki nazwane, które reprezentują daty, wartości procentowe, terminy finansowe i inne.


    Wiele narzędzi służących do przetwarzania języka naturalnego (NLP) może automatycznie obsługiwać tego rodzaju przekształcenia. Po takim przekształceniu dane sprawozdania spółki GoodComp wyglądałyby następująco:

    ['W', 'dniu', '2021-01-07', 'notowania', 'akcji', 'GoodComp', 'wzrosły', 'aż', 'o', '8,2%', 'po', 'tym', 'jak', 'firma', 'ogłosiła', 'pozytywne', 'wyniki', 'wczesnego', 'etapu' 'badań' 'swojej', 'szczepionki']


    Inne formy przekształcania danych mogą być bardziej złożone i polegać na konwertowaniu ich na postać danych liczbowych. Na przykład jeśli zebraliśmy kolekcję artykułów informacyjnych, możemy je przekształcić, wykonując analizę nastrojów (ang. sentiment analysis), czyli technikę przetwarzania tekstu, która generuje liczbę reprezentującą emocje wyrażone w tekście.


    Analiza nastrojów może być zaimplementowana za pomocą narzędzi takich jak SentimentAnalyzer, które można znaleźć w pakiecie nltk.sentiment. Typowy wynik analizy nastrojów może wyglądać następująco:

    Sentiment URL



    --------- ----------------------------------------------------------------



    0.9313    https://mashable.com/uk/shopping/amazon-face-mask-store-july-28/



    0.9387    https://skillet.lifehacker.com/save-those-crustacean-shells-to-make-a-sauce-base-1844520024


    Każdy wpis w naszym zbiorze danych zawiera teraz liczbę, taką jak 0.9313, reprezentującą nastrój wyrażony w odpowiednim artykule. Dysponując nastrojem każdego artykułu wyrażonym liczbowo, możemy obliczyć średni nastrój całego zbioru danych, co pozwala nam określić ogólną opinię o interesującym nas obiekcie, takim jak dana firma lub produkt.


    Analiza


    Analiza jest kluczowym krokiem w procesie przetwarzania danych. To właśnie podczas analizy interpretuje się nieprzetworzone dane, umożliwiając wyciąganie wniosków, które nie są od razu widoczne.


    Kontynuując nasz przykład analizy nastrojów, możemy chcieć zbadać nastroje wobec spółki w określonym okresie w odniesieniu do ceny jej akcji. Można też porównać dane dotyczące indeksów giełdowych, takich jak S&P 500, z nastrojami wyrażonymi w szerokiej próbce artykułów informacyjnych z tego samego okresu. Poniższy fragment ilustruje, jak może wyglądać zestaw danych z notowaniami indeksu S&P 500 pokazanymi wraz z ogólnym nastrojem wiadomości z tego dnia:

    Date          News_sentiment   S&P_500



    ---------------------------------------



    2021-04-16    0.281074         4185.47



    2021-04-19    0.284052         4163.26



    2021-04-20    0.262421         4134.94


    Ponieważ zarówno dane dotyczące nastrojów, jak i dane dotyczące notowań są wyrażone jako liczby, można sporządzić na jednym rysunku dwa wykresy w celu przeprowadzenia analizy wizualnej, jak pokazano na rysunku 1.1.


    [image: ]


    Rysunek 1.1. Przykład wizualnej analizy danych


    Analiza wizualna jest jedną z najczęściej stosowanych i najskuteczniejszych metod interpretacji danych. Została opisana szczegółowo w rozdziale 8.


    Przechowywanie


    W większości przypadków konieczne jest przechowywanie wyników danych wygenerowanych podczas procesu analizy, aby zapewnić możliwość ich późniejszego wykorzystania. Opcje przechowywania danych zazwyczaj obejmują pliki i bazy danych. Te ostatnie są preferowane, jeśli przewidujemy częste ponowne wykorzystywanie danych.


    W sposób charakterystyczny dla Pythona


    Podczas realizacji w Pythonie zadań związanych z nauką o danych oczekuje się, że kod będzie napisany w sposób charakterystyczny dla Pythona, co oznacza, że powinien być zwięzły i wydajny. Taki kod jest często kojarzony z używaniem list składanych (ang. list comprehensions), które są sposobami na implementację przydatnych funkcjonalności przetwarzania danych za pomocą pojedynczego wiersza kodu.


    Listy składane zostały bardziej szczegółowo opisane w rozdziale 2., ale poniższy przykład ilustruje, jak w praktyce wygląda taki kod charakterystyczny dla Pythona. Załóżmy, że musimy przetworzyć ten fragment tekstu składający się z kilku zdań:

    txt = '''Osiem dolarów tygodniowo czy milion rocznie - jaka jest różnica? Matematyk lub dowcipniś udzieliłby złej odpowiedzi. Mędrcy przynieśli cenne dary, ale tego wśród nich nie było. - Dar Trzech Króli, O'Henry'''


    W szczególności należy podzielić tekst na zdania, tworząc listę pojedynczych słów dla każdego zdania, z wyłączeniem symboli interpunkcyjnych. Dzięki funkcji rozumienia list w Pythonie wszystko to można zaimplementować w jednym wierszu kodu (ang. one liner):

    word_lists = [[w.replace(',','') for w in line.split() if w not in ['-']] ❶



                  for line in txt.replace('?','.').split('.')] ❷


    Wiersz for line in txt ❷ dzieli tekst na zdania i zapisuje je na liście. Następnie kolejna pętla, for w in line ❶, dzieli każde zdanie na pojedyncze słowa i zapisuje je na liście wewnątrz większej listy. W rezultacie otrzymujemy następującą listę list:

    [['Osiem', 'dolarów', 'tygodniowo', 'czy', 'milion', 'rocznie', 'jaka', 'jest', 'różnica'], ['Matematyk', 'lub', 'dowcipniś', 'udzieliłby', 'złej', 'odpowiedzi'], ['Mędrcy', 'przynieśli', 'cenne', 'dary', 'ale', 'tego', 'wśród', 'nich', 'nie', 'było'], ['Dar', 'Trzech', 'Króli', „O'Henry”]]


    W tym przykładzie udało się nam wykonać dwa etapy przetwarzania danych w jednym wierszu kodu: czyszczenie i przekształcenie. Oczyściliśmy dane, usuwając z tekstu znaki interpunkcyjne, i przekształciliśmy je, oddzielając słowa od siebie, aby dla każdego zdania utworzyć listę słów.


    Jeśli zacząłeś używać Pythona, mając doświadczenie w stosowaniu innego języka programowania, spróbuj zaimplementować to zadanie w tym języku. Ile wierszy kodu Ci to zajmie?


    Podsumowanie


    Po przeczytaniu tego rozdziału powinieneś znać i rozróżniać główne kategorie danych, wiedzieć, skąd mogą one pochodzić i jak jest zorganizowany typowy potok ich przetwarzania.


    Jak się dowiedziałeś, istnieją trzy główne kategorie danych: niestrukturalne, strukturalne i częściowo strukturalne. Nieprzetworzonym materiałem wejściowym dla potoku przetwarzania danych są zazwyczaj dane niestrukturalne, które przechodzą przez etapy oczyszczania i przekształcania, zmieniające je w gotowe do analizy dane strukturalne lub częściowo strukturalne. Dowiedziałeś się również o potokach przetwarzania danych, które od początku wykorzystują dane strukturalne lub częściowo strukturalne pozyskane z interfejsów API lub z relacyjnych baz danych.

  


  


  
    2

    Struktury danych w Pythonie


    [image: ]Struktury danych organizują i przechowują dane, ułatwiając dostęp do nich. Język Python udostępnia cztery wbudowane struktury danych: listy, krotki, słowniki i zbiory. Struktury te są łatwe w użyciu, a jednocześnie mogą być stosowane do wykonywania złożonych operacji na danych, dzięki czemu Python jest jednym z najpopularniejszych języków do analizy danych.


    W tym rozdziale zostaną omówione cztery wbudowane struktury danych Pythona z naciskiem na te ich cechy i możliwości, które pozwalają łatwo tworzyć funkcjonalne aplikacje skoncentrowane na danych o możliwie prostym i przejrzystym kodzie. Dowiesz się w nim również, jak łączyć wymienione wcześniej podstawowe struktury w bardziej złożone, takie jak lista słowników, aby dokładniej reprezentować rzeczywiste obiekty. Tę wiedzę zastosujemy do implementacji rozwiązań z dziedziny przetwarzania języka naturalnego i przedstawienia krótkiego wprowadzenia do przetwarzania zdjęć.


    Listy


    Lista Pythona jest uporządkowaną kolekcją obiektów. Elementy listy są oddzielone od siebie przecinkami, a cała lista jest zapisywana wewnątrz pary nawiasów kwadratowych, jak pokazano poniżej:

    [2,4,7]



    ['Robert', 'Jan', 'Witek']


    Listy są zmienne, co oznacza, że ich elementy można dodawać, usuwać i modyfikować. W przeciwieństwie do zbiorów, które zostaną przedstawione w dalszej części rozdziału, elementy list mogą się powtarzać.


    Listy zawierają elementy reprezentujące serie zazwyczaj powiązanych ze sobą podobnych rzeczy, które można logicznie zgrupować. Typowa lista zawiera tylko elementy należące do jednej kategorii (czyli jednorodne dane, takie jak nazwiska osób, tytuły artykułów lub numery uczestników). Zrozumienie tego aspektu list jest kluczowe, jeśli chodzi o wybór odpowiedniego narzędzia do danego zadania. Jeśli potrzebujemy struktury zawierającej obiekty o różnych właściwościach, lepiej będzie rozważyć użycie krotki lub słownika.


    Uwaga


    Chociaż listy są ogólnie rozumiane jako jednorodne, Python pozwala na zapisywanie na tej samej liście elementów różnych typów. Na przykład poniższa lista zawiera zarówno łańcuchy znaków, jak i liczbę całkowitą:

    ['Ford', 'mustang', 1964]


    Tworzenie list


    Aby utworzyć podstawową listę, wystarczy umieścić sekwencję elementów w nawiasach kwadratowych, a całość przypisać do jakiejś zmiennej:

    regions = ['Azja', 'Ameryka', 'Europa']


    W praktyce jednak listy są zwykle wypełniane dynamicznie od zera, często przy użyciu pętli, która w każdej iteracji dodaje do listy jeden element. W takich przypadkach pierwszym krokiem jest utworzenie pustej listy, jak pokazano poniżej:

    regions = []


    Po utworzeniu listy można wedle potrzeb dodawać, usuwać i sortować jej elementy. Te i inne zadania można wykonywać za pomocą różnych metod udostępnianych przez obiekty list.


    Stosowanie najpopularniejszych metod obiektów list


    Metody obiektów list to funkcje, które implementują określone zachowania list. W tym podrozdziale przyjrzymy się niektórym popularnym metodom obiektów list, takim jak: append(), index(), insert() i count(). Aby poćwiczyć korzystanie z nich, zacznijmy od utworzenia pustej listy. W miarę postępów będziemy ją przekształcać w listę rzeczy do zrobienia, wypełniając ją zadaniami i odpowiednio organizując.

    my_list = []


    Być może najpopularniejszą metodą obiektu listy jest append(). Dodaje ona nowy element na końcu listy. Możemy użyć append(), aby dodać kilka zadań do listy rzeczy do zrobienia, jak pokazano tutaj:

    my_list.append('Zapłacić rachunki')



    my_list.append('Posprzątać')



    my_list.append('Wyprowadzić psa')



    my_list.append('Ugotować obiad')


    Lista zawiera teraz cztery elementy zapisane w kolejności, w jakiej zostały dodane:

    ['Zapłacić rachunki', 'Posprzątać', 'Wyprowadzić psa', 'Ugotować obiad']


    Każdy element listy ma klucz liczbowy nazywany indeksem. To właśnie ta cecha sprawia, że elementy list mogą być przechowywane w określonej kolejności. Python używa indeksowania od zera, co oznacza, że początkowy element sekwencji ma przypisany indeks 0.


    Aby uzyskać dostęp do pojedynczego elementu z listy, należy podać nazwę tej listy, a następnie indeks żądanego elementu zapisany w nawiasach kwadratowych. Oto jak wyświetlić pierwszy element naszej listy rzeczy do zrobienia:

    print(my_list[0])


    To wywołanie funkcji print() zwróci następujące wyniki:

    Zapłacić rachunki


    Indeksów można używać nie tylko do pobierania konkretnego elementu z listy, ale także do wstawiania nowego elementu w określone miejsce na liście. Załóżmy, że chcemy dodać nowe zadanie do listy rzeczy do zrobienia gdzieś pomiędzy spacerem z psem a ugotowaniem obiadu. Aby to 
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