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			Informacje o autorach

			Sebastian Raschka, autor bestsellera Python. Uczenie maszynowe, ma wieloletnie doświadczenie w korzystaniu z języka programowania Python; dzięki temu poprowadził kilka seminariów omawiających praktyczne zastosowania analizy danych, uczenia maszynowego i uczenia głębokiego, w tym wprowadzenie do uczenia maszynowego za pomocą biblioteki SciPy — w trakcie najważniejszej konferencji poświęconej obliczeniom naukowym w środowisku Python.

			Projekty badawcze, którymi się zajmuje, wiążą się głównie z rozwiązywaniem problemów biologii obliczeniowej, jednak uwielbia pisać i rozmawiać generalnie o inżynierii danych, uczeniu maszynowym i języku Python, a także pomagać ludziom niemającym kontaktu z uczeniem maszynowym znajdować rozwiązania bazujące na danych.

			Jego praca i zaangażowanie zostały niedawno docenione: otrzymał wydziałową nagrodę dla wybitnego absolwenta rocznika 2016-2017, a także nagrodę Computing Reviews Best of 2017 wręczaną przez stowarzyszenie ACM. W czasie wolnym udziela się w projektach open source, a zaimplementowane przez niego metody są skutecznie używane w wielu konkursach uczenia maszynowego, takich jak Kaggle.

			
    Korzystam z okazji i składam wyrazy wdzięczności wspaniałej społeczności Pythona oraz twórcom bezpłatnych pakietów, którzy pomogli mi stworzyć doskonałe środowisko badawcze. Pragnę również podziękować rodzicom, którzy zawsze mnie wspierali w dążeniu własną ścieżką kariery — w tym, czym pasjonowałem się od najmłodszych lat.

			Specjalne podziękowania kieruję do twórców pakietu scikit-learn. Jako jeden z udziałowców tego projektu miałem przyjemność współpracować z cudownymi ludźmi, którzy nie tylko mają olbrzymią wiedzę na temat uczenia maszynowego, lecz również są doskonałymi programistami. Na koniec dziękuję Eliemu Kawerkowi, który brał udział w recenzowaniu tej książki i dostarczył mnóstwo uwag na temat nowych rozdziałów.



			Vahid Mirjalili uzyskał stopień doktora na kierunku budowy maszyn, pracując nad nowatorskimi metodami stosowanymi w wielkoskalowych symulacjach obliczeniowych struktur molekularnych. Obecnie koncentruje swoją uwagę na zastosowaniach uczenia maszynowego w różnorodnych projektach rozpoznawania obrazów na wydziale informatyki i inżynierii na Michigan State University.

			Wybrał język Python na swoje główne środowisko programistyczne i od czasów studenckich zdobył olbrzymie doświadczenie w pisaniu w nim kodu. Na wydziale inżynieryjnym Michigan State University prowadził zajęcia z programowania w Pythonie, dzięki czemu pomagał studentom zrozumieć różne struktury danych i tworzyć wydajny kod.

			Szeroki zakres jego zainteresowań wiąże się głównie z uczeniem głębokim i jego zastosowaniami w rozpoznawaniu obrazu, ale bardzo interesuje go również wykorzystywanie tych technik w zwiększaniu prywatności przy użyciu danych biometrycznych, np. zdjęć twarzy, dzięki czemu poufne informacje nie będą wydostawały się poza grono upoważnionych osób. Do tego współpracuje z zespołem inżynierów tworzących samochody autonomiczne, dla których projektuje modele sieci neuronowych zdolne do łączenia wielozakresowych obrazów w celu wykrywania pieszych.

			
    Chcę podziękować opiekunowi mojego doktoratu, drowi Arunowi Rossowi za umożliwienie mi pracy nad nowatorskimi rozwiązaniami problemów w swoim laboratorium. Na moją wdzięczność zasługuje również dr Vishnu Bodetti, gdyż zaraził mnie fascynacją uczeniem głębokim oraz wyjaśnił mi jego podstawowe koncepcje.

 

		


		
			Informacje o recenzentach

			Jared Huffman jest przedsiębiorcą, graczem, gawędziarzem, fanatykiem uczenia maszynowego i miłośnikiem baz danych. Ostatnie 10 lat poświęcił na tworzenie oprogramowania i analizowanie danych. Wcześniej parał się wieloma różnymi zajęciami, takimi jak bezpieczeństwo sieciowe, systemy finansowe, analityka biznesowa, a także usługi sieciowe, narzędzia programistyczne i strategia finansowa. Obecnie pełni funkcję założyciela zespołu analityków danych w grze Minecraft; koncentruje się na danych wielkoformatowych i uczeniu maszynowym. Gdy nie pracuje, spędza czas na graniu lub podziwiania piękna Wybrzeża Północno-Zachodniego wraz z rodziną i przyjaciółmi.

			
    Dziękuję wydawnictwu Packt za możliwość pracy nad tak wspaniałą książką, mojej żonie za ciągłe wsparcie, a córeczce za przesypianie większości czasu w nocy, gdy zajmowałem się recenzowaniem książki i sprawdzaniem poprawności kodu.

 

			Huai-En, Sun (Ryan Sun) uzyskał tytuł magistra statystyki na National Chiao Tung University. Obecnie zajmuje się analizowaniem danych pochodzących z taśmy produkcyjnej w firmie Pegatron. Głównymi obszarami jego zainteresowań są uczenie maszynowe i uczenie głębokie.

		


		
			Wstęp

			Chyba nie musimy Ci mówić, że uczenie maszynowe jest jedną z najbardziej ekscytujących technologii naszych czasów. Wiele wielkich firm, takich jak Google, Facebook, Apple, Amazon czy IBM, nie bez przyczyny inwestuje mnóstwo pieniędzy w rozwój i zastosowania uczenia maszynowego. Chociaż może się wydawać, że termin „uczenie maszynowe” stanowi obecnie jedynie popularny zwrot, zdecydowanie nie należy go bagatelizować. Ta fascynująca dziedzina wiedzy otwiera przed nami zupełnie nowe możliwości i powoli staje się nieodzowną częścią naszego życia. Mówienie do asystenta głosowego w smartfonie, zalecanie odpowiedniego produktu klientom, zapobieganie oszustwom przy użyciu kart kredytowych, filtrowanie niechcianych wiadomości w poczcie e-mail, wykrywanie i diagnozowanie dolegliwości medycznych — zastosowania można wymieniać w nieskończoność.

			Jeżeli chcesz rozpocząć przygodę z uczeniem maszynowym, pragniesz lepiej rozwiązywać problemy, a może nawet zastanawiasz się nad karierą w branży badań nad uczeniem maszynowym, ta książka jest dla Ciebie! Jednak dla osoby początkującej teoretyczne podstawy uczenia maszynowego mogą okazać się nieco przytłaczające. Na szczęście ostatnio wypuszczono na rynek wiele praktycznych pozycji, które pozwalają zrozumieć koncepcję uczenia maszynowego poprzez przedstawienie potężnych algorytmów. 

			Sądzimy, że stosowanie przykładowego kodu pełni ważną funkcję. Pokazuje on omawiane zagadnienia w bezpośrednim, praktycznym ujęciu. Pamiętaj przy tym, że z wielką władzą przychodzi wielka odpowiedzialność! Oprócz aspektów praktycznych kryjących się za tworzeniem modeli uczenia maszynowego przy użyciu języków programowania Python i specjalistycznych bibliotek ta książka opisuje również pojęcia matematyczne kryjące się za algorytmami uczenia maszynowego, których poznanie jest wymogiem niezbędnym do skutecznego korzystania z dobrodziejstw tej dziedziny. Dlatego książka ta nie jest typowym podręcznikiem; opisujemy w niej niezbędne szczegóły dotyczące teoretycznych podwalin uczenia maszynowego; oferujemy intuicyjne, ale wyczerpujące informacje na temat działania algorytmów uczenia maszynowego, sposobów ich wykorzystania oraz, co najistotniejsze, technik unikania najpowszechniejszych pułapek.

			Jeżeli w usłudze Google Scholar wpiszesz „machine learning”, uzyskasz zawrotną liczbę 4 000 000 publikacji. Nie jesteśmy oczywiście w stanie omówić wszystkich najdrobniejszych szczegółów każdego algorytmu stworzonego w ciągu ostatnich 60 lat. Za to wyruszymy w tej książce w fascynującą podróż po najważniejszych zagadnieniach i koncepcjach stanowiących podstawę uczenia maszynowego. Jeżeli uznasz, że Twój głód wiedzy nie został zaspokojony, możesz zapoznać się z bogatą listą materiałów dokładnie omawiających każdy z opisanych w tej książce przełomów.

			Być może masz już opanowane szczegóły uczenia maszynowego — w takim przypadku książka ta pokaże Ci, w jaki sposób przekuć wiedzę teoretyczną w praktykę. Jeżeli już wcześniej korzystałeś z technik uczenia maszynowego i chcesz dokładniej poznać ich teoretyczne podstawy, to trafiłeś w idealne miejsce! Nie martw się, jeśli dziedzina uczenia maszynowego jest dla Ciebie czymś zupełnie nowym; masz tym większy powód, aby czuć podekscytowanie! Obiecujemy, że dzięki uczeniu maszynowemu zaczniesz inaczej postrzegać kwestię rozwiązywania problemów oraz dowiesz się, jak stawiać im czoło poprzez uwolnienie potęgi danych.

			Zanim przejdziemy do sedna, pozwól, że odpowiemy na najważniejsze chyba pytanie: dlaczego Python? Odpowiedź jest prosta: to bardzo potężne, a jednocześnie przystępne środowisko. Python stał się najpopularniejszym językiem programowania przeznaczonym do analizowania danych naukowych, ponieważ pozwala nam zapomnieć o żmudnej części pisania kodu oraz gwarantuje środowisko, w którym możemy szybko zapisywać swoje pomysły i z łatwością testować koncepcje.

			Spoglądając na własne doświadczenia, możemy stwierdzić, że dzięki zgłębieniu tajników uczenia maszynowego staliśmy się lepszymi naukowcami, myślicielami oraz analitykami. Chcemy się w tej książce podzielić z Tobą tą wiedzą. Zdobywamy wiedzę poprzez naukę, podstawę stanowi entuzjazm, a mistrzostwo w danej dziedzinie możemy osiągnąć, wyłącznie trenując. Droga ta czasami bywa wyboista, a niektóre zagadnienia stanowią większe wyzwanie od innych, mamy jednak nadzieję, że skorzystasz z nadarzającej się okazji i skoncentrujesz się na ostatecznej nagrodzie. Pamiętaj, że wspólnie podążamy tą ścieżką, a podczas czytania niniejszej książki poszerzysz swój arsenał o wiele potężnych technik, dzięki którym będziesz w stanie rozwiązać najtrudniejsze nawet problemy z danymi.

			Zakres tematyki

			W rozdziale 1., „Umożliwianie komputerom uczenia się z danych”, zaznajamiamy Cię z głównymi działami uczenia maszynowego, które są stosowane do rozwiązywania różnorodnych problemów. Do tego wyjaśniamy podstawowe etapy tworzenia typowego modelu uczenia maszynowego, które będziemy wykorzystywać w kolejnych rozdziałach.

			W rozdziale 2., „Trenowanie prostych algorytmów uczenia maszynowego w celach klasyfikacji”, cofamy się do początków uczenia maszynowego i wprowadzamy pojęcia binarnego klasyfikatora perceptronu oraz adaptacyjnego neuronu liniowego. Rozdział ten stanowi delikatny wstęp do koncepcji klasyfikacji wzorców i koncentruje się na zależnościach pomiędzy optymalizacją algorytmów i uczeniem maszynowym.

			W rozdziale 3., „Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn”, zostały omówione najważniejsze algorytmy klasyfikacji oraz zaprezentowane praktyczne przykłady, w których wykorzystaliśmy jedną z najpopularniejszych i najbardziej zaawansowanych bibliotek uczenia maszynowego — scikit-learn.

			W rozdziale 4., „Tworzenie dobrych zbiorów uczących — wstępne przetwarzanie danych”, zajmujemy się rozwiązywaniem najpopularniejszych problemów związanych z nieprzetworzonymi zbiorami danych, takich jak brakujące informacje. Przyglądamy się również kilku metodom identyfikowania najbardziej informatywnych parametrów zbiorów danych. Ponadto wyjaśniamy, w jaki sposób przygotowywać zmienne różnych rodzajów jako właściwe dane wejściowe algorytmów uczenia maszynowego.

			W rozdziale 5., „Kompresja danych poprzez redukcję wymiarowości”, opisujemy podstawowe techniki redukowania cech zbioru danych do mniejszych zestawów przy jednoczesnym zachowaniu większości przydatnych i rozróżnialnych informacji. Wyjaśniamy standardowe podejście do redukcji wymiarowości poprzez analizę głównych składowych, a także porównujemy je do technik nadzorowanych oraz transformacji nieliniowych.

			W rozdziale 6., „Najlepsze metody oceny modelu i strojenie parametryczne”, przytoczone zostają wszelkie zakazy i nakazy dotyczące szacowania wydajności modeli predykcyjnych. Do tego przyglądamy się różnym metrykom pomiarowym oraz metodom precyzyjnej regulacji algorytmów uczenia maszynowego.

			W rozdziale 7., „Łączenie różnych modeli w celu uczenia zespołowego”, wprowadzamy różne koncepcje wydajnego łączenia wielu algorytmów uczenia się. Dowiesz się, w jaki sposób skonstruować zespoły zaawansowanych algorytmów, dzięki którym można uniknąć słabości pojedynczych algorytmów uczących, co pozwala uzyskiwać dokładniejsze i pewniejsze prognozy.

			W rozdziale 8., „Wykorzystywanie uczenia maszynowego w analizie sentymentów”, zostają omówione podstawowe etapy przekształcania danych tekstowych w postać zrozumiałą dla algorytmów uczenia maszynowego, dzięki czemu są one w stanie przewidywać opinie osób na podstawie sposobu pisania.

			W rozdziale 9., „Wdrażanie modelu uczenia maszynowego do aplikacji sieciowej”, rozwijamy omówiony w poprzednim rozdziale model predykcyjny poprzez wyjaśnienie krok po kroku sposobu tworzenia aplikacji sieciowych wykorzystujących wbudowane modele uczenia maszynowego.

			W rozdziale 10., „Przewidywanie ciągłych zmiennych docelowych za pomocą analizy regresywnej”, przyglądamy się podstawowym technikom modelowania liniowych związków pomiędzy zmiennymi docelowymi a zmiennymi odpowiedzi w celu uzyskania ciągłych prognoz. Po omówieniu różnych modeli liniowych przechodzimy do regresji wielomianowej oraz do modeli drzewa.

			W rozdziale 11., „Praca z nieoznakowanymi danymi — analiza skupień”, koncentrujemy się na innej dziedzinie uczenia maszynowego — uczeniu nienadzorowanym. Zapoznajemy się z przedstawicielami trzech różnych rodzin algorytmów skupień, które pozwalają wyszukiwać obiekty wykazujące pewien stopień podobieństwa.

			W rozdziale 12., „Implementowanie wielowarstwowej sieci neuronowej od podstaw”, rozwijamy omówione w rozdziale 2. pojęcie optymalizacji gradientowej i wykorzystujemy je do stworzenia wielowarstwowej, potężnej sieci neuronowej na podstawie popularnego algorytmu propagacji wstecznej.

			W rozdziale 13., „Równoległe przetwarzanie sieci neuronowych za pomocą biblioteki TensorFlow”, wykorzystujemy wiedzę zdobytą w poprzednim rozdziale do wydajniejszego trenowania sieci neuronowych. Koncentrujemy się tutaj na otwartej bibliotece TensorFlow, pozwalającej na korzystanie z wielordzeniowej technologii współczesnych procesorów graficznych.

			Rozdział 14., „Czas na szczegóły — mechanizm działania biblioteki TensorFlow”, zawiera dokładniejsze informacje na temat biblioteki TensorFlow — znajdziesz tu opisy jej podstawowych koncepcji, takich jak zapisywanie i wizualizowanie grafów sieci neuronowych, co okaże się pomocne w pozostałych rozdziałach.

			Dzięki rozdziałowi 15., „Klasyfikowanie obrazów za pomocą splotowych sieci neuronowych”, zdobędziesz mnóstwo informacji na temat głębokich sieci neuronowych, które stają się nowym standardem w dziedzinach rozpoznawania obrazów — mamy na myśli architektury splotowych sieci neuronowych. W tym rozdziale opisujemy podstawowe aspekty warstw splotowych pełniących funkcję kopalni cech; do tego wykorzystamy taką architekturę do klasyfikowania obrazów, by uzyskać niemal perfekcyjną dokładność prognozowania.

			W rozdziale 16., „Modelowanie danych sekwencyjnych za pomocą rekurencyjnych sieci neuronowych”, przyjrzymy się innej popularnej architekturze głębokich sieci neuronowych, przydającej się głównie do pracy z danymi sekwencyjnymi i danymi szeregów czasowych. Nauczymy się tu wykorzystywać różne typy sieci rekurencyjnych do przetwarzania danych tekstowych. Na rozgrzewkę rozpoczniemy od analizy sentymentów, a następnie stworzymy model generujący nowy tekst.

			Czego będziesz potrzebować?

			Aby uruchomić przykładowe kody zamieszczone w tej książce, musisz zainstalować środowisko Python w wersji co najmniej 3.6.0 dla systemów Windows, Linux lub macOS. Będziemy nieraz korzystać z podstawowych bibliotek Pythona do dokonywania obliczeń naukowych — najczęściej będziemy stosować biblioteki: SciPy, NumPy, scikit-learn, Matplotlib oraz pandas.

			W rozdziale 1. znajdziesz instrukcje i przydatne porady na temat konfigurowania środowiska Python oraz wymienionych bibliotek. W kilku rozdziałach wymagane będzie zainstalowanie dodatkowych bibliotek: biblioteki NLTK do przetwarzania języka naturalnego (rozdział 8., „Wykorzystywanie uczenia maszynowego w analizie sentymentów”), platformy sieciowej Flask (rozdział 9., „Wdrażanie modelu uczenia maszynowego do aplikacji sieciowej”), biblioteki seaborn do wizualizacji danych statystycznych (rozdział 10., „Przewidywanie ciągłych zmiennych docelowych za pomocą analizy regresywnej”) oraz biblioteki TensorFlow do wydajnego trenowania sieci neuronowych za pomocą procesorów graficznych (rozdziały 13. – 16.).

			Dla kogo jest przeznaczona ta książka?

			Jeżeli chcesz się dowiedzieć, w jaki sposób wykorzystać Pythona do uzyskiwania odpowiedzi na najbardziej palące pytania dotyczące danych, to jest książka dla Ciebie — bez względu na to, czy dopiero zaczynasz poznawać dziedzinę uczenia maszynowego lub pragniesz rozszerzyć swoją wiedzę, pozycja ta jest podstawowa i obowiązkowa.

			Konwencje

			Zawarliśmy w tej książce wiele stylów tekstowych, dzięki którym na pierwszy rzut rozpoznasz różne rodzaje informacji. Poniżej przedstawiamy te style wraz z wyjaśnieniem ich znaczenia.

			Fragmenty kodu w tekście, nazwy tabel bazodanowych, nazwy folderów i plików, rozszerzenia plików, nazwy ścieżek, adresy URL, dane wprowadzane przez użytkownika oraz identyfikatory na Twitterze zostały oznaczone w następujący sposób: „Za pomocą ustawienia out_file=None bezpośrednio wyznaczyliśmy dane w formacie dot do zmiennej dot_data i nie musieliśmy zapisywać ich w pliku pośrednim drzewo.dot”.

			Fragment kodu wygląda tak:

			>>> from sklearn.neighbors import KNeighborsClassifier



			>>> knn = KNeighborsClassifier(n_neighbors=5, p=2,



			...                                                  metric='minkowski')



			>>> knn.fit(X_train_std, y_train)



			>>> plot_decision_regions(X_combined_std, y_combined,



			...                                         classifier=knn, test_idx=range(105,150))



			>>> plt.xlabel('Długość płatka [standaryzowana]')



			>>> plt.ylabel('Szerokość płatka [standaryzowana]')



			>>> plt.show() 



			Wszelkie dane wprowadzane do wiersza poleceń lub wyświetlane odpowiedzi prezentowane są następująco:

			pip3 install graphviz 

			Nowe pojęcia i istotne słowa są pogrubione. Wyrazy, które pojawiają się na ekranie, np. w menu lub oknach dialogowych, są przedstawiane w tekście następująco: „Po kliknięciu ikony Otwórz ustawienia na górze okna uzyskujemy dostęp do panelu sterowania”.

			Uwagi czytelników

			Zawsze z radością poznajemy opinie naszych czytelników. Podziel się z nami wrażeniami po przeczytaniu tej książki — co Ci się w niej podobało, a co byś zmienił. Twoje uwagi są dla nas bardzo ważne, ponieważ dzięki nim jesteśmy w stanie publikować maksymalnie przydatne pozycje.

			Swoje uwagi wystarczy przesłać na adres mailowy: helion@helion.pl, a w temacie podać nazwę książki.

			Jeżeli masz duże doświadczenie w danej dziedzinie i marzy Ci się napisanie własnej książki lub współautorstwo, zajrzyj pod adres https://helion.pl/autelion/zostan_autorem.cgi.

			Obsługa klienta

			Dumnym posiadaczom niniejszej książki oferujemy kilka rozwiązań pozwalających na maksymalne wykorzystanie drzemiącego w niej potencjału.

			Materiały dodatkowe

			Wszelkie pliki z materiałami dodatkowymi stworzonymi na potrzeby tej książki możesz pobrać ze strony ftp://ftp.helion.pl/przyklady/pythu2.zip.

			Errata

			Zawsze staramy się zapewnić jak najrzetelniejszą zawartość merytoryczną publikowanych książek, jednak każdemu zdarzają się pomyłki. Jeżeli natrafisz w którejś z naszych książek na błąd — bez znaczenia, czy będzie to literówka lub błędny zapis w kodzie — będziemy wdzięczni za jego zgłoszenie. W ten sposób zaoszczędzisz pozostałym czytelnikom frustracji, a nam pomożesz w wydaniu poprawionych przyszłych wersji danej pozycji. Prosimy o zgłaszanie wszelkich errat pod adresem http://helion.pl/user/erraty/, gdzie możesz wybrać tytuł książki oraz wpisanie szczegółowych informacji na temat znalezionego błędu. Po zweryfikowaniu danych Twoje zgłoszenie zostanie zaakceptowane, a errata — umieszczona na stronie wydawnictwa lub dodana do listy znanych błędów znalezionych w omawianej pozycji.

			Aby przejrzeć listę wszystkich błędów zgłoszonych dla danej książki, wpisz jej nazwę w wyszukiwarce na stronie wydawnictwa Helion, a następnie kliknij odnośnik Erraty.

			Piractwo

			Nielegalne rozpowszechnianie materiałów chronionych prawami autorskimi stanowi odwieczny problem w erze cyfryzacji. W wydawnictwie Helion podchodzimy bardzo poważnie do kwestii ochrony praw autorskich i licencyjnych. Jeżeli znajdziesz w internecie występujące w jakiejkolwiek postaci nielegalne kopie naszych książek, będziemy bardzo wdzięczni za natychmiastowe przesłanie odnośnika do nich lub chociaż nazwy witryny, z której można je pobrać, dzięki czemu będziemy mogli podjąć odpowiednie kroki prawne.

			Zauważone naruszenie praw autorskich możesz zgłosić, używając formularza dostępnego pod adresem http://helion.pl/piracy.phtml.

			Doceniamy każdą pomoc w ochronie naszych autorów oraz możliwości dostarczania Ci najwyższej jakości materiałów.

			Pytania

			Jeżeli masz problemy z dowolnym aspektem niniejszej książki, skontaktuj się z nami, wysyłając pytanie na adres helion@helion.pl, a my postaramy się odpowiedzieć na nie w najlepszy możliwy sposób.

		


		
			Rozdział 1. 
Umożliwianie komputerom uczenia się z danych

			Naszym zdaniem uczenie maszynowe (ang. machine learning) — dział zajmujący się teorią i praktycznym zastosowaniem algorytmów analizujących dane — stanowi najciekawszą dziedzinę informatyki! Żyjemy w czasach przetwarzania olbrzymiej ilości informacji; za pomocą samouczących się algorytmów będących częścią uczenia maszynowego informacje te są przekształcane w rzeczywistą wiedzę. Dzięki licznym i potężnym bibliotekom o jawnym kodzie źródłowym, które powstały w ostatnich latach, prawdopodobnie teraz jest najlepszy czas, aby zainteresować się uczeniem maszynowym i nauczyć się wykorzystywać potężne algorytmy do wykrywania wzorców w przetwarzanych danych oraz prognozować przyszłe zdarzenia.

			W tym rozdziale poznasz podstawowe pojęcia związane z uczeniem maszynowym, zdefiniujemy też jego różne rodzaje. Dzięki wprowadzeniu podstawowej terminologii wspólnie położymy fundament pod skuteczne wykorzystywanie technik uczenia maszynowego w rozwiązywaniu praktycznych problemów.

			Przyjrzymy się teraz następującym zagadnieniom:

			
					ogólne pojęcia dotyczące uczenia maszynowego,

					trzy rodzaje uczenia się oraz podstawowa terminologia,

					główne elementy wykorzystywane w skutecznym projektowaniu systemów uczenia maszynowego,

					instalacja oraz konfiguracja środowiska Python pod kątem analizowania danych i uczenia maszynowego.

			

			Tworzenie inteligentnych maszyn służących do przekształcania danych w wiedzę

			W erze współczesnej technologii istnieje pewien zasób, którego mamy pod dostatkiem: mianowicie olbrzymie ilości ustrukturyzowanych i nieustrukturyzowanych danych. W drugiej połowie XX wieku uczenie maszynowe wyewoluowało z badań nad sztuczną inteligencją (SI, ang. artificial intelligence, AI), w których wykorzystywano samouczące się algorytmy, zdolne do pozyskiwania wiedzy z informacji oraz tworzenia na ich podstawie prognoz. Dzięki uczeniu maszynowemu nie trzeba zatrudniać ludzi do ręcznego określania reguł oraz tworzenia modeli poprzez analizowanie olbrzymich pokładów danych; omawiana dziedzina wiedzy oferuje efektywniejsze rozwiązanie polegające na stopniowym poprawianiu skuteczności modeli predykcyjnych oraz podejmowaniu decyzji na podstawie analizowanych danych. Uczenie maszynowe nie tylko staje się coraz istotniejszą częścią nauk informatycznych, lecz również odgrywa coraz większą rolę w naszym codziennym życiu. Dzięki metodom opracowanym pod kątem uczenia maszynowego możemy cieszyć się zaawansowanymi filtrami antyspamowymi w poczcie e-mail, wygodnym oprogramowaniem do rozpoznawania mowy i tekstu, rzetelnymi silnikami wyszukiwarek internetowych, wymagającymi programami szachowymi, a także wkrótce (miejmy nadzieję) bezpiecznymi i wydajnymi pojazdami samojezdnymi.

			Trzy różne rodzaje uczenia maszynowego

			W tym podrozdziale zapoznamy się z trzema odmianami uczenia maszynowego (rysunek 1.1): uczeniem nadzorowanym, uczeniem nienadzorowanym oraz uczeniem przez wzmacnianie. Poznamy podstawowe różnice pomiędzy wspomnianymi typami nauki oraz, korzystając z odpowiednich przykładów, nauczymy się intuicyjnie rozpoznawać, które rodzaje uczenia najlepiej nadają się do rozwiązywania określonych kategorii problemów.
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			Rysunek 1.1. Podstawowe typy uczenia maszynowego

			Prognozowanie przyszłości za pomocą uczenia nadzorowanego

			Głównym celem uczenia nadzorowanego (ang. supervised learning; rysunek 1.2) jest uczenie modelu za pomocą oznakowanych danych uczących (ang. training data), co pozwala przewidywać niewidoczne lub wygenerowane w przyszłości informacje. W tym przypadku człon nadzorowane odnosi się do zestawu próbek, w których pożądane sygnały wyjściowe (etykiety) są znane.
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			Rysunek 1.2. Ogólny schemat uczenia nadzorowanego

			Za przykład weźmy filtr antyspamowy: możemy trenować dany model, stosując algorytm nadzorowanego uczenia maszynowego wobec treści oznakowanych wiadomości e-mail (poprawnie oznaczonych jak spam lub wartościowe wiadomości), dzięki czemu system jest w stanie przewidywać, czy przychodząca korespondencja zalicza się do jednej z tych dwóch kategorii. Czynność nadzorowanego uczenia przy użyciu dyskretnych etykiet klas, zaprezentowana na powyższym przykładzie, nazywana jest również czynnością klasyfikacji. Kolejną podkategorią uczenia nadzorowanego jest regresja, w której sygnał wyjściowy przyjmuje wartości ciągłe.

			Klasyfikacja — przewidywanie etykiet klas

			Klasyfikacja stanowi podkategorię uczenia nadzorowanego służącą do przewidywania etykiet klas w nowych wystąpieniach na podstawie dotychczasowych obserwacji. Etykiety klas to dyskretne, nieuporządkowane wartości, które określają przynależność poszczególnych instancji do wyznaczonych grup. Wspomniany wcześniej przykład filtru antyspamowego jest typowym reprezentantem klasyfikacji binarnej, w której algorytm uczenia maszynowego uczy się zestawu reguł w celu rozróżniania dwóch możliwych klas: spamu oraz użytecznych wiadomości e-mail.

			Jednak zbiór etykiet klas wcale nie musi mieć charakteru binarnego. Model predykcyjny wyuczony za pomocą algorytmu uczenia nadzorowanego może przydzielić dowolną, zaprezentowaną w zestawie danych uczących etykietę klas do nowego, nieoznakowanego wystąpienia. Klasycznym przykładem takiej klasyfikacji wieloklasowej jest rozpoznawanie odręcznego pisma. W tym przypadku możemy stworzyć zestaw danych uczących składający się z wielu próbek odręcznego pisma każdej litery alfabetu. Jeśli użytkownik wprowadzi do urządzenia jakąś odręcznie napisaną literę, nasz model predykcyjny będzie w stanie rozpoznać ten znak z określoną dokładnością. Jeżeli jednak nie dołączymy symboli cyfr arabskich (0 – 9) do danych uczących, to nasz system nie będzie ich rozpoznawał.

			Na rysunku 1.3 prezentujemy koncepcję klasyfikacji binarnej, w której wykorzystano 30 próbek uczących; 15 próbek zostało oznaczonych jako klasa negatywna (minusiki), a pozostałym próbkom przydzielono etykiety klasy pozytywnej (krzyżyki). W takiej sytuacji zbiór danych jest dwuwymiarowy, co oznacza, że każda próbka zawiera dwie wartości: x1 oraz x2. Teraz wykorzystujemy algorytm nadzorowanego uczenia maszynowego do nauki reguły — granicy decyzyjnej symbolizowanej przez linię przerywaną — która rozdziela te dwie klasy oraz klasyfikuje analizowane dane do jednej z tych dwóch kategorii w zależności od wartości parametrów x1 i x2.
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			Rysunek 1.3. Przykład klasyfikacji binarnej

			Regresja dla przewidywania wyników ciągłych

			Z poprzedniego podrozdziału dowiedzieliśmy się, że klasyfikacja służy do przydzielania kategoryzowanych, nieuporządkowanych etykiet do wystąpień. Drugim rodzajem uczenia nadzorowanego jest prognozowanie wyników ciągłych, czyli tzw. analiza regresji. W tym modelu mamy dane zmienne objaśniające (prognozujące) oraz ciągłą zmienną objaśnianą (prognozowaną), naszym zadaniem natomiast jest odkrycie relacji pomiędzy tymi zmiennymi, co pozwoli przewidywać przyszłe wyniki.

			Załóżmy, że interesuje nas prognozowanie wyników egzaminów z matematyki naszych studentów. Jeżeli istnieje związek pomiędzy czasem przeznaczonym na naukę a ocenami, możemy wykorzystać te informacje jako zestaw danych uczących do trenowania modelu do przewidywania ocen przyszłych studentów planujących zdawać testy matematyczne.

			
    Pojęcie regresji zostało ukute przez Francisa Galtona w artykule Regression Towards Mediocrity in Hereditary Stature (Regresja w kierunku przeciętności w dziedziczeniu postury) z 1886 roku. Autor opisał zjawisko biologiczne, zgodnie z którym zróżnicowanie wzrostu w populacji nie ulega zwiększeniu wraz z upływem czasu. Zaobserwował, że wzrost rodziców nie jest przekazywany dzieciom, lecz wzrost potomków zmierza ku średnim wartościom populacji.

 

			Na rysunku 1.4 zaprezentowana została koncepcja regresji liniowej. Mając zmienną objaśniającą x i zmienną objaśnianą y, wyznaczamy dla przykładowych danych prostą przebiegającą w jak najmniejszej odległości od zestawu próbek — uzyskujemy ją najczęściej metodą najmniejszych kwadratów. Możemy teraz wykorzystać punkt przecięcia tej prostej z osiami współrzędnych oraz jej nachylenie do przewidywania wyników pochodzących z nowych danych.
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			Rysunek 1.4. Przykład regresji liniowej

			Rozwiązywanie problemów interaktywnych za pomocą uczenia przez wzmacnianie

			Kolejnym rodzajem uczenia maszynowego jest uczenie przez wzmacnianie (ang. reinforcement learning). W tym przypadku celem jest utworzenie systemu (regulatora, agenta), który poprawia własną skuteczność na podstawie interakcji ze środowiskiem. Informacje na temat bieżącego stanu środowiska zazwyczaj zawierają także tzw. sygnał nagrody, dlatego możemy uznać uczenie przez wzmacnianie jako model powiązany z uczeniem nadzorowanym. Jednak w przypadku uczenia przez wzmacnianie sprzężeniem tym nie są poprawne, wzorcowe etykiety lub wartości, lecz wartość skuteczności pomiaru działania przez funkcję nagrody. Poprzez oddziaływanie ze środowiskiem regulator może wykorzystywać uczenie przez wzmacnianie do trenowania szeregu działań dążących do maksymalizowania nagrody metodą prób i błędów lub rozważnego planowania (rysunek 1.5).
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			Rysunek 1.5. Oddziaływania w modelu uczenia przez wzmacnianie

			Popularnym przykładem uczenia przez wzmacnianie jest silnik aplikacji szachowej. Regulator wybiera kolejne ruchy figur szachowych na podstawie stanu szachownicy (środowiska), a nagrodę można zdefiniować jako zwycięstwo lub porażkę na koniec rozgrywki.

			Istnieje wiele różnych odmian uczenia przez wzmacnianie. Jednak w ogólnym zarysie agent zawsze próbuje maksymalizować nagrodę poprzez szereg oddziaływań ze środowiskiem. Każdy stan można powiązać z nagrodą dodatnią lub ujemną, którą możemy także zdefiniować w kontekście głównego celu, np. wygranej lub porażki w partii szachów. Przykładowo w szachach wynik każdego ruchu możemy uznać za odmienny stan środowiska. Przyjrzyjmy się temu uważniej: załóżmy, że odwiedzenie pewnych pól na szachownicy wiąże się z jakimś pozytywnym zdarzeniem, takim jak pozbycie się wrogiego pionka z gry lub stworzenie zagrożenia dla hetmana. Inne pola jednak wiążą się ze zdarzeniami negatywnymi, jak choćby stratą własnej figury w turze przeciwnika. Nie każdy ruch wiąże się ze zbiciem jakiejś figury, a uczenie przez wzmacnianie polega na uczeniu się szeregu czynności poprzez maksymalizowanie nagrody na podstawie natychmiastowych i opóźnionych informacji zwrotnych.

			Podajemy tu ogólne informacje na temat uczenia przez wzmacnianie, pamiętaj jednak, że opis jego zastosowań wykracza poza ramy tej książki, gdyż koncentrujemy się w niej głównie na zadaniach klasyfikacji, analizie regresji i analizie skupień.

			Odkrywanie ukrytych struktur za pomocą uczenia nienadzorowanego

			W przypadku uczenia nadzorowanego znamy właściwą odpowiedź jeszcze przed rozpoczęciem trenowania danego modelu, z kolei w uczeniu przez wzmacnianie wykorzystujemy regulator do definiowania wartości nagród dla poszczególnych działań. Natomiast korzystając z technik uczenia nienadzorowanego (ang. unsupervised learning), mamy do czynienia z nieoznakowanymi danymi lub danymi o nieznanej strukturze. Dzięki modelom uczenia nienadzorowanego jesteśmy w stanie poznawać strukturę przetwarzanych danych i uzyskiwać użyteczne informacje bez stosowania znanej zmiennej wyjściowej lub funkcji nagrody.

			Wyznaczanie podzbiorów za pomocą grupowania

			Grupowaniem (klasteryzacją, analizą skupień; ang. clustering) nazywamy technikę badawczą analizy danych pozwalającą na organizowanie zestawów informacji w sensowne podzbiory (klastry, grupy, skupienia) bez uprzedniej wiedzy na temat przydziału grupowego poszczególnych danych. Każdy klaster powstający w wyniku analizy definiuje zbiór obiektów wykazujących między sobą pewne podobieństwa i odróżniających się od elementów umieszczonych w pozostałych grupach, dlatego grupowanie czasami jest nazywane klasyfikacją nienadzorowaną. Ta technika nadaje się znakomicie do strukturyzowania informacji oraz wyznaczania istotnych powiązań wywodzących się z danych; np. pozwala sprzedawcom odkrywać grupy klientów według ich zainteresowań, co jest wykorzystywane do tworzenia oddzielnych programów marketingowych.

			Na rysunku 1.6 pokazujemy, w jaki sposób można wykorzystać klasteryzację do zorganizowania danych w trzy oddzielne grupy na podstawie podobieństw cech x1 i x2.
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			Rysunek 1.6. Wyznaczanie osobnych grup za pomocą analizy skupień

			Redukowanie wymiarowości w celu kompresji danych

			Kolejną dziedziną uczenia nienadzorowanego jest redukcja wymiarowości (ang. dimensionality reduction). Często pracujemy z danymi wielowymiarowymi — każda obserwacja daje nam dużą liczbę wartości pomiarowych — co stanowi wyzwanie w przypadku ograniczonej pojemności nośników danych oraz skuteczności obliczeniowej algorytmów uczenia maszynowego. Nienadzorowana redukcja wymiarowości jest stosowana powszechnie we wstępnym przetwarzaniu cech w celu wykluczenia szumu z danych — który może zmniejszać skuteczność predykcji niektórych algorytmów — a do tego kompresuje dane do podprzestrzeni o mniejszej liczbie wymiarów przy zachowaniu większości istotnej informacji.

			Czasami redukowanie wymiarowości przydaje się również do wizualizacji danych — np. zbiór cech wielowymiarowych można rzutować na jedno-, dwu- lub trójwymiarowe przestrzenie cech w celu wyświetlenia go w formie dwu- lub trójwymiarowego wykresu punktowego albo histogramu. Rysunek 1.7 zawiera przykład zastosowania nieliniowej redukcji wymiarowości do skompresowania wykresu trójwymiarowego do nowej dwuwymiarowej podprzestrzeni cech.
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			Rysunek 1.7. Przykład redukowania wymiarowości

			Wprowadzenie do podstawowej terminologii i notacji

			Po omówieniu trzech ogólnych kategorii uczenia maszynowego — nadzorowanego, nienadzorowanego oraz przez wzmacnianie — przyszedł czas na zapoznanie się z podstawową terminologią, która będzie wykorzystywana w dalszej części książki. Na rysunku 1.8 widzimy tabelę stanowiącą fragment zestawu danych Iris, będącego klasycznym przykładem w dziedzinie uczenia maszynowego. Na zbiór tych danych składają się wyniki pomiarów 150 kwiatów kosaćca z trzech różnych gatunków: setosa (kosaciec szczecinkowy), versicolor (kosaciec różnobarwny) oraz virginica (kosaciec wirginijski). Każdy kwiat reprezentuje tu oddzielny wiersz w zbiorze danych, natomiast wyniki pomiarów (w centymetrach) są przechowywane w kolumnach, zwanych także zbiorami cech.
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			Rysunek 1.8. Fragment zestawu danych Iris

			Aby zachować prostotę i czytelność notacji oraz implementacji, wprowadzimy pewne podstawy algebry liniowej. W następnych rozdziałach będziemy opisywać dane w notacji macierzowej oraz wektorowej. Wykorzystamy popularną konwencję, zgodnie z którą każda próbka jest reprezentowana jako osobny wiersz w macierzy cech X, gdzie poszczególne cechy są przechowywane w oddzielnych kolumnach.

			Zestaw danych Iris, składający się ze 150 próbek i z 4 cech, możemy zapisać jako macierz o rozmiarze 150×4 lub X ∈ℝ150×4:

			[image: ]

			
    Jeżeli nie zaznaczono inaczej, w dalszej części książki będziemy wykorzystywać indeks górny i do określenia i-tej próbki uczącej, a indeks dolny j będzie odnosił się do j-tego wymiaru zbioru uczącego.

			Pogrubionymi małymi literami będziemy oznaczać wektory: (x ∈ℝn×1), z kolei pogrubionymi dużymi literami będziemy określać macierze: (X ∈ℝn×m). Pojedyncze elementy wektora lub macierzy definiujemy literami oznaczonymi kursywą (odpowiednio: [image: ] lub  [image: ]).

			Przykładowo element [image: ] oznacza pierwszy wymiar (czyli długość działki) próbki numer 150. W ten sposób każdy wiersz w tej macierzy cech reprezentuje jedno wystąpienie kwiatu, które można zapisać w postaci czteroelementowego wektora x(i) ∈ℝ1×4,. [image: ]

			Z kolei każdy wymiar cechy jest 150-elementowym wektorem kolumnowym xj ∈ℝ150×1, np.: [image: ]

			W podobny sposób przechowujemy zmienne docelowe (tutaj: etykiety klas), jako 150-elementowy wektor kolumnowy [image: ] (y ∈{Setosa, Versicolor, Virginica}).



			Strategia tworzenia systemów uczenia maszynowego

			W poprzednich podrozdziałach omówiliśmy podstawowe pojęcia uczenia maszynowego oraz poznaliśmy trzy jego rodzaje. Przyjrzymy się teraz innym istotnym elementom systemu uczenia maszynowego towarzyszącym algorytmom uczenia. Na rysunku 1.9 prezentujemy typowy przebieg procesów podczas stosowania uczenia maszynowego w modelowaniu predykcyjnym. Zagadnienie to rozwiniemy w dalszej części rozdziału.

			[image: ]

			Rysunek 1.9. Modelowanie predykcyjne

			Wstępne przetwarzanie — nadawanie danym formy

			Zacznijmy od omówienia procesu tworzenia systemów uczenia maszynowego. Rzadko kiedy nieprzetworzone dane mają postać umożliwiającą wykorzystanie optymalnej skuteczności algorytmu uczącego. Z tego powodu wstępne przetwarzanie (ang. preproces­sing) danych stanowi jeden z najważniejszych etapów każdego rodzaju uczenia maszynowego. Weźmy za przykład omówiony we wcześniejszej części rozdziału zestaw danych Iris — danymi nieprzetworzonymi mogą być w tym przypadku zdjęcia kwiatów, z których chcemy wydobyć jak najwięcej sensownych cech. Do takich cech możemy zaliczyć barwę, odcień, intensywność koloru, wysokość rośliny, a także długość i szerokość elementów anatomicznych kwiatu. Wiele algorytmów uczenia maszynowego wymaga również, aby wybrane cechy były prezentowane w jednakowej skali, co często jest osiągane poprzez ich transformację do zakresu [0, 1] lub do standardowego rozkładu normalnego, ze średnią równą 0 i z wariancją równą 1, jak zostanie to przedstawione w dalszej części książki.

			Niektóre wybrane cechy mogą być ze sobą ściśle skorelowane, a przez to w pewnym stopniu nadmiarowe. W takich sytuacjach przydają się techniki redukcji wymiarowości do skompresowania cech w przestrzeń o mniejszej liczbie wymiarów. Zmniejszenie przestrzeni cech pozwala na zaoszczędzenie przestrzeni dyskowej, a także na znaczne przyśpieszenie działania algorytmu uczącego. W pewnych przypadkach redukcja wymiarowości może również poprawić wydajność predykcyjną modelu, jeżeli zestaw danych zawiera znaczną liczbę nieistotnych cech (lub zaszumienie), tj. jeśli zestaw danych ma niewielką wartość stosunku sygnału do szumów.

			Aby się dowiedzieć, czy nasz algorytm uczenia maszynowego działa dobrze nie tylko na zestawie danych uczących, ale i na innych danych, musimy również losowo rozdzielić zbiór danych na osobne zestawy danych uczących i testowych. Zbiór danych uczących służy do trenowania i optymalizowania modelu uczenia maszynowego, natomiast zestaw danych testowych przechowujemy do samego końca procesu i dzięki niemu oceniamy ostateczny model.

			Trenowanie i dobór modelu predykcyjnego

			W kolejnych rozdziałach przekonamy się, że stworzono wiele różnorodnych algorytmów uczenia maszynowego przeznaczonych do rozwiązywania różnych kategorii problemów. Istotnym faktem, który stanowi sedno słynnego twierdzenia Davida H. Wolperta (no free lunch theorem[1]), jest zrozumienie, że nie możemy zmusić systemu do nauki „za darmo” (D.H. Wolpert, The Lack of A Priori Distinctions Between Learning Algorithms, 1996; D.H. Wolpert, W.G. Macready, No Free Lunch Theorems for Optimization, 1997). Zgodnie z intuicją możemy powiązać tę koncepcję z popularnym powiedzeniem: Gdy twoim jedynym narzędziem jest młotek, wszystko zaczyna ci przypominać gwoździe (A. Maslow, 1966). Przełóżmy to na przykład: każdy algorytm klasyfikacji zawiera integralne założenia i żaden z modeli klasyfikacji nie przeważa nad innymi, jeżeli nie opracujemy założeń dotyczących danego zadania. W praktyce niezbędne okazuje się porównanie przynajmniej kilku różnych algorytmów w celu wytrenowania i doboru najbardziej skutecznego modelu. Zanim jednak będziemy w stanie porównać różne modele, musimy najpierw ustalić metrykę służącą do pomiaru wydajności. Jedną z najpopularniejszych metryk jest dokładność klasyfikacji, którą definiujemy jako stosunek poprawnie sklasyfikowanych wystąpień do nieprawidłowo określonych instancji.

			Możesz w tym momencie zadać rozsądne pytanie: skąd mamy wiedzieć, że dany model dobrze się sprawuje wobec ostatecznego zestawu testowego oraz rzeczywistych danych, skoro nie wykorzystujemy danych testowych na etapie doboru systemu, lecz trzymamy je do momentu ewaluacji ostatecznego modelu? W celu rozwiązania problemu zdefiniowanego w tym pytaniu można wykorzystać różnorodne techniki sprawdzianu krzyżowego (ang. cross-validation), w których zestaw uczący zostaje podzielony na podzbiory uczące i testowe (walidacyjne), służące do oszacowania wydajności generalizacji modelu. Nie możemy również oczekiwać, że domyślne parametry różnych algorytmów uczenia maszynowego znajdujących się w bibliotekach programowych będą od razu zoptymalizowane pod kątem rozwiązania Twojego określonego problemu. Z tego powodu w dalszych rozdziałach książki będziemy często używać technik optymalizacji hiperparametrycznej, które pomogą nam poprawić skuteczność modelu. Hiperparametry to parametry, których nie uzyskano z danych, lecz które stanowią elementy regulacyjne modelu, wykorzystywane do poprawienia jego przewidywań. Pojęcie to stanie się znacznie bardziej zrozumiałe w dalszej części książki, gdy przejdziemy do praktycznych przykładów.

			Ewaluacja modeli i przewidywanie wystąpienia nieznanych danych

			Po wybraniu modelu dopasowanego do zestawu danych uczących możemy wykorzystać zbiór danych testowych do oszacowania skuteczności algorytmu wobec nieznanych danych, dzięki czemu będziemy w stanie określić błąd generalizacji. Jeżeli będziemy zadowoleni z jego skuteczności, możemy zacząć używać modelu do przewidywania nowych, przyszłych danych. Należy pamiętać o tym, że parametry wspomnianych wcześniej procedur, takich jak skalowanie cech oraz redukowanie wymiarowości, są określane wyłącznie na podstawie danych uczących, po czym wykorzystywane do przekształcania zbioru testowego oraz wszelkich nowych próbek — skuteczność mierzona jedynie na podstawie wyników z danych testowych może być nazbyt optymistyczna.

			Wykorzystywanie środowiska Python do uczenia maszynowego

			Python jest jednym z najpopularniejszych języków programowania stosowanych w analizie danych; dzięki temu zawiera olbrzymią bazę dodatkowych bibliotek stworzonych przez wspaniałą społeczność programistów.

			Mimo że wydajność języków interpretowanych (do których zalicza się Python) jest w przypadku zadań wymagających dużej mocy obliczeniowej niższa od wydajności języków niższego poziomu, istnieją biblioteki rozszerzeń, takie jak NumPy czy SciPy, które bazują na implementacjach języków Fortran i C, dzięki czemu uzyskujemy dostęp do szybkich i wektoryzowanych operacji na wielowymiarowych tablicach.

			Będziemy najczęściej korzystać z biblioteki scikit-learn, która obecnie stanowi jedną z najpopularniejszych i najbardziej przystępnych darmowych bibliotek uczenia maszynowego.

			Instalacja środowiska Python i pakietów z repozytorium Python Package Index

			Omawiane środowisko programistyczne jest dostępne na wszystkie główne systemy operacyjne — Microsoft Windows, macOS i Linuksa — a zarówno jego instalator, jak i dokumentację znajdziesz na oficjalnej stronie Pythona: https://www.python.org/.

			Ta książka została napisana pod kątem Pythona w wersji co najmniej 3.5.2, natomiast zalecamy korzystanie z najbardziej aktualnej implementacji tego środowiska (w wersji 3), chociaż większość przykładów kodu powinna być również kompatybilna z wersją >= 2.7.13. Jeżeli postanowisz uruchamiać zawarte w książce przykłady kodu w wersji 2.7 Pythona, zapoznaj się najpierw z głównymi różnicami pomiędzy obydwiema wersjami środowiska programowania. Dobre podsumowanie różnic pomiędzy wersjami 2.7 i 3.5 Pythona (w języku angielskim) znajdziesz pod adresem https://wiki.python.org/moin/Python2orPython3.

			Dodatkowe, wykorzystywane w dalszej części książki pakiety można zainstalować za pomocą aplikacji pip, stanowiącej część standardowej biblioteki Pythona od wersji 3.3. Więcej informacji (w języku angielskim) na temat instalatora pip znajdziesz pod adresem https://docs.python.org/3/installing/index.html.

			Po zainstalowaniu środowiska Python dodajemy kolejne pakiety, wpisując następującą komendę w terminalu:

			pip install JakiśPakiet

			Zainstalowane pakiety możemy zaktualizować za pomocą flagi --upgrade:

			pip install JakiśPakiet --upgrade

			Korzystanie z platformy Anaconda i menedżera pakietów

			Bardzo polecaną, alternatywną dystrybucją Pythona przeznaczoną do obliczeń naukowych jest Anaconda stworzona przez firmę Continuum Analytics. Jest to bezpłatna dystrybucja — również w przypadku zastosowań komercyjnych — zawierająca wszystkie niezbędne pakiety wykorzystywane w analizie danych, obliczeniach matematycznych oraz inżynierii, dostępne w przyjaznej, międzyplatformowej postaci. Instalator Anaconda znajdziesz pod adresem http://continuum.io/downloads, z kolei szybkie wprowadzenie do tego środowiska jest dostępne na stroniehttps://conda.io/docs/test-drive.html.

			Po zainstalowaniu Anacondy możemy instalować nowe pakiety Pythona za pomocą następującego polecenia:

			conda install JakiśPakiet

			Zainstalowane pakiety aktualizujemy, korzystając z poniższej komendy:

			conda update JakiśPakiet

			Pakiety przeznaczone do obliczeń naukowych, analizy danych i uczenia maszynowego

			Przez większość czasu będziemy korzystać z wielowymiarowych tablic biblioteki NumPy do przechowywania i przetwarzania danych. Sporadycznie zastosujemy również bibliotekę pandas — nakładkę biblioteki NumPy zapewniającą dodatkowe, zaawansowane narzędzia do manipulowania danymi, dzięki czemu praca z tabelarycznymi informacjami będzie jeszcze wygodniejsza. Aby usprawnić proces nauki i zwizualizować dane ilościowe (pozwala to w maksymalnie intuicyjny sposób zrozumieć wykonywane działania), wprowadzimy również do użytku wysoce konfigurowalną bibliotekę Matplotlib.

			Poniżej wymieniamy numery wersji głównych pakietów Pythona, które były wykorzystywane w trakcie pisania niniejszej książki. Upewnij się, że masz na swoim komputerze zainstalowane przynajmniej te wersje (lub nowsze), dzięki czemu przykładowy kod będzie działał we właściwy sposób:

			
					NumPy 1.12.1

					SciPy 0.19.0

					scikit-learn 0.18.1

					Matplotlib 2.0.2

					pandas 0.20.1

			

			Podsumowanie

			W tym rozdziale zapoznaliśmy się bardzo ogólnie z uczeniem maszynowym i zaznajomiliśmy się z podstawowymi koncepcjami, którym poświęcimy znacznie większą uwagę w kolejnych rozdziałach.

			Dowiedzieliśmy się, że na uczenie nadzorowane składają się dwie ważne dziedziny: klasyfikacja i regresja. Modele klasyfikacji pozwalają nam kategoryzować obiekty do znanych klas, natomiast dzięki analizie regresji jesteśmy w stanie prognozować wyniki ciągłe docelowych zmiennych. Uczenie nienadzorowanie nie tylko zapewnia dostęp do przydatnych technik odkrywających struktury nieoznakowanych danych, lecz również pozwala na kompresowanie danych w czasie wstępnego przetwarzania cech.

			Przyjrzeliśmy się pobieżnie typowej strategii dopasowywania uczenia maszynowego do zadań problemowych, która stanowi dla nas podstawę do głębszych przemyśleń oraz ukazywania przykładów w dalszej części książki. Na koniec zaś przygotowaliśmy środowisko Pythona i zainstalowaliśmy oraz zaktualizowaliśmy wszystkie pakiety niezbędne do własnoręcznego testowania uczenia maszynowego.

			W dalszej części książki oprócz samej kwestii uczenia maszynowego zaprezentujemy różne techniki wstępnej obróbki zestawów danych, co pomoże uzyskać nam jak najlepszą wydajność z odmiennych algorytmów. Będziemy się zajmować głównie algorytmami klasyfikacji, przyjrzymy się jednak również metodom analizy regresji i klasteryzacji.

			Czeka nas ekscytująca podróż, w której trakcie poznamy mnóstwo potężnych technik stanowiących część rozległej dziedziny uczenia maszynowego. Jednakże każde z tych rozwiązań będziemy omawiać po kolei i stopniowo zdobywać wiedzę na kolejnych stronach. W następnym rozdziale rozpoczniemy tę wyprawę poprzez zaimplementowanie jednego z najwcześniejszych algorytmów uczenia maszynowego stosowanych w klasyfikacji, co przygotuje nas do rozdziału 3., „Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn”, w którym zapoznamy się z bardziej zaawansowanymi algorytmami dostępnymi w bibliotece o jawnym kodzie źródłowym — scikit-learn.

			
			
				
					[1]		W wolnym tłumaczeniu: twierdzenie o nieistnieniu darmowych obiadów — przyp. tłum.

				

			

		


		
			Rozdział 2. 
Trenowanie prostych algorytmów uczenia maszynowego w celach klasyfikacji

			W tym rozdziale wykorzystamy dwa z najwcześniejszych algorytmów klasyfikacyjnych — modele perceptronu oraz adaptacyjnego neuronu liniowego. Zaczniemy od zaimplementowania krok po kroku perceptronu w środowisku Python oraz uczenia go klasyfikacji różnych odmian kosaćca na podstawie danych z zestawu Iris. W ten sposób lepiej zrozumiemy koncepcję algorytmów klasyfikacyjnych oraz dowiemy się, jak można je skutecznie wdrożyć za pomocą Pythona. Następnie przyjrzymy się podstawom optymalizacji przy użyciu adaptacyjnych neuronów liniowych, gdyż stanowi to wstęp do stosowania bardziej zaawansowanych klasyfikatorów przechowywanych w bibliotece scikit-learn, co zostało omówione w rozdziale 3., „Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn”.

			Zajmiemy się w tym rozdziale omówieniem następujących zagadnień:

			
					opis teoretycznych podstaw tworzenia algorytmów uczenia maszynowego,

					wykorzystanie bibliotek pandas, NumPy i Matplotlib do wczytywania, przetwarzania i wizualizowania danych,

					implementacja algorytmów liniowej klasyfikacji w środowisku Python.

			

			Sztuczne neurony — rys historyczny początków uczenia maszynowego

			Zanim przejdziemy do dokładnego opisu modelu perceptronu oraz powiązanych z nim algorytmów, cofnijmy się na chwilę do początków dziedziny uczenia maszynowego. Warren McCulloch i Walter Pitts pragnęli zrozumieć mechanizm działania mózgu po to, aby zaprojektować sztuczną inteligencję, i w 1943 roku zaprezentowali pierwszą koncepcję uproszczonego modelu komórki nerwowej, tzw. neuronu McCullocha-Pittsa (ang. McCulloch-Pitts neuron — MCP; W.S. McCulloch i W. Pitts, A Logical Calculus of the Ideas Immanent in Nervous Activity, „The Bulletin of Mathematical Biophysics” 1943, nr 5 (4), s. 115 – 133). Neuronami nazywamy wzajemnie połączone komórki nerwowe w mózgu, które są odpowiedzialne za przetwarzanie oraz przesyłanie sygnałów chemicznych i elektrycznych, co zostało zaprezentowane na rysunku 2.1.

			[image: ]

			Rysunek 2.1. Model uproszczonego neuronu

			McCulloch i Pitts opisali taką komórkę nerwową jako prostą bramkę logiczną zawierającą binarne wyjścia; do dendrytów dociera wiele sygnałów, które są integrowane w ciele komórki i, jeżeli energia impulsu przekracza określoną wartość graniczną, zostaje wygenerowany sygnał wyjściowy przepuszczany poprzez akson.

			Już kilka lat później Frank Rosenblatt na podstawie modelu neuronu MCP opublikował pierwszą koncepcję reguły uczenia perceptronu (F. Rosenblatt, The Perceptron, a Perceiving and Recognizing Automaton, „Cornell Aeronautical Laboratory”, 1957). Korzystając z tej reguły, Rosenblatt zaproponował algorytm zdolny do automatycznego uczenia się za pomocą optymalnych współczynników wag, które są przemnażane przez wartości wejściowe, co pozwala określić, czy neuron prześle dalej sygnał. W kontekście uczenia nadzorowanego i klasyfikacji taki algorytm może być wykorzystywany do przewidywania próbek przynależnych do różnych klas.

			Formalna definicja sztucznego neuronu

			W ujęciu matematycznym możemy analizować koncepcję sztucznych neuronów w kontekście zadania klasyfikacji binarnej, w której dla uproszczenia odnosimy się do dwóch klas: 1 (klasy pozytywnej) oraz -1 (klasy negatywnej). Następnie definiujemy funkcję decyzyjną ϕ (z), na którą składa się liniowa kombinacja określonych wartości wejściowych x oraz powiązanego z nimi wektora wag w, gdzie z nosi nazwę całkowitego pobudzenia układu (z = w1x1+…+ wmxm):

			[image: ]

			Jeżeli całkowite pobudzenie z danej próbki x(i) jest wyższe od zdefiniowanej wartości progowej θ, to przewidujemy, że dany obiekt przynależy do klasy pozytywnej 1, w przeciwnym wypadku — do klasy negatywnej –1. W algorytmie perceptronu funkcja decyzyjna [image: ] stanowi odmianę funkcji skoku jednostkowego:

			[image: ]

			Możemy dla uproszczenia przenieść wartość progową θ na lewą stronę równania i zdefiniować początkową wagę jako w0 = –θ, a x0 = 1, dzięki czemu całkowite pobudzenie z przybierze prostszą postać 

			z = w0x0+w1x1+…+wmxm = wTx

			przy założeniu, że

			[image: ].

			W literaturze specjalistycznej próg ujemny, czyli waga [image: ], jest zazwyczaj nazywany obciążeniem jednostkowym (ang. bias unit).

			
    W kolejnych podrozdziałach będziemy często stosować podstawową notację z zakresu algebry liniowej, np. korzystać ze skróconego zapisu sumy iloczynów wartości x i w za pomocą iloczynu skalarnego wektorów, gdzie indeks górny T oznacza transpozycję — operację przekształcania wiersza wektora w kolumnę i odwrotnie:

			[image: ]

			Na przykład: [image: ].

			Ponadto operację transponowania można przeprowadzić również wobec macierzy, dzięki czemu następuje w niej zamiana wierszy z kolumnami:

			[image: ]

			W tej książce będziemy wykorzystywać jedynie najprostsze pojęcia z algebry liniowej, jeżeli jednak chcesz odświeżyć sobie pamięć, polecamy znakomity skrypt Linear Algebra Review and Reference autorstwa Zico Koltera, który można bezpłatnie przejrzeć na stronie http://www.cs.cmu.edu/~zkolter/course/linalg/linalg_notes.pdf [1].



			Na rysunku 2.2 widzimy, w jaki sposób całkowite pobudzenie z = wTx zostaje przetworzone na wartości binarne (–1 lub 1) przez funkcję decyzyjną perceptronu (wykres po lewej), a także jak może zostać wykorzystane do rozdzielenia dwóch odrębnych liniowo klas (wykres po prawej).
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			Rysunek 2.2. Zastosowanie całkowitego pobudzenia w uczeniu maszynowym

			Reguła uczenia perceptronu

			Podstawowym założeniem w neuronie MCP i modelu perceptronu progowego jest wprowadzenie uproszczonego mechanizmu naśladującego działanie pojedynczej komórki nerwowej: albo zostaje ona uaktywniona, albo nie. Z tego powodu pierwotna reguła uczenia perceptronu autorstwa Rosenblatta jest całkiem nieskomplikowana i można ją opisać następującymi etapami:

			
					Wprowadź wagi o wartości 0 lub niewielkich, losowych wartościach.

					Dla każdej próbki uczącej x(i):

			

			
					Oblicz wartość wyjściową ŷ.

					Zaktualizuj wagi.

			

			W tym przypadku wartością wyjściową jest etykieta klasy przewidziana przez wcześniej zdefiniowaną funkcję skoku jednostkowego, a równoczesną aktualizację każdej wagi wj w wektorze wag w można zapisać w bardziej formalny sposób:
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			Służąca do aktualizowania wagi wj wartość Δwj jest wyliczana za pomocą reguły uczenia perceptronu:

			[image: ]

			gdzie η jest współczynnikiem uczenia (zazwyczaj stałą przyjmującą wartości w zakresie od 0 do 1), y(i) stanowi rzeczywistą etykietę klas i-tej próbki uczącej, natomiast ŷ(i) to przewidywana etykieta klas. Bardzo istotna jest informacja, że wszystkie wagi w wektorze wag są jednocześnie aktualizowane, co oznacza, że nie możemy ponownie przeliczyć wartości ŷ(i), dopóki nie zaktualizujemy wszystkich wag Δwj. 

			Zapis aktualizacji dla dwuwymiarowego zbioru danych możemy zdefiniować następująco:
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			Zanim zaimplementujemy model perceptronu w Pythonie, przeprowadźmy mały eksperyment myślowy ukazujący piękno prostoty tej reguły uczenia. W dwóch scenariuszach, w których perceptron we właściwy sposób przewiduje etykietę klas, wagi pozostają niezmienione:

			[image: ]

			 
			Jednak w przypadku nieprawidłowego prognozowania wagi zostają przesunięte w kierunku pozytywnej lub negatywnej klasy docelowej:
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			Aby lepiej zrozumieć koncepcję mnożnika [image: ], przyjrzyjmy się kolejnemu prostemu przykładowi, w którym:
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			Załóżmy, że [image: ], a my tę próbkę nieprawidłowo sklasyfikowaliśmy jako –1. W takim przypadku zwiększamy wagę o 1, przez co całkowite pobudzenie [image: ] będzie silniejsze w sytuacji ponownego natrafienia na tę próbkę, dzięki czemu z większym prawdopodobieństwem zostanie przekroczona wartość graniczna funkcji skokowej, a badany obiekt zostanie zaklasyfikowany do klasy +1:
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			Aktualizacja wagi jest wprost proporcjonalna do wartości [image: ]. Załóżmy, że mamy kolejną próbkę, [image: ], która została nieprawidłowo zaklasyfikowana jako –1. W tej sytuacji przesuwamy granicę decyzyjną w jeszcze większym stopniu po to, aby próbka została następnym razem właściwie zaklasyfikowana:
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			Zwróć uwagę, że zbieżność perceptronu zostaje zapewniona jedynie wtedy, gdy dwie klasy są liniowo rozdzielne (rysunek 2.3), a współczynnik uczenia jest wystarczająco mały. Jeżeli nie można oddzielić dwóch klas za pomocą liniowej granicy decyzyjnej, możemy ustalić maksymalną liczbę przebiegów (epok) algorytmu z wykorzystaniem danych uczących i (lub) próg tolerancji nieprawidłowych klasyfikacji — w przeciwnym wypadku perceptron wiecznie aktualizowałby wagi.
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			Rysunek 2.3. Rozdzielność liniowa klas

			
    Kod źródłowy

			Pliki kodu źródłowego są dostępne do pobrania pod adresem ftp://ftp.helion.pl/przyklady/pythu2.zip.



			Zanim przejdziemy do implementacji algorytmów w Pythonie, przyjrzyjmy się rysunkowi 2.4, który przedstawia diagram podsumowujący ogólną koncepcję, jaka kryje się za modelem perceptronu.
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			Rysunek 2.4. Ogólny model perceptronu

			Na rysunku 2.4 widzimy schemat ukazujący sposób, w jaki perceptron otrzymuje dane wejściowe próbek x i łączy z wagami w w celu obliczenia funkcji całkowitego pobudzenia. Wynik jest następnie przekazywany funkcji progowej, która generuje wartość binarną –1 lub +1 — prognozowaną etykietę klas danej próbki. W trakcie fazy uczenia dane wyjściowe są wykorzystywane do obliczenia błędu predykcji i aktualizowania wag.

			Implementacja algorytmu uczenia perceptronu w Pythonie

			W poprzednim podrozdziale poznaliśmy mechanizm działania perceptronu Rosenblatta; pójdźmy dalej i zaimplementujmy go w Pythonie, a następnie przetestujmy na zestawie danych Iris, który wprowadziliśmy w rozdziale 1., „Umożliwianie komputerom uczenia się z danych”. 

			Obiektowy interfejs API perceptronu

			Wykorzystamy strategię programowania obiektowego i zdefiniujemy interfejs perceptronu jako klasę języka Python, pozwalającą na inicjowanie nowych obiektów Perceptron, które będą uczyć się przy użyciu metody fit. Z kolei do prognozowania wykorzystamy osobną metodę — predict. Zgodnie z konwencją będziemy dodawać podkreślnik (_) do atrybutów, które nie są tworzone w momencie inicjowania obiektu, lecz w chwili wywoływania przez inne metody, np. self.w_.

			
    Jeżeli nie znasz jeszcze bibliotek naukowych Pythona lub musisz odświeżyć pamięć, skorzystaj z następujących zasobów (w języku angielskim):

 
			
					NumPy: https://sebastianraschka.com/pdf/books/dlb/appendix_f_numpy-intro.pdf 

					Pandas: https://pandas.pydata.org/pandas-docs/stable/10min.html

					Matplotlib: http://matplotlib.org/users/beginner.html

			




Poniżej prezentujemy implementację perceptronu:

import numpy as np

class Perceptron(object):

   """Klasyfikator — perceptron.

   Parametry

   ------------

   eta : zmiennoprzecinkowy

      Współczynnik uczenia (w przedziale pomiędzy 0.0 a 1.0).

   n_iter : liczba całkowita

      Liczba przebiegów po zestawach uczących.

   random_state : liczba całkowita

      Ziarno generatora liczb losowych służące do inicjowania losowych wag.

   Atrybuty

   -----------

   w_ : jednowymiarowa tablica

      Wagi po dopasowaniu.

   errors_ : lista

      Liczba nieprawidłowych klasyfikacji (aktualizacji) w każdej epoce.

   """

   def __init__(self, eta=0.01, n_iter=50, random_state=1):

      self.eta = eta

      self.n_iter = n_iter

      self.random_state = random_state

   def fit(self, X, y):

   """Dopasowanie danych uczących.

   Parametry

   ----------

   X : {tablicopodobny}, wymiary = [n_próbek, n_cech]

      Wektory uczące, gdzie n_próbek

      oznacza liczbę próbek, a

      n_cech — liczbę cech.

   y : tablicopodobny, wymiary = [n_próbek]

      Wartości docelowe.

   Zwraca

   -------

   self : obiekt

   """

   rgen = np.random.RandomState(self.random_state)

   self.w_ = rgen.normal(loc=0.0, scale=0.01,

                                      size=1 + X.shape[1])

   self.errors_ = []

   for _ in range(self.n_iter):

      errors = 0

      for xi, target in zip(X, y):

         update = self.eta * (target - self.predict(xi))

         self.w_[1:] += update * xi

         self.w_[0] += update

         errors += int(update != 0.0)

      self.errors_.append(errors)

   return self

def net_input(self, X):

   """Oblicza całkowite pobudzenie"""

   return np.dot(X, self.w_[1:]) + self.w_[0]

def predict(self, X):

   """Zwraca etykietę klas po obliczeniu funkcji skoku jednostkowego"""

   return np.where(self.net_input(X) >= 0.0, 1, -1)

Dzięki powyższej implementacji perceptronu możemy teraz inicjować nowe obiekty Perceptron mające wyznaczone współczynnik uczenia eta oraz liczbę epok (przebiegów po danych uczących) — n_iter. Dzięki metodzie fit wprowadzamy wagi w obiekcie self.w_ do wektora ℝm+1, gdzie m oznacza liczbę wymiarów (cech) zestawu danych, do której dodajemy 1 dla pierwszego elementu w tym wektorze, czyli obciążenia jednostkowego. Przypominamy, że wspomniany element, self.w_[0], reprezentuje omówione wcześniej tzw. obciążenie jednostkowe.

Zwróć również uwagę, że wektor ten zawiera małe losowe liczby wygenerowane za pomocą rozkładu normalnego o odchyleniu standardowym 0,01, przy użyciu funkcji rgen.normal(loc=0.0, scale=0.01, size=1 + X.shape[1]), gdzie rgen jest generatorem liczb losowych biblioteki NumPy, dla którego wyznaczyliśmy określone ziarno, dzięki czemu w razie potrzeby możemy odtwarzać uzyskiwane wyniki.

Nie inicjujemy wag z wartością zerową dlatego, że współczynnik uczenia η (eta) ma wpływ na wynik klasyfikacji jedynie wtedy, gdy początkowe wartości wag są niezerowe. Jeżeli wszystkie zainicjowane wagi mają wartość 0, zmienia się tylko skala wektora, nie jego kierunek. Jeżeli znasz się na trygonometrii, weź pod uwagę wektor v1 = [1 2 3], w którym kąt pomiędzy nim a wektorem v2 = 0,5 × v1 miałby wartość równą 0, co zostało ukazane za pomocą poniższego fragmentu kodu:

>>> v1 = np.array([1, 2, 3])

>>> v2 = 0.5 * v1

>>> np.arccos(v1.dot(v2) / (np.linalg.norm(v1) *

...                      np.linalg.norm(v2)))

0.0

W tym przypadku np.arccos jest arcus cosinusem, natomiast np.linalg.norm stanowi funkcję obliczającą długość wektora (nie ma znaczenia, czy do wygenerowania liczb losowych wykorzystasz rozkład normalny, czy równomierny albo inną wartość odchylenia standardowego; pamiętaj tylko, że zależy nam na małych wartościach, aby uniknąć omówionych wcześniej własności wektorów zerowych).

			
    W bibliotece NumPy indeksowanie jednowymiarowych tablic działa podobnie jak w przypadku list Pyt­hona — za pomocą notacji wykorzystującej nawiasy kwadratowe ([]). W czasie używania tablic dwuwymiarowych pierwszy wskaźnik odnosi się do numeru wiersza, a drugi — numeru kolumny; np. za pomocą oznaczenia X [2, 3] wybieramy drugi wiersz i trzecią kolumnę w dwuwymiarowej tablicy X.

 

			Po zainicjowaniu wag metoda fit analizuje każdą próbkę zestawu uczącego i aktualizuje wartości wag zgodnie z omówioną wcześniej regułą uczenia perceptronu. Etykiety klas są prognozowane poprzez metodę predict, która zostaje wywołana w metodzie fit po to, aby przewidzieć etykietę klas dla aktualizacji wag, jednak może być także wykorzystywana do predykcji etykiet klas nowych danych po wytrenowaniu modelu. Do tego w liście self.errors_ zliczamy liczbę nieprawidłowych klasyfikacji w czasie każdej epoki, dzięki czemu możemy później przeanalizować wydajność perceptronu w procesie nauki. Wykorzystywana w metodzie net_input funkcja np.dot oblicza iloczyn skalarny wektorów wTx.

			
    Zamiast stosować bibliotekę NumPy do obliczenia iloczynu skalarnego wektorów pomiędzy dwiema tablicami a i b za pomocą operacji a.dot(b) lub np.dot(a, b), możemy tego dokonać również w „czystym” kodzie Pythona: sum([i*j for i,j in zip(a, b)]). Jednakże przewaga struktur pętli for występujących w bibliotece NumPy nad dostępnymi w klasycznym Pythonie polega na wektoryzacji operacji arytmetycznych. W procesie wektoryzacji podstawowe operacje arytmetyczne są automatycznie przeprowadzane na każdym elemencie tablicy. Wyznaczywszy operacje arytmetyczne jako sekwencję instrukcji przeprowadzanych wobec tablicy (zamiast tradycyjnego ujęcia, w którym zestaw operacji jest wykonywany oddzielnie na każdym elemencie zbioru), możemy w znacznie skuteczniejszy sposób wykorzystywać architekturę współczesnych procesorów obsługujących architekturę SIMD (ang. Single Instruction, Multiple Data — pojedyncza instrukcja, wielokrotność danych). Do tego w pakiecie NumPy stosowane są zoptymalizowane biblioteki algebry liniowej, takie jak Basic Linear Algebra Subprograms (BLAS) czy Linear Algebra PACKage (LAPACK), napisane w językach C oraz Fortran. Na koniec warto dodać, że biblioteka NumPy gwarantuje zwięźlejszy i bardziej intuicyjny zapis kodu podstaw algebry liniowej, np. iloczynu skalarnego wektorów czy macierzy.

 

			Trenowanie modelu perceptronu na zestawie danych Iris

			W celu przetestowania naszej implementacji perceptronu, wczytamy ze zbioru danych Iris dwa gatunki kosaćca: setosa i versicolor. Reguła uczenia perceptronu nie ogranicza się wyłącznie do dwóch wymiarów, w celach usprawnienia wizualizacji będziemy rozważać jedynie dwie cechy: długość działki (ang. sepal length) i długość płatka (ang. petal length). Poza tym ze względów praktycznych wybraliśmy tylko dwa gatunki kosaćca. Pamiętajmy jednak, że algorytm perceptronu można rozszerzyć do wielowymiarowej klasyfikacji — np. poprzez technikę OvA (ang. One versus All — jeden przeciw wszystkim).

			
    Technika OvA, zwana również czasami OvR (ang. One versus Rest — jeden przeciw reszcie), umożliwia nam rozszerzanie klasyfikacji binarnej na problemy wieloklasowe. Za pomocą tej metody możemy uczyć jeden klasyfikator na klasę, przy czym ta klasa jest traktowana jako klasa pozytywna, a próbki z pozostałych klas są uznawane za obiekty klasy negatywnej. Do sklasyfikowania nowych danych wykorzystalibyśmy nasze n klasyfikatorów, gdzie n oznacza liczbę etykiet klas, i przydzielilibyśmy etykietę klas o największej pewności do danej próbki. W przypadku perceptronu stosowalibyśmy mechanizm OvA do doboru etykiety klas powiązanej z największą wartością bezwzględną całkowitego pobudzenia.

 

			Najpierw wykorzystamy bibliotekę pandas do wczytania zbioru danych Iris z bazy UCI Machine Learning Repository (z ang. repozytorium uczenia maszynowego na Uniwersytecie Kalifornijskim) do obiektu DataFrame oraz wyświetlimy pięć ostatnich linijek za pomocą metody tail, aby sprawdzić, czy informacje zostały prawidłowo odczytane (rysunek 2.5):

			>>> import pandas as pd



			>>> df = pd.read_csv('https://archive.ics.uci.edu/ml/'



			...     'machine-learning-databases/iris/iris.data', header=None)



			>>> df.tail()



			[image: ]

			Rysunek 2.5. Pięć ostatnich wierszy zestawu danych Iris wyświetlonych za pomocą metody tail

			
    Kopię zestawu danych Iris (a także wszystkich pozostałych zestawów danych wykorzystywanych w tej książce) znajdziesz w przykładowym kodzie dołączonym do książki, dzięki czemu możesz z niego korzystać także, gdy będziesz odłączony od internetu lub serwer UCI (https://archive.ics.uci.edu/ml/machine-learning-databases/iris/iris.data) będzie w danym momencie niedostępny. Przykładowo, aby wczytać zestaw danych Iris z katalogu lokalnego, wystarczy zastąpić wiersz:

			df = pd.read_csv('https://archive.ics.uci.edu/ml/'

			        'machine-learning-databases/iris/iris.data',

			         header=None)

			wierszem

			df = pd.read_csv('Twoja/ścieżka/lokalna/do/zestawu/iris',

			                            header=None)



			Wydzielamy następnie pierwsze 100 etykiet klas odpowiadających 50 kwiatom z gatunku setosa (Iris-setosa) oraz 50 z gatunku versicolor (Iris-versicolor) i przekształcamy je w dwie kategorie etykiet symbolizowane liczbami całkowitymi: 1 (versicolor) i -1 (setosa), które przydzielamy do wektora y, w którym wartości obiektu DataFrame (przynależnego do biblioteki pandas) będą odpowiednikami danych otrzymywanych poprzez pakiet NumPy. W analogiczny sposób ze zbioru 100 próbek uczących wydzielamy pierwszą kolumnę cech (Długość działki) i trzecią kolumnę (Długość płatka) — uzyskane wartości przydzielamy do macierzy cech x, którą jesteśmy w stanie wyświetlić jako dwuwymiarowy wykres punktowy:

			>>> import matplotlib.pyplot as plt



			>>> import numpy as np



			>>> # wybieramy odmiany setosa i versicolor



			>>> y = df.iloc[0:100, 4].values



			>>> y = np.where(y == 'Iris-setosa', -1, 1)



			>>> # wybieramy długość działki i długość płatka



			>>> X = df.iloc[0:100, [0, 2]].values



			>>> # generowanie wykresu danych



			>>> plt.scatter(X[:50, 0], X[:50, 1],



			...            color='red', marker='o', label='Setosa')



			>>> plt.scatter(X[50:100, 0], X[50:100, 1],



			...            color='blue', marker='x', label='Versicolor')



			>>> plt.xlabel('Długość działki [cm]')



			>>> plt.ylabel('Długość płatka [cm]')



			>>> plt.legend(loc='upper left')



			>>> plt.show()



			Po uruchomieniu powyższego kodu powinniśmy otrzymać wykres pokazany na rysunku 2.6.
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			Rysunek 2.6. Graficzne przedstawienie zestawu danych uczących

			Powyższy wykres pokazuje rozkład próbek kwiatów tworzących zestaw Iris wzdłuż dwóch osi cech: długości płatka i długości działki. W tej dwuwymiarowej podprzestrzeni cech widzimy, że liniowa granica decyzyjna powinna wystarczyć do rozdzielenia odmiany setosa od versicolor. Zatem taki klasyfikator liniowy jak perceptron powinien klasyfikować bez zarzutu próbki umieszczone w zestawie danych Iris.

			Przejdźmy do trenowania algorytmu perceptronu na wydobytym podzbiorze danych Iris. Wyświetlimy do tego wykres błędów nieprawidłowej klasyfikacji dla każdej epoki, aby sprawdzić, czy algorytm jest zbieżny i zdołał odnaleźć granicę decyzyjną rozdzielającą obydwa gatunki kwiatów kosaćca:

			>>> ppn = Perceptron(eta=0.1, n_iter=10)



			>>> ppn.fit(X, y)



			>>> plt.plot(range(1, len(ppn.errors_) + 1), ppn.errors_,



			...          marker='o')



			>>> plt.xlabel('Epoki')



			>>> plt.ylabel('Liczba aktualizacji')



			>>> plt.show()



			Po uruchomieniu powyższego kodu naszym oczom powinien ukazać się wykres błędów klasyfikacji w funkcji epok, zaprezentowany na rysunku 2.7.
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			Rysunek 2.7. Wykres zbieżności algorytmu

			Jak widać na rysunku 2.7, nasz perceptron osiągnął zbieżność już w szóstej epoce i teraz powinien znakomicie sobie radzić z klasyfikowaniem próbek uczących. Zaimplementujmy niewielką, wygodną funkcję służącą do wizualizowania granic decyzyjnych dla dwuwymiarowych zbiorów danych:

			from matplotlib.colors import ListedColormap



			def plot_decision_regions(X, y, classifier, resolution=0.02):



			   # konfiguruje generator znaczników i mapę kolorów



			   markers = ('s', 'x', 'o', '^', 'v')



			   colors = ('red', 'blue', 'lightgreen', 'gray', 'cyan')



			   cmap = ListedColormap(colors[:len(np.unique(y))])



			   # rysuje wykres powierzchni decyzyjnej



			   x1_min, x1_max = X[:, 0].min() - 1, X[:, 0].max() + 1



			   x2_min, x2_max = X[:, 1].min() - 1, X[:, 1].max() + 1



			   xx1, xx2 = np.meshgrid(np.arange(x1_min, x1_max, resolution),



			                          np.arange(x2_min, x2_max, resolution))



			   Z = classifier.predict(np.array([xx1.ravel(), xx2.ravel()]).T)



			   Z = Z.reshape(xx1.shape)



			   plt.contourf(xx1, xx2, Z, alpha=0.3, cmap=cmap)



			   plt.xlim(xx1.min(), xx1.max())



			   plt.ylim(xx2.min(), xx2.max())



			   # rysuje wykres próbek



			   for idx, cl in enumerate(np.unique(y)):



			        plt.scatter(x=X[y == cl, 0], y=X[y == cl, 1],



			              alpha=0.8, c=colors(idx),



			              marker=markers[idx], label=cl,



			              edgecolor=’black’)



			Najpierw definiujemy liczbę barw (colors) i znaczników (markers), a następnie tworzymy mapę kolorów z listy barw za pomocą klasy ListedColormap. Określamy teraz wartości minimalne i maksymalne dwóch cech i używamy tak uzyskanych wektorów cech do utworzenia pary tablic xx1 oraz xx2 za pomocą funkcji meshgrid. Uczyliśmy nasz klasyfikator na dwóch wymiarach cech, dlatego musimy zmodyfikować tablice xx1 i xx2 oraz stworzyć macierz zawierającą taką samą liczbę kolumn jak zbiór uczący, dzięki czemu będziemy w stanie zastosować metodę predict do przewidywania etykiet klas z odpowiednich elementów tablic. 

			Po przekształceniu przewidywanych etykiet klas do postaci tabelarycznej (o takich samych wymiarach jak tabele xx1 i xx2) będziemy mogli narysować wykres konturowy, stosując funkcję contourf, która dopasowuje kolory do różnych regionów decyzyjnych dla każdej prognozowanej klasy w tablicy:

			>>> plot_decision_regions(X, y, classifier=ppn)



			>>> plt.xlabel('Długość działki [cm]')



			>>> plt.ylabel('Długość płatka [cm]')



			>>> plt.legend(loc='upper left')



			>>> plt.show()



			Po uruchomieniu powyższego kodu powinniśmy ujrzeć zaprezentowany na rysunku 2.8 wykres regionów decyzyjnych.

			Jak widać na rysunku 2.8, perceptron wyznaczył granicę decyzyjną, dzięki której w idealny sposób sklasyfikował wszystkie próbki z podzbioru uczącego.

			[image: ]

			Rysunek 2.8. Wykres regionów decyzyjnych

			
    Chociaż perceptron perfekcyjnie sklasyfikował dwie odmiany kosaćca, konwergencja stanowi jeden z największych problemów omawianego modelu. Rosenblatt dowiódł matematycznie, że reguła uczenia perceptronu wykazuje zbieżność, jeśli dwie klasy mogą zostać rozdzielone liniową hiperpłaszczyzną. Jeśli nie można idealnie odseparować tych klas wspomnianą granicą decyzyjną, wagi będą cały czas aktualizowane, chyba że ustalimy maksymalną liczbę epok.

 

			Adaptacyjne neurony liniowe i zbieżność uczenia

			W tym podrozdziale przyjrzymy się kolejnej odmianie jednowarstwowej sieci neuronowej: ADAptacyjnemu LIniowemu NEuronowi (ADALINE). Model Adaline został zaprezentowany zaledwie kilka lat po algorytmie perceptronu Rosenblatta przez Bernarda Widrowa i jego doktoranta Tedda Hoffa; adaptacyjny neuron liniowy można uznać za twórcze rozwinięcie koncepcji perceptronu (B. Widrow i in., An adaptive „Adaline” neuron using chemical „memistors”, „Number Technical Report” 1553-2, Stanford Electron. Labs, Stanford, California, October 1960). 

			Algorytm Adaline jest szczególnie interesujący, gdyż zaprezentowane w nim zostały kluczowe koncepcje definiowania i minimalizowania ciągłych funkcji kosztu. Stanowi to podstawę zrozumienia bardziej zaawansowanych algorytmów klasyfikujących, takich jak regresja logistyczna, maszyny wektorów nośnych, a także modeli regresji omówionych w dalszych rozdziałach.

			Podstawową różnicą pomiędzy regułą uczenia Adaline (zwaną również regułą Widrowa-Hoffa) a perceptronem Rosenblatta jest sposób traktowania wag: w przypadku adaptacyjnego neuronu liniowego wagi są aktualizowane na podstawie liniowej funkcji aktywacji, a nie funkcji skoku jednostkowego (jak to ma miejsce w perceptronie). W modelu Adaline taka liniowa funkcja aktywacji ϕ (z) jest po prostu funkcją tożsamościową całkowitego pobudzenia w taki sposób, że ϕ(wTx) = wTx.

			Liniowa funkcja aktywacji służy do obliczania wag, natomiast ciągle będziemy korzystać z funkcji progowej odpowiedzialnej za ostateczną prognozę, przypominającej omówioną wcześniej funkcję skoku jednostkowego. Na rysunku 2.9 zostały zaprezentowane główne różnice pomiędzy perceptronem a algorytmem Adaline.

			[image: ]

			Rysunek 2.9. Porównanie modelu perceptronu i Adaline

			Widzimy na rysunku 2.9, że algorytm Adaline porównuje rzeczywiste etykiety klas z wartościami ciągłymi funkcji liniowej aktywacji do wyliczania błędu modelu i aktualizowania wag. Z kolei perceptron porównuje rzeczywiste etykiety klas z prognozowanymi etykietami.

			Minimalizacja funkcji kosztu za pomocą metody gradientu prostego

			Jednym z najistotniejszych zadań w algorytmach nadzorowanego uczenia maszynowego jest zdefiniowana funkcja celu, która będzie optymalizowana w procesie nauki. Funkcja celu często przyjmuje postać funkcji kosztu, którą pragniemy zminimalizować. W przypadku modelu Adaline możemy wyznaczyć funkcję kosztu J, wyznaczającą wagi za pomocą sumy kwadratów błędów (ang. Sum of Squared Errors — SSE) pomiędzy wyliczonym wynikiem a rzeczywistą etykietą klas:

			[image: ]

			Wartość 1/2 została dodana jedynie dla naszej wygody, gdyż łatwiej nam będzie w ten sposób wyprowadzić gradient, o czym przekonamy się w dalszej części rozdziału. Główną zaletą tej liniowej funkcji aktywacji jest — w przeciwieństwie do funkcji skoku jednostkowego — umożliwienie różniczkowania funkcji kosztu. Inną przydatną własnością jest wypukłość funkcji kosztu; pozwala nam ją wykorzystywać prosty, ale potężny algorytm optymalizacyjny, zwany gradientem prostym (ang. gradient descent); umożliwia on znajdowanie wag minimalizujących funkcję kosztu klasyfikującą próbki zawarte w zbiorze danych Iris.

			Na rysunku 2.10 widzimy, że działanie algorytmu gradientu prostego możemy przyrównać do schodzenia z górki aż do osiągnięcia lokalnego lub globalnego minimum kosztu. W każdej iteracji kierujemy się w przeciwną stronę gradientu, a rozmiar kolejnego kroku jest określany przez wartości współczynnika uczenia, jak również przez nachylenie gradientu.

			[image: ]

			Rysunek 2.10. Schemat poglądowy działania algorytmu gradientu prostego

			Za pomocą gradientu prostego możemy zaktualizować wagi poprzez wykonanie kroku w kierunku przeciwnym do gradientu [image: ] naszej funkcji kosztu[image: ][image: ][image: ]:

			[image: ]

			gdzie zmiana wagi [image: ] jest zdefiniowana jako ujemny gradient pomnożony przez współczynnik uczenia η:

			[image: ]

			Aby wyliczyć gradient funkcji kosztu, musimy obliczyć pochodną cząstkową tej funkcji przy uwzględnieniu każdej wagi wj: [image: ] dzięki czemu będziemy mogli zapisać aktualizację wagi [image: ] jako [image: ] Aktualizujemy jednocześnie wszystkie wagi, dlatego reguła uczenia Adaline przyjmuje postać [image: ].

			
    Osobom zaznajomionym z aparatem matematycznym przedstawiamy sposób wyprowadzenia pochodnej cząstkowej funkcji kosztu za pomocą sumy kwadratów błędów w odniesieniu do j-tej wagi:

			[image: ]
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			Mimo że reguła uczenia w modelu Adaline wygląda identycznie jak w przypadku perceptronu, warto zauważyć, że wartość funkcji [image: ], gdzie [image: ], stanowi liczbę rzeczywistą, a nie liczbę całkowitą etykiety klas. Ponadto aktualizacja wag jest obliczana na podstawie wszystkich próbek z zbiorze uczącym (czyli wagi nie są przyrostowo aktualizowane po sprawdzeniu każdej próbki), dlatego właśnie ta technika bywa również nazywana metodą wsadową gradientu prostego (ang. batch gradient descent).

			Implementacja algorytmu Adaline w Pythonie

			Reguły uczenia perceptronu i adaptacyjnego neuronu liniowego są do siebie bardzo podobne, dlatego wykorzystamy utworzoną wcześniej implementację perceptronu i zmodyfikujemy metodę fit, przez co wagi będą aktualizowane poprzez minimalizację funkcji kosztu za pomocą techniki gradientu prostego:

			class AdalineGD(object):



			   """Klasyfikator — ADAptacyjny LIniowy NEuron.



			   Parametry



			   ------------



			   eta : zmiennoprzecinkowy



			      Współczynnik uczenia (w zakresie pomiędzy 0.0 i 1.0).



			   n_iter : liczba całkowita



			      Liczba przebiegów po zestawie uczącym.



			   random_state : liczba całkowita



			     Ziarno generatora liczb losowych służące do inicjowania



			     losowych wag.



			   Atrybuty



			   -----------



			   w_ : jednowymiarowa tablica



			      Wagi po dopasowaniu.



			   cost_ : lista



			      Suma kwadratów błędów (wartość funkcji kosztu) w każdej epoce.



			   """



			   def __init__(self, eta=0.01, n_iter=50, random_state=1):



			      self.eta = eta



			      self.n_iter = n_iter



			      self.random_state=random_state



			   def fit(self, X, y):



			      """ Trenowanie za pomocą danych uczących.



			      Parametry



			      ----------



			      X : {tablicopodobny}, wymiary = [n_próbek, n_cech]



			         Wektory uczenia,



			         gdzie n_próbek oznacza liczbę próbek, a



			         n_cech — liczbę cech.



			      y : tablicopodobny, wymiary = [n_próbek]



			         Wartości docelowe.



			      Zwraca



			      -------



			      self : obiekt



			      """



			      rgen = np.random.RandomState(self.random_state)



			      self.w_ = rgen.normal(loc=0.0, scale=0.01,



			                     size=1 + X.shape[1]) 



			      self.cost_ = []



			      for i in range(self.n_iter):



			         net_input = self.net_input(X)



			         output = self.activation(net_input)



			         errors = (y - output)



			         self.w_[1:] += self.eta * X.T.dot(errors)



			         self.w_[0] += self.eta * errors.sum()



			         cost = (errors**2).sum() / 2.0



			         self.cost_.append(cost)



			      return self



			   def net_input(self, X):



			      """Oblicza całkowite pobudzenie"""



			      return np.dot(X, self.w_[1:]) + self.w_[0]



			   def activation(self, X):



			      """Oblicza liniową funkcję aktywacji"""



			      return X



			   def predict(self, X):



			      """Zwraca etykietę klas po wykonaniu skoku jednostkowego"""



			      return np.where(self.activation(self.net_input(X)) >= 0.0, 1, -1)



			W przeciwieństwie do modelu perceptronu nie aktualizujemy tutaj wag po ocenieniu każdej pojedynczej próbki uczącej, lecz obliczamy gradient na podstawie całego zestawu danych uczących poprzez operację self.eta * errors.sum() dla obciążenia jednostkowego (wagi zerowej) i self.eta * X.T.dot(errors) dla wag od 1 do m, gdzie X.T.dot(errors) jest iloczynem macierzowo-wek­toro­wym macierzy cech z wektorem błędów. 

			Zwróć uwagę, że metoda activation nie ma żadnego wpływu na kod, ponieważ jest to zwykła funkcja tożsamościowa. Wprowadziliśmy tu funkcję aktywacji (obliczoną za pomocą metody activation) po to, aby ukazać przepływ informacji poprzez pojedynczą warstwę sieci neuronowej: cechy z danych wejściowych, pobudzenia całkowitego, aktywacji i wyjścia. W następnym rozdziale zajmiemy się klasyfikatorem regresji logistycznej, w którym stosowana jest nieliniowa, niezerowa funkcja aktywacji. Dowiemy się, że model regresji logistycznej jest ściśle powiązany z modelem Adaline, a jedyna różnica dotyczy jej funkcji aktywacji i kosztu.

			Podobnie jak w implementacji perceptronu, gromadzimy wartości kosztu w liście self.cost_, aby sprawdzić zbieżność algorytmu po zakończeniu uczenia.

			
    Iloczyn macierzowo-wektorowy przypomina obliczanie iloczynu skalarnego wektorów, gdyż każdy wiersz macierzy jest traktowany jak pojedynczy wektor. Dzięki takiej wektoryzacji uzyskujemy zwięźlejszą notację oraz wydajniejszy proces obliczeniowy za pomocą biblioteki NumPy; np.:

			[image: ]



			W praktyce znalezienie współczynnika uczenia η gwarantującego optymalną zbieżność wymaga odrobiny eksperymentowania. Dobierzmy więc dwie wartości współczynnika uczenia: η = 0,1 i η = 0,0001 i narysujmy wykres funkcji kosztu dla liczby epok, dzięki czemu dowiemy się, jak skutecznie algorytm Adaline uczy się z danych uczących.

			
    Zarówno współczynnik uczenia η (eta) jak i liczba epok (n_iter) to tzw. hiperparametry implementacji perceptronu oraz adaptacyjnego neuronu liniowego. W rozdziale 6., „Najlepsze metody oceny modelu i dostrajania hiperparametrów”, poznamy inne techniki umożliwiające automatyczne wyszukiwanie wartości różnych hiperparametrów zapewniających optymalną skuteczność modelu klasyfikacji.

 

			Stwórzmy teraz wykres kosztów dla liczby epok przy założeniu dwóch różnych wartości współczynnika uczenia:

			>>> fig, ax = plt.subplots(nrows=1, ncols=2, figsize=(10, 4))



			>>> ada1 = AdalineGD(n_iter=10, eta=0.01).fit(X, y)



			>>> ax[0].plot(range(1, len(ada1.cost_) + 1),



			...             np.log10(ada1.cost_), marker='o')



			>>> ax[0].set_xlabel('Epoki')



			>>> ax[0].set_ylabel('Log (suma kwadratów błędów)')



			>>> ax[0].set_title('Adaline – Współczynnik uczenia 0.01')



			>>> ada2 = AdalineGD(n_iter=10, eta=0.0001).fit(X, y)



			>>> ax[1].plot(range(1, len(ada2.cost_) + 1),



			...             ada2.cost_, marker='o')



			>>> ax[1].set_xlabel('Epoki')



			>>> ax[1].set_ylabel('Suma kwadratów błędów')



			>>> ax[1].set_title('Adaline – Współczynnik uczenia 0.0001')



			>>> plt.show()



			Jak widać na wykresach zaprezentowanych na rysunku 2.11, natrafiamy na dwa różne problemy. Wykres po lewej przedstawia sytuację, gdy dobieramy zbyt dużą wartość współczynnika uczenia. Zamiast minimalizacji funkcji kosztu następuje powiększanie błędu wraz z każdą epoką, ponieważ przeskakujemy nad minimum globalnym. Z drugiej strony widzimy, że na prawym wykresie koszt maleje, ale dobrana wartość η = 0.001 jest tak mała, że algorytm musiałby wykonać mnóstwo przebiegów, żeby uzyskać zbieżność z globalnym minimum kosztu.

			[image: ]

			Rysunek 2.11. Skutek doboru niewłaściwej wartości współczynnika uczenia

			Na rysunku 2.12 pokazujemy, co by się stało, gdybyśmy zmienili wartość określonego parametru wagi w celu minimalizacji funkcji kosztu J. Na lewym wykresie widoczny jest przypadek prawidłowo dobranego współczynnika uczenia — koszt maleje stopniowo, dzięki czemu dążymy do minimum globalnego. Z kolei prawy wykres pokazuje, co się dzieje, gdy dobieramy zbyt dużą wartość współczynnika uczenia i rozmijamy się z minimum globalnym.

			[image: ]

			Rysunek 2.12. Skutek doboru wartości optymalnej (wykres po lewej) i za dużej (wykres po prawej) współczynnika uczenia

			Usprawnianie gradientu prostego poprzez skalowanie cech

			Wiele omawianych w tej książce algorytmów uczenia maszynowego wymaga jakiejś formy skalowania cech w celu uzyskania optymalnej skuteczności, co zostanie dokładniej omówione w rozdziale 3., „Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn”, i rozdziale 4., „Tworzenie dobrych zbiorów uczących — wstępne przetwarzanie danych”.

			Metoda gradientu prostego stanowi jeden z wielu algorytmów, w których przydatne okazuje się skalowanie cech. W tym punkcie zastosujemy metodę skalowania zwaną standaryzacją, gdyż potraktowane nią dane uzyskują własności standardowego rozkładu normalnego, co przyśpieszy proces uzyskiwania zbieżności. Standaryzacja przesuwa średnią każdej cechy w taki sposób, że zostaje wyśrodkowana do wartości 0, a każda cecha zawiera odchylenie standardowe równe 1. Przykładowo w celu standaryzacji j-tej cechy wystarczy odjąć średnią próbki μj od każdej próbki uczącej i podzielić ją przez jej odchylenie standardowe σj:

			[image: ]

			Tutaj xj jest wektorem składającym się z wartości j-tej cechy wszystkich próbek uczących n, a taka technika standaryzacji może zostać zastosowana wobec każdej cechy j w naszym zestawie danych.

			Standaryzacja pomaga w nauce gradientu prostego m.in. dlatego, że funkcja optymalizująca musi wykonać mniej przebiegów w celu znalezienia optymalnego rozwiązania (globalnego minimum kosztu), co zostało zaprezentowane na rysunku 2.13; obydwa wykresy ukazują powierzchnię kosztu jako funkcję dwóch przykładowych wag w zagadnieniu klasyfikacji dwuwymiarowej.

			[image: ]

			Rysunek 2.13. Porównanie modelu gradientu prostego bez standaryzacji (lewy wykres) ze standaryzacją (prawy wykres)

			Możemy bardzo łatwo zaimplementować standaryzację za pomocą wbudowanych metod mean i std biblioteki NumPy:

			>>> X_std = np.copy(X)



			>>> X_std[:,0] = (X[:,0] - X[:,0].mean()) / X[:,0].std()



			>>> X_std[:,1] = (X[:,1] - X[:,1].mean()) / X[:,1].std()
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