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    Przedmowa


    Żyjemy w erze obfitości danych. Zgodnie z najnowszymi badaniami codziennie generujemy 2,5 kwintyliona (1018) bajtów informacji. To jest taki ogrom danych, że ponad 90% współcześnie przechowywanych informacji zostało utworzone w ciągu poprzedniej dekady. Niestety, w zdecydowanej większości są one dostępne w postaci niezrozumiałej dla człowieka. Albo dane te wykraczają poza ramy standardowych metod analitycznych, albo po prostu są zbyt rozległe, aby ludzki umysł był w stanie je objąć.


    Dzięki uczeniu maszynowemu wykorzystujemy komputery do przetwarzania tych nieprzeniknionych dla człowieka zbiorów danych, wyciągania z nich wniosków oraz prowadzenia na ich podstawie odpowiednich działań. Cały świat powoli uzależnia się od uczenia maszynowego — często nawet nieświadomie — począwszy od smartfonów schowanych w kieszeniach, skończywszy na potężnych superkomputerach zasilających silniki przeglądarek w siedzibie firmy Google.


    Wypada więc nam, współczesnym pionierom nowego, wspaniałego świata wielkich danych, podszkolić się co nieco w dziedzinie uczenia maszynowego. Czym jest ta dyscyplina i jakie są mechanizmy jej działania? W jaki sposób mogę wykorzystać uczenie maszynowe, żeby spojrzeć w nieznane, wspomóc moją firmę albo po prostu dowiedzieć się, co użytkownicy internetu uważają o moim ulubionym filmie? Wszystkie te informacje (oraz znacznie więcej) zostały omówione w kolejnych rozdziałach niniejszej książki, napisanej przez mojego przyjaciela i kolegę z pracy — Sebastiana Raschkę.


    Gdy Sebastian nie próbuje okiełznać mojego szalonego psa, niestrudzenie poświęca swój wolny czas otwartej społeczności uczenia maszynowego. W ciągu kilku ostatnich lat stworzył dziesiątki popularnych kursów dotyczących uczenia maszynowego i wizualizacji danych w Pythonie. Zaprojektował również kilka pakietów Pythona o jawnym kodzie źródłowym — niektóre z nich stały się podstawowymi bibliotekami systemu uczenia maszynowego w środowisku Python.


    W związku z olbrzymią wiedzą autora w omawianej dziedzinie jestem przekonany, że jego przemyślenia na temat uczenia maszynowego w Pythonie okażą się bezcenne dla wszystkich użytkowników, bez względu na ich poziom zaawansowania. Polecam tę książkę z całego serca każdej osobie pragnącej w praktyczny sposób zrozumieć koncepcję uczenia maszynowego.


    Dr Randal S. Olson


    Badacz sztucznej inteligencji oraz uczenia maszynowego

    na Uniwersytecie Pensylwanii

  


  
    Informacje o autorze


    Sebastian Raschka jest doktorantem na Michigan State University; opracowuje nowe metody obliczeniowe w dziedzinie biologii statystycznej. Został uznany przez zrzeszenie Analytics Vidhya za najbardziej wpływowego analityka danych w serwisie GitHub. Ma wieloletnie doświadczenie w programowaniu w Pythonie, ponadto poprowadził kilka wykładów na temat praktycznych zastosowań analizy danych i uczenia maszynowego. Rozmowy oraz pisanie publikacji na temat analizy danych, uczenia maszynowego i języka Python zmotywowały autora do napisania książki, która pomoże ludziom we wdrażaniu technik analitycznych bez konieczności dogłębnej znajomości uczenia maszynowego.


    Bierze on również udział w różnych projektach open source oraz przyczynia się do wdrażania nowych metod wykorzystywanych w różnych turniejach związanych z uczeniem maszynowym, np. takich jak Kaggle. W wolnym czasie pracuje nad modelami predykcyjnymi dyscyplin sportowych, a jeżeli nie siedzi przed monitorem, sam chętnie uprawia sport.

    


    Chcę podziękować swoim profesorom, Arunowi Rossowi i Pang-Ning Tanowi, a także wielu innym za inspirację oraz rozpalenie we mnie zainteresowania klasyfikacją wzorców, uczeniem maszynowym i pozyskiwaniem danych.


    Korzystam z okazji i składam wyrazy wdzięczności wspaniałej społeczności Pythona oraz twórcom bezpłatnych pakietów, którzy pomogli mi stworzyć doskonałe środowisko badawcze.


    Specjalne podziękowania kieruję do twórców pakietu scikit-learn. Jako jeden z udziałowców tego projektu miałem przyjemność współpracować z cudownymi ludźmi, którzy nie tylko mają olbrzymią wiedzę na temat uczenia maszynowego, lecz również są doskonałymi programistami.


    Na koniec dziękuję również Wam, Czytelnikom zainteresowanym tą książką, i mam szczerą nadzieję, że zarażę Was swoim entuzjazmem, dzięki któremu dołączycie do społeczności Pythona i uczenia maszynowego.

    

  


  
    Informacje o recenzentach


    Richard Dutton w wieku ośmiu lat zaczął pisać programy na komputer ZX Spectrum i ta obsesja doprowadziła go do zagmatwanej mieszanki zajęć na skraju technologii i finansów.


    Pracował w firmie Microsoft oraz w korporacji Barclays na stanowisku dyrektora. W polu jego obecnych zainteresowań znajduje się mieszanka Pythona, uczenia maszynowego oraz łańcuchów bloków.


    Gdy nie siedzi przed monitorem, można go spotkać na siłowni albo w domu z lampką wina w dłoni, zapatrzonego w swojego iPhone’a. On nazywa to równowagą.


    Dave Julian jest od przeszło 15 lat konsultantem informatycznym i nauczycielem. Pracował jako technik, kierownik projektu, programista oraz twórca aplikacji sieciowych. Obecnie zajmuje się tworzeniem narzędzia do analizy upraw rolniczych, stanowiącego część strategii zintegrowanego zarządzania szkodnikami w szklarniach. Bardzo interesuje go łączenie technologii z biologią, gdyż jest przekonany, że inteligentne maszyny są w stanie rozwiązać większość naglących problemów współczesnego świata.


    Vahid Mirjalili uzyskał tytuł doktora inżynierii mechanicznej na Michigan State University, gdzie opracował nowatorską technikę określania struktur białkowych za pomocą dynamicznych symulacji cząsteczkowych. Korzystając z wiedzy na temat statystyki, pozyskiwania danych oraz fizyki, stworzył potężne metody, które pomogły jego zespołowi wygrać dwukrotnie światowej klasy zawody w prognozowaniu i ustalaniu struktur białkowych (CASP) — w latach 2012 i 2014.


    W czasie robienia doktoratu dołączył do wydziału informatyki i inżynierii na Michigan State University, gdzie specjalizował się w uczeniu maszynowym. Obecnie zajmuje się projektowaniem nienadzorowanych algorytmów służących do pozyskiwania olbrzymich zbiorów danych. Jest również zapalonym programistą w środowisku Python i udostępnia implementacje algorytmów skupień na swojej stronie: http://vahidmirjalili.com/.


    Hamidreza Sattari jest zawodowym informatykiem, zaangażowanym w kilka obszarów inżynierii oprogramowania, od programowania po tworzenie architektury, a także zarządzanie projektami. Ma tytuł magistra inżynierii oprogramowania uzyskany na uczelni Heriot-Watt University (Wielka Brytania) oraz licencjata inżynierii elektrycznej (elektronice) zdobyty na Tehran Azad University (Iran). Obecnie interesuje się przetwarzaniem wielkogabarytowych danych oraz uczeniem maszynowym. Jest współautorem książki Spring Web Services 2 Cookbook i prowadzi własny blog pod adresem http://justdeveloped-blog.blogspot.com/.


    Dmytro Taranovsky jest inżynierem oprogramowania interesującym się środowiskiem Pythona, Linuksem i uczeniem maszynowym. Urodził się w Kijowie, do Stanów Zjednoczonych przeniósł się w 1996 roku. Od najmłodszych lat pasjonował się nauką oraz wiedzą, co udowadniał, wygrywając różne konkursy matematyczne i fizyczne. W 1999 roku dołączył do amerykańskiej drużyny fizyków. W 2005 roku zdobył tytuł magistra matematyki w MIT. Następnie zajął się tworzeniem systemu transformacji tekstu we wspomaganych komputerowo transkrypcjach medycznych (eScription). Pierwotnie korzystał ze środowiska Perl, jednak docenił potęgę i przejrzystość Pythona, dzięki któremu mógł dostosować system do olbrzymich zestawów danych. Następnie pracował jako inżynier oprogramowania i analityk w firmie handlującej algorytmami. Ma również istotny udział w rozwoju matematyki, gdyż stworzył i rozwinął rozszerzenie języka teorii mnogości oraz powiązał je z podstawowymi aksjomatami, tworząc w ten sposób notację konstruktywnej prawdy. Ponadto stworzył system notacji porządkowych, które zaimplementował w Pythonie. Uwielbia czytać, wychodzić na spacery oraz próbować zmieniać świat na lepsze.

  


  
    Wstęp


    Chyba nie muszę Ci mówić, że uczenie maszynowe jest jedną z najbardziej ekscytujących technologii naszych czasów. Wiele wielkich firm, takich jak Google, Facebook, Apple, Amazon czy IBM, nie bez przyczyny inwestuje mnóstwo pieniędzy w rozwój i zastosowania uczenia maszynowego. Chociaż może się wydawać, że termin „uczenie maszynowe” stanowi obecnie jedynie popularny zwrot, zdecydowanie nie należy go bagatelizować. Ta fascynująca dziedzina wiedzy otwiera przed nami zupełnie nowe możliwości i powoli staje się nieodzowną częścią naszego życia. Mówienie do asystenta głosowego w smartfonie, zalecanie odpowiedniego produktu klientom, zapobieganie oszustwom przy użyciu kart kredytowych, filtrowanie niechcianych wiadomości w poczcie e-mail, wykrywanie i diagnozowanie dolegliwości medycznych — zastosowania można wymieniać w nieskończoność.


    Jeżeli chcesz rozpocząć przygodę z uczeniem maszynowym, pragniesz lepiej rozwiązywać problemy, a może nawet zastanawiasz się nad karierą w branży badań nad uczeniem maszynowym, ta książka jest dla Ciebie! Jednak dla osoby początkującej teoretyczne podstawy uczenia maszynowego mogą okazać się nieco przytłaczające. Na szczęście ostatnio wypuszczono na rynek wiele praktycznych pozycji, które pozwalają zrozumieć koncepcję uczenia maszynowego poprzez przedstawienie potężnych algorytmów. Moim zdaniem stosowanie przykładowych kodów pełni ważną funkcję. Pokazują one omawiane zagadnienia w bezpośrednim, praktycznym ujęciu. Pamiętaj przy tym, że z wielką władzą przychodzi wielka odpowiedzialność! Koncepcje kryjące się za uczeniem maszynowym są zbyt piękne i istotne, aby chować je w „czarnej skrzynce”. Dlatego powziąłem swój własny cel: dostarczyć Ci książkę inną niż wszystkie; opisującą niezbędne szczegóły dotyczące teoretycznych podwalin uczenia maszynowego; oferującą intuicyjne, ale wyczerpujące informacje na temat działania algorytmów uczenia maszynowego, sposobów ich wykorzystania oraz, co najistotniejsze, technik unikania najpowszechniejszych pułapek.


    Jeżeli w usłudze Google Scholar wpiszesz „machine learning”, uzyskasz zawrotną liczbę 3 600 000 publikacji. Nie jestem oczywiście w stanie omówić wszystkich najdrobniejszych szczegółów każdego algorytmu stworzonego w ciągu ostatnich 60 lat. Za to wyruszymy w tej książce w fascynującą podróż po najważniejszych zagadnieniach i koncepcjach stanowiących podstawę uczenia maszynowego. Jeżeli uznasz, że Twój głód wiedzy nie został zaspokojony, możesz zapoznać się z bogatą listą materiałów dokładnie omawiających każdy z opisanych w tej książce przełomów.


    Być może masz już opanowane szczegóły uczenia maszynowego — w takim przypadku książka ta pokaże Ci, w jaki sposób przekuć wiedzę teoretyczną w praktykę. Jeżeli już wcześniej korzystałeś z technik uczenia maszynowego i chcesz dokładniej poznać ich teoretyczne podstawy, to trafiłeś w idealne miejsce! Nie martw się, jeśli dziedzina uczenia maszynowego jest dla Ciebie czymś zupełnie nowym; masz tym większy powód, aby czuć podekscytowanie! Obiecuję, że dzięki uczeniu maszynowemu zaczniesz inaczej postrzegać kwestię rozwiązywania problemów oraz dowiesz się, jak stawiać im czoło poprzez uwolnienie potęgi danych.


    Zanim przejdziemy do sedna, pozwól, że odpowiem na najważniejsze chyba pytanie: dlaczego Python? Odpowiedź jest prosta: to bardzo potężne, a jednocześnie przystępne środowisko. Python stał się najpopularniejszym językiem programowania przeznaczonym do analizowania danych naukowych, ponieważ pozwala nam zapomnieć o żmudnej części pisania kodu oraz gwarantuje środowisko, w którym możemy szybko zapisywać swoje pomysły i z łatwością testować koncepcje.


    Spoglądając na własne doświadczenia, mogę stwierdzić, że dzięki zgłębieniu tajników uczenia maszynowego stałem się lepszym naukowcem, myślicielem oraz analitykiem. Chcę się w tej książce podzielić z Tobą tą wiedzą. Zdobywamy wiedzę poprzez naukę, podstawę stanowi entuzjazm, a mistrzostwo w danej dziedzinie możemy osiągnąć, wyłącznie trenując. Droga ta czasami bywa wyboista, a niektóre zagadnienia stanowią większe wyzwanie od innych, mam jednak nadzieję, że skorzystasz z nadarzającej się okazji i skoncentrujesz się na ostatecznej nagrodzie. Pamiętaj, że wspólnie podążamy tą ścieżką, a podczas czytania niniejszej książki poszerzysz swój arsenał o wiele potężnych technik, dzięki którym będziesz w stanie rozwiązać najtrudniejsze nawet problemy z danymi.


    Zakres tematyki


    W rozdziale 1., „Umożliwianie komputerom uczenia się z danych”, zaznajamiam Cię z głównymi działami uczenia maszynowego, które są stosowane do rozwiązywania różnorodnych problemów. Do tego wyjaśniam podstawowe etapy tworzenia typowego modelu uczenia maszynowego, które będziemy wykorzystywać w kolejnych rozdziałach.


    W rozdziale 2., „Trenowanie algorytmów uczenia maszynowego w celach klasyfikacji”, cofamy się do początków uczenia maszynowego i wprowadzam pojęcia binarnego klasyfikatora perceptronu oraz adaptacyjnego neuronu liniowego. Rozdział ten stanowi delikatne wprowadzenie do koncepcji klasyfikacji wzorców i koncentruje się na zależnościach pomiędzy optymalizacją algorytmów i uczeniem maszynowym.


    W rozdziale 3., „Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn”, zostały omówione najważniejsze algorytmy klasyfikacji oraz zaprezentowane praktyczne przykłady, w których wykorzystałem jedną z najpopularniejszych i najbardziej zaawansowanych bibliotek uczenia maszynowego — scikit-learn.


    W rozdziale 4., „Tworzenie dobrych zbiorów uczących — wstępne przetwarzanie danych”, zajmujemy się rozwiązywaniem najpopularniejszych problemów związanych z nieprzetworzonymi zbiorami danych, takich jak brakujące informacje. Przyglądamy się również kilku metodom identyfikowania najbardziej informatywnych parametrów zbiorów danych. Ponadto wyjaśniam, w jaki sposób przygotowywać zmienne różnych rodzajów jako właściwe dane wejściowe algorytmów uczenia maszynowego.


    W rozdziale 5., „Kompresja danych poprzez redukcję wymiarowości”, opisuję podstawowe techniki redukowania cech zbioru danych do mniejszych zestawów przy jednoczesnym zachowaniu większości przydatnych i rozróżnialnych informacji. Wyjaśniam standardowe podejście do redukcji wymiarowości poprzez analizę głównych składowych, a także porównuję je do technik nadzorowanych oraz nieliniowych transformacji.


    W rozdziale 6., „Najlepsze metody oceny modelu i strojenie parametryczne”, przytoczone zostają wszelkie zakazy i nakazy dotyczące szacowania wydajności modeli predykcyjnych. Do tego przyglądamy się różnym metrykom pomiarowym oraz metodom precyzyjnej regulacji algorytmów uczenia maszynowego.


    W rozdziale 7., „Łączenie różnych modeli w celu uczenia zespołowego”, wprowadzam różne koncepcje wydajnego łączenia wielu algorytmów uczenia się. Dowiesz się, w jaki sposób skonstruować zespoły zaawansowanych algorytmów, dzięki którym można uniknąć słabości pojedynczych algorytmów uczących, co pozwala uzyskiwać dokładniejsze i pewniejsze prognozy.


    W rozdziale 8., „Wykorzystywanie uczenia maszynowego w analizie sentymentów”, zostają omówione podstawowe etapy przekształcania danych tekstowych w postać zrozumiałą dla algorytmów uczenia maszynowego, dzięki czemu są one w stanie przewidywać opinie osób na podstawie sposobu pisania.


    W rozdziale 9., „Wdrażanie modelu uczenia maszynowego do aplikacji sieciowej”, rozwijam omówiony w poprzednim rozdziale model predykcyjny poprzez wyjaśnienie krok po kroku sposobu tworzenia aplikacji sieciowych wykorzystujących wbudowane modele uczenia maszynowego.


    W rozdziale 10., „Przewidywanie ciągłych zmiennych docelowych za pomocą analizy regresywnej”, przyglądamy się podstawowym technikom modelowania liniowych związków pomiędzy zmiennymi docelowymi a zmiennymi odpowiedzi w celu uzyskania ciągłych prognoz. Po omówieniu różnych modeli liniowych przechodzimy do regresji wielomianowej oraz do modeli drzewa.


    W rozdziale 11., „Praca z nieoznakowanymi danymi — analiza skupień”, koncentrujemy się na innej dziedzinie uczenia maszynowego — uczeniu nienadzorowanym. Zapoznajemy się z przedstawicielami trzech różnych rodzin algorytmów skupień, które pozwalają wyszukiwać obiekty wykazujące pewien stopień podobieństwa.


    W rozdziale 12., „Trenowanie sztucznych sieci neuronowych w rozpoznawaniu obrazu”, rozwijamy omówione w rozdziale 2. pojęcie optymalizacji gradientowej i wykorzystujemy je do stworzenia wielowarstwowej, potężnej sieci neuronowej na podstawie popularnego algorytmu wstecznej propagacji.


    W rozdziale 13., „Równoległe przetwarzanie sieci neuronowych za pomocą biblioteki Theano”, wykorzystujemy wiedzę zdobytą w poprzednim rozdziale do wydajniejszego trenowania sieci neuronowych. Koncentrujemy się tutaj na otwartej bibliotece Theano, pozwalającej na korzystanie z wielordzeniowej technologii współczesnych procesorów graficznych.


    Czego będziesz potrzebować?


    Aby uruchomić przykładowe kody zamieszczone w tej książce, musisz zainstalować środowisko Python w wersji co najmniej 3.4.3 dla systemów Windows, Linux lub Mac OS X. Będziemy często korzystać z podstawowych bibliotek Pythona do dokonywania obliczeń naukowych — najczęściej będziemy stosować biblioteki: SciPy, NumPy, scikit-learn, matplotlib oraz pandas.


    W rozdziale 1., „Umożliwianie komputerom uczenia się z danych”, zamieściłem instrukcje i przydatne porady na temat konfigurowania środowiska Python oraz wymienionych bibliotek. W kilku rozdziałach wymagane będzie zainstalowanie dodatkowych bibliotek: biblioteki NLTK do przetwarzania języka naturalnego (rozdział 8., „Wykorzystywanie uczenia maszynowego w analizie sentymentów”), platformy sieciowej Flask (rozdział 9., „Wdrażanie modelu uczenia maszynowego do aplikacji sieciowej”), biblioteki seaborn do wizualizacji danych statystycznych (rozdział 10., „Przewidywanie ciągłych zmiennych docelowych za pomocą analizy regresywnej”) oraz biblioteki Theano do wydajnego trenowania sieci neuronowych za pomocą procesorów graficznych (rozdział 13., „Równoległe trenowanie sieci neuronowych za pomocą biblioteki Theano”).


    Dla kogo jest przeznaczona ta książka?


    Jeżeli chcesz się dowiedzieć, w jaki sposób wykorzystać Pythona do uzyskiwania odpowiedzi na najbardziej palące pytania dotyczące danych, to jest książka dla Ciebie — bez względu na to, czy dopiero zaczynasz poznawać dziedzinę uczenia maszynowego lub pragniesz rozszerzyć swoją wiedzę, pozycja ta jest podstawowa i obowiązkowa.


    Konwencje


    Zawarłem w tej książce wiele stylów tekstowych, dzięki którym na pierwszy rzut rozpoznasz różne rodzaje informacji. Poniżej przedstawiam te style wraz z wyjaśnieniem ich znaczenia.


    Fragmenty kodu w tekście, nazwy tabel bazodanowych, nazwy folderów i plików, rozszerzenia plików, nazwy ścieżek, adresy URL, dane wprowadzane przez użytkownika oraz identyfikatory na Twitterze zostały oznaczone w następujący sposób: „Uprzednio zainstalowane pakiety mogą zostać zaktualizowane za pomocą flagi --upgrade”.


    Fragment kodu wygląda tak:


    
      >>> import matplotlib.pyplot as plt

    


    
      >>> import numpy as np.

    


    
      >>> y = df.iloc[0:100, 4].values

    


    
      >>> y = np.where(y == 'Iris-setosa', -1, 1)

    


    
      >>> X = df.iloc[0:100, [0, 2]].values

    


    
      >>> plt.scatter(X[:50, 0], X[:50, 1],

    


    
      ...             color='red', marker='x', label='Setosa')

    


    
      >>> plt.scatter(X[50:100, 0], X[50:100, 1],

    


    
      ...             color='blue', marker='o', label='Versicolor')

    


    
      >>> plt.xlabel('Długość działki')

    


    
      >>> plt.ylabel('Długość płatka')

    


    
      >>> plt.legend(loc='upper left')

    


    
      >>> plt.show()

    


    Wszelkie dane wprowadzane do wiersza poleceń lub wyświetlane odpowiedzi prezentowane są następująco:


    > dot -Tpng drzewo.dot -o drzewo.png


    Nowe pojęcia i istotne słowa są pogrubione. Wyrazy, które pojawiają się na ekranie, np. w menu lub oknach dialogowych, są przedstawiane w tekście następująco: „Po kliknięciu ikony Otwórz ustawienia na górze okna uzyskujemy dostęp do panelu sterowania”.


    Uwagi czytelników


    Zawsze z radością poznajemy opinie naszych czytelników. Podziel się z nami wrażeniami po przeczytaniu tej książki — co Ci się w niej podobało, a co byś zmienił. Twoje uwagi są dla nas bardzo ważne, ponieważ dzięki nim jesteśmy w stanie publikować maksymalnie przydatne pozycje.


    Swoje uwagi wystarczy przesłać na adres mailowy: feedback@packtpub.com, a w temacie podać nazwę książki.


    Jeżeli masz duże doświadczenie w danej dziedzinie i marzy Ci się napisanie własnej książki lub współautorstwo, zajrzyj pod adres https://helion.pl/autelion/zostan_autorem.cgi.


    Obsługa klienta


    Dumnym posiadaczom niniejszej książki oferujemy kilka rozwiązań pozwalających na maksymalne wykorzystanie drzemiącego w niej potencjału.


    Materiały dodatkowe


    Wszelkie pliki materiałów dodatkowych stworzone na potrzeby tej książki możesz pobrać ze strony ftp://ftp.helion.pl/przyklady/pythum.zip.


    Errata


    Zawsze staramy się zapewnić jak najrzetelniejszą zawartość merytoryczną publikowanych książek, jednak każdemu zdarzają się pomyłki. Jeżeli natrafisz w którejś z naszych książek na błąd — bez znaczenia, czy będzie to literówka lub błędny zapis w kodzie — będziemy wdzięczni za jego zgłoszenie. W ten sposób zaoszczędzisz pozostałym Czytelnikom frustracji, a nam pomożesz w wydaniu poprawionych przyszłych wersji danej pozycji. Prosimy o zgłaszanie wszelkich errat pod adresem http://helion.pl/user/erraty/, gdzie możesz wybrać tytuł książki oraz wpisać szczegółowe informacje na temat znalezionego błędu. Po zweryfikowaniu danych Twoje zgłoszenie zostanie zaakceptowane, a errata zostanie umieszczona na stronie wydawnictwa lub dodana do listy znanych błędów znalezionych w omawianej pozycji.


    Aby przejrzeć listę wszystkich błędów zgłoszonych dla danej książki, wpisz jej nazwę w wyszukiwarce na stronie wydawnictwa Helion, a następnie kliknij odnośnik Erraty.


    Piractwo


    Nielegalne rozpowszechnianie materiałów chronionych prawami autorskimi stanowi odwieczny problem w erze cyfryzacji. W wydawnictwie Helion podchodzimy bardzo poważnie do kwestii ochrony praw autorskich i licencyjnych. Jeżeli znajdziesz w internecie występujące w jakiejkolwiek postaci nielegalne kopie naszych książek, będziemy bardzo wdzięczni za natychmiastowe przesłanie odnośnika do nich lub chociaż nazwy witryny, z której można je pobrać, dzięki czemu będziemy mogli podjąć odpowiednie kroki prawne.


    Zauważone naruszenie praw autorskich możesz zgłosić, używając formularza dostępnego pod adresem http://helion.pl/piracy.phtml.


    Doceniamy każdą pomoc w ochronie naszych autorów oraz możliwości dostarczania Ci najwyższej jakości materiałów.


    Pytania


    Jeżeli masz problemy z dowolnym aspektem niniejszej książki, skontaktuj się z nami, wysyłając pytanie na adres helion@helion.pl, a my postaramy się odpowiedzieć na nie w najlepszy możliwy sposób.

  


  
    Rozdział 1.

    Umożliwianie komputerom uczenia się z danych


    Moim zdaniem uczenie maszynowe (ang. machine learning) — dział zajmujący się teorią i praktycznym zastosowaniem algorytmów analizujących dane — stanowi najciekawszą dziedzinę informatyki! Żyjemy w czasach przetwarzania olbrzymiej ilości informacji; za pomocą samouczących się algorytmów będących częścią uczenia maszynowego informacje te są przekształcane w rzeczywistą wiedzę. Dzięki licznym i potężnym bibliotekom o jawnym kodzie źródłowym, które powstały w ostatnich latach, prawdopodobnie teraz jest najlepszy czas, aby zainteresować się uczeniem maszynowym i nauczyć się wykorzystywać potężne algorytmy do wykrywania wzorców w przetwarzanych danych oraz prognozować przyszłe zdarzenia.


    W tym rozdziale poznamy podstawowe pojęcia związane z uczeniem maszynowym oraz zdefiniujemy jego różne rodzaje. Dzięki wprowadzeniu podstawowej terminologii wspólnie położymy fundament pod skuteczne wykorzystywanie technik uczenia maszynowego w rozwiązywaniu praktycznych problemów.


    Przyjrzymy się teraz następującym zagadnieniom:


    
      	ogólne pojęcia dotyczące uczenia maszynowego,


      	trzy rodzaje uczenia się oraz podstawowa terminologia,


      	główne elementy wykorzystywane w skutecznym projektowaniu systemów uczenia maszynowego,


      	instalacja oraz konfiguracja środowiska Python pod kątem analizowania danych i uczenia maszynowego.

    


    Tworzenie inteligentnych maszyn służących do przekształcania danych w wiedzę


    W erze współczesnej technologii istnieje pewien zasób, którego mamy pod dostatkiem: mianowicie olbrzymie ilości ustrukturyzowanych i nieustrukturyzowanych danych. W drugiej połowie XX wieku uczenie maszynowe wyewoluowało z badań nad sztuczną inteligencją, w których projektowano samouczące się algorytmy, zdolne do pozyskiwania wiedzy z informacji oraz tworzenia na ich podstawie prognoz. Dzięki uczeniu maszynowemu nie trzeba zatrudniać ludzi do ręcznego określania reguł oraz tworzenia modeli poprzez analizowanie olbrzymich pokładów danych; omawiana dziedzina wiedzy oferuje efektywniejsze rozwiązanie polegające na stopniowym poprawianiu skuteczności modeli predykcyjnych oraz podejmowaniu decyzji na podstawie analizowanych danych. Uczenie maszynowe nie tylko staje się coraz istotniejszą częścią nauk informatycznych, lecz również odgrywa coraz większą rolę w naszym codziennym życiu. Dzięki metodom opracowanym pod kątem uczenia maszynowego możemy cieszyć się zaawansowanymi filtrami antyspamowymi w poczcie e-mail, wygodnym oprogramowaniem do rozpoznawania mowy i tekstu, rzetelnymi silnikami wyszukiwarek internetowych, wymagającymi programami szachowymi, a także wkrótce (miejmy nadzieję) bezpiecznymi i wydajnymi pojazdami samojezdnymi.


    Trzy różne rodzaje uczenia maszynowego


    W tym podrozdziale zapoznamy się z trzema odmianami uczenia maszynowego (rysunek 1.1): uczeniem nadzorowanym, uczeniem nienadzorowanym oraz uczeniem przez wzmacnianie. Poznamy podstawowe różnice pomiędzy wspomnianymi typami nauki oraz, korzystając z odpowiednich przykładów, nauczymy się intuicyjnie rozpoznawać, które rodzaje uczenia najlepiej nadają się do rozwiązywania określonych kategorii problemów.
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    Rysunek 1.1. Podstawowe typy uczenia maszynowego


    Prognozowanie przyszłości za pomocą uczenia nadzorowanego


    Głównym celem uczenia nadzorowanego (ang. supervised learning; rysunek 1.2) jest uczenie modelu za pomocą oznakowanych danych uczących (ang. training data), co pozwala przewidywać niewidoczne lub wygenerowane w przyszłości informacje. W tym przypadku człon nadzorowane odnosi się do zestawu próbek, w których pożądane sygnały wyjściowe (etykiety) są znane.
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    Rysunek 1.2. Ogólny schemat uczenia nadzorowanego


    Za przykład weźmy filtr antyspamowy: możemy trenować dany model, stosując algorytm nadzorowanego uczenia maszynowego wobec treści oznakowanych wiadomości e-mail (poprawnie oznaczonych jak spam lub wartościowe wiadomości), dzięki czemu system jest w stanie przewidywać, czy przychodząca korespondencja zalicza się do jednej z tych dwóch kategorii. Czynność nadzorowanego uczenia przy użyciu dyskretnych etykiet klas, zaprezentowana na powyższym przykładzie, nazywana jest również czynnością klasyfikacji. Kolejną podkategorią uczenia nadzorowanego jest regresja, w której sygnał wyjściowy przyjmuje wartości ciągłe.


    Klasyfikacja — przewidywanie etykiet klas


    Klasyfikacja stanowi podkategorię uczenia nadzorowanego służącą do przewidywania etykiet klas w nowych wystąpieniach na podstawie dotychczasowych obserwacji. Etykiety klas to dyskretne, nieuporządkowane wartości, które określają przynależność poszczególnych instancji do wyznaczonych grup. Wspomniany wcześniej przykład filtru antyspamowego jest typowym reprezentantem klasyfikacji binarnej, w której algorytm uczenia maszynowego uczy się zestawu reguł w celu rozróżniania dwóch możliwych klas: spamu oraz użytecznych wiadomości e-mail.


    Jednak zbiór etykiet klas wcale nie musi mieć charakteru binarnego. Model predykcyjny wyuczony za pomocą algorytmu uczenia nadzorowanego może przydzielić dowolną, zaprezentowaną w zestawie danych uczących etykietę klas do nowego, nieoznakowanego wystąpienia. Klasycznym przykładem takiej klasyfikacji wieloklasowej jest rozpoznawanie odręcznego pisma. W tym przypadku możemy stworzyć zestaw danych uczących składający się z wielu próbek odręcznego pisma każdej litery alfabetu. Jeśli użytkownik wprowadzi do urządzenia jakąś odręcznie napisaną literę, nasz model predykcyjny będzie w stanie rozpoznać ten znak z określoną dokładnością. Jeżeli jednak nie dołączymy symboli cyfr arabskich (0 – 9) do danych uczących, to nasz system nie będzie ich rozpoznawał.


    Na rysunku 1.3 zaprezentowałem koncepcję klasyfikacji binarnej, w której wykorzystano 30 próbek uczących: 15 próbek zostało oznaczonych jako klasa negatywna (kółka), a pozostałym próbkom przydzieliłem etykiety klasy pozytywnej (krzyżyki). W takiej sytuacji zbiór danych jest dwuwymiarowy, co oznacza, że każda próbka zawiera dwie wartości: x1 oraz x2. Teraz wykorzystujemy algorytm nadzorowanego uczenia maszynowego do nauki reguły — granicy decyzyjnej symbolizowanej przez czarną, przerywaną linię — która rozdziela te dwie klasy oraz klasyfikuje analizowane dane do jednej z tych dwóch kategorii w zależności od wartości parametrów x1 i x2.
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    Rysunek 1.3. Przykład klasyfikacji binarnej


    Regresja dla przewidywania wyników ciągłych


    Z poprzedniego podrozdziału dowiedzieliśmy się, że klasyfikacja służy do przydzielania kategoryzowanych, nieuporządkowanych etykiet do wystąpień. Drugim rodzajem uczenia nadzorowanego jest prognozowanie wyników ciągłych, czyli tzw. analiza regresji. W tym modelu mamy dane zmienne objaśniające (prognozujące) oraz ciągłą zmienną objaśnianą (prognozowaną), naszym zadaniem natomiast jest odkrycie relacji pomiędzy tymi zmiennymi, co pozwoli przewidywać przyszłe wyniki.


    Załóżmy, że interesuje nas prognozowanie wyników egzaminów z matematyki naszych studentów. Jeżeli istnieje związek pomiędzy czasem przeznaczonym na naukę a ocenami, możemy wykorzystać te informacje jako zestaw danych uczących do trenowania modelu do przewidywania ocen przyszłych studentów planujących zdawać testy matematyczne.


    
      Pojęcie regresji zostało ukute przez Francisa Galtona w artykule Regression Towards Mediocrity in Hereditary Stature (regresja w kierunku przeciętności w dziedziczeniu postury) z 1886 roku. Autor opisał zjawisko biologiczne, zgodnie z którym zróżnicowanie wzrostu w populacji nie ulega zwiększeniu wraz z upływem czasu. Zaobserwował, że wzrost rodziców nie jest przekazywany dzieciom, lecz wzrost potomków zmierza ku średnim wartościom populacji.

    


    Na rysunku 1.4 zaprezentowana została koncepcja regresji liniowej. Mając zmienną objaśniającą x i zmienną objaśnianą y, wyznaczamy dla przykładowych danych prostą przebiegającą w jak najmniejszej odległości od zestawu próbek — uzyskujemy ją najczęściej metodą najmniejszych kwadratów. Możemy teraz wykorzystać punkt przecięcia tej prostej z osiami współrzędnych oraz jej nachylenie do przewidywania wyników pochodzących z nowych danych.
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    Rysunek 1.4. Przykład regresji liniowej


    Rozwiązywanie problemów interaktywnych za pomocą uczenia przez wzmacnianie


    Kolejnym rodzajem uczenia maszynowego jest uczenie przez wzmacnianie (ang. reinforcement learning). W tym przypadku celem jest utworzenie systemu (regulatora, agenta), który poprawia własną skuteczność na podstawie interakcji ze środowiskiem. Informacje na temat bieżącego stanu środowiska zazwyczaj zawierają także tzw. sygnał nagrody, dlatego możemy uznać uczenie przez wzmacnianie jako model powiązany z uczeniem nadzorowanym. Jednak w przypadku uczenia przez wzmacnianie sprzężeniem tym nie są poprawne, wzorcowe etykiety lub wartości, lecz wartość skuteczności pomiaru działania przez funkcję nagrody. Poprzez oddziaływanie ze środowiskiem regulator może wykorzystywać uczenie przez wzmacnianie do trenowania szeregu działań dążących do maksymalizowania nagrody metodą prób i błędów lub rozważnego planowania (rysunek 1.5).
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    Rysunek 1.5. Oddziaływania w modelu uczenia przez wzmacnianie


    Popularnym przykładem uczenia przez wzmacnianie jest silnik aplikacji szachowej. Regulator wybiera kolejne ruchy figur szachowych na podstawie stanu szachownicy (środowiska), a nagrodę można zdefiniować jako zwycięstwo lub porażkę na koniec rozgrywki.


    Odkrywanie ukrytych struktur za pomocą uczenia nienadzorowanego


    W przypadku uczenia nadzorowanego znamy właściwą odpowiedź jeszcze przed rozpoczęciem trenowania danego modelu, z kolei w uczeniu przez wzmacnianie wykorzystujemy regulator do definiowania wartości nagród dla poszczególnych działań. Natomiast korzystając z technik uczenia nienadzorowanego (ang. unsupervised learning), mamy do czynienia z nieoznakowanymi danymi lub danymi o nieznanej strukturze. Dzięki modelom uczenia nienadzorowanego jesteśmy w stanie poznawać strukturę przetwarzanych danych i uzyskiwać użyteczne informacje bez stosowania znanej zmiennej wyjściowej lub funkcji nagrody.


    Wyznaczanie podzbiorów za pomocą grupowania


    Grupowaniem (klasteryzacją, analizą skupień; ang. clustering) nazywamy technikę badawczą analizy danych pozwalającą na organizowanie zestawów informacji w sensowne podzbiory (klastry, grupy, skupienia) bez uprzedniej wiedzy na temat przydziału grupowego poszczególnych danych. Każdy klaster powstający w wyniku analizy definiuje zbiór obiektów wykazujących między sobą pewne podobieństwa i odróżniających się od elementów umieszczonych w pozostałych grupach, dlatego grupowanie czasami jest nazywane „nienadzorowaną klasyfikacją”. Ta technika nadaje się znakomicie do strukturyzowania informacji oraz wyznaczania istotnych powiązań pomiędzy danymi; np. pozwala sprzedawcom odkrywać grupy klientów według ich zainteresowań, co jest wykorzystywane do tworzenia oddzielnych programów marketingowych.


    Na rysunku 1.6 pokazuję, w jaki sposób można wykorzystać klasteryzację do zorganizowania danych w trzy oddzielne grupy na podstawie podobieństw cech x1 i x2.
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    Rysunek 1.6. Wyznaczanie osobnych grup za pomocą klasteryzacji


    Redukowanie wymiarowości w celu kompresji danych


    Kolejną dziedziną uczenia nienadzorowanego jest redukcja wymiarowości (ang. dimensionality reduction). Często pracujemy z danymi wielowymiarowymi — każda obserwacja daje nam dużą liczbę wartości pomiarowych — co stanowi wyzwanie w przypadku ograniczonej pojemności nośników danych oraz skuteczności obliczeniowej algorytmów uczenia maszynowego. Nienadzorowana redukcja wymiarowości jest stosowana powszechnie we wstępnym przetwarzaniu cech w celu wykluczenia szumu z danych — który może zmniejszać skuteczność predykcji niektórych algorytmów — a do tego kompresuje dane do podprzestrzeni o mniejszej liczbie wymiarów przy zachowaniu większości istotnej informacji.


    Czasami redukowanie wymiarowości przydaje się również do wizualizacji danych — np. zbiór cech wielowymiarowych można rzutować na jedno-, dwu- lub trójwymiarowe przestrzenie cech w celu wyświetlenia go w formie dwu- lub trójwymiarowego wykresu punktowego albo histogramu. Rysunek 1.7 zawiera przykład zastosowania nieliniowej redukcji wymiarowości do skompresowania wykresu trójwymiarowego do nowej dwuwymiarowej podprzestrzeni cech.
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    Rysunek 1.7. Przykład redukowania wymiarowości


    Wprowadzenie do podstawowej terminologii i notacji


    Po omówieniu trzech ogólnych kategorii uczenia maszynowego — nadzorowanego, nienadzorowanego oraz przez wzmacnianie — przyszedł czas na zapoznanie się z podstawową terminologią, która będzie wykorzystywana w kolejnych rozdziałach. Na rysunku 1.8 widzimy tabelę stanowiącą fragment zestawu danych Iris, będącego klasycznym przykładem w dziedzinie uczenia maszynowego. Na zbiór tych danych składają się wyniki pomiarów 150 kwiatów kosaćca z trzech różnych gatunków: Setosa (kosaciec szczecinkowy), Versicolor (kosaciec różnobarwny) oraz Virginica (kosaciec wirginijski). Każdy kwiat reprezentuje tu oddzielny wiersz w zbiorze danych, natomiast wyniki pomiarów (w centymetrach) są przechowywane w kolumnach, zwanych także zbiorami cech.
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    Rysunek 1.8. Fragment zestawu danych Iris


    Aby zachować prostotę i czytelność notacji oraz implementacji, wprowadzimy pewne podstawy algebry liniowej. W następnych rozdziałach będę opisywać dane w notacji macierzowej oraz wektorowej. Wykorzystam popularną konwencję, zgodnie z którą każda próbka jest reprezentowana jako osobny wiersz w macierzy cech X, gdzie poszczególne cechy są przechowywane w oddzielnych kolumnach.


    Zestaw danych Iris, składający się ze 150 próbek i z 4 cech, możemy zapisać jako macierz o rozmiarze 150×4 lub X ∈ℝ150×4:
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      W dalszej części książki będziemy wykorzystywać indeks górny (i) do określenia i-tej próbki uczącej, a indeks dolny (j) będzie odnosił się do j-tego wymiaru zbioru uczącego.


      Pogrubionymi małymi literami będziemy oznaczać wektory: (x ∈ℝn×1), z kolei pogrubionymi dużymi literami będziemy określać macierze: (X ∈ℝn×m). Pojedyncze elementy wektora lub macierzy definiujemy literami oznaczonymi kursywą (odpowiednio: [image: ] lub [image: ]).


      Na przykład element oznacza pierwszy wymiar (czyli długość działki) próbki numer 150. W ten sposób każdy wiersz w tej macierzy cech reprezentuje jedno wystąpienie kwiatu, które można zapisać w postaci czteroelementowego wektora x(i) ∈ℝ1×4,. [image: ]


      Każdy wymiar cechy jest 150-elementowym wektorem kolumnowym xj ∈ℝ150×1, np.:

      [image: ]


      W podobny sposób przechowujemy zmienne docelowe (tutaj: etykiety klas), jako 150-elementowy wektor kolumnowy [image: ] (y ∈{Setosa, Versicolor, Virginica}).

    


    Strategia tworzenia systemów uczenia maszynowego


    W poprzednich podrozdziałach omówiliśmy podstawowe pojęcia uczenia maszynowego oraz poznaliśmy trzy jego rodzaje. Przyjrzymy się teraz innym istotnym elementom systemu uczenia maszynowego towarzyszącym algorytmom uczenia. Na rysunku 1.9 zaprezentowałem schemat typowego przebiegu procesów podczas stosowania uczenia maszynowego w modelowaniu predykcyjnym. Zagadnienie to rozwiniemy w dalszej części rozdziału.
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    Rysunek 1.9. Modelowanie predykcyjne


    Wstępne przetwarzanie — nadawanie danym formy


    Rzadko kiedy nieprzetworzone dane mają postać umożliwiającą wykorzystanie optymalnej skuteczności algorytmu uczącego. Z tego powodu wstępne przetwarzanie (ang. preproces­sing) danych stanowi jeden z najważniejszych etapów każdego rodzaju uczenia maszynowego. Weźmy za przykład omówiony we wcześniejszej części rozdziału zestaw danych Iris — danymi nieprzetworzonymi mogą być w tym przypadku zdjęcia kwiatów, z których chcemy wydobyć jak najwięcej sensownych cech. Do takich cech możemy zaliczyć barwę, odcień, intensywność koloru, wysokość rośliny, a także długość i szerokość elementów anatomicznych kwiatu. Wiele algorytmów uczenia maszynowego wymaga również, aby wybrane cechy były prezentowane w jednakowej skali, co często jest osiągane poprzez ich transformację do zakresu [0, 1] lub do standardowego rozkładu normalnego, ze średnią równą 0 i z wariancją równą 1, jak zostanie to przedstawione w dalszej części książki.


    Niektóre wybrane cechy mogą być ze sobą ściśle skorelowane, a przez to w pewnym stopniu nadmiarowe. W takich sytuacjach przydają się techniki redukcji wymiarowości do skompresowania cech w przestrzeń o mniejszej liczbie wymiarów. Zmniejszenie przestrzeni cech pozwala na zaoszczędzenie przestrzeni dyskowej, a także na znaczne przyśpieszenie działania algorytmu uczącego.


    Aby się dowiedzieć, czy nasz algorytm uczenia maszynowego działa dobrze nie tylko na zestawie danych uczących, ale i na innych danych, musimy również losowo rozdzielić zbiór danych na osobne zestawy danych uczących i testowych. Zbiór danych uczących służy do trenowania i optymalizowania modelu uczenia maszynowego, natomiast zestaw danych testowych przechowujemy do samego końca procesu i dzięki niemu oceniamy ostateczny model.


    Trenowanie i dobór modelu predykcyjnego


    W kolejnych rozdziałach przekonamy się, że stworzono wiele różnorodnych algorytmów uczenia maszynowego przeznaczonych do rozwiązywania różnych kategorii problemów. Istotnym faktem, który stanowi sedno słynnego twierdzenia Davida H. Wolperta (no free lunch theorem[1]), jest zrozumienie, że nie możemy zmusić systemu do nauki „za darmo” (D.H. Wolpert, The Lack of A Priori Distinctions Between Learning Algorithms, 1996; D.H. Wolpert, W.G. Macready, No Free Lunch Theorems for Optimization, 1997). Zgodnie z intuicją możemy powiązać tę koncepcję z popularnym powiedzeniem: Gdy twoim jedynym narzędziem jest młotek, wszystko zaczyna ci przypominać gwoździe (A. Maslow, 1966). Przełóżmy to na przykład: każdy algorytm klasyfikacji zawiera integralne założenia i żaden z modeli klasyfikacji nie przeważa nad innymi, jeżeli nie opracujemy założeń dotyczących danego zadania. W praktyce niezbędne okazuje się porównanie przynajmniej kilku różnych algorytmów w celu wytrenowania i doboru najbardziej skutecznego modelu. Zanim jednak będziemy w stanie porównać różne modele, musimy najpierw ustalić metrykę służącą do pomiaru wydajności. Jedną z najpopularniejszych metryk jest dokładność klasyfikacji, którą definiujemy jako stosunek poprawnie sklasyfikowanych wystąpień do nieprawidłowo określonych instancji.


    Możesz w tym momencie zadać rozsądne pytanie: skąd mamy wiedzieć, że dany model dobrze się sprawuje wobec ostatecznego zestawu testowego oraz rzeczywistych danych, skoro nie wykorzystujemy danych testowych na etapie doboru systemu, lecz trzymamy je do momentu ewaluacji ostatecznego modelu? W celu rozwiązania problemu zdefiniowanego w tym pytaniu można wykorzystać różnorodne techniki sprawdzianu krzyżowego (ang. cross-validation), w których zestaw uczący zostaje podzielony na podzbiory uczące i testowe (walidacyjne), służące do oszacowania wydajności generalizacji modelu. Nie możemy również oczekiwać, że domyślne parametry różnych algorytmów uczenia maszynowego znajdujących się w bibliotekach programowych będą od razu zoptymalizowane pod kątem rozwiązania Twojego określonego problemu. Z tego powodu w dalszych rozdziałach książki będziemy często używać technik optymalizacji hiperparametrycznej, które pomogą nam poprawić skuteczność modelu. Hiperparametry to parametry, których nie uzyskano z danych, lecz które stanowią elementy regulacyjne modelu, wykorzystywane do poprawienia jego przewidywań — pojęcie to stanie się znacznie bardziej zrozumiałe w dalszej części książki, gdy przejdziemy do praktycznych przykładów.


    Ewaluacja modeli i przewidywanie wystąpienia nieznanych danych


    Po wybraniu modelu dopasowanego do zestawu danych uczących możemy wykorzystać zbiór danych testowych do oszacowania skuteczności algorytmu wobec nieznanych danych, dzięki czemu będziemy w stanie określić błąd generalizacji. Jeżeli będziemy zadowoleni z jego skuteczności, możemy zacząć używać modelu do przewidywania nowych, przyszłych danych. Należy pamiętać o tym, że parametry wspomnianych wcześniej procedur, takich jak skalowanie cech oraz redukowanie wymiarowości, są określane wyłącznie na podstawie danych uczących, po czym wykorzystywane do przekształcania zbioru testowego oraz wszelkich nowych próbek — skuteczność mierzona jedynie na podstawie wyników z danych testowych może być nazbyt optymistyczna.


    Wykorzystywanie środowiska Python do uczenia maszynowego


    Python jest jednym z najpopularniejszych języków programowania stosowanych w analizie danych; dzięki temu zawiera olbrzymią bazę dodatkowych bibliotek stworzonych przez wspaniałą społeczność.


    Mimo że wydajność języków interpretowanych (do których zalicza się Python) jest w przypadku zadań wymagających dużej mocy obliczeniowej niższa od wydajności języków niższego poziomu, istnieją biblioteki rozszerzeń, takie jak NumPy czy SciPy, które bazują na implementacjach języków Fortran i C, dzięki czemu uzyskujemy dostęp do szybkich i wektoryzowanych operacji na wielowymiarowych tablicach.


    Będziemy najczęściej korzystać z biblioteki scikit-learn, która obecnie stanowi jedną z najpopularniejszych i najbardziej przystępnych darmowych bibliotek uczenia maszynowego.


    Instalacja pakietów w Pythonie


    Omawiane środowisko programistyczne jest dostępne na wszystkie główne systemy operacyjne — Microsoft Windows, Mac OS X i Linuksa — a zarówno jego instalator, jak i dokumentację znajdziesz na oficjalnej stronie Pythona: https://www.python.org/.


    Ta książka została napisana pod kątem Pythona w wersji co najmniej 3.4.3, natomiast zalecam korzystanie z najbardziej aktualnej implementacji tego środowiska (w wersji 3), chociaż większość przykładów kodu powinna być również kompatybilna z wersją >= 2.7.10. Jeżeli postanowisz uruchamiać zawarte w książce przykłady kodu w wersji 2.7 Pythona, zapoznaj się najpierw z głównymi różnicami pomiędzy obydwiema wersjami środowiska programowania. Dobre podsumowanie różnic pomiędzy wersjami 2.7 i 3.4 Pythona (w języku angielskim) znajdziesz pod adresem https://wiki.python.org/moin/Python2orPython3.


    Dodatkowe, wykorzystywane w dalszej części książki pakiety można zainstalować za pomocą aplikacji pip, stanowiącej część standardowej biblioteki Pythona od wersji 3.3. Więcej informacji (w języku angielskim) na temat instalatora pip znajdziesz pod adresem https://docs.python.org/3/installing/index.html.


    Po zainstalowaniu środowiska Python dodajemy kolejne pakiety, wpisując następującą komendę w wierszu poleceń:


    pip install JakiśPakiet


    Zainstalowane pakiety możemy zaktualizować za pomocą flagi --upgrade:


    pip install JakiśPakiet --upgrade


    Bardzo polecaną, alternatywną dystrybucją Pythona przeznaczoną do obliczeń naukowych jest Anaconda stworzona przez firmę Continuum Analytics. Jest to bezpłatna dystrybucja — również w przypadku zastosowań komercyjnych — zawierająca wszystkie niezbędne pakiety wykorzystywane w analizie danych, obliczeniach matematycznych oraz inżynierii, dostępne w przyjaznej, międzyplatformowej postaci. Instalator Anaconda znajdziesz pod adresem https://www.continuum.io/downloads#py34, z kolei szybkie wprowadzenie do tego środowiska jest dostępne na stronie https://conda.io/docs/using/cheatsheet.html.


    Po zainstalowaniu Anacondy możemy instalować nowe pakiety Pythona za pomocą następującego polecenia:


    conda install JakiśPakiet


    Zainstalowane pakiety aktualizujemy, korzystając z poniższej komendy:


    conda update JakiśPakiet


    Przez większość czasu będziemy korzystać z wielowymiarowych tablic biblioteki NumPy do przechowywania i przetwarzania danych. Sporadycznie zastosujemy również bibliotekę pandas — nakładkę biblioteki NumPy zapewniającą dodatkowe, zaawansowane narzędzia do manipulowania danymi, dzięki czemu praca z tabelarycznymi informacjami będzie jeszcze wygodniejsza. Aby usprawnić proces nauki i zwizualizować dane ilościowe (pozwala to w maksymalnie intuicyjny sposób zrozumieć wykonywane działania), wprowadzimy również do użytku wysoce konfigurowalną bibliotekę matplotlib.


    Poniżej wymieniam numery wersji głównych pakietów Pythona, które były wykorzystywane w trakcie pisania niniejszej książki. Upewnij się, że masz na swoim komputerze zainstalowane przynajmniej te wersje (lub nowsze), dzięki czemu przykładowy kod będzie działał we właściwy sposób:


    
      	NumPy 1.9.1


      	SciPy 0.14.0


      	scikit-learn 0.15.2


      	matplotlib 1.4.0


      	pandas 0.15.2

    


    Podsumowanie


    W tym rozdziale zapoznaliśmy się bardzo ogólnie z uczeniem maszynowym i zaznajomiliśmy się z podstawowymi koncepcjami, którym poświęcimy znacznie większą uwagę w kolejnych rozdziałach.


    Dowiedzieliśmy się, że na uczenie nadzorowane składają się dwie ważne dziedziny: klasyfikacja i regresja. Modele klasyfikacji pozwalają nam kategoryzować obiekty do znanych klas, natomiast dzięki analizie regresji jesteśmy w stanie prognozować wyniki ciągłe docelowych zmiennych. Uczenie nienadzorowanie nie tylko zapewnia dostęp do przydatnych technik odkrywających struktury nieoznakowanych danych, lecz również pozwala na kompresowanie danych w czasie wstępnego przetwarzania cech.


    Przyjrzeliśmy się pobieżnie typowej strategii dopasowywania uczenia maszynowego do zadań problemowych, która stanowi dla nas podstawę do głębszych przemyśleń oraz ukazywania przykładów w dalszej części książki. Na koniec zaś przygotowaliśmy środowisko Pythona i zainstalowaliśmy oraz zaktualizowaliśmy wszystkie pakiety niezbędne do własnoręcznego testowania uczenia maszynowego.


    W następnym rozdziale zaimplementujemy jeden z najwcześniejszych algorytmów uczenia maszynowego stosowanych w klasyfikacji, co przygotuje nas do rozdziału 3., „Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn”, w którym zapoznamy się z bardziej zaawansowanymi algorytmami dostępnymi w bibliotece o jawnym kodzie źródłowym — scikit-learn. Algorytmy uczenia maszynowego uczą się z danych, dlatego kluczową kwestią jest dostarczanie im użytecznych informacji, zatem w rozdziale 4., „Tworzenie dobrych zbiorów uczących — wstępne przetwarzanie danych”, przyjrzymy się istotnym technikom wstępnego przetwarzania danych. W rozdziale 5., „Kompresja danych poprzez redukcję wymiarowości”, poznamy metody redukowania wymiarowości, które pomogą nam skompresować zbiór danych do mniejszej przestrzeni cech, co może być korzystne dla szybkości obliczeń. Ważnym aspektem tworzenia modeli uczenia maszynowego jest ocena ich skuteczności i oszacowanie ich zdolności predykcji dla nowych, nieznanych danych. W rozdziale 6., „Najlepsze metody oceny modelu i strojenie parametryczne”, nauczymy się wykorzystywać najlepsze rozwiązania umożliwiające strojenie modelu i jego ewaluację. W pewnych przypadkach możemy być niezadowoleni ze skuteczności modelu predykcyjnego pomimo wielu godzin spędzonych na jego dopasowywaniu i testowaniu. Z rozdziału 7., „Łączenie różnych modeli w celu uczenia zespołowego”, dowiemy się, w jaki sposób łączyć różne modele uczenia maszynowego, aby uzyskiwać jeszcze potężniejsze systemy prognozujące.


    Po omówieniu wszystkich najważniejszych elementów typowego systemu uczenia maszynowego zaimplementujemy model przewidywania emocji na podstawie rozdziału 8., „Wykorzystywanie uczenia maszynowego w analizie sentymentów”. Natomiast w rozdziale 9., „Wdrażanie modelu uczenia maszynowego do aplikacji sieciowej”, podłączymy ten model pod aplikację sieciową i podzielimy się nim z resztą świata. Następnie w rozdziale 10., „Przewidywanie ciągłych zmiennych docelowych za pomocą analizy regresywnej”, wykorzystamy algorytmy uczenia maszynowego do analizy regresywnej pozwalającej na prognozowanie ciągłych zmiennych wyjściowych, a w rozdziale 11., „Praca z nieoznakowanymi danymi — analiza skupień”, wprowadzimy algorytmy skupień wyszukujące ukryte struktury wśród danych. Ostatnie dwa rozdziały zostały poświęcone sztucznym sieciom neuronowym służącym do rozwiązywania złożonych problemów, takich jak rozpoznawanie mowy i tekstu — czyli jednym z najbardziej fascynujących zagadnień w świecie uczenia maszynowego.


    
      
        [1] W wolnym tłumaczeniu: twierdzenie o nieistnieniu darmowych obiadów — przyp. tłum.

      

    

  


  
    Rozdział 2.

    Trenowanie algorytmów uczenia maszynowego w celach klasyfikacji


    W tym rozdziale wykorzystamy jedne z najwcześniejszych algorytmów klasyfikacyjnych — modele perceptronu oraz adaptacyjnego neuronu liniowego. Zaczniemy od zaimplementowania krok po kroku perceptronu w środowisku Python oraz uczenia go klasyfikacji różnych odmian kosaćca na podstawie danych z zestawu Iris. W ten sposób lepiej zrozumiemy koncepcję algorytmów klasyfikacyjnych oraz dowiemy się, jak można je skutecznie wdrożyć za pomocą Pythona. Następnie przyjrzymy się podstawom optymalizacji przy użyciu adaptacyjnych neuronów liniowych, gdyż stanowi to wstęp do stosowania bardziej zaawansowanych klasyfikatorów przechowywanych w bibliotece scikit-learn, co zostało omówione w rozdziale 3., „Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn”.


    Zajmiemy się w tym rozdziale omówieniem następujących zagadnień:


    
      	opis teoretycznych podstaw tworzenia algorytmów uczenia maszynowego,


      	wykorzystanie bibliotek pandas, NumPy i matplotlib do wczytywania, przetwarzania i wizualizowania danych,


      	implementacja algorytmów liniowej klasyfikacji w środowisku Python.

    


    Sztuczne neurony — rys historyczny początków uczenia maszynowego


    Zanim przejdziemy do dokładnego opisu modelu perceptronu oraz powiązanych z nim algorytmów, cofnijmy się na chwilę do początków dziedziny uczenia maszynowego. Warren McCulloch i Walter Pitts pragnęli zrozumieć mechanizm działania mózgu po to, aby zaprojektować sztuczną inteligencję, i w 1943 roku zaprezentowali pierwszą koncepcję uproszczonego modelu komórki nerwowej, tzw. neuronu McCullocha-Pittsa (ang. McCulloch-Pitts neuron — MCP; W.S. McCulloch i W. Pitts, A Logical Calculus of the Ideas Immanent in Nervous Activity, „The Bulletin of Mathematical Biophysics” 1943, nr 5 (4), s. 115 – 133). Neuronami nazywamy wzajemnie połączone komórki nerwowe w mózgu, które są odpowiedzialne za przetwarzanie oraz przesyłanie sygnałów chemicznych i elektrycznych, co zostało zaprezentowane na rysunku 2.1.


    [image: ]


    Rysunek 2.1. Model uproszczonego neuronu


    McCulloch i Pitts opisali taką komórkę nerwową jako prostą bramkę logiczną zawierającą binarne wyjścia; do dendrytów dociera wiele sygnałów, które są integrowane w ciele komórki i, jeżeli energia impulsu przekracza określoną wartość graniczną, zostaje wygenerowany sygnał wyjściowy przepuszczany poprzez akson.


    Już kilka lat później Frank Rosenblatt na podstawie modelu neuronu MCP opublikował pierwszą koncepcję reguły uczenia perceptronu (F. Rosenblatt, The Perceptron, a Perceiving and Recognizing Automaton, „Cornell Aeronautical Laboratory”, 1957). Korzystając z tej reguły, Rosenblatt zaproponował algorytm zdolny do automatycznego uczenia się za pomocą optymalnych współczynników wag, które są przemnażane przez wartości wejściowe, co pozwala określić, czy neuron prześle dalej sygnał. W kontekście uczenia nadzorowanego i klasyfikacji taki algorytm może być wykorzystywany do przewidywania próbek przynależnych do różnych klas.


    W ujęciu matematycznym możemy przedstawić ten problem jako klasyfikację binarną, w której dla uproszczenia odnosimy się do dwóch klas: 1 (klasy pozytywnej) oraz -1 (klasy negatywnej). Następnie definiujemy funkcję aktywacji [image: ], na którą składa się liniowa kombinacja określonych wartości wejściowych x oraz powiązanego z nimi wektora wag w, gdzie z nosi nazwę całkowitego pobudzenia układu (z = w1x1+…+ wmxm):


    [image: ]


    Jeżeli całkowite pobudzenie z danej próbki x(i) jest wyższe od zdefiniowanej wartości progowej θ, to przewidujemy, że dany obiekt przynależy do klasy pozytywnej 1, w przeciwnym wypadku — do klasy negatywnej –1. W algorytmie perceptronu funkcja aktywacji [image: ] jest prostą funkcją skoku jednostkowego, zwaną czasem również funkcją skokową Heaviside’a:


    [image: ]


    Możemy dla uproszczenia przenieść wartość progową θ na lewą stronę równania i zdefiniować początkową wagę jako w0 = –θ, a x0 = 1, dzięki czemu całkowite pobudzenie z przybierze prostszą postać z = w0x0+w1x1+…+wmxm = wTx przy założeniu, że [image: ].


    
      W kolejnych podrozdziałach będziemy często stosować podstawową notację z zakresu algebry liniowej, np. korzystać ze skróconego zapisu sumy iloczynów wartości x i w za pomocą iloczynu skalarnego wektorów, gdzie indeks górny T oznacza transpozycję — operację przekształcania wiersza wektora w kolumnę i odwrotnie:


      [image: ]


      Na przykład: [image: ].


      Ponadto operację transponowania można przeprowadzić również wobec macierzy, dzięki czemu następuje w niej zamiana wierszy z kolumnami:


      [image: ]


      W tej książce będziemy wykorzystywać jedynie najprostsze pojęcia z algebry liniowej, jeżeli jednak chcesz odświeżyć sobie pamięć, polecam znakomity skrypt Linear Algebra Review and Reference autorstwa Zico Koltera, który można bezpłatnie przejrzeć na stronie http://www.cs.cmu.edu/~zkolter/course/linalg/linalg_notes.pdf [1].

    


    Na rysunku 2.2 widzimy, w jaki sposób całkowite pobudzenie z = wTx zostaje przetworzone na wartości binarne (–1 lub 1) przez funkcję aktywacji perceptronu (wykres po lewej), a także jak może zostać wykorzystane do rozdzielenia dwóch odrębnych liniowo klas (wykres po prawej).


    [image: ]


    Rysunek 2.2. Zastosowanie całkowitego pobudzenia w uczeniu maszynowym


    Podstawowym założeniem w neuronie MCP i modelu perceptronu progowego jest wprowadzenie uproszczonego mechanizmu naśladującego działanie pojedynczej komórki nerwowej: albo zostaje ona uaktywniona, albo nie. Z tego powodu pierwotna reguła uczenia perceptronu autorstwa Rosenblatta jest całkiem nieskomplikowana i można ją opisać następującymi etapami:


    
      	Wprowadź wagi o wartości 0 lub niewielkich, losowych wartościach.


      	Dla każdej próbki uczącej x(i) wykonaj poniższe czynności:

        
          	Oblicz wartość wyjściową ŷ.


          	Zaktualizuj wagi.

        

      

    


    W tym przypadku wartością wyjściową jest etykieta klasy przewidziana przez wcześniej zdefiniowaną funkcję skoku jednostkowego, a równoczesną aktualizację każdej wagi wj w wektorze wag w można zapisać w bardziej formalny sposób:


    [image: ]


    Służąca do aktualizowania wagi wj wartość Δwj jest wyliczana za pomocą reguły uczenia perceptronu:


    [image: ]


    gdzie η jest współczynnikiem uczenia (stałą przyjmującą wartości w zakresie od 0 do 1), y(i) stanowi rzeczywistą etykietę klas i-tej próbki uczącej, natomiast ŷ(i) to przewidywana etykieta klas. Bardzo istotna jest informacja, że wszystkie wagi w wektorze wag są jednocześnie aktualizowane, co oznacza, że nie możemy ponownie przeliczyć wartości ŷ(i), dopóki nie zaktualizujemy wszystkich wag Δwj.


    Zapis aktualizacji dla dwuwymiarowego zbioru danych możemy zdefiniować następująco:


    [image: ]


    Zanim zaimplementujemy model perceptronu w Pythonie, przeprowadźmy mały eksperyment myślowy ukazujący piękno prostoty tej reguły uczenia. W dwóch scenariuszach, w których perceptron we właściwy sposób przewiduje etykietę klas, wagi pozostają niezmienione:


    [image: ]


    Jednak w przypadku nieprawidłowego prognozowania wagi zostają przesunięte w kierunku pozytywnej lub negatywnej klasy docelowej, odpowiednio:


    [image: ]


    Aby lepiej zrozumieć koncepcję mnożnika [image: ], przyjrzyjmy się kolejnemu prostemu przykładowi, w którym:


    [image: ]


    Załóżmy, że [image: ], a my tę próbkę nieprawidłowo sklasyfikowaliśmy jako –1. W takim przypadku zwiększamy wagę o 1, przez co całkowite pobudzenie [image: ] będzie silniejsze w sytuacji ponownego natrafienia na tę próbkę, dzięki czemu z większym prawdopodobieństwem zostanie przekroczona wartość graniczna funkcji skokowej, a badany obiekt zostanie zaklasyfikowany do klasy +1:


    [image: ]


    Aktualizacja wagi jest wprost proporcjonalna do wartości [image: ]. Załóżmy, że mamy kolejną próbkę, [image: ]=2, która została nieprawidłowo zaklasyfikowana jako –1. W tej sytuacji przesuwamy granicę decyzyjną w jeszcze większym stopniu po to, aby próbka została następnym razem właściwie zaklasyfikowana:


    [image: ]


    Zwróć uwagę, że zbieżność perceptronu zostaje zapewniona jedynie wtedy, gdy dwie klasy są liniowo rozdzielne (rysunek 2.3), a współczynnik uczenia jest wystarczająco mały. Jeżeli nie można oddzielić dwóch klas za pomocą liniowej granicy decyzyjnej, możemy ustalić maksymalną liczbę przebiegów (epok) algorytmu z wykorzystaniem danych uczących i (lub) próg tolerancji nieprawidłowych klasyfikacji — w przeciwnym wypadku perceptron wiecznie aktualizowałby wagi.


    [image: ]


    Rysunek 2.3. Rozdzielność liniowa klas


    
      Kod źródłowy


      Pliki kodu źródłowego są dostępne do pobrania pod adresem ftp://ftp.helion.pl/przyklady/pythum.zip.

    


    Zanim przejdziemy do implementacji algorytmów w Pythonie, przyjrzyjmy się rysunkowi 2.4, stanowiącemu podsumowanie ogólnej koncepcji kryjącej się za modelem perceptronu.


    [image: ]


    Rysunek 2.4. Ogólny model perceptronu


    Na rysunku 2.4 widzimy schemat ukazujący sposób, w jaki perceptron otrzymuje dane wejściowe próbek x i łączy z wagami w w celu obliczenia funkcji całkowitego pobudzenia. Wynik jest następnie przekazywany funkcji aktywacji (w tym przypadku funkcji skoku jednostkowego), która generuje wartość binarną –1 lub +1 — prognozowaną etykietę klas danej próbki. W trakcie fazy uczenia dane wyjściowe są wykorzystywane do obliczenia błędu predykcji i aktualizowania wag.


    Implementacja algorytmu uczenia perceptronu w Pythonie


    W poprzednim podrozdziale poznaliśmy mechanizm działania perceptronu Rosenblatta; pójdźmy dalej i zaimplementujmy go w Pythonie, a następnie przetestujmy na zestawie danych Iris, który wprowadziliśmy w rozdziale 1., „Umożliwianie komputerom uczenia się z danych”. Wykorzystamy strategię programowania obiektowego i zdefiniujemy interfejs perceptronu jako konstrukt Class, pozwalający na inicjowanie nowych obiektów perceptronu, które będą uczyć się przy użyciu metody fit. Z kolei do prognozowania wykorzystamy osobną metodę — predict. Zgodnie z konwencją będziemy dodawać podkreślnik do atrybutów, które nie są tworzone w momencie inicjowania obiektu, lecz w chwili wywoływania przez inne metody — np. self.w_.


    
      Jeżeli nie znasz jeszcze bibliotek naukowych Pythona lub musisz odświeżyć pamięć, skorzystaj z następujących zasobów (w języku angielskim):


      NumPy: http://scipy.github.io/old-wiki/pages/Tentative_NumPy_Tutorial


      Pandas: http://pandas.pydata.org/pandas-docs/stable/tutorials.html


      Matplotlib: http://matplotlib.org/users/beginner.html


      Dla zwiększenia przejrzystości listingów polecam również pobranie ze strony ftp://ftp.helion.pl/przyklady/pythum.zip notatników zawierających przykładowy kod. Informacje na temat notatników znajdziesz pod adresem http://jupyter.readthedocs.io/en/latest/contents.html.

    


    
      import numpy as np

    


    
      class Perceptron(object):

    


    
         """Klasyfikator — perceptron.

    


    
         Parametry

    


    
         ------------

    


    
         eta : zmiennoprzecinkowy

    


    
            Współczynnik uczenia (w przedziale pomiędzy 0.0 a 1.0).

    


    
         n_iter : liczba całkowita

    


    
            Liczba przebiegów po zestawach uczących.

    


    
         Atrybuty

    


    
         -----------

    


    
         w_ : jednowymiarowa tablica

    


    
            Wagi po dopasowaniu.

    


    
         errors_ : lista

    


    
            Liczba nieprawidłowych klasyfikacji w każdej epoce.

    


    
         """

    


    
         def __init__(self, eta=0.01, n_iter=10):

    


    
            self.eta = eta

    


    
            self.n_iter = n_iter

    


    
         def fit(self, X, y):

    


    
         """Dopasowanie danych uczących.

    


    
         Parametry

    


    
         ----------

    


    
         X : {tablicopodobny}, wymiary = [n_próbek, n_cech]

    


    
            Wektory uczące, gdzie n_próbek

    


    
            oznacza liczbę próbek, a

    


    
            n_cech — liczbę cech.

    


    
         y : tablicopodobny, wymiary = [n_próbek]

    


    
            Wartości docelowe.

    


    
         Zwraca

    


    
         -------

    


    
         self : obiekt

    


    
         """

    


    
         self.w_ = np.zeros(1 + X.shape[1])

    


    
         self.errors_ = []

    


    
         for _ in range(self.n_iter):

    


    
            errors = 0

    


    
            for xi, target in zip(X, y):

    


    
               update = self.eta * (target - self.predict(xi))

    


    
               self.w_[1:] += update * xi

    


    
               self.w_[0] += update

    


    
               errors += int(update != 0.0)

    


    
            self.errors_.append(errors)

    


    
         return self

    


    
      def net_input(self, X):

    


    
         """Oblicza całkowite pobudzenie"""

    


    
         return np.dot(X, self.w_[1:]) + self.w_[0]

    


    
      def predict(self, X):

    


    
         """Zwraca etykietę klas po obliczeniu funkcji skoku jednostkowego"""

    


    
         return np.where(self.net_input(X) >= 0.0, 1, -1)

    


    Dzięki powyższej implementacji perceptronu możemy teraz inicjować nowe obiekty Perceptron mające wyznaczone współczynnik uczenia eta oraz liczbę epok (przebiegów po danych uczących) — n_iter. Dzięki metodzie fit wprowadzamy wagi w obiekcie self.w_ do wektora zerowego ℝm+1, gdzie m oznacza liczbę wymiarów (cech) zestawu danych, do której dodajemy 1 w celu uzyskania podstawowej wagi (czyli wartości progowej)[2].


    
      W bibliotece NumPy indeksowanie jednowymiarowych tablic działa podobnie jak w przypadku list Pyt­hona — za pomocą notacji wykorzystującej nawiasy kwadratowe ([]). W czasie używania tablic dwuwymiarowych pierwszy wskaźnik odnosi się do numeru wiersza, a drugi — numeru kolumny; np. za pomocą oznaczenia X [2, 3] wybieramy drugi wiersz i trzecią kolumnę w dwuwymiarowej tablicy X.

    


    Po zainicjowaniu wag metoda fit analizuje każdą próbkę zestawu uczącego i aktualizuje wartości wag zgodnie z omówioną wcześniej regułą uczenia perceptronu. Etykiety klas są prognozowane poprzez metodę predict, która również zostaje wywołana w metodzie fit po to, aby przewidzieć etykietę klas dla aktualizacji wag, jednak może być także wykorzystywana do predykcji etykiet klas nowych danych po wytrenowaniu modelu. Do tego w liście self.errors_ zliczamy liczbę nieprawidłowych klasyfikacji w czasie każdej epoki, dzięki czemu możemy później przeanalizować wydajność perceptronu w procesie nauki. Wykorzystywana w metodzie net_input funkcja np.dot oblicza iloczyn skalarny wektorów wTx.


    
      Zamiast stosować bibliotekę NumPy do obliczenia iloczynu skalarnego wektorów pomiędzy dwiema tablicami a i b za pomocą operacji a.dot(b) lub np.dot(a, b), możemy tego dokonać również w „czystym” kodzie Pythona: sum([i*j for i,j in zip(a, b)]). Jednakże przewaga struktur pętli for występujących w bibliotece NumPy nad dostępnymi w klasycznym Pythonie polega na wektoryzacji operacji arytmetycznych. W procesie wektoryzacji podstawowe operacje arytmetyczne są automatycznie przeprowadzane na każdym elemencie tablicy. Wyznaczywszy operacje arytmetyczne jako sekwencję instrukcji przeprowadzanych wobec tablicy (zamiast tradycyjnego ujęcia, w którym zestaw operacji jest wykonywany oddzielnie na każdym elemencie zbioru), możemy w znacznie skuteczniejszy sposób wykorzystywać architekturę współczesnych procesorów obsługujących architekturę SIMD (ang. Single Instruction, Multiple Data — pojedyncza instrukcja, wielokrotność danych). Do tego w pakiecie NumPy stosowane są zoptymalizowane biblioteki algebry liniowej, takie jak Basic Linear Algebra Subprograms (BLAS) czy Linear Algebra PACKage (LAPACK), napisane w językach C oraz Fortran. Na koniec warto dodać, że biblioteka NumPy gwarantuje zwięźlejszy i bardziej intuicyjny zapis kodu podstaw algebry liniowej, np. iloczynu skalarnego wektorów czy macierzy.

    


    Trenowanie modelu perceptronu na zestawie danych Iris


    W celu przetestowania naszej implementacji perceptronu, wczytamy ze zbioru danych Iris dwa gatunki kosaćca: Setosa i Versicolor. Reguła uczenia perceptronu nie ogranicza się wyłącznie do dwóch wymiarów, w celach usprawnienia wizualizacji będziemy rozważać jedynie dwie cechy: długość działki (ang. sepal length) i długość płatka (ang. petal length). Poza tym ze względów praktycznych wybraliśmy tylko dwa gatunki kosaćca. Pamiętajmy jednak, że algorytm perceptronu można rozszerzyć do wielowymiarowej klasyfikacji — np. poprzez technikę OvA (ang. One versus All — jeden przeciw wszystkim).


    
      Technika OvA, zwana również czasami OvR (ang. One versus Rest — jeden przeciw reszcie), jest stosowana do rozszerzania klasyfikacji binarnej na problemy wieloklasowe. Za pomocą tej metody możemy uczyć jeden klasyfikator na klasę, przy czym ta klasa jest traktowana jako klasa pozytywna, a próbki z pozostałych klas są uznawane za obiekty klasy negatywnej. Do sklasyfikowania nowych danych wykorzystalibyśmy nasze n klasyfikatorów, gdzie n oznacza liczbę etykiet klas, i przydzielilibyśmy etykietę klas o największej pewności do danej próbki. W przypadku perceptronu stosowalibyśmy mechanizm OvA do doboru etykiety klas powiązanej z największą wartością bezwzględną całkowitego pobudzenia.

    


    Najpierw wykorzystamy bibliotekę pandas do wczytania zbioru danych Iris z bazy UCI Machine Learning Repository (z ang. repozytorium uczenia maszynowego na Uniwersytecie Kalifornijskim) do obiektu DataFrame oraz wyświetlimy pięć ostatnich linijek za pomocą metody tail, aby sprawdzić, czy informacje zostały prawidłowo odczytane (rysunek 2.5):


    
      >>> import pandas as pd

    


    
      >>> df = pd.read_csv('https://archive.ics.uci.edu/ml/'

    


    
      ...     'machine-learning-databases/iris/iris.data', header=None)

    


    
      >>> df.tail()

    


    [image: ]


    Rysunek 2.5. Pięć ostatnich wierszy zestawu danych Iris wyświetlonych za pomocą metody tail


    Wydzielamy następnie pierwsze 100 etykiet klas odpowiadających 50 kwiatom z gatunku Setosa (Iris-setosa) oraz 50 z gatunku Versicolor (Iris-versicolor) 

Ciąg dalszy dostępny w wersji pełnej.

  
    Rozdział 3.

    Stosowanie klasyfikatorów uczenia maszynowego za pomocą biblioteki scikit-learn

Dostępne w wersji pełnej.

  
    Rozdział 4.

    Tworzenie dobrych zbiorów uczących — wstępne przetwarzanie danych

Dostępne w wersji pełnej.

  
    Rozdział 5.

    Kompresja danych poprzez redukcję wymiarowości

Dostępne w wersji pełnej.

  
    Rozdział 6.

    Najlepsze metody oceny modelu i strojenie parametryczne

Dostępne w wersji pełnej.

  
    Rozdział 7.

    Łączenie różnych modeli w celu uczenia zespołowego

Dostępne w wersji pełnej.

  
    Rozdział 8.

    Wykorzystywanie uczenia maszynowego w analizie sentymentów

Dostępne w wersji pełnej.

  
    Rozdział 9.

    Wdrażanie modelu uczenia maszynowego do aplikacji sieciowej

Dostępne w wersji pełnej.

  
    Rozdział 10.

    Przewidywanie ciągłych zmiennych docelowych za pomocą analizy regresywnej

Dostępne w wersji pełnej.

  
    Rozdział 11.

    Praca z nieoznakowanymi danymi — analiza skupień

Dostępne w wersji pełnej.

  
    Rozdział 12.

    Trenowanie sztucznych sieci neuronowych w rozpoznawaniu obrazu

Dostępne w wersji pełnej.

  
    Rozdział 13.

    Równoległe przetwarzanie sieci neuronowych za pomocą biblioteki Theano

Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.

OEBPS/Images/w33-3.png





OEBPS/Images/w45-7.png
Aw, =(1--1)2=(2)2=4





OEBPS/Images/Obraz36043.png
Nierozdzielne liniowo

Rozdzielne liniowo Nierozdzielne liniowo
' °
%o /. N 90 o ° w0
oo,/ * x| o T x| o * % #
- g d e °
0o /"y * 0o°% & * -
© o1 * * o ©
[ ° *
'
X, X, X,






OEBPS/Images/Obraz35176.png





OEBPS/Images/w45-6.png
Aw? =(1-=1)05=(2)0,5=1





OEBPS/Images/w43-3.png





OEBPS/Images/Obraz35159.png
Uczenie
nadzorowane

Uczenie przez
wzmachnianie






OEBPS/Images/Obraz36051.png
Aktualizacja wag

[TBrad |
1 Btad I

— Wyjscie
Funkcja Funkcja

catkowitego aktywacji
pobudzenia







OEBPS/Images/Obraz35785.png
£akonczenia aksonu
Ostonka mielinowa

—
—_—
—_
Wyjscie
—
Wejscie Dendryty sygnalu
sygnatu >
—
—_

— Jadro komérkowe





OEBPS/Images/fi.png






OEBPS/Images/w45-5.png
y

@ _

=+,

50
y

=-lLn=1





OEBPS/Images/w33-2.png
()
X ()





OEBPS/Images/w43-2.png
1jesliz>=6

#(z) = {71jes’liz <0





OEBPS/Images/Obraz35184.png
v





OEBPS/Images/Obraz36059.png
o (1 |2 [3 (4

145 6.7 |3.0 5.2 | 2.3 | Iris-virginica

146 |16.3|2.5|5.0 | 1.9 | Iris-virginica

147 |6.5|3.0|5.2|2.0 | Iris-virginica

148 6.2 |3.4|5.4| 2.3 |Iris-virginica

149 5.9 |3.0|5.1 | 1.8 |Iris-virginica






OEBPS/Images/w33.png






OEBPS/Images/w44-2.png
Aw, = noy? =30 )xi.;







OEBPS/Images/w43-5.png
4
[l 2 3]x|5|=1x4+2x5+3x6=32
6






OEBPS/Images/xij3.png
)

xw,





OEBPS/Images/pythum_m.jpg
Technologiairozwigzania

Python

Uczenie
maszynowe

Haiion





OEBPS/Images/w43-4.png
WoXy + WX, +





OEBPS/Images/w45-2.png
=0 —wyjscie®)
= ’I(J’(') wyjscie®)x{
=y —wyjscie®)x





OEBPS/Images/xij2.png
0 =
=05





OEBPS/Images/Obraz35251.png
Wydobywanie i skalowanie cech
Dobér cech

Redukcja wymiarowosci
Probkowanie

™~ N

Zbiér danych Algorytm Nowe dane J
ey f\>‘ uczenia ':

Zbior danych i H

mmgch E
Wstepne przetwarzanie / Uczenie \_ Ewaliaga )\ Prognozowanie

Dobér modelu
Sprawdzian krzyzowy

Metryki wydajnosci

Optymalizacja hiperparametryczna






OEBPS/Images/w44.png





OEBPS/Images/xij.png
()






OEBPS/Images/w43.png






OEBPS/Images/Obraz35216.png
Prébki Pratek —_
(wystapienia, obserwacje)

Diugosé | Szerokoié  Dlugosé Szerokosé Etykieta
dziatki | dzialki | platka | platka Klasy

Setosa
2 4.9 3.0 14 0.2 Setosa
50 | 6.4 | 3.5 | 4.5 | 12 ‘ Versicolor,
150 | 59 | 30 | 50 | 18 ‘ Virginica
|  — N
\ Dziatka
/ X kielicha
Etykiety klas
Cechy (cele)

(atrybuty, pomiary, wymiary)






OEBPS/Images/Obraz35225.png
1 Py

voox X -
Xl( )) EZ) Xﬁl) X%
#2 . .

: : 1.50) XSSO)
) Xélso) /‘é
#150





OEBPS/Images/w43-6.png






OEBPS/Images/Obraz35207.png
2





OEBPS/Images/w42.png
@z





OEBPS/Images/w33-5.png





OEBPS/Images/w45-4.png
Aw, =n(1- 71)x§i) = U(Z)xﬁi)
Aw, =n(-1 71)x§i) = 1](72)x§’)





OEBPS/Images/Obraz35868.png
d(w'x) <0
o
o
o
o
o

d(w'x)

wix






OEBPS/Images/Obraz35191.png
Srodowisko
Nagroda Stan

Dziatanie

Regulator






OEBPS/Images/Obraz35169.png
Etykiety
Algorytm uczenia
maszynowego

Nowe dane ||::>’ Model predykcyjny ‘E:>’ Prognozy






OEBPS/Images/Obraz35199.png
7 O . N g
/ \ N
i @50 .
1 PECTINg
1o "9 o g T
\ @) o NG o \
AN @) /1 O O __
/l \s ._ 1
td
IIIOIll\\\ /O 9] \\
/’/ \\
I'l‘\\
<
<
-





OEBPS/Images/w33-4.png





OEBPS/Images/w45-3.png
Aw, =n(-1--Dx =0
Aw, =p(1-Dx =0





