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  Robert Johansson jest doświadczonym programistą Pythona i naukowcem zajmującym się obliczeniami. Napisał doktorat z fizyki teoretycznej, który obronił na Uniwersytecie Technicznym Chalmersa w Szwecji. Od ponad 10 lat zajmuje się obliczeniami naukowymi. Pracował zarówno w środowisku naukowym, jak i dla przemysłu, brał udział w projektach komercyjnych oraz open source. Jego wkład w rozwój otwartego oprogramowania obejmuje prace nad popularnym frameworkiem QuTiP do symulacji dynamiki układów kwantowych w Pythonie. Przyczynił się również do powstania wielu innych bibliotek popularnych w obszarze obliczeń naukowych w Pythonie. Robert jest pasjonatem obliczeń, programowania, a także nauczania i popularyzowania najlepszych praktyk w łączeniu tych dziedzin w celu osiągnięcia optymalnych rezultatów, czyli nowatorskich, powtarzalnych i rozszerzalnych metod obliczeniowych. Robert ma 5-letnie doświadczenie zdobyte w ramach podoktorskich badań w dziedzinie fizyki teoretycznej i obliczeniowej. Obecnie pracuje jako analityk danych w sektorze IT.


  O korektorach merytorycznych
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  Massimo Nardone ma ponad 24-letnie doświadczenie w tworzeniu aplikacji mobilnych i webowych oraz w takich dziedzinach jak bezpieczeństwo systemów informatycznych, rozwiązania chmurowe i architektura IT. Jego największe pasje to zagadnienia z zakresu bezpieczeństwa oraz system Android.


  Od ponad 20 lat programuje i uczy programowania na platformie Android i w językach Perl, PHP, Java, VB, Python, C/C++ i MySQL.


  Tytuł magistra informatyki zdobył na Uniwersytecie Salerno we Włoszech.


  Przez wiele lat pracował jako menedżer projektów, inżynier oprogramowania, inżynier badań, główny architekt bezpieczeństwa, kierownik ds. bezpieczeństwa informacji, audytor PCI/SCADA oraz starszy architekt ds. bezpieczeństwa IT/chmury/SCADA.


  Posiada umiejętności z zakresu bezpieczeństwa systemów IT, Androida, chmury, Javy, MySQL, Drupala, COBOL-a, Perla, tworzenia aplikacji webowych i mobilnych, MongoDB, D3, Joomla!, Couchbase, C/C++, WebGL, Pythona, Pro Railsa, Django CMS, Jekylla, Scratcha itd.


  Pracował jako gościnny wykładowca i opiekun zajęć laboratoryjnych w laboratorium sieciowym na Politechnice Helsińskiej (Uniwersytet Aalto). Posiada cztery międzynarodowe patenty (PKI, SIP, SAML oraz z obszaru proxy).


  Obecnie pracuje jako główny specjalista ds. bezpieczeństwa informacji w firmie Cargotec Oyj i jest członkiem rady stowarzyszenia ISACA w Finlandii.


  Massimo jest recenzentem ponad 45 książek z obszaru IT różnych wydawców, a także współautorem książek Pro JPA 2 in Java EE 8 (Apress, 2018), Beginning EJB in Java EE 8 (Apress, 2018) oraz Pro Android Games (Apress, 2015).
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  Chinmaya Patnayak jest programistą systemów wbudowanych w firmie NVIDIA, specjalizującym się w C++, CUDA, głębokim uczeniu, Linuxie i systemach plików. Brał udział w wielu ważnych wydarzeniach technologicznych w Indiach, w trakcie których prezentował i prowadził warsztaty dotyczące głębokiego uczenia. Chinmaya posiada tytuł magistra fizyki oraz licencjat z inżynierii elektrycznej i elektroniki, które zdobył na uniwersytecie BITS w Pilani. Współpracował z Defence Research and Development Organisation nad algorytmami szyfrowania strumieni wideo. Jego obecne zainteresowania dotyczą wykorzystania sieci neuronowych do segmentacji obrazów oraz ich zastosowania w badaniach z obszaru inżynierii biomedycznej i autonomicznych pojazdów. Więcej informacji o Chinmayi można znaleźć pod adresem http://chinmayapatnayak.github.io.
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  Michael Thomas od ponad 20 lat zajmuje się tworzeniem oprogramowania. Przez ten czas pracował jako indywidualny współpracownik, kierownik zespołu, menedżer projektu i wiceprezes ds. technicznych. Michael ma ponad 10-letnie doświadczenie w pracy z urządzeniami mobilnymi. Obecnie koncentruje się na sektorze medycznym, wykorzystując urządzenia mobilne do przyspieszenia wymiany informacji pomiędzy pacjentami a pracownikami służby zdrowia.
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  David Stansby jest studentem studiów doktoranckich w Imperial College w Londynie i aktywnym programistą Pythona. Jest członkiem głównego zespołu programistów biblioteki Matplotlib (najpopularniejszego rozwiązania do tworzenia wykresów w Pythonie) oraz twórcą HelioPy — biblioteki do analizy danych z dziedziny astronomii.
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  Jason Whitehorn jest doświadczonym przedsiębiorcą i programistą, który pomógł wielu firmom naftowym i gazowniczym ulepszyć i zautomatyzować — przez wprowadzenie przechwytywania danych w terenie, systemów SCADA i uczenia maszynowego — rozwiązania stosowane na polach naftowych. Jason uzyskał dyplom licencjata w dziedzinie informatyki na Arkansas State University. Jego pasja do programowania jest jednak o wiele starsza. Za jej początki uważa moment, w którym, gdy jeszcze był w szkole średniej, nauczył się z użyciem domowego komputera programować w języku BASIC.


  Jeżeli akurat nie pomaga i nie doradza swojemu zespołowi w pracy ani nie pisze lub nie rozwija jednego z własnych projektów, Jason chętnie spędza czas z żoną i czwórką dzieci. Mieszka w okolicach Tulsy w stanie Oklahoma. Więcej informacji o Jasonie można znaleźć na jego stronie internetowej: https://jason.whitehorn.us.


  Wprowadzenie


  Obliczenia naukowe i numeryczne to prężnie rozwijająca się dziedzina badań, inżynierii i analityki. Rewolucja w branży komputerowej w ciągu ostatnich kilku dekad dostarczyła praktykom obliczeniowym nowych i potężnych narzędzi umożliwiających prowadzenie obliczeń o niespotykanej dotąd skali i złożoności. W rezultacie powstały całkiem nowe obszary zastosowań i branże. Rozwój ten wciąż trwa: sprzęt, oprogramowanie i algorytmy są coraz lepsze, co stwarza nowe możliwości. Najważniejszym czynnikiem odpowiedzialnym za te zmiany jest wydajny sprzęt komputerowy, który został opracowany w ostatnich dziesięcioleciach. Jednakże dla praktyka obliczeniowego środowisko pracy jest równie ważne jak sprzęt komputerowy, na którym wykonywane są obliczenia, a być może nawet ważniejsze. Ta książka opisuje jedno popularne i szybko rozwijające się środowisko do prowadzenia obliczeń numerycznych — język programowania Python oraz powiązany z nim ekosystem bibliotek i rozszerzeń wykorzystywanych w pracy obliczeniowej.


  Prowadzenie obliczeń jest działaniem interdyscyplinarnym, które wymaga doświadczenia i wiedzy specjalistycznej zarówno z przedmiotów teoretycznych, jak i praktycznych. Dogłębne zrozumienie matematyki i myślenia naukowego jest podstawowym warunkiem skutecznej pracy obliczeniowej. Równie ważne są praktyczne umiejętności z dziedziny programowania i szeroko pojętej informatyki. Rolą tej książki jest połączenie tych dwóch tematów przez pokazanie, w jaki sposób można prowadzić obliczenia naukowe przy użyciu Pythona i powstałego wokół tego języka środowiska obliczeniowego. Zakładam, że czytelnik zna podstawy matematyki i metod numerycznych, a także posiada podstawową wiedzę na temat programowania w języku Python. Celem książki jest przedstawienie praktycznego wprowadzenia do rozwiązywania problemów za pomocą Pythona. Każdy z rozdziałów zawiera też krótkie wprowadzenie teoretyczne do omawianych tematów, prezentujące wykorzystywaną notację i przypominające czytelnikowi podstawowe metody i algorytmy. Książka ta nie zawiera jednak całościowego omówienia metod numerycznych. Dla ułatwienia, aby pomóc czytelnikom, którzy wcześniej nie znali niektórych z prezentowanych w tej książce tematów, na końcu każdego rozdziału znajdują się odwołania do prac umożliwiających dokładniejsze zapoznanie się z danym zagadnieniem. Czytelnicy, którzy nie mieli wcześniej styczności z Pythonem, prawdopodobnie zechcą również, równolegle z tą książką, zapoznać się z tytułem, który skupia się na samym języku.


  Struktura książki


  Pierwszy rozdział tej książki to wprowadzenie do obliczeń i głównych środowisk programistycznych umożliwiających pracę w Pythonie. Szczególny nacisk położono na IPythona i jego interaktywną powłokę, doskonałą aplikację Jupyter Notebook oraz środowisko programistyczne Spyder.


  Rozdział 2. zawiera wprowadzenie do biblioteki NumPy. Omówiono w nim także ogólnie obliczenia oparte na macierzach i ich zalety. W rozdziale 3. zwracam uwagę na obliczenia symboliczne z wykorzystaniem biblioteki SymPy. Obliczenia te pod wieloma względami stanowią uzupełnienie obliczeń numerycznych prowadzonych na macierzach. W rozdziale 4. omawiam metody wykreślania i wizualizacji danych przy użyciu biblioteki Matplotlib. Rozdziały 2. – 4. opisują podstawowe numeryczne i symboliczne narzędzia obliczeniowe oraz sposoby wizualizacji danych, które będą zastosowane w problemach dziedzinowych omawianych w pozostałej części tej książki.


  W rozdziale 5. tematem rozważań będzie rozwiązywanie równań przy użyciu metod numerycznych i symbolicznych dostępnych w bibliotekach SciPy i SymPy. W rozdziale 6. zajmę się optymalizacją, która jest naturalnym rozszerzeniem problemu rozwiązywania równań. Rozdział będzie koncentrował się na pracach z biblioteką SciPy, ale poświęcę również chwilę bibliotece cvxopt. Rozdział 7. omawia interpolację, kolejną fundamentalną metodę matematyczną o wielu zastosowaniach, która odgrywa także ważną rolę w algorytmach i metodach wyższego poziomu. W rozdziale 8. omawiam całkowanie numeryczne i symboliczne. Rozdziały 5. – 8. opisują podstawowe techniki obliczeniowe, które są wszechobecne we wszystkich metodach numerycznych. Większość metod prezentowanych w tych rozdziałach jest dostępna w bibliotece SciPy.


  W rozdziale 9. zajmuję się równaniami różniczkowymi zwyczajnymi. Rozdział 10. porusza kwestie macierzy rzadkich i grafów, które pomagają przygotować podstawy dla następnego rozdziału. W rozdziale 11. omawiam cząstkowe równania różniczkowe, które, chociaż koncepcyjnie są ściśle powiązane z równaniami różniczkowymi zwyczajnymi, wymagają innego zestawu metod i wprowadzenia macierzy rzadkich, opisanych w rozdziale 10.


  W rozdziale 12. następuje zmiana kierunku i przejście do analizy danych i statystyki. W rozdziale 12. przedstawiam bibliotekę Pandas i jej doskonały framework do analizy danych. W rozdziale 13. omawiam podstawowe analizy statystyczne i metody z pakietu stats z biblioteki SciPy. W rozdziale 14. omawiam modelowanie statystyczne za pomocą biblioteki statsmodels. W rozdziale 15. temat statystyki i analizy danych jest kontynuowany omówieniem uczenia maszynowego na przykładzie biblioteki scikit-learn. Rozdział 16. podsumowuje rozdziały dotyczące statystyki — omawia statystyki bayesowskie i bibliotekę PyMC. Rozdziały 12. – 16. stanowią wprowadzenie do szerokiego obszaru statystyki i analizy danych — dziedziny, która w ostatnich latach rozwijała się szybko zarówno w społeczności naukowców wykorzystujących Pythona, jak i poza nią.


  W rozdziale 17. powracam krótko do podstaw obliczeń naukowych omówieniem przetwarzania sygnałów. W rozdziale 18. omawiam wprowadzanie i wyprowadzanie danych oraz kilka metod odczytu i zapisu danych liczbowych do plików. Jest to jeden z podstawowych elementów wymaganych w przypadku większości rodzajów prac obliczeniowych. W rozdziale 19., ostatnim z zasadniczych rozdziałów tej książki, przedstawiłem dwie metody przyspieszania kodu Pythona przy użyciu bibliotek Numba i Cython.


  „Dodatek” zawiera opis instalacji oprogramowania użytego w tej książce. Aby zainstalować wymagane oprogramowanie (głównie biblioteki Pythona), korzystam z menedżera pakietów conda. Menedżer ten może być również wykorzystany do tworzenia wirtualnych i izolowanych środowisk Pythona, ważnych przy tworzeniu stabilnych i odtwarzalnych środowisk obliczeniowych. W „Dodatku” omówiono także sposób pracy z takimi środowiskami przy użyciu menedżera pakietów conda.


  Dla wygody Czytelnika w książce umieszczono również wkładkę, zawierającą kolorowe wersje wybranych rysunków.


  Kody źródłowe


  Dla każdego rozdziału tej książki utworzono osobny plik Jupyter Notebook, który zawiera kody źródłowe pokazane w rozdziale. Pliki oraz dane niezbędne do ich uruchomienia można pobrać z serwera FTP wydawnictwa Helion pod adresem ftp://ftp.helion.pl/przyklady/pytobl.zip.


  Rozdział 1. Wprowadzenie do obliczeń w Pythonie


  Książka ta opisuje zastosowanie języka Python w obliczeniach numerycznych. Python jest wysokopoziomowym interpretowalnym językiem programowania ogólnego przeznaczenia, szeroko stosowanym w inżynierii i obliczeniach naukowych. Jako język ogólnego przeznaczenia, nie został zaprojektowany specjalnie do wykonywania obliczeń numerycznych, ale wiele jego cech sprawia, że dobrze się nadaje do tego zadania. Co najważniejsze, Python jest znany ze swojej przejrzystej i zrozumiałej składni. Czytelność kodu zwiększa szybkość jego tworzenia oraz ułatwia konserwację, co sprzyja ograniczeniu liczby błędów i tworzeniu lepszych aplikacji. Duża ekspresywność i czytelność są niezbędne podczas prowadzenia eksploracyjnych i interaktywnych obliczeń wymagających możliwości szybkiego przetestowania różnych pomysłów i modeli.


  Oczywiście, w rozwiązywaniu problemów obliczeniowych ważne jest uwzględnienie wydajności algorytmów i ich implementacji. Naturalne jest dążenie do uzyskania wysoce wydajnego kodu, a osiągnięcie optymalnej wydajności jest kluczowe w wielu problemach obliczeniowych. W takich przypadkach, aby można było w pełni wykorzystać potencjał sprzętu, na którym uruchamiany jest kod, może być konieczne użycie języka programowania niskiego poziomu, takiego jak C lub Fortran. Optymalna wydajność środowiska wykonawczego nie zawsze jest jednak najważniejszym celem. Ważnym czynnikiem, wartym rozważenia, jest również czas potrzebny na wdrożenie rozwiązania w danym języku programowania lub środowisku. Podczas gdy najlepszą możliwą wydajność można uzyskać w językach niskiego poziomu, praca w języku wysokiego poziomu, takim jak Python, zwykle skraca czas potrzebny na implementację i często skutkuje powstaniem bardziej elastycznego i rozszerzalnego kodu.


  Sprzeczność pomiędzy tymi celami prowadzi do kompromisu pomiędzy wysoką wydajnością za cenę wydłużenia prac a oszczędnością czasu za cenę wolniejszego działania. Schemat ilustrujący tę koncepcję przedstawiono na rysunku 1.1. Wybierając środowisko obliczeniowe do rozwiązania konkretnego problemu, należy wziąć pod uwagę ten kompromis i zdecydować, czy cenniejsze są godziny pracy poświęcone na implementację, czy też godziny pracy procesora zużyte na uruchomienie rozwiązania. Warto w tym miejscu zauważyć, że koszt czasu pracy procesora jest obecnie niski i ciągle maleje, a koszty pracy ludzi — nie.
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  Rysunek 1.1. Kompromis pomiędzy językami programowania niskiego i wysokiego poziomu. Rozwiązania stworzone w języku programowania niskiego poziomu charakteryzują się wyższą wydajnością, ale ich stworzenie wymaga dużych nakładów czasu. Z drugiej strony implementacja pierwszego działającego rozwiązania w języku wysokiego poziomu, takim jak Python, przebiega o wiele szybciej


  W szczególności bardzo cennym zasobem jest Twój własny czas. Tym bardziej warto dążyć do minimalizacji czasu poświęcanego na programowanie, a nie czasu wykonywania obliczeń. Da się to osiągnąć dzięki wykorzystaniu języka programowania wysokiego poziomu oraz środowiska takiego jak Python i towarzyszących mu bibliotek obliczeniowych.


  Rozwiązaniem, które pozwala częściowo uniknąć kompromisu pomiędzy językami wysokiego i niskiego poziomu, jest użycie modelu wielojęzykowego, w którym język wysokiego poziomu służy jako interfejs do bibliotek i pakietów napisanych w językach niskiego poziomu. W wysokopoziomowym środowisku przeznaczonym do obliczeń naukowych ten rodzaj interoperacyjności z pakietami oprogramowania napisanymi w językach niskiego poziomu (na przykład Fortran, C lub C++) jest ważnym wymogiem. Python wyróżnia się tego typu integracją, dzięki czemu stał się popularnym łącznikiem wykorzystywanym jako interfejs do konfigurowania i kontrolowania obliczeń, w których czasochłonne operacje na liczbach są prowadzone przez kod stworzony w językach niskiego poziomu. Jest to ważna cecha, dzięki której Python jest jednym z najpopularniejszych języków wykorzystywanych w obliczeniach numerycznych. Model wielojęzykowy umożliwia szybkie tworzenie kodu w języku wysokiego poziomu przy zachowaniu większości wydajności rozwiązań niskopoziomowych.


  Jedną z konsekwencji zastosowania modelu wielojęzykowego jest to, że obliczenia naukowe i techniczne prowadzone w Pythonie obejmują znacznie więcej niż sam język. W rzeczywistości Python to tylko część całego ekosystemu, który zapewnia kompletne środowisko do prowadzenia obliczeń naukowych i technicznych. Ekosystem ten obejmuje narzędzia programistyczne i środowiska programowania interaktywnego, takie jak zaprojektowane specjalnie z myślą o obliczeniach naukowych Spyder i IPython. Zawiera on również ogromną kolekcję pakietów przeznaczonych do obliczeń naukowych, która składa się zarówno z rozwiązań ogólnego przeznaczenia, takich jak NumPy, SciPy i Matplotlib, jak też z bibliotek przeznaczonych do rozwiązywania określonych problemów dziedzinowych. Kolejna kluczowa warstwa w stosie technologicznym „naukowego Pythona” istnieje poniżej poszczególnych modułów i obejmuje wiele, prowadzących w obie strony, interfejsów bibliotek naukowych, takich jak niskopoziomowe pakiety oprogramowania naukowego o dużej wydajności (na przykład zoptymalizowane biblioteki LAPACK i BLAS1, obsługujące niskopoziomowe procedury wektorowe, macierzowe i operacje algebry liniowej) oraz inne specjalistyczne biblioteki przeznaczone do określonych zadań obliczeniowych. Te biblioteki zazwyczaj są zaimplementowane w kompilowanych językach niskiego poziomu, dzięki czemu mogą być wysoce zoptymalizowane i wydajne. Bez solidnych podstaw, jakie zapewniają te biblioteki, prowadzenie obliczeń naukowych w Pythonie nie byłoby praktyczne. Rysunek 1.2 zawiera przegląd różnych warstw stosu technologicznego wykorzystywanego do prowadzenia obliczeń w Pythonie.
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  Rysunek 1.2. Przegląd warstw i komponentów w środowisku obliczeniowym Pythona z perspektywy użytkownika (od góry do dołu). Chociaż zazwyczaj użytkownik wchodzi w interakcję tylko z trzema pierwszymi warstwami, niższe warstwy stanowią istotną część stosu technologicznego


  Wskazówka Strona internetowa organizacji SciPy (www.scipy.org) zawiera scentralizowane źródło informacji o podstawowych pakietach w ekosystemie naukowym Pythona, listy dodatkowych pakietów specjalistycznych, a także dokumentację i samouczki. Jest to cenny zasób podczas pracy opartej na obliczeniach naukowych i technicznych w Pythonie. Innym świetnym zasobem jest podstrona Numeric and Scientific w oficjalnej encyklopedii Pythona (http://wiki.python.org/moin/NumericAndScientific).


  Oprócz kwestii technicznych, dzięki którym Python zapewnia dobre środowisko do pracy obliczeniowej, znaczący jest również fakt, że język i jego biblioteki są bezpłatne i dostępne na licencji open source. Eliminuje to ograniczenia ekonomiczne dotyczące tego, kiedy i w jaki sposób rozwiązania stworzone w tym środowisku mogą być wdrażane i dystrybuowane przez użytkowników. Nie mniej ważna jest możliwość pełnego wglądu w implementację języka i specyficznych dla danej dziedziny pakietów oraz używanych w nich metod. Cecha ta jest coraz częściej uznawana za ważny wymóg dotyczący oprogramowania wykorzystywanego w badaniach naukowych, w których przejrzystość i powtarzalność odgrywają istotną rolę. W zastosowaniach komercyjnych zapewnia to swobodę w zakresie wykorzystania środowiska i jego integracji z produktami oraz sposobów dystrybucji rozwiązań wśród klientów. Wszyscy użytkownicy korzystają z tego, że nie muszą uiszczać opłat licencyjnych. Te opłaty mogłyby uniemożliwić wdrażanie rozwiązań w dużych środowiskach obliczeniowych, takich jak klastry i platformy przetwarzania w chmurze.


  Społeczny komponent ekosystemu obliczeniowego Pythona to następny ważny filar jego sukcesu. Aktywna społeczność użytkowników rozwinęła się wokół podstawowych pakietów i wielu projektów dziedzinowych. Listy mailingowe specyficzne dla projektów, grupy w serwisie StackOverflow czy narzędzia do śledzenia błędów (na przykład w serwisie Github, www.github.com) zazwyczaj są bardzo aktywne i zapewniają miejsce do dyskusji na temat problemów, potrzebną pomoc, a także możliwość zaangażowania się w ich rozwój. Społeczność obliczeniowa Pythona organizuje również coroczne konferencje i spotkania, takie jak seria konferencji SciPy (http://conference.scipy.org) i PyData (http://pydata.org) w wielu miejscach na całym świecie.


  Środowiska obliczeniowe w Pythonie


  Istnieje wiele różnych środowisk, które można wykorzystać do prowadzenia obliczeń naukowych i technicznych w Pythonie. W porównaniu z pojedynczym, zaakceptowanym przez producenta zamkniętym rozwiązaniem różnorodność środowisk dostępnych w Pythonie ma zarówno zalety, jak i wady. Różnorodność zapewnia elastyczność i dynamikę, która umożliwia dopasowanie do konkretnych przypadków użycia. Z drugiej strony różnorodność ta może powodować dezorientację i rozpraszać nowych użytkowników, a sama konfiguracja pełnego środowiska produkcyjnego może być bardziej skomplikowana. Poniżej znajdziesz krótki przegląd popularnych środowisk do prowadzenia obliczeń naukowych, który powinien pomóc Ci porównać ich zalety i podjąć świadomą decyzję dotyczącą tego, które z nich zastosować w różnych sytuacjach i do różnych celów. Trzy omówione tutaj środowiska to:


  
    	Interpreter Pythona/ konsola IPython umożliwiająca interaktywne uruchamianie kodu. W połączeniu z edytorem tekstu zapewnia lekkie środowisko programistyczne.


    	Jupyter Notebook — aplikacja internetowa, w której można napisać i wykonać kod w języku Python za pomocą przeglądarki internetowej. Dzięki temu, że pozwala gromadzić kod, dane wyjściowe, powiązaną dokumentację techniczną oraz analizy i interpretację w jednym dokumencie, środowisko to idealnie się nadaje do prowadzenia obliczeń numerycznych, analiz i rozwiązywania problemów.


    	Zintegrowane środowisko programistyczne (ang. integrated development environment — IDE) Spyder, które można wykorzystać do pisania i interaktywnego uruchamiania kodu w języku Python. IDE takie jak Spyder jest doskonałym narzędziem do tworzenia bibliotek i modułów wielokrotnego użytku w Pythonie.

  


  Wszystkie te środowiska sprawdzają się w praktyce, a wybór jednego z nich to w dużej mierze kwestia upodobań. Ja jednak szczególnie polecam zapoznanie się ze środowiskiem Jupyter Notebook. Sprawdza się ono w interaktywnych i eksploracyjnych obliczeniach oraz analizie danych, w których dane, kod, dokumentacja i wyniki są ze sobą ściśle powiązane. Do tworzenia modułów i pakietów Pythona polecam korzystanie z IDE Spyder, ze względu na integrację z narzędziami do analizy kodu i debugerem.


  Pythona i resztę stosu technologicznego wymaganego do prowadzenia obliczeń naukowych można zainstalować i skonfigurować na wiele sposobów, a szczegóły instalacji różnią się w zależności od systemu. W „Dodatku” omówiono jedną z popularnych metod wieloplatformowych, pozwalającą zainstalować narzędzia i biblioteki wymagane w tej książce.


  Python


  Język programowania Python i standardowa implementacja jego interpretera są często aktualizowane i udostępniane w kolejnych wydaniach2. Obecnie dostępne są dwie aktywne wersje Pythona do użytku produkcyjnego: Python 2 i Python 3. W tej książce będę pracował z wersją trzecią, która w zasadzie zastąpiła już wersję drugą. Jednak wersja druga może być jedyną opcją w przypadku utrzymywania niektórych starszych aplikacji, wykorzystujących biblioteki niekompatybilne z Pythonem 3. Może się też zdarzyć, że wyłącznie wersja druga języka będzie dostępna w środowisku instytucjonalnym, takim jak klaster o wysokiej wydajności lub system komputerowy na uniwersytecie. Poza tymi przypadkami zdecydowanie polecam stosowanie w nowych projektach Pythona 3. Należy również zauważyć, że obecnie wiele spośród głównych bibliotek już nie obsługuje wersji drugiej, w tym zdecydowana większość bibliotek zorientowanych na obliczenia. Przykłady z tej książki wymagają — w przypadku Pythona 2 — wersji 2.7 lub nowszej, a w przypadku preferowanego Pythona 3 — wersji 3.2 lub nowszej.


  Interpreter


  Standardowym sposobem wykonania kodu w języku Python jest uruchomienie programu bezpośrednio za pośrednictwem interpretera. W większości systemów interpreter jest wywoływany za pomocą polecenia python. W przypadku gdy argumentem wywołania tego polecenia jest plik źródłowy zawierający kod, efektem będzie jego uruchomienie.


  
    $ python witaj.py

  


  
    Python Wita!

  


  W tym przypadku plik witaj.py zawiera pojedynczą linię:


  
    print("Python Wita!")

  


  Aby zobaczyć, która wersja Pythona jest zainstalowana, możesz wywołać polecenie python z argumentem --version:


  
    $ python --version

  


  
    Python 3.6.5

  


  Często się zdarza, że w tym samym systemie operacyjnym jest zainstalowana więcej niż jedna wersja Pythona. Każda z wersji utrzymuje własny zestaw bibliotek i udostępnia własne polecenie interpretera (więc w każdym środowisku Pythona mogą być zainstalowane różne biblioteki). W wielu systemach określone wersje interpretera języka Python są dostępne za pomocą poleceń, takich jak python2.7 i python3.6. Możliwe jest również skonfigurowanie wirtualnych środowisk Pythona, które są niezależne od środowisk dostarczanych przez system operacyjny. Takie podejście ma wiele zalet i bardzo polecam zapoznanie się z tym sposobem pracy. „Dodatek” zawiera szczegółowe informacje na temat konfiguracji i pracy z tego typu środowiskami.


  Poza wykonywaniem skryptów interpreter języka Python może być używany jako interaktywna konsola (znana także jako proste interaktywne środowisko REPL — ang. Read-Evaluate-Print-Loop). Wpisanie w terminalu python (bez plików jako argumentów) uruchamia interpreter Pythona w trybie interaktywnym. Gdy to zrobisz, zobaczysz monit:


  
    $ python

  


  
    Python 3.7.3 (default, Jun  2 2020, 19:48:59)

  


  
    [Clang 11.0.3 (clang-1103.0.32.62)] on darwin

  


  
    Type "help", "copyright", "credits" or "license" for more information.

  


  
    >>>

  


  Po znaku zachęty można wprowadzać kod Pythona. Dla każdej instrukcji interpreter dokonuje ewaluacji i wyświetla wynik na ekranie. Już sam interpreter zapewnia bardzo przydatne środowisko do interaktywnej eksploracji kodu Pythona, zwłaszcza od czasu wydania wersji 3.4, która zawiera podstawowe funkcje, takie jak historia poleceń i proste autouzupełnianie (niedostępne w standardowej wersji Pythona 2).


  Konsola IPython


  Chociaż interaktywny interfejs udostępniany przez standardowy interpreter języka Python został znacznie ulepszony w najnowszych wersjach Pythona 3, nadal jest on pod pewnymi względami wybrakowany i sam w sobie nie oferuje zadowalającego środowiska interaktywnego. IPython3 to ulepszone konsolowe środowisko typu REPL, które zapewnia dodatkowe funkcjonalności służące do interaktywnego i eksploracyjnego przetwarzania danych i prowadzenia obliczeń, takie jak ulepszone przeglądanie historii poleceń (także między sesjami), system buforowania wejścia i wyjścia, ulepszone autouzupełnianie oraz bardziej szczegółowe i pomocne śledzenie wyjątków. W rzeczywistości IPython jest teraz czymś znacznie więcej niż ulepszonym interfejsem konsolowym Pythona, który zostanie omówiony bardziej szczegółowo w dalszej części tego rozdziału i reszcie książki. Pod maską IPythona ukryta jest aplikacja klient-serwer, która oddziela frontend (interfejs użytkownika) od backendu (kernela), wykonującego kod Pythona. Takie podejście pozwala na komunikację i pracę z tym samym jądrem poprzez wiele rodzajów interfejsów użytkownika, a sam interfejs użytkownika może się łączyć z wieloma kernelami za pomocą potężnego frameworka do obliczeń równoległych oferowanego przez IPythona.


  Uruchomienie polecenia ipython uruchamia konsolę IPython:


  
    $ ipython

  


  
    Python 3.7.6 (default, Jan  8 2020, 13:42:34)

  


  
    Type 'copyright', 'credits' or 'license' for more information

  


  
    IPython 7.12.0 -- An enhanced Interactive Python. Type '?' for help.

  


  
    In [1]:

  


  Uwaga Zauważ, że każda instalacja IPython odpowiada konkretnej wersji Pythona. Jeżeli w swoim systemie masz zainstalowanych kilka wersji Pythona, możesz dysponować kilkoma wersjami IPythona. Chociaż dokładna konfiguracja różni się w zależności od systemu operacyjnego, na wielu platformach IPython dla Pythona 2 jest wywoływany poleceniem ipython2, a IPython dla Pythona 3 — ipython3. Zwróć uwagę, że cyfry „2” i „3” odnoszą się do wersji języka, która różni się od wersji samego IPythona (w czasie tłumaczenia tej książki — 7.12.0).


  W kolejnych punktach krótko omówię niektóre, przydatne w prowadzeniu obliczeń interaktywnych, funkcje IPythona. Warto zaznaczyć, że w obliczeniach naukowych IPython jest używany w wielu różnych kontekstach, na przykład jako kernel w aplikacjach Jupyter Notebook i IDE Spyder (zostały one omówione bardziej szczegółowo w dalszej części tego rozdziału). Aby zwiększyć swoją produktywność w pracy z obliczeniami interaktywnymi, warto poświęcić trochę czasu na zapoznanie się ze sztuczkami i technikami oferowanymi przez IPythona.


  Buforowanie wejścia i wyjścia


  W konsoli IPython monitem, po którym należy wprowadzić coś na wejście, jest In [1]:. Odpowiadające mu wyjście będzie oznaczone jako Out[1]:. Wartość w nawiasach kwadratowych jest zwiększana po każdym nowym wejściu i wyjściu. Te wejścia i wyjścia są nazywane komórkami (ang. cells). Zarówno dane wejściowe, jak i wyjściowe z poprzednich komórek można później uzyskać poprzez automatycznie tworzone zmienne In i Out. Zmienne te to, odpowiednio, lista i słownik indeksowane za pomocą numeru komórki. Rozważmy następującą sesję IPythona:


  
    In [1]: 3 * 3

  


  
    Out[1]: 9

  


  
    In [2]: In[1]

  


  
    Out[2]: '3 * 3'

  


  
    In [3]: Out[1]

  


  
    Out[3]: 9

  


  
    In [4]: In

  


  
    Out[4]: [", '3 * 3', 'In[1]', 'Out[1]', 'In']

  


  
    In [5]: Out

  


  
    Out[5]: {1: 9, 2: '3 * 3', 3: 9, 4: [", '3 * 3', 'In[1]', 'Out[1]', 'In', 'Out']}

  


  W tym przykładzie pierwsze wejście to 3 * 3, a otrzymany wynik to 9. Wartości te są później dostępne jako In[1] i Out[1]. Pojedynczy znak podkreślenia _ to skrócony zapis odnoszący się do najnowszych danych wyjściowych, a podwójny znak podkreślenia __ odnosi się do danych wyjściowych poprzedzających najnowsze. Buforowanie danych wejściowych i wyjściowych często przydaje się w obliczeniach interaktywnych i eksploracyjnych, ponieważ wyniki obliczeń są dostępne, nawet jeżeli nie zostały wcześniej nigdzie jawnie przypisane do zmiennej.


  Zauważ, że kiedy zawartość komórki jest wykonywana, wartość ostatniej instrukcji jest domyślnie wyświetlana w odpowiedniej komórce wyjściowej. Wyjątkiem od tej reguły jest instrukcja przypisania lub pojawienie się Pythonowej wartości null, czyli None. Zakończenie instrukcji średnikiem powoduje pominięcie wyjścia:


  
    In [6]: 1 + 2

  


  
    Out[6]: 3

  


  
    In [7]: 1 + 2;   # Pominięcie wyjścia za pomocą średnika

  


  
    In [8]: x = 1    # Brak wyjścia, przypisanie

  


  
    In [9]: x = 2; x # Dwie instrukcje. Wartość x jest wyświetlana na wyjściu

  


  
    Out[9]: 2

  


  Autouzupełnianie i introspekcja obiektów


  W IPythonie naciśnięcie tabulatora aktywuje funkcję autouzupełniania, która wyświetla listę symboli (zmiennych, funkcji, klas itp.) z nazwami, będącymi poprawnymi uzupełnieniami tego, co już zostało wpisane. Mechanizm autouzupełniania w IPythonie jest kontekstowy; będzie szukał pasujących zmiennych i funkcji w bieżącej przestrzeni nazw lub, gdy zostanie wywołany po wprowadzeniu nazwy instancji odpowiedniego typu, pośród atrybutów i metod danej klasy. Na przykład wywołanie os.<TAB> daje w efekcie listę zmiennych, funkcji i klas w module os, a naciśnięcie tabulatora po wpisaniu os.w spowoduje wyświetlenie listy znajdujących się w module os symboli, których nazwy zaczynają się od litery w:


  
    In [10]: import os

  


  
    In [11]: os.w <TAB>

  


  
    os.wait os.wait3 os.wait4 os.waitpid os.walk os.write os.writev

  


  Możliwość ta jest nazywana introspekcją obiektów. Jest to potężne narzędzie pozwalające na interaktywne odkrywanie właściwości obiektów w Pythonie. Introspekcja działa na modułach, klasach, ich atrybutach i metodach oraz na funkcjach i ich argumentach.


  Dokumentacja


  Introspekcja obiektów jest wygodnym sposobem na eksplorację interfejsów API modułów oraz znajdujących się w nich klas i funkcji. Wraz z notkami dokumentacyjnymi (ang. docstrings), które zwykle są umieszczone w kodzie, introspekcja obiektów zapewnia wbudowaną, dynamiczną dokumentację dla prawie każdego zainstalowanego i możliwego do zaimportowania modułu. Użycie pytajnika po nazwie danego obiektu powoduje wyświetlenie jego notki dokumentacyjnej (jest to odpowiednik wywołania funkcji help). Po obiekcie mogą również wystąpić dwa pytajniki. W takim przypadku IPython próbuje wyświetlić bardziej szczegółową dokumentację, w tym kod źródłowy (jeżeli jest dostępny). Na przykład, aby wyświetlić pomoc dla funkcji cos z biblioteki math, wprowadź:


  
    In [12]: import math

  


  
    In [13]: math.cos?

  


  
    Type: builtin_function_or_method

  


  
    String form: <built-in function cos>

  


  
    Docstring:

  


  
    cos(x)

  


  
    Return the cosine of x (measured in radians).

  


  Notki dokumentacyjne mogą zostać stworzone dla modułów Pythona, funkcji, klas oraz ich atrybutów i metod. Dobrze udokumentowany moduł zawiera zatem pełną dokumentację API w samym kodzie. Z punktu widzenia dewelopera wygodnie jest dokumentować kod wraz z implementacją. Taka możliwość zachęca do pisania i utrzymywania dokumentacji, a moduły Pythona zwykle są dobrze udokumentowane.


  Interakcja z powłoką systemową


  IPython zapewnia również rozszerzenia języka Python, które ułatwiają interakcję z systemem operacyjnym. Wszystko, co następuje po wykrzykniku, jest ewaluowane przy użyciu powłoki systemowej (takiej jak chociażby powłoka bash). Na przykład w systemie typu UNIX, takim jak Linux lub macOS, pliki w bieżącym katalogu można wyświetlić za pomocą:


  
    In[14]: !ls

  


  
    plik1.py plik2.py plik3.py

  


  W systemie Microsoft Windows równoważnym poleceniem byłoby !dir. Ta metoda interakcji z systemem operacyjnym to potężne narzędzie, które ułatwia nawigację w systemie plików i używanie konsoli IPython jako powłoki systemowej. Dane wyjściowe wygenerowane przez polecenie następujące po wykrzykniku można łatwo przechwycić i zapisać w zmiennej Pythona. Na przykład lista plików utworzona przez !ls może być przechowywana w liście:


  
    In[15]: files = !ls

  


  
    In[16]: len(files)

  


  
    3

  


  
    In[17] : files

  


  
    ['plik1.py', 'plik2.py', 'plik3.py']

  


  Podobnie wartości zmiennych Pythona można przekazać do powłoki przez poprzedzenie ich znakiem $:


  
    In[18]: file = "plik1.py"

  


  
    In[19]: !ls -l $file

  


  
    -rw-r--r-- 1 rob staff 131 Oct 22 16:38 plik1.py

  


  Ten dwukierunkowy sposób komunikacji z konsolą IPython i powłoką systemową może być bardzo wygodny, na przykład podczas przetwarzania plików zawierających dane.


  Rozszerzenia IPythona


  IPython udostępnia polecenia rozszerzone, które w terminologii IPythona są nazywane magicznymi funkcjami (ang. magic functions). Wszystkie te polecenia zaczynają się od jednego lub dwóch znaków %4. Pojedynczy znak procenta jest używany w poleceniach jednowierszowych, a dwa takie znaki w tych, które działają na komórkach (wielu wierszach). Aby uzyskać pełną listę dostępnych poleceń, użyj wywołania %lsmagic. Dokumentację dla każdego polecenia można uzyskać przez wpisanie polecenia magicznego, a następnie znaku zapytania:


  
    In[20]: %lsmagic?

  


  
    Type: Magic function

  


  
    String form: <bound method BasicMagics.lsmagic of <IPython.core.magics. basic.BasicMagics object at 0x10e3d28d0>>

  


  
    Namespace: IPython internal

  


  
    File: /usr/local/lib/python3.6/site-packages/IPython/core/magics/ basic.py

  


  
    Definition: %lsmagic(self, parameter_s=")

  


  
    Docstring: List currently available magic functions.

  


  Poruszanie się w systemie plików


  Oprócz interakcji z powłoką systemową opisanej w poprzednim punkcie IPython udostępnia polecenia do nawigowania po systemie plików i eksplorowania go. Polecenia te są znane użytkownikom powłok uniksowych: %ls (zawartość katalogu), %pwd (ścieżka do bieżącego katalogu), %cd (zmień katalog), %cp (skopiuj plik), %less (pokaż zawartość pliku w sposób przystępny dla użytkownika) i %%writefile nazwa_pliku (zapis zawartości komórki do pliku o zadanej nazwie). Zauważ, że autouzupełnianie w IPythonie działa także z plikami z bieżącego katalogu. Dzięki temu IPython jest równie wygodnym narzędziem do eksploracji systemu plików jak powłoka systemowa. Warto przy tym zauważyć, że polecenia te są niezależne od systemu i dlatego można ich używać zarówno w systemach operacyjnych z rodziny UNIX, jak i w systemie Windows.


  Uruchamianie skryptów z poziomu konsoli IPython


  Polecenie %run jest ważnym i użytecznym rozszerzeniem i być może jedną z najważniejszych funkcji konsoli IPython. Za pomocą tego polecenia można w ramach interaktywnej sesji IPython wykonać zawartość zewnętrznego pliku źródłowego. Utrzymywanie aktywnej sesji pomiędzy wieloma wywołaniami skryptu umożliwia, po zakończeniu wywołania, interaktywne badanie zdefiniowanych w nim zmiennych i funkcji. Aby zrozumieć tę funkcjonalność, przyjrzyj się skryptowi fib.py, który zawiera następujący kod:


  
    # -*- coding: utf-8 -*-

  


  
     

  


  
    def fib(N): 

  


  
        """ 

  


  
        Zwraca listę pierwszych N liczb Fibonacciego.

  


  
        """ 

  


  
        f0, f1 = 0, 1

  


  
        f = [1] * N

  


  
        for n in range(1, N):

  


  
            f[n] = f0 + f1

  


  
            f0, f1 = f1, f[n]

  


  
     

  


  
        return f

  


  
     

  


  
    print(fib(10))

  


  Zdefiniowano w nim funkcję, która generuje ciąg n pierwszych liczb Fibonacciego i wypisuje na standardowym wyjściu wynik otrzymany dla n = 10. Skrypt ten można uruchomić z poziomu terminala systemowego przy użyciu standardowego interpretera języka Python:


  
    $ python fib.py

  


  
    [1, 1, 2, 3, 5, 8, 13, 21, 34, 55]

  


  Skrypt można także uruchomić z poziomu interaktywnej sesji IPythona. Po użyciu polecenia %run otrzymasz identyczne dane wyjściowe. IPython doda też do lokalnej przestrzeni nazw symbole zdefiniowane w pliku, tak aby funkcja fib była dostępna w ramach interaktywnej sesji.


  
    In [21]: %run fib.py

  


  
    Out[21]: [1, 1, 2, 3, 5, 8, 13, 21, 34, 55]

  


  
     

  


  
    In [22]: %who

  


  
    Out[22]: fib

  


  
     

  


  
    In [23]: fib(6)

  


  
    Out[23]: [1, 1, 2, 3, 5, 8]

  


  W poprzednim przykładzie skorzystano również z polecenia %who, którego efektem jest wyświetlenie wszystkich zdefiniowanych symboli (zmiennych i funkcji).5 Polecenie %whos działa podobnie, ale (gdy to możliwe) zwraca dodatkowo także bardziej szczegółowe informacje o typie i wartości każdego symbolu.


  Debuger


  IPython zawiera przydatny tryb debugowania, który można wywołać po wyrzuceniu wyjątku (powstaniu błędu) w języku Python. W przypadku nieprzechwyconego wyjątku po wyświetleniu w konsoli IPythona listy ostatnich wywołań (tzw. traceback) można za pomocą polecenia %debug przejść bezpośrednio do debugera. Funkcjonalność ta może wyeliminować konieczność ponownego uruchomienia programu za pomocą debugera lub zastosowania popularnej metody debugowania polegającej na umieszczaniu w kodzie instrukcji print. Jeżeli pojawienie się wyjątku było nieoczekiwane i wystąpił on pod koniec jakichś czasochłonnych obliczeń, skorzystanie z tej funkcjonalności może się wiązać z dużą oszczędnością czasu.


  Aby zobaczyć, w jaki sposób można wykorzystać polecenie %debug, rozważ następujące niepoprawne wywołanie zdefiniowanej wcześniej funkcji fib. Wywołanie to nie jest poprawne, ponieważ liczba typu float jest przekazywana do funkcji, w której implementacji założono, że przekazywany do niej argument jest liczbą całkowitą. W linii 7 w kodzie znajduje się błąd typu, a interpreter Pythona zgłasza wyjątek typu TypeError. IPython przechwytuje wyjątek i wyświetla w konsoli przydatną sekwencję ostatnich wywołań. Jeśli nie masz pojęcia, dlaczego kod w wierszu 7 zawiera błąd, warto, abyś za pomocą polecenia %debug w konsoli IPythona przeszedł do debugera. W efekcie uzyskasz dostęp do lokalnej przestrzeni nazw u źródeł wyjątku, która pozwoli bardziej szczegółowo zbadać przyczyny jego zgłoszenia.


  
    In [24]: fib(1.0)

  


  
    ---------------------------------------------------------------------------

  


  
    TypeError Traceback                                  (most recent call last)

  


  
    <ipython-input-24-874ca58a3dfb> in <module>()

  


  
    ----> 1 fib.fib(1.0)

  


  
    /Users/rob/code/fib.py in fib(n)

  


  
          5     """

  


  
          6     f0, f1 = 0, 1

  


  
     ----> 7     f = [1] * n

  


  
          8     for i in range(1, n):

  


  
          9         f[n] = f0 + f1

  


  
    TypeError: can't multiply sequence by non-int of type 'float'

  


  
     

  


  
    In [25]: %debug

  


  
    > /Users/rob/code/fib.py(7)fib()

  


  
          6 f0, f1 = 0, 1

  


  
    ----> 7 f = [1] * n

  


  
          8 for i in range(1, n):

  


  
    ipdb> print(n)

  


  
    1.0

  


  Wskazówka Aby wyświetlić menu pomocy zawierające listę dostępnych poleceń, po znaku zachęty debugera wpisz znak zapytania:


  
      ipdb> ?

  


  Więcej informacji na temat Pythonowego debugera i jego funkcjonalności znajdziesz także w dokumentacji biblioteki standardowej (http://docs.python.org/3/library/pdb.html).


  Reset


  Możliwość zresetowania przestrzeni nazw sesji IPythona przydaje się, gdy chcemy się upewnić, że program działa w środowisku pozbawionym istniejących w danej sesji zmiennych i funkcji. Polecenie %reset zapewnia tę funkcjonalność (użyj flagi –f, aby wymusić reset). Jego zastosowanie pozwala uniknąć częstego przeprowadzania cykli zamknięcia i restartu konsoli. Chociaż po wykonaniu polecenia %reset konieczne jest ponowne zaimportowanie modułów, ważne jest, aby wiedzieć, że nawet jeżeli moduły w międzyczasie się zmieniły, nowy import przeprowadzony po wywołaniu polecenia %reset nie spowoduje zaimportowania nowej wersji modułu, ale raczej ponowne wczytanie z pamięci podręcznej wersji wykorzystywanej wcześniej. Podczas tworzenia modułów to zachowanie zwykle nie jest pożądane. W takim przypadku ponowny import uprzednio zaimportowanego (i w międzyczasie zaktualizowanego) modułu można przeprowadzić przy użyciu funkcji reload z pakietu IPython.lib.deepreload. Metoda ta nie zawsze jednak działa, ponieważ niektóre z bibliotek uruchamiają w trakcie importu kod, który ma być wywołany tylko raz. W takim przypadku jedyną opcją pozostaje zakończenie i ponowne uruchomienie interpretera IPython.


  Pomiar czasu wykonania i profilowanie


  Polecenia %timeit i %time zapewniają proste, przydatne w trakcie poszukiwania wąskich gardeł i prób optymalizacji kodu narzędzia pomiarowe do testowania wydajności. Polecenie %timeit uruchamia zadaną instrukcję Pythona wiele razy i zwraca oszacowanie czasu jej wykonania (aby zrobić to samo dla wielowierszowej komórki, skorzystaj z %%timeit). O ile nie ustawiono jej jawnie za pomocą flag –n i –r, dokładna liczba uruchomień instrukcji jest określana z użyciem heurystyki. Aby dowiedzieć się więcej, skorzystaj z polecenia %timeit?. Instrukcja %timeit nie zwraca wynikowej wartości badanego wyrażenia. Jeśli wynik obliczenia jest wymagany, zamiast niej można użyć poleceń %time lub %%time (w przypadku komórki wielowierszowej). Polecenia %time i %%time uruchamiają instrukcje tylko raz i w konsekwencji dają mniej dokładne oszacowanie średniego czasu ich wykonania.


  Poniższy przykład pokazuje typowe użycie poleceń %timeit i %time:


  
    In [26]: %timeit fib(100)

  


  
    8.89 µs ± 186 ns per loop (mean ± std. dev. of 7 runs, 100000 loops each)

  


  
    In [27]: result = %time fib(100)

  


  
    CPU times: user 19 µs, sys: 0 ns, total: 19 µs

  


  
    Wall time: 23.1 µs

  


  Chociaż polecenia %timeit i %time są przydatne do pomiaru czasu obliczeń, nie dają one żadnych szczegółowych informacji o tym, która ich część zajmuje więcej czasu. Analizy tego typu wymagają bardziej wyrafinowanego profilera kodu, takiego jak dostępny w bibliotece standardowej cProfile.6 Profiler Pythona jest dostępny w IPythonie pod postacią polecenia %prun (dla instrukcji) i %run z flagą –p (dla zewnętrznych plików skryptowych). Dane wyjściowe z profilera są dość szczegółowe i można je dostosować za pomocą opcjonalnych flag poleceń %prun i %run -p (aby uzyskać szczegółowy opis dostępnych opcji, skorzystaj z %prun?).


  Dla przykładu rozważ funkcję symulującą spacer N losowych osób, z których każda wykonuje M kroków (tzw. błądzenie losowe — ang. random walk), a następnie obliczającą maksimum spośród odległości od punktu początkowego, które osiągnęli spacerowicze:


  
    In [28]: import numpy as np

  


  
    In [29]: def random_walker_max_distance(M, N):

  


  
        ...:    """

  


  
        ...:    Symulacja N spacerowiczów wykonujących po M kroków. 

  


  
        ...:    Funkcja zwraca maksimum z odległości pomiędzy punktami 

  


  
        ...:    osiągniętymi przez wszystkie osoby a punktem początkowym.

  


  
        ...:    """

  


  
        ...:    trajectories = [np.random.randn(M).cumsum() for _ in range(N)]

  


  
        ...:    return np.max(np.abs(trajectories))

  


  Wywołanie tej funkcji przy użyciu profilera i polecenia %prun powoduje uzyskanie poniższych danych wyjściowych. Dane te zawierają informacje o liczbie wywołań każdej z funkcji oraz o łącznym i skumulowanym czasie poszczególnych wywołań. Na podstawie tych informacji możemy stwierdzić, że w tym prostym przykładzie to wywołania funkcji np.random.randn zajmują najwięcej czasu.


  
    In [30]: %prun random_walker_max_distance(400, 10000)

  


  
        20008 function calls in 0.254 seconds

  


  
        Ordered by: internal time

  


  
        ncalls  tottime  percall  cumtime  percall filename:lineno(function)

  


  
         10000    0.169    0.000    0.169    0.000 {method 'randn' of 'mtrand.

  


  
                                                   RandomState' objects}

  


  
         10000    0.036    0.000    0.036    0.000 {method 'cumsum' of 'numpy.

  


  
                                                   ndarray' objects}

  


  
         1        0.030    0.030    0.249    0.249 <ipython-input-30>:18(random_

  


  
                                                   walker_max_distance)

  


  
         1        0.012    0.012    0.217    0.217 <ipython-input-30>:19(<listcomp>)

  


  
         1        0.005    0.005    0.254    0.254 <string>:1(<module>)

  


  
         1        0.002    0.002    0.002    0.002 {method 'reduce' of 'numpy.

  


  
                                                   ufunc' objects}

  


  
         1        0.000    0.000    0.254    0.254 {built-in method exec}

  


  
         1        0.000    0.000    0.002    0.002 _methods.py:25(_amax)

  


  
         1        0.000    0.000    0.002    0.002 fromnumeric.py:2050(amax) 

  


  
         1        0.000    0.000    0.000    0.000 {method 'disable' of '_lsprof.

  


  
                                                   Profiler' objects}

  


  Interpreter i edytor tekstu jako środowisko programistyczne


  Zasadniczo interpreter języka Python lub IPython wraz z dobrym edytorem tekstu tworzą pełne środowisko produkcyjne. Ten prosty zestaw jest w rzeczywistości preferowanym przez wielu programistów środowiskiem pracy. W kolejnych podrozdziałach zajmiemy się jednak notatnikiem Jupyter i zintegrowanym środowiskiem programistycznym Spyder. Środowiska te zawierają wiele dodatkowych funkcji zwiększających produktywność w pracy z interaktywnymi i eksploracyjnymi obliczeniami.


  Jupyter


  Projekt Jupyter7 to odgałęzienie projektu IPython, które oferuje niezależne interfejsy frontend do Pythona, przede wszystkim aplikację Notebook (którą omawiamy bardziej szczegółowo w jednym z następnych punktów), oraz framework umożliwiający oddzielenie interfejsu użytkownika od przeprowadzających obliczenia backendów znanych jako kernele (jądra). Przed powstaniem projektu Jupyter aplikacja Notebook wraz z towarzyszącymi jej podstawowymi frameworkami były częścią projektu IPython. Ponieważ frontend aplikacji Notebook jest niezależny od Pythona i znajduje zastosowanie również w programowaniu w innych językach, takich jak R i Julia, aby uniknąć przesunięcia równowagi w kierunku Pythona i zaspokoić potrzeby zróżnicowanej społeczności obliczeniowej, podjęto decyzję o stworzeniu osobnego projektu. Działania w ramach projektu IPython skupiają się obecnie tylko na zastosowaniach specyficznych dla Pythona, takich jak interaktywna konsola oraz jądro dla środowiska Jupyter.


  We frameworku Jupyter frontend komunikuje się z backendami znanymi jako kernele (jądra). W interfejsie użytkownika może być zarejestrowanych wiele jąder, na przykład dla różnych języków programowania, dla różnych wersji Pythona lub różnych jego środowisk. Podczas gdy frontend zarządza sposobem wprowadzania danych i organizacji kodu, a także sposobem wizualizacji wyników obliczeń, jądro utrzymuje stan interpretera i wykonuje rzeczywiste operacje.


  W tym podrozdziale omówię interfejsy Jupyter QtConsole i Notebook oraz krótko przedstawię niektóre z ich bogatych funkcji służących do prezentacji i prowadzenia interaktywnych obliczeń, a także organizację sposobu pracy w aplikacji Notebook. Jupyter Notebook to środowisko przeznaczone do prowadzenia obliczeń polecane przeze mnie w tej książce. Kody pokazane w pozostałej jej części należy traktować jako komórki w tej aplikacji.


  Jupyter QtConsole


  Jupyter QtConsole to ulepszona konsola, która może służyć jako zamiennik standardowej konsoli IPython. QtConsole jest uruchamiana przez przekazanie argumentu qtconsole do polecenia jupyter:


  
    $ jupyter qtconsole

  


  W efekcie tego wywołania następuje otwarcie nowej aplikacji — konsoli IPython — która może teraz wyświetlać obiekty multimedialne, takie jak obrazy, liczby i równania matematyczne. Jupyter QtConsole zapewnia również oparty na menu mechanizm wyświetlania wyników autouzupełniania, a także dokumentacji funkcji, pokazywanej w wyskakującym okienku po wprowadzeniu nawiasu otwierającego poprzedzonego nazwą funkcji lub metody. Na rysunku 1.3 jest pokazany zrzut ekranu prezentujący konsolę Jupyter QtConsole.
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  Rysunek 1.3. Zrzut ekranu z konsoli Jupyter QtConsole


  Jupyter Notebook


  Oprócz interaktywnej konsoli Jupyter zawiera aplikację Notebook (notatnik). To właśnie jej projekt ten zawdzięcza swój sukces. W kontekście analizy danych i rozwiązywania problemów obliczeniowych aplikacja Notebook ma więcej zalet niż tradycyjne środowiska programistyczne. W szczególności pozwala na pisanie, uruchamianie, dokumentowanie i interpretowanie kodu oraz wyświetlanie wyników w jednym dokumencie. Oznacza to, że cała praca odbywa się w jednym pliku, który można zapisać, przywrócić i wykorzystać ponownie później. Natomiast podczas pracy z edytorami tekstu lub IDE kod, odpowiednie pliki danych, rysunki i dokumentacja są rozproszone w postaci wielu dokumentów umieszczonych w systemie plików. Zachowanie odpowiedniego przepływem pracy w takim środowisku wymaga znacznego wysiłku i dyscypliny.


  Jupyter Notebook zawiera bogatą warstwę prezentacyjną, która może wyświetlać media, takie jak równania, liczby i filmy, jako obiekty osadzone w notatniku. Przy użyciu systemu widżetów możliwe jest również tworzenie elementów interfejsu użytkownika za pomocą HTML-a i JavaScriptu. Widżety mogą być potem wykorzystane w interaktywnych aplikacjach, które łączą rozwiązania webowe z kodem Pythona wykonywanym w jądrze IPython po stronie serwera. Jak zobaczysz w tej książce, te i wiele innych funkcji notatnika sprawiają, że jest to doskonałe środowisko do interaktywnego prowadzenia przejrzystych obliczeń (zgodnych ze stylem literate programming).


  Środowisko Jupyter Notebook można uruchomić przez przekazanie argumentu notebook do dostępnego w linii poleceń polecenia jupyter:


  
    $ jupyter notebook

  


  Wywołanie to spowoduje uruchomienie jądra notatnika i aplikacji webowej, która będzie domyślnie dostępna na lokalnym serwerze WWW na porcie 8888. Dostęp do notatnika można uzyskać w przeglądarce internetowej pod lokalnym adresem http://localhost:8888/8. Domyślnie wywołanie polecenia jupyter notebook spowoduje otwarcie początkowej strony aplikacji przy użyciu domyślnej przeglądarki internetowej. Strona ta zawiera prostą przeglądarkę plików, którą można wykorzystać do poruszania się w obrębie podkatalogów i uruchamiania notatników znajdujących się w lokalizacji, w obrębie której uruchomiono aplikację. Rysunek 1.4 przedstawia przeglądarkę internetową, w której pokazana jest strona startowa notatnika.
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  Rysunek 1.4. Zrzut ekranu pokazujący stronę startową notatnika Jupyter Notebook


  Naciśnięcie przycisku New (nowy) powoduje utworzenie nowego notatnika i jego otwarcie w nowej karcie przeglądarki (rysunek 1.5). W zależności od dostępności nazwy nowo utworzony notatnik zostanie nazwany Untitled, Untitled1 itd. Nazwę notatnika można zmienić, kliknąwszy ją w lewym górnym rogu notesu. Dane są przechowywane w formacie JSON, a pliki notatnika mają rozszerzenie ipynb. Plik stworzony w notatniku nie zawiera jedynie kodu w Pythonie, ale jeżeli jest to konieczne, kod może zostać łatwo wyekstrahowany przy użyciu narzędzia nbconvert (więcej o nim w jednym z dalszych punktów) lub po wybraniu opcji File/Download as/Python (plik/pobierz jako/Python).
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  Rysunek 1.5. Nowo utworzony pusty notatnik


  Jupyter Lab


  Jupyter Lab to nowe, alternatywne środowisko opracowane w ramach projektu Jupyter. Łączy interfejs Jupyter Notebook z przeglądarką plików, edytorem tekstu, powłoką i konsolami IPython w webowe środowisko przypominające IDE (rysunek 1.6).
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  Rysunek 1.6. Interfejs Jupyter Lab łączy ze sobą przeglądarkę plików (po lewej) i edytor notesów oferujący obsługę kart (po prawej). Wykresy pokazane na rysunku pochodzą z przykładu opisanego w rozdziale 11.


  Jupyter Lab łączy ze sobą wiele zalet aplikacji Notebook i tradycyjnych IDE. Dostęp do powłok i edytorów tekstu w ramach tego samego interfejsu webowego jest również wygodny podczas pracy na zdalnym serwerze Jupytera, takim jak klaster obliczeniowy lub usługa w chmurze.


  Rodzaje komórek


  Główna zawartość notatnika, znajdująca się poniżej pasków menu i narzędzi, jest podzielona na komórki wejściowe i wyjściowe. Istnieje kilka typów komórek, a sam typ wybranej komórki można zmienić za pomocą rozwijanego menu na pasku narzędzi (początkowo wyświetla się w nim wartość Code). Najważniejsze typy komórek to:


  
    	Code (kod): komórka tego typu może zawierać dowolną liczbę wierszy kodu Pythona. Naciśnięcie kombinacji Shift+Enter przekazuje kod z komórki do procesu kernela, który dokonuje jego ewaluacji za pomocą interpretera języka Python. Wynik jest przesyłany z powrotem do przeglądarki i wyświetlany w odpowiedniej komórce wyjściowej.


    	Markdown: zawartość komórki Markdown może zawierać zwykły tekst wraz ze specjalnymi znacznikami interpretowanymi przy użyciu składni języków Markdown i HTML. Komórka Markdown może również zawierać sformatowane równania LaTeX, które są renderowane za pomocą opartego na JavaScript silnika MathJax.


    	Headings (nagłówki): komórki tego typu można wykorzystać do uporządkowania zawartości notatnika w sekcje.


    	Raw (surowy): znajdujące się w niej dane są wyświetlane z pominięciem jakiegokolwiek przetwarzania.

  


  Edycja komórek


  Za pomocą paska menu i paska narzędzi można dodawać i usuwać komórki, przenosić je w górę i w dół, wycinać, wklejać itd. Funkcje te są również mapowane na wygodne i oszczędzające czas skróty klawiaturowe. Notatnik oferuje interfejs wprowadzania działający w dwóch trybach: trybie edycji (edit mode) i trybie poleceń (command mode). Tryb edycji można aktywować kliknięciem na komórkę lub wciśnięciem klawisza Enter (w przypadku gdy komórka jest zaznaczona). W trybie edycji zawartość komórki wejściowej można edytować. Opuszczenie tego trybu odbywa się przez naciśnięcie Esc lub wykonanie jej zawartości przez wybranie kombinacji Shift+Enter. W trybie poleceń klawisze strzałek w górę i w dół mogą być używane do przechodzenia pomiędzy sąsiednimi komórkami, a wiele skrótów klawiaturowych zostało zmapowanych na operacje umożliwiające manipulowanie komórkami, dostępne na pasku menu i pasku narzędzi. Tabela 1.1 zawiera najważniejsze skróty klawiaturowe trybu poleceń w notatniku Jupyter.


  Tabela 1.1. Skróty klawiaturowe występujące w trybie poleceń w aplikacji Jupyter Notebook


  
    
      
        	
          Skrót

        

        	
          Opis

        
      


      
        	
          b

        

        	
          Utwórz nową komórkę poniżej zaznaczonej.

        
      


      
        	
          a

        

        	
          Utwórz nową komórkę powyżej zaznaczonej.

        
      


      
        	
          d+d

        

        	
          Usuń zaznaczoną komórkę.

        
      


      
        	
          1 – 6

        

        	
          Nagłówki poziomów 1 – 6.

        
      


      
        	
          x

        

        	
          Wytnij zaznaczoną komórkę.

        
      


      
        	
          c

        

        	
          Skopiuj zaznaczoną komórkę.

        
      


      
        	
          v

        

        	
          Wklej komórkę ze schowka.

        
      


      
        	
          m

        

        	
          Zmień typ komórki na Markdown.

        
      


      
        	
          y

        

        	
          Zmień typ komórki na Cell.

        
      


      
        	
          strzałka w górę

        

        	
          Przejdź do wcześniejszej komórki.

        
      


      
        	
          strzałka w dół

        

        	
          Przejdź do następnej komórki.

        
      


      
        	
          Enter

        

        	
          Przejdź do trybu edycji.

        
      


      
        	
          Esc

        

        	
          Opuść tryb edycji.

        
      


      
        	
          Shift+Enter

        

        	
          Wykonaj zawartość komórki.

        
      


      
        	
          h

        

        	
          Wyświetla okno pomocy z listą wszystkich dostępnych skrótów klawiaturowych.

        
      


      
        	
          0+0

        

        	
          Restart kernela.

        
      


      
        	
          i+i

        

        	
          Przerwanie wykonania zawartości komórki.

        
      


      
        	
          s

        

        	
          Zapis notatnika.

        
      

    
  


  Gdy zawartość komórki jest wykonywana, w towarzyszącym jej monicie In cyfra zostaje zastąpiona symbolem gwiazdki (In[*]), a wskaźnik w prawym górnym rogu ekranu sygnalizuje, że kernel IPythona jest zajęty. Wykonanie zawartości komórki może zostać przerwane za pomocą znajdującej się w menu opcji Kernel/Interrupt (kernel/przerwij) lub przez wybranie kombinacji i+i (dwukrotne naciśnięcie klawisza i) w trybie poleceń.


  Komórki typu Markdown


  Jedną z kluczowych cech notatnika jest możliwość uzupełniania komórek kodu i komórek wyjściowych komórkami zawierającymi tekst. Komórki te są nazywane komórkami Markdown. Wprowadzony w nich tekst jest interpretowany i formatowany przy użyciu języka znaczników Markdown. Język Markdown został zaprojektowany jako lekki system składu, który umożliwia konwersję tekstu zawierającego proste znaczniki na format HTML i inne formaty umożliwiające wzbogacenie sposobu jego prezentacji. Reguły znaczników zostały zaprojektowane tak, aby były przyjazne dla użytkownika i czytelne nawet w formacie tekstowym. Na przykład fragment tekstu można zapisać kursywą przez otoczenie go gwiazdkami (*tekst*) lub pogrubić przy użyciu powtórzonego symbolu (**tekst**). Język Markdown pozwala również na tworzenie numerowanych i punktowanych list, tabel i hiperreferencji. Rozszerzeniem języka jest, obsługiwana przez Jupytera, możliwość składania wyrażeń matematycznych w LaTeX-u z użyciem biblioteki JavaScript — LaTeX MathJax. Wykorzystanie pełnej funkcjonalności notatnika pozwala na obszerne udokumentowanie kodu i wyników jego wykonania za pomocą komórek Markdown i towarzyszących im bogatych możliwości prezentacji zawartości. Tabela 1.2 przedstawia podstawowe możliwości formatowania tekstu oraz formatowania równań, które mogą zostać zastosowane w komórce Markdown w aplikacji Jupyter Notebook.


  Tabela 1.2. Podsumowanie składni języka Markdown dostępnej w Jupyter Notebook


  
    
      
        	
          Funkcjonalność

        

        	
          Przykład użycia

        
      


      
        	
          Kursywa

        

        	
          *tekst*

        
      


      
        	
          Pogrubienie

        

        	
          **tekst**

        
      


      
        	
          Przekreślenie

        

        	
          ~~tekst~~

        
      


      
        	
          Czcionka o stałej szerokości znaku

        

        	
          `tekst`

        
      


      
        	
          Adres URL

        

        	
          [Tekst wyświetlany](http://www.example.com)

        
      


      
        	
          Nowy akapit

        

        	
          Tekst przedzielony pustą linią.

        
      


      
        	
          Dokładna zawartość

        

        	
          Wiersze rozpoczynające się od czterech spacji są wyświetlane z użyciem czcionki o stałej szerokości znaków bez jakiegokolwiek przetwarzania. Opcja ta przydaje się przy umieszczaniu w tekście fragmentów kodu.


          ␣␣␣␣def func(x):


          ␣␣␣␣ return x** 2

        
      


      
        	
          Tabela

        

        	
          | A | B | C |


          |---|---|---|


          | 1 | 2 | 3 |


          | 4 | 5 | 6 |

        
      


      
        	
          Linia pozioma

        

        	
          Wiersz składający się z --- jest wyświetlany jako separator poziomy.

        
      


      
        	
          Nagłówki

        

        	
          # Nagłówek 1 poziomu


          ## Nagłówek 2 poziomu


          ### Nagłówek 3 poziomu

        
      


      
        	
          Cytat blokowy

        

        	
          Wiersze rozpoczynające się od znaku > są wyświetlane jako cytat blokowy.


          > Ten tekst jest wcięty i oddzielony


          > od zasadniczej treści.

        
      


      
        	
          Lista wypunktowana

        

        	
          * Pierwsza rzecz


          * Druga rzecz


          * Trzecia rzecz

        
      


      
        	
          Lista numerowana

        

        	
          1. Pierwsza rzecz


          2. Druga rzecz


          3. Trzecia rzecz

        
      


      
        	
          Obrazek

        

        	
          ![Tekst alternatywny](image.png)9


          lub


          ![Tekst alternatywny](http://www.example.com/image.png)

        
      


      
        	
          Równanie w obrębie akapitu

        

        	
          Pomiędzy $, na przykład $\LaTeX$.

        
      


      
        	
          Równanie poza akapitem (wyśrodkowane i w nowej linii)

        

        	
          $$\LaTeX$$ lub \begin{env}...\end{env}, gdzie env może być dowolnym środowiskiem LaTeX-a, takim jak equation, eqnarray czy align.

        
      

    
  


  Komórki Markdown mogą również zawierać kod HTML, który zostanie zrenderowany i wyświetlony przez notatnik. To użyteczna funkcjonalność, ale jej wadą jest brak możliwości konwersji tego typu zawartości za pomocą narzędzia nbconvert (więcej o nim w jednym z dalszych punktów) na inne formaty, na przykład PDF. Z tego powodu, gdy jest to możliwe, zazwyczaj lepiej jest korzystać z formatowania Markdown i stosować HTML tylko wtedy, gdy jest to absolutnie konieczne.


  Więcej informacji o silniku MathJax i języku Markdown znajdziesz na stronach internetowych tych projektów (odpowiednio http://www.mathjax.org/ i http://daringfireball.net/projects/markdown).


  Możliwości prezentacji danych


  Podobnie jak w standardowym interpreterze Pythona lub konsoli IPython, rezultat otrzymany w efekcie działania ostatniej instrukcji znajdującej się w komórce jest zazwyczaj wyświetlany w odpowiedniej komórce wyjściowej. W domyślnym formatowaniu komórka wyjściowa zawiera tekstową reprezentację obiektu otrzymaną na przykład z metody __repr__. Ponieważ środowisko Jupyter Notebook umożliwia wyświetlanie w komórce wyjściowej w zasadzie dowolnego kodu HTML, możliwe jest zastosowanie znacznie bogatszego formatowania danych. Moduł IPython.display zawiera kilka klas i funkcji, które ułatwiają renderowanie sformatowanych danych wyjściowych w kodzie. Na przykład klasa Image umożliwia wyświetlenie w notatniku obrazów znajdujących się w lokalnym systemie plików lub online (patrz rysunek 1.7). Inne użyteczne klasy dostępne w tym module to HTML (służąca do renderowania kodu HTML) i Math (wykorzystywana do renderowania wyrażeń LaTeX). Funkcji display można użyć do jawnego zażądania, aby dany obiekt został poddany renderowaniu i pokazany w komórce wyjściowej.


  [image: Obraz2396.PNG]


  Rysunek 1.7. Jedna z możliwości formatowania komórek wyjściowych w Jupyter Notebook. W tym przykładzie przy użyciu klasy Image w komórce wyjściowej wyświetlono obrazek


  Przykład sposobu renderowania kodu HTML w notatniku z użyciem klasy HTML jest pokazany na rysunku 1.8. W tym przypadku najpierw tworzę łańcuch znaków zawierający znaczniki HTML, które opisują tabelę z informacjami o wersji zainstalowanych bibliotek. Przez utworzenie instancji klasy HTML stworzony łańcuch znaków jest renderowany w obszarze komórki wyjściowej. Ponieważ instrukcja ta jest ostatnią (bo jedyną) instrukcją w komórce wejściowej, notatnik wyświetli reprezentację tego obiektu w komórce wyjściowej.


  [image: Obraz2403.PNG]


  Rysunek 1.8. Inny przykład formatowania komórek wyjściowych w Jupyter Notebook. W tym przykładzie w komórce wyjściowej wyświetlono przy użyciu klasy HTML stworzoną w HTML-u tabelę zawierającą informację o zainstalowanych wersjach bibliotek


  Aby jakiś obiekt był wyświetlany w reprezentacji HTML, wystarczy do definicji klasy dołączyć implementację metody o nazwie _repr_hmtl_. Możesz na przykład dość łatwo zaimplementować własną prymitywną wersję klasy HTML i użyć jej do renderowania pokazanej w poprzednim przykładzie tabeli (rysunek 1.9).


  [image: Obraz2411.PNG]


  Rysunek 1.9. Kolejny przykład renderowania kodu HTML w aplikacji Jupyter Notebook. Tym razem skorzystano z klasy implementującej metodę _repr_html_method


  Poza reprezentacją _repr_hmtl_ pokazaną w poprzednim akapicie Jupyter obsługuje wiele innych formatów, takich jak: _repr_png_, _repr_svg_ i _repr_latex_. Dwa pierwsze można zastosować do generowania i wyświetlania w komórce wyjściowej grafiki, na przykład za pomocą biblioteki Matplotlib (patrz poniższy interaktywny przykład i rozdział 4.). Klasa Math, korzystająca z metody repr_latex_, może zostać użyta do renderowania formuł matematycznych. Możliwość ta często przydaje się w zastosowaniach naukowych i technicznych. Przykłady sposobu renderowania formuł za pomocą klasy Math i metody _repr_latex_ są pokazane na rysunku 1.10.


  [image: Obraz2419.PNG]


  Rysunek 1.10. Przykład renderowania formuły matematycznej w formacie LaTeX z wykorzystaniem klasy Math i metody _repr_latex_


  Zastosowanie różnych metod reprezentacji dostępnych w Jupyterze i wygodnych klas z modułu IPython.display daje dużą elastyczność w kształtowaniu sposobu wizualizacji wyników w notatniku. Na tym jednak nie kończą się jego możliwości. Ekscytującą funkcją Jupyter Notebook jest możliwość tworzenia interaktywnych aplikacji wykorzystujących dwukierunkową komunikacją pomiędzy interfejsem użytkownika a backendem. Aplikacje takie można tworzyć z użyciem biblioteki widżetów (komponentów interfejsu użytkownika) lub bezpośrednio za pomocą JavaScriptu i HTML-a. Na przykład z wykorzystaniem funkcji interact z biblioteki ipywidgets możemy bardzo łatwo stworzyć interaktywny wykres oferujący suwak, który pozwoli dostosować wartość parametru wejściowego (jak pokazałem na rysunku 1.11).


  [image: Obraz2426.PNG]


  Rysunek 1.11. Przykład interaktywnej aplikacji stworzonej z użyciem widżetu interact z IPythona. Widżet ten dostarcza suwak — element interfejsu użytkownika, który może zostać wykorzystany do zmiany wartości parametru wejściowego. Wraz z przesuwaniem suwaka następuje ponowna ewaluacja funkcji, której efektem w tym przypadku jest wyświetlenie nowego wykresu


  Efektem działania przykładu zaprezentowanego na rysunku 1.11 są wykresy rozkładów Gaussa i Poissona, których wariancja i średnia są pobierane z obiektu interfejsu użytkownika stworzonego przez funkcję interact. Przesuwając suwak do przodu i do tyłu, możemy zobaczyć, w jaki sposób rozkład normalny i rozkład Poissona (z jednakową wariancją) zbliżają się do siebie w miarę zwiększania się średniej oraz jak bardzo różnią się one dla jej niewielkiej wartości. Interaktywne wykresy tego typu są doskonałym narzędziem do budowania intuicji w podejściu do problemów obliczeniowych oraz ich eksplorowaniu, a Notatnik Jupyter jest fantastycznym narzędziem do tego rodzaju badań10.


  nbconvert


  Notatniki z aplikacji Jupyter Notebook mogą zostać skonwertowane na wiele różnych formatów przeznaczonych tylko do odczytu. Konwersja ta jest przeprowadzana przez aplikację nbconvert, która jest wywoływana przez przekazanie poleceniu jupyter argumentu nbconvert (argument ten musi się pojawić jako pierwszy). Obsługiwane przez tę aplikacje formaty to między innymi PDF i HTML. Możliwość konwersji notatników na pliki PDF lub HTML przydaje się podczas udostępniania wyników współpracownikom lub publikowania ich w internecie w sytuacjach, w których odbiorca chce przede wszystkim przejrzeć wyniki i niekoniecznie musi uruchomić towarzyszący im kod.


  HTML


  Aby otrzymać statyczny widok notatnika w formacie HTML, w interfejsie webowym aplikacji należy wybrać opcję File/Download as/HTML (plik/pobierz jako/HTML). Dokument HTML można również wygenerować z poziomu konsoli za pomocą aplikacji nbconvert. Na przykład notatnik o nazwie notatnik.ipynb można przekonwertować na HTML za pomocą polecenia:


  
    $ jupyter nbconvert --to html notatnik.ipynb

  


  Wywołanie to wygeneruje stronę w formacie HTML, która nie wymaga żadnych zewnętrznych arkuszy stylów i skryptów JavaScript (są one ładowane z publicznych serwerów CDN) i może być opublikowana w takiej postaci online. Zasoby graficzne wykorzystywane w ramach znaczników Markdown i HTML nie są jednak uwzględnione — aby były dostępne, należy je dostarczać razem z wynikowym plikiem HTML.


  Aby ułatwić publikację notatników w internecie, projekt Jupyter zapewnia wygodną usługę o nazwie nbviewer (http://nbviewer.jupyter.org). Po podaniu publicznego adresu URL do pliku notatnika aplikacja nbviewer automatycznie skonwertuje notatnik na format HTML i wyświetli wynik. Jedną z wielu zalet tej metody jest to, że autor notesu musi utrzymywać jedynie plik notatnika. Po jego aktualizacji i umieszczeniu online statyczny widok zapewniany przez nbviewer zostaje automatycznie zaktualizowany. Skorzystanie z tego narzędzia wymaga jednak umieszczenia pliku źródłowego pod publicznie dostępnym adresem URL, więc można je zastosować jedynie w przypadku dzielenia się pracą w domenie publicznej.


  Wskazówka Projekt Jupyter utrzymuje stronę wiki, indeksującą wiele interesujących notatników, które są dostępne online (znajdziesz ją pod adresem http://github.com/jupyter/jupyter/wiki/A-gallery-of-interesting-Jupyter-Notebooks). Notatniki te zawierają wiele bardziej zaawansowanych funkcji IPythona oraz Jupytera i mogą stanowić świetne źródło informacji zarówno o samej aplikacji, jak i o omawianych w nich zagadnieniach.


  PDF


  Konwersja notatnika na format PDF wymaga najpierw konwersji na format LaTeX, a następnie kompilacji otrzymanego dokumentu, która da w efekcie plik w formacie PDF. Aby móc przeprowadzić konwersję LaTeX na PDF, w systemie operacyjnym musi być dostępne środowisko LaTeX (wskazówki dotyczące instalacji tych narzędzi znajdują się w „Dodatku”). Aplikacja nbconvert może przeprowadzić zarówno konwersję z formatu .ipynb na format LaTeX-a, jak i z LaTeX-a na PDF. Konwersję taką można przeprowadzić za pomocą jednego polecenia z użyciem argumentu --to pdf (aby otrzymać pośredni plik źródłowy LaTeX, należy użyć argumentu --to latex):


  
    $ jupyter nbconvert --to pdf notatnik.ipynb

  


  Styl wynikowego dokumentu można określić za pomocą argumentu --template name — dostępne w standardzie style to base (styl podstawowy), article (artykuł) i report (raport). Style te znajdują się w podkatalogu nbconvert/templates/latex katalogu, w którym zainstalowany jest Jupyter. Przez rozszerzenie jednego z istniejących szablonów11 można łatwo dostosować wygląd generowanych dokumentów. Na przykład w wielu dokumentach tworzonych w LaTeX-u umieszcza się dodatkowe informacje, które nie są dostępne w notatniku, takie jak tytuł dokumentu (jeżeli różni się on od nazwy pliku) i dane dotyczące autora. Informacje te można dodać do dokumentu generowanego przez aplikację nbconvert przez utworzenie niestandardowego szablonu. Na przykład następujący szablon rozszerza szablon article przez zmodyfikowanie zawartości bloków title i author:


  
    ((*- extends 'article.tplx' -*))

  


  
     

  


  
    ((* block title *)) \title{Tytuł pracy} ((* endblock title *))

  


  
    ((* block author *)) \author{Autor} ((* endblock author *)) 

  


  Zakładając, że szablon ten zapisano w pliku szablon1.tplx, do konwersji notatnika na format PDF z użyciem tego szablonu można wykorzystać następujące polecenie:


  
    $ jupyter nbconvert --to pdf --template szablon1.tplx notatnik.ipynb

  


  Wynikiem działania tego polecenia są dokumenty LaTeX i PDF, w których zawartość pól Tytuł i Autor jest zgodna z żądaniem umieszczonym w szablonie.


  Python


  Notatnik Jupyter przechowuje dane w formacie opartym na JSON-ie. Pliki mogą zostać przekonwertowane na czysty kod Pythona za pomocą narzędzia nbconvert z odpowiednim argumentem:


  
    $ jupyter nbconvert --to python notatnik.ipynb

  


  Wywołanie to spowoduje powstanie pliku notatnik.py, który będzie zawierał tylko wykonywalny kod Pythona (jeżeli w notatniku zastosowano rozszerzenia IPythona, powstanie plik, który można wykonać za pomocą polecenia ipython). Zawartość niebędąca kodem również zostanie umieszczona w wynikowym pliku, ale pod postacią komentarzy, tak aby kod można było zinterpretować. Konwersja notatnika na czysty kod przydaje się na przykład podczas stosowania Jupyter Notebook do opracowywania funkcji i klas, które następnie zostaną zaimportowane w innych plikach lub notatnikach.


  Zintegrowane środowisko programistyczne Spyder


  Zintegrowane środowisko programistyczne (ang. integrated development environment — IDE) to ulepszony edytor tekstu, który zapewnia również dodatkowe funkcjonalności, takie jak możliwość wykonania kodu, debugowanie i dostęp do dokumentacji. Istnieje wiele darmowych i płatnych IDE oferujących dobrą obsługę projektów opartych na Pythonie. Spyder12 to doskonałe bezpłatne środowisko, które szczególnie dobrze nadaje się do prowadzenia obliczeń i analizy danych w Pythonie. Pozostała część tego punktu skupia się na środowisku Spyder i szczegółowo omawia oferowane przez nie funkcjonalności. Istnieje jednak wiele innych sprawdzonych IDE, takich jak wydajne i popularne Eclipse13, zapewniające obsługę wielu języków programowania. Rozszerzenie Eclipse o nazwie PyDev14 zapewnia dobre środowisko do pracy z Pythonem. PyCharm15 to inne potężne IDE obsługujące Pythona, które stało się ostatnio popularne wśród programistów tego języka. Następne świetne rozwiązanie to Atom16. Dla osób, które mają doświadczenie w pracy z którymkolwiek z wymieniowych środowisk, IDE te mogą stanowić również produktywne i znane środowisko do prowadzenia prac obliczeniowych.


  Z drugiej strony IDE Spyder zostało stworzone specjalnie z myślą o programowaniu w Pythonie, a szczególny nacisk położono w nim na prace obliczeniowe. Jako taki Spyder oferuje funkcjonalności przydatne w obliczeniach interaktywnych i eksploracyjnych — przede wszystkim integrację z konsolą IPythona bezpośrednio w IDE. Interfejs użytkownika składa się z kilku paneli, które można rozmieszczać na różne sposoby. Najważniejsze z nich to:


  
    	edytor kodu źródłowego,


    	konsole dla interpreterów Pythona i IPythona oraz powłoki systemowej,


    	inspektor obiektów (umożliwiający wyświetlanie dokumentacji obiektów Pythona),


    	eksplorator zmiennych,


    	przeglądarka plików,


    	historia poleceń,


    	profiler.

  


  W zależności od preferencji i potrzeb za pomocą opcji View/Panes (widok/panele) każdy z paneli można skonfigurować tak, aby był widoczny lub nie. Co więcej, panele można łączyć w grupy i wyświetlać jako karty. W domyślnym układzie wyświetlane są trzy grupy okien. Pierwsza z nich znajduje się po lewej stronie ekranu i zawiera edytor kodu; druga jest zlokalizowana w prawym górnym rogu i zawiera eksplorator zmiennych, eksplorator plików oraz inspektor obiektów. Trzecia znajduje się w prawym dolnym rogu okna i zawiera konsole IPythona.


  Wprowadzenie polecenia spyder w terminalu powoduje uruchomienie środowiska. Rysunek 1.12 przedstawia domyślny układ paneli w aplikacji.


  [image: Obraz2434.PNG]


  Rysunek 1.12. Zrzut ekranu z aplikacji Spyder. Edytor kodu znajduje się w lewym panelu, panel w prawym górnym rogu zawiera inspektora obiektów (przeglądarkę pomocy), a panel w prawym dolnym rogu konsolę IPython


  Edytor kodu źródłowego


  Edytor dostępny w Spyderze obsługuje podświetlanie składni, inteligentne autouzupełnianie, pracę z wieloma plikami jednocześnie, dopasowywanie nawiasów, wskazówki dotyczące wcięć i wiele innych funkcjonalności, których można by oczekiwać od nowoczesnego edytora. Dodatkową zaletą używania tego IDE jest możliwość uruchomienia całego edytowanego kodu (skrót klawiaturowy F5) lub tylko jego fragmentu (F9) w konsoli Python z zachowaniem persystencji pomiędzy sesjami.


  Ponadto Spyder obsługuje statyczną analizę kodu za pomocą zewnętrznych narzędzi pylint17, pyflakes18 i pep819. Narzędzia te analizują kod źródłowy i zgłaszają błędy, takie jak niezdefiniowane symbole, błędy składniowe, naruszenia stylu kodowania itp. Ostrzeżenia i błędy są wyświetlane wiersz po wierszu w postaci żółtych trójkątów z wykrzyknikiem po numerze linii na lewym marginesie edytora. W programowaniu w języku Python analiza statyczna jest niezwykle ważna, ponieważ w Pythonie, jako języku interpretowanym i leniwie ewaluowanym, proste błędy, takie jak niezdefiniowane symbole, mogą nie zostać wykryte, dopóki interpreter nie znajdzie się w wierszu zawierającym błąd w czasie wykonywania. Z tego powodu błędy występujące w rzadko wykorzystywanych fragmentach kodu mogą być bardzo trudne do wykrycia. Analizę statyczną kodu w czasie rzeczywistym i kontrolę stylu kodowania można aktywować i dezaktywować w sekcji completion and linting (autouzupełnianie i analiza) w oknie preferencji dostępnym w menu Tools/Preferences (narzędzia/preferencje). Zalecam zaznaczenie pola związanego z uruchomieniem sprawdzania poprawności składniowej i stylistycznej.


  Wskazówka Język Python jest uniwersalny, a kod, który będzie robił to samo, można stworzyć w wielu różnych stylach i na wiele różnych sposobów. Jednak aby ujednolicić styl programów tworzonych w tym języku, opracowano standard pep8. Gorąco zachęcam, by się z nim zapoznać i przestrzegać go w trakcie prac. Standard ten opisano na stronie www.python.org/dev/peps/pep-0008.


  Konsola w Spyderze


  Do uruchomienia edytowanego w panelu edytora pliku lub do interaktywnego wprowadzania poleceń Pythona można wykorzystać zintegrowaną w środowisku konsolę IPython. Podczas wykonywania kodu z edytora zmienne z przestrzeni nazw skryptu są przechowywane w sesji konsoli IPythona. Funkcjonalność ta, pozwalająca na sprawdzenie wartości zmiennych po wykonaniu skryptu, sprawia, że Spyder jest nie tylko tradycyjnym IDE, ale również interaktywnym środowiskiem obliczeniowym. Spyder obsługuje istnienie wielu konsoli IPythona jednocześnie. Nową konsolę można uruchomić za pomocą menu Consoles/New console (default settings). Po naciśnięciu klawisza F5 lub przycisku „uruchom” (symbol trójkąta) na pasku narzędzi edytowany skrypt jest domyślnie uruchamiany w ostatnio aktywnej konsoli. Pozwala to na utrzymanie zestawu konsoli z niezależnymi przestrzeniami nazw dla różnych skryptów lub projektów.


  Jeżeli jest to możliwe, do wymazania przestrzeni nazw i ponownego załadowania zaktualizowanych modułów użyj polecenia %reset i funkcji reload. Jeśli to nie wystarczy, kernel konsoli IPython może zostać zresetowany przy użyciu rozwijanego menu znajdującego się w prawym górnym rogu panelu konsoli. Bardzo praktyczną funkcjonalnością jest możliwość eksportu sesji konsoli IPython do pliku HTML. Opcja ta jest dostępna po kliknięciu prawym przyciskiem myszy w oknie konsoli i wybraniu polecenia Save as HTML/XML (zapisz jako HTML/XML) w menu podręcznym.


  Inspektor obiektów


  Inspektor obiektów (panel Help) jest bardzo pomocny podczas tworzenia kodu w języku Python. Inspektor może wyświetlać sformatowane notki dokumentacyjne dla obiektów zdefiniowanych w kodzie źródłowym stworzonym w edytorze oraz dla symboli zdefiniowanych w modułach zainstalowanych w systemie. Do wpisania nazwy poszukiwanej klasy, modułu lub funkcji można użyć pola tekstowego Object (obiekt), które znajduje się na górze panelu inspektora obiektów. Aby móc wyświetlać dokumentację własnych modułów i symboli, nie trzeba importować ich do lokalnej przestrzeni nazw. Dokumentację dla obiektu znajdującego się w edytorze lub w konsoli można również otworzyć w inspektorze obiektów, przez wybranie obiektu kursorem i użycie skrótu Ctrl+i (Cmd+i w macOS). Możliwe jest nawet automatyczne wyświetlanie dokumentacji obiektu po wprowadzeniu lewego nawiasu otwierającego. Dzięki tej możliwości można zwiększyć swoją produktywność i szybko przypomnieć sobie argumenty (i ich kolejność) wywoływanego obiektu. Funkcja ta jest domyślnie aktywna.


  Podsumowanie


  W tym rozdziale opisałem środowisko Pythona do prowadzenia obliczeń naukowych i technicznych. Przedstawione środowisko to w rzeczywistości cały ekosystem bibliotek i narzędzi obliczeniowych, który obejmuje nie tylko Pythona, ale właściwie wszystko, od niskopoziomowych bibliotek obliczeniowych aż po graficzny interfejs użytkownika i aplikacje webowe. W tym wielojęzycznym ekosystemie Python jest językiem, który spina wszystko w spójne i produktywne środowisko obliczeniowe. IPython jest podstawowym składnikiem środowiska obliczeniowego Pythona. Omówiłem krótko niektóre z jego najważniejszych funkcji, a następnie przedstawiłem dwa środowiska pracy wyższego poziomu: Jupyter Notebook i Spyder IDE. Są to narzędzia, w których przeprowadzana jest większość obliczeń eksploracyjnych i interaktywnych. W pozostałej części tej książki skupię się na obliczeniach prowadzonych z wykorzystaniem bibliotek Pythona, przy założeniu, że praca odbywa się w jednym z trzech środowisk: IPython, Jupyter Notebook lub Spyder.


  Materiały dodatkowe


  Jupyter Notebook to oferująca szczególnie wiele możliwości platforma do prowadzenia interaktywnych obliczeń, a także bardzo aktywnie rozwijane oprogramowanie. Jednym z najnowszych osiągnięć w Jupyter Notebook jest system widżetów — interaktywnych komponentów interfejsu użytkownika — które można wykorzystać do stworzenia interaktywnych interfejsów w przeglądarce wyświetlającej notatnik. Chociaż jest to bardzo interesująca i szybko rozwijająca się część projektu Jupyter, widżety zostały omówione w tej książce tylko pokrótce, dlatego też zachęcam do samodzielnego zbadania ich potencjalnych zastosowań w obliczeniach interaktywnych. Widżety, a także wiele innych elementów projektu Jupyter, są udokumentowane w formie notatników zawierających przykłady (http://nbviewer.ipython.org/github/ipython/ipython/tree/master/examples). Na ten temat napisano również dwie bardzo interesujące książki, które bardzo polecam (Rossant, Learning IPython for Interactive Computing and Data Visualization, 2013, oraz Rossant, IPython Interactive Computing and Visualization Cookbook, 2014).
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  C. Rossant, IPython Interactive Computing and Visualization Cookbook, Packt, Mumbai 2014.
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    1 Na przykład: stworzona przez firmę Intel biblioteka MKL (ang. Math Kernel Library, https://software.intel.com/content/www/us/en/develop/home.html), biblioteka openBlas (https://www.openblas.net) lub ATLAS (Automatically Tuned Linear Algebra Software, http://math-atlas.sourceforge.net).


    2 Język Python i standardowy interpreter Pythona są zarządzane i utrzymywanie przez Python Software Foundation (http://www.python.org)


    3 Aby dowiedzieć się więcej i zapoznać się z oficjalną dokumentacją, odwiedź stronę internetową projektu IPython dostępną pod adresem http://ipython.org.


    4 Po aktywowaniu polecenia %automagic (aby to zrobić, wpisz %automagic po znaku zachęty w IPythonie) znak % poprzedzający polecenia może zostać pominięty, o ile nie występuje konflikt nazw ze zmienną lub funkcją Pythona. Dla jasności w tym rozdziale są pokazane wszystkie znaki %.


    5 Funkcja dir dostępna w Pythonie oferuje podobną funkcjonalność.


    6 Można go wykorzystać do profilowania standardowych skryptów Pythona, na przykład z wykorzystaniem polecenia python -m cProfile skrypt.py.


    7 Aby dowiedzieć się więcej, zajrzyj pod adres http://jupyter.org.


    8 Domyślnie aplikacja ta jest dostępna jedynie lokalnie w systemie, na którym została uruchomiona.


    9 Nazwa/ścieżka względna wobec lokalizacji konkretnego pliku notatnika.


    10 Aby dowiedzieć się więcej na temat tworzenia interaktywnych aplikacji z wykorzystaniem Jupytera i widżetów z IPythona, zajrzyj do dokumentacji biblioteki ipywidgets (https://ipywidgets.readthedocs.io/en/latest/).


    11 Aplikacja nbconvert z IPythona wykorzystuje do edycji stylów silnik jinja2. Jeżeli chcesz się dowiedzieć więcej na jego temat i zapoznać z dokumentacją, zajrzyj na http://jinja.pocoo.org.


    12 https://github.com/spyder-ide/spyder.


    13 https://www.eclipse.org.


    14 http://www.pydev.org.


    15 https://www.jetbrains.com/pycharm/.


    16 https://atom.io.


    17 https://www.pylint.org.


    18 https://github.com/PyCQA/pyflakes.


    19 https://pep8.readthedocs.io/en/release-1.7.x/.

  


  Rozdział 2. Wektory, macierze i tablice wielowymiarowe


  Wektory, macierze i tablice wielowymiarowe to narzędzia niezbędne w obliczeniach numerycznych. Gdy obliczenia należy powtórzyć dla zestawu wartości wejściowych, naturalne i korzystne jest przedstawienie danych w postaci tablicy i prowadzenie obliczeń z użyciem operatorów tablicowych. Wykonywane w ten sposób obliczenia są określane mianem zwektoryzowanych1. Przez zastosowanie operacji tablicowych obliczenia zwektoryzowane eliminują potrzebę jawnego stosowania pętli iterujących po elementach poszczególnych tablic. W rezultacie otrzymuje się zwięzły i łatwiejszy w utrzymaniu kod, który umożliwia delegowanie implementacji operacji tablicowych (na przykład działań na poszczególnych elementach) do bardziej wydajnych bibliotek niskiego poziomu. Dzięki temu obliczenia tego typu mogą być znacznie szybsze niż operacje sekwencyjne wykonywane element po elemencie. Jest to szczególnie ważne w językach interpretowanych, takich jak Python, w którym iterowanie po elementach tablic pociąga za sobą znaczne obniżenie wydajności.


  W środowisku do prowadzenia obliczeń naukowych w Pythonie wydajne struktury danych do pracy z tablicami są dostarczane przez bibliotekę NumPy. Jądro biblioteki zostało zaimplementowane w języku C i zapewnia wydajne przetwarzanie danych tablicowych i manipulowanie nimi. Na pierwszy rzut oka tablice NumPy są nieco podobne do znanych z Pythona list, jednak ważną różnicą jest to, że listy to generyczne kontenery przechowujące obiekty, a tablice NumPy to homogeniczne struktury o stałym rozmiarze. Homogeniczność tablic oznacza, że wszystkie znajdujące się w nich dane mają ten sam typ. Stały rozmiar zaś uniemożliwia zmianę rozmiaru struktury (bez utworzenia nowej tablicy). Z tych i innych powodów operacje i funkcje działające na tablicach NumPy mogą być znacznie wydajniejsze niż te pracujące na Pythonowych listach. Oprócz struktur danych dla tablic NumPy zapewnia duży zbiór podstawowych operatorów i funkcji działających na tych strukturach, jak również podmoduły implementujące algorytmy wyższego poziomu, takie jak operacje algebry liniowej i szybka transformata Fouriera.


  Ten rozdział rozpocznę od prezentacji podstawowej struktury tablicowej dostępnej w NumPy oraz przeglądu różnych metod tworzenia takich tablic. Następnie omówię operacje służące do manipulowania tymi strukturami i wykonywania na nich obliczeń. Wielowymiarowa tablica dostępna w NumPy stanowi podstawę dla prawie wszystkich bibliotek numerycznych dla Pythona. Ważne jest zatem, by dobrze się zapoznać z biblioteką NumPy i zrozumieć jej sposób działania.


  NumPy Biblioteka NumPy zawiera struktury danych, które pozwalają reprezentować wiele rodzajów tablic oraz funkcje i metody do ich obsługi. NumPy zapewnia numeryczny backend dla prawie każdej biblioteki technicznej lub obliczeniowej stworzonej z myślą o Pythonie. Z tego powodu biblioteka ta stanowi ważny element naukowego ekosystemu skupionego wokół tego języka. W czasie gdy piszę te słowa, najnowsza wersja biblioteki to 1.18.0. Więcej informacji o bibliotece NumPy znajdziesz na stronie www.numpy.org.


  Importowanie modułów


  Aby korzystać z biblioteki NumPy, musisz ją najpierw zaimportować do swojego programu. Zgodnie z konwencją moduł numpy importuje się pod aliasem np:


  
    In [1]: import numpy as np 

  


  Po tym, jak wprowadzisz tę linię, z wykorzystaniem przestrzeni nazw np. uzyskasz dostęp do funkcji i klas znajdujących się w module numpy. W dalszej części książki zakładam, że moduł ten został zaimportowany właśnie w ten sposób.


  Typ tablicowy NumPy


  Rdzeniem biblioteki NumPy są struktury danych pozwalające na reprezentację homogenicznych wielowymiarowych tablic. Homogeniczność oznacza, że wszystkie elementy w tablicy są tego samego typu2. Klasa ndarray stanowi podstawową strukturę danych do przechowywania tablic wielowymiarowych. Oprócz danych przechowywanych w tablicy znajdują się w niej ważne metadane, takie jak kształt, rozmiar i typ przechowywanych danych oraz inne atrybuty. Bardziej szczegółowy opis atrybutów znajdziesz w tabeli 2.1. Pełna lista atrybutów wraz z opisami jest dostępna w dokumentacji klasy ndarray, do której możesz zajrzeć przez wywołanie polecenia help(np.ndarray) w interpreterze Pythona lub np.ndarray? w konsoli IPython.


  Tabela 2.1. Podstawowe atrybuty klasy ndarray


  
    
      
        	
          Atrybut

        

        	
          Opis

        
      


      
        	
          Shape

        

        	
          Krotka zawierająca liczbę elementów dla każdego wymiaru (każdej osi) tablicy.

        
      


      
        	
          Size

        

        	
          Łączna liczba elementów w tablicy.

        
      


      
        	
          Ndim

        

        	
          Liczba wymiarów (osi).

        
      


      
        	
          nbytes

        

        	
          Liczba bajtów wykorzystana do przechowywania danych.

        
      


      
        	
          dtype

        

        	
          Typ danych przechowywanych w tablicy.

        
      

    
  


  Poniższy przykład pokazuje, w jaki sposób można się dostać do poszczególnych atrybutów obiektu data klasy ndarray:


  
    In [2]: data = np.array([[1, 2], [3, 4], [5, 6]])

  


  
    In [3]: type(data)

  


  
    Out[3]: <class 'numpy.ndarray'>

  


  
    In [4]: data

  


  
    Out[4]: array([[1, 2],

  


  
                   [3, 4],

  


  
                   [5, 6]])

  


  
    In [5]: data.ndim

  


  
    Out[5]: 2

  


  
    In [6]: data.shape

  


  
    Out[6]: (3, 2)

  


  
    In [7]: data.size

  


  
    Out[7]: 6

  


  
    In [8]: data.dtype

  


  
    Out[8]: dtype('int64')

  


  
    In [9]: data.nbytes

  


  
    Out[9]: 48

  


  W powyższym przykładzie instancja data typu ndarray jest tworzona z zagnieżdżonej listy za pomocą funkcji np.array. W dalszej części tego rozdziału pokazano również inne sposoby tworzenia obiektów typu ndarray na podstawie danych i metod różnego rodzaju. W zaprezentowanym przykładzie dane tworzą dwuwymiarową tablicę (data.ndim) o wymiarach 3×2 (data.shape) zawierającą łącznie sześć elementów (data.size) typu int64 (data.dtype) o łącznym rozmiarze 48 bajtów (data.nbytes).


  Typy danych


  W poprzednim akapicie wspomniałem już o atrybucie dtype obiektu ndarray. Atrybut ten zawiera informację o typie danych każdego elementu znajdującego się w tablicy (pamiętaj, że ponieważ tablice NumPy są homogeniczne, wszystkie elementy są tego samego typu). Podstawowe liczbowe typy danych obsługiwane w NumPy znajdziesz w tabeli 2.2. Obsługiwane są również typy nieliczbowe, takie jak łańcuchy znaków, obiekty i typy złożone zdefiniowane przez użytkownika.


  Tabela 2.2. Podstawowe typy liczbowe dostępne w NumPy


  
    
      
        	
          dtype

        

        	
          Warianty

        

        	
          Opis

        
      


      
        	
          int

        

        	
          int8, int16, int32, int64

        

        	
          Typ całkowitoliczbowy.

        
      


      
        	
          uint

        

        	
          uint8, uint16, uint32, uint64

        

        	
          Typ całkowitoliczbowy bez znaku (nieujemny).

        
      


      
        	
          bool

        

        	
          Bool

        

        	
          Typ logiczny (o wartości True lub False).

        
      


      
        	
          float

        

        	
          float16, float32, float64, float128

        

        	
          Typ zmiennoprzecinkowy.

        
      


      
        	
          complex

        

        	
          complex64, complex128, complex256

        

        	
          Zmiennoprzecinkowa liczba zespolona.

        
      

    
  


  W pracach numerycznych najczęściej wykorzystywane typy to int (dla liczb całkowitych), float (dla liczb zmiennoprzecinkowych) i complex (dla zespolonych liczb zmiennoprzecinkowych). Każdy z tych typów występuje w różnych rozmiarach, takich jak int32 dla 32-bitowych liczb całkowitych, int64 dla 64-bitowych liczb całkowitych itd. W porównaniu ze standardowymi typami oferowanymi przez Pythona (tylko jeden typ całkowitoliczbowy i zmiennoprzecinkowy) typy te umożliwiają dokładniejszą kontrolę nad danymi. Zazwyczaj nie ma potrzeby jawnego wybierania bitowej długości reprezentacji, ale często konieczne jest określenie, czy tablica będzie zawierała liczby całkowite, zmiennoprzecinkowe czy zespolone.


  Poniższy przykład pokazuje, jak wykorzystać atrybut dtype do utworzenia tablic liczb całkowitych, zmiennoprzecinkowych i zespolonych:


  
    In [10]: np.array([1, 2, 3], dtype=np.int)

  


  
    Out[10]: array([1, 2, 3])

  


  
    In [11]: np.array([1, 2, 3], dtype=np.float)

  


  
    Out[11]: array([ 1., 2., 3.])

  


  
    In [12]: np.array([1, 2, 3], dtype=np.complex)

  


  
    Out[12]: array([ 1.+0.j, 2.+0.j, 3.+0.j])

  


  Po utworzeniu tablicy nie można zmienić jej typu w inny sposób niż przez utworzenie nowej kopii z wartościami rzutowanymi na nowy typ. Rzutowanie jest proste i można je wykonać za pomocą funkcji np.array:


  
    In [13]: data = np.array([1, 2, 3], dtype=np.float)

  


  
    In [14]: data

  


  
    Out[14]: array([ 1., 2., 3.])

  


  
    In [15]: data.dtype

  


  
    Out[15]: dtype('float64')

  


  
    In [16]: data = np.array(data, dtype=np.int)

  


  
    In [17]: data.dtype

  


  
    Out[17]: dtype('int64')

  


  
    In [18]: data

  


  
    Out[18]: array([1, 2, 3])

  


  lub z użyciem metody astype dostępnej w klasie ndarray:


  
    In [19]: data = np.array([1, 2, 3], dtype=np.float)

  


  
    In [20]: data

  


  
    Out[20]: array([ 1., 2., 3.])

  


  
    In [21]: data.astype(np.int)

  


  
    Out[21]: array([1, 2, 3])

  


  Podczas prowadzenia obliczeń na tablicach NumPy (jeżeli wymaga tego wykonywana operacja) typ może ulec konwersji do innego. Na przykład po dodaniu tablic o wartościach zmiennoprzecinkowych i o wartościach zespolonych wynikowa tablica będzie tablicą wartości zespolonych:


  
    In [22]: d1 = np.array([1, 2, 3], dtype=float)

  


  
    In [23]: d2 = np.array([1, 2, 3], dtype=complex)

  


  
    In [24]: d1 + d2

  


  
    Out[24]: array([ 2.+0.j, 4.+0.j, 6.+0.j])

  


  
    In [25]: (d1 + d2).dtype

  


  
    Out[25]: dtype('complex128')

  


  W niektórych przypadkach, w zależności od konkretnego zastosowania i wiążących się z nim wymagań, niezbędne jest utworzenie tablic określonego typu, na przykład int lub complex. W razie braku specyfikacji typu domyślnie tworzona jest tablica wartości float. Rozważ następujący przykład:


  
    In [26]: np.sqrt(np.array([-1, 0, 1]))

  


  
    Out[26]: RuntimeWarning: invalid value encountered in sqrt

  


  
             array([ nan, 0., 1.])

  


  
    In [27]: np.sqrt(np.array([-1, 0, 1], dtype=complex))

  


  
    Out[27]: array([ 0.+1.j, 0.+0.j, 1.+0.j])

  


  Do obliczenia pierwiastka kwadratowego każdego elementu w tablicy wykorzystano funkcję np.sqrt. W zależności od typu danych znajdujących się w tablicy daje ona różne wyniki. W wyniku pierwiastkowania –1 otrzymasz jednostkę urojoną (oznaczoną w Pythonie jako 1j) tylko wówczas, gdy dane znajdujące się w tablicy będą typu complex.


  Część rzeczywista i urojona


  Niezależnie od wartości pola dtype wszystkie tablice NumPy mają atrybuty real i imag, służące do wyodrębnienia części rzeczywistej i urojonej przechowywanych w nich wartości:


  
    In [28]: data = np.array([1, 2, 3], dtype=complex)

  


  
    In [29]: data

  


  
    Out[29]: array([ 1.+0.j, 2.+0.j, 3.+0.j])

  


  
    In [30]: data.real

  


  
    Out[30]: array([ 1., 2., 3.])

  


  
    In [31]: data.imag

  


  
    Out[31]: array([ 0., 0., 0.])

  


  Tę samą możliwość oferują również funkcje np.real i np.imag, które można też zastosować na innych tablicopodobnych obiektach, takich jak listy. Zauważ, że już sam Python obsługuje liczby zespolone, a atrybuty imag i real są dostępne także dla Pythonowych skalarów.


  Reprezentacja danych tablicowych w pamięci


  Tablice wielowymiarowe są przechowywane w pamięci w sposób ciągły. Można dowolnie wybrać rozmieszczenie elementów tablicy w segmencie pamięci. Zastanów się na przypadkiem dwuwymiarowej tablicy zawierającej wiersze i kolumny. Jednym z możliwych sposobów przechowywania tej tablicy w postaci sekwencji kolejnych wartości jest zapisywanie wierszy jeden po drugim. Innym, równie poprawnym podejściem jest przechowywanie w ten sam sposób kolumn. Pierwsze podejście zostało nazwane formatem wierszowym (ang. row-based), a drugie kolumnowym (ang. column-based). To, czy korzystasz z reprezentacji wierszowej czy kolumnowej, jest kwestią konwencji. Format wierszowy jest używany na przykład w języku programowania C, w Fortranie stosuje się dla odmiany reprezentację kolumnową. Sposób reprezentacji tablicy można ustalić w trakcie jej tworzenia lub zmiany kształtu za pomocą argumentu order. Wartość order='C' spowoduje zastosowanie reprezentacji wierszowej, a użycie parametru order='F' — formatu kolumnowego. Reprezentacja wierszowa to domyślny sposób przechowywania tablic w NumPy. Porządek kolumnowy lub wierszowy jest szczególnie istotny, gdy tablice są wykorzystywane w interfejsach do oprogramowania napisanego w C i Fortranie. Sytuacja taka często się zdarza w pracy z obliczeniami numerycznymi w Pythonie.


  Porządek wierszowy i kolumnowy to szczególne przypadki strategii wykorzystywanej do odwzorowywania indeksu używanego do adresowania elementu na przesunięcie w segmencie pamięci. Zasadniczo atrybut ndarray.strides określa dokładnie, w jaki sposób odbywa się to mapowanie. Atrybut strides jest krotką o długości równej liczbie osi (wymiarów) tablicy. Każda z wartości w tej krotce jest współczynnikiem, przez który podczas obliczania przesunięcia (w bajtach) dla danego wyrażenia indeksowego (odwołania do konkretnego elementu) mnożony jest indeks odpowiedniej osi.


  Rozważ przypadek macierzy A o reprezentacji wierszowej ('C') i wymiarach 2×3, której odpowiada dwuwymiarowa tablica z dwoma i trzema elementami wzdłuż, odpowiednio, pierwszego i drugiego wymiaru. Jeżeli typ znajdujących się w tej tablicy danych to int32, to każdy z jej elementów będzie zajmował 4 bajty, a cała tablica wykorzysta fragment pamięci o rozmiarze 24 bajtów (2 × 3 × 4). Atrybut strides dla tej tablicy będzie zatem równy (4 × 3, 4 × 1) = (12, 4), ponieważ każdy przyrost wartości m w odwołaniu A[n, m] przesuwa offset o jeden element lub 4 bajty. Podobnie każdy przyrost wartości n przesuwa offset o 3 pozycje lub 12 bajtów (drugi wymiar tablicy ma długość 3). Jeśli ta sama tablica byłaby przechowywana w porządku kolumnowym ('F'), atrybut strides miałby wartość (4, 8). Używanie atrybutu strides do opisywania mapowania indeksu na offset w pamięci to świetne rozwiązanie, ponieważ atrybut ten można wykorzystać do opisania różnych strategii mapowania. Wiele typowych operacji przeprowadzanych na tablicach, takich jak transpozycja, można zaimplementować po prostu przez zmianę wartości atrybutu strides, a tym samym wyeliminowanie potrzeby przenoszenia danych w pamięci. Operacje wymagające tylko zmiany tego atrybutu powodują powstanie nowych obiektów ndarray, które odwołują się do tych samych danych, co oryginalna tablica. Tablice takie są nazywane widokami (ang. views). Aby zwiększyć wydajność, podczas prowadzenia operacji na tablicach NumPy stara się tworzyć widoki, a nie kopiować dane. Ogólnie koncepcja ta jest dobra, ale należy pamiętać, że niektóre operacje tablicowe powodują powstawanie widoków, a nie nowych i niezależnych tablic. Modyfikacja takich widoków prowadzi również do zmian danych w oryginalnej tablicy. W dalszej części tego rozdziału zobaczysz kilka przykładów tego działania.


  Tworzenie tablic


  W poprzednim podrozdziale przyjrzeliśmy się klasie ndarray — podstawowej strukturze danych NumPy służącej do reprezentowania tablic, a także jej podstawowym atrybutom. W tym podrozdziale skupiam się na dostępnych w bibliotece NumPy funkcjach, które można wykorzystać do tworzenia obiektów tej klasy.


  W zależności od ich właściwości i konkretnego zastosowania jest wiele możliwości tworzenia tablic. Jak pokazałem wcześniej, jednym ze sposobów inicjalizacji obiektu klasy ndarray jest użycie funkcji np.array z argumentem będącym listą, którą można na przykład jawnie zdefiniować. Oczywiście metoda ta jest ograniczona jedynie do małych tablic. W wielu przypadkach konieczne jest wygenerowanie tablic zgodnie z jakąś regułą, na przykład tablic wypełnionych stałymi wartościami, rosnącymi liczbami całkowitymi, równomiernie rozmieszczonymi liczbami, wartościami losowymi itd. W innych może być konieczne utworzenie tablic na podstawie danych przechowywanych w jakimś pliku. Istnieje wiele różnorodnych potrzeb, a biblioteka NumPy zawiera kompleksowy zestaw funkcji służących do generowania tablic różnych typów. W tym podrozdziale przyjrzymy się bardziej szczegółowo wielu z nich. Aby zobaczyć listę wszystkich możliwości, zapoznaj się z podręcznikiem do NumPy lub z dokumentacją dostępną po wpisaniu help(np) albo skorzystaniu z funkcji autouzupełniania (po wpisaniu np. naciśnij tabulator). Przegląd często używanych funkcji generujących tablice znajdziesz w tabeli 2.3.


  Tabela 2.3. Popularne funkcje generujące tablice dostępne w NumPy


  
    
      
        	
          Nazwa funkcji

        

        	
          Opis działania

        
      


      
        	
          np.array

        

        	
          Tworzy tablicę, której elementy są przekazane w tablicopodobnym obiekcie — może to być na przykład (zagnieżdżona) lista, krotka czy sekwencja, po której można iterować (iterable), lub inna instancja ndarray.

        
      


      
        	
          np.zeros

        

        	
          Tworzy tablicę o określonych wymiarach i typie danych, wypełnioną zerami.

        
      


      
        	
          np.ones

        

        	
          Tworzy tablicę o określonych wymiarach i typie danych, zawierającą tylko jedynki.

        
      


      
        	
          np.diag

        

        	
          Tworzy macierz diagonalną z określonymi wartościami na przekątnej i zerami w innych miejscach.

        
      


      
        	
          np.arange

        

        	
          Tworzy tablicę z równomiernie rozmieszczonymi wartościami znajdującymi się pomiędzy określoną wartością początkową i końcową, z zadanym krokiem, o jaki należy zwiększać kolejne wartości.

        
      


      
        	
          np.linspace

        

        	
          Tworzy tablicę z równomiernie rozmieszczonymi wartościami znajdującymi się pomiędzy określoną wartością początkową i końcową z użyciem określonej liczby elementów.

        
      


      
        	
          np.logspace

        

        	
          Tworzy tablicę z wartościami, które są rozmieszczone logarytmicznie pomiędzy zadaną wartością początkową i końcową.

        
      


      
        	
          np.meshgrid

        

        	
          Generuje macierz siatki (i macierze siatek wyższego wymiaru) z jednowymiarowych wektorów zawierających współrzędne.

        
      


      
        	
          np.fromfunction

        

        	
          Tworzy tablicę i wypełnia ją wartościami określonymi przez zadaną funkcję, która jest ewaluowana dla każdej kombinacji indeksów z danego rozmiaru tablicy.

        
      


      
        	
          np.fromfile

        

        	
          Tworzy tablicę z danymi z pliku binarnego (lub tekstowego). NumPy zawiera również funkcję np.tofile, za pomocą której tablice NumPy mogą być przechowywane na dysku, a później odczytywane przy użyciu funkcji np.fomfile.

        
      


      
        	
          np.genfromtxt, np.loadtxt

        

        	
          Tworzy tablicę na podstawie danych wczytanych z pliku tekstowego, na przykład pliku zawierającego dane oddzielone przecinkami (CSV). Funkcja np.genfromtxt obsługuje również pliki z brakującymi wartościami.

        
      


      
        	
          np.random.rand

        

        	
          Generuje tablicę liczb losowych otrzymanych ze standardowego rozkładu normalnego. Inne typy rozkładów są dostępne w module np.random.

        
      

    
  


  Tablice utworzone na podstawie list i innych obiektów tablicopodobnych


  Z wykorzystaniem funkcji np.array można tworzyć tablice z list, wyrażeń iterowalnych i innych obiektów tablicopodobnych (takich jak inne instancje ndarray). Na przykład, aby utworzyć jednowymiarową tablicę z listy, wystarczy przekazać ją jako argument do funkcji np.array:


  
    In [32]: np.array([1, 2, 3, 4])

  


  
    Out[32]: array([ 1, 2, 3, 4])

  


  
    In [33]: data.ndim

  


  
    Out[33]: 1

  


  
    In [34]: data.shape

  


  
    Out[34]: (4,)

  


  Do utworzenia tablicy dwuwymiarowej zawierającej te same dane można użyć listy zagnieżdżonej:


  
    In [35]: np.array([[1, 2], [3, 4]])

  


  
    Out[35]: array([[1, 2],

  


  
                  [3, 4]])

  


  
    In [36]: data.ndim

  


  
    Out[36]: 2

  


  
    In [37]: data.shape

  


  
    Out[37]: (2, 2)

  


  Tablice wypełnione stałymi wartościami


  Funkcje np.zeros i np.ones tworzą i zwracają tablice wypełnione, odpowiednio, zerami i jedynkami. Jako pierwszy argument przyjmują one liczbę całkowitą lub krotkę opisujące liczbę elementów wzdłuż każdego z wymiarów. Na przykład, aby utworzyć tablicę 2×3 wypełnioną zerami i tablicę o długości 4 wypełnioną jedynkami, możesz skorzystać z poniższych wywołań:


  
    In [38]: np.zeros((2, 3))

  


  
    Out[38]: array([[ 0., 0., 0.],

  


  
                    [ 0., 0., 0.]])

  


  
    In [39]: np.ones(4)

  


  
    Out[39]: array([ 1., 1., 1., 1.])

  


  Podobnie jak inne funkcje generujące tablice, funkcje np.zeros i np.ones również przyjmują opcjonalny argument określający typ danych przechowywanych w tablicy. Domyślnie typem tym jest float64, można go jednak zmienić przez jawne wyspecyfikowanie argumentu dtype.


  
    In [40]: data = np.ones(4)

  


  
    In [41]: data.dtype

  


  
    Out[41]: dtype('float64')

  


  
    In [42]: data = np.ones(4, dtype=np.int64)

  


  
    In [43]: data.dtype

  


  
    Out[43]: dtype('int64')

  


  Tablicę wypełnioną dowolną stałą wartością można otrzymać przez utworzenie najpierw tablicy wypełnionej jedynkami, a następnie pomnożenie jej przez wybraną wartość wypełnienia. NumPy zawiera też funkcję np.full, która robi to samo w jednym kroku. Poniżej pokazano dwa sposoby tworzenia 10-elementowych tablic, które są inicjalizowane wartością 5,4. Oba sposoby dają ten sam wynik, ale zastosowanie np.full jest nieco bardziej wydajne, ponieważ pozwala uniknąć operacji mnożenia.


  
    In [44]: x1 = 5.4 * np.ones(10)

  


  
    In [45]: x2 = np.full(10, 5.4)

  


  Już istniejącą tablicę można także wypełnić stałymi wartościami za pomocą funkcji np.fill. Funkcja ta przyjmuje tablicę i wartość, a następnie ustawia wartości wszystkich elementów na zadaną w argumencie liczbę. Poniższe dwie metody tworzenia tablic dają zatem takie same wyniki:


  
    In [46]: x1 = np.empty(5)

  


  
    In [47]: x1.fill(3.0)

  


  
    In [48]: x1

  


  
    Out[48]: array([ 3., 3., 3., 3., 3.])

  


  
    In [49]: x2 = np.full(5, 3.0)

  


  
    In [50]: x2

  


  
    Out[50]: array([ 3., 3., 3., 3., 3.])

  


  W tym przykładzie użyto również funkcji np.empty, która generuje tablicę z niezainicjowanymi wartościami o zadanym rozmiarze. Funkcji tej należy używać jedynie wtedy, gdy inicjalizację wszystkich elementów można zagwarantować innymi środkami, takimi jak przejście pętlą po wszystkich elementach tablicy lub inne jawne przypisanie. Funkcja ta została opisana bardziej szczegółowo w dalszej części tego rozdziału.


  Tablice wypełnione rosnącymi wartościami


  W obliczeniach numerycznych bardzo często wykorzystuje się tablice zawierające wartości rozłożone równomiernie pomiędzy jakąś wartością początkową i końcową. NumPy zawiera dwie, podobne do siebie, funkcje do tworzenia takich tablic: np.arange i np.linspace. Obie funkcje przyjmują po trzy argumenty, przy czym pierwsze dwa to wartości początkowa i końcowa. Trzecim argumentem funkcji np.arange jest wartość, o jaką należy inkrementować kolejne elementy, a w przypadku np.linspace — łączna liczba elementów, jaka ma się znaleźć w tablicy.


  Na przykład, aby wygenerować tablice o wartościach od 1 do 10 z przyrostem 1, można skorzystać z jednego z następujących wywołań:


  
    In [51]: np.arange(0.0, 10, 1)

  


  
    Out[51]: array([ 0., 1., 2., 3., 4., 5., 6., 7., 8., 9.])

  


  
    In [52]: np.linspace(0, 10, 11)

  


  
    Out[52]: array([ 0., 1., 2., 3., 4., 5., 6., 7., 8., 9., 10.])

  


  Zauważ jednak, że rezultat otrzymany z np.arange nie zawiera wartości końcowej (10), a ten uzyskany z np.linspace — tak (zachowanie to można zmienić za pomocą opcjonalnego argumentu endpoint). To, czy użyć np.arange, czy np.linspace, jest w dużej mierze kwestią upodobań, ale zaleca się stosowanie np.linspace, gdy przyrost nie jest liczbą całkowitą.


  Tablice z wartościami rozmieszczonymi logarytmicznie


  Funkcja np.logspace jest podobna w działaniu do funkcji np.linspace. W przypadku np.logspace przyrosty pomiędzy kolejnymi elementami są rozłożone w sposób logarytmiczny, a pierwsze dwa argumenty to wykładniki potęg odnoszących się do wartości początkowej i końcowej (domyślnie podstawą potęgi jest 10, ale można to zmienić za pomocą argumentu base). Na przykład, aby wygenerować tablicę z logarytmicznie rozłożonymi wartościami znajdującymi się pomiędzy 1 i 100, możemy:


  
    In [53] np.logspace(0, 2, 5) # 5 punktów danych pomiędzy 10**0=1 i 10**2=100

  


  
    Out[53]: array([ 1. , 3.16227766, 10. , 31.6227766 , 100.])

  


  Tablice z siatkami współrzędnych


  Wielowymiarowe siatki współrzędnych można wygenerować za pomocą funkcji np.meshgrid. Dysponując dwiema jednowymiarowymi tablicami współrzędnych (tablicami zawierającymi zestaw współrzędnych wzdłuż danej osi), z użyciem funkcji np.meshgrid można wygenerować dwuwymiarową tablicę współrzędnych w pokazany poniżej sposób:


  
    In [54]: x = np.array([-1, 0, 1])

  


  
    In [55]: y = np.array([-2, 0, 2])

  


  
    In [56]: X, Y = np.meshgrid(x, y)

  


  
    In [57]: X

  


  
    Out[57]: array([[-1, 0, 1],

  


  
                   [-1, 0, 1],

  


  
                   [-1, 0, 1]])

  


  
    In [58]: Y

  


  
    Out[58]: array([[-2, -2, -2],

  


  
                    [ 0,  0,  0],

  


  
                    [ 2,  2,  2]])

  


  Typowym przypadkiem użycia, w którym mają zastosowanie dwuwymiarowe tablice współrzędnych, takie jak X i Y z powyższego przykładu, jest obliczanie wartości funkcji dwóch zmiennych x i y. Otrzymany rezultat można wykorzystać do stworzenia wykresu takiej funkcji (na przykład wykresu konturowego lub wykresu typu colormap). Na przykład tablice współrzędnych X i Y można zastosować do obliczenia wartości wyrażenia (x+y)2 dla wszystkich kombinacji wartości z tablic x i y z poprzedniego przykładu:


  
    In [59]: Z = (X + Y) ** 2

  


  
    In [60]: Z

  


  
    Out[60]: array([[9, 4, 1],

  


  
                    [1, 0, 1],

  


  
                    [1, 4, 9]])

  


  Przez przekazanie większej liczby tablic do funkcji np.meshgrid można także generować tablice współrzędnych wyższych wymiarów. Alternatywnie, z użyciem nieco innej składni, opartej na obiektach indeksujących i wycinających (ang. slicing objects), do generowania takich tablic można również wykorzystać funkcje np.mgrid i np.ogrid. Szczegółowe informacje, jak to zrobić, możesz znaleźć w ich dokumentacji lub w dokumentacji NumPy.


  Tworzenie niezainicjalizowanych tablic


  Do utworzenia tablicy o określonym rozmiarze i typie przechowywanych danych bez inicjalizowania wartości znajdujących się w niej elementów można użyć funkcji np.empty. Zaletą zastosowania tej funkcji, w porównaniu z na przykład np.zeros (która tworzy tablicę wypełnioną zerami), jest możliwość pominięcia etapu inicjalizacji. Jeżeli się zagwarantuje, że wszystkie elementy zostaną zainicjalizowane w dalszej części programu, użycie tej funkcji może zaoszczędzić trochę czasu, szczególnie podczas pracy z dużymi tablicami. Poniższy przykład ilustruje działanie funkcji np.empty:


  
    In [61]: np.empty(3, dtype=np.float)

  


  
    Out[61]: array([ 1.28822975e-231, 1.28822975e-231, 2.13677905e-314])

  


  Utworzono w nim nową tablicę zawierającą trzy elementy typu float. Nie ma gwarancji, że elementy te mają określone wartości, a przechowywane liczby będą się od czasu do czasu zmieniać. Z tego powodu ważne jest zainicjalizowanie wszystkich wartości przed pierwszym użyciem tablicy. W przeciwnym razie mogą się pojawić nieprzewidziane błędy. Często się zdarza, że funkcja np.zeros jest bezpieczniejszą alternatywą dla np.empty, dlatego też, jeżeli wzrost wydajności nie jest absolutnie niezbędny, lepiej skorzystać z np.zeros, aby zminimalizować prawdopodobieństwo wystąpienia subtelnych i trudnych do odtworzenia błędów spowodowanych pozostawieniem w tablicy zwróconej przez np.empty niezainicjowanych wartości.


  Tworzenie tablic o cechach innych tablic


  Często konieczne jest tworzenie nowych tablic, które współdzielą niektóre cechy, takie jak kształt i typ danych, z inną tablicą. NumPy zapewnia w tym celu rodzinę funkcji: np.ones_like, np.zeros_like, np.full_like i np.empty_like. Typowy przypadek użycia to funkcja, która przyjmuje jako argumenty tablice nieokreślonego typu i wielkości i wymaga działających tablic tego samego typu i rozmiaru. Schemat takiej sytuacji przedstawiono poniżej:


  
    def f(x):

  


  
        y = np.ones_like(x)

  


  
        # Jakieś obliczenia z użyciem x i y

  


  
        return y

  


  W pierwszym wierszu ciała tej funkcji tworzona jest przy użyciu funkcji np.ones_like nowa tablica y. Wywołanie to zwraca tablicę o tym samym rozmiarze i typie danych co x, wypełnioną jedynkami.


  Tworzenie macierzy


  Macierze, lub inaczej tablice dwuwymiarowe, to ważny przypadek tablic, często wykorzystywany w obliczeniach numerycznych. NumPy zapewnia funkcje służące do generowania często używanych macierzy. Na szczególną uwagę zasługuje funkcja np.identity, która zwraca macierz kwadratową z jedynkami na przekątnej i zerami w innych miejscach:


  
    In [62]: np.identity(4)

  


  
    Out[62]: array([[ 1., 0., 0., 0.],

  


  
                    [ 0., 1., 0., 0.],

  


  
                    [ 0., 0., 1., 0.],

  


  
                    [ 0., 0., 0., 1.]])

  


  Bardzo podobnie działa funkcja numpy.eye, która zwraca macierz z jedynkami na przekątnej (z opcjonalnym offsetem). Jej działanie pokazano w poniższym przykładzie, w którym tworzone są macierze o niezerowych diagonalnych, zlokalizowanych, odpowiednio, powyżej i poniżej głównej przekątnej:


  
    In [63]: np.eye(3, k=1)

  


  
    Out[63]: array([[ 0., 1., 0.],

  


  
                    [ 0., 0., 1.],

  


  
                    [ 0., 0., 0.]])

  


  
    In [64]: np.eye(3, k=-1)

  


  
    Out[64]: array([[ 0., 0., 0.],

  


  
                    [ 1., 0., 0.],

  


  
                    [ 0., 1., 0.]])

  


  Aby utworzyć macierz zawierającą na przekątnej zawartość dowolnej jednowymiarowej tablicy, można skorzystać z funkcji np.diag (która przyjmuje również opcjonalny argument k, określający przesunięcie diagonalnej w stosunku do głównej przekątnej):


  
    In [65]: np.diag(np.arange(0, 20, 5))

  


  
    Out[65]: array([[0, 0, 0, 0],

  


  
                    [0, 5, 0, 0],

  


  
                    [0, 0, 10, 0],

  


  
                    [0,  0,  0, 15]])

  


  W powyższym przykładzie do funkcji np.arange przekazano trzeci argument, który określa krok stosowany w obliczaniu wartości elementów zwracanych przez tę funkcję). Wynikowa tablica zawiera zatem wartości [0, 5, 10, 15], które są następnie wstawiane do przekątnej macierzy tworzonej przez funkcję np.diag.


  Indeksowanie i zakresy


  Dostęp do poszczególnych elementów i podtablic tablic NumPy można uzyskać za pomocą standardowej notacji w nawiasach kwadratowych, stosowanej również w pracy z listami. Wewnątrz nawiasu kwadratowego w zależności od sposobu wyboru elementu można stosować różne formy indeksów. Zasadniczo wyrażenie umieszczane w nawiasie to krotka, w której każdy element określa, w jaki sposób wybrać elementy z każdej z osi (wymiarów) tablicy.


  Tablice jednowymiarowe


  W przypadku jednej osi do wybierania pojedynczych elementów służą pojedyncze wartości liczbowe, natomiast do wybierania zakresów i sekwencji stosuje się tak zwane slices (wycinki). Całkowite wartości dodatnie są wykorzystywane do indeksowania elementów, licząc od początku tablicy (indeks rozpoczyna się od 0), a ujemne do indeksowania elementów od końca, gdzie ostatni element oznaczono za pomocą –1, przedostatni –2 itd.


  Zakres określa się za pomocą notacji z :, która jest stosowana również w przypadku list. W tej notacji zakres rozpoczynający się od m-tego elementu i kończący się na elemencie n–1 można otrzymać za pomocą wyrażenia m:n (zwróć uwagę, że n-ty element nie jest uwzględniany). Zakres m:n można również zapisać dokładniej jako m:n:1. W zapisie tym cyfra 1 oznacza, że wybierany jest każdy element. Do wyboru co drugiego można użyć sekwencji m:n:2, a aby wybrać co k-ty element, można użyć m:n:k itd. Jeżeli k jest ujemne, elementy są zwracane w odwrotnej kolejności, począwszy od m do n+1 (oznacza to, że w tym przypadku m musi być większe niż n). Przegląd operacji indeksowania i działania na zakresach dla tablic NumPy zawiera tabela 2.4.


  Tabela 2.4. Przykłady indeksowania i korzystania z zakresów z użyciem tablic NumPy


  
    
      
        	
          Wyrażenie

        

        	
          Opis

        
      


      
        	
          a[m]

        

        	
          Zwraca m-ty element tablicy, gdzie m jest liczbą całkowitą (dla pierwszego elementu tablicy m=0).

        
      


      
        	
          a[-m]

        

        	
          Zwraca m-ty element od końca listy, gdzie m jest liczbą całkowitą. Ostatni element na liście jest adresowany jako –1, od drugiego do ostatniego elementu jako –2 itd.

        
      


      
        	
          a[m:n]

        

        	
          Zwraca elementy o indeksach od m do n–1 (m i n są liczbami całkowitymi).

        
      


      
        	
          a[:] lub a[0:-1]

        

        	
          Zwraca wszystkie elementy z danej osi (danego wymiaru).

        
      


      
        	
          a[:n]

        

        	
          Zwraca wszystkie elementy o indeksach od 0 do n–1 (n jest liczbą całkowitą).

        
      


      
        	
          a[m:] lub a[m:-1]

        

        	
          Zwraca elementy o indeksach większych lub równych m (m jest liczbą całkowitą).

        
      


      
        	
          a[m:n:p]

        

        	
          Zwraca elementy o indeksach od m do n–1 z krokiem p.

        
      


      
        	
          a[::-1]

        

        	
          Zwraca wszystkie elementy tablicy w odwrotnej kolejności.

        
      

    
  


  Poniższe przykłady przedstawiają operacje indeksowania i wykorzystanie zakresów do tablic NumPy. Na początek rozważ tablicę jednowymiarową, która zawiera sekwencję liczb całkowitych od 0 do 10:


  
    In [66]: a = np.arange(0, 11)

  


  
    In [67]: a

  


  
    Out[67]: array([ 0, 1, 2, 3, 4, 5, 6, 7, 8, 9, 10])

  


  Zauważ, że wartość końcowa (11) nie została uwzględniona w wynikowej tablicy. Aby wybrać określone elementy z tej tablicy, na przykład pierwszy, ostatni i piąty, możesz zastosować indeksowanie z użyciem liczb całkowitych:


  
    In [68]: a[0]  # Pierwszy element 

  


  
    Out[68]: 0

  


  
    In [69]: a[-1] # Ostatni element

  


  
    Out[69]: 10

  


  
    In [70]: a[4]  # Piąty element (dostępny pod indeksem 4)

  


  
    Out[70]: 4

  


  Aby wybrać każdy i co drugi element z jakiegoś zakresu, powiedzmy od drugiego do przedostatniego, można skorzystać z:


  
    In [71]: a[1:-1]

  


  
    Out[71]: array([1, 2, 3, 4, 5, 6, 7, 8, 9])

  


  
    In [72]: a[1:-1:2]

  


  
    Out[72]: array([1, 3, 5, 7, 9])

  


  Aby wybrać pierwsze pięć i ostatnie pięć elementów z tablicy, można skorzystać z zakresów :5 i –5:. Takie odwołanie będzie poprawne, ponieważ jeżeli wartość m lub n zostanie pominięta w zakresie m:n, to domyślnie zamiast niej zastosowana zostanie, odpowiednio, wartość początku lub końca.


  
    In [73]: a[:5]

  


  
    Out[73]: array([0, 1, 2, 3, 4])

  


  
    In [74]: a[-5:]

  


  
    Out[74]: array([6, 7, 8, 9, 10])

  


  Aby odwrócić tablicę i wybrać tylko co drugą wartość, możemy skorzystać z odwołania ::-2, tak jak pokazano w poniższym przykładzie:


  
    In [75]: a[::-2]

  


  
    Out[75]: array([10, 8, 6, 4, 2, 0])

  


  Tablice wielowymiarowe


  W przypadku tablic wielowymiarowych, opisanych w poprzednim punkcie, metody wyboru można zastosować dla każdej z osi (dla każdego wymiaru). W rezultacie zwrócona zostanie zredukowana tablica, w której każdy element pasuje do podanych reguł wyboru. Aby zapoznać się z konkretnym przykładem, rozważ następującą tablicę dwuwymiarową:


  
    In [76]: f = lambda m, n: n + 10 * m

  


  
    In [77]: A = np.fromfunction(f, (6, 6), dtype=int)

  


  
    In [78]: A

  


  
    Out[78]: array([[ 0, 1, 2, 3, 4, 5],

  


  
                    [10, 11, 12, 13, 14, 15],

  


  
                    [20, 21, 22, 23, 24, 25],

  


  
                    [30, 31, 32, 33, 34, 35],

  


  
                    [40, 41, 42, 43, 44, 45],

  


  
                    [50, 51, 52, 53, 54, 55]])

  


  Wiersze i kolumny z tej tablicy można wyekstrahować przez użycie połączenia indeksów liczbowych i zakresów:


  
    In [79]: A[:, 1] # Druga kolumna

  


  
    Out[79]: array([ 1, 11, 21, 31, 41, 51])

  


  
    In [80]: A[1, :] # Drugi wiersz

  


  
    Out[80]: array([10, 11, 12, 13, 14, 15])

  


  Przez podanie zakresu dla każdego z wymiarów tablicy można otrzymać podtablicę (lub, w przypadku dwuwymiarowym, podmacierze):


  
    In [81]: A[:3, :3] # Macierz zawierająca lewą górną ćwiartkę macierzy A

  


  
    Out[81]: array([[ 0,  1,  2],

  


  
                    [10, 11, 12],

  


  
                    [20, 21, 22]])

  


  
    In [82]: A[3:, :3] # Macierz zawierająca lewą dolną ćwiartkę macierzy A

  


  
    Out[82]: array([[30, 31, 32],

  


  
                    [40, 41, 42],

  


  
                    [50, 51, 52]])

  


  Zastosowanie odstępów pomiędzy elementami różnych od 1 pozwala uzyskać podmacierze złożone z niesąsiadujących ze sobą elementów:


  
    In [83]: A[::2, ::2] # Co drugi element począwszy od elementu [0, 0]

  


  
    Out[83]: array([[ 0,  2,  4],

  


  
                    [20, 22, 24],

  


  
                    [40, 42, 44]])

  


  
    In [84]: A[1::2, 1::3] # Elementy z co drugiego wiersza i co trzeciej kolumny począwszy od elementu [1, 1]

  


  
    Out[84]: array([[11, 14],

  


  
                    [31, 34],

  


  
                    [51, 54]])

  


  Możliwość wyodrębnienia podzbiorów danych z tablic wielowymiarowych to prosta, ale mająca wiele zastosowań w przetwarzaniu danych funkcjonalność.


  Widoki


  Podtablice, wyodrębniane z tablic przy użyciu operatora zakresu, tworzą alternatywne widoki (ang. views) prezentujące te same dane tablicowe. Są to więc tablice odwołujące się do tych samych obszarów pamięci, co oryginalna tablica, od której różnią się tylko inną wartością atrybutu stride. Gdy elementom w widoku zostaną przypisane nowe wartości, wartości w oryginalnej tablicy również zostaną zmienione. Na przykład:


  
    In [85]: B = A[1:5, 1:5]

  


  
    In [86]: B

  


  
    Out[86]: array([[11, 12, 13, 14],

  


  
                    [21, 22, 23, 24],

  


  
                    [31, 32, 33, 34],

  


  
                    [41, 42, 43, 44]])

  


  
    In [87]: B[:, :] = 0

  


  
    In [88]: A

  


  
    Out[88]: array([[ 0, 1, 2, 3, 4, 5],

  


  
                    [10,  0,  0,  0,  0, 15],

  


  
                    [20,  0,  0,  0,  0, 25],

  


  
                    [30,  0,  0,  0,  0, 35],

  


  
                    [40,  0,  0,  0,  0, 45],

  


  
                    [50, 51, 52, 53, 54, 55]])

  


  W tym przykładzie przypisywanie nowych wartości do elementów tablicy B, będącej podtablicą tablicy A, powoduje również zmiany w tablicy A (obie tablice odnoszą się do tych samych danych w pamięci). Wyodrębnianie podtablic w postaci widoków, a nie nowych i niezależnych tablic, eliminuje potrzebę kopiowania danych i poprawia wydajność. W przypadku gdy zamiast widoku potrzebna jest kopia, widok można powielić z wykorzystaniem metody copy instancji ndarray:


  
    In [89]: C = B[1:3, 1:3].copy()

  


  
    In [90]: C

  


  
    Out[90]: array([[0, 0],

  


  
                    [0, 0]])

  


  
    In [91]: C[:, :] = 1 # Zmiana wartości w C nie wpływa na zawartość B, ponieważ C jest kopią widoku B[1:3, 1:3]

  


  
    In [92]: C

  


  
    Out[92]: array([[1, 1],

  


  
                    [1, 1]])

  


  
    In [93]: B

  


  
    Out[93]: array([[0, 0, 0, 0],

  


  
                    [0, 0, 0, 0],

  


  
                    [0, 0, 0, 0],

  


  
                    [0, 0, 0, 0]])

  


  Zamiast atrybutu copy z klasy ndarray do skopiowania tablicy można także użyć funkcji np.copy lub funkcji np.array z argumentem copy=True.


  Indeksowanie logiczne i fancy indexing


  W poprzednim punkcie omówiłem indeksowanie tablic z użyciem liczb całkowitych i zakresów, umożliwiające wyodrębnianie poszczególnych elementów lub elementów znajdujących się w jakimś zakresie. NumPy zapewnia również wygodną metodę indeksowania tablic zwaną fancy indexing (wymyślne indeksowanie). Metoda ta daje możliwość indeksowania tablicy inną tablicą, listą lub sekwencją liczb całkowitych wskazujących, które z elementów mają zostać wybrane. Abyś lepiej zrozumiał tę koncepcję, przyjrzyj się poniższemu przykładowi. Na początek tworzę tablicę zawierającą 11 liczb zmiennoprzecinkowych, a następnie, aby wyodrębnić elementy znajdujące się na zerowej, drugiej i czwartej pozycji, indeksuję ją inną tablicą i listą:


  
    In [94]: A = np.linspace(0, 1, 11)

  


  
    Out[94]: array([ 0. , 0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9, 1. ])

  


  
    In [95]: A[np.array([0, 2, 4])]

  


  
    Out[95]: array([ 0. , 0.2, 0.4])

  


  
    In [96]: A[[0, 2, 4]] # Ten sam efekt można uzyskać z wykorzystaniem listy

  


  
    Out[96]: array([ 0. , 0.2, 0.4])

  


  Pokazaną metodę można zastosować wzdłuż każdej osi (każdego wymiaru) tablicy wielowymiarowej. Elementy tablicy lub listy używanej do indeksowania muszą być liczbami całkowitymi.


  Innym sposobem na indeksowanie tablic NumPy jest użycie tablicy zawierającej wartości logiczne. Wartości jej elementów (True lub False) decydują o wyborze elementu znajdującego się pod tym samym indeksem. Oznacza to, że jeżeli n-ty element w tablicy wartości logicznych ma wartość True, to z tablicy podlegającej indeksowaniu wybierany jest element znajdujący się na n-tej pozycji. W przeciwnym razie (wartość False) element ten zostaje pominięty. Ta metoda przydaje się podczas filtrowania zawartości tablicy. Na przykład, aby wybrać wszystkie elementy z tablicy A (zdefiniowanej w poprzednim przykładzie), których wartości są większe od 0,5, możesz użyć następującej kombinacji operatora porównania zastosowanego na tablicy NumPy i indeksowania z użyciem tablicy zawierającej wartości logiczne:


  
    In [97]: A > 0.5

  


  
    Out[97]: array([False, False, False, False, False, False, True, True, True,

  


  
             True, True], dtype=bool)

  


  
    In [98]: A[A > 0.5]

  


  
    Out[98]: array([ 0.6, 0.7, 0.8, 0.9, 1. ])

  


  W odróżnieniu od tablic utworzonych za pomocą zakresów, tablice utworzone z użyciem fancy indexing i indeksowania z wykorzystaniem tablic wartości logicznych nie są widokami, a nowymi niezależnymi tablicami. Niemniej jednak istnieje możliwość przypisania wartości do elementów wybranych w ten sposób:


  
    In [99]: A = np.arange(10)

  


  
    In [100]: indices = [2, 4, 6]

  


  
    In [101]: B = A[indices]

  


  
    In [102]: B[0] = -1 # To przypisanie nie wpływa na wartości w A

  


  
    In [103]: A

  


  
    Out[103]: array([0, 1, 2, 3, 4, 5, 6, 7, 8, 9])

  


  
    In [104]: A[indices] = -1 # To przypisanie wpływa na wartości w A

  


  
    In [105]: A

  


  
    Out[105]: array([ 0, 1, -1, 3, -1, 5, -1, 7, 8, 9])

  


  W przypadku indeksowania logicznego sytuacja wygląda podobnie:


  
    In [106]: A = np.arange(10)

  


  
    In [107]: B = A[A > 5]

  


  
    In [108]: B[0] = -1 # To przypisanie nie wpływa na wartości w A

  


  
    In [109]: A

  


  
    Out[109]: array([0, 1, 2, 3, 4, 5, 6, 7, 8, 9])

  


  
    In [110]: A[A > 5] = -1 # To przypisanie wpływa na wartości w A

  


  
    In [111]: A

  


  
    Out[111]: array([ 0, 1, 2, 3, 4, 5, -1, -1, -1, -1])

  


  Wizualne podsumowanie różnych metod indeksowania jest pokazane na rysunku 2.1. Zauważ, że każdą z przedstawionych metod indeksowania można zastosować niezależnie na każdym z wymiarów tablicy.


  [image: Obraz2939.PNG]


  Rysunek 2.1. Wizualne podsumowanie metod indeksowania tablic w NumPy. Każdy z diagramów przedstawia tablicę 4×4; ciemniejszym kolorem oznaczono elementy wybrane przez wyrażenie indeksujące zapisane nad każdym diagramem


  Zmiany kształtu i rozmiaru


  W pracy z danymi tabelarycznymi często przydaje się możliwość zmiany układu znajdujących się w nich danych i sposobu ich interpretacji. Na przykład możesz chcieć przedstawić macierz N×N w postaci wektora (o długości N2) lub ustawić kilka jednowymiarowych tablic obok siebie (lub jedna nad drugą), tak aby tworzyły macierz. Biblioteka NumPy zawiera bogaty zestaw funkcji umożliwiający wykonanie takich manipulacji. Tabela 2.5 zawiera przegląd wybranych funkcji tego typu.


  Zmiana kształtu (atrybutu Shape) tablicy nie wymaga modyfikowania jej zawartości, ponieważ operacja taka zmienia tylko sposób interpretacji danych przez zmianę wartości atrybutu strides. Przykładem tego typu operacji jest zamiana tablicy 2×2 (macierzy) na tablicę 1×4 (wektor). Do zmiany sposobu interpretacji danych znajdujących się w tablicy NumPy można zastosować metodę reshape z klasy ndarray lub funkcję np.reshape, która jako argumenty przyjmuje tablicę oraz jej nowy kształt:


  
    In [112]: data = np.array([[1, 2], [3, 4]])

  


  
    In [113]: np.reshape(data, (1, 4))

  


  
    Out[113]: array([[1, 2, 3, 4]])

  


  
    In [114]: data.reshape(4)

  


  
    Out[114]: array([1, 2, 3, 4])

  


  Tabela 2.5. Przegląd oferowanych przez NumPy funkcji umożliwiających zmianę kształtu i rozmiaru tablic


  
    
      
        	
          Funkcja/metoda

        

        	
          Opis

        
      


      
        	
          np.reshape, np.ndarray.reshape

        

        	
          Zmiana kształtu N-wymiarowej tablicy. Całkowita liczba elementów musi pozostać taka sama.

        
      


      
        	
          np.ndarray.flatten

        

        	
          Tworzy jednowymiarową kopię N-wymiarowej tablicy.

        
      


      
        	
          np.ravel, np.ndarray.ravel

        

        	
          Tworzy jednowymiarowy widok (jeżeli to niemożliwe, powstaje kopia) N-wymiarowej tablicy.

        
      


      
        	
          np.squeeze

        

        	
          Usuwa osie (wymiary) o długości 1.

        
      


      
        	
          np.expand_dims, np.newaxis

        

        	
          Dodaje do tablicy nową oś (wymiar) o długości 1, np.newaxis stosuje się wewnątrz wyrażenia indeksowego.

        
      


      
        	
          np.transpose, np.ndarray.transpose, np.ndarray.T

        

        	
          Transponuje tablicę. Operacja transpozycji odpowiada zamianie (w ogólności permutacji) osi.

        
      


      
        	
          np.hstack

        

        	
          Układa ciąg tablic w stos (poziomo, wzdłuż osi 1). Na przykład, gdy argumentem jest lista wektorów kolumnowych, zostaną one połączone w macierz, w której każdy wektor będzie stanowił jedną kolumnę.

        
      


      
        	
          np.vstack

        

        	
          Układa ciąg tablic pionowo (wzdłuż osi 0). Na przykład, gdy argumentem jest lista wektorów wierszowych, zostaną one połączone w macierz, w której każdy wektor będzie stanowił jeden wiersz.

        
      


      
        	
          np.dstack

        

        	
          Układa tablice w stosy wzdłuż trzeciego wymiaru (wzdłuż osi 2).

        
      


      
        	
          np.concatenate

        

        	
          Tworzy nową tablicę przez dodanie do siebie tablic (jednej za drugą) wzdłuż zadanej osi.

        
      


      
        	
          np.resize

        

        	
          Zmienia rozmiar tablicy. Tworzy nową kopię oryginalnej tablicy o żądanym rozmiarze. W razie potrzeby wartości z pierwotnej tablicy zostaną powtórzone, tak aby wypełnić całą zawartość nowej tablicy.

        
      


      
        	
          np.append

        

        	
          Dodaje zadany element do tablicy. W efekcie powstanie nowa kopia tablicy.

        
      


      
        	
          np.insert

        

        	
          Wstawia nowy element w zadanej pozycji. W efekcie powstanie nowa kopia tablicy.

        
      


      
        	
          np.delete

        

        	
          Usuwa element z danej pozycji. W efekcie powstanie nowa kopia tablicy.

        
      

    
  


  Konieczne jest, aby nowy kształt tablicy odpowiadał liczbie znajdujących się w niej elementów. Jak pokazano powyżej, liczba wymiarów w nowej tablicy może być inna. Pierwsza pokazana na powyższym listingu tablica ma dwa wymiary i kształt (1, 4), natomiast druga to jednowymiarowy wektor o kształcie (4,). Powyższy przykład pokazuje też dwa sposoby, w jakie można przeprowadzić operację zmiany kształtu tablicy: za pomocą funkcji np.reshape i metody reshape z klasy ndarray. Zauważ, że zmiana kształtu tablicy powoduje powstanie nowego widoku, a nie jej kopii. W przypadku gdy potrzebna jest niezależna kopia rezultatu, otrzymany widok należy jawnie skopiować (z wykorzystaniem na przykład funkcji np.copy).


  Funkcja np.ravel (i odpowiadająca jej metoda z klasy ndarray) to specjalny przypadek operacji zmiany kształtu, powodujący spłaszczenie tablicy do jednowymiarowego wektora o długości odpowiadającej liczbie elementów oryginalnej tablicy. Metoda flatten z ndarray działa w ten sam sposób, ale zamiast widoku zwraca nową kopię tablicy.


  
    In [115]: data = np.array([[1, 2], [3, 4]])

  


  
    In [116]: data

  


  
    Out[116]: array([[1, 2],

  


  
                     [3, 4]])

  


  
    In [117]: data.flatten()

  


  
    Out[117]: array([ 1, 2, 3, 4])

  


  
    In [118]: data.flatten().shape

  


  
    Out[118]: (4,)

  


  Podczas gdy np.ravel i np.flatten zamieniają tablice w jednowymiarowe wektory, możliwe jest również wprowadzenie do tablicy nowych osi. Można to zrobić z wykorzystaniem funkcji np.reshape lub za pomocą notacji indeksującej i słowa kluczowego np.newaxis. W poniższym przykładzie dysponuję jednowymiarową tablicą data, która zazwyczaj powinna być indeksowana z użyciem krotki zawierającej jeden element. Jeżeli jednak podczas indeksowania zastosuję dłuższą krotkę, zawierającą wartość np.newaxis na pozycjach odpowiadających kolejnym wymiarom, otrzymam tablicę ze zwiększoną liczbą osi:


  
    In [119]: data = np.arange(0, 5)

  


  
    In [120]: column = data[:, np.newaxis]

  


  
    In [121]: column

  


  
    Out[121]: array([[0],

  


  
                     [1],

  


  
                     [2],

  


  
                     [3],

  


  
                     [4]])

  


  
    In [122]: row = data[np.newaxis, :]

  


  
    In [123]: row

  


  
    Out[123]: array([[0, 1, 2, 3, 4]])

  


  Do dodania do tablicy nowych wymiarów można również zastosować funkcję np.expand_dims, odpowiednikiem pokazanego w poprzednim przykładzie wyrażenia data[:, np.newaxis] jest wywołanie np.expand_dims(data, axis = 1), wywołaniu data[np.newaxis,:] odpowiada zaś np.expand_dims(data, axis = 0). W wywołaniach tych argument axis określa położenie nowej osi względem już istniejących.


  Dotychczas omówiłem jedynie metody zmiany kształtu tablic w sposób, który nie wpływa na ułożenie danych w pamięci. We wcześniejszej części tego rozdziału przyjrzeliśmy się również sposobom otrzymywania podtablic z użyciem różnych technik indeksowania. Oprócz zmiany kształtu i wybierania podtablic często konieczne jest łączenie ze sobą tablic w większe struktury. Potrzeba otrzymania wielowymiarowej tablicy (na przykład macierzy) może się pojawić chociażby podczas scalania ze sobą danych otrzymanych w wyniku osobnych obliczeń lub podczas łączenia rożnych danych pomiarowych. Do tego celu można wykorzystać funkcję np.vstack, umożliwiającą łączenie w pionie, na przykład wierszy w macierz, i np.hstack, pozwalającą na łączenie w poziomie, na przykład tworzenie macierzy z kolumn. Funkcja np.concatenate oferuje podobne możliwości, ale wymaga podania argumentu axis, określającego, wzdłuż której osi tablicy ma nastąpić konkatenacja.


  Kształt przekazywanych do funkcji np.hstack, np.vstack i np.concatenate tablic wpływa na kształt rezultatu. Wyobraź sobie następującą sytuację. Dysponujesz jednowymiarowymi tablicami danych, które chcesz połączyć ze sobą w pionie, tak aby uzyskać macierz, w której wiersze będą się składać z jednowymiarowych tablic. Do tego celu możesz użyć funkcji np.vstack:


  
    In [124]: data = np.arange(5)

  


  
    In [125]: data

  


  
    Out[125]: array([0, 1, 2, 3, 4])

  


  
    In [126]: np.vstack((data, data, data))

  


  
    Out[126]: array([[0, 1, 2, 3, 4],

  


  
                     [0, 1, 2, 3, 4],

  


  
                     [0, 1, 2, 3, 4]])

  


  Gdyby zależało Ci na połączeniu tablic w poziomie, tak aby otrzymać macierz, w której wektory stanowiłyby kolumny, zapewne spróbowałbyś skorzystać z funkcji np.hstack:


  
    In [127]: data = np.arange(5)

  


  
    In [128]: data

  


  
    Out[128]: array([0, 1, 2, 3, 4])

  


  
    In [129]: np.hstack((data, data, data))

  


  
    Out[129]: array([0, 1, 2, 3, 4, 0, 1, 2, 3, 4, 0, 1, 2, 3, 4])

  


  Funkcja ta rzeczywiście łączy ze sobą tablice w poziomie, ale nie w oczekiwany przez Ciebie sposób. Aby funkcja np.hstack potraktowała przekazane jej tablice jako kolumny i odpowiednio je ustawiła, musisz najpierw przekształcić te jednowymiarowe tablice, których kształt to (5,), na dwuwymiarowe obiekty, dla których parametr Shape ma wartość (1, 5). Jak wspomniałem, nową oś można wprowadzić przez indeksowanie tablicy za pomocą np.newaxis:


  
    In [130]: data = data[:, np.newaxis]

  


  
    In [131]: np.hstack((data, data, data))

  


  
    Out[131]: array([[0, 0, 0],

  


  
                     [1, 1, 1],

  


  
                     [2, 2, 2],

  


  
                     [3, 3, 3],

  


  
                     [4, 4, 4]])

  


  Działanie funkcji łączących tablice w pionie i poziomie, a także zachowanie np.concatenate są najbardziej przewidywalne, gdy łączenie następuje wzdłuż osi o długości jeden i gdy łączone tablice mają taką samą liczbę wymiarów jak tablica wynikowa.


  Liczba elementów przechowywanych w tablicy NumPy nie może zostać zmieniona po jej utworzeniu. W przypadku wstawiania, dołączania i usuwania elementów, na przykład za pomocą funkcji np.append, np.insert i np.delete, następuje utworzenie nowej tablicy i skopiowanie elementów. Użycie tych funkcji do zwiększenia lub zmniejszenia rozmiaru tablicy może być kuszące, ale ze względu na narzut związany z koniecznością utworzenia nowych tablic i przekopiowania danych dobrym pomysłem jest utworzenie już na początku tablic o rozmiarze, którego nie będzie trzeba później zmieniać.


  Wyrażenia zwektoryzowane


  Przechowywanie danych liczbowych w tablicach ma na celu umożliwienie ich przetwarzania z użyciem zwięzłych zwektoryzowanych wyrażeń reprezentujących operacje wsadowe wykonywane na wszystkich elementach znajdujących się w tablicach. Korzystanie z wyrażeń zwektoryzowanych eliminuje potrzebę jawnego użycia wielu pętli for. W efekcie powstaje prostszy i łatwiejszy w utrzymaniu kod o wyższej wydajności. W NumPy znajdziesz implementacje zwektoryzowanych funkcji i operacji, których działanie odpowiada najbardziej podstawowym funkcjom i operacjom matematycznym. Wiele z tych funkcji i operacji działa na poszczególnych elementach tablic. Operacje binarne wymagają, aby wymiary wszystkich tablic w wyrażeniu miały odpowiedni rozmiar. W tym przypadku oznacza to, że zmienne w wyrażeniu reprezentują albo skalary, albo tablice o tym samym rozmiarze i kształcie. W ogólności operacja binarna obejmująca dwie tablice jest dobrze zdefiniowana, jeżeli 
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In [11]: import matplotlib.pyplot as plt
import numpy as np
from scipy import stats

def f(mu):
X = stats.norm(loc=mu, scale=np.sqrt(mu))
N = stats.poisson(mu)
x = np.linspace(@, X.ppf(0.999))
n = np.arange(@, x[-1])

fig, ax = plt.subplots()

ax.plot(x, X.pdf(x), color='black', lw=2, label="Rozktad normalny ($\mu=%d, \sigma~2=%d$)" % (mu, mu))
ax.bar(n, N.pmf(n), align='edge', label=r"Rozktad Poissona ($\lambda=%d$)" % mu)

ax.set_ylim(@, X.pdf(x).max() * 1.25)

ax.legend(loc=1, ncol=1)

plt.close(fig)

return fig

In [12]: from ipywidgets import interact
import ipywidgets as widgets

In [13]: interact(f, mu=widgets.FloatSlider(min=1.0, max=20.0, step=1.0));
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In [8]:

In [9]:
Out[9]:

class HTMLDisplayer(object):
def __init__(self, code):
self.code = code

def _repr_html_(self):
return self.code

HTMLDisplayer(s)
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matplotlib 3.13
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In [1]: from IPython.display import display, Image, HTML, Math

In [2]: Image(url='http://python.org/images/python-logo.gif')

@ python

out[2]:
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In [3]: import scipy, numpy, matplotlib
modules = [numpy, matplotlib, scipy]
row = "<tr> <td>%s</td> <td>%s</td> </tr>"
rows = "\n".join([row % (module.__name__, module.__version__) for module in modules])
s = "<table> <tr><th>Biblioteka</th><th>Wersja</th> </tr> %s</table>" % rows

In [4]: s
Out[4]: '<table> <tr><th>Biblioteka</th><th>Wersja</th> </tr> <tr> <td>numpy</td> <td>1.18.1</td> </tr>\n<tr> <td>matplotli
b</td> <td>3.1.3</td> </tr>\n<tr> <td>scipy</td> <td>1.4.1</td> </tr></table>'

In [5]: HTML(s)

0ut[5]: piplioteka Wersja
numpy 1.18.1
matplotlib 3.13

scipy 141
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In [8]: Math(r'\hat{H} = -\frac{1}{2}\epsilon \hat{\sigma}_z-\frac{1}{2}\delta \hat{\sigma}_x')

out[8]: 1

A==l %5&,

In [9): class Qubithamiltonian(object):
def _init_ (self, epsilon, delta):
Self.epsilon = epsilon

self.delta = delta

def _repr_latex_(self):
Tetura "S\hat{H} = -%.2f\hat{\sigma}_z-3.2f\hat{\signa}_xs" % \
(self.epsilon/2, self.delta/2)
In [10]: QubitHamiltonian(0.5, 0.25)

out[101: fy

256, —0.125,
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