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  Pamięci Marvina Minsky’ego

  pioniera sztucznej inteligencji


  To był niesamowity zaszczyt i szczęście — studiować na MIT sztuczną inteligencję pod Twoim kierunkiem. To Ty inspirowałeś swoich uczniów do myślenia ponad ograniczeniami.


  Harvey Deitel


  Przedmowa


  W tych górach jest złoto!1


  Witamy w książce Python dla programistów, której treść łączy fascynujące współczesne technologie obliczeniowe z programowaniem w jednym z najpopularniejszych i intensywnie rozwijanych języków — języku Python. Programiści szybko docenili jego zalety: zwięzłość, czytelność, interaktywność i siłę ekspresji, a świat otwartego oprogramowania wciąż wzbogaca się o nowe aplikacje dedykowane rozlicznym obszarom zastosowań.


  Programiści, gdy poznają język Python, szybko dochodzą do wniosku, że na pewno go polubią. Ujmuje ich jego siła i wyrazistość, czytelność, zwięzłość i interaktywność. Atrakcyjności tej dopełnia bogaty świat narzędzi i bibliotek kategorii open source, dzięki którym staje się możliwe tworzenie coraz większej liczby wieloużywalnych aplikacji dla niezliczonych obszarów zastosowań.


  Na przestrzeni ostatnich dziesięcioleci byliśmy świadkami wielu pozytywnych trendów promujących ten stan rzeczy. Sprzęt komputerowy szybko stawał się coraz szybszy, coraz tańszy, coraz bardziej niezawodny, no i coraz bardziej zminiaturyzowany. Przepustowość internetu stawała się sukcesywnie coraz większa — i coraz tańsza. W konsekwencji świat zaczął się zapełniać wysokiej jakości oprogramowaniem w znaczącej części darmowym lub prawie darmowym, za sprawą ruchu „otwartego oprogramowania”, czyli open source. A już niedługo internet rzeczy (IoT) połączy ze sobą dziesiątki czy nawet setki miliardów rozmaitych urządzeń, jakie tylko można sobie wyobrazić.


  To wszystko z kolei wiąże się z powstawaniem — coraz bardziej intensywnym — niewyobrażalnych ilości danych, które trzeba magazynować i efektywnie przetwarzać. W związku z tym większość innowacji w świecie komputerów i informatyki koncentruje się wokół danych — ang. data: Data Science, Big Data, analityka danych, bazy danych — relacyjne (SQL), NoSQL i NewSQL. I piszemy o tym wszystkim tutaj również z tego względu, że imponujące środki wszechstronnego przetwarzania danych i zarządzania nimi dostępne są z poziomu różnych implementacji Pythona, dzięki bibliotekom ułatwiającym pracę programistom, czyniącym ją bardziej produktywną i mniej podatną na pomyłki.


  Specjaliści od Data Science — gdzie jesteście?


  W maju 2011 roku McKinsey Global Institute opublikował raport „Big data: The next frontier for innovation, competition and productivity”2, zgodnie z którym „w samych tylko Stanach Zjednoczonych brakuje 140 000 – 190 000 specjalistów z kwalifikacjami analityka danych i aż 1,5 miliona menedżerów i analityków zdolnych podejmować krytyczne nieraz decyzje na podstawie wiedzy uzyskiwanej drogą analizy Big Data”. Tendencja ta zdaje się pogłębiać: w raporcie „LinkedIn Workforce Report” z sierpnia 2018 roku3 możemy przeczytać, że deficyt specjalistów w zakresie Data Science przekracza 150 000. Raporty firm IBM, Burning Glass Technologies i Business-Higher Education Forum z 2017 roku stwierdzają, że do roku 2020 pojawią się setki, jeśli nie tysiące obszarów zastosowań stwarzających zapotrzebowanie na kwalifikowanych specjalistów w dziedzinie Data Science4.


  Układ modułowy


  Projektując modułową architekturę tej książki, staraliśmy się sprostać zróżnicowanym oczekiwaniom naszych profesjonalnych Czytelników.


  Rozdziały 1. – 10. poświęcone są różnym aspektom programowania w języku Python. Treść każdego z tych rozdziałów wieńczy krótki odcinek wprowadzenia w świat Data Science, obejmującego sztuczną inteligencję, podstawową statystykę opisową, miary tendencji centralnej i dyspersji, symulacji, wizualizacje (statyczne i dynamiczne), eksplorację i preparację danych, szeregi czasowe, prostą regresję liniową, a także biblioteki języka Python ułatwiające pracę z plikami CSV. Intencją tego wprowadzenia jest przygotowanie Czytelników do tematyki bardziej zaawansowanej: Data Science, sztucznej inteligencji i Big Data. W rozdziałach 11. – 16. prezentujemy natomiast konkretne przykłady zastosowań powyższych koncepcji, na bazie danych zaczerpniętych ze świata rzeczywistego.


  Po zaznajomieniu się z treścią rozdziałów 1. – 5. i wybranymi fragmentami rozdziałów 6. – 7., będziesz w stanie zrozumieć większość analiz przypadków prezentowanych w rozdziałach 11. – 16. Przedstawione w dalszym ciągu szczegółowe informacje na temat zależności między treścią poszczególnych rozdziałów z pewnością okażą się pomocne dla nauczycieli i trenerów chcących wykorzystywać niniejszą książkę na potrzeby profesjonalnych kursów.


  Rozdziały 11. – 16. obfitują w interesujące przykłady demonstrujące zastosowania najnowszych technologii, między innymi:


  
    	przetwarzania języka naturalnego,


    	eksploracji danych Twittera,


    	przetwarzania poznawczego na platformie IBM Watson,


    	nadzorowanego uczenia maszynowego — klasyfikacji i regresji,


    	nadzorowanego uczenia maszynowego — klasteryzacji,


    	głębokiego uczenia na bazie sieci neuronowych — konwolucyjnych i rekurencyjnych,


    	platformy Hadoop w zastosowaniu do Big Data,


    	platformy Spark i baz danych NoSQL,


    	internetu rzeczy (IoT).

  


  To wszystko przedstawiane jest w zróżnicowanej formie, od terminologii i podstawowych koncepcji, poprzez zwięzłe definicje i urywki kodu, aż do kompletnych definicji klas, modułów i programów. Krótko mówiąc, ta książka to spora dawka wiedzy dla programistów zainteresowanych wykorzystywaniem języka Python do zgłębiania tajemnic fascynującego świata Data Science. Zresztą, gdy spojrzeć na spis treści i końcowy indeks, bogactwo terminologii może w pierwszej chwili przyprawić o zawrót głowy.


  Trzymamy się reguł — prosto, zwięźle i na temat


  
    	Keep it simple — „zrób to prosto”. W całej książce dążymy do prostoty i klarowności. Na przykład w rozdziale poświęconym przetwarzaniu języka naturalnego wykorzystujemy prostą i intuicyjną bibliotekę TextBlob zamiast bardziej złożonej biblioteki NLTK, a na potrzeby głębokiego uczenia preferujemy bibliotekę Keras, ograniczając użycie biblioteki TensorFlow. Generalnie — jeśli określone zadanie daje się zrealizować na kilka sposobów, zawsze staramy się wybierać ten najprostszy.


    	Keep it small — „niech będzie małe”. Większość z 538 prezentowanych w tej książce przykładów składa się z zaledwie kilku wierszy kodu, które w dodatku uruchamiać można w ramach interaktywnej sesji interpretera IPython. Oczywiście zamieszczamy także 40 przykładów bardziej rozbudowanych, w ramach bardziej wnikliwych analiz przypadków.


    	Keep it topical — „trzymaj się tematu”. Przeczytaliśmy wiele najnowszych książek o Data Science i programowaniu w Pythonie; przestudiowaliśmy, przejrzeliśmy, obejrzeliśmy około 15 000 najnowszych artykułów, raportów badawczych, publikacji, blogów, postów na forach i fragmentów dokumentacji. Cały czas trzymamy „rękę na pulsie” Pythona, Data Science, Big Data, sztucznej inteligencji, technologii chmurowych i informatyki w ogóle.

  


  IPython — pełna interakcja: zgłębiaj, odkrywaj, eksperymentuj


  
    	Zakładany przez nas sposób korzystania z tej książki to lektura tekstu i uruchamianie na bieżąco odnośnych przykładów. Jako środowisko zintegrowane wykorzystujemy niemal wyłącznie interpreter IPython, działający interaktywnie, zapewniający natychmiastowe sprzężenie zwrotne, umożliwiający wygodne eksperymentowanie z językiem Python i bibliotekami rozszerzającymi jego możliwości.


    	Większość przykładów prezentujemy w formie małych, interaktywnych sesji IPythona. Dzięki natychmiastowemu sprzężeniu zwrotnemu umożliwiamy Ci skupienie uwagi, czynimy Twoją naukę bardziej efektywną i ułatwiamy szybkie prototypowanie kodu, dzięki czemu możesz tworzyć go szybciej i bezpieczniej.


    	W naszych książkach zawsze preferujemy podejście oparte na „żywym kodzie”, skupiając się na kompletnych, działających programach, umożliwiających wprowadzanie danych i obserwowanie wyników. Magia IPythona polega na tym, że nawet pojedyncze instrukcje kodu stają się „żywym kodem”, bo skutki ich działania obserwować możesz natychmiast. Twoja nauka staje się przez to efektywniejsza, bo przy okazji wyzwala chęć eksperymentowania.

  


  Python — podstawy programowania


  
    	Po pierwsze i najważniejsze, w tej książce prezentujemy wiele mechanizmów języka Python.


    	Omawiamy modele programistyczne Pythona: programowanie proceduralne, funkcyjny styl programowania i programowanie zorientowane obiektowo.


    	Wykorzystujemy najlepsze praktyki programistyczne, zwracając szczególną uwagę na powszechnie stosowane idiomy.


    	Tam, gdzie tylko jest to wskazane, stosujemy funkcyjny styl programowania. W jednej z tabel z rozdziału 4. wyszczególniamy najważniejsze elementy tego stylu, wraz z odsyłaczami do rozdziałów, w których są wykorzystywane.

  


  538 przykładów


  
    	Otrzymujesz bogaty repertuar ciekawych, zajmujących i pouczających przykładów różnej rangi, od pojedynczych urywków do kompletnych analiz przypadków, zaczerpniętych z rzeczywistego świata. Przykłady te ilustrują wykorzystywanie języka Python do rozwiązywania problemów z dziedziny Data Science, sztucznej inteligencji i Big Data.


    	Coraz większego znaczenia nabierają dziś technologie chmurowe, z powodzeniem stosowane do implementowania rozwiązań problemów sztucznej inteligencji, Data Science i Big Data. Zamieszczone przykłady prezentują wykorzystywanie internetu do przetwarzania języka naturalnego, eksploracji danych Twittera, uczenia maszynowego i głębokiego uczenia, platformy Hadoop i aplikacji MapReduce, platformy Spark i platformy IBM Watson. Dostęp do tych wszystkich mechanizmów z poziomu języka Python możliwy jest dzięki licznym bibliotekom — NumPy, Pandas, SciPy, NLTK, TextBlob, spaCy, Textatistic, Tweepy, scikit-learn i Keras, a szerokie możliwości wizualizacji danych udostępniane są przez liczne biblioteki, między innymi Matplotlib, Seaborn i Folium.

  


  Objaśnienia zamiast ciężkiej matematyki


  
    	Dzięki gotowym bibliotekom, takim jak statistics, NumPy, SciPy, Pandas i wiele innych, programiści uwolnieni są od wnikania w skomplikowane meandry matematyczne wykorzystywanych mechanizmów — między innymi regresji liniowej — i mogą skupiać się na ich wykorzystywaniu, więc i my przedkładamy objaśnienia w języku potocznym nad ścisłe rozwiązania matematyczne. W przykładach związanych z uczeniem maszynowym i głębokim uczeniem koncentrujemy się na tworzeniu obiektów i wywoływaniu ich metod, które „pod podszewką” wykonują stosowne obliczenia matematyczne.

  


  Wizualizacje


  
    	67 wizualizacji — statycznych, dynamicznych, animowanych i interaktywnych, wykresów punktowych i słupkowych, animowanych obrazów itp. — stanowi uzupełnienie treści tekstowych i pomaga w ich lepszym zrozumieniu.


    	Wysokopoziomowe biblioteki dedykowane tworzeniu wizualizacji — Matplotlib, Seaborn, Pandas i interaktywne mapy Folium — uwalniają programistów od implementowania niskopoziomowych operacji graficznych.


    	Niektóre z przedstawianych wizualizacji mają znaczenie ogólnodydaktyczne, wykraczające poza Python i informatykę w ogóle. Koronnym przykładem jest tu demonstracja prawa wielkich liczb na przykładzie długich serii symulowanych rzutów symetryczną sześcienną kostką do gry: w miarę jak zwiększa się długość serii, rozkład wypadnięcia poszczególnych liczb oczek staje się coraz bardziej wyrównany — udział każdej z wartości 1 – 6 zbliża się coraz bardziej do oczekiwanej wartości 1/6 ≈ 16,667%.


    	Wizualizacje spełniają krytyczną rolę w eksploracji danych Big Data i wykrywaniu powtarzalnych wzorców w warunkach, gdy liczba elementów danych sięga milionów, a nawet miliardów. Zgodnie z powszechnym przekonaniem, „jeden obraz wart jest tysiąca słów5 — w przypadku Big Data odpowiednia wizualizacja może być warta miliardy, biliony lub jeszcze więcej słów czystego tekstu. Ujmując rzecz metaforycznie, „wizualizacje potrafią wznieść się 10 kilometrów ponad dane, by ogarnąć je wszystkie jednym spojrzeniem”. Statystyki opisowe mogą być w tym dziele niezwykle pomocne. Lecz niewłaściwie interpretowane, mogą prowadzić na manowce i skłaniać do formułowania błędnych wniosków, czego encyklopedycznym przykładem jest tzw. kwartet Anscombe’a6, czyli kolekcja czterech zbiorów danych, posiadających niemal identyczne statystyki opisowe, lecz drastycznie różniących się w przedstawieniu graficznym.


    	Ponieważ prezentujemy kod źródłowy konfigurowania obiektów wizualizacyjnych i animacyjnych, programiści mogą tworzyć swe własne wizualizacje i animacje drogą modyfikowania tegoż kodu, mogą ponadto eksperymentować z różnymi ustawieniami. Wiele animacji udostępniamy zarówno w formie skryptów Pythona, jak i w formie notatników Jupytera.

  


  Doświadczenia z danymi


  
    	Odcinki wprowadzenia do Data Science na zakończenie rozdziałów 1. – 10. oraz analizy przypadków w rozdziałach 11. – 16. stanowią doskonałą okazję do kontaktu z danymi różnego rodzaju.


    	Zyskujesz okazję do wykorzystywania danych ze świata rzeczywistego, pochodzących z rozmaitych źródeł. W internecie można znaleźć mnóstwo otwartych zbiorów danych, dostępnych do eksperymentowania i nauki — niektóre z cytowanych przez nas serwisów oferują setki, a nawet tysiące takich zbiorów.


    	Integralną część wielu bibliotek stanowią zbiory danych o charakterze demonstracyjnym.


    	Opisujemy szczegółowo wszystkie kroki prowadzące do uzyskania dostępu do danych, preparacji tych danych do celów analizy, analizowania ich za pomocą różnorodnych technik, dostrajania modeli i efektywnego wizualizowania wyników.

  


  GitHub


  
    	Serwis GitHub jest prawdziwą skarbnicą otwartego kodu, który możesz wykorzystywać w swoich projektach; możesz także publikować elementy własnej twórczości jako członek społeczności open source. Serwis udostępnia ponadto rozmaite narzędzia do kontroli wersji, które mają znaczenie krytyczne zarówno dla pracy zespołowej nad projektami, jak i zachowania kontroli nad rozwojem Twojego prywatnego kodu.


    	Możesz korzystać z olbrzymiego repertuaru otwartych bibliotek dla Pythona i Data Science, a także platform i usług chmurowych z rozmaitymi wariantami całkowicie lub częściowo darmowego dostępu — ograniczonych czasowo („trialowych”), kredytowanych lub „freemium”7. Wiele z tych bibliotek i usług hostowanych jest właśnie w serwisie GitHub.

  


  Obliczenia w chmurach — prosto i skutecznie


  
    	Znaczna część przetwarzania danych Big Data odbywa się w chmurach, które umożliwiają dynamiczne skalowanie ilości zasobów (sprzętowych i programowych) wykorzystywanych na potrzeby tworzonych aplikacji. W tej książce dajemy Ci okazję do skorzystania (bezpośrednio lub pośrednio) z rozmaitych usług chmurowych, takich jak Twitter, Google Translate, IBM Watson, Microsoft Azure, OpenMapQuest, geopy, Dweet.io i PubNub.


    	Zachęcamy Cię do korzystania z usług chmurowych oferujących wymienione wcześniej warianty (częściowo) darmowego dostępu. Preferujemy te niewymagające podawania danych karty kredytowej, nie chcemy Cię bowiem narażać na przypadkowe zdarzenia skutkujące obciążeniem Twoich rachunków. Jeśli jednak zdecydujesz się ujawnić numer karty z powodu wymagań jakiejś usługi, upewnij się, że zakończenie okresu jej darmowego świadczenia i rozpoczęcie płatnego abonamentu nie następuje w sposób automatyczny, bez pytania Cię o potwierdzenie.

  


  Bazy danych, Big Data i infrastruktura


  
    	Zgodnie z raportem IBM z listopada 2016 roku, 90% danych na całym świecie wyprodukowano w dwóch ostatnich latach8 i tempo ich przybywania nieustannie się zwiększa.


    	Zgodnie z artykułem AnalyticsWeek z marca 2016 roku, w ciągu najbliższych pięciu lat liczba urządzeń przyłączonych do internetu przekroczy 50 miliardów, a w roku 2020 każdy mieszkaniec naszego globu produkować będzie co sekundę średnio 1,7 megabajta danych9.


    	W książce zamieszczamy opis podstawowych funkcji języka SQL, które prezentujemy na przykładzie relacyjnej bazy danych SQLite.


    	Bazy danych stanowią kluczowy element infrastruktury Big Data, dostarczającej efektywnych środków do magazynowania olbrzymich ilości danych i manipulowania nimi. Relacyjne bazy danych nadają się do magazynowania i przetwarzania danych strukturalnych, mają jednak ograniczoną przydatność dla danych niestrukturalnych i półstrukturalnych, charakterystycznych dla Big Data. Na potrzeby takich danych stworzono więc nowe typy baz danych — NoSQL i NewSQL — zoptymalizowane pod kątem ich jak najefektywniejszego przetwarzania. Jedną z najpopularniejszych baz NoSQL jest MongoDB, której wykorzystywanie prezentujemy w odniesieniu do danych półstrukturalnych, jakimi są dokumenty JSON.


    	W rozdziale 16. przedstawiamy wybrane elementy sprzętowej i programowej infrastruktury Big Data: platformy Hadoop i Spark, język Spark SQL (to dialekt języka SQL dla baz NoSQL i NewSQL) oraz internet rzeczy (IOT).

  


  Sztuczna inteligencja — analizy przypadków


  
    	W rozdziałach 11. – 15. przedstawiamy analizy przypadków zastosowania sztucznej inteligencji: przetwarzania języka naturalnego, eksploracji danych Twittera w celu analizy sentymentu tweetów, przetwarzania poznawczego na platformie IBM Watson, uczenia maszynowego (nadzorowanego i nienadzorowanego) oraz głębokiego uczenia. W rozdziale 16. prezentujemy infrastrukturę (sprzętową i programową) zapewniającą implementowanie tych — i wielu innych — gałęzi sztucznej inteligencji.

  


  Wbudowane kolekcje: listy, krotki, zbiory i słowniki


  
    	Współczesne języki programowania udostępniają programiście szereg typowych struktur danych wykorzystywanych w tworzonych aplikacjach, dzięki czemu programiści raczej rzadko stają przed koniecznością definiowania własnych, niestandardowych struktur. Dwa rozdziały tej książki poświęcamy strukturom wbudowanym w język Python: listom, krotkom, słownikom i zbiorom, oczywiście z licznymi przykładami ich zastosowań w tworzonym kodzie.

  


  Tablice NumpPy, szeregi i ramki danych Pandas


  
    	W aplikacjach tworzonych w języku Python często stosowanymi strukturami danych — oprócz tych wbudowanych w język — są tablice (arrays), oferowane przez bibliotekę NumPy, oraz definiowane w bibliotece Pandas szeregi (Series) i ramki danych (DataFrame). Wykorzystywane są one intensywnie w obliczeniach numerycznych, aplikacjach Data Science i Big Data, a także w różnorodnych zastosowaniach sztucznej inteligencji. Tablice ndarray z biblioteki Pandas są o dwa rzędy wielkości szybsze w przetwarzaniu od standardowych list języka Python.


    	Tablice ndarray wykorzystujemy intensywnie w rozdziale 7. Stanowią one podstawową strukturę w implementacji wielu bibliotek, między innymi samej biblioteki Pandas. W odcinkach wprowadzających w tematykę Data Science, wieńczących treść rozdziałów 7. – 9., przedstawiamy po raz pierwszy struktury Series i DataFrame, które w połączeniu z tablicami ndarray wykorzystywane są w kolejnych rozdziałach.

  


  Przetwarzanie plików i serializacja obiektów


  
    	W rozdziale 9. opisujemy przetwarzanie plików tekstowych i prezentujemy serializację obiektów przy użyciu notacji JSON (JavaScript Object Notation). Format JSON wykorzystujemy często w rozdziałach dotyczących Data Science.


    	Wiele bibliotek Data Science oferuje wbudowane mechanizmy ułatwiające wykorzystywanie operacji plikowych w aplikacjach Pythona, między innymi ładowanie zawartości zbiorów danych. Oprócz wsparcia dla zwykłych operacji tekstowych, biblioteka standardowa oferuje moduł csv implementujący mechanizmy automatyzujące przetwarzanie plików CSV (comma-separated values), których linie stanowią ciągi wartości rozdzielonych przecinkami. Wiele mechanizmów biblioteki standardowej wykorzystywanych jest intensywnie przez bibliotekę Pandas.

  


  Programowanie oparte na obiektach


  
    	W książce wykorzystujemy dużą liczbę użytecznych klas, które za sprawą programistów Pythona obecnych w społeczności open source są ogólnodostępne w postaci spakowanej w biblioteki klas. Spożytkowanie tego bogactwa wymaga rozeznania, jakie klasy dostępne są w poszczególnych bibliotekach i które z nich są przydatne dla tworzonej aplikacji, a następnie ich zaimportowania i utworzenia ich obiektów (zwykle za pomocą jednego lub dwóch wierszy kodu). Potem wykorzystywanie elementów funkcjonalnych tych obiektów sprowadza się do operowania ich metodami, właściwościami i atrybutami. Podejście to, zwane programowaniem opartym na obiektach, umożliwia szybkie tworzenie imponujących aplikacji przy niewielkim udziale kodowania i stanowi jedną z najbardziej atrakcyjnych cech języka Python.


    	Opisane podejście umożliwia efektywne tworzenie aplikacji służących do rozwiązywania problemów z zakresu uczenia maszynowego, głębokiego uczenia i innych obszarów sztucznej inteligencji, takich jak przetwarzanie poznawcze, rozpoznawanie mowy czy widzenie komputerowe.

  


  Programowanie zorientowane obiektowo


  
    	Oprócz wykorzystywania istniejących klas, można w Pythonie definiować własne klasy — jest to istotą programowania zorientowanego obiektowo, z trzema kluczowymi paradygmatami: dziedziczeniem, polimorfizmem i tzw. kaczym typowaniem. Pojęcia te wyjaśniamy szczegółowo w rozdziale 10.


    	W rozdziale 10. opisujemy także testowanie jednostek z wykorzystywaniem modułu doctest, prezentujemy ponadto efektowną symulację tasowania i rozdawania kart do gry.


    	W rozdziałach 11. – 16. wykorzystujemy głównie gotowe klasy, tylko w kilku przypadkach definiując nieskomplikowane nowe klasy. Zdaje się to świadczyć o tym, że programiści używający języka Python częściej zwracają się ku programowaniu bazującemu na obiektach niż ku programowaniu zorientowanemu obiektowo w pełnym znaczeniu tego słowa.

  


  Powtarzalność


  
    	W badaniach naukowych — zwłaszcza w dziedzinie Data Science — niezwykle istotne staje się zapewnienie powtarzalności warunków przeprowadzania eksperymentów i efektywne komunikowanie wyników. Preferowanym środkiem umożliwiającym spełnienie tych wymagań są notatniki Jupytera.


    	Problem powtarzalności warunków eksperymentowania dyskutujemy w kontekście technik i oprogramowania w rodzaju Dockera w połączeniu z notatnikami Jupytera.

  


  Wydajność


  
    	Za pomocą „magicznego” polecenia %timeit można w Pythonie mierzyć czas wykonywania poszczególnych instrukcji, dzięki mechanizmom profilowania wbudowanym w interpreter. Można dzięki temu porównywać wydajność różnych rozwiązań tego samego zadania, na przykład rozwiązania opartego na wbudowanych listach Pythona i innego, opartego na tablicach biblioteki NumPy. Zagadnieniami pokrewnymi zagadnieniu wydajności są wyrażenia generatorowe, efektywność uczenia maszynowego i różne realizacje przetwarzania rozproszonego, na przykład Hadoop kontra Spark.

  


  Big Data i przetwarzanie równoległe


  
    	W tej książce rezygnujemy z omawiania technik zrównoleglania obliczeń, na rzecz wykorzystywania bibliotek automatycznie realizujących obliczenia w sposób równoległy — na przykład duetu bibliotek Keras-TensorFlow oraz platform Hadoop i Spark, dedykowanych przetwarzaniu Big Data. W dobie Big Data i sztucznej inteligencji przetwarzanie masywnych danych wymaga rzeczywistego zrównoleglenia sprzętowego, realizowanego przez procesory wielordzeniowe, procesory graficzne (GPU) i procesory tensorowe (TPU) zorganizowane w olbrzymie klastery implementujące chmurę obliczeniową. Niektóre zadania z zakresu Big Data wykorzystują tysiące działających równolegle procesorów w celu sprawnej analizy masywnych danych.

  


  Powiązania rozdziałów


  Jeżeli jesteś nauczycielem lub trenerem planującym profesjonalne kursy, bądź programistą zastanawiającym się, które rozdziały książki przeczytać najpierw, ta sekcja powinna okazać się dla Ciebie pomocna. Oczywiście najprościej będzie czytać (wykładać) treść według oryginalnej kolejności rozdziałów, niemniej jednak dla Czytelnika (studenta) zainteresowanego jedynie wprowadzeniem do Data Science (w odcinkach kończących rozdziały 1. – 10.) i analizami przypadków z rozdziałów 11. – 16., wystarczająca będzie lektura rozdziałów 1. – 5. (w całości) i niektórych fragmentów rozdziałów 6. – 10., zgodnie z poniższym wyszczególnieniem.


  Część I Szybki start — podstawy Pythona


  W tej części zalecamy kompletną lekturę rozdziałów w oryginalnej kolejności.


  
    	Rozdział 1. Wprowadzenie do komputerów i języka Python. Wprowadzamy w nim koncepcje fundamentalne dla programowania w języku Python, wykorzystywane w rozdziałach 2. – 10., a także przedstawiamy ogólną perspektywę Big Data, sztucznej inteligencji i chmur obliczeniowych — tematykę tę zgłębiać będziemy w rozdziałach 11. – 16. Zaznajamiamy także Czytelników z notatnikami Jupytera, interpreterem IPython i skryptami testowymi.


    	Rozdział 2. Wprowadzenie do programowania w języku Python. Zawiera opis podstawowych konstrukcji języka Python, ilustrowany licznymi przykładami kodu.


    	Rozdział 3. Instrukcje przepływu sterowania. Opisujemy w nim instrukcje sterujące języka Python oraz wprowadzamy Czytelników w mechanizmy przetwarzania list.


    	Rozdział 4. Funkcje. Czytelnicy poznają tu zasady definiowania własnych funkcji oraz podstawy symulowania przypadkowych zjawisk za pomocą generatorów liczb pseudolosowych. Zaznajamiamy ich także z kolejną wbudowaną strukturą Pythona, jaką jest krotka.


    	Rozdział 5. Ciągi: listy i krotki. Zajmujemy się tu bardziej szczegółowo wbudowanymi listami Pythona i kolekcjami krotek, wyjaśniamy także, czym jest funkcyjny styl programowania.

  


  Część II Python — struktury danych, łańcuchy i pliki


  Poniżej zestawiamy zależności między rozdziałami 6. – 9.; zakładamy ponadto, że Czytelnicy mają za sobą lekturę rozdziałów 1. – 5. w całości.


  
    	Rozdział 6. Słowniki i zbiory. Treść odcinka wprowadzającego w świat Data Science nie jest zależna od treści innych rozdziałów.


    	Rozdział 7. Biblioteka NumPy i tablice ndarray. W odcinku wprowadzającym w świat Data Science odwołujemy się do słowników (opisywanych w rozdziale 6.) oraz tablic ndarray (opisywanych w tymże rozdziale 7.).


    	Rozdział 8. Łańcuchy znaków. Zrozumienie odcinka wprowadzającego w świat Data Science wymaga znajomości „surowych” łańcuchów i wyrażeń regularnych (stanowiących przedmiot rozważań sekcji 8.11 i 8.12) oraz szeregów (Series) i ramek danych (DataFrame) biblioteki Pandas, opisywanych w sekcji 7.15.


    	Rozdział 9. Pliki i wyjątki. Struktura dokumentu JSON, stanowiącego wynik serializacji obiektu, podobna jest do struktury standardowego słownika Pythona, wskazane jest więc uprzednie zaznajomienie się z treścią sekcji 6.2. W odcinku wprowadzenia do Data Science wykorzystujemy ponadto wbudowaną funkcję open i instrukcję with, opisywane w sekcji 9.3, a także ramkę DataFrame opisywaną w sekcji 7.15.

  


  Część III Python — sięgamy na górną półkę


  Poniżej zestawiamy uzależnienie rozdziału 10. od treści wcześniejszych rozdziałów; ponownie zakładamy, że Czytelnicy mają za sobą lekturę rozdziałów 1. – 5. w całości.


  
    	Rozdział 10. Programowanie zorientowane obiektowo. W odcinku wprowadzającym w świat Data Science wykorzystujemy ramki danych DataFrame opisywane w sekcji 7.15. Zrozumienie przywoływanych paradygmatów programowania obiektowego wymaga uprzedniego zaznajomienia się z wcześniejszą częścią rozdziału 10., w szczególności z sekcjami 10.1 – 10.6, zawierającymi podstawowe informacje o klasach i obiektach, sekcjami 10.7 – 10.9, wyjaśniającymi pojęcia dziedziczenia, polimorfizmu i „kaczego” typowania. Ponadto bardziej zaawansowane pojęcia opisywane są w sekcjach 10.10 – 10.15.

  


  Część IV Sztuczna inteligencja, chmury i Big Data


  Rozdziały 11. – 16. to wyłącznie praktyczna część książki, składająca się głównie z analiz przypadków, stanowiąca zwieńczenie części teoretycznej, złożonej z poprzednich rozdziałów. Znajomość treści rozdziałów 1. – 5. jest tu niezbędna, podobnie jak zasady tworzenia i używania słowników, opisane w sekcji 6.2. Z poszczególnymi rozdziałami tej części wiążą się ponadto dodatkowe zależności, zgodnie z poniższym wykazem.


  
    	Rozdział 11. Przetwarzanie języka naturalnego (NLP). Wykorzystujemy w nim ramki DataFrame z biblioteki Pandas, opisywane w sekcji 7.15.


    	Rozdział 12. Eksploracja masowych danych — Twitter. Tu zależności jest nieco więcej: oprócz ramek DataFrame (z sekcji 7.15) wykorzystujemy metodę join łańcuchów (z sekcji 8.9), dokumenty JSON (z sekcji 9.5), klasę TextBlob (z sekcji 11.2) i chmurę słów (z sekcji 11.3.2). W niektórych przykładach definiujemy nowe klasy drogą dziedziczenia (opisywanego w rozdziale 10.).


    	Rozdział 13. Przetwarzanie poznawcze — IBM Watson. Korzystamy tu z wbudowanej funkcji open i instrukcji with, opisywanych w sekcji 9.3.


    	Rozdział 14. Uczenie maszynowe: klasyfikacja, regresja i klasteryzacja. Tu korzystamy intensywnie z tablic ndarray biblioteki NumPy (którym poświęciliśmy rozdział 7.), ramek DataFrame (z sekcji 7.15) i funkcji subplots z biblioteki Matplotlib (z sekcji 10.6).


    	Rozdział 15. Głębokie uczenie. Ponownie wykorzystujemy tu tablice ndarray (rozdział 7.), metodę join łańcuchów (z sekcji 8.9), ogólne koncepcje uczenia maszynowego (z sekcji 14.1) oraz klasyfikację przy użyciu algorytmu k najbliższych sąsiadów (z sekcji 14.2).


    	Rozdział 16. Big Data: Hadoop, Spark, NoSQL i IoT. Ze względu na obszerność poruszanej tematyki, ten rozdział uzależniony jest w największym stopniu od treści rozdziałów poprzednich. Odwołujemy się do łańcuchowych metod split i join (prezentowanych w sekcjach 6.2.9 i 8.9), funkcji FuncAnimation z biblioteki Matplotlib (zaprezentowanej w sekcji 6.4), szeregów Series i ramek DataFrame biblioteki Pandas (z sekcji 7.15), modułu json (implementującego notację JSON opisywaną w sekcji 9.5) oraz listy słów nieznaczących, udostępnianej przez bibliotekę NLTK (znaczenie tej listy wyjaśniamy w sekcji 11.2.15). Przywołujemy także opisywane w rozdziale 12. mechanizmy eksploracji danych Twittera i jej wizualizacji: uwierzytelnianie użytkownika w Twitterze, przechwytywanie strumienia tweetów za pomocą klasy-obserwatora TweetListener (wywodzącej się z klasy StreamListener definiowanej w bibliotece Tweepy) oraz bibliotek geopy i Folium. Definiujemy także kilka nowych klas drogą dziedziczenia po klasach istniejących — wyjaśnionego formalnie w rozdziale 10., lecz intuicyjnie zrozumiałego nawet bez jego lektury.

  


  Notatniki Jupytera


  Dla wygody Czytelników, kod prezentowanych przykładów udostępniamy w dwojakiej formie: skryptów .py nadających się do bezpośredniego uruchamiania z poziomu interpretera IPython (za pomocą polecenia run lub uruchamiania interpretera w trybie pojedynczego skryptu) oraz notatników Jupytera (plików .ipynb), którymi operować można z poziomu przeglądarki WWW.


  Notatniki Jupytera są efektem darmowego projektu kategorii open source. Umożliwiają tworzenie, edytowanie tekstu i łączenie go z grafiką, dźwiękiem i wideo, dzięki czemu możliwe jest interaktywne budowanie, selektywne wykonywanie i debugowanie kodu — wszystko z poziomu dowolnej przeglądarki WWW. Zgodnie z artykułem „Czym jest Jupyter?10”


  Jupyter stał się standardem w badaniach naukowych i analizie danych. Umożliwia integrowanie obliczeń i argumentów, pozwalając w ten sposób tworzyć „narracje obliczeniowe”. […] Ułatwia on ponadto dystrybucję oprogramowania między członków zespołu i współpracowników.


  W naszym przekonaniu Jupyter jest znakomitym środowiskiem do nauki programowania, między innymi dzięki możliwości błyskawicznego prototypowania kodu, przedkładamy więc notatniki Jupytera ponad tradycyjne środowiska IDE, takie jak Eclipse, Visual Studio, PyCharm czy Spyder. W środowiskach akademickich i deweloperskich Jupyter wykorzystywany jest powszechnie jako narzędzie do rozpowszechniania wyników badań. Użytkownicy Jupytera mogą liczyć na wsparcie zarówno ze strony społeczności open source11, jak i z kilku innych źródeł (które wymieniamy w sekcji „Pomoc dla Jupytera” w dalszym ciągu niniejszej przedmowy). W sekcji „Zanim zaczniesz” opisujemy niezbędne zabiegi przystosowujące notatniki Jupytera do współpracy z biblioteką Matplotlib, a krótki poradnik praktyczny posługiwania się notatnikami zamieszczamy w sekcji 1.5.


  Współpraca i udostępnianie wyników


  Praca zespołowa i komunikowanie wyników prac badawczych wymagają sprawnych środków rozpowszechniania treści, zarówno wewnątrz zespołów, jak i na użytek przemysłu, agencji rządowych i środowisk akademickich.


  
    	Notatniki Jupytera są łatwe we współdzieleniu, zarówno przez bezpośredni transfer plików, jak i za pośrednictwem serwisu GitHub.


    	Wyniki badań, zarówno w aspekcie kodu, jak i opisów, opinii i komentarzy, można udostępniać w postaci statycznych stron WWW za pomocą narzędzi w rodzaju nbviewer (https://nbviewer.jupyter.org/), automatycznie renderujących zawartość notatników, lub za pośrednictwem serwisu GitHub.

  


  Powtarzalność — dzięki notatnikom


  W dziedzinie Data Science, i ogólnie w badaniach naukowych, niezbędne jest zapewnienie powtarzalności warunków, w jakich przeprowadzane są badania i eksperymenty. Temat ten od lat obecny jest w światowej literaturze informatycznej; wśród znaczących publikacji w tym zakresie wymienić należy:


  
    	Artykuł Donalda Knutha Literate Programming12 13 z 1992 roku,


    	Artykuł Language-Agnostic Reproducible Data Analysis Using Literate Programming14, zgodnie z którym „Lir” (literate, reproducible computing — „powtarzalne wykonywanie kodu literackiego”) oparte jest na koncepcji programowania literackiego, zaproponowanej przez Donalda Knutha.

  


  Zasadniczo pojęcie powtarzalności rozumiane jest całościowo, czyli w odniesieniu do kompletnego środowiska, w którym przeprowadzane są badania i eksperymenty — sprzętu, oprogramowania, komunikacji, algorytmów (i ich implementacji w kodzie) oraz danych z uwzględnieniem ich źródeł i pochodzenia.


  Docker


  W rozdziale 16. prezentujemy Docker — narzędzie do pakowania oprogramowania w formę kontenerów zawierających wszystko, co konieczne do uruchamiania tegoż oprogramowania w sposób wygodny, powtarzalny i przenośny między różnymi platformami. Niektóre z wykorzystywanych przez nas pakietów wymagają w tym celu skomplikowanych zabiegów instalacyjnych i konfiguracyjnych, stąd dla większości z nich dostępne są prekonfigurowane kontenery, które można pobierać, instalować i uruchamiać na lokalnych komputerach. Czyni to Docker znakomitym narzędziem umożliwiającym poczynienie pierwszych kroków na gruncie nowych technologii, nieznanych jeszcze użytkownikowi.


  Docker wspiera także koncepcję powtarzalności, umożliwiając tworzenie wielu kontenerów, z których każdy specyficzny jest dla konkretnych wersji poszczególnych elementów oprogramowania oraz konkretnych bibliotek. Ułatwia to programistom łatwe odtwarzanie środowiska używanego przez innych programistów, a także zapewnienie powtarzalności warunków własnych eksperymentów. W rozdziale 16. wykorzystujemy taki predefiniowany kontener przeznaczony do uruchamiania aplikacji Big Data na platformie Spark, przy użyciu notatników Jupytera.


  Oferta specjalna: IBM Watson i przetwarzanie poznawcze


  Przygotowując się do pisania tej książki zauważyliśmy rosnące zainteresowanie platformą IBM Watson. Porównując ją z podobnymi konkurencyjnymi usługami stwierdziliśmy, że polityka „darmowych warstw” (free-tiers) bez konieczności ujawniania danych karty kredytowej użytkownika („no credit card required”) plasuje ją w gronie najbardziej przyjaznych dla użytkowników, którymi będą również nasi Czytelnicy.


  IBM Watson jest platformą przetwarzania poznawczego (ang. cognitive computing), wykorzystywaną w wielu scenariuszach w rzeczywistym świecie. Systemy przetwarzania poznawczego symulują działanie ludzkiego mózgu w zakresie rozpoznawania wzorców i podejmowania decyzji poprzez „uczenie się” w miarę konsumowania coraz to nowych danych15 16 17.Nic więc dziwnego, że platforma ta zagościła na łamach naszej książki — poświęciliśmy jej rozdział 13., w sekcji 13.5 opisujemy instalację pakietu Watson Developer Cloud Python SDK, zapewniającego programistyczny dostęp do API jej usług z poziomu języka Python. Zestaw tych usług obejmuje osobistego asystenta (Watson Assistant lub Conversation), wyszukiwanie treści (Discovery), tłumaczenie tekstu pisanego (Language Translator), klasyfikację tekstów (Natural Language Classifier), rozumienie języka naturalnego (Natural Language Understanding), domniemywanie cech osobowych autora tekstu (Personality Insights), konwersję tekstu na mowę (Text to Speech), rozpoznawanie mowy (Speech to Text), ocenę charakteru tekstu pisanego (Tone Analyzer) oraz rozpoznawanie obrazów i widocznych na nich obiektów (Visual Recognition). Dla każdej usługi dostępne jest jej demo.


  Darmowe usługi lite-tier i analizy przypadków


  IBM daje zainteresowanym użytkownikom możliwość nauki i eksperymentowania dzięki darmowej formie dostępu — free lite tiers — do API większości swych usług18. W rozdziale 13. skorzystamy z tej możliwości, prezentując wersje demo kilku z nich na platformie Watson19 — Text to Speech, Speech to Text i Translate — do zaimplementowania aplikacji ułatwiającej konwersację na bieżąco między dwoma użytkownikami posługującymi się różnymi językami — aplikacji nieodzownej w arsenale oprogramowania mobilnego każdego globtrotera. Zadajesz pytanie w języku angielskim, aplikacja konwertuje Twoją mowę na tekst, tłumaczy ten tekst na język hiszpański i odczytuje na głos rezultat tego tłumaczenia; gdy Twój interlokutor odpowiada Ci w języku hiszpańskim, aplikacja wykonuje opisaną konwersję w przeciwnym kierunku i w efekcie słyszysz odpowiedź w języku angielskim. To wszystko odbywa się w czasie rzeczywistym, bez zbędnej zwłoki. Ty nie znasz hiszpańskiego, Twój rozmówca nie zna angielskiego, a jednak pogadaliście sobie. Piękna rzecz!


  Podejście dydaktyczne


  Książka zawiera bogatą kolekcję przykładów obejmujących wiele dziedzin problemowych. W większości z nich wykorzystujemy zbiory danych pochodzących z realnego świata. Konstruując je, stawialiśmy na przejrzystość kodu i dobry styl programowania.


  Konwencje typograficzne


  Dla lepszej czytelności tekstu różnicujemy czcionkę, którą zapisywane są wyrazy należące do różnych kategorii pojęciowych. W szczególności:


  
    	Wyodrębnione fragmenty kodu oraz listingi mają postać akapitów złożonych w całości czcionką o stałej szerokości, z wyjątkiem komentarzy, które zapisywane są kursywą:

      
        self.tweet_count += 1 # kontrola liczby przetworzonych tweetów

      


      
        json_data = json.loads(data) # konwersja surowych danych na dokument JSON

      


      
        self.db.tweets.insert_one(json_data) # dodanie tweetu do kolekcji

      

    


    	Podobnie czcionką o stałej szerokości zapisujemy elementy składniowe kodu cytowane w tekście:

      … w przypadku polecenia UPDATE opcjonalna klauzula WHERE wskazuje podzbiór wierszy …

    


    	Metasymbole występujące zarówno w tekście, jak i w listingach, zapisujemy pochyloną czcionką o stałej szerokości:

      w powyższym fragmencie należy zastąpić frazę <nazwa_klastera> rzeczywistą nazwą klastera.

    


    	Nazwy usług, platform, baz danych zapisujemy kursywą:

      MongoDB to jedna z najpopularniejszych baz danych typu NoSQL.

    


    	Kursywą zapisujemy także nazwy klawiszy, przycisków, pól i opcji menu:

      … wpisz klucz dostępu w pole Access key i naciśnij Enter.

    


    	Także informacje lokalizacyjne — nazwy plików, folderów i lokalizatory URL — zapisujemy kursywą:

      … w folderze Auxil znajduje się plik patterns.txt, który pobraliśmy ze strony https://patterns.acme.com/

    


    	Polecenia wpisywane przez użytkowników zapisujemy czcionką o stałej szerokości:

      … włącz obsługę biblioteki Matplotlib wydając polecenie:


      %matplotlib

    


    	Nowo wprowadzane pojęcia wyróżniamy przez pogrubienie:

      … wiązanie gniazda z adresem IP i portem nazywamy jego bindowaniem.

    

  


  538 przykładów


  538 przykładów zawierających w przybliżeniu 4000 wierszy kodu — to może niewiele jak na książkę tej objętości, ale jednocześnie to świadectwo jednej z głównych zalet języka Python, jaką jest jego ekspresywność i zwięzłość kodu. Do tego stanu rzeczy przyczynia się też możliwość wykorzystywania bogatego repertuaru gotowych bibliotek.


  160 tabel, ilustracji i wizualizacji


  Treść książki ilustrowana jest licznymi tabelami, obrazkami, wykresami oraz wizualizacjami — statycznymi, dynamicznymi i interaktywnymi.


  Mądrość programisty


  Integralną część książki stanowią wskazówki i zalecenia wynikające z kilkudziesięcioletniego doświadczenia programistycznego i dydaktycznego autorów. Szczególną uwagę zwracamy na następujące aspekty tworzenia kodu:


  
    	Dobre praktyki programistyczne i preferowane idiomy języka Python, sprzyjające tworzeniu programów przejrzystych, zrozumiałych oraz łatwych w konserwacji i rozbudowie.


    	Błędy najczęściej popełniane przez programistów w celu minimalizowania prawdopodobieństwa ich popełniania.


    	Zapobieganie błędom i ich niwelowanie przez stosowanie się do sprawdzonych praktyk programowania, dzięki którym zmniejsza się prawdopodobieństwo wprowadzenia błędów do tworzonego kodu i jednocześnie zwiększa się szansa ich wykrycia, gdy już się do kodu przedostaną.


    	Względy wydajności programów decydujące o tworzeniu programów wykonujących się szybciej i przy mniejszym zapotrzebowaniu na pamięć.


    	Zasady inżynierii oprogramowania w zakresie rozwiązań architektonicznych i projektowych, warunkujących wysoką jakość programów, zwłaszcza w przypadku rozbudowanych systemów.

  


  Wykorzystywane oprogramowanie


  Wykorzystywane w tej książce oprogramowanie to standardowe aplikacje dla Windows, MacOS i Linuksa, dostępne do pobrania za darmo z internetu. W zakresie języka Python książkę tę opieramy na jego dystrybucji Anaconda, zawierającej większość komponentów języka, biblioteki Data Science i wizualizacyjne, a także interpreter IPython, notatniki Jupyter i Spyder — uważany za jedno z najlepszych środowisk IDE do tworzenia aplikacji Data Science. W tej książce korzystamy jednak tylko z IPythona i Jupytera. Szczegółowe instrukcje dotyczące instalacji Anacondy i innego oprogramowania niezbędnego do uruchamiania zamieszczonych przykładów przedstawiamy w sekcji „Zanim zaczniesz”.


  Dokumentacja Pythona


  Spośród licznych materiałów online związanych z językiem Python, szczególnie pomocne w trakcie lektury niniejszej książki mogą okazać się następujące:


  
    	Lista referencyjna Pythona — https://docs.python.org/3/reference/index.html


    	Dokumentacja biblioteki standardowej Pythona — https://docs.python.org/3/library/index.html


    	Dokumentacja Pythona w wersji 3 — https://docs.python.org/3/

  


  Nie wiesz — pytaj


  Znakomitym źródłem wiedzy na temat języka Python — i programowania w ogóle — są popularne fora online, między innymi:


  
    	python-forum.io


    	https://www.dreamincode.net/forums/forum/29-python/


    	StackOverflow.com

  


  Wielu dostawców prowadzi ponadto własne fora na temat oferowanych przez siebie narzędzi i bibliotek. Wiele z bibliotek wykorzystywanych w niniejszej książce dostępnych jest w serwisie github.com, dla niektórych dostępne są zakładki Issues, zawierające wskazówki powiązane ze wsparciem technicznym.


  Wreszcie — jeśli nie znajdziesz odpowiedzi na nurtujące Cię pytania i wątpliwości, zajrzyj na naszą stronę20


  http://www.deitel.com/


  Pomoc dla Jupytera


  Informacje przydatne dla użytkowników korzystających z notatników Jupytera dostępne są w następujących lokalizacjach:


  
    	projekt Jupyter Grupy Google — https://groups.google.com/forum/#!forum/jupyter


    	czat w czasie rzeczywistym — https://gitter.im/jupyter/jupyter


    	serwis GitHub — https://github.com/jupyter/help


    	forum StackOverflow — https://stackoverflow.com/questions/tagged/jupyter


    	instruktaż Grupy Google dla trenerów — https://groups.google.com/forum/#!forum/jupyter-education

  


  Suplementy


  Na stronie dedykowanej niniejszej książce


  https://deitel.com/python-for-programmers-book/


  znajdziesz przykładowy kod, który możesz uruchamiać — i obserwować wyniki jego uruchamiania — równolegle z lekturą odnośnych rozdziałów. Udostępniamy:


  
    	kod źródłowy przykładów w postaci skryptów .py i plików notatnika .ipynb, do pobrania w postaci archiwum .zip lub bezpośrednio z serwisu GitHub,


    	materiały wideo prezentujące uruchamianie skryptów .py pod kontrolą interpretera IPython oraz pracę z notatnikami Jupytera (tematyce tej poświęcamy też sekcję 1.5 książki),


    	posty bloga i aktualizację książki.

  


  Szczegółowe instrukcje pobierania wymienionych materiałów zamieszczamy w sekcji „Zanim zaczniesz”.


  Kontakt z autorami


  Gdybyś chciał zadać nam pytanie lub zgłosić błędy dostrzeżone w książce, napisz do nas na adres


  deitel@deitel.com


  lub odwiedź nasze strony w mediach społecznościowych:


  
    	Facebook® (http://www.deitel.com/deitelfan)


    	Twitter® (@deitel)


    	LinkedIn® (http://linkedin.com/company/deitel-&-associates)


    	YouTube® (http://youtube.com/DeitelTV)

  


  Podziękowania


  Dziękuję Barbarze Deitel za długie godziny poświęcone na poszukiwanie w internecie informacji przydatnych w niniejszym projekcie. Naszemu przyjacielowi Markowi L. Taubowi, wiceprezesowi Pearson IT Professional Group jesteśmy wdzięczni za jego zaangażowanie i 25-letni mentoring. Mamy to szczęście współpracować z zespołem wydawców z Pearson, który pod kierownictwem Marka publikuje nasze profesjonale książki, „żywe” lekcje wideo Live Lessons i Learning Paths w serwisie Safari (https://learning.oreilly.com/) a także sponsoruje nasze seminaria dydaktyczne online. Dziękujemy Julii Nahil za nadzór nad procesem produkcyjnym książki. Podziękowania dla Chuti Prasertsith za projekjt okładki.


  Z wdzięcznością doceniamy wysiłek naszych recenzentów, którzy — w warunkach napiętego harmonogramu — krytycznym okiem oceniali naszą pracę i dostarczali nam nieocenionych sugestii związanych z ulepszaniem dokładności, kompletności i adekwatności prezentacji. Podziękowania dla Patricii Byron-Kimball i Meghan Jacoby za przeprowadzenie rekrutacji grona recenzentów i nadzór nad całością procesu recenzowania.
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  Będziemy wdzięczni za wszelkie komentarze, uwagi krytyczne, informacje o zauważonych błędach i propozycje usprawnień, na które czekamy pod adresem


  deitel@deitel.com


  Odpowiemy jak najszybciej.


  Ponownie witamy w ekscytującym świecie Pythona i open source. Mamy nadzieję, że ta książka, poświęcona tworzeniu wiodących aplikacji z zakresu AI, Big Data i Data Science w języku Python, przy użyciu interpretera IPython i notatników Jupytera, spotka się z Waszym zainteresowaniem i przyczyni się do wielu Waszych sukcesów. Czego Wam serdecznie życzymy!


  Paul i Harvey Deitel


  O autorach


  Paul J. Deitel, dyrektor generalny i dyrektor techniczny Deitel & Associates, Inc., jest absolwentem MIT i legitymuje się 38-letnim doświadczeniem w zakresie komputerów i ich programowania. Jest jednym z najbardziej doświadczonych trenerów w dziedzinie języków programowania, a od 1992 roku autorem profesjonalnych kursów dla twórców oprogramowania. Zorganizował kilkaset kursów tego rodzaju dla największych firm na całym świecie — między innymi Cisco, IBM, Siemens, Sum Microsystems (teraz Oracle), Dell, Fidelity, NASA (w centrum kosmicznym im. Kennedy’ego), National Severe Storm Laboratory, White Sands Missile Range, Rogue Wave Software, Boeing, Nortel Networks, Puma, iRobot i wielu innych. Wraz z dr. Harveyem M. Deitelem stworzyli sprzedające się najlepiej na świecie książki i filmy na temat języków programowania.


  Dr Harvey M. Deitel, prezes i dyrektor ds. Strategii Deitel & Associates, Inc., posiada 58-letnie doświadczenie w zakresie komputerów i ich programowania. Uzyskał licencjat i magisterium z zakresu elektrotechniki w MIT i doktorat z matematyki na Uniwersytecie w Bostonie — na obu tych kierunkach specjalizował się w programowaniu komputerów, zanim jeszcze informatyka zaistniała jako oddzielna dyscyplina naukowa. Posiada bogate doświadczenie dydaktyczne, które zdobywał między innymi jako dziekan wydziału informatyki w Boston College, zanim wraz z synem Paulem założył w 1991 roku wydawnictwo Deitel & Associates, Inc. Ich publikacje znane są szeroko na całym świecie — ponad 100 z nich zostało przetłumaczonych na języki niemiecki, rosyjski, hiszpański, francuski, polski, włoski, chiński (tradycyjny i uproszczony), koreański, portugalski, grecki, urdu i turecki. Dr Deitel jest też autorem kilkuset kursów programowania dla uczelni, korporacji, agencji rządowych i wojska.


  Słów kilka o Deitel® & Associates, Inc.


  Deitel & Associates, Inc., firma założona przez Paula i Harveya Deitelów, jest rozpoznawalnym na całym świecie wydawnictwem i organizacją szkoleniową, specjalizującą się w językach programowania, technologiach obiektowych oraz tworzeniu aplikacji mobilnych i webowych. Wśród klientów firmy znajdują się największe przedsiębiorstwa, agencje rządowe, organizacje wojskowe, szkoły i uczelnie z całego świata; kursy, dostarczane bezpośrednio do witryn organizacji-klientów, dotyczą w większości programowania w najbardziej popularnych językach.


  Owocem 44-letniej partnerskiej współpracy Deitel & Associates, Inc. z wydawnictwem Pearson/Prentice Hall są liczne książki (drukowane i e-booki) oraz materiały wideo LiveLessons (można je zakupić na stronie https://www.informit.com/), Learning Paths oraz treningi i seminaria „na żywo” w serwisie Safari https://learning.oreilly.com/), a także interaktywne kursy multimedialne Revel™.


  Wszelkie uwagi, zarówno pod adresem Deitel & Associates, Inc., jak i autorów tej książki, a także propozycje kursów można zgłaszać na adres


  deitel@deitel.com


  Dodatkowe informacje na temat wspomnianych kursów dostępne są na stronie


  http://www.deitel.com/training


  Klienci indywidualni mogą kupować książki wydawnictwa Deitel za pośrednictwem strony


  https://www.amazon.com/


  Korporacje i organizacje zamierzające kupować nasze książki w ilościach hurtowych prosimy o kierowanie zamówień bezpośrednio do wydawnictwa Pearson; szczegółowe informacje w tym względzie dostępne są na stronie


  https://www.informit.com/store/sales.aspx


  
    1 There’s gold in them thar hills! — pochodzenie powiedzenia nieznane. Często niesłusznie przypisywane jest ono Markowi Twainowi.


    2 https://www.mckinsey.com/business-functions/mckinsey-digital/our-insights/big-data-the-next-frontier-for-innovation


    3 https://economicgraph.linkedin.com/resources/linkedin-workforce-report-august-2018


    4 https://www.burning-glass.com/wp-content/uploads/The_Quant_Crunch.pdf (s. 3).


    5 https://en.wikipedia.org/wiki/A_picture_is_worth_a_thousand_words


    6 https://pl.wikipedia.org/wiki/Kwartet_Anscombe%E2%80%99a


    7 https://pl.wikipedia.org/wiki/Freemium — przyp. tłum.


    8 https://public.dhe.ibm.com/common/ssi/ecm/wr/en/wrl12345usen/watson-customer-engagement-watson-marketing-wr-other-papers-and-reports-wrl12345usen-20170719.pdf


    9 https://analyticsweek.com/content/big-data-facts/


    10 https://www.oreilly.com/radar/what-is-jupyter/


    11 https://jupyter.org/community


    12 Knuth D., Literate Programming (PDF), The Computer Journal, British Computer Society, 1992.


    13 Ang. literate programming — dosł. „programowanie literackie” lub „programowanie piśmienne”, patrz https://pl.wikipedia.org/wiki/Literate_programming — przyp. tłum.


    14 http://journals.plos.org/plosone/article?id=10.1371/journal.pone.0164023


    15 http://whatis.techtarget.com/definition/cognitive-computing


    16 https://en.wikipedia.org/wiki/Cognitive_computing


    17 https://www.forbes.com/sites/bernardmarr/2016/03/23/what-everyone-should-know-about-cognitive-computing


    18 Szczegółowe warunki korzystania z usług mogą zmieniać się z upływem czasu, sprawdzaj więc ich najnowszy stan na stronie firmy IBM.


    19 https://cloud.ibm.com/catalog


    20 Planujemy znaczącą przeróbkę naszej strony; jeśli nie znajdziesz na niej żądanych informacji, napisz do nas: deitel@deitel.com

  


  Zanim zaczniesz


  Tę sekcję powinieneś koniecznie przeczytać, zanim przystąpisz do regularnej lektury książki. Ewentualne uaktualnienia publikować będziemy na naszej stronie


  http://www.deitel.com/


  Przykładowy kod


  Kod i dane przykładów prezentowanych w książce, w wersji spolonizowanej, dostępne są na serwerze Wydawnictwa Helion, pod adresem


  ftp://ftp.helion.pl/przyklady/pytprs


  Dla wygody zarówno niezaawansowanych użytkowników Windows, nieużywających innych edytorów oprócz Notatnika, jak i profesjonalistów korzystających z typowych środowisk IDE dla Pythona, udostępniamy kod skryptów w dwóch standardach kodowania polskich liter: standardowej dla Windows stronie kodowej CP 1250 oraz (domyślnym dla języka Python) międzynarodowym standardzie UTF-8.


  Czytelnicy zainteresowani wersją oryginalną przykładów mogą pobrać zawierające je archiwum, wchodząc na stronę


  https://deitel.com/python-for-programmers-book/


  i w sekcji Source Code klikając Download the ZIP file. Zależnie od konkretnych ustawień przeglądarki, system zapyta Cię o folder docelowy do zapisania archiwum .zip albo też plik zapisany zostanie automatycznie w predefiniowanym folderze.


  Jeśli chodzi o folder, do którego należy rozpakować archiwum, to przede wszystkim informujemy, że kod źródłowy przykładów nie jest w żaden sposób zależny od konkretnego folderu, natomiast w momencie uruchamiania danego przykładu za pomocą interpretera IPython folderem bieżącym musi być ten, w którym zlokalizowany jest odnośny przykład. Aby zmiana folderów była jak najmniej pracochłonna, możemy zasugerować wskazane niżej lokalizacje.


  Gdy uruchomimy Anaconda Prompt w Windows, domyślnym folderem będzie


  C:\Users\<użytkownik>


  gdzie <użytkownik> jest nazwą zalogowanego użytkownika. Zazwyczaj dane użytkownika przechowywane są w folderze jego dokumentów


  C:\Users\<użytkownik>\Documents


  można więc utworzyć w tym folderze podfolder o nazwie wynikającej z tytułu książki, na przykład PDPW2 („Python dla programistów, wydanie drugie”), i do niego wypakować zwartość archiwum.


  W systemach macOS i Linux właściwym folderem do tego celu jest folder dokumentów


  ~/Documents/


  Większość systemów operacyjnych oferuje wbudowaną obsługę archiwów .zip, można tez do ich rozpakowywania użyć (darmowych) programów 7-zip (www.7-zip.org) lub WinZip (www.winzip.com).


  Struktura archiwum


  Przykładowy kod prezentowany jest pod trzema postaciami:


  
    	Krótkich urywków, do wykorzystywania w interaktywnych sesjach interpretera IPython,


    	Kompletnych aplikacji („skryptów”) w postaci plików .py,


    	Notatników Jupytera — plików .ipynb, przeznaczonych do interaktywnego edytowania i uruchamiania w oknie przeglądarki WWW; tekst kodu może być uzupełniony o pliki binarne, na przykład grafikę i wideo.

  


  Sposoby wykorzystywania każdej z wymienionych kategorii prezentujemy w sekcji 1.5.


  Przykłady pogrupowane są w rozdziały — foldery r01 – r16 zawierają przykładowe skrypty dla rozdziałów 1. – 16., wraz z niezbędnymi plikami danych. Z kolei w każdym z tych folderów, z wyjątkiem r13, r15 i r16, znajdują się dodatkowo dwa następujące podfoldery:


  
    	urywki_py — folder zawiera pliki .py zawierające zapis interaktywnych sesji interpretera IPython, gotowe do wklejania i uruchamiania w sesji interpretera. Zdarza się, że w jednym pliku występuje kilka oddzielnych fragmentów, rozdzielamy je wtedy pustymi wierszami;


    	urywki_ipynb — w tym folderze znajdują się pliki notatników Jupytera dla poszczególnych sekcji, w układzie identycznym jak w folderze urywki_py.

  


  W rozdziale 13. prezentujemy tylko jedną aplikację, więc pliki *.py i *.ipynb znajdują się bezpośrednio w folderze r13, nie we wspomnianych podfolderach. Foldery r15 i r16 mają układ nietypowy, przeznaczenie zawartych w nich plików i podfolderów opisane jest w treści rozdziałów 15. i 16.


  Instalowanie dystrybucji Anaconda


  W całej książce posługiwać się będziemy dystrybucją Pythona o nazwie Anaconda. W jej skład wchodzi niemal wszystko, co potrzebne do uruchamiania naszych przykładów, w szczególności


  
    	interpreter IPython,


    	standardowa biblioteka Pythona i większość niezbędnych bibliotek Data Science,


    	lokalny serwer notatników Jupytera, dzięki czemu będziesz mógł łatwo ładować, modyfikować i uruchamiać notatniki w oknie przeglądarki WWW,


    	rozmaite inne pakiety, między innymi środowisko IDE o nazwie Spyder (w tej książce nie będziemy jednak z niego korzystać).

  


  Po pobraniu instalatora Anaconda dla Pythona w wersji 3.x ze strony


  https://www.anaconda.com/download/


  (w wersji odpowiedniej dla Twojego systemu operacyjnego) uruchom go i postępuj zgodnie z wyświetlanymi instrukcjami. Nie usuwaj plików instalatora zanim nie upewnisz się, że zainstalowana Anaconda funkcjonuje prawidłowo.


  Aktualizowanie Anacondy


  Jako że powinniśmy w miarę możliwości pracować z najnowszymi wersjami pakietów, po zainstalowaniu dystrybucji Anaconda musisz upewnić się, że zainstalowałeś jej najnowszą wersję. W tym celu uruchom jej aktualizator w następujący sposób:


  
    	W systemie macOS otwórz Terminal z podfolderu Narzędzia folderu Aplikacje.


    	W Windows znajdź w menu startowym pozycję Anaconda Prompt i kliknij ją prawym przyciskiem myszy. Z rozwiniętego menu kontekstowego wybierz opcję Więcej (klikając ją lewym przyciskiem myszy) i z kolejno wyświetlonego menu wybierz opcję Uruchom jako administrator. Uruchomienie Anacondy z uprawnieniami administratora jest konieczne w przypadku jej aktualizowania (co właśnie czynimy) oraz przy instalowaniu nowych pakietów (co w tej książce czynić będziemy wielokrotnie). Gdybyś nie potrafił znaleźć rzeczonej opcji w menu startowym, posłuż się wyszukiwarką dostępną w lewej dolnej części ekranu.


    	W Linuksie otwórz systemowy Terminal lub shell (zależnie od wersji).

  


  W wyświetlonym oknie konsoli wydaj kolejno polecenia


  
    conda update conda

  


  
    conda update --all

  


  Menedżery pakietów


  Każde z wykonanych przed chwilą poleceń wywołuje menedżer pakietów Anacondy (conda package manager) — jeden z dwóch kluczowych menedżerów pakietów Pythona, które wykorzystywać będziemy w tej książce; drugim jest pip. Pakiety zawierają komponenty niezbędne do zainstalowania konkretnych narzędzi lub bibliotek. W tej książce używać będziemy menedżera pip wyłącznie do instalowania tych pakietów, które nie są dostępne za pomocą polecenia conda. Niektórzy użytkownicy ograniczają się wyłącznie do pip z tej prostej przyczyny, że daje większe możliwości (w zakresie repertuaru pakietów) niż conda. Jeżeli więc doświadczysz jakichkolwiek problemów związanych z poleceniem conda, zawsze możesz użyć pip.


  Instalowanie Prospectora


  Prospector to narzędzie do statycznej analizy kodu w języku Python, ułatwiające wykrywanie powszechnie popełnianych błędów i pomocne w ulepszaniu tegoż kodu. By je zainstalować, wraz z wymaganymi bibliotekami, wydaj polecenie


  
    pip install prospector

  


  Instalowanie Matplotliba dla notatników Jupytera


  W tej książce implementować będziemy kilka animacji, wykorzystując bibliotekę o nazwie Matplotlib. Aby jej możliwości dostępne były z poziomu notatników Jupytera, musisz zainstalować narzędzie o nazwie ipympl. W tym celu wykonaj kolejno (w otwartym oknie konsoli) następujące polecenia1:


  
    conda install -c conda-forge ipympl

  


  
    conda install nodejs

  


  
    jupyter labextension install @jupyter-widgets/jupyterlab-manager

  


  
    jupyter labextension install jupyter-matplotlib

  


  Instalowanie pozostałych pakietów


  Wraz z instalowaniem Anacondy automatycznie instalowanych jest około 300 popularnych pakietów Pythona i Data Science, takich jak NumPy, Matplotlib, Pandas, Regex, BeautifulSoup, requests, Bokeh, SciPy, scikit-learn, Seaborn, Spacy, sqlite, statsmodels i wiele innych. Lista dodatkowych pakietów, które będziesz musiał oddzielnie doinstalowywać, jest krótka, dla każdego takiego przypadku zamieszczamy niezbędny instruktaż. Dla nowych pakietów dostępne są ponadto ich oryginalne dokumentacje.


  Konto deweloperskie na Twitterze


  Jeśli zamierzasz korzystać z mechanizmów Twittera opisanych w rozdziale 12. i następnych, musisz założyć w nim konto deweloperskie — obecnie jest to warunek konieczny, byś miał dostęp do API Twittera. W tym celu wypełnij i wyślij formularz rejestracyjny dostępny na stronie


  https://developer.twitter.com/en/apply-for-access


  Twitter weryfikuje każde aplikowanie o konto; gdy piszemy tę książkę, osobiste wnioski o konto deweloperskie zatwierdzane są automatycznie, aplikujące firmy i organizacje muszą natomiast trochę poczekać — od kilku dni do kilku tygodni, bez gwarancji przyjęcia wniosku.


  Połączenie z internetem


  Do efektywnego korzystania z niniejszej książki niezbędne będzie połączenie z internetem, po pierwsze do instalowania niezbędnych pakietów, narzędzi i bibliotek, po drugie w celu rejestracji w rozmaitych usługach chmurowych, w większości darmowych.


  Niektóre procedury rejestracyjne wymagają podawania numerów kart kredytowych w celu weryfikowania tożsamości. W kilku przypadkach korzystać będziemy z usług, które co prawda nie są darmowe, ale ich dostawcy udzielają nowym użytkownikom niewielkiego kredytu, który powinien okazać się wystarczający do eksperymentowania przez pewien ograniczony czas, bez wnoszenia jakichkolwiek opłat. Staraj się rozsądnie wykorzystywać ów kredyt, zwalniając zaalokowane zasoby natychmiast, gdy przestaną Ci być potrzebne. W większości usług koszty korzystania z nich generowane są nie tylko przez korzystanie z zasobów, lecz także przez samo ich zaalokowanie!


  Drobne różnice w wynikach programów


  Uruchamiając prezentowane przez nas przykłady, możesz doświadczyć pewnych różnic między wynikami publikowanymi przez nas a otrzymywanymi przez Ciebie, a mianowicie:


  
    	ze względu na przybliżeniowy charakter arytmetyki zmiennopozycyjnej i subtelne różnice jej szczegółów między różnymi platformami sprzętowymi i programowymi, liczby rzeczywiste, takie jak –123,45, 7,5 czy 0,0236937, mogą wyglądać nieco inaczej, zwłaszcza na dalszych pozycjach dziesiętnych;


    	gdy któryś wynik ukazuje się w osobnym oknie, usuwany obramowanie tego okna, ograniczając się wyłącznie do samego wyniku.

  


  I to tyle przygotowań na początek, czas przejść do pierwszego rozdziału. Przyjemnej i owocnej lektury!


  
    1 https://github.com/matplotlib/jupyter-matplotlib

  


  1. Wprowadzenie do komputerów i języka Python


  W tym rozdziale opisujemy:


  
    	obecny stan i najnowsze trendy w przetwarzaniu danych,


    	podstawy programowania obiektowego,


    	przyczyny niezwykłej popularności języka Python,


    	bibliotekę standardową Pythona i kluczowe biblioteki Data Science,


    	zasady pracy z interpreterem IPython w trybie interaktywnym oraz w trybie uruchamiania skryptu,


    	metodologię tworzenia aplikacji przy użyciu notatników programu Jupyter i interfejsu JupyterLab,


    	znaczenie terminu „Big Data” i kryjącą się za nim dynamikę,


    	użyteczność Big Data na przykładzie mobilnej aplikacji nawigacyjnej,


    	istotę sztucznej inteligencji jako skrzyżowania informatyki z Data Science.

  


  Struktura rozdziału:


  1.1. Wstęp


  1.2. Podstawy technologii obiektowych


  1.3. Język Python


  1.4. Biblioteki


  1.5. IPython i notatniki Jupytera — pierwsze spotkanie


  1.6. Chmury i internet rzeczy


  1.7. Big Data — ile to jest „Big”?


  1.8. Analiza przypadku — mobilna aplikacja Big Data


  1.9. Wprowadzenie do Data Science: gdy informatyka spotyka się z Data Science


  1.10. Podsumowanie


  1.1. Wstęp


  Przedstawiamy Python — jeden z najczęściej używanych na świecie języków programowania, a według rankingu Popularity of Programming Languages (PYPL) Index — najpopularniejszy i najczęściej wyszukiwany w Google (ok. 30% udziału)1.


  Z terminologią i koncepcjami składającymi się na podstawy programowania w Pythonie zaznajamiamy Czytelników w rozdziałach 2. – 10., rozdziały 11. – 16. poświęcamy natomiast zastosowaniu tego języka w dziedzinach Big Data, sztucznej inteligencji i technologii chmurowych. Liczne analizy przypadków ilustrujemy konkretnymi rozwiązaniami programistycznymi.


  Opiszemy pokrótce koncepcje i terminologię programowania zorientowanego obiektowo. Przedstawimy standardową bibliotekę Pythona oraz kilka bibliotek Data Science, ułatwiających pracę projektantom i programistom poprzez umożliwienie tworzenia złożonych nawet aplikacji za cenę kodowania sprowadzonego do niezbędnego minimum.


  Po tej niewielkiej dozie teorii przyjdzie kolej na kilka prostych ćwiczeń praktycznych ilustrujących podstawowe sposoby wykorzystywania języka Python, przydatne do uruchamiania prezentowanych przez nas przykładów.


  
    	Najprostszym z nich jest interaktywna sesja interpretera IPython — wprowadzając instrukcje, obserwujemy natychmiast rezultat ich wykonywania.


    	Instrukcje stanowią budulec do tworzenia aplikacji języka Python. Przedstawimy prostą aplikację ilustrującą działanie prawa wielkich liczb: symulując serię rzutów sześcienną kostką do gry, obserwować będziemy na animowanym wykresie statystykę otrzymywanych wyników (czyli wypadnięcia liczby oczek od 1 do 6). W rozdziale 6. powrócimy do tej aplikacji, tworząc jej wersję z wykorzystaniem biblioteki Matplotlib.


    	Niezwykle użytecznym narzędziem wspomagającym tworzenie aplikacji w Pythonie jest JupyterLab, opierające się na tzw. notatnikach programu Jupyter (Jupyter Notebooks), umożliwiające budowanie i uruchamianie aplikacji w Pythonie z wykorzystaniem przeglądarki WWW — do kodu aplikacji dołączać można tekst, obrazy, pliki audio i wideo oraz animacje.

  


  W przeszłości większość aplikacji przeznaczona była dla komputerów „osamotnionych”, czyli niepołączonych w sieci. Podstawą większości dzisiejszych aplikacji jest wykorzystywanie internetu do komunikowania się miliardów komputerów na całym świecie. W rozdziałach 11. – 16. zajmować się będziemy aplikacjami związanymi z technologiami chmurowymi i internetem rzeczy (IoT).


  Big Data — „ogromne dane” — stają się z każdą chwilą coraz bardziej ogromne. Zapoznamy Czytelników z oszałamiającą skalą tego zjawiska i perspektywą jego ekspansji w najbliższych latach. Niektóre z kryjących się za nim technologii przedstawimy w ramach analizy przypadku — mobilnej aplikacji nawigacyjnej Waze, ułatwiającej kierowcy samochodu dotarcie do celu jak najszybciej i w sposób bezpieczny. Rozdział zamkniemy krótkim wprowadzeniem w świat Data Science oraz jego mariaż z informatyką — sztuczną inteligencję.


  1.2. Podstawy technologii obiektowych


  W miarę rosnącego zapotrzebowania na użyteczne aplikacje, niezwykle istotne staje się wytwarzanie tychże w sposób niezawodny, szybki i ekonomiczny. Jednym ze środków znacznie przybliżających ten cel są obiekty, a dokładniej — klasy, z których obiekty te się wywodzą. Obiekty są wieloużywalnymi (ang. reusable) komponentami oprogramowania i reprezentować mogą rozmaite byty i koncepcje: datę, czas, obrazy, dźwięki, samochody, ludzi, zjawiska fizyczne, prawidłowości matematyczne itp. Niemal wszystko, co ma formę rzeczownika, może być reprezentowane w kategoriach atrybutów obiektów (jak kolor czy rozmiar), wszelkie natomiast czasowniki mogą być utożsamiane z ich zachowaniami (przesuwaniem, zmianą rozmiarów, komunikowaniem). Możliwość modularnego podziału procesu tworzenia oprogramowania pomiędzy grupy projektantów, programistów i testerów jest jednym z najważniejszych zalet podejścia obiektowego w porównaniu z dawniejszymi technikami składającymi się na tzw. programowanie strukturalne. Programy bazujące na obiektach są łatwiejsze do zrozumienia i weryfikacji oraz konserwacji i unowocześniania.


  1.2.1. Samochód jako obiekt


  Aby ułatwić zrozumienie istoty i znaczenia obiektów, posłużymy się prostą analogią. Załóżmy mianowicie, że kierujesz samochodem i zamierzasz zwiększyć jego prędkość poprzez naciśnięcie pedału przyspieszenia („gazu”). Rzadko się pewnie nad tym zastanawiasz, ale abyś mógł to uczynić, wcześniej musiało się wydarzyć kilka rzeczy. Po pierwsze, ktoś musiał Twój samochód zaprojektować, sporządzając prawdopodobnie serię szkiców i planów, podobnych do tych, które składają się na projekt domu. Plany te zawierają między innymi projekt wspomnianego pedału przyspieszenia, co do którego można uważać, że skrywa przed kierowcą skomplikowane mechanizmy odpowiedzialne za napędzanie samochodu. Na tej samej zasadzie pedał hamulca i kierownica skrywają przed kierowcą mechanizmy odpowiedzialne za (odpowiednio) zmniejszanie prędkości i zmianę kierunku jazdy. Dzięki temu sztuka prowadzenia samochodu dostępna jest nawet dla osób posiadających nikłą (lub zerową) wiedzę na temat silników, hamulców i układów kierowniczych.


  Po drugie — tak jak nie sposób przyrządzić posiłku w kuchni istniejącej tylko na papierze, tak też podróż samochodem istniejącym jedynie w komputerach projektantów można odbyć jedynie w wyobraźni, ewentualnie na symulatorze przyszłego, wystrzałowego bolidu. Bo żebyś mógł faktycznie zasiąść za kierownicą Twojego auta, ktoś wcześniej musiał je wyprodukować na podstawie planów. Jego pedały i kierownica (jak zresztą wszelkie inne komponenty) są teraz rzeczywistymi bytami materialnymi, a nie jedynie wyobrażeniami projektantów, i można je naturalnie wykorzystywać do kierowania samochodem.


  1.2.2. Klasy i metody


  Kontynuujmy naszą analogię samochodu-obiektu. Aby obiekty składające się na program mogły wykonywać swoje zadania, należy wyposażyć je w metody. Metoda obiektu to swoisty pojemnik na instrukcje programu, których wykonywanie oznacza realizację pewnego fragmentu funkcjonalności obiektu. Metoda skrywa jednocześnie szczegóły tej realizacji przed użytkownikiem obiektu, podobnie jak pedał przyspieszenia skrywa przed kierowcą szczegóły działania układu napędowego. W języku Python jednostką programu grupującą metody jest klasa. Przykładowa klasa reprezentująca konto bankowe najprawdopodobniej posiada metody reprezentujące wpłatę środków (ang. deposit), ich wypłatę (ang. withdraw) oraz udostępnienie bieżącego salda (ang. inquire). W tym ujęciu klasę można utożsamiać z projektem samochodu, kiedy to jego podzespoły nie zostały jeszcze urzeczywistnione.


  1.2.3. Tworzenie obiektów


  Tak jak następstwem zaprojektowania samochodu jest jego wyprodukowanie, tak na podstawie zdefiniowanej klasy można tworzyć („produkować”) jej obiekty, zwane też jej egzemplarzami lub instancjami (w języku angielskim tworzenie instancji klasy nazywa się instatiation).


  1.2.4. Wieloużywalność


  Na podstawie pojedynczego projektu samochodu można wyprodukować wiele jego egzemplarzy, podobnie można utworzyć wiele instancji danej klasy — cecha ta nosi nazwę wieloużywalności (ang. reusability). Jak niebawem wyjaśnimy, drugim obliczem wieloużywalności jest definiowanie nowych klas na bazie klas istniejących. Wieloużywalność przyczynia się do niezawodności tworzonych programów, ponieważ istniejące klasy i ich obiekty prawdopodobnie zostały już gruntownie przetestowane i zoptymalizowane. Tak jak koncepcja części zamiennych okazała się mieć kluczowe znaczenia dla rewolucji przemysłowej, tak wieloużywalność obiektów i klas stanowi dziś podstawę nowoczesnego programowania.


  Tworzenie programów w Pythonie odbywa się w oparciu o bloki konstrukcyjne (ang. building blocks). Możliwość wykorzystywanie w tej roli gotowych klas i obiektów, dedykowanych niekiedy bardzo skomplikowanym zadaniom, znacznie upraszcza pracę programistów, uwalniając ich od przysłowiowego ponownego odkrywania Ameryki.


  1.2.5. Komunikaty i wywołania metod


  Naciśnięcie przez kierowcę pedału gazu może być utożsamiane z wysłaniem do samochodu komunikatu polecającego wykonanie pewnego zadania — zwiększenia prędkości. Na podobnej zasadzie w programie są wymieniane komunikaty między obiektami: wysłanie określonego komunikatu do obiektu implementowane jest jako wywołanie pewnej metody tegoż obiektu — na przykład wywołanie metody deposit obiektu reprezentującego konto bankowe jest komunikatem nakazującym zwiększenie salda na tym koncie.


  1.2.6. Atrybuty i zmienne instancyjne


  Każdy samochód, oprócz zdolności wykonywania określonych zadań, posiada też pewne atrybuty: kolor, liczbę drzwi, aktualny zapas paliwa w baku czy dotychczasowy przebieg (odczytywany z licznika kilometrów). Zestaw atrybutów samochodu — podobnie jak repertuar jego możliwości — jest nieodłącznym elementem jego projektu, uwzględniającego chociażby umiejscowienie licznika kilometrów i wskaźnika poziomu paliwa na desce rozdzielczej. Atrybuty stanowią własność konkretnego egzemplarza samochodu i przemieszczają się razem z nim. Spoglądając w samochodzie na wskaźnik paliwa lub licznik przejechanych kilometrów można odczytać żądane wartości dla tego konkretnego samochodu, lecz nie dla innych samochodów.


  Na podobnej zasadzie każda klasa definiuje zestaw własnych atrybutów, którymi obdarzone będą jej obiekty i których wartości będą indywidualne dla każdego z tych obiektów. Jednym z atrybutów obiektu reprezentującego konto bankowe jest saldo; każdy taki obiekt zna wartość własnego salda, ale nie wie nic o saldach kont reprezentowanych przez inne obiekty. Atrybuty definiowane przez daną klasę dostępne są w jej obiektach za pośrednictwem zmiennych instancyjnych (ang. instance variables). Atrybuty klasy powiązane są ściśle z jej metodami, w sposób zdeterminowany przez realizację pewnej funkcjonalności; każda klasa jest więc zamkniętą całością reprezentującą tę funkcjonalność, jako cząstkę ogólnej funkcjonalności aplikacji.


  1.2.7. Dziedziczenie


  Definiowanie nowej klasy na bazie klasy już istniejącej odbywa się poprzez dziedziczenie (ang. inheritance). Nowa klasa, zwana podklasą lub subklasą (ang. subclass) przejmuje („dziedziczy”) wszystkie metody i atrybuty z klasy bazowej, zwanej nadklasą lub superklasą (ang. superclass). Odziedziczone elementy można modyfikować oraz uzupełnić o nowe, nadając nowej klasie pożądaną charakterystykę. Na bazie ogólnej klasy samochód można na przykład zdefiniować specyficzną subklasę kabriolet, z nowymi elementami związanymi z dachem — metodami złóż i rozłóż oraz atrybutem stan_dachu (o wartościach złożony i rozłożony).


  1.2.8. Analiza i projektowanie zorientowane obiektowo (OOAD)


  Niebawem zaprezentujemy pierwsze przykłady programów w języku Python, nie od rzeczy więc będzie zadać fundamentalne pytanie — jak w ogóle należy zabierać się za tworzenie oprogramowania? Banalne podejście „usiądź do komputera i pisz” sprawdza się być może w odniesieniu do równie banalnych programów („programików”), jakie napotkamy w początkowych rozdziałach, lecz w przypadku „prawdziwych” systemów jest całkowicie chybione, bo nie jest w stanie sprostać nawet podstawowym wymaganiom stawianym przed tymi systemami. Wyobraźmy sobie aplikację obsługującą tysiące bankomatów dużego banku, czy też nowej generacji system sterowania ruchem lotniczym na obszarze USA, w tworzenie którego zaangażowanych jest 1000 programistów.


  Wymagania dotyczące niezawodności, bezpieczeństwa i efektywności, a także komplikacje związane z pracą zespołową, każą zapomnieć o indywidualistycznym pisaniu programów „z palca”. Kod programu ukształtowany zostaje dopiero w wyniku skomplikowanego procesu, którego głównymi elementami są: analiza wymagań oraz projektowanie systemu, czyli definiowanie, czego oczekuje się od tworzonego systemu i jak system ten powinien spełniać pokładane w nim oczekiwania. Jeśli proces ten realizowany jest przy użyciu technik obiektowych, nazywamy go analizą i projektowaniem zorientowanymi obiektowo (ang. OOAD — Object Oriented Analysis and Design). Przełożenie jego wyników na kod programu jest znacznie ułatwione, gdy posługujemy się językiem programowania zorientowanego obiektowo (ang. OOP — Object Oriented Programming) — jednym z takich języków jest właśnie Python.


  1.3. Język Python


  Język Python opracowany został przez Guido van Rossuma z National Research Institute for Mathematics and Computer Science w Amsterdamie, programiści cieszą się nim od roku 1991. Jego nazwę twórca zaczerpnął z emitowanego przez BBC w latach 70. ub. wieku serialu „Monty Python’s Flying Circus” („Latający cyrk Monty Pythona”).


  Python jest obiektowo zorientowanym językiem skryptowym ogólnego przeznaczenia. Wkrótce po zaistnieniu zdobył sobie poczesne miejsce w rankingu popularności języków programowania na całym świecie i dziś po niemal 30 latach wciąż znajduje się na czele tego rankingu, zarówno w zastosowaniach edukacyjnych, jak i na potrzeby badań naukowych2 — w tym ostatnim obszarze wyprzedził nawet język R, standardowo wykorzystywany na potrzeby obliczeń statystycznych3 4 5. Jest więc zrozumiałe, że każdy, kto na serio para się programowaniem, powinien rozważyć zawarcie z językiem Python bliższej znajomości6 7 8, chociażby dlatego, że:


  
    	Dostępny jest on całkowicie za darmo, należy do kategorii open source i cieszy się popularnością wśród społeczności tej kategorii oprogramowania.


    	Jest łatwiejszy do nauki niż tradycyjne języki C, C++, C# czy Java, co jest dobrą wiadomością zarówno dla nowicjuszy programistycznych, jak i programistów mających już doświadczenia z innymi językami.


    	Napisane w mim programy są bardziej przejrzyste w porównaniu z wieloma innymi językami programowania.


    	Jest szeroko stosowany w celach edukacyjnych9.


    	Przyczynia się do zwiększania produktywności programistów, dzięki bogatej ofercie bibliotek standardowych i bibliotek open source producentów trzecich. Programiści mogą realizować nawet skomplikowane projekty przy sprowadzeniu kodowana do minimum; powrócimy do tej kwestii w sekcji 1.4.


    	Stworzono w nim mnóstwo aplikacji open source.


    	Jest znakomitym narzędziem programowania webowego — stworzono w nim m.in. frameworki Django i Flask.


    	Wspiera popularne paradygmaty programowania: proceduralny, funkcyjny i zorientowany obiektowo10.W rozdziale 4. przedstawimy wprowadzenie do programowania funkcyjnego i będziemy kontynuować ten temat w następnych rozdziałach.


    	Przyczynia się do uproszczenia programowania współbieżnego — dzięki bibliotekom asyncio i async/await można tworzyć jednowątkowy kod współbieżny11 łatwiejszy w debugowaniu i konserwacji, szczególnie w przypadku dużych, skomplikowanych projektów12.


    	Istnieje wiele sposobów zwiększania wydajności jego aplikacji.


    	Wykorzystywany jest zarówno do tworzenia prostych skryptów, jak i skomplikowanych aplikacji dla dużego kręgu użytkowników — Dropbox, YouTube, Reddit, Instagram i Quora to tylko kilka reprezentatywnych przykładów13.


    	Jest popularny w zastosowaniu do sztucznej inteligencji — żywiołowo rozwijającej się dziedziny wiedzy i badań naukowych, szczególnie ze względu na jej związki z Data Science.


    	Jest popularny w zastosowaniach finansowych14.


    	Programiści Pythona są poszukiwanymi specjalistami w wielu dziedzinach, ich zarobki należą do najwyższych w świecie programistycznym15 16.


    	Wraz z językiem R — również z kategorii open source, flagowym dla obliczeń statystycznych i wizualizacji danych — tworzy tandem szeroko stosowany w odniesieniu do Data Science.

  


  1.3.1. Dystrybucja Anaconda


  W tej książce wykorzystywać będziemy dystrybucję Pythona o nazwie Anaconda. Jest ona dostępna w wersjach dla systemów Windows, Linux i MacOS, obsługuje najnowsze wersje języka, udostępnia interpreter IPython (szerzej o nim w sekcji 1.5.1), notatniki Jupytera (w sekcji 1.5.3 pokażemy, jak z nich korzystać) oraz wiele innych pakietów i bibliotek powszechnie stosowanych w programowaniu w Pythonie, szczególnie w zastosowaniach Data Science. Uwalnia to programistów od zabiegów związanych z instalowaniem oprogramowania, pozwalając im skupić się na samym pisaniu kodu. Interpreter IPython17 udostępnia możliwości pogłębiania wiedzy na temat Pythona, dzięki eksperymentowaniu z nim i jego biblioteką standardową oraz innymi bibliotekami producentów trzecich.


  1.3.2. Zen Pythona


  W tej książce hołdujemy zasadom sformułowanym przez twórcę Pythona, Guido van Rossuma, zebranym przez Tima Petersa w formie 19 postulatów jako The Zen of Python. Ich listę możemy obejrzeć, wpisując na konsoli IPythona polecenie


  
    import this

  


  W wolnym tłumaczeniu na język polski postulaty te prezentują się następująco:


  
    	Piękne jest lepsze niż brzydkie.


    	Wyrażone wprost jest lepsze niż domniemane.


    	Proste jest lepsze niż złożone.


    	Złożone jest lepsze niż skomplikowane.


    	Płaskie jest lepsze niż zagnieżdżone.


    	Rzadkie jest lepsze niż gęste.


    	Czytelność jest ważna.


    	Sytuacje wyjątkowe nie są wyjątkowe na tyle, by łamać reguły.


    	Mimo to praktyczność jest ważniejsza od puryzmu.


    	Błędy nigdy nie powinny przechodzić niezauważone.


    	Chyba że są celowo ukrywane.


    	W razie niejasności odrzucaj pokusę zgadywania.


    	Powinien być jeden — i najlepiej tylko jeden — oczywisty sposób na zrobienie danej rzeczy.


    	Choć ten sposób może nie być oczywisty, chyba że jesteś Holendrem.


    	„Teraz” jest lepsze niż „nigdy”.


    	Jednakże „nigdy” jest często lepsze niż „natychmiast”.


    	Jeśli trudno wyjaśnić daną implementację, to jest ona złym pomysłem.


    	Jeśli łatwo wyjaśnić daną implementację, być może jest ona dobrym pomysłem.


    	Przestrzenie nazw to genialny pomysł — więcej takich pomysłów!

  


  Oficjalny dokument projektowy języka Python znany jest powszechnie pod akronimem PEP, od Python Enhancement Proposal — „propozycje rozszerzeń Pythona” — i anonsowany jest jako „dokument projektowy dostarczający społeczności Pythona informacji dotyczących nowości w języku, jego procesach lub środowisku”18.


  1.4. Biblioteki


  Gdy dostępny jest gotowy, przetestowany i zoptymalizowany kod dostarczający rozwiązania danego problemu, tworzenie podobnego kodu „od zera” byłoby marnotrawieniem czasu i zasobów. Dysponując biblioteką klas dedykowanych konkretnym zagadnieniom możemy tworzyć obiekty tych klas za pomocą pojedynczych instrukcji języka Python, dzięki czemu nawet złożone problemy można rozwiązywać za pomocą niewielkiej ilości kodu. W tej książce będziemy intensywnie korzystać ze standardowych bibliotek Pythona, bibliotek Data Science i innych bibliotek producentów trzecich.


  1.4.1. Standardowa biblioteka Pythona


  Standardowa biblioteka Pythona (Python Standard Library) dostarcza wielu środków do przetwarzania danych tekstowych i binarnych, obliczeń matematycznych, programowania funkcyjnego, dostępu do plików i katalogów, trwałego przechowywania („persystencji”) danych, kompresji i archiwizacji danych, szyfrowania, wykorzystywania usług systemowych, programowania współbieżnego, komunikacji międzyprocesowej, wykorzystywania protokołów sieciowych, obsługi rozmaitych formatów danych z JSON i XML na czele, obsługi multimediów tworzenia różnych wersji językowych aplikacji, budowania interfejsów GUI, debugowania kodu i jego profilowania — i wielu jeszcze innych rzeczy. W tabeli 1.1 przedstawiamy wybrane moduły tej biblioteki, wykorzystywane w przykładowych programach prezentowanych w tej książce.


  Tabela 1.1. Wybrane moduły standardowej biblioteki Pythona


  
    
      
        	
          Moduł

        

        	
          Przeznaczenie

        
      


      
        	
          collections

        

        	
          Obsługa dodatkowych struktur danych, innych niż listy, krotki, słowniki i zbiory

        
      


      
        	
          csv

        

        	
          Przetwarzanie plików tekstowych zawierających dane rozdzielone przecinkami (ang. CSV — Comma-Separated Values)

        
      


      
        	
          datetime, time

        

        	
          Przetwarzanie daty i czasu

        
      


      
        	
          decimal

        

        	
          Arytmetyka liczb całkowitych i rzeczywistych, z uwzględnieniem obliczeń finansowych

        
      


      
        	
          doctest

        

        	
          Proste testowanie jednostkowe za pomocą testów walidacyjnych i oczekiwanych wartości wbudowywanych w notatki dokumentacyjne (ang. docstrings)

        
      


      
        	
          json

        

        	
          Przetwarzanie danych zapisanych w formacie JSON (ang. JavaScript Object Notation) na użytek usług webowych i baz danych NoSQL

        
      


      
        	
          math

        

        	
          Podstawowe stałe i operacje matematyczne

        
      


      
        	
          os

        

        	
          Interakcje z systemem operacyjnym

        
      


      
        	
          queue

        

        	
          Obsługa struktur FIFO (ang. First-In-First-Out), czyli kolejek

        
      


      
        	
          random

        

        	
          Generowanie liczb pseudolosowych

        
      


      
        	
          re

        

        	
          Obsługa wyrażeń regularnych i dopasowywanie wzorców

        
      


      
        	
          sqlite3

        

        	
          Dostęp do relacyjnych baz danych SQLite

        
      


      
        	
          statistics

        

        	
          Obliczanie miar statystycznych — między innymi średniej, mediany, mody i wariancji

        
      


      
        	
          string

        

        	
          Przetwarzanie łańcuchów tekstowych

        
      


      
        	
          sys

        

        	
          Przetwarzanie parametrów wiersza poleceń oraz obsługa standardowych strumieni: wejścia, wyjścia i sygnalizacji błędów

        
      


      
        	
          timeit

        

        	
          Pomiar i analiza wydajności kodu

        
      

    
  


  1.4.2. Biblioteki Data Science


  Społeczność entuzjastów Pythona powiększa się konsekwentnie o programistów używających tego języka do rozwiązywania zadań z różnych dziedzin problemowych. Jedną z przyczyn tak gwałtownie rosnącej jego popularności jest przebogaty repertuar bibliotek open source powstających wysiłkiem tej społeczności i wykorzystywanych w jej kręgu do różnorodnych celów.


  Jednym z głównych celów tej książki jest unaocznienie Czytelnikom tych cech języka Python, które przyczyniły się do opisanej jego popularności. Chcemy to osiągnąć poprzez prezentację licznych przykładów implementacji rozwiązań problemów — zarówno modelowych, jak i tych stanowiących analizy przypadków zaczerpniętych z rzeczywistego świata. To, co dla programisty w tym kontekście szczególnie istotne, to możliwość korzystania z obszernego repertuaru gotowych bibliotek — to zdumiewające, jak wiele można zdziałać dzięki nim, pisząc zaledwie kilka wierszy kodu!


  W tabeli 1.2 przedstawiamy skromny wybór ze wspomnianego repertuaru, obejmujący biblioteki, z których w tej książce będziemy dość często korzystać, dedykowane Data Science, wizualizacji danych i przetwarzaniu języka naturalnego. Czytelnikom zainteresowanym narzędziami wizualizacji danych w języku Python polecamy stronę http://pyviz.org.


  Tabela 1.2. Najpopularniejsze biblioteki Pythona wykorzystywane w niniejszej książce


  
    
      
        	
          Badania naukowe i analiza statystyczna

        
      


      
        	
          NumPy (ang. Numerical Python)

        

        	
          Python pozbawiony jest wbudowanej struktury tablicowej, wykorzystując w zamian listę — wygodną w użyciu, lecz stosunkowo powolną w implementacji. NumPy dostarcza wysokowydajną strukturę ndarray, przydatną do reprezentowania list i macierzy, wraz z procedurami do przetwarzania jej instancji.

        
      


      
        	
          SciPy (ang. Scientific Python)

        

        	
          Zbudowana na bazie NumPy, dostarcza procedur do obliczeń naukowych, między innymi całkowania, rozwiązywania równań różniczkowych i operacji na macierzach. SciPy i NumPy stanowią część większego systemu o nazwie scipy.org.

        
      


      
        	
          StatsModels

        

        	
          Zapewnia wsparcie dla estymacji modeli statystycznych, testów statystycznych i eksploracji danych statystycznych.

        
      


      
        	
          Analiza danych i manipulowanie danymi

        
      


      
        	
          Pandas

        

        	
          Wyjątkowo popularna biblioteka oferująca środki do zaawansowanego przetwarzania danych. Jej dwie najważniejsze struktury, wywodzące się z ndarray, to Series (dla danych jednowymiarowych) i DataFrames (dla dwuwymiarowych).

        
      


      
        	
          Wizualizacja

        

        	
      


      
        	
          Matplotlib

        

        	
          Konfigurowalna biblioteka do wizualizacji danych i sporządzania różnego typu wykresów — liniowych, punktowych, słupkowych, konturowych, kołowych („torcików”), wektorowych, siatkowych, kątowych, 3D i tekstowych.

        
      


      
        	
          Seaborn

        

        	
          Wysokopoziomowa biblioteka wizualizacyjna zbudowana na bazie Matplotlib. Wzbogaca wykresy o dodatkowe efekty, nadając im profesjonalny wygląd. Jej wykorzystywanie wiąże się z bardzo oszczędnym kodowaniem.

        
      


      
        	
          Uczenie maszynowe, głębokie uczenie i uczenie ze wzmocnieniem

        
      


      
        	
          scikit-learn

        

        	
          Najpopularniejsza biblioteka dedykowana uczeniu maszynowemu. Uczenie maszynowe to część sztucznej inteligencji, uczenie głębokie to odmiana uczenia maszynowego koncentrująca się na sieciach neuronowych.

        
      


      
        	
          Keras

        

        	
          Jedna z najłatwiejszych w użyciu bibliotek związanych z głębokim uczeniem. Stanowi warstwę prezentacji dla bibliotek TensorFlow (Google), CNTK (ang. Microsoft Cognitive Toolkit) i Theano (skonstruowana na Uniwersytecie w Montrealu).

        
      


      
        	
          TensorFlow

        

        	
          Najczęściej wykorzystywana biblioteka związana z głębokim uczeniem, stworzona przez Google. Swą wydajność zawdzięcza wykorzystywaniu procesorów graficznych (GPU) i jednostek przetwarzania tensorowego (TPU — ang. Tensor Processing Units) skonstruowanych przez Google. Szczególnie przydatna do zastosowań w sztucznej inteligencji i analizie danych, wymagających olbrzymiej mocy obliczeniowej. Dostępna jest wersja Keras wbudowana w TensorFlow.

        
      


      
        	
          OpenAI Gym

        

        	
          Biblioteka i środowisko do tworzenia, testowania i porównywania algorytmów uczenia ze wzmocnieniem.

        
      


      
        	
          Przetwarzanie języka naturalnego (NLP — ang. Natural Language Processing)

        
      


      
        	
          NLTK (ang. Natural Language Toolkit)

        

        	
          Pakiet bibliotek i programów do symbolicznego i statystycznego przetwarzania języka naturalnego.

        
      


      
        	
          TextBlob

        

        	
          Zorientowana obiektowo biblioteka do przetwarzania tekstów, bazująca na NLTK. Upraszcza wiele zadań związanych z NLP.

        
      


      
        	
          Gensim

        

        	
          Biblioteka podobna do NLTK, powszechnie wykorzystywana do indeksowania kolekcji dokumentów i wyszukiwania dokumentów podobnych do zadanego, na podstawie indeksu.

        
      

    
  


  1.5. IPython i notatniki Jupytera — pierwsze spotkanie


  W tej sekcji zaprezentujemy wykorzystywanie interpretera IPython19 w dwóch trybach:


  
    	interaktywnym — wprowadzasz niewielki fragment kodu („urywek” — ang. snippet) i natychmiast obserwujesz efekt jego wykonania;


    	skryptowym — wczytujesz i wykonujesz zawartość pliku z rozszerzeniem .py (skrót od „Python”) zwaną skryptem lub programem; taki skrypt jest z reguły bardziej obszerny niż urywki testowane w trybie interaktywnym.

  


  W kolejnej sekcji omówimy uruchamianie skryptów Pythona w środowisku przeglądarki WWW, za pomocą notatników programu Jupyter20.


  1.5.1. IPython jako kalkulator


  Na początek wykorzystamy IPython do obliczania wartości wyrażeń arytmetycznych.


  1.5.1.1. IPython w trybie interaktywnym


  Uruchomienie interpretera IPython jest czynnością zgoła nieskomplikowaną:


  
    	w systemie Windows wybierz z menu Start pozycję Anaconda Command Prompt;


    	w systemie Linux otwórz systemowy Terminal lub powłokę (shell), zależnie od dystrybucji;


    	w systemie MacOS wybierz Anaconda Command Prompt z folderu Applications/Utilities.

  


  W wyświetlonym oknie konsoli wpisz polecenie


  
    ipython

  


  i naciśnij Enter (lub Return). Po krótkiej chwili ujrzysz komunikat powitalny podobny do tego z rysunku 1.1 (jego szczegóły mogą się różnić zależnie od platformy i zainstalowanej wersji interpretera):


  [image: Obraz2261.PNG]


  Rysunek 1.1. Rozpoczynanie pracy z interpreterem IPython


  Tekst [1]: jest znakiem zachęty („promptem”) sygnalizującym oczekiwanie interpretera na wprowadzenie polecenia; wprowadzając znak zapytania i naciskając Enter uzyskamy tekst pomocy, wyjaśniający podstawowe zasady korzystania z interpretera.


  1.5.1.2. Obliczanie wartości wyrażeń


  W interaktywnym trybie pracy interpretera IPython możemy obliczać wartości wyrażeń arytmetycznych, na przykład:


  
    In [1]: 45 + 72

  


  
    Out[1]: 117

  


  
     

  


  
    In [2]:.

  


  Po wprowadzeniu 45 + 72 i naciśnięciu Enter spowodujemy, że interpreter odczyta nasze polecenie, wykona je (czyli obliczy wartość wyrażenia) i wypisze jego wynik, poprzedzając go znacznikiem Out[1]:21, po czym wypisze znak zachęty In[2]: oczekując na kolejne polecenia. Dla każdego nowego polecenia interpreter zwiększa o 1 numer zawarty w nawiasach prostokątnych, zatem znacznik In[1]: w kolejnych przykładach oznacza, że rozpoczynamy sesję interpretera od nowa — robimy tak konsekwentnie na początku każdej kolejnej sekcji.


  Oczywiście obliczane wyrażenia mogą być bardziej skomplikowane:


  
    In [2]: 5 * (12.7 - 4) / 2

  


  
    Out[2]: 21.75

  


  Gwiazdka (*) jest w Pythonie operatorem mnożenia, ukośnik (/) — operatorem dzielenia. Tak jak w „zwykłej” arytmetyce, nawiasy wyznaczają kolejność wykonywania działań, tak więc najpierw obliczana jest różnica 12,7 – 4 (równa 8,7)22, następnie mnożona jest przez 5 (co daje 43,5), ostatecznie iloczyn dzielony jest przez 2, a otrzymany wynik (21,75) wypisywany jest po znaczniku Out[2]:. Liczby zawierające część ułamkową nazywamy liczbami rzeczywistymi (ang. floating point numbers)23. Liczby niezawierające części ułamkowej nazywane są liczbami całkowitymi (ang. integers).


  1.5.1.3. Wyjście z trybu interaktywnego


  Aby zakończyć pracę interpretera IPython w trybie interaktywnym:


  
    	wprowadź polecenie exit i naciśnij Enter — interpreter natychmiast zakończy pracę;

  


  lub


  
    	naciśnij kombinację klawiszy Ctrl+D — interpreter wypisze zapytanie

      
        Do you really want to exit ([y]/n)?

      


      Naciśnięcie kolejno klawiszy y i Enter (lub tylko klawisza Enter) spowoduje zakończenie pracy interpretera, naciśnięcie kolejno klawiszy n i Enter spowoduje, że interpreter będzie kontynuować pracę.

    

  


  Ponadto w systemach Linux i MacOS:


  
    	naciśnij dwukrotnie kombinację klawiszy Ctrl+D — interpreter natychmiast zakończy pracę.

  


  1.5.2. Wykonywanie programu pod kontrolą IPythona


  Interpreter IPython może pracować także w trybie skryptowym, wykonując program (skrypt) stanowiący zawartość pliku z rozszerzeniem .py. Zademonstrujemy to na przykładzie programu RollDieDynamic.py, którym dokładnie zajmiemy się w rozdziale 6. Program ten symuluje serię rzutów sześcienną kostką do gry i sporządza statystykę uzyskania poszczególnych wyników, czyli wypadnięcia n oczek, n = 1, …, 6.


  1.5.2.1. Foldery z przykładowym kodem


  Aby wykonać dany skrypt, należy wpierw uczynić folderem bieżącym folder, w którym skrypt ten się znajduje. Zbiór skryptów prezentowanych w tej książce zorganizowany jest w drzewo folderów odpowiadających poszczególnym rozdziałom (r01 – r16). Jak już wyjaśnialiśmy w sekcji „Zanim zaczniesz”, jego lokalizacja jest w zasadzie dowolna, w prezentowanych przykładach — tam, gdzie jest ona w ogóle istotna — przyjmujemy, że jest to folder główny dysku P:, więc przykładowy kod dla rozdziału 1. znajduje się w folderze P:\r01. Ponieważ bezpośrednio po uruchomieniu środowiska Anaconda folderem bieżącym jest


  
    	w Windows — C:\Users\<użytkownik>


    	w Linuksie i MacOS — /Documents/examples/

  


  więc — zgodnie z sugestią zawartą we wspomnianej sekcji — można w folderze tym założyć podfolder o nazwie (na przykład) PDPW2 i w nim utworzyć drzewo podfolderów r01 – r16.


  W Windows można zamapować wymieniony folder na dysk P: za pomocą polecenia


  
    subst P: C:\Users\<użytkownik>\PDPW2

  


  To jednak tylko sugestia — kod przykładów nie jest w żaden sposób uzależniony od konkretnej lokalizacji, zatem może być ona dowolna.


  
    cd P:\r01

  


  1.5.2.2. Wykonywanie skryptu


  Po uruchomieniu interpretera, a przed uruchomieniem skryptu, musimy upewnić się, że w interpreterze włączona jest obsługa biblioteki Matplotlib. Gwarancję taką daje nam wykonanie polecenia


  
    %matplotlib

  


  Alternatywnym posunięciem jest włączenie obsługi biblioteki przy uruchamianiu interpretera, co wykonuje się za pomocą polecenia


  
    ipython –-matplotlib

  


  Potem można już uruchomić skrypt, wydając polecenie


  
    run RollDieDynamic.py 6000 1

  


  Przebieg symulacji ilustrowany jest na dynamicznie uaktualnianym wykresie słupkowym. Parametry wywołania określają zarówno liczbę wykonywanych rzutów, jak i częstotliwość odświeżania wykresu: wywołanie


  
    RollDieDynamic.py x y

  


  oznacza, że odświeżanie dokonywane będzie co y rzutów i wystąpi x razy, czyli łączna liczba rzutów będzie wynosić x * y. W tym konkretnym przypadku wykonamy 6000 rzutów, odświeżając wykres po każdym z nich.


  Zgodnie z rachunkiem prawdopodobieństwa każda z możliwych wartości otrzymanych oczek (1 – 6) jest jednakowo prawdopodobna — prawdopodobieństwo jest równe 1/6, więc rzucając kostką 6000 razy powinniśmy dla każdej liczby oczek otrzymać liczbę rzutów zbliżoną do 1000. Mamy jednak do czynienia ze zjawiskiem losowym, więc wspomniane wartości będą się jednak mniej lub bardziej od tej wartości różnić — statystycznie tym mniej, im więcej rzutów będziemy wykonywać, bo to właśnie stanowi istotę prawa wielkich liczb, fundamentalnego w rachunku prawdopodobieństwa. O jego słuszności możemy się przekonać, zmieniając pierwszy parametr wywołania skryptu na 100, 1000, 10 000 itd. Na rysunku 1.2 widoczne są zrzuty ekranu przedstawiającego wynik eksperymentu po wykonaniu (odpowiednio) kilkudziesięciu i kilku tysięcy rzutów.
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  Rysunek 1.2. Symulowanie rzutów jednorodną kostką do gry


  1.5.2.3. Tworzenie skryptów


  Do stworzenia skryptu w języku Python wystarczy w zasadzie zwykły edytor tekstowy, za pomocą którego można treść owego skryptu rozwijać, wprowadzać niezbędne poprawki i trwale zapisywać w pliku. Profesjonalny programista oczekuje jednak czegoś więcej — narzędzi wspierających cały proces budowania aplikacji: edytowanie kodu, jego uruchamianie i debugowanie w poszukiwaniu przyczyn błędnego zachowania programu itp. Produkt łączący w sobie takie narzędzia nazywany jest powszechnie zintegrowanym środowiskiem programisty (ang. IDE — Integrated Development Environment). Do najpopularniejszych środowisk IDE dla języka Python należą: Spyder (dostarczany wraz z dystrybucją Anaconda), PyCharm i Visual Studio Code.


  1.5.2.4. Błędy wykonania


  Rzadko kiedy tworzona aplikacja od razu działa zgodnie z intencjami jej twórców. Nie dość, że produkuje absurdalne wyniki, to jeszcze straszy tajemniczymi komunikatami o próbie dzielenia przez zero (nietolerowanej w większości języków programowania). Programiści muszą przeanalizować zachowanie programu i odpowiednio skorygować jego kod źródłowy.


  Błędy w rodzaju próby dzielenia przez zero nazywamy błędami wykonania (ang. runtime errors). Fatalne błędy wykonania (ang. fatal runtime errors) powodują natychmiastowe zakończenie pracy aplikacji, błędy niefatalne (ang. non-fatal runtime errors) pozwalają na kontynuowanie pracy aplikacji, choć poprawność produkowanych wówczas wyników może być wątpliwa.


  1.5.3. Tworzenie i wykonywanie kodu w notatniku Jupytera


  Częścią dystrybucji Anaconda jest Jupyter Notebook — system notatników programu Jupyter, będący środowiskiem programisty opartym na przeglądarce WWW, w oknie której można tworzyć i uruchamiać kod aplikacji, co więcej — tekst tego kodu można mieszać z grafiką i plikami wideo. Notatniki Jupytera są powszechnie wykorzystywane w społeczności Data Science i ogólnie popularne w zastosowaniu do badań naukowych, ponieważ oprócz łatwego tworzenia i uruchamiania kodu ułatwiają komunikowanie wyników badań. Jak wcześniej wspominaliśmy, notatniki Jupytera zdolne są do integracji z wieloma językami programowania — ich zasób nieustannie zwiększa się.


  W niniejszej książce wykorzystujemy notatniki Jupytera w roli środowiska IDE dla uruchamiania przykładowych skryptów w Pythonie — można je wczytywać i wykonywać. W tym miejscu zaprezentujemy interfejs JupyterLab, umożliwiający zarówno zarządzanie plikami notatnika i innymi plikami wykorzystywanymi przez niego (np. grafiką i wideo), jak i edytowanie kodu, jego uruchamianie i obserwowanie jego efektów.


  Nieprzypadkowo kodowanie w środowisku notatników Jupytera podobne jest do kodowania pod kontrolą interpretera IPython, bowiem ten właśnie interpreter jest domyślnym dla tego środowiska. Pokażemy teraz, jak pod jego kontrolą wykonać program, o którym pisaliśmy w sekcji 1.5.1.


  1.5.3.1. Otwieranie JupyterLab w przeglądarce


  W celu uruchomienia programu RollDieDynamic.py przejdź (w oknie konsoli Anaconda) do jego folderu ch01 (w sposób wcześniej opisany), po czym uruchom interfejs JupyterLab wydając polecenie


  
    jupyter lab

  


  Spowoduje to uruchomienie serwera Jupyter Notebook nasłuchującego na porcie 8888 i otwarcie nowej karty (lub nowego okna, zależnie od ustawień) w domyślnej przeglądarce WWW, z uwidocznioną zawartością folderu ch01 na panelu plików (rysunek 1.3).
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  Rysunek 1.3. Strona startowa interfejsu JupyterLab


  Jupyter Notebook umożliwia załadowanie i wykonanie skryptu z poziomu przeglądarki WWW. Klikając dwukrotnie wybrany plik skryptu na panelu plików spowodujemy otwarcie tego pliku i uwidocznienie jego zawartości w nowej zakładce, obok otwartej już zakładki Launcher. Ogólnie przeglądarka wyświetlać może wiele skryptów jednocześnie, każdy w osobnej zakładce. Gdy przeglądarka zostanie przypadkowo zamknięta (ale serwer Jupyter Notebook wciąż działa) można ją ponownie uruchomić, wpisując w pasek adresu


  
    http://localhost:8888/lab

  


  (gdy w otwartym oknie przeglądarki nie będzie zakładki Launcher, można ją otworzyć za pomocą opcji File/New Launcher).


  1.5.3.2. Tworzenie nowego notatnika


  Przechodząc na zakładkę Launcher i klikając przycisk Python 3 (w pobliżu etykiety Notebook) spowodujemy otwarcie nowego notatnika o nazwie Untitled.ipynb, w którym można edytować i uruchamiać kod w języku Python 3 (ipynb to skrót od IPython Notebook).


  1.5.3.3. Zmiana nazwy notatnika


  Zmienimy domyślną nazwę notatnika Untitled.ipynb na TestDrive.ipynb:


  
    	Kliknij prawym klawiszem myszy zakładkę Untitled.ipynb i z rozwiniętego menu kontekstowego wybierz opcję Rename Notebook.


    	W wyświetlonym oknie (rysunek 1.4) zmień nazwę notatnika na TestDrive.ipynb i kliknij przycisk Rename.
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      Rysunek 1.4. Zmiana nazwy notatnika

    

  


  Nowa nazwa pojawi się zarówno na zakładce, jak i na panelu plików.


  1.5.3.4. Obliczanie wartości wyrażeń w notatniku


  Elementem roboczym notatnika jest komórka (ang. cell), w którą wpisywać można urywki kodu. Domyślnie nowy notatnik zawiera jedną komórkę — na rysunku 1.4 jest to prostokątny obszar na panelu notatnika — lecz można tworzyć nowe. Wewnątrz pary nawiasów prostokątnych z lewej strony komórki Jupyter Notebook wpisuje kolejne numery urywków po wykonaniu danego urywku.


  Kliknij komórkę i wpisz do niej (w charakterze urywka) wyrażenie


  
    45 + 72

  


  Aby wykonać urywek, czyli obliczyć wartość wyrażenia, naciśnij kombinację klawiszy Ctrl+Enter. Jupyter Notebook wykona działanie i wypisze poniżej jego wynik (rysunek 1.5).
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  Rysunek 1.5. Obliczanie wartości wyrażenia w komórce notatnika


  1.5.3.5. Dodawanie i wartościowanie nowych komórek


  Obliczmy wartość wyrażenia trochę bardziej złożonego. Aby dodać do notatnika nową komórkę, kliknij przycisk + na pasku narzędzi powyżej komórki (rysunek 1.6).
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  Rysunek 1.6. Dodanie nowej komórki do notatnika


  Wpisz do nowo utworzonej komórki wyrażenie


  
    5 * (12.7 - 4) / 2

  


  i naciśnij kombinację klawiszy Ctrl+Enter, by obliczyć jego wartość (rysunek 1.7).
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  Rysunek 1.7. Obliczanie wartości bardziej skomplikowanego wyrażenia


  1.5.3.6. Zapisywanie zawartości notatnika


  Początkowo z prawej strony zakładki widnieje ikona [image: Obraz2316.BMP], która zmieni swój wygląd na [image: Obraz2324.BMP], co jest sygnałem, że w notatniku poczyniono zmiany, które nie zostały jeszcze zapisane. Aby je zapisać w pliku, wybierz z menu głównego opcję File/Save Notebook.


  1.5.3.7. Notatniki z przykładowym kodem


  Dla wygody Czytelników utworzyliśmy, gotowe do wykonywania, notatniki Jupytera dla poszczególnych rozdziałów (z wyjątkiem pierwszego) i w postaci plików *.ipynb ulokowaliśmy je w folderach z przykładowym kodem dla poszczególnych rozdziałów. Notatniki te nie zawierają wyników wykonania, użytkownicy sami mogą poeksperymentować z poszczególnymi urywkami i na bieżąco obserwować wyniki swoich eksperymentów.


  Jeśli notatnik zawiera już wyniki ewaluacji komórek, można go zresetować, usuwając je. Przejdź do zakładki TestDrive.ipynb i z menu głównego wybierz opcję Kernel/Restart Kernel and Clear All Outputs, a następnie w wyświetlonym oknie potwierdzenia kliknij przycisk RESTART. Okno zresetowanego notatnika wyglądać będzie jak na rysunku 1.8. Operacja ta jest naturalnym sposobem wielokrotnego wykonywania kodu wpisanego do komórek, kiedy to na etapie tworzenia aplikacji edytowanie jej kodu przeplata się z jego testowym wykonywaniem.
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  Rysunek 1.8. Efekt zresetowania notatnika TestDrive.ipynb


  Aby zamknąć zakładkę TestDrive.ipynb, kliknij po prostu znajdujący się na niej symbol [image: Obraz2331.BMP]. Przedtem jednak wskazane jest zapisanie (ewentualnie) nieutrwalonych zmian, za pomocą opcji File/Save Notebook (jak w sekcji 1.5.3.6).


  1.5.3.8. Otwieranie i wykonywanie zawartości istniejącego notatnika


  Załadowanie istniejącego pliku .ipynb do Jupytera jest bardzo proste: po jego zlokalizowaniu na lewym panelu należy dwukrotnie kliknąć jego pozycję. Gdy notatnik zostanie otwarty, można indywidualnie wartościować zawartości poszczególnych komórek, lecz można też dokonać automatycznego wartościowania kolejno ich wszystkich — ten drugi scenariusz uruchamia się, wybierając z menu głównego opcję Run/Run All Cells. Wynik wartościowania każdej komórki wypisywany będzie bezpośrednio pod nią.


  1.5.3.9. Zamykanie JupyterLab


  Zakończenie pracy Jupytera następuje w wyniku naciśnięcia kombinacji klawiszy Ctrl+C w oknie, z którego został uruchomiony (Terminala lub konsoli Anaconda Command Prompt).


  1.5.3.10. Użyteczne wskazówki


  Pracę z notatnikami Jupytera usprawnić mogą dwie poniższe wskazówki:


  
    	Gdy wybrana jest najniższa z komórek (być może — jedyna), naciśnięcie kombinacji Shift+Enter (zamiast Ctrl+Enter) spowoduje wartościowanie tej komórki oraz dodanie kolejnej.


    	W przypadku wielowierszowych zawartości komórek (czyli w przypadku, gdy komórki zawierają kompletne skrypty) pomocne okazuje się numerowanie wierszy. Wybierając opcję View | Show line numbers z menu głównego spowodujemy wypisywanie numerów wierszy, osobno dla każdej komórki w bieżącej zakładce. Wypisywanie numerów wierszy albo jego brak jest ustawieniem niezależnym dla każdej zakładki.

  


  1.5.3.11. Dodatkowe informacje o JupyterLab


  Jupyter jest narzędziem o bardzo wielu możliwościach, których nie sposób nawet streścić w ograniczonych ramach niniejszej książki. Kompletna jego dokumentacja (w języku angielskim) dostępna jest pod adresem https://jupyterlab.readthedocs.io/en/stable/index.html.


  Nowicjuszom zalecamy rozpoczęcie lektury od sekcji Overview w rozdziale GETTING STARTED, a następnie zapoznanie się z sekcjami The JupyterLab Interface, Working with Files, Text Editor i Notebooks w rozdziale USER GUIDE.


  1.6. Chmury i internet rzeczy


  1.6.1. Technologie chmurowe


  Coraz więcej współczesnych obliczeń realizowanych jest „w chmurach”, co oznacza, że są one rozproszone w internecie. Wiele aplikacji uzależnionych jest od usług w chmurach (ang. cloud-based services), świadczonych przez masywne klastery zasobów obliczeniowych (procesorów, pamięci operacyjnych, pamięci masowych, baz danych itp.) komunikujących się ze sobą i z aplikacjami-usługobiorcami. Usługi udostępniane za pośrednictwem internetu nazywane są usługami webowymi (ang. web services). Jak się wkrótce przekonasz, w języku Python dostęp do usługi webowej sprowadza się do utworzenia odpowiedniego obiektu i interakcji z nim; obiekt ten łączy się z chmurą w imieniu użytkownika i zgodnie z funkcjonalnością swej klasy realizuje wszelkie detale komunikacji z usługą.


  W ostatnich sześciu rozdziałach książki będziemy korzystać z wielu usług webowych, a konkretnie:


  
    	W rozdziałach 12. i 16. używać będziemy usług webowych Twittera (za pośrednictwem biblioteki Tweepy) w celu uzyskiwania informacji na temat wybranych użytkowników, wyszukiwania tweetów z ostatniego tygodnia oraz odbierania strumieni tweetów na bieżąco („w czasie rzeczywistym”).


    	W rozdziałach 11. i 12. zaprezentujemy tłumaczenie tekstów między różnymi językami przy użyciu biblioteki TextBlob. Biblioteka ta wykonuje swoje zadania w oparciu o usługę webową Google Translate.


    	W rozdziale 13. zajmiemy się usługami bazującymi na IBM-owskiej platformie Watson — Text to Speech, Speech to Text i Translate dokonującymi (kolejno) konwersji tekstu pisanego na mowę i odwrotnie oraz tłumaczenia tekstu pisanego między językami naturalnymi. Wykorzystując wymienione usługi zaimplementujemy aplikację spełniającą rolę asystenta dla podróżnego. Aplikacja ta, otrzymawszy mówione zapytanie w języku angielskim, konwertuje jego treść na tekst, tłumaczy ten tekst na język hiszpański i wersję tę odczytuje na głos. Gdy zapytany Hiszpan udzieli odpowiedzi w swoim języku, aplikacja dokonuje analogicznej konwersji w kierunku odwrotnym — podróżny otrzymuje mówioną odpowiedź w języku angielskim (jeśli nie znasz języka hiszpańskiego lub angielskiego, nic nie szkodzi — dostarczamy niezbędne pliki dźwiękowe). Firma IBM udostępnia w internecie pliki demo umożliwiające eksperymentowanie z innymi usługami platformy Watson.


    	W rozdziale 16. zaprezentujemy praktyczne wykorzystywanie szeregu usług webowych, między innymi:

      
        	Usługi HDInsight i innych usług wchodzących w skład chmurowej platformy Microsoft Azure, dedykowanej przetwarzaniu i składowaniu danych, a także platform Hadoop i Spark fundacji Apache.


        	Usługi Dweet.io, na przykładzie symulowanego termostatu podłączonego do internetu, udostępniającego wartości temperatury do odczytu online; zbudujemy także „tablicę rozdzielczą” wyświetlającą na bieżąco wskazania temperatury i wszczynającą alarm w momencie, gdy wykroczą one poza zdefiniowany przedział.


        	Usługi PubNub, realizującej na bieżąco wizualizację danych zmieniających się w czasie, na przykładzie odczytów wartości z symulowanych czujników oraz aktualizowanych na bieżąco notowań giełdowych.

      

    

  


  W większości przypadków dostęp do wymienionych usług odbywać się będzie za pośrednictwem klas zdefiniowanych w języku Python, których obiekty, działając w imieniu użytkownika aplikacji, uwolnią go od zajmowania się szczegółami interakcji z tymi usługami.


  1.6.1.1. Mashupy


  W czasach, gdy internet nasycony jest mnogością (często darmowych) komponentów, bibliotek, usług itp., dostarczających sprawdzonych rozwiązań złożonych nieraz zagadnień, naturalnym odruchem projektanta przymierzającego się do rozwiązania jakiegoś problemu jest… poszukiwanie gotowego rozwiązania. I nie jest niczym zaskakującym, gdy ostateczny projekt aplikacji okaże się być w gruncie rzeczy kompilacją gotowych komponentów, a rola programisty sprowadza się do ustanowienia współpracy między obiektami zapewniającymi dostęp do tychże komponentów. W ten przecież sposób zbudowana została opisywana przed chwilą aplikacja — asystent podróżnego, której zasadnicza funkcjonalność opiera się na usługach webowych platformy IBM Watson. Takie konstruktywne kompilacje gotowych rozwiązań określane są powszechnie zapożyczonym z języka angielskiego słowem mashup (dosł. „jednorodne wymieszanie”) — notabene kryjąca się za tym słowem koncepcja nie ogranicza się do informatyki, lecz widoczna jest również na polu utworów muzycznych, literackich, filmowych itp.24 Jedna z pierwszych aplikacji-mashupów, amerykański serwis drobnych ogłoszeń craiglist (http://www.craigslist.org), korzysta z usługi Google Maps w celu uwidaczniania lokalizacji domów w danym regionie przeznaczonych na wynajem lub na sprzedaż.


  Serwis ProgrammableWeb (http://www.programmableweb.com/) udostępnia listę ponad 22 000 usług webowych — wśród nich tych związanych z Facebookiem, Google Maps, Twitterem i YouTube — i prawie 8000 mashupów, a także szereg wskazówek i przykładów kodu, ułatwiających tworzenie własnych mashupów.


  1.6.2. Internet rzeczy


  Internet, pierwotnie stanowiący (zgodnie z etymologią nazwy) system połączonych sieci komputerowych, dawno już wydostał się poza owe tradycyjne ramy, podobnie jak pojęcie „procesor” przestało być utożsamiane wyłącznie z komputerem. Procesory, niegdyś zajmujące metry sześcienne, teraz zminimalizowane do milimetrów znalazły poczesne miejsce tam, gdzie jeszcze kilka dekad temu mało kto by się ich spodziewał: nie jest dziś niczym niezwykłym, że adres IP może identyfikować telewizor, telefon, pralkę czy lodówkę i że urządzenia powszechnego użytku mogą wymieniać między sobą informację przez internet, niczym grupa znajomych czatująca przez komunikator. Internet komputerów przeobraził się w internet rzeczy (ang. IoT — Internet of Things) — rzeczy, do których zaliczają się między innymi


  
    	samochodowy transponder do automatycznego regulowania należności na płatnych odcinkach dróg i autostrad,


    	monitor wolnej przestrzeni do parkowania w garażu,


    	monitor pracy serca wszczepiony pacjentowi,


    	aparatura monitorująca jakość wody,


    	inteligentny licznik zużycia energii,


    	detektor promieniowania jonizującego,


    	licznik kontrolujący stan zapasów towaru w magazynie,


    	mobilny czujnik lokalizacji pojazdu,


    	inteligentny termostat, regulujący temperaturę w domu na podstawie prognozy pogody i spodziewanej aktywności domowników,


    	inteligentny sprzęt AGD.

  


  Według serwisu statista.com25, obecnie na całym świecie działa ponad 23 miliardy urządzeń IoT, w ciągu najbliższych pięciu lat przewiduje się wzrost tej liczby do 75 miliardów.


  1.7. Big Data — ile to jest „Big”?


  Dla naukowców i analityków dane gromadzone w komputerach i przetwarzane przez te programy są nie mniej ważne od tychże programów. Według ocen firmy IBM każdego dnia powstaje 2,5 tryliona (2,5×1018) bajtów nowych danych26, a 90% wszystkich danych na świecie powstało w ciągu dwóch ostatnich lat27. Według IDC w roku 2025 łączny rozmiar wszystkich danych przechowywanych w chmurach i centrach danych sięgnie 175 000 trylionów (175×1021) bajtów28.


  Aby się w tych astronomicznych wartościach nie pogubić, warto zapoznać się z jednostkami, w których mierzy się objętość danych. Poniżej wymieniamy poszczególne jednostki wyjaśniając przy okazji, jak mają się one do popularnych typów danych, z którymi użytkownicy stykają się najczęściej.


  Na początek jednak ważne wyjaśnienie. Otóż, gdy mowa o zwielokrotnianiu jednostek miary, to może ono odbywać się na dwa sposoby: dziesiętny i binarny. Pierwszy z nich opiera się na mnożeniu przez 103 = 1000, drugi na mnożeniu przez 210 = 1024. Ten ostatni jest najczęściej stosowany do wyrażania rozmiarów danych oraz pamięci, na nim więc opieramy się w poniższym zestawieniu29.


  Megabajt (MB)


  Megabajt to 220 = 10242 = 1 048 576 bajtów. Większość plików, z którymi spotykamy się w codziennej pracy, ma rozmiar od jednego do kilkudziesięciu megabajtów, na przykład


  
    	plik dźwiękowy MP3 wysokiej jakości to ok. 1 MB – 2,4 MB na minutę nagrania30,


    	zdjęcie w formacie JPEG wykonane aparatem cyfrowym to 1 MB – 10 MB,


    	pliki wideo nagrywane kamerami smartfonów mają wielkość zależną od rozdzielczości, częstotliwości próbkowania i czasu nagrania. Przykładowo na jednym ze smartfonów w ustawieniach kamery możemy przeczytać, że rozdzielczość 1080p przy częstotliwości 30 klatek na sekundę (30 FPS) wymaga 130 MB na minutę nagrania, przy rozdzielczości 4K wartość ta wzrasta do 350 MB.

  


  Gigabajt (GB)


  Gigabajt to 1024 megabajty, czyli 230 = 1 073 741 824 bajtów. Dwuwarstwowa płyta DVD zdolna jest pomieścić31 ok. 8,5 GB, co przekłada się na:


  
    	nagranie MP3 trwające do 141 godzin,


    	ok. 1000 zdjęć z aparatu o rozdzielczości 16 megapikseli,


    	ok. 7,7 minuty wideo 30 FPS w rozdzielczości 1080p,


    	ok 2,85 minuty wideo 30 FPS w rozdzielczości 4K.

  


  Obecnie najbardziej pojemny nośnik wymienny — trójwarstwowy dysk Blu-ray Ultra HD — może pomieścić do 100 GB wideo32. Silnie skompresowany strumieniowany film 4K wymaga 7 GB – 10 GB na godzinę trwania.


  Terabajt (TB)


  Terabajt to 1024 gigabajty, czyli 240 = 1 099 511 627 776 bajtów. Najnowsze dyski do komputerów stacjonarnych mają pojemność33 do 15 TB, co stanowi ekwiwalent


  
    	ok. 28 lat nagrania MP3,


    	ok. 1,68 miliona zdjęć wykonanych aparatem 16-megapikselowym,


    	ok. 226 godzin wideo 30 FPS w rozdzielczości 1080p,


    	ok. 84 godzin wideo 30 FPS w rozdzielczości 4K.

  


  Pod koniec marca 2018 roku firma Nimbus Data poinformowała o wyprodukowaniu dysku SSD o nazwie Exadrive DC100 o rekordowej pojemności34 100 TB. Równoważnik tej wartości w kategoriach MP3, zdjęć i wideo można otrzymać, mnożąc powyższą statystykę dla dysku 15 TB przez 6,67.


  Petabajt (PB), eksabajt (EB) i zettabajt (ZB)


  Jak wcześniej pisaliśmy, prawie 4 miliardy użytkowników na całym świecie produkuje codziennie 2,5 tryliona bajtów danych35 — to 2500 petabajtów (1 PB = 1024 TB = 1 125 899 906 842 624 bajty), czyli 2,5 eksabajtów (1 EB = 1024 PB = 1 152 921 504 606 846 976 bajtów). Według artykułu „Analytics Week” z marca 2016 roku w ciągu najbliższych pięciu lat liczba urządzeń podłączonych do internetu osiągnie (w 2025 roku) 50 miliardów — większość w ramach internetu rzeczy, o którym pisaliśmy w sekcji 1.6.2 i do którego powrócimy w sekcji 16.8. W roku 2020 ilość danych produkowanych w każdej sekundzie osiągnie wartość 1,7 megabajta w przeliczeniu na jednego mieszkańca naszego globu36. Przy założeniu liczebności populacji37 7,7 miliarda oznacza to


  
    	13 petabajtów nowych danych z każdą sekundą,


    	780 petabajtów nowych danych z każdą minutą,


    	46,8 eksabajtów danych z każdą godziną,


    	1123 eksabajtów, czyli 1,123 zettabajtów każdego dnia (1 ZB = 1024 EB = 1 180 591 620 717 411 303 424 bajty).

  


  Ekwiwalentem ostatniej pozycji — dziennej produktywności ziemskiej populacji — jest wideo 30 FPS o rozdzielczości 4K trwające 5,5 miliona godzin (ok. 627,5 roku) lub 116 miliardów zdjęć.


  1.7.1. Inne statystyki Big Data


  Aby lepiej poczuć klimat Big Data, warto zajrzeć na stronę https://www.internetlivestats.com, na której dostępne są dzienne statystyki związane z wykorzystywaniem internetu, przedstawiające między innymi liczbę


  
    	aktywnych użytkowników internetu, Facebooka i Twittera,


    	odwiedzonych stron WWW,


    	wysłanych wiadomości e-mail,


    	wyszukiwań w Google,


    	wpisów na blogach,


    	tweetów wysłanych z Twittera,


    	zdjęć wysłanych na Instagram,


    	filmów obejrzanych na YouTube,


    	rozmów na Skype

  


  i wielu innych.


  Klikając wybraną pozycję można uzyskać bardziej szczegółowe informacje, z których wynika, że:


  
    	z każdą godziną użytkownicy YouTube publikują filmy o łącznej długości 24 000 godzin, a łączna długość filmów obejrzanych w ciągu jednego dnia sięga miliarda godzin38;


    	w każdej sekundzie w internecie przesyłanych jest prawie 52 TB danych, z Twittera wysyłanych jest prawie 8000 tweetów, za pomocą Google wyszukiwanych jest ponad 64 000 zasobów, a na YouTube ponad 72 000 razy rozpoczyna się oglądanie filmu39;


    	na Facebooku każdego dnia wysyłanych jest 800 milionów polubień40 i 60 milionów emoji41, przeprowadzanych jest także ponad dwa miliardy wyszukiwań, a od początku istnienia portalu wysłano w ramach niego 2,5 biliona postów42;


    	w czerwcu 2017 roku Will Marshall, prezes Planet oznajmił, że jego firma posiada 142 satelity, które codziennie fotografują całą powierzchnię lądów, w efekcie czego codziennie powstaje milion obrazów o łącznej objętości 7 TB. Firma, wraz ze swoimi partnerami, wykorzystuje te zdjęcia jako dane wejściowe do algorytmów uczenia maszynowego w celu (między innymi) śledzenia liczby statków w każdym porcie, szacowania szybkości wylesiania czy optymalizowania plonów w rolnictwie. Marshall zwykł mawiać: „Jeszcze kilka lat i gdy obudzimy się pewnego dnia, w miejscu puszczy amazońskiej ujrzymy wielką dziurę, teraz codziennie możemy policzyć wszystkie drzewa na całym świecie”43.

  


  Domo, Inc. udostępnia infografikę zatytułowaną Data Never Sleeps 6.044, przedstawiającą ilość danych generowanych średnio w ciągu każdej minuty roku 2018 w rezultacie:


  
    	wysłania 473 000 tweetów z Twittera,


    	opublikowania 2 083 333 zdjęć na Snapchat,


    	obejrzenia na Netflix filmów o łącznej długości 97 222 godzin,


    	wysłania 12 986 111 komunikatów tekstowych,


    	wysłania 49 380 postów na Instagramie,


    	nawiązania 176 220 połączeń na Skype,


    	odsłuchania 750 000 strumieniowanych utworów na Spotify,


    	3 877 140 wyszukiwań w Google,


    	rozpoczęcia oglądania 4 333 560 filmów na YouTube.

  


  1.7.1.1. Obliczenia — coraz więcej, coraz szybciej


  W miarę rozrastania się danych, zwiększa się także moc procesorów służących do ich przetwarzania. Jako że najbardziej czasochłonnymi operacjami procesorów są operacje arytmetyki zmiennopozycyjnej, właśnie one stanowią podstawę pomiaru mocy obliczeniowej — moc ta, wyrażona w jednostkach zwanych flopsami (ang. FLOPS — ang. Floating-point Operation Per Second), równa jest średniej liczbie operacji zmiennopozycyjnych, jakie procesor zdolny jest wykonać w ciągu sekundy. Najszybsze z wczesnych komputerów, w latach 60. ubiegłego wieku oferowały moc rzędu megaflopsów (1 megaflops = 1000 flopsów). Na początku lat 90. ubiegłego wieku moc najszybszych superkomputerów wyrażała się miliardami flopsów (jednostka równa 109 flopsów nazywa się gigaflops). Kilka lat później superkomputery posiadały moc mierzoną w setkach gigaflopsów, a u schyłku XX wieku firma Intel wyprodukowała komputer o mocy mierzonej w teraflopsach (teraflops to 1012 flopsów). Kilka lat później komputery liczyły już z mocą setek teraflopsów. W roku 2008 firma IBM wypuściła pierwszy komputer petaflopsowy (1 petaflops = 1015 flopsów). Najszybszy obecnie superkomputer — IBM Summit OLCF-4 — znajduje się w Departamencie Energii Oak Ridge National Laboratory (ORNL); jego zmierzona moc obliczeniowa wynosi 148,6 petaflopsów, co od czerwca 2018 roku daje mu pierwsze miejsce w rankingu prestiżowej listy TOP 50045.


  Obliczenia rozproszone (ang. distributed computing) wykonywane są przez tysiące komputerów osobistych połączonych ze sobą przez internet, dających w sumie porównywalną moc. U schyłku 2016 roku Folding@home — sieć komputerów osobistych zaangażowanych ochotniczo przez ich właścicieli w obliczenia związane z przeciwdziałaniem epidemiom i projektowaniem nowych leków46 — pracowała z wydajnością ponad 100 petaflopsów47. Producenci superkomputerów, między innymi IBM, pracują obecnie nad stworzeniem procesora eksaflopsowego (1 eksaflops = 1018 flopsów)48.


  Komputery kwantowe — obecnie istniejące jedynie w fazie koncepcyjnej — mają w założeniu osiągać moc obliczeniową 18 trylionów razy (18×1018) większą od dzisiejszych „konwencjonalnych” komputerów49. Urządzenie o takiej mocy zdolne byłoby wykonać w ciągu jednej sekundy więcej obliczeń, niż wcześniej wykonały wszystkie komputery na świecie od czasu pojawienia się pierwszego komputera. Ta niewyobrażalna moc zdolna byłaby pokonać trudność obliczeniową związaną z kryptowalutami bazującymi na łańcuchach blokowych (ang. blockchains), między innymi Bitcoinami — inżynierowie obecnie głowią się nad nowymi projektami łańcuchów blokowych, odpornych nawet na tak gigantyczne możliwości komputerów50.


  Jak pokazuje historia superkomputerów, to, co dziś rodzi się w laboratoriach badawczych za ciężkie pieniądze, jutro masowo trafi pod strzechy w postaci masowych produktów — komputerów, tabletów i smartfonów „za rozsądną cenę”.


  Tym bardziej, że koszt mocy obliczeniowej w przeliczeniu na jej jednostkę nieustannie spada, w dużej mierze dzięki technologiom chmurowym. Bo chmury oznaczają zmianę sposobu myślenia użytkowników: Dotychczasowe, zwyczajowe pytanie „Jaką mocą obliczeniową muszę dysponować, by sprostać każdemu wymaganiu?” ustąpiło miejsca innemu — „Czy mogę szybko uzyskać niezbędną moc z chmury, gdy tymczasowo stanę przed wyjątkowo wymagającym zadaniem?”. Innymi słowy, użytkownicy skłonni są płacić nie za gotowość na wszystko, ale — po prostu — za możliwość wykonywania konkretnych zadań.


  1.7.1.2. Obliczenia pożerają energię


  Przetwarzanie ogromnych ilości danych przez urządzenia podłączone do internetu wiąże się z określonym zapotrzebowaniem na energię. Szacuje się, że począwszy od 2015 roku wzrasta ono o 20% rocznie i stanowi 3% – 5% w światowym bilansie zużycia; ten ostatni wskaźnik ma według prognoz wzrosnąć do 20% w roku 202551.


  Innym pożeraczem energii elektrycznej jest „kopanie” Bitcoinów, czyli intensywne obliczenia kryptograficzne na łańcuchach blokowych. Energia przypadająca na przetworzenie jednego Bitcoina odpowiada energii zużywanej przez przeciętny amerykański dom w ciągu tygodnia! Jej konsumentami są komputery używane przez „kopaczy” do udowadniania, że dane transakcji są poprawne52.


  Według pewnych oszacowań, roczne zużycie energii generowane przez transakcje bitcoinowe jest większe niż globalne zużycie wielu krajów53, a transakcje z udziałem obu popularnych kryptowalut — Bitcoinów i Ethereum — zużywają tyle energii, co cały Izrael i niemal cała Grecja54.


  Zgodnie z prognozą firmy Morgan Stanley Research z 2018 roku „Tegoroczna kreacja kryptowalut pochłonie więcej energii niż (według przewidywań) wszystkie samochody i skutery elektryczne do 2025 roku55. Tej tendencji nie sposób powstrzymać, zwłaszcza wobec rosnącej popularności aplikacji bazujących na łańcuchach blokowych, niekoniecznie związanych z kryptowalutami. Społeczność łańcuchów blokowych pracuje nad poprawkami56 57.


  1.7.1.3. Big Data to szansa


  Eksplozja Big Data trwa i trwać będzie, danych będzie przybywać w tempie wykładniczym. 50 miliardów urządzeń z procesorami na całym świecie przemawia do wyobraźni i jednocześnie podsuwa refleksję o ich liczebności po upływie kilku następnych dekad. To potężne wyzwanie dla biznesu, rządów, wojska, lecz także i dla indywidualnych użytkowników.


  Interesujący jest fakt, że większość wartościowych publikacji na temat Big Data, Data Science i sztucznej inteligencji wywodzi się z kręgu renomowanych organizacji biznesowych, takich jak J.P. Morgan czy McKinsey. Lawinowo rosnące zastosowania Big Data są niezaprzeczalnym dowodem ich wpływu na wielki biznes. Wiele firm inwestuje znaczne środki w rozwój technologii opisywanych w tej książce — Big Data, uczenie maszynowe, głębokie uczenie i przetwarzanie języka naturalnego — osiągając znakomite rezultaty. Konkurencyjność wymaga od firm inwestowania nie tylko w same technologie, lecz także w doświadczonych fachowców z dziedziny informatyki i Data Science, i ta tendencja z pewnością utrzyma się przez wiele lat.


  1.7.2. Analityka Big Data


  Analityka danych to dojrzała i rozwinięta dyscyplina naukowa, a jednocześnie gałąź przemysłu. Samo sformułowanie „analityka danych” powstało co prawda w roku 196258, lecz zastosowania statystyki jako próby rozumienia i mierzenia otaczającego świata datują się od starożytnego Egiptu59. Analityka Big Data jest natomiast zjawiskiem stosunkowo nowym — sam termin „Big Data” narodził się w okolicach roku 200060.


  Z terminem Big Data kojarzony jest zestaw „czterech V”, pochodzący od angielskich słów oznaczających61 62


  
    	Objętość (ang. Volume) — rozmiar danych produkowanych na całym świecie przyrasta w tempie wykładniczym;


    	Szybkość (ang. Velocity) — odnosi się do tempa produkowania danych, szybkości ich przesyłania między organizacjami i szybkości ich przetwarzania63 64 65;


    	Zróżnicowanie (ang. Variety) — tradycyjnie dane miały postać alfanumeryczną, czyli składały się z liter, cyfr, znaków interpunkcyjnych i ewentualnie znaków specjalnych. Obecnie repertuar ten uzupełniają obrazy, strumienie dźwięków, pliki wideo i rozmaite dane generowane w ramach internetu rzeczy przez czujniki obecne w domach, samochodach, firmach i inteligentnych miastach;


    	Wiarygodność (ang. Veracity) — czy dane są kompletne i poprawne? Czy obiektywnie odzwierciedlają rzeczywistość? Czy możemy je traktować jako podstawę podejmowanych decyzji?

  


  Większość danych generowanych jest dziś cyfrowo w formie różnych typów, w nadzwyczajnych rozmiarach i przesyłanych ze zdumiewającymi prędkościami. Prawo Moore’a i związane z nim obserwacje pozwoliły na przechowywanie danych w sposób ekonomiczny i szybkie ich przetwarzanie oraz przesyłanie — to wszystko w tempie wykładniczego wzrostu. Pamięci masowe stały się na tyle pojemne, tanie i niewielkie, że jesteśmy w stanie wygodnie przechowywać wszystkie wyprodukowane przez nas dane66. To właśnie znaczy „Big Data”.


  Atmosferę dalszego ciągu niniejszej książki znakomicie oddaje stwierdzenie Richarda W. Hamminga67 — choć sformułowane w roku 1962, to ponadczasowe:


  Celem obliczeń są nie liczby, lecz zrozumienie.


  I właśnie zrozumienie — coraz lepsze, coraz bardziej wnikliwe i coraz subtelniejsze — jest tym, co daje nam Data Science, a analityka Big Data dopełnia odpowiedzi. Infrastrukturą Big Data zajmiemy się dogłębnie w rozdziale 16. za pomocą licznych analiz przypadku związanych między innymi z bazami danych NoSQL, programowaniem Hadoop MapReduce, usługą Spark i obsługą strumieni IoT w czasie rzeczywistym.


  Dobrego wyobrażenia na temat skali zastosowań Big Data w przemyśle, administracji państwowej i edukacji może dostarczyć grafika wysokiej rozdzielczości68 dostępna pod adresem http://mattturck.com/wp-content/uploads/2018/07/Matt_Turck_FirstMark_Big_Data_Landscape_2018_Final.png.


  Kliknięcie dowolnego jej fragmentu spowoduje wyświetlenie go (i sąsiednich fragmentów) w powiększeniu.


  1.7.3. Data Science i Big Data tworzą nową jakość — przypadki użycia


  Data Science jest żywiołowo rozwijającą się dyscypliną naukową, a rezultaty jej zastosowań są doprawdy zdumiewające. Analityka Big Data przyczynia się nie tylko do zwiększania zyskowności w biznesie i doskonalenia relacji z klientami i kontrahentami, lecz okazuje się owocna także na przykład na gruncie sportu wyczynowego, pomagając w doskonaleniu formy zespołów, przy optymalizacji szkoleń i treningów z jednej strony, a minimalizowaniem związanych z tym kosztów z drugiej69 70 71.


  Arbitralny wybór różnych obszarów zastosowań biznesowych i ogólnie dziedzin działalności człowieka (zastosowań nazywanych oficjalnie „przypadkami użycia” — ang. use cases), którym Data Science przydaje zaiste nowej jakości, przedstawiamy w tabeli 1.3. Mamy nadzieję, że jej zawartość — oraz oczywiście przykłady prezentowane w tej książce — zainspirują Cię do twórczego poszukiwania innych jeszcze „przypadków użycia”.


  Tabela 1.3. Wybrane przypadki użycia Data Science i analityki Big Data


  
    
      
        	
          Agencje usług klienckich

        

        	
          Marketing

        

        	
          Sporządzenie mapy mózgu

        
      


      
        	
          Analityka predykcyjna

        

        	
          Medycyna precyzyjna

        

        	
          Sterowanie dronami

        
      


      
        	
          Analityka społeczna

        

        	
          Medycyna zapobiegawcza

        

        	
          Streszczenia tekstów

        
      


      
        	
          Analiza danych przestrzennych

        

        	
          Minimalizacja ryzyka

        

        	
          System nawigacji satelitarnej (GPS)

        
      


      
        	
          Analiza sieci społecznych

        

        	
          Modyfikacje genetyczne — CRISPR72

        

        	
          Systemy informacji geograficznej (GIS)

        
      


      
        	
          Analizy marketingowe

        

        	
          Obsługa klientów

        

        	
          Systemy rekomendacji

        
      


      
        	
          Asysta osobista

        

        	
          Ocena wyników studentów

        

        	
          Śledzenie kondycji zdrowotnej

        
      


      
        	
          Automatyczne pilotowanie statków

        

        	
          Ocena zdolności kredytowej

        

        	
          Śledzenie trendów

        
      


      
        	
          Badanie i analiza opinii publicznej

        

        	
          Ochrona przed phishingiem

        

        	
          Techniki diagnostyki medycznej

        
      


      
        	
          Cyberbezpieczeństwo

        

        	
          Ograniczanie emisji CO2

        

        	
          Telemedycyna

        
      


      
        	
          Czytanie języka migowego

        

        	
          Ograniczanie konieczności leczenia szpitalnego

        

        	
          Tłumaczenie tekstów

        
      


      
        	
          Diagnostyka chorób serca

        

        	
          Ograniczanie zużycia energii

        

        	
          Tłumaczenie w językach naturalnych

        
      


      
        	
          Diagnostyka i leczenie nowotworów

        

        	
          Organizacja wspólnych przejazdów samochodami

        

        	
          Ulepszanie obsługi klientów

        
      


      
        	
          Diagnostyka raka piersi

        

        	
          Pomoc dla osób niepełnosprawnych

        

        	
          Usługi związane z lokalizacją

        
      


      
        	
          Dopasowywanie diety

        

        	
          Poprawa bezpieczeństwa

        

        	
          Utrzymywanie bazy klientów

        
      


      
        	
          Dynamiczne dostosowywanie cen

        

        	
          Poprawa kondycji zdrowotnej

        

        	
          Widzenie komputerowe

        
      


      
        	
          Dynamiczne wyznaczanie optymalnej trasy

        

        	
          Prognozowanie dotyczące sprzedaży produktów w zależności od pogody

        

        	
          Wizualizacja danych

        
      


      
        	
          Ekonomia współpracy73

        

        	
          Prognozowanie pogody

        

        	
          Wizualne wyszukiwanie produktu

        
      


      
        	
          Eksploracja danych

        

        	
          Prognozowanie ryzyka w ubezpieczeniach autocasco

        

        	
          Wycena nieruchomości

        
      


      
        	
          Elektroniczna dokumentacja medyczna

        

        	
          Programy lojalnościowe

        

        	
          Wycena ubezpieczeń

        
      


      
        	
          Generowanie utworów muzycznych

        

        	
          Projektowanie nowych leków

        

        	
          Wykrywanie anomalii zjawisk

        
      


      
        	
          Genomika i opieka zdrowotna

        

        	
          Przewidywania dotyczące rekrutacji studentów

        

        	
          Wykrywanie emocji

        
      


      
        	
          Identyfikacja numeru dzwoniącego

        

        	
          Przewidywanie notowań giełdowych

        

        	
          Wykrywanie nowych wirusów

        
      


      
        	
          Identyfikacja ofiar katastrof

        

        	
          Przewidywanie stanu zdrowia

        

        	
          Wykrywanie ognisk choroby

        
      


      
        	
          Immunoterapia

        

        	
          Redukcja zanieczyszczeń

        

        	
          Wykrywanie oszustw

        
      


      
        	
          Inteligentna asysta

        

        	
          Redukowanie błędów w rezerwacji miejsc

        

        	
          Wykrywanie podobieństw

        
      


      
        	
          Inteligentne domy

        

        	
          Rekomendacje podróżne

        

        	
          Wykrywanie spamu

        
      


      
        	
          Inteligentne doradztwo finansowe

        

        	
          Rekrutacja i coaching sportowy

        

        	
          Wykrywanie złośliwego oprogramowania

        
      


      
        	
          Inteligentne kierowanie ruchem

        

        	
          Rokowania dotyczące przeżycia w leczeniu nowotworów

        

        	
          Wyszukiwanie głosowe

        
      


      
        	
          Inteligentne liczniki

        

        	
          Rolnictwo — zwiększanie plonów

        

        	
          Zapewnianie zadowolenia klientów

        
      


      
        	
          Inteligentne miasta

        

        	
          Rozgrywanie gier

        

        	
          Zapobieganie atakom terrorystycznym

        
      


      
        	
          Inteligentne termostaty

        

        	
          Rozpoznawanie głosu

        

        	
          Zapobieganie kradzieżom tożsamości

        
      


      
        	
          Internet rzeczy — analiza pomiarów meteorologicznych

        

        	
          Rozpoznawanie twarzy

        

        	
          Zapobieganie kradzieżom zasobów

        
      


      
        	
          Internet rzeczy — monitorowanie urządzeń medycznych

        

        	
          Samochody autonomiczne

        

        	
          Zapobieganie nadużywaniu opioidów

        
      


      
        	
          Klasyfikacja pisma ręcznego

        

        	
          Sekwencjonowanie ludzkiego genomu

        

        	
          Zapobieganie odpływowi klientów

        
      


      
        	
          Kontrola stanu magazynowego

        

        	
          Spersonalizowana medycyna

        

        	
          Zapobieganie rozprzestrzenianiu się chorób

        
      


      
        	
          Kryminalistyka — nadzór policyjny

        

        	
          Spersonalizowane zakupy

        

        	
          Zautomatyzowane generowanie napisów do filmów

        
      


      
        	
          Kryminalistyka — prewencja

        

        	
          Sporządzanie map

        

        	
          Zautomatyzowane inwestowanie

        
      


      
        	
          Kryminalistyka — przewidywanie recydywy

        

        	

        	
          Zautomatyzowane opisywanie obrazów

        
      


      
        	
          Kryminalistyka — typowanie miejsca zbrodni

        

        	

        	
      

    
  


  1.8. Analiza przypadku — mobilna aplikacja Big Data


  Aplikacja nawigacji GPS Google Waze z 90 milionami aktywnych użytkowników74 75 to jedna z najbardziej udanych aplikacji korzystających z Big Data. W przeciwieństwie do wcześniejszych urządzeń i aplikacji GPS, bazujących wyłącznie na statycznych mapach i współrzędnych geograficznych do wyznaczenia najlepszej drogi do celu, funkcjonalność Waze polega na przetwarzaniu masywnych danych, które generowane są przez olbrzymią rzeszę anonimowych użytkowników i stąd nazywane potocznie „danymi z tłumu” (ang. crowdsourced data). Dostarczane są one na bieżąco przez użytkowników i ich urządzenia mobilne na całym świecie w celu wyznaczenia dla poszczególnych użytkowników jak najlepszych tras, zapewniających dotarcie jak najszybciej do miejsca przeznaczenia.


  Instancje klienckie aplikacji, działające w smartfonach połączonych z internetem, periodycznie monitorują ich położenie i przesyłają jego współrzędne do serwerów (chyba że właściciel smartfona nie wyrazi na to zgody). Dodatkowo kierowcy mają możliwość przekazywania dodatkowych informacji o blokadach dróg, robotach drogowych, incydentach i wypadkach, unieruchomionych pojazdach, stanowiskach policyjnych, lokalnych cenach paliw itp. To wszystko wykorzystywane jest przez aplikację do uaktualniania globalnej informacji w serwerach oraz informowania kierowców i ostrzegania ich przed ewentualnymi zagrożeniami.


  Rzecz jasna aplikacja o tak bogatej funkcjonalności wykorzystywać musi rozmaite zaawansowane technologie. Co prawda nie jesteśmy wtajemniczeni w jej szczegóły implementacyjne, możemy jednak domyślać się tego, jakie usługi i komponenty są w niej wykorzystywane (prawdopodobnie), stanowiąc trzon tej implementacji — w szczególności:


  
    	Większość tworzonych dziś aplikacji w mniejszym lub większym stopniu korzysta z gotowych rozwiązań open source; w tej książce przedstawimy zalety wielu komponentów tej kategorii.


    	Komunikacja między smartfonami i serwerami Waze odbywa się prawdopodobnie przy użyciu formatu danych JSON (ang. JavaScript Object Notation), którym zajmiemy się w rozdziale 9. i następnych. Często jednak dokładna postać przesyłanych danych skrywana jest przez biblioteki zajmujące się tym przesyłaniem.


    	Z instancjami klienckimi aplikacji można prowadzić konwersację mówioną, z czego natychmiast wynika, że aplikacja ta korzysta z usług syntetyzowania i rozpoznawania mowy. Przykład praktycznego zastosowania takich usług na platformie IBM Watson przedstawimy w rozdziale 13.


    	Gdy usługa platformy Watson wykona konwersję mówionego polecenia na tekst pisany, następuje rozpoznawanie konkretnych poleceń ukrywających się w treści tego tekstu. Jest to jedna z funkcji przetwarzania języka naturalnego (ang. NLP — Natural Language Processing), którym zajmiemy się w rozdziale 11. i następnych.


    	Waze wyświetla swą informację w postaci aktualizowanych na bieżąco map i alertów oraz zapewnia użytkownikom interakcję z tymi informacjami, na przykład powiększanie i pomniejszanie wyświetlanych wycinków map. Do tworzenia dynamicznych wizualizacji służą między innymi biblioteki Matplotlib i Seaborn, którymi (w połączeniu z pakietem folium) zajmiemy się w rozdziałach 12. i 16.


    	Smartfon, na którym zainstalowano kliencką część aplikacji Waze, staje się urządzeniem internetu rzeczy (IoT), a konkretnie inteligentnym czujnikiem nieustannie przesyłającym do serwera wyniki swych „pomiarów”. Symulowaniem takich sensorów (i przy okazji innymi aspektami IoT) zajmiemy się w rozdziale 16.


    	Nie sposób nie zwrócić uwagi na efekt skali — przecież aplikacja obsługuje równocześnie miliony swych instancji klienckich, nieustannie wymieniając z nimi dane i przetwarzając je, dostarczając milionom kierowców sugestii na temat wyboru drogi optymalnej w kontekście bieżących warunków ruchu. Wymaga to potężnej mocy obliczeniowej, jakiej dostarczają zrównoleglone klastery komputerów dostępnych w chmurze. W rozdziale 16. przedstawimy pokrótce rozmaite technologie infrastruktury Big Data związane z przesyłaniem masywnych strumieni danych, przechowywaniem ich w bazach danych i przetwarzanie ich za pomocą sprzętowych i programowych środków zrównoleglania obliczeń.


    	Przewidywanie optymalnych tras na podstawie otrzymywanych danych to typowe zadanie z dziedziny sztucznej inteligencji. W rozdziałach 14. i 15. zaprezentujemy zastosowanie uczenia maszynowego i głębokiego uczenia do prognozowania sytuacji na podstawie analizy olbrzymich strumieni danych.


    	Waze prawdopodobnie przechowuje informację o sytuacji na trasach w bazach grafowych, na podstawie których szczególnie łatwo daje się wyznaczać optymalne trasy między wskazanymi lokalizacjami. Wprowadzenie w tematykę baz grafowych, takich jak Neo4J, zamieszczamy w rozdziale 16.


    	Współczesne samochody wyposażone są w kamery i inne urządzenia pozwalające „widzieć” inne samochody oraz przeszkody na drodze. Urządzenia te, których zasadniczym celem jest zapewnienie bezpieczeństwa, na przykład przez automatyczne uruchamianie hamulców, oraz wspomaganie implementacji samochodów autonomicznych, mogą pełnić także rolę czujników automatycznie dostarczających dodatkowe informacje do serwerów aplikacji, które dokonywać będą „w locie” analizy otrzymywanych obrazów. W rozdziale 15. przedstawiamy krótkie wprowadzenie do realizacji „widzenia maszynowego” za pomocą głębokiego uczenia.

  


  1.9. Wprowadzenie do Data Science: gdy informatyka spotyka się z Data Science


  Gdy noworodek po raz pierwszy otwiera oczy, czy „widzi” twarze swoich rodziców? Czy w ogóle jest świadomy pojęcia „twarzy” — i w ogóle pojęcia „kształtów”? Raczej nie, bardziej prawdopodobne wydaje się to, że przez kolejne dni, tygodnie, miesiące i lata sukcesywnie „uczy się” rozumieć otaczający świat. Ta dygresja jest nawiązaniem do zjawiska, które powszechnie określa się dziś mianem sztucznej inteligencji (ang. AI — Artificial Intelligence), oznaczającego szeroko pojęte uczenie się komputerów drogą skomplikowanego przetwarzania masywnych strumieni danych. „Edukowana” w ten sposób maszyna może rozgrywać gry (z inną maszyną lub z człowiekiem), interpretować w określonych kategoriach otrzymywane dane obrazowe (co określane jest mianem „widzenia komputerowego” — ang. computer vision), stanowić podstawę implementacji samokierującego samochodu lub samouczącego się robota, wspomagać stawianie diagnoz medycznych, tłumaczyć tekst pisany i mowę z jednego języka na inny w czasie (niemal) rzeczywistym, a nawet prowadzić inteligentne konwersacje, posługując się danymi zawartymi w bazie wiedzy (taki program stwarzający złudzenie myślącego komputera nazywany jest z angielska chatbotem).


  Swoją drogą — czy jeszcze kilka lat temu mogliśmy przypuszczać, że samokierujące samochody zostaną oficjalnie dopuszczone do ruchu na drogach publicznych, a w dającej się przewidzieć przyszłości zyskają popularność na równi z tradycyjnie kierowanymi pojazdami? A wszystko na to wskazuje, wszak rozwój i optymalizacja transportu to wysoce konkurencyjne gałęzie przemysłu.


  To wszystko zdaje się zmierzać ku przyszłości, w której uczące się maszyny zdolne będą przejawiać inteligentne zachowania nieustępujące jakością ludzkiemu mózgowi czy nawet wykraczające poza jego możliwości. Taka wizja sztucznej inteligencji ogólnej (ang. AGI — Artificial General Intelligence) jest doprawdy fascynująca, jednocześnie w świadomości wielu budzi przerażenie…


  1.9.1. Kamienie milowe rozwoju sztucznej inteligencji


  W historii badań nad sztuczną inteligencją miało miejsce kilka wydarzeń na tyle spektakularnych, że można je uznać za kamienie milowe w jej rozwoju. Przykuwały one uwagę licznych obserwatorów, pobudzały ich wyobraźnię, lecz również — co ważniejsze — dowodziły, że sztuczna inteligencja to bynajmniej nie akademicka „sztuka dla sztuki”, lecz także źródło wymiernych zysków, trudne do przecenienia.


  
    	W maju 1997 roku IBM-owski komputer Deep Blue zwyciężył w pojedynku szachowym z arcymistrzem Gary Kasparovem. To pierwszy w historii przypadek, gdy maszyna ograła mistrza świata w warunkach turniejowych76. Programiści naszpikowali pamięć komputera historiami setek tysięcy mistrzowskich rozgrywek77, które komputer analizował i oceniał (przy użyciu strategii brute force) w tempie 200 milionów ruchów na sekundę!78 79 Tak właśnie wygląda Big Data w akcji. Wyczyn ten został uhonorowany nagrodą im. Edwarda Friedkina w wysokości 100 000 dolarów USA, przyznaną przez Uniwersytet Carnegie Mellon80 81.


    	W roku 2011 superkomputer IBM Watson zwyciężył w teleturnieju Jeopardy!82 dwóch konkurentów, w pojedynku o milion dolarów. Komputer wykorzystywał równolegle setki różnych technik analizy języka naturalnego, poszukując poprawnych odpowiedzi w treści 200 milionów stron (obejmującej m.in. całą Wikipedię) zajmujących cztery terabajty pamięci83 84. W ramach przygotowań do zawodów Watson edukowany był poprzez uczenie maszynowe i techniki uczenia ze wspomaganiem (ang. reinforcement--learning techniques)85; możliwości platformy Watson omawiamy w rozdziale 13., uczeniem maszynowym zajmujemy się w rozdziale 14.


    	Go — równie popularna jak szachy gra planszowa, wynaleziona w Chinach wiele tysięcy lat temu86 — jest uważana powszechnie za jedną z najbardziej skomplikowanych w swej kategorii, z astronomiczną liczbą 10170 możliwych konfiguracji87; przypomnijmy tylko, że liczba wszystkich cząstek elementarnych istniejących we Wszechświecie szacowana jest przez fizyków88 89 na 1078 – 1087. W roku 2015 program AlphaGo — stworzony przez grupę Google DeepMind — wykorzystując głębokie uczenie, dwie sieci neuronowe i wyszukiwanie Monte Carlo90, pokonał zawodowego gracza Fan Hui w pięciu rundach pojedynku na pełnej planszy. Go uważana jest za grę znacznie bardziej skompilowaną niż szachy. Sieciami neuronowymi i głębokim uczeniem zajmiemy się w rozdziale 15.


    	Następca AlphaGo, kolejne dzieło grupy DeepMind — program AlphaZero — posiada niebywałą zdolność uczenia się reguł innych gier. W 2017 roku, wykorzystując uczenie ze wspomaganiem, nauczył się reguł gry w szachy w czasie krótszym niż 4 godziny, po czy rozegrał liczący 100 rund mecz szachowy z mistrzowskim programem Stockfish 8, wygrywając każdą rundę! Ciekawy eksperyment polegał na nauczeniu AlphaZero reguł gry w Go (co zajęło ok. ośmiu godzin) i wystawienie go do pojedynku z poprzednikiem — AlphaGo. AlphaZero wygrał 60 ze 100 rund91.

  


  1.9.2. Wspomnienie — AI sprzed pół wieku


  Gdy Harvey Deitel, jeden z autorów tej książki, w połowie lat 60. ubiegłego wieku był studentem MIT, uczestniczył w kursach o tematyce sztucznej inteligencji, prowadzonych przez jednego z twórców tej dziedziny jako dyscypliny naukowej — Marvina Minsky’ego, któremu dedykowana jest ta książka. Oto jego wspomnienie dotyczące ciekawej historyjki.


  Profesor Minsky polecił nam stworzenie poważnego projektu, który wymagałby głębokiego zastanowienia się nad tym, czym w istocie jest sztuczna inteligencja i jak zmaterializować swe przemyślenia, czyli zmusić komputer do robienia czegoś, co wygląda naprawdę inteligentnie. Ocena z kursu miała być zależna prawie wyłącznie od tegoż projektu. Czasu było wystarczająco dużo na zastanowienie się.


  Pamiętając standardowe testy, za pomocą których szkolni nauczyciele próbowali oceniać poziom IQ swoich uczniów, i będąc matematykiem z przekonania, postanowiłem powierzyć komputerowi zadanie zgadywania kolejnej liczby w zaprezentowanym ciągu liczb, arbitralnej długości i zróżnicowanej złożoności. Mając do dyspozycji minikomputer PDP-1 firmy DEC i język Lisp, postanowiłem stworzyć ambitny program, który radziłby sobie z przewidywaniem brakującej liczby w przypadkach znacznie trudniejszych niż te znane ze szkolnych testów. Zdolność języka Lisp do rekurencyjnego manipulowania dowolnie długimi listami była dokładnie tym, czego potrzebowałem. Jak zobaczymy w rozdziale 5., Python udostępnia szerokie możliwości w zakresie operowania listami, a rekurencja jest w nim czymś naturalnym (jak zresztą w niemal wszystkich współczesnych językach programowania).


  Po stworzeniu wspomnianego programu wydałem go na pastwę moich kolegów--studentów: wprowadzali oni rozmaite ciągi liczb, a program niemal zawsze wypisywał kolejną liczbę w sposób zgodny z oczekiwaniami. Do czasu…


  Jeden z kolegów wprowadził mianowicie ciąg 14, 23, 34, 42 i komputer po dłuższej chwili wypisał odpowiedź uznaną przez tegoż kolegę za niepoprawną. Sam też nie potrafiłem owej odpowiedzi wydedukować. Kolega zaproponował mi, bym się dobrze zastanowił przez noc, a on jutro wyjawi tajemnicę; zastrzegł jednocześnie, że reguła kryjąca się za przedmiotowym ciągiem jest bardzo prosta. Mimo długiego kombinowania nie wymyśliłem nic sensownego.


  Gdy następnego dnia kolega oznajmił, że brakującą liczbą jest 57, za nic w świecie nie potrafiłem zrozumieć, dlaczego. Zaproponował mi zastanowienie się nad kolejną liczbą, a następnego dnia oznajmił, że jest nią 125, co w żaden sposób nie pomogło w znalezieniu związku między liczbami. Wówczas kolega oznajmił, że przedstawiony ciąg to ułożone rosnąco numery dwukierunkowych ulic na Manhattanie. „Bezsens!” krzyknąłem, lecz kolega zaprotestował mówiąc, że spełnił warunki testu, w końcu chodziło o uzupełnianie ciągu liczb. No tak: mój horyzont ograniczał się do matematyki, jego był znacznie szerszy.


  W ciągu kilku następnych lat przedstawiałem tę zagadkę swoim krewnym, profesjonalistom i amatorom; kilku z nich, którzy na co dzień przebywali na Manhattanie, udało się prawidłowo odgadnąć piątą i szóstą liczbę. a co do mojego programu — cóż, do pomyślnego radzenia sobie z podobnymi zadaniami wymagałby wiedzy znacznie szerszej niż ta opierająca się na formułach matematycznych, wiedzy praktycznie nieograniczonej na temat rzeczywistego świata.


  Watson i Big Data stworzyły nową jakość.


  Gdy wraz z Paulem rozpoczynaliśmy pracę nad tą książką, mieliśmy w pamięci wyczyn superkomputera IBM Watson, który, wykorzystując techniki sztucznej inteligencji — uczenie maszynowe i NLP — pokonał dwóch mistrzów teleturnieju Jeopardy!, i to na ostatniej prostej, w wyścigu po okrągły milion dolarów. Gdy pomyśleliśmy o wspomnianej zagadce sprzed półwiecza, uświadomiliśmy sobie, że Watson z pewnością poradziłby sobie z numerami ulic na Manhattanie, był wszak naładowany ogromem wiedzy, w tym milionami szczegółowych map z całego świata. To jeszcze bardziej zaostrzyło nasz apetyt na zagłębienie się w tematykę Big Data i współczesne technologie sztucznej inteligencji, pomagając w nadaniu ostatecznego kształtu rozdziałom 11. – 16.


  Warto nadmienić, że prezentowane w rozdziałach 11. – 16. analizy przypadków dotyczące implementacji Data Science zakorzenione są w technologiach sztucznej inteligencji, bądź też przedstawiają sprzętową i programową infrastrukturę Big Data, umożliwiającą informatykom i analitykom danych efektywne implementowanie nowoczesnych rozwiązań AI.


  1.9.3. AI to nie tylko ciekawe problemy, ale także ich rozwiązywanie!


  Przez wiele dziesięcioleci sztuczna inteligencja kojarzona była przeważnie z ciekawymi problemami, których rozwiązania spodziewano się uzyskać na jej gruncie. Same rozwiązania postrzegane były jako nic nadzwyczajnego, bo kiedy się już pojawiały, dało się słyszeć głosy w rodzaju „Jaka tam inteligencja, po prostu komputer wykonał zaprogramowany z góry scenariusz”. To prawda — komputer jako bezduszna maszyna realizuje zaprogramowane instrukcje i nic ponadto, sęk jednak w tym, iż tym razem programujemy go nie dla rozwiązania konkretnego problemu, lecz dla rozwiązywania szerokiej gamy problemów, drogą uczenia maszynowego i głębokiego uczenia na bazie (ogromnego zwykle) zasobu danych.


  Rozwiązań wielu fascynujących problemów poszukuje się właśnie za pomocą głębokiego uczenia. Na gruncie samego Google realizowane są tysiące takich projektów i wciąż przybywają nowe92 93. W tej książce wprowadzamy Czytelników w świat wysoce interesujących rozwiązań i praktyk na pograniczu sztucznej inteligencji, Big Data i technologii chmurowych.


  1.10. Podsumowanie


  Ten rozdział ma charakter wprowadzający w tematykę następnych rozdziałów, czyli programowanie w języku Python (któremu poświęcamy rozdziały 2. – 10.) oraz Big Data, sztuczna inteligencja i technologie chmurowe (których rozmaite analizy przypadków prezentujemy w rozdziałach 11. – 16.).


  Rozpoczęliśmy od przedstawienia zalet języka Python i czynników decydujących o jego niezwykłej popularności, omówiliśmy też pokrótce założenia jednego z fundamentów tego języka — programowania zorientowanego obiektowo. Standardowa biblioteka Pythona oraz niezliczona ilość bibliotek dedykowanych rozmaitym dziedzinom problemowym, ułatwiają pracę projektantom i programistom, uwalniając ich od przysłowiowego „wynajdywania koła na nowo”, umożliwiając tworzenie złożonych nawet aplikacji za cenę kodowania sprowadzonego do niezbędnego minimum.


  Pokazaliśmy — na trzech prostych przykładach — jak korzystać z interpretera IPython i notatników programu Jupyter. Wprowadziliśmy Czytelników w świat Big Data oraz internetu rzeczy (IoT), stwarzając tym samym grunt pod nowoczesne aplikacje, których tworzeniem zajmiemy się szczegółowo w rozdziałach 11 – 16.


  Big Data to monstrualny rozmiar danych, którego powiększanie się następuje w tempie wykładniczym względem upływającego czasu. Pewne wyobrażenie o tym, jaki rząd wspomnianego rozmiaru ukrywa się za pospolitym przymiotnikiem „big”, może dać jedna z popularnych aplikacji mobilnych — asystent-nawigator Google Waze — którą opisaliśmy krótko pod kątem oferowanej funkcjonalności i prawdopodobnego repertuaru wykorzystywanych na jej potrzeby usług webowych, prezentowanych także w treści niniejszej książki. Rozdział zakończyliśmy zwięzłym wprowadzeniem w tematykę sztucznej inteligencji, jako efektu wzajemnego przenikania się informatyki i Data Science.
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  2. Wprowadzenie do programowania w języku Python


  W tym rozdziale opisujemy:


  
    	obliczanie wyrażeń w trybie interaktywnym interpretera IPython (jako kontynuację z poprzedniego rozdziału),


    	elementarne instrukcje Pythona i wykonywanie prostych skryptów,


    	rolę zmiennych jako magazynów wartości do późniejszego wykorzystywania,


    	wbudowane typy danych w Pythonie,


    	operatory arytmetyczne i operatory porównania, wraz z regułami ich pierwszeństwa,


    	łańcuchy znaków z ogranicznikami — pojedynczymi i potrójnymi,


    	deklarację standardu kodowania znaków narodowych w skryptach,


    	wykorzystywanie wbudowanej funkcji print do wypisywania wartości wyrażeń,


    	wprowadzanie danych z klawiatury za pomocą wbudowanej funkcji input,


    	konwersję typów wartości za pomocą wbudowanych funkcji int i float,


    	tworzenie instrukcji warunkowych przy użyciu operatorów porównań,


    	koncepcję dynamicznego typowania i wbudowaną funkcję type zwracającą typ obiektu.

  


  Struktura rozdziału:


  2.1. Wstęp


  2.2. Zmienne i instrukcje przypisania


  2.3. Obliczenia arytmetyczne


  2.4. Funkcja „print” i łańcuchy znaków


  2.5. Łańcuchy z potrójnymi ogranicznikami


  2.6. Wprowadzanie danych z klawiatury


  2.7. Podejmowanie decyzji: instrukcja „if” i operatory porównania


  2.8. Obiekty i typowanie dynamiczne


  2.9. Wprowadzenie do Data Science — podstawowe statystyki opisowe


  2.10. Podsumowanie


  2.1. Wstęp


  W tym rozdziale rozpoczniemy przygodę z programowaniem w Pythonie, przedstawiając jego najbardziej podstawowe elementy. Zakładamy, że zapoznałeś się z zasadami pracy z interpreterem IPython, opisanymi w rozdziale 1.


  2.2. Zmienne i instrukcje przypisania


  Powróćmy do obliczania wartości wyrażeń w interaktywnym trybie interpretera IPython.


  
    In [1]: 45 + 72

  


  
    Out[1]: 117

  


  Utwórzmy następnie zmienną o nazwie x i przypiszmy jej wartość 7.


  
    In [2]: x = 7

  


  Urywek [2] jest instrukcją (ang. statement). Każda instrukcja definiuje pewne zadanie do wykonania. W tym przypadku jest to utworzenie zmiennej x i nadanie jej wartości 7, co wynika z symbolu przypisania (ang. assignment symbol), mającego postać znaku równości (=). W większości przypadków zapis instrukcji mieści się w jednym wierszu, lecz możliwe jest rozciągnięcie tego zapisu na kilka wierszy.


  Utwórzmy kolejną zmienną, o nazwie y, i nadajmy jej wartość 3.


  
    In [3]: y = 3

  


  Wartości przechowywane w zmiennych x i y możemy teraz użyć w wyrażeniu arytmetycznym.


  
    In [4]: x + y

  


  
    Out[4]: 10

  


  2.2.1. Przypisywanie wyników obliczeń do zmiennych


  Instrukcja [5] oblicza sumę wartości przechowywanych w zmiennych x i y i przypisuje ją do zmiennej total.


  
    In [5]: total = x + y

  


  
     

  


  
    In [6]: total

  


  
    Out[6]: 10

  


  Symbol = nie jest operatorem porównania. Stanowi on polecenie obliczenia wartości wyrażenia znajdującego się po jego prawej stronie i nadanie tej wartości zmiennej znajdującej się po lewej.


  2.2.2. Stylizacja kodu


  Przewodnik Style Guide for Python Code1 pomyślany został jako pomoc dla programistów w zachowaniu stylu kodowania zgodnego z konwencjami języka Python. Jedną z tych konwencji jest zachowanie pojedynczej spacji po obu stronach symbolu przypisania (=) i każdego operatora dwuargumentowego (na przykład +), co przyczynia się do polepszenia czytelności kodu.


  2.2.3. Nazwy zmiennych


  Nazwa zmiennej — na przykład total — jest identyfikatorem. Identyfikator może składać się z liter alfabetu łacińskiego, cyfr i znaków podkreślenia, ale nie może zaczynać się od cyfry. W języku Python istotna jest wielkość liter w identyfikatorze — number, Number i NUMBER to trzy różne identyfikatory.


  2.2.4. Typy wartości


  Każda wartość w języku Python posiada określony typ, identyfikujący rodzaj reprezentowanej przez nią wielkości. Typ wartości — podanej bezpośrednio lub poprzez nazwę zmiennej — można poznać za pomocą funkcji type, jak w przykładzie poniżej.


  
    In [7]: type(x)

  


  
    Out[7]: int

  


  
     

  


  
    In [8]: type(10.5)

  


  
    Out[8]: float

  


  Zmienna x przechowuje wartość 7 (nadaną w instrukcji [2]), więc jej typ to int (skrót od integer — „liczba całkowita”). Wartość 10.5 to liczba rzeczywista, w języku Python odpowiada jej typ float (skrót od floating point).


  2.3. Obliczenia arytmetyczne


  2.3.1. Podstawowe działania arytmetyczne


  W tabeli 2.1 opisaliśmy znaczenie operatorów symbolizujących działania arytmetyczne; zauważ, że niektóre z nich wyglądają inaczej niż ich odpowiedniki w klasycznej algebrze.


  Tabela 2.1. Operatory arytmetyczne języka Python f


  
    
      
        	
          Operator

        

        	
          Symbol

        

        	
          Wyrażenie w klasycznej algebrze

        

        	
          Wyrażenie w języku Python

        
      


      
        	
          Dodawanie

        

        	
          +

        

        	
          f+ 7

        

        	
          f + 7

        
      


      
        	
          Odejmowanie

        

        	
          –

        

        	
          p – c

        

        	
          p – c

        
      


      
        	
          Mnożenie

        

        	
          *

        

        	
          b × m

        

        	
          b * m

        
      


      
        	
          Potęgowanie

        

        	
          **

        

        	
          xy

        

        	
          x ** y

        
      


      
        	
          Dzielenie dokładne

        

        	
          /

        

        	
          [image: Obraz3851.PNG] lub [image: Obraz3865.PNG] lub x ÷ y

        

        	
          x / y

        
      


      
        	
          Dzielenie całkowite

        

        	
          //

        

        	
          x / y lub [image: Obraz3865.PNG] lub x ÷ y

        

        	
          x // y

        
      


      
        	
          Reszta z dzielenia (modulo)

        

        	
          %

        

        	
          r mod s

        

        	
          r % s

        
      

    
  


  Mnożenie


  W Pythonie operatorem mnożenia jest gwiazdka (*).


  
    In [1]: 7 * 4

  


  
    Out[1]: 28

  


  Potęgowanie


  Operatorem „podnoszenia do potęgi” są w Pythonie dwie gwiazdki (**).


  
    In [2]: 2 ** 10

  


  
    Out[2]: 1024

  


  Odmianą potęgowania jest „wyciąganie pierwiastka”: aby obliczyć pierwiastek kwadratowy z liczby, podnosimy ją do potęgi ½.


  
    In [3]: 9 ** (1/2)

  


  
    Out[3]: 3.0

  


  Dzielenie dokładne i dzielenie całkowite


  Dzielenie dokładne (/), zwane także w Pythonie „prawdziwym dzieleniem” (ang. true division), zwraca liczbę rzeczywistą równą dokładnej wartości ilorazu dwóch liczb.


  
    In [4]: 7 / 4

  


  
    Out[4]: 1.75

  


  Dzielenie całkowite (//), zwane także w Pythonie „dzieleniem z obcięciem” (ang. floor division), zwraca największą liczbę całkowitą nie większą niż prawdziwa wartość ilorazu dwóch liczb (niekoniecznie całkowitych).


  
    In [5]: 7 // 4

  


  
    Out[5]: 1

  


  
     

  


  
    In [6]: 3 // 5

  


  
    Out[6]: 0

  


  
     

  


  
    In [7]: 14 // 7

  


  
    Out[7]: 2

  


  
     

  


  
    In [8]: 5.5 // 1.7

  


  
    Out[8]: 3.0

  


  
     

  


  
    In [9]: (-5) // (-2)

  


  
    Out[9]: 2

  


  
    In [10]: (-5) // 2

  


  
    Out[10]: -3

  


  
     

  


  
    In [11]: 5 // (-2)

  


  
    Out[11]: -3

  


  Zauważmy, że iloraz konsekwentnie obcinany jest „w dół”, nawet dla liczb ujemnych.


  Reszta z dzielenia (modulo)


  Operator % zwraca wartość reszty z dzielenia pierwszego operandu przez drugi. Jak widać, niezerowa reszta ma zawsze znak dzielnika.


  
    In [12]: 17 % 5

  


  
    Out[12]: 2

  


  
     

  


  
    In [13]: (-17) % 5

  


  
    Out[13]: 3

  


  
     

  


  
    In [14]: 17 % (-5)

  


  
    Out[14]: -3

  


  
     

  


  
    In [15]: (-17) % (-5)

  


  
    Out[15]: -2

  


  Operator % stosowany jest najczęściej w odniesieniu do liczb całkowitych, lecz ma sens także w odniesieniu do liczb rzeczywistych.


  
    In [16]: 7.5 % 3.5

  


  
    Out[16]: 0.5

  


  Liczba 3,5 mieści się w liczbie 7,5 dwa razy; jeśli odejmiemy od 7,5 dwukrotność 3,5, otrzymamy właśnie 0,5.


  2.3.2. Tekstowa forma zapisu


  Algebraiczny zapis wyrażenia w rodzaju


  [image: 3886.jpg]


  nie jest dopuszczalny (ani nawet możliwy) w większości kompilatorów i interpreterów. Z tego względu wyrażenia algebraiczne zapisywane są w postaci wiersza tekstu z wykorzystaniem operatorów. Kreskę ułamkową musimy zastąpić operatorem dzielenia (/ lub // zależnie od tego, co chcemy uzyskać), podobnie potęgowanie zapisywać musimy przy użyciu operatora **, czyli x ** y zamiast xy.


  2.3.3. Wymuszanie kolejności działań za pomocą nawiasów


  Podobnie jak w klasycznej algebrze, nawiasy w języku Python wyznaczają kolejność wykonywania działań w złożonych wyrażeniach. W przykładzie poniżej suma liczb 5 i 3 mnożona jest przez 10.


  
    In [17]: 10 * (5 + 3)

  


  
    Out[17]: 80

  


  Gdyby nie nawiasy, wynik byłby inny.


  
    In [18]: 10 * 5 + 3

  


  
    Out[18]: 53

  


  Nawiasy można zagnieżdżać, wtedy nawiasy na większym poziomie zagnieżdżenia mają wyższy priorytet. Przykładowo, w wyrażeniu a / ((b + c) * (d + e) + f) suma b + c mnożona jest przez sumę d + e, do iloczynu dodawane jest f, a następnie przez otrzymany wynik dzielona jest wartość a.


  Nawiasy, których usunięcie nie zmienia wyniku, nazywamy nadmiarowymi lub redundantnymi.


  2.3.4. Pierwszeństwo operatorów arytmetycznych


  W sytuacji, gdy nie ma nawiasów explicite wyznaczających kolejność wykonywania poszczególnych działań w złożonym wyrażeniu, kolejność ta wynika z reguł pierwszeństwa operatorów. W języku Python reguły te są podobne do tych obowiązujących na gruncie zwykłej algebry, a mianowicie:


  
    	Potęgowanie ma pierwszeństwo przed innymi działaniami. Jeżeli występuje ciąg potęgowań, jest on wartościowany w kolejności od strony prawej do lewej, tak więc wyrażenie a ** b ** c ** d jest równoważne a ** (b ** (c ** d)).


    	Mnożenie, dzielenie i obliczanie reszty z dzielenia (modulo) mają pierwszeństwo przed dodawaniem i odejmowaniem. Ciąg wymienionych operatorów wartościowany jest od strony lewej do prawej, tak więc wyrażenie a / b / c * d % f jest równoważne (((a / b) / c) * d) % f.


    	Dodawanie i odejmowanie mają najniższy priorytet. Ciąg dodawań i odejmowań wartościowany jest od strony lewej do prawej, tak więc wyrażenie a – b + c - d jest równoważne ((a – b) + c) – d.

  


  Kompletna lista operatorów Pythona, wraz z ich priorytetami, dostępna jest pod adresem https://docs.python.org/3/reference/expressions.html#operatorprecedence


  2.3.5. Wiązanie operatorów


  Kierunek wartościowania ciągu operatorów o tym samym priorytecie nazywamy ich wiązaniem. Jak przed chwilą wyjaśnialiśmy, dodawanie i odejmowanie wiąże od strony lewej do prawej, podobnie jak mnożenie, dzielenie i modulo. Potęgowanie wiąże od strony prawej do lewej.


  2.3.6. Redundantne nawiasy


  Jeżeli w danym kontekście kolejność wartościowania poszczególnych operatorów wynika wprost z reguł ich pierwszeństwa i użycie 
Ciąg dalszy dostępny w wersji pełnej.

  3. Instrukcje przepływu sterowania
Dostępne w wersji pełnej.

  4. Funkcje
Dostępne w wersji pełnej.

  5. Ciągi: listy i krotki
Dostępne w wersji pełnej.

  6. Słowniki i zbiory
Dostępne w wersji pełnej.

  7. Biblioteka NumPy i tablice ndarray
Dostępne w wersji pełnej.

  8. Łańcuchy znaków
Dostępne w wersji pełnej.

  9. Pliki i wyjątki
Dostępne w wersji pełnej.

  10. Programowanie zorientowane obiektowo
Dostępne w wersji pełnej.

  11. Przetwarzanie języka naturalnego (NLP)
Dostępne w wersji pełnej.

  12. Eksploracja masowych danych — Twitter
Dostępne w wersji pełnej.

  13. Przetwarzanie poznawcze — IBM Watson
Dostępne w wersji pełnej.

  14. Uczenie maszynowe: klasyfikacja, regresja i klasteryzacja
Dostępne w wersji pełnej.

  15. Głębokie uczenie
Dostępne w wersji pełnej.

  16. Big Data: Hadoop, Spark, NoSQL i IoT
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.

  Komentarze recenzentów (ciąg dalszy z wewnętrznej strony okładki)
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
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