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    Słowo wstępne


    Gdy pomyślisz o obliczeniach z dużą wydajnością, możesz wyobrazić sobie ogromne klastry komputerów, które modelują złożone zjawiska pogodowe albo próbują zinterpretować sygnały w zgromadzonych danych dotyczących odległych gwiazd. Łatwo założyć, że tylko ludzie tworzący specjalizowane systemy powinni zwracać uwagę na parametry wydajnościowe używanego kodu. Wybierając tę książkę, wykonałeś krok w stronę poznania teorii i praktyki niezbędnej do pisania bardzo wydajnego kodu. Każdy programista może zyskać dzięki zrozumieniu, jak budować wydajne systemy.


    Istnieje oczywisty zestaw aplikacji, które po prostu znajdują się na szczytach możliwości. Nie będziesz w stanie skorzystać z nich bez umiejętności pisania optymalnie wydajnego kodu. Jeśli masz to w zwyczaju, jesteś we właściwym miejscu. Dostępna jest jednak znacznie szersza gama aplikacji, które mogą skorzystać z wydajnego kodu.


    Często uważamy, że nowe możliwości techniczne są tym, co napędza innowacje. W równym jednak stopniu doceniamy możliwości zwiększające po wielokroć dostępność technologii. Gdy coś staje się 10 razy tańsze pod względem czasu trwania lub kosztów przetwarzania, nagle okazuje się, że zestaw aplikacji, z jakich możesz skorzystać, jest większy, niż sobie wyobrażałeś.


    Po raz pierwszy zasada ta objawiła się podczas mojej pracy ponad dekadę temu, gdy byłem zatrudniony w firmie z branży mediów społecznościowych. Przeprowadzaliśmy analizę wielu terabajtów danych w celu stwierdzenia, czy użytkownicy serwisów społecznościowych kliknęli więcej zdjęć kotów, czy psów.


    Oczywiście psy przegrały. Koty mają po prostu lepszą rozpoznawalność marki.


    W tamtym czasie korzystanie z czasu obliczeniowego i infrastruktury było wybitnie niepoważne! Zyskanie możliwości użycia technik, które wcześniej były ograniczone do wystarczająco wartościowych zastosowań, takich jak wykrywanie oszustw, do pozornie trywialnej kwestii otwarło nowy świat dostępnych obecnie opcji. Mieliśmy sposobność wykorzystania tego, czego się nauczyliśmy dzięki tym eksperymentom, do zbudowania całkiem nowego zestawu produktów w kategorii wyszukiwania i poznawania treści.


    W ramach przykładu, z jakim możesz się obecnie spotkać, rozważ system uczenia maszynowego, który rozpoznaje nieoczekiwane zwierzęta lub osoby w zapisie wideo ochrony. Wystarczająco wydajny system może zapewnić możliwość osadzenia takiego modelu w samej kamerze. Dzięki temu możliwe jest zwiększenie stopnia prywatności, a nawet, jeśli model działa w chmurze obliczeniowej, wykorzystanie znacznie mniejszej mocy obliczeniowej i zasilania. Będzie to korzystne zarówno dla środowiska, jak i z punktu widzenia redukcji kosztów operacyjnych. Ponadto w ten sposób mogą zostać zwolnione zasoby, które pozwolą zająć się podobnymi problemami, co potencjalnie może przyczynić się do zbudowania bardziej wartościowego systemu.


    Wszyscy dążymy do utworzenia systemów, które są efektywne, proste do zrozumienia i wydajne. Niestety często jest tak, że trzeba wybrać dwa (lub jeden) spośród trzech! Książka jest podręcznikiem dla osób pragnących tworzyć rzeczy, które mają możliwości wszystkich trzech opcji wyboru.


    Książka różni się na trzy sposoby od innych publikacji z omawianej dziedziny. Po pierwsze napisano ją dla nas, czyli ludzi tworzących kod. W książce znajdziesz całość kontekstu niezbędnego do zrozumienia, dlaczego możesz dokonywać określonych wyborów. Po drugie Gorelick i Ozsvald wykonali wspaniałą pracę, dbając o zapewnienie i objaśnienie teorii niezbędnej do prezentacji odpowiednich zagadnień. Po trzecie w tym nowym wydaniu książki poznasz specyficzne osobliwości większości przydatnych bibliotek, które umożliwiają obecnie implementowanie różnych rozwiązań.


    Jest to jedna z tych rzadkiej klasy książek o programowaniu, które zmieniają sposób myślenia o praktycznej stronie tworzenia kodu. Wręczyłem tę książkę wielu osobom, które mogły skorzystać z dodatkowych narzędzi, jakie prezentuje. Pomysły, które poznasz w trakcie lektury tej pozycji, sprawią, że staniesz się lepszym programistą, niezależnie od tego, jaki język lub środowisko wybierzesz do pracy.


    Miłej przygody.


    — Hilary Mason,


    danolog w siedzibie firmy Accel

  


  
    Przedmowa


    Język Python jest łatwy do opanowania. Prawdopodobnie czytasz tę książkę, ponieważ kod działa już poprawnie, ale chcesz, by miał większą wydajność. Podoba Ci się to, że kod jest łatwy do zmodyfikowania, a ponadto możesz szybko korzystać z iteracji przy realizacji swoich pomysłów. Ogólnie znaną sytuacją, która często powoduje lament, jest trudność pogodzenia łatwości projektowania z wymaganą szybkością działania kodu. Istnieją rozwiązania tego problemu.


    Niektórzy używają procesów szeregowych, które muszą przebiegać szybciej. Inni zajmują się problemami, w przypadku których korzystne byłoby zastosowanie architektur wielordzeniowych, klastrów lub układów GPU. Część osób wymaga systemów skalowalnych, które bez obniżenia poziomu niezawodności mogą przetwarzać więcej lub mniej danych, zależnie od względów praktycznych lub dostępnych funduszy. Część osób w pewnym momencie uświadomi sobie, że techniki kodowania, z których korzysta (często zapożyczone z innych języków), być może nie są tak naturalne jak przykłady przedstawione przez innych.


    W książce zostaną omówione wszystkie te zagadnienia. W ramach praktycznego przewodnika będziesz mieć okazję zapoznać się z wąskimi gardłami, a także z tworzeniem szybszych i bardziej skalowalnych rozwiązań. W książce przedstawiono też kilka prawdziwych historii osób, które od dawna zajmują się kwestiami wydajności. Ci ludzie sporo już doświadczyli, a dzięki ich historiom nie będziesz musiał przechodzić przez to samo.


    Język Python jest odpowiednio przystosowany do szybkiego projektowania, wdrożeń produkcyjnych i systemów skalowalnych. Społeczność związana z tym językiem jest złożona z mnóstwa osób, które współpracują w celu zapewnienia jego skalowalności. Dzięki temu będziesz miał czas na skoncentrowanie się na zadaniach, które uznasz za większe wyzwanie.


    Dla kogo jest przeznaczona ta książka?


    Prawdopodobnie języka Python używasz wystarczająco długo, aby zorientować się, dlaczego określone elementy są powolne, a także aby poznać takie technologie jak Cython, numpy i PyPy, które są omawiane w książce jako możliwe rozwiązania. Być może programowałeś też z wykorzystaniem innych języków, dlatego wiesz, że problem z wydajnością może zostać rozwiązany przy użyciu więcej niż jednego sposobu.


    Choć ta książka jest kierowana przede wszystkim do osób zajmujących się problemami, do których rozwiązania stosuje się głównie procesory, zajmiemy się także rozwiązaniami opartymi na pamięci i transferze danych. Zwykle z takimi problemami mają do czynienia naukowcy, inżynierowie, eksperci od analizy i pracownicy akademiccy.


    Przyjrzymy się również problemom, z którymi może się zetknąć projektant aplikacji internetowych. Dotyczą one przenoszenia danych, zastosowania asynchronicznych operacji wejścia-wyjścia i użycia kompilatorów JIT (Just in Time), takich jak PyPy, w celu uzyskania w prosty sposób wzrostu wydajności.


    Choć pomocna może okazać się znajomość języka C (lub C++ albo być może Java), nie jest to wymaganie wstępne przy lekturze tej książki. Najpopularniejszy interpreter języka Python, czyli CPython (standardowo udostępniany po wpisaniu polecenia python w wierszu poleceń), napisano w języku C. W związku z tym mechanizmy przechwytywania komunikatów oraz biblioteki opierają się na wewnętrznych mechanizmach języka C. W książce omówiono jednak również wiele innych technik, w przypadku których nie jest zakładana znajomość języka C.


    Być może dysponujesz specjalistyczną wiedzą na temat procesora, architektury pamięci i magistral danych. Jednakże i taka wiedza nie jest absolutnie konieczna.


    Dla kogo nie jest przeznaczona ta książka?


    Książkę przewidziano dla programistów używających języka Python, którzy mogą się pochwalić jego średnią lub zaawansowaną znajomością. Zmotywowani początkujący programiści również mogą być w stanie poradzić sobie z materiałem w niej zamieszczonym, zalecamy jednak solidne przygotowanie z zakresu języka Python.


    W książce nie jest omawiana optymalizacja dotycząca systemów przechowywania danych. Jeśli masz do czynienia z wąskim gardłem występującym w bazie danych SQL lub NoSQL, ta książka raczej nie będzie pomocna.


    Czego się dowiesz?


    W ciągu wielu lat pracy zarówno w firmach z branży, jak i na uczelniach korzystaliśmy z dużych wolumenów danych, byliśmy konfrontowani z wymaganiami w rodzaju Chcę szybciej uzyskać odpowiedzi!, a także z potrzebą zapewnienia skalowalnych architektur. Spróbujemy podzielić się zdobytym ciężką pracą doświadczeniem, aby oszczędzić Ci popełniania błędów, jakie sami popełniliśmy.


    Na początku każdego rozdziału znajduje się lista pytań, na które powinieneś uzyskać odpowiedź po przeczytaniu treści rozdziału (jeśli tak nie będzie, poinformuj nas o tym, a wprowadzimy odpowiednie poprawki w następnym wydaniu!).


    W książce omówiono następujące zagadnienia:


    
      	Mechanizmy komputera — podstawowe informacje na ten temat pozwolą Ci zorientować się, jakie procesy zachodzą w tle.


      	Listy i krotki — poznasz subtelne różnice dotyczące semantyki i wydajności tych fundamentalnych struktur danych.


      	Słowniki i zbiory — dowiesz się, jakie są strategie przydzielania pamięci i algorytmy dostępu w przypadku tych istotnych struktur danych.


      	Iteratory — nauczysz się tworzyć je w sposób bardziej typowy dla języka Python, wyjaśnimy także, jak za pomocą iteracji uzyskać dostęp do nieograniczonych strumieni danych.


      	Metody oparte wyłącznie na kodzie Python — poznasz sposób efektywnego użycia języka Python i jego modułów.


      	Macierze w przypadku narzędzia numpy — zaprezentujemy sposób wykorzystania w pełni możliwości naszej ulubionej biblioteki numpy.


      	Kompilacja i obliczenia za pomocą kompilatorów JIT — omówimy szybsze przetwarzanie przez kompilowanie do postaci kodu maszynowego przy zapewnieniu, że działa się zgodnie z wynikami profilowania.


      	Współbieżność — zapoznasz się z metodami efektywnego przemieszczania danych.


      	Moduł multiprocessing — poznasz różne sposoby użycia wbudowanej biblioteki multiprocessing do przetwarzania równoległego, omówimy wydajne współużytkowanie macierzy narzędzia numpy oraz wady i zalety związane z zastosowaniem komunikacji międzyprocesowej IPC.


      	Obliczenia klastrowe — nauczysz się przekształcania kodu modułu multiprocessing tak, aby mógł zostać uruchomiony w klastrze lokalnym lub zdalnym zarówno w przypadku systemów badawczych, jak i produkcyjnych.


      	Użycie mniejszej ilości pamięci RAM — poznasz metody rozwiązywania poważnych problemów bez konieczności nabywania komputera o bardzo dużej mocy obliczeniowej.


      	Porady specjalistów z branży — przeczytasz rady zawarte w autentycznych historiach osób, które wiele już doświadczyły, dzięki czemu nie będziesz zmuszony do przechodzenia przez to samo.

    


    Język Python 3


    Wersja 3 to w roku 2020 standardowa wersja języka Python. Wersja 2.7 została wycofana po trwającym 10 lat procesie migracji. Jeśli nadal korzystasz z tej wersji języka Python, nie jest to właściwa decyzja — wiele bibliotek nie jest już obsługiwanych przez wersję 2.7, a z czasem koszt zapewnienia wsparcia stanie się większy. Prosimy, abyś zrobił przysługę społeczności i dokonał migracji do wersji 3 języka Python. Upewnij się, że bazują na niej wszystkie nowe projekty.


    W książce korzystamy z 64-bitowej wersji języka Python. Choć obsługiwana jest jego wersja 32-bitowa, cieszy się ona znacznie mniejszą popularnością w zastosowaniach o charakterze naukowym. Oczekujemy, że wszystkie biblioteki będą działać jak zwykle, ale dokładność numeryczna, która zależy od liczby bitów dostępnych do obliczeń, prawdopodobnie się zmieni. 64-bitowość dominuje w tej dziedzinie wraz ze środowiskami uniksowymi (często jest to system Linux lub Mac). 64-bitowość pozwala adresować większe ilości pamięci RAM. Systemy uniksowe umożliwiają tworzenie aplikacji, które mogą być wdrażane i konfigurowane z wykorzystaniem dobrze znanych metod i wzorców.


    Jeśli jesteś użytkownikiem systemu Windows, koniecznie zapnij pasy. Większość rozwiązań zaprezentowanych w książce zadziała bez żadnych problemów, niektóre elementy są jednak specyficzne dla systemu operacyjnego, dlatego będziesz musiał poszukać rozwiązania dla systemu Windows. Największą trudnością, z jaką może mieć do czynienia użytkownik systemu Windows, jest instalacja modułów: poszukiwania w serwisach takich jak Stack Overflow powinny zakończyć się uzyskaniem wymaganych rozwiązań. Jeżeli korzystasz z systemu Windows, użycie maszyny wirtualnej (np. VirtualBox) z uruchomioną instalacją systemu Linux może być pomocne w bardziej swobodnym eksperymentowaniu.


    Użytkownicy systemu Windows powinni zdecydowanie przyjrzeć się wybranemu rozwiązaniu w postaci pakietu, podobnemu do udostępnianych za pośrednictwem dystrybucji Anaconda, Canopy, Python(x,y) lub Sage. Sprawią one także, że praca użytkowników systemów Linux i Mac będzie znacznie łatwiejsza.


    Zmiany wprowadzone od wersji 2.7 języka Python


    Jeśli dokonałeś aktualizacji z wersji 2.7 języka Python, możesz nie być świadom następujących zmian:


    
      	W wersji 2.7 języka Python znak / oznaczał dzielenie liczb całkowitych, natomiast w wersji 3 powoduje on wykonanie operacji dzielenia liczb zmiennoprzecinkowych.


      	W wersji 2.7 języka Python typy str i unicode służyły do reprezentowania danych tekstowych. W wersji 3 wszystkie te dane, które zawsze są typu Unicode, identyfikowane są przez typ str. Należy wspomnieć, że typ bytes jest używany w przypadku stosowania niekodowanych ciągów bajtowych.

    


    Jeżeli jesteś w trakcie aktualizowania kodu, dwa dobre przewodniki to Porting Python 2 Code to Python 3 (https://docs.python.org/3/howto/pyporting.html) i Supporting Python 3: An in-depth guide (http://python3porting.com/). W przypadku takich dystrybucji jak Anaconda lub Canopy możliwe jest jednoczesne użycie języka Python w wersjach 2 i 3. Uprości to przenoszenie.


    Licencja


    Książka objęta jest licencją Creative Commons Attribution-NonCommercial-NoDerivs 3.0 (http:// creativecommons.org/licenses/by-nc-nd/3.0/).


    Możesz swobodnie wykorzystywać tę książkę do celów niekomercyjnych, w tym do nauczania o takim charakterze. Licencja zezwala jedynie na kompletne reprodukcje. W przypadku częściowych reprodukcji prosimy skontaktować się z wydawnictwem. Prosimy utworzyć atrybucję w sposób opisany w następnym podrozdziale.


    Ustaliliśmy, że książka powinna zostać objęta licencją Creative Commons, aby jej treść mogła być dalej rozpowszechniana na całym świecie. Jeśli taka decyzja okazała się dla Ciebie pomocna, będziemy naprawdę szczęśliwi, jeśli postawisz nam piwo. Podejrzewamy, że pracownicy wydawnictwa też będą z tego zadowoleni.


    Sposób tworzenia atrybucji


    Licencja Creative Commons wymaga atrybucji użycia fragmentu treści książki. Atrybucja oznacza po prostu, że należy dołączyć informację, która pozwoli innym osobom na znalezienie tej książki. Proponujemy dodanie następującego tekstu: Micha Gorelick, Ian Ozsvald, Wysoko wydajny Python. Efektywne programowanie w praktyce. Wydanie II, ISBN 978-83-283-7184-2, Helion, Gliwice 2021.


    Errata i opinie


    Zachęcamy do ocenienia książki w publicznych serwisach internetowych. Pomóż innym dowiedzieć się, czy skorzystają na kupnie tej książki! Możesz też napisać do nas na adres e-mail feedback@highperformancepython.com.


    Szczególnie chętnie dowiemy się o błędach w książce, pomyślnych przypadkach użycia, w których książka okazała się pomocna, a także o technikach zapewniających dużą wydajność, jakie powinny zostać przez nas uwzględnione w następnym wydaniu.


    Mile widziane są zażalenia za pośrednictwem usługi transmisji błyskawicznych skarg > /dev/null.


    Konwencje zastosowane w książce


    W książce użyto następujących konwencji typograficznych:


    Kursywa


    Oznacza nowe terminy, adresy URL, adresy e-mail, nazwy i rozszerzenia plików oraz komentarze w listingach.


    Czcionka o stałej szerokości


    Używana do wyróżnienia w akapitach poleceń, modułów i elementów programów, takich jak nazwy zmiennych lub funkcji, baz danych, typów danych, zmiennych środowiskowych, instrukcji i słów kluczowych.

    Listing




    Wyróżnia fragmenty kodu poza treścią akapitów.
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            Ta ikona oznacza wskazówkę, sugestię lub kwestię zmuszającą do krytycznego myślenia.
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            Ta ikona oznacza ogólną uwagę.
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            Ta ikona oznacza ostrzeżenie.

          
        

      
    


    Użycie przykładowych kodów


    Dodatkowe materiały (przykłady z kodami, ćwiczenia itp.) są dostępne do pobrania pod adresem ftp://ftp.helion.pl/przyklady/pytps2.zip.


    W wypadku pytania natury technicznej lub problemu związanego z użyciem przykładowych kodów proszę wysłać wiadomość za pomocą adresu helion@helion.pl.


    Książka ma na celu ułatwienie zrealizowania zadania. Ogólnie rzecz biorąc, jeśli kod przykładu zamieszczono w książce, możesz go użyć we własnych programach i dokumentacji. Nie musisz kontaktować się z nami w celu uzyskania zgody, chyba że reprodukujesz znaczną część kodu. Na przykład napisanie programu, który zawiera kilka fragmentów kodu z książki, nie wymaga zgody. Sprzedawanie lub dystrybucja dysku CD-ROM z przykładami z książek wydawnictwa wymaga zgody. Udzielanie odpowiedzi na pytanie w postaci zacytowania fragmentu z książki wraz z kodem przykładu nie wymaga zgody. Uwzględnienie znacznej części kodu przykładu z książki w dokumentacji własnego produktu wymaga zgody.


    Jeśli uznasz, że użycie przykładów z kodem wykracza poza dozwolony zakres lub wymienione przypadki konieczności wyrażenia zgody, możesz bez obaw skontaktować się z wydawnictwem.


    Podziękowania


    Hilary Mason jest autorem słowa wstępnego. Dziękujemy za utworzenie tak cudownego otwarcia narracyjnego książki. Giles Weaver i Dimitri Denisjonok zapewnili bezcenne uwagi techniczne dotyczące tego wydania. Chłopaki, znakomita praca.


    Podziękowania dla Patricka Coopera, Kyrana Dale’a, Dana Foremana-Mackeya, Calvina Gilesa, Briana Grangera, Jamiego Matthewsa, Johna Montgomery’ego, Christiana Schou Oxviga, Matta „snakesa” Reifersona, Balthazara Rouberola, Michaela Skirpana, Luke’a Underwooda, Jake’a Vanderplasa i Williama Wintera za bezcenne uwagi i zaangażowanie.


    Ian dziękuje swojej żonie Emily za pozwolenie, by zniknął na kolejne 8 miesięcy w celu napisania drugiego wydania książki (na szczęście jest szalenie wyrozumiała). Ian przeprasza swojego psa za to, że siedział i pisał, a nie spacerował z nim po lasach w takim stopniu, do jakiego pies przywykł.


    Micha dziękuje Marion i reszcie swoich znajomych oraz rodzinie za wielką cierpliwość w czasie, gdy uczył się pisać książkę.


    Współpraca z redaktorami wydawnictwa O’Reilly była raczej przyjemnością. Jeśli planujesz napisanie własnej książki, naprawdę warto rozważyć skontaktowanie się z nimi.


    Osoby zaangażowane w tworzenie rozdziału 12., „Rady specjalistów z branży”, były na tyle uprzejme, by podzielić się swoim czasem i wiedzą zdobytą ciężką pracą. Za czas i trud poświęcony temu wydaniu dziękujemy następującym osobom: Soledad Galli, Linda Uruchurtu, Vanentin Haenel i Vincent D. Warmerdam. Podziękowania za czas i zaangażowanie przy tworzeniu poprzedniego wydania książki kierujemy do następujących osób: Ben Jackson, Radim Řehůřek, Sebastjan Trepca, Alex Kelly, Marko Tasic i Andrew Godwin.

  


  
    Rozdział 1.

    Wydajny kod Python


    
      
        
      

      
        
          	
            Pytania, na jakie będziesz w stanie udzielić odpowiedzi po przeczytaniu rozdziału


            
              	Jakie są składniki architektury komputerowej?


              	Jakie są typowe alternatywne architektury komputerowe?


              	Jak w języku Python przeprowadzana jest abstrakcja bazowej architektury komputerowej?


              	Jakie są przeszkody na drodze do uzyskania wydajnego kodu Python?


              	Jakie strategie mogą ułatwić zostanie programistą tworzącym bardzo wydajny kod?

            

          
        

      
    


    Tworzenie oprogramowania dla komputerów można zobrazować jako proces przemieszczania porcji danych i przekształcania ich przy użyciu specjalnych sposobów, aby osiągnąć konkretny rezultat. Działania te wiążą się jednak z kosztem w postaci czasu. Oznacza to, że tworzenie oprogramowania o dużej wydajności polega na minimalizacji opisanych działań przez redukowanie powodowanego przez nie obciążenia (tj. przez pisanie bardziej wydajnego kodu) lub zmianę metody wykonywania działań w celu sprawienia, że każde z nich będzie bardziej konstruktywne (tj. znajdowanie bardziej odpowiedniego algorytmu).


    Skoncentrujmy się na zredukowaniu obciążenia powodowanego przez kod, aby bliżej zaznajomić się z samymi urządzeniami, które są wykorzystywane do przemieszczania porcji danych. Może się wydawać, że będzie to daremny trud, ponieważ w języku Python w celu ukrycia bezpośrednich interakcji ze sprzętem w dużym zakresie stosuje się abstrakcję. Zrozumienie najlepszej metody przemieszczania bitów danych w urządzeniach oraz sposobów wymuszania przemieszczania bitów przez abstrakcje w języku Python pozwoli jednak na pisanie w tym języku lepszych programów o dużej wydajności.


    Podstawowy system komputerowy


    Opis bazowych elementów tworzących komputery można uprościć przez zaklasyfikowanie ich do trzech podstawowych grup: jednostek obliczeniowych, jednostek pamięci i połączeń między pierwszymi dwiema grupami. Każda z tych grup ma różne cechy, które umożliwiają jej zrozumienie. Jednostka obliczeniowa cechuje się liczbą obliczeń, jakie może wykonać w ciągu sekundy. Jednostka pamięci wyróżnia się ilością danych, jakie może przechowywać, a także szybkością odczytu i zapisu danych. Z kolei połączenia są określone przez to, jak szybko mogą przemieszczać dane z jednego miejsca w drugie.


    Skoro wymieniliśmy już bloki konstrukcyjne, możemy omówić standardową stację roboczą na wielu poziomach zaawansowania. Taka stacja robocza może zawierać na przykład centralną jednostkę obliczeniową CPU (ang. Central Processing Unit) połączoną z pamięcią RAM (ang. Random Access Memory) i dyskiem twardym jako dwiema osobnymi jednostkami pamięci (każda z nich cechuje się różnymi pojemnościami oraz szybkościami odczytu/zapisu) oraz magistralę, która zapewnia połączenia między wszystkimi tymi komponentami. Można to jednak bardziej sprecyzować. Okaże się, że sam procesor CPU zawiera kilka jednostek pamięci. Są to pamięci podręczne L1, L2, a czasem nawet L3 i L4, które są bardzo szybkie, choć mają niewielkie pojemności (pojemność wynosi od kilku kilobajtów do tuzina megabajtów). Co więcej, nowe architektury komputerowe oferują zwykle nowe konfiguracje (np. w przypadku procesorów SkyLake firmy Intel magistralę FSB zastąpiono technologią Intel Ultra Path Interconnect, a ponadto przebudowano wiele połączeń). W obu przedstawionych ogólnych wariantach stacji roboczych nie doceniono znaczenia połączenia sieciowego, które może być bardzo wolne, z potencjalnymi wieloma innymi jednostkami obliczeniowymi i jednostkami pamięci!


    Aby ułatwić rozwikłanie tych różnych zawiłości, dokonajmy krótkiego przeglądu wymienionych podstawowych bloków.


    Jednostki obliczeniowe


    Jednostka obliczeniowa komputera w największym stopniu stanowi o jego przydatności. Zapewnia ona możliwość przekształcenia dowolnych odebranych bitów w inne bity lub zmiany stanu bieżącego procesu. Jednostki CPU to najpowszechniej używane jednostki obliczeniowe. Graficzne jednostki obliczeniowe GPU (ang. Graphics Processing Unit), które pierwotnie były zwykle wykorzystywane do przyspieszania grafiki komputerowej, a obecnie coraz częściej są stosowane na potrzeby aplikacji numerycznych, zyskują jednak na popularności. Wynika to z ich naturalnych możliwości przetwarzania równoległego, które pozwala na jednoczesne przeprowadzenie wielu obliczeń. Niezależnie od typu jednostka obliczeniowa pobiera zestaw bitów (np. reprezentujących liczby) i zwraca kolejny zestaw bitów (np. reprezentujących sumę tych liczb). Oprócz podstawowych operacji arytmetycznych na liczbach całkowitych i rzeczywistych oraz operacji bitowych na liczbach binarnych niektóre jednostki obliczeniowe zapewniają też bardzo specjalistyczne operacje. Przykładem jest operacja FMA (ang. Fused Multiply Add), która pobiera trzy liczby A, B i C, a następnie zwraca wartość A * B + C.


    Podstawowe interesujące nas cechy jednostki obliczeniowej to liczba operacji, jaką może ona wykonać w jednym cyklu, a także liczba cykli możliwych do zrealizowania w ciągu sekundy. Pierwsza wartość jest mierzona za pomocą instrukcji przypadających na cykl (IPC — ang. Instructions Per Cycle)[1], natomiast druga wartość jest określana przy użyciu szybkości zegara jednostki. Podczas projektowania nowych jednostek obliczeniowych tym dwóm parametrom zawsze towarzyszy rywalizacja. Na przykład procesory z serii Intel Core mają bardzo wysoką wartość IPC, ale mniejszą szybkość zegara. W przypadku układu Pentium 4 wygląda to odwrotnie. Z kolei jednostki GPU cechują się bardzo wysoką wartością IPC i szybkością zegara, ale dotyczą ich inne problemy, takie jak powolna komunikacja, której więcej miejsca poświęcono w punkcie „Warstwy komunikacji” w tym rozdziale.


    Choć zwiększanie szybkości zegara powoduje prawie natychmiastowe przyspieszenie wszystkich programów działających na danej jednostce obliczeniowej (ze względu na możliwość wykonania wciągu sekundy większej liczby obliczeń), wyższa wartość IPC może też w znacznym stopniu wpłynąć na przetwarzanie przez zmianę możliwego poziomu wektoryzacji. Wektoryzacja ma miejsce wtedy, gdy jednostka CPU otrzymuje jednocześnie wiele porcji danych i ma możliwość działania na nich wszystkich w tym samym czasie. Tego rodzaju instrukcja procesora określana jest mianem instrukcji SIMD (ang. Single Instruction, Multiple Data).


    Ogólnie rzecz biorąc, w ciągu minionej dekady jednostki obliczeniowe były dość wolno rozwijane (rysunek 1.1). Szybkości zegara i wartość IPC nie zmieniały się znacząco z powodu fizycznych ograniczeń związanych z wytwarzaniem coraz mniejszych tranzystorów. W efekcie producenci układów bazowali na innych metodach zwiększania szybkości, w tym na wielowątkowości współbieżnej (wiele wątków może działać jednocześnie), bardziej inteligentnym wykonywaniu nieuporządkowanym i architekturach wielordzeniowych.
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    Rysunek 1.1. Zmiana szybkości zegara procesorów z upływem czasu (dane pochodzą z serwisu CPU DB (http://cpudb.stanford.edu/))[2]


    Wielowątkowość współbieżna zapewnia systemowi operacyjnemu hosta drugi wirtualny procesor CPU. Bardziej inteligentna logika sprzętowa próbuje przeplatać dwa wątki instrukcji w jednostkach wykonawczych jednego procesora CPU. W przypadku powodzenia operacji możliwe jest osiągnięcie wzrostu wydajności w porównaniu z pojedynczym wątkiem. Wzrost ten wynosi nawet 30%. Zwykle sprawdza się to, gdy jednostki robocze w obu wątkach korzystają z różnych typów jednostki wykonawczej (na przykład jeden wątek wykonuje operacje zmiennoprzecinkowe, a drugi wątek realizuje operacje całkowitoliczbowe).


    Wykonywanie nieuporządkowane umożliwia kompilatorowi zidentyfikowanie wybranych części liniowych sekwencji programu, które nie są zależne od wyniku poprzedniego zadania roboczego. Dzięki temu dwa zadania robocze mogą wystąpić w dowolnej kolejności lub jednocześnie. Dopóki wyniki sekwencyjne są prezentowane w odpowiednim momencie, program poprawnie kontynuuje wykonywanie, nawet pomimo tego, że zadania robocze są przetwarzane bez zachowania kolejności określonej programowo. Umożliwia to wykonanie niektórych instrukcji, gdy inne mogą być blokowane (podczas oczekiwania na dostęp do pamięci). Dzięki temu możliwe jest lepsze ogólne wykorzystanie dostępnych zasobów.


    Z punktu widzenia programisty tworzącego kod na wyższym poziomie najważniejsza jest wszechobecność architektur wielordzeniowych. Uwzględniają one wiele procesorów w tej samej jednostce. Zwiększa to ogólne możliwości bez zbliżania się do ograniczeń związanych z przyspieszaniem każdej jednostki z osobna. Z tego właśnie powodu trudno obecnie znaleźć jakikolwiek komputer wyposażony w mniej niż dwa rdzenie (w tym przypadku komputer zawiera dwie fizyczne jednostki obliczeniowe, które są ze sobą połączone). Choć powoduje to zwiększenie łącznej liczby operacji możliwych do wykonania w ciągu sekundy, może sprawić, że tworzenie kodu będzie trudniejsze!


    Zwykłe dodanie większej liczby rdzeni do procesora nie zawsze powoduje skrócenie czasu wykonania programu. Wynika to z czegoś, co określane jest mianem prawa Amdahla. Mówiąc wprost, prawo to głosi, że jeśli program zaprojektowany do działania w wielu rdzeniach zawiera podprocedury, które wymagają uruchomienia tylko w jednym rdzeniu, będzie to ograniczenie dla maksymalnego przyspieszenia możliwego do osiągnięcia przez przydzielenie większej liczby rdzeni.


    Jeśli na przykład miałaby zostać przeprowadzona ankieta ze stoma osobami, której wypełnienie zajęłoby minutę, zadanie to mogłoby zostać ukończone w ciągu 100 minut, gdyby pytania zadawała jedna osoba (czyli osoba ta udałaby się do uczestnika nr 1, zadała mu pytania, poczekała na odpowiedzi, a następnie udała się do uczestnika nr 2). Analogią do takiego wariantu przeprowadzania ankiety z jedną osobą zadającą pytania i czekającą na odpowiedzi jest proces szeregowy. W przypadku takich procesów operacje są realizowane po jednej naraz. Każda operacja czeka na zakończenie poprzedniej operacji.


    Możliwe byłoby jednak przeprowadzenie ankiety w sposób równoległy, gdyby pytania były zadawane przez dwie osoby. Pozwoliłoby to zakończyć cały proces w zaledwie 50 minut. Jest to możliwe, ponieważ każda osoba zadająca pytania nie musi niczego wiedzieć o drugiej osobie, która zadaje pytania. W rezultacie zadanie z łatwością może zostać podzielone bez istnienia żadnej zależności między osobami zadającymi pytania.


    Dodanie większej liczby osób zadających pytania zapewni dodatkowe skrócenie czasu. Będzie tak do momentu zaangażowania stu osób zadających pytania. W tym momencie cały proces zająłby minutę i byłby ograniczony jedynie przez czas, jaki zajmie uczestnikowi udzielenie odpowiedzi. Dodanie większej liczby osób, które zadają pytania, w żadnym stopniu nie przyspieszy dodatkowo procesu, ponieważ nie będą one miały żadnych zadań do wykonania — wszystkim uczestnikom są już zadawane pytania! Na tym etapie jedyną metodą skrócenia ogólnego czasu przeprowadzania ankiety jest zredukowanie czasu, jaki zajmuje wypełnienie jednej ankiety (część problemu związana z procesem szeregowym). Podobnie jest w przypadku procesorów. W razie potrzeby możliwe jest dodanie większej liczby rdzeni, które mogą zajmować się różnymi zadaniami obliczeniowymi. Można to robić do momentu, w którym pojawi się wąskie gardło w postaci konkretnego rdzenia kończącego swoje zadanie. Innymi słowy, wąskie gardło w dowolnym przetwarzaniu równoległym zawsze ma postać mniejszych zadań szeregowych, które są rozdzielane.


    Co więcej, poważną przeszkodą związaną z wykorzystaniem wielu rdzeni w kodzie Python jest stosowanie przez język Python globalnej blokady interpretera GIL (ang. Global Interpreter Lock). Blokada powoduje, że proces Python może naraz uruchomić tylko jedną instrukcję, niezależnie od liczby aktualnie używanych rdzeni. Oznacza to, że nawet pomimo tego, że część kodu Python ma w tym samym czasie dostęp do wielu rdzeni, w danej chwili instrukcja kodu Python jest wykonywana tylko przez jeden rdzeń. W przypadku zaprezentowanego wcześniej przykładu ankiety oznaczałoby to, że jeśli nawet zatrudniono by stu ankieterów, w danym momencie tylko jeden z nich mógłby zadać pytanie i wysłuchać odpowiedzi. Powoduje to utratę wszelkiego rodzaju korzyści wynikających z zaangażowania wielu ankieterów! Choć może to wyglądać na sporą przeszkodę, zwłaszcza biorąc pod uwagę to, że obecnym trendem w przetwarzaniu jest stosowanie wielu jednostek obliczeniowych, a nie szybszych jednostek, problemu tego można uniknąć dzięki wykorzystaniu innych standardowych narzędzi biblioteki (na przykład narzędzia multiprocessing omówionego w rozdziale 9.), technologii (na przykład numpy i numexpr zaprezentowanych w rozdziale 6. lub Cython objaśnionego w rozdziale 7.) albo rozproszonych modeli obliczeniowych (rozdział 10.).
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            W wypadku języka Python 3.2 dokonano też poważnej przebudowy blokady GIL (https://mail.python.org/pipermail/python-dev/2009-October/093321.html). Dzięki temu system stał się znacznie bardziej efektywny, ograniczając wiele problemów towarzyszących wydajności systemu z zastosowaną jednowątkowością. Choć nadal kod Python jest blokowany tak, że w danej chwili działa tylko jedna instrukcja, blokada GIL lepiej radzi sobie obecnie z przełączaniem instrukcji, generując przy tym mniejsze obciążenie.

          
        

      
    


    Jednostki pamięci


    Jednostki pamięci w komputerach są używane do przechowywania bitów. Mogą to być bity reprezentujące zmienne w programie lub piksele obrazu. A zatem abstrakcja jednostki pamięci dotyczy rejestrów na płycie głównej, a także pamięci RAM i dysku twardego. Podstawową różnicą między wszystkimi tego typu jednostkami pamięci jest szybkość, z jaką są odczytywane lub zapisywane dane. Aby wszystko jeszcze bardziej skomplikować, szybkość odczytu/zapisu w dużym stopniu zależy od sposobu odczytywania danych.


    Na przykład większość jednostek pamięci działa znacznie lepiej, gdy wczytuje jedną dużą porcję danych zamiast wielu małych porcji (w odniesieniu do tego używane są pojęcia odczytu sekwencyjnego i danych losowych). Jeśli dane w takich jednostkach pamięci potraktuje się jak strony w pokaźnej książce, będzie to oznaczać, że większość jednostek pamięci oferuje większą szybkość odczytu/zapisu podczas przetwarzania książki strona po stronie niż w przypadku ciągłego przeskakiwania od jednej losowej strony do kolejnej. Chociaż generalnie dotyczy to wszystkich jednostek pamięci, skala oddziaływania dla poszczególnych typów jednostek jest diametralnie różna.


    Oprócz szybkości odczytu/zapisu jednostki pamięci cechują się też opóźnieniem, które można opisać jako czas, jakiego urządzenie potrzebuje na znalezienie używanych danych. W przypadku obracającego się dysku twardego opóźnienie może być duże, ponieważ dysk fizycznie musi osiągnąć zadaną prędkość obrotową, a głowica odczytująca musi przemieścić się do właściwego położenia. Z kolei w przypadku pamięci RAM opóźnienie może być niewielkie, gdyż w całości jest ona urządzeniem typu SS (ang. Solid State). Oto krótki opis różnych jednostek pamięci, które są powszechnie spotykane w standardowej stacji roboczej (wymieniono w kolejności rosnącej szybkości odczytu/zapisu)[3]:


    Obracający się dysk twardy


    Stosowany od dawna magazyn danych zachowywanych nawet po wyłączeniu komputera. Ogólnie rzecz biorąc, oferuje niewielkie szybkości odczytu/zapisu, ponieważ wymaga fizycznego uzyskania prędkości obrotowej i przemieszczenia głowicy. W przypadku wzorców dostępu losowego spada wydajność dysków twardych, ale mają one bardzo dużą pojemność (rzędu 10 terabajtów).


    Dysk twardy SSD (ang. Solid State Drive)


    Urządzenie podobne do obracającego się dysku twardego, które oferuje większe szybkości odczytu/zapisu, ale z mniejszą pojemnością (rzędu 1 terabajta).


    Pamięć RAM


    Używana do przechowywania kodu i danych aplikacji (np. wszystkich wykorzystywanych zmiennych). Choć pamięć RAM cechuje się krótkim czasem odczytu/zapisu, a ponadto sprawdza się dobrze w przypadku wzorców dostępu losowego, generalnie ma ograniczoną pojemność (rzędu 64 gigabajtów).


    Pamięć podręczna L1/L2


    Pamięć oferująca wyjątkowo duże szybkości odczytu/zapisu. Dane kierowane do procesora muszą po drodze trafić do tej pamięci. Pamięć ta ma bardzo niewielką pojemność (rzędu megabajtów).


    Na rysunku 1.2 przedstawiono graficzną reprezentację różnic między tymi typami jednostek pamięci, analizując parametry dostępnego aktualnie sprzętu konsumenckiego.
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    Rysunek 1.2. Wartości parametrów dla różnych typów jednostek pamięci (dane pochodzą z lutego 2014 r.)


    Widoczny wyraźnie trend pokazuje, że szybkości odczytu/zapisu oraz pojemność są odwrotnie proporcjonalne. Przy zwiększaniu szybkości zmniejsza się pojemność. Z tego powodu wiele systemów stosuje w przypadku pamięci metodę warstwową: na początku dane w całości znajdują się na dysku twardym, ich część przenoszona jest do pamięci RAM, a następnie znacznie mniejszy podzbiór danych trafia do pamięci podręcznej L1/L2. Metoda warstwowa umożliwia programom utrzymywanie pamięci w różnych miejscach w zależności od wymagań dotyczących czasu dostępu. Przy podejmowaniu próby optymalizacji wzorców pamięci programu po prostu optymalizowane jest to, jakie dane są umieszczane w jakim miejscu, w jaki sposób są one rozmieszczane (w celu zwiększenia liczby odczytów sekwencyjnych), a także ile razy dane są przemieszczane między różnymi miejscami. Ponadto metody takie jak asynchroniczne wejście-wyjście i buforowanie z wywłaszczeniem bez konieczności marnowania dodatkowego czasu procesora pozwalają zapewnić, że dane zawsze będą tam, gdzie są wymagane. Większość takich procesów może odbywać się niezależnie podczas wykonywania innych obliczeń!


    Warstwy komunikacji


    Przyjrzyjmy się jeszcze temu, jak przedstawione wcześniej podstawowe bloki komunikują się ze sobą. Wprawdzie istnieje wiele różnych trybów komunikacji, ale wszystkie są wariantami tego, co jest określane mianem magistrali.


    Na przykład magistrala FSB (ang. Frontside Bus) to połączenie między pamięcią RAM i pamięcią podręczną L1/L2. Służy ona do przemieszczania danych gotowych do przekształcenia przez procesor do postaci pozwalającej na rozpoczęcie obliczeń, a także do przesyłania wyników po ich zakończeniu. Istnieją również inne magistrale, takie jak magistrala zewnętrzna pełniąca rolę głównej trasy prowadzącej od urządzeń (np. dyski twarde i karty sieciowe) do procesora i pamięci systemowej. Taka magistrala zewnętrzna jest zwykle wolniejsza od magistrali FSB.


    Okazuje się, że wiele zalet pamięci podręcznej L1/L2 może być związanych z szybszą magistralą. Możliwość kolejkowania w wolnej magistrali (między pamięcią podręczną i procesorem) danych wymaganych do obliczeń w postaci dużych porcji, a następnie udostępnianie ich przy bardzo dużych szybkościach z poziomu linii pamięci podręcznej (z tej pamięci do procesora) umożliwia procesorowi wykonanie większej liczby obliczeń bez czekania przez długi czas.


    Wiele mankamentów związanych z użyciem układu GPU wynika z korzystania z magistrali, z którą jest on połączony. Ponieważ GPU to zazwyczaj urządzenie peryferyjne, komunikuje się za pośrednictwem magistrali PCI, która jest znacznie wolniejsza niż magistrala FSB. W rezultacie pobieranie danych z układu GPU i wysyłanie ich do niego może być dość obciążającą operacją. Pojawienie się obliczeń heterogenicznych lub bloków obliczeniowych, które zawierają w magistrali FSB układy CPU i GPU, ma na celu zmniejszenie obciążenia związanego z transferem danych oraz zwiększenie możliwości stosowania do obliczeń układu GPU, nawet w sytuacji, gdy konieczne jest przesłanie dużej ilości danych.


    Oprócz bloków komunikacji wewnątrz komputera rolę kolejnego takiego bloku może pełnić sieć. W porównaniu z wcześniej omówionymi blokami ten blok jest jednak znacznie bardziej elastyczny. Urządzenie sieciowe może zostać połączone z urządzeniem pamięciowym, takim jak magazyn danych NAS (Network Attached Storage), lub z innym blokiem obliczeniowym, tak jak w przypadku węzła obliczeniowego w klastrze. Komunikacja sieciowa jest jednak zwykle znacznie wolniejsza od innych, wcześniej opisanych typów komunikacji. Magistrala FSB może przesyłać dziesiątki gigabitów w ciągu sekundy, sieć natomiast jest ograniczona do transferów rzędu kilkudziesięciu megabitów.


    Jasne jest zatem, że podstawową zaletą magistrali jest jej szybkość, która określa, ile danych może zostać przemieszczonych w danym czasie. Cecha ta stanowi połączenie dwóch wielkości: ilości danych przemieszczanych w ramach jednej operacji transferu (szerokość magistrali) i liczby transferów możliwych w ciągu sekundy (częstotliwość magistrali). Godne uwagi jest to, że dane przesyłane w jednym transferze zawsze są sekwencyjne. Porcja danych odczytywana jest z pamięci i przemieszczana w inne miejsce. Oznacza to, że szybkość magistrali jest rozbijana na te dwie wielkości, ponieważ osobno mogą one mieć wpływ na różne aspekty związane z obliczeniami. Duża szerokość magistrali może ułatwić działanie kodu z wektoryzacją (lub dowolnego kodu, który dokonuje sekwencyjnego odczytu z pamięci), umożliwiając przesłanie wszystkich odpowiednich danych w ramach jednej operacji transferu. Z kolei magistrala o małej szerokości, lecz bardzo dużej częstotliwości transferów może ułatwić wykonywanie kodu, który musi wykonywać wiele odczytów z losowych obszarów pamięci. Interesujące jest to, że jedna z metod modyfikowania tych cech przez projektantów komputerów polega na wprowadzaniu zmian w fizycznym układzie elementów płyty głównej. Gdy układy zostaną umieszczone blisko siebie, krótsze będą fizyczne połączenia między nimi. Pozwala to uzyskać większe szybkości transferów. Ponadto sama liczba połączeń określa szerokość magistrali (dzięki temu to pojęcie zyskuje realne znaczenie).


    Ponieważ interfejsy mogą być dostrajane w celu zaoferowania właściwej wydajności na potrzeby konkretnego zastosowania, nie jest zaskoczeniem, że istnieją setki ich typów. Na rysunku 1.3 pokazano szybkości transmisji danych dla próbkowania typowych interfejsów. Zauważ, że informacje te wcale nie dotyczą opóźnienia połączeń, które określa, ile czasu zajmie utworzenie odpowiedzi dla żądania dotyczącego danych (choć opóźnienie w bardzo dużym stopniu zależy od komputera, istnieją zasadnicze ograniczenia, które są powiązane z używanymi interfejsami).


    [image: ]


    Rysunek 1.3. Szybkości połączeń różnych typowych interfejsów[4]


    Łączenie ze sobą podstawowych elementów


    Zrozumienie, jakie są podstawowe komponenty komputerów, nie wystarczy do pełnego zaznajomienia się z problemami związanymi z programowaniem pod kątem dużej wydajności. Wzajemna zależność wszystkich tych komponentów oraz sposób ich współpracy w celu rozwiązania problemu wprowadzają dodatkowe poziomy złożoności. W tym podrozdziale zostaną omówione uproszczone problemy, które ilustrują, jak działałyby idealne rozwiązania, a także w jaki sposób z problemami radzi sobie język Python.


    Ostrzeżenie: ten podrozdział może sprawiać wrażenie przygnębiającego — większość uwag wydaje się wskazywać, że język Python z założenia nie jest w stanie poradzić sobie z problemami dotyczącymi wydajności. Nie jest to prawdą z dwóch powodów. Po pierwsze, w przypadku tych wszystkich „elementów wydajnego przetwarzania” nie doceniono bardzo istotnego „czynnika”, a mianowicie programisty. To, czego w kwestii wydajności standardowo język Python może być pozbawiony, od razu nadrabia dzięki szybkości tworzenia kodu. Po drugie, w książce zostaną przedstawione moduły i idee, które bez problemu mogą ułatwić ograniczenie skali wielu opisanych tutaj trudności. Po uwzględnieniu obu tych aspektów będziemy w stanie zachować możliwości szybkiego programowania w języku Python przy jednoczesnym usunięciu wielu ograniczeń dotyczących wydajności.


    Porównanie wyidealizowanego przetwarzania z maszyną wirtualną języka Python


    Aby lepiej zrozumieć szczegóły programowania pod kątem dużej wydajności, przyjrzyjmy się przykładowi prostego kodu, który sprawdza, czy dana liczba to liczba pierwsza:

    import math



    def check_prime(number):



        sqrt_number = math.sqrt(number)



        for i in range(2, int(sqrt_number) + 1):



            if (number / i).is_integer():



                return False



        return True



    print(f"check_prime(10,000,000) = {check_prime(10_000_000)}")



    # check_prime(10,000,000) = False



    print(f"check_prime(10,000,019) = {check_prime(10_000_019)}")



    # check_prime(10,000,019) = True




    Przeanalizujmy ten kod za pomocą abstrakcyjnego modelu obliczeniowego, a następnie porównajmy z tym, co ma miejsce podczas wykonywania tego kodu przez interpreter języka Python. Podobnie jak w przypadku dowolnej abstrakcji, pominiemy wiele subtelności dotyczących zarówno wyidealizowanego komputera, jak i sposobu wykonywania kodu przez interpreter języka Python. Ogólnie rzecz biorąc, jest to jednak odpowiednie ćwiczenie do wykonania przed rozwiązaniem problemu: pomyśl o ogólnych elementach algorytmu i zastanów się, jaki będzie najlepszy sposób połączenia ze sobą elementów obliczeniowych w celu znalezienia rozwiązania. Zrozumienie takiej idealnej sytuacji i uzyskanie wiedzy o tym, co w rzeczywistości ma miejsce wewnątrz interpretera języka Python, pozwoli w iteracyjny sposób zbliżyć tworzony kod Python do optymalnego kodu.


    Wyidealizowane przetwarzanie


    Po rozpoczęciu wykonywania kodu w pamięci RAM przechowywana jest wartość zmiennej number. W celu obliczenia wartości zmiennej sqrt_number konieczne jest wysłanie wartości zmiennej number do procesora. W idealnej sytuacji możliwe by było jednokrotne wysłanie wartości, które zostałyby zapisane w pamięci podręcznej L1/L2 procesora. Procesor przeprowadziłby obliczenia, a następnie wysłał wartości z powrotem do pamięci RAM w celu ich zapisania. Taki scenariusz jest idealny, ponieważ zminimalizowana zostałaby liczba odczytów wartości zmiennej number z pamięci RAM, a zamiast tego zdecydowalibyśmy się na opcję odczytów z pamięci podręcznej L1/L2, co jest znacznie szybsze. Co więcej, zminimalizowalibyśmy liczbę transferów danych za pośrednictwem magistrali FSB, używając pamięci podręcznej L1/L2 połączonej bezpośrednio z procesorem.
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            Taka metoda utrzymywania danych tam, gdzie są potrzebne, oraz maksymalne możliwe ograniczanie ich przesyłania odgrywają bardzo ważną rolę w przypadku optymalizacji. Pojęcie „ciężkich danych” (ang. heavy data) odnosi się do czasu i zasobów niezbędnych do przemieszczenia danych, a tego chcielibyśmy uniknąć.

          
        

      
    


    Zamiast w przypadku pętli zawartej w kodzie wysyłać do procesora w danej chwili jedną wartość zmiennej i, bardziej pożądane będzie jednoczesne wysłanie do procesora zmiennej number oraz kilku wartości zmiennej i w celu ich sprawdzenia. Jest to możliwe, ponieważ procesor wektoryzuje operacje bez ponoszenia dodatkowego kosztu w postaci czasu. Oznacza to, że w tym samym czasie procesor może wykonywać wiele niezależnych obliczeń. A zatem chcemy wysłać do pamięci podręcznej procesora zmienną number, a także taką liczbę wartości zmiennej i, jaką może pomieścić ta pamięć. Dla każdej pary zmiennych number i i zostanie wykonane dzielenie i sprawdzenie, czy wynik jest liczbą całkowitą. Następnie zostanie wysłany z powrotem sygnał wskazujący, czy dowolna z wartości rzeczywiście okazała się liczbą całkowitą. Jeśli tak, funkcja zostanie zakończona. W przeciwnym razie operacja zostanie powtórzona. Dzięki temu dla wielu wartości zmiennej i konieczne jest zwrócenie tylko jednego wyniku, co eliminuje uzależnienie od wolnej magistrali dla każdej wartości. W tym przypadku wykorzystywana jest możliwość wektoryzacji obliczenia przez procesor lub uruchomienia jednej instrukcji dla wielu danych w jednym cyklu zegarowym.


    Pojęcie wektoryzacji zostało zilustrowane w następującym kodzie:

    import math



    def check_prime(number):



        sqrt_number = math.sqrt(number)



        numbers = range(2, int(sqrt_number)+1)



        for i in range(0, len(numbers), 5):



            # poniższy wiersz nie zawiera poprawnego kodu Python



            result = (number / numbers[i:(i + 5)]).is_integer()



            if any(result):



                return False



        return True




    W kodzie określono obliczenia, w przypadku których dzielenie i sprawdzanie liczb całkowitych realizowane jest jednocześnie dla zestawu pięciu wartości zmiennej i. Jeśli dokonano poprawnej wektoryzacji, procesor może wykonać te operacje w jednym kroku, zamiast przeprowadzać osobne obliczenie dla każdej wartości zmiennej i. W idealnej sytuacji operacja any(result) wystąpiłaby w procesorze bez konieczności przesyłania wyników z powrotem do pamięci RAM. W rozdziale 6. w szerszym zakresie zostanie omówiona wektoryzacja, sposób jej działania, a także to, kiedy przynosi korzyści w kodzie.


    Maszyna wirtualna języka Python


    Interpreter języka Python wykonuje wiele działań, aby podjąć próbę utworzenia abstrakcji używanych bazowych elementów obliczeniowych. Programista wcale nie musi przejmować się przydzielaniem pamięci tablicom, sposobem zorganizowania tej pamięci lub tym, w jakiej kolejności dane są wysyłane do procesora. Jest to zaleta języka Python, gdyż pozwala skoncentrować się na implementowanych algorytmach. Kosztem tego jest jednak spory spadek wydajności.


    Ważne jest zdanie sobie sprawy z tego, że w zasadzie interpreter języka Python to tak naprawdę działający zestaw bardzo dobrze zoptymalizowanych instrukcji. Zastosowany zabieg polega jednak na tym, że w tym języku instrukcje te są wykonywane w odpowiedniej kolejności w celu osiągnięcia lepszej wydajności. Dobrze widać to w poniższym przykładzie, w którym funkcja search_fast zadziała szybciej niż funkcja search_slow, nawet pomimo tego, że podczas działania obie mają złożoność obliczeniową O(n). Wszystko może jednak skomplikować się przy korzystaniu z typów pochodnych, specjalnych metod języka Python lub modułów zewnętrznych. Czy możesz na przykład od razu stwierdzić, która funkcja będzie szybsza: search_unknown1 czy search_unknown2?

    def search_fast(haystack, needle):



        for item in haystack:



            if item == needle:



                return True



        return False



    def search_slow(haystack, needle):



        return_value = False



        for item in haystack:



            if item == needle:



                return_value = True



        return return_value



    def search_unknown1(haystack, needle):



        return any((item == needle for item in haystack))



    def search_unknown2(haystack, needle):



        return any([item == needle for item in haystack])




    Identyfikowanie obszarów kodu o małej wydajności za pomocą profilowania i znajdowania bardziej efektywnych metod przeprowadzania tych samych obliczeń przypomina wyszukiwanie tych bezwartościowych operacji i usuwanie ich. Końcowy rezultat jest identyczny, ale znacznie zmniejszona zostaje liczba obliczeń i transferów danych.


    Jednym z efektów użycia takiej warstwy abstrakcji jest to, że wektoryzacja nie jest od razu uzyskiwana. Zamiast połączenia kilku iteracji w przykładzie kodu sprawdzającego początkową liczbę pierwszą dla wartości zmiennej i zostanie wykonana jedna iteracja pętli. Gdy jednak przyjrzysz się przykładowi abstrakcji wektoryzacji, stwierdzisz, że nie jest to poprawny kod Python, ponieważ nie jest możliwe dzielenie liczby zmiennoprzecinkowej przy użyciu listy. Zewnętrzne biblioteki, takie jak numpy, okażą się pomocne w takiej sytuacji, zapewniając możliwość wykonywania wektoryzowanych operacji matematycznych.


    Co więcej, abstrakcja w języku Python ma negatywny wpływ na wszelkie optymalizacje, które bazują na wypełnianiu pamięci podręcznej L1/L2 odpowiednimi danymi na potrzeby następnego obliczenia. Wynika to z wielu czynników, z których najważniejszym jest to, że obiekty Python nie są rozmieszczone w pamięci w najbardziej optymalny sposób. Jest to konsekwencją tego, że język Python to język dokonujący czyszczenia pamięci (jest ona automatycznie przydzielana i w razie potrzeby uwalniana). Powoduje to fragmentację pamięci, która może niekorzystnie wpłynąć na transfery do pamięci podręcznych procesora. Ponadto w żadnym momencie nie ma możliwości zmiany układu struktury danych bezpośrednio w pamięci. Oznacza to, że jedna operacja transferu w magistrali może nie zawierać wszystkich odpowiednich informacji na potrzeby obliczeń, nawet pomimo tego, że szerokość magistrali może być wystarczająca dla całych danych[5].


    Poza tym fundamentalny problem wynika z typów dynamicznych języka Python, którego kod nie jest kompilowany. Jak wielu programistów używających języka C nauczyło się w ciągu wielu lat, kompilator jest czasami sprytniejszy od nas. Podczas kompilowania statycznego kodu kompilator może stosować liczne zabiegi w celu zmiany sposobu rozmieszczania elementów, a także sposobu, w jaki procesor będzie uruchamiać określone instrukcje pod kątem zoptymalizowania ich. Kod Python nie jest jednak kompilowany. Co gorsza, zawiera on typy dynamiczne. Oznacza to, że określanie jakichkolwiek ewentualnych możliwości algorytmicznych optymalizacji jest znacząco trudniejsze, ponieważ funkcjonalność kodu może być modyfikowana podczas jego wykonywania. Istnieje wiele metod zmniejszania skali tego problemu. Podstawową jest użycie narzędzia Cython, które umożliwia kompilowanie kodu Python, a ponadto pozwala użytkownikowi tworzyć „wskazówki” dla kompilatora określające rzeczywistą dynamiczność kodu.


    Ponadto przy próbie równoległego wykonywania kodu wspomniana wcześniej globalna blokada interpretera GIL może spowodować spadek wydajności. Dla przykładu załóżmy, że kod jest modyfikowany w celu użycia wielu rdzeni procesora tak, aby każdy z nich otrzymał porcję liczb z zakresu od 2 do sqrtN. Każdy rdzeń może przeprowadzić obliczenia dla swojej porcji liczb, a następnie po ich zakończeniu rdzenie mogą porównać własne obliczenia. Choć tracimy możliwość wczesnego zakończenia wykonywania pętli, ponieważ żaden rdzeń nie może stwierdzić, czy rozwiązanie zostało znalezione, możliwe jest zmniejszenie liczby sprawdzeń, jaką każdy rdzeń musi wykonać (oznacza to, że w przypadku M rdzeni każdy z nich musiałby przeprowadzić sqrtN/M sprawdzeń). Jednak z powodu globalnej blokady interpretera GIL w danej chwili może być używany tylko jeden rdzeń. Oznacza to, że w efekcie zostałby wykonany taki sam kod jak w przypadku wersji kodu z równoległym wykonywaniem, ale bez możliwości wczesnego zakończenia. Problemu tego można uniknąć, zastępując wiele wątków wieloma procesami (z wykorzystaniem modułu multiprocessing) bądź za pomocą narzędzia Cython lub funkcji zewnętrznych.


    Dlaczego warto używać języka Python?


    Język Python cechuje się wysokim stopniem ekspresywności i jest łatwy do opanowania. Programiści, którzy zaczynają go używać, szybko stwierdzają, że w krótkim czasie mogą dzięki niemu osiągnąć całkiem sporo. Za pomocą innych języków zostało napisanych wiele narzędzi opakowujących biblioteki języka Python, które ułatwiają wywoływanie innych systemów. Na przykład system uczenia maszynowego scikitlearn opakowuje biblioteki LIBLINEAR i LIBSVM (obie napisano w języku C), a biblioteka numpy zawiera bibliotekę BLAS oraz inne biblioteki języków C i Fortran. W rezultacie kod Python, który poprawnie wykorzystuje te moduły, może być naprawdę równie szybki jak porównywalny kod C.


    Język Python jest określany mianem „uwzględniającego baterie”, gdyż wbudowano w niego wiele ważnych narzędzi i stabilnych bibliotek. Uwzględniają one następujące składniki:


    unicode i bytes


    Scalone z rdzeniem języka.


    array


    Wydajne pod względem wykorzystywanej pamięci tablice przeznaczone dla typów podstawowych.


    math


    Podstawowe operacje matematyczne, w tym kilka prostych funkcji statystycznych.


    sqlite3


    Biblioteka opakowująca powszechnie używany mechanizm magazynowania danych oparty na plikach SQLite3.


    collections


    Przeróżne obiekty, w tym obiekt deque, licznik i warianty słownika.


    asyncio


    Obsługa współbieżności w wypadku zadań powiązanych z operacjami wejścia-wyjścia i korzystających ze składni funkcji async i await.


    Poza obrębem rdzenia języka dostępna jest ogromna liczba różnych bibliotek. Oto niektóre z nich:


    numpy


    Numeryczna biblioteka języka Python (podstawowa biblioteka w przypadku wszystkiego, co ma związek z macierzami).


    scipy


    Bardzo duża kolekcja zaufanych bibliotek naukowych, które często opakowują cieszące się dużym uznaniem biblioteki języków C i Fortran.


    pandas


    Biblioteka służąca do analizy danych, która przypomina ramki danych języka R lub arkusz kalkulacyjny programu Excel. Biblioteka bazuje na bibliotekach scipy i numpy.


    scikit-learn


    Bazująca na bibliotece scipy biblioteka szybko przyjmująca postać domyślnej biblioteki uczenia maszynowego.


    tornado


    Biblioteka, która zapewnia proste powiązania na potrzeby współbieżności.


    PyTorch i TensorFlow


    Oferowane przez firmy Facebook i Google środowiska technologii głębokiego uczenia, które zapewniają obsługę języka Python i procesorów graficznych.


    NLTK, SpaCy i Gensim


    Biblioteki przetwarzania języka naturalnego z rozbudowaną obsługą języka Python.


    Powiązania bazy danych


    Służą do komunikacji z niemal wszystkimi bazami danych, w tym Redis, MongoDB, HDF5 i SQL.


    Środowiska do projektowania aplikacji internetowych


    Wydajne systemy służące do tworzenia witryn internetowych, takie jak aiohttp, django, pyramid, flask i tornado.


    OpenCV


    Powiązania na potrzeby rozpoznawania obrazów.


    Powiązania interfejsów API


    Ułatwiają dostęp do popularnych interfejsów API serwisów internetowych, takich jak Google, Twitter i LinkedIn.


    Dostosowanie do różnych scenariuszy wdrażania jest możliwe dzięki dużej liczbie dostępnych środowisk zarządzanych i powłok. Oto niektóre z nich:


    
      	Standardowa dystrybucja dostępna pod adresem http://python.org/.


      	pipenv, pyenv i virtualenv to proste i przenośne środowiska dla języka Python.


      	Platforma Docker zapewniająca proste do uruchomienia i powielania środowiska przeznaczone do projektowania i wdrażania produkcyjnego.


      	Przeznaczone dla naukowców środowisko Anaconda firmy Anaconda Inc.


      	Przypominające oprogramowanie Matlab środowisko Sage, które zawiera zintegrowane środowisko programistyczne IDE (Integrated Development Environment).


      	IPython, czyli interaktywna powłoka języka Python używana przez naukowców i projektantów.


      	Oparte na przeglądarce rozszerzenie powłoki IPython o nazwie Jupyter Notebook, które jest intensywnie wykorzystywane do celów edukacyjnych i pokazowych.

    


    Jedną z głównych zalet języka Python jest to, że pozwala na szybkie prototypowanie koncepcji. Ze względu na bogactwo bibliotek pomocniczych proste jest sprawdzenie, czy koncepcja jest możliwa do zrealizowania (nawet jeśli pierwsza implementacja może okazać się dziwna).


    Aby przyspieszyć procedury matematyczne, sprawdź bibliotekę numpy. Jeżeli chcesz poeksperymentować z uczeniem maszynowym, wypróbuj bibliotekę scikit-learn. Jeśli porządkujesz i modyfikujesz dane, dobrą propozycją będzie biblioteka pandas.


    Ogólnie rzecz biorąc, sensowne jest zadanie sobie następującego pytania: „Jeśli system działa szybciej, czy jako zespół długoterminowo będziemy pracować wolniej?”. Choć zawsze możliwe jest uzyskanie wzrostu wydajności systemu, jeśli poświęci się na to wystarczającą ilość czasu przy udziale odpowiedniej liczby osób, może to doprowadzić do uzyskania nieznacznych i źle zrozumianych optymalizacji, które ostatecznie spowodują utrudnienia w pracy zespołu.


    Przykładem może być wprowadzenie narzędzia Cython (omówiono je w rozdziale 7., w podrozdziale „Cython”). Jest to oparte na kompilatorze rozwiązanie służące do tworzenia adnotacji kodu Python za pomocą typów podobnych do tych wykorzystywanych w języku C. Dzięki temu przekształcony kod może być kompilowany przy użyciu kompilatora języka C. Wprawdzie przyrost szybkości może robić wrażenie (często przy stosunkowo niewielkim nakładzie pracy osiągane są szybkości porównywalne z szybkością kodu C), ale zwiększy się koszt obsługi takiego kodu. W szczególności trudniejsza może być obsługa nowego modułu, ponieważ od członków zespołu wymagane będzie określone doświadczenie programistyczne, pozwalające zrozumieć niektóre zależności, które wystąpiły po zrezygnowaniu z maszyny wirtualnej języka Python i uzyskaniu wzrostu wydajności.


    Jak zostać bardzo wydajnym programistą?


    Tworzenie bardzo wydajnego kodu to tylko jeden z elementów decydujących o pomyślnym i wysoce efektywnym realizowaniu projektów w dłuższej perspektywie czasu. Ogólna wydajność zespołu jest znacznie ważniejsza niż uzyskiwanie przyspieszenia i złożone rozwiązania. Kluczem do tego jest kilka elementów, takich jak dobra struktura, dokumentacja, możliwość debugowania i wspólne standardy.


    Załóżmy, że tworzysz prototyp. Nie przetestowałeś go szczegółowo, a ponadto nie został on sprawdzony przez zespół. Prototyp wydaje się być „wystarczająco dobry”, dlatego kierowany jest do środowiska produkcyjnego. Ponieważ prototyp nigdy nie był tworzony w sposób strukturalny, pozbawiony jest testów i dokumentacji. Niespodziewanie w prototypie pojawiła się porcja powodującego efekt inercji kodu, który ma zostać wykorzystany przez kogoś innego. Często zarząd nie może określić kosztu związanego z pracą zespołu.


    Jako że rozwiązanie to jest trudne do utrzymania, nie cieszy się sympatią — nie podlega restrukturyzowaniu, nie jest objęte testami, które ułatwiłyby zespołowi przeprowadzenie refaktoryzacji, a ponadto nikt inny nie zamierza się tym zajmować. W rezultacie za utrzymanie sprawności rozwiązania odpowiada jeden programista. W chwilach stresu może to być przyczyną powstania poważnego wąskiego gardła i spowodować znaczne ryzyko: co się stanie, gdy ten programista przestanie brać udział w projekcie?


    Taki styl projektowania jest zwykle praktykowany, gdy zespół zarządzający nie rozumie bieżącego efektu inercji wywoływanego przez trudny do utrzymania kod. Pokazanie tego w testach realizowanych w dłuższej perspektywie oraz dokumentacja mogą ułatwić zespołowi utrzymanie dużej wydajności, a ponadto przekonanie menedżerów do przeznaczenia czasu na „oczyszczenie” takiego kodu prototypu.


    W wypadku środowiska badawczego częstą sytuacją jest tworzenie za pomocą rozszerzenia Jupyter Notebook wielu programów, które cechują się kiepskimi praktykami pisania kodu używanymi przy korzystaniu z różnych pomysłów i zbiorów danych. Intencją zawsze jest „napisanie tego lepiej” na późniejszym etapie, który jednak nigdy nie następuje. Ostatecznie uzyskuje się wynik prac, ale brakuje infrastruktury służącej do ich odtwarzania i testowania, a także nie ma się względem niego zaufania. I tym razem czynniki ryzyka są duże, a zaufanie dotyczące wyniku będzie niewielkie.


    Oto elementy ogólnego postępowania, które zapewni korzyści:


    Zadbaj o to, aby działało


    Najpierw tworzysz wystarczająco dobre rozwiązanie. Bardzo praktyczne jest „utworzenie rozwiązania, które może zostać zmarnowane”. Pełni ono rolę rozwiązania prototypowego, które pozwala na uzyskanie lepszej struktury możliwej do zastosowania w drugiej wersji. Zawsze rozsądne jest przeprowadzenie wstępnego planowania przed rozpoczęciem tworzenia kodu. W przeciwnym razie dojdziesz do wniosku, że zaoszczędziłeś godzinę, która miała zostać poświęcona na przemyślenia, a w zamian pisanie kodu zajęło całe popołudnie. W niektórych dziedzinach jest to lepiej znane pod postacią stwierdzenia „zmierz dwa razy, a tnij raz”.


    Zrób to dobrze


    W dalszej kolejności dodajesz rozbudowany zestaw testów wsparty dokumentacją, a także zrozumiałe instrukcje odtwarzania, tak aby mógł z nich skorzystać inny członek zespołu.


    Zrób to szybko


    Teraz możesz skoncentrować się na profilowaniu i kompilowaniu lub przetwarzaniu równoległym oraz zastosowaniu istniejącego zestawu testów do potwierdzenia, że nowe, szybsze rozwiązanie nadal działa zgodnie z oczekiwaniami.


    Sprawdzone praktyki


    Istnieje kilka kluczowych niezbędników, czyli dokumentacja, dobra struktura i testowanie.


    Dokumentacja projektowa ułatwi zaznajomienie się z przejrzystą strukturą. Będzie też pomocna w przyszłości zarówno dla Ciebie, jak i współpracowników. Jeśli pominiesz tę część, nikt nie będzie za to wdzięczny (z Tobą włącznie). Umieszczenie dokumentacji w pliku README na najwyższym poziomie struktury stanowi sensowne miejsce początkowe. W razie potrzeby dokumentacja zawsze może później zostać przeniesiona do folderu docs/.


    Objaśnij cel projektu, zawartość folderów i źródło pochodzenia danych. Wskaż pliki o krytycznym znaczeniu, a także wyjaśnij, jak wszystko uruchomić, w tym testy.


    Jeden z autorów zaleca również zastosowanie platformy Docker. Umiejscowiony na najwyższym poziomie hierarchii plik Dockerfile zapewni w przyszłości informację o tym, jakie dokładnie są wymagane biblioteki systemu operacyjnego, aby można było z powodzeniem uruchomić projekt. Docker ułatwia też uruchomienie kodu na innych platformach sprzętowych lub wdrożenie go w środowisku chmury.


    Dodaj folder tests/ oraz kilka testów jednostkowych. My preferujemy pytest w roli nowoczesnego narzędzia do uruchamiania testów, ponieważ bazuje ono na module unittest wbudowanym w język Python. Zacznij od zaledwie kilku testów, a następnie je rozbudowuj. Rozpoczęcie korzystania z narzędzia coverage, które będzie informować, ile wierszy kodu faktycznie objętych jest testami, ułatwi uniknięcie mało przyjemnych niespodzianek.


    Jeśli odziedziczyłeś starszy kod pozbawiony testów, szczególnie wskazanym działaniem będzie dodanie najpierw kilku testów. „Testy integracji” sprawdzające ogólny przepływ kodu projektu i potwierdzające, że dla określonych danych wejściowych uzyskujesz konkretne dane wynikowe, pozwolą zachować spokój przy wprowadzaniu kolejnych modyfikacji.


    Dodaj test każdorazowo, gdy coś w kodzie nie zadziała. Nie ma żadnej korzyści w ponownym borykaniu się z tym samym problemem.


    Zawsze pomocne będą komentarze w kodzie użyte dla każdej funkcji, klasy i modułu. Dbaj o zapewnianie wartościowych opisów tego, co jest osiągane w wyniku zastosowania funkcji. Gdy tylko jest to możliwe, dołącz krótki przykład demonstrujący oczekiwany wynik. Jeśli potrzebujesz inspiracji, sprawdź komentarze dokumentujące umieszczone w kodzie bibliotek NumPy i scikit-learn.


    Każdorazowo, gdy kod staje się zbyt długi (np. funkcje o długości przekraczającej szerokość jednego ekranu), możesz bez obaw przeprowadzić refaktoryzację kodu w celu skrócenia go. Krótszy kod jest łatwiejszy do testowania i obsługiwania.
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            Opracowując testy, zastanów się nad przybliżoną tutaj metodologią projektowania bazującą na testach. Gdy wiesz dokładnie, czego potrzebujesz do przygotowania testów, a ponadto dysponujesz przykładami możliwymi do przetestowania, metoda ta staje się bardzo efektywna.


            Tworzysz testy, uruchamiasz je, obserwujesz ich niepowodzenie, a następnie dodajesz funkcje oraz minimalną niezbędną logikę do obsługi przygotowanych testów. Gdy wszystkie testy działają, oznacza to koniec prac. Dzięki wcześniejszemu ustaleniu oczekiwanych danych wejściowych i wyjściowych funkcji dojdziesz do wniosku, że implementowanie logiki funkcji jest stosunkowo proste.


            Jeżeli nie możesz wcześniej zdefiniować testów, pojawi się oczywiście następujące pytanie: czy naprawdę rozumiesz, co funkcja musi zrealizować? Jeśli nie, czy potrafisz poprawnie utworzyć funkcję w efektywny sposób? Taka metoda nie sprawdzi się dobrze, jeżeli ma miejsce proces twórczy, a ponadto analizujesz dane, których jeszcze dobrze nie rozumiesz.

          
        

      
    


    Zawsze korzystaj z systemu kontroli kodu źródłowego. Będziesz wdzięczny wyłącznie sobie, gdy w nieodpowiednim momencie nadpiszesz coś o krytycznym znaczeniu. Przywyknij do częstego zatwierdzania zmian (codziennie lub nawet co 10 minut) i codziennego przesyłania danych do repozytorium.


    Przestrzegaj standardu kodowania PEP8. Jeszcze lepsze będzie zastosowanie narzędzia black („pewne siebie” narzędzie do formatowania kodu) w połączeniu z fazą wstępnego zatwierdzania w systemie kontroli kodu źródłowego. W ten sposób narzędzie to po prostu samo zmodyfikuje kod pod kątem zgodności ze standardem. Aby uniknąć innych błędów, użyj narzędzia flake8 do dopracowania kodu.


    Tworzenie środowisk izolowanych od systemu operacyjnego ułatwi pracę. Pierwszy z autorów preferuje środowisko Anaconda, natomiast drugi autor woli używać środowiska pipenv w połączeniu z platformą Docker. Oba rozwiązania są sensowne, a ponadto znacznie lepsze niż stosowanie globalnego środowiska języka Python w systemie operacyjnym!


    Pamiętaj o tym, że automatyzacja jest pomocna. Mniejsza liczba ręcznie realizowanych operacji oznacza mniejsze ryzyko pojawienia się błędów. Systemy zautomatyzowanego procesu budowania, ciągła integracja ze zautomatyzowanymi narzędziami uruchamiającymi zestawy testów oraz systemy zautomatyzowanego wdrażania sprawiają, że żmudne i podatne na błędy zadania stają się standardowymi procesami, które mogą być przez każdego inicjowane i obsługiwane.


    Pamiętaj też o tym, że zadbanie o czytelność jest znacznie ważniejsze niż wykazywanie się sprytem. Krótkie porcje złożonego i nieczytelnego kodu będą trudne w utrzymaniu zarówno dla ich twórcy, jak i dla jego współpracowników. Z tego powodu nie będzie chętnych do zajmowania się takim kodem. Zamiast tego utwórz dłuższą i bardziej czytelną funkcję, a także dołącz do niej wartościową dokumentację wyjaśniającą, co jest zwracane przez funkcję. Kod uzupełnij testami potwierdzającymi, że działa zgodnie z oczekiwaniami.


    Wnioski dotyczące sprawdzonych praktyk korzystania z rozszerzenia Jupyter Notebook


    Jeśli używasz rozszerzenia Jupyter Notebook, sprawdza się ono znakomicie w roli narzędzia do komunikacji wizualnej, ale sprzyja lenistwu. Jeżeli stwierdzisz, że wewnątrz rozszerzenia Notebook pozostawiasz długie funkcje, bez obaw możesz wyodrębnić je do modułu języka Python, a następnie dodać testy.


    Rozważ prototypowanie kodu w powłoce IPython lub QTConsole. Przekształć wiersze kodu w funkcje w rozszerzeniu Notebook, a następnie przenieś je z niego do modułu uzupełnionego przez testy. Na koniec rozważ opakowanie kodu w klasie, jeśli przydatna okaże się hermetyzacja i ukrywanie danych.


    Dowolnie rozmieść instrukcje assert wewnątrz rozszerzenia Notebook, aby sprawdzić, czy funkcje działają zgodnie z oczekiwaniami. Kod nie może być w prosty sposób testowany w obrębie tego rozszerzenia. Dopóki w wyniku refaktoryzacji nie umieścisz funkcji w osobnych modułach, sprawdzenia oparte na instrukcji assert stanowią prosty sposób zapewniania pewnego poziomu kontroli poprawności. Jeśli kodu nie wyodrębniono do modułu i nie utworzono sensownych testów jednostkowych, nie należy obdarzać go zaufaniem.


    Zastosowanie instrukcji assert do sprawdzania danych w kodzie nie powinno być dobrze postrzegane. Jest to prosta metoda potwierdzenia, że są spełniane określone warunki, ale nie jest to idiomatyczna metoda języka Python. Aby utworzony kod był czytelniejszy dla innych projektantów, sprawdź oczekiwany stan danych, po czym wygeneruj odpowiedni wyjątek, gdy sprawdzenie zakończy się niepowodzeniem. Częstym wyjątkiem będzie ValueError, jeśli funkcja napotka nieoczekiwaną wartość. Biblioteka Bulwark (https://bulwark.readthedocs.io/en/stable/) to przykład środowiska testowania ukierunkowanego na narzędzie Pandas, które pozwala sprawdzić, czy dane spełniają określone ograniczenia.


    Możesz też zdecydować się na dodanie na końcu rozszerzenia Notebook kilku sprawdzeń poprawności. Jest to kombinacja sprawdzeń logiki oraz instrukcji raise i print, które demonstrują, że właśnie zostało wygenerowane dokładnie to, co było wymagane. Gdy powrócisz do tego kodu za 6 miesięcy, podziękujesz sobie za ułatwienie całkowitego stwierdzenia, że działał poprawnie!


    W wypadku rozszerzenia Notebook trudnością jest współużytkowanie kodu z systemami kontroli kodu źródłowego. nbdime (https://nbdime.readthedocs.io/en/latest/) to jeden z rozwijających się zestawów nowych narzędzi, które pozwalają określać różnice między używanymi rozszerzeniami Notebook. Zestaw ten stanowi prawdziwe wybawienie, a ponadto pozwala pracować z innymi osobami.


    Niech praca znów sprawia radość


    Życie potrafi się komplikować. W ciągu pięciu lat, jakie minęły, odkąd autorzy książki napisali jej pierwsze wydanie, spotkało ich osobiście, a także w związku ze znajomymi i rodziną kilka nieoczekiwanych sytuacji życiowych, w tym depresja, nowotwór, przeprowadzka, zakończenie działalności biznesowej z powodzeniem, a także i z powodu porażki oraz zmiana w realizowaniu kariery. Nieuchronnie takie zewnętrzne zdarzenia będą mieć wpływ na pracę każdego i pogląd na życie.


    Pamiętaj, aby cały czas szukać radości w nowych działaniach. Gdy zaczniesz poszukiwać, zawsze znajdą się interesujące szczegóły lub wymagania. Możesz zadać następujące pytanie: „Dlaczego podjęto taką decyzję?” albo „Jak mógłbym to zrobić inaczej?”. I nagle będziesz gotowy do rozpoczęcia dyskusji na temat tego, jak coś może zostać zmienione lub ulepszone.


    Rejestruj rzeczy, które są warte świętowania. Tak łatwo zapomnieć o podziękowaniach, będąc zaabsorbowanym codziennością. Ludzie wypalają się, ponieważ zawsze chcą być na bieżąco i zapominają o tym, jak duży zrobili postęp.


    Sugerujemy, aby utworzyć listę pozycji wartych uczczenia, a ponadto zaznaczyć, w jaki sposób to zrobić. Jeden z autorów utrzymuje taką listę. Jest on szczęśliwie zaskoczony w momencie aktualizowania listy, gdy widzi, jak wiele fajnych rzeczy się wydarzyło w ostatnim roku (być może w przeciwnym razie zostałyby zapomniane!). Nie powinny to być jedynie kamienie milowe związane z pracą. Uwzględnij zainteresowania i sport. Ciesz się osiągniętymi kamieniami milowymi. Jeden z autorów dba o to, aby jego życie prywatne miało właściwy priorytet, dlatego poświęca wiele dni z dala od komputera na zajmowanie się projektami innymi niż techniczne. Kluczowe znaczenie ma ciągłe rozwijanie posiadanych umiejętności, lecz niekoniecznie do poziomu stanu wypalenia!


    Programowanie, a zwłaszcza gdy dotyczy ono poprawiania wydajności, przebiega znakomicie w sensie ciekawości i chęci do tego, aby zawsze jeszcze bardziej zagłębiać się w szczegóły techniczne. Niestety taka ciekawość to pierwsza rzecz, jaka prowadzi do stanu wypalenia. Z tego powodu zwolnij i zadbaj o to, żeby podróży towarzyszyła radość. Poza tym miej satysfakcję i kieruj się ciekawością.


    
      
        [1] Nie należy mylić z komunikacją międzyprocesową, w przypadku której używany jest taki sam skrót. Zagadnienie to zostanie omówione w rozdziale 9.

      


      
        [2] Kolorową wersję wykresu znajdziesz na serwerze FTP pod adresem ftp://ftp.helion.pl/przyklady/pytps2.zip — przyp. red.

      


      
        [3] Szybkości podane w rozdziale pochodzą ze strony dostępnej pod adresem https://colin-scott.github.io/personal_website/research/interactive_latency.html.

      


      
        [4] Podane dane pochodzą ze strony dostępnej pod adresem https://en.wikipedia.org/wiki/List_of_interface_bit_rates.

      


      
        [5] W rozdziale 6. dowiesz się, jak możesz odzyskać nad tym kontrolę i w pełni dostosować kod do wzorców wykorzystania pamięci.

      

    

  


  
    Rozdział 2.

    Użycie profilowania do znajdowania wąskich gardeł


    
      
        
      

      
        
          	
            Pytania, na jakie będziesz w stanie udzielić odpowiedzi po przeczytaniu rozdziału


            
              	Jak można zidentyfikować w kodzie wąskie gardła związane z szybkością i pamięcią RAM?


              	Jak profilowane jest wykorzystanie pamięci i procesora?


              	Jaka głębokość profilowania powinna zostać użyta?


              	Jak można profilować aplikację działającą długoterminowo?


              	Co się dzieje pod podszewką w przypadku użycia narzędzia CPython?


              	Jak zapewnić poprawność kodu podczas dostrajania wydajności?

            

          
        

      
    


    Profilowanie umożliwia znalezienie wąskich gardeł. Dzięki temu przy minimalnym nakładzie pracy możliwe jest uzyskanie największego praktycznego wzrostu wydajności. Choć można oczekiwać ogromnego wzrostu szybkości i zmniejszenia wykorzystania zasobów przy niewielkim nakładzie pracy, w praktyce celem jest uzyskanie kodu, który działa „wystarczająco szybko i niezawodnie”, aby spełnić nasze wymagania. Profilowanie pozwoli podjąć najbardziej pragmatyczne decyzje przy minimalnym wysiłku.


    Profilowany może być dowolny zasób (nie tylko procesor!), dla którego można dokonać pomiaru. W tym rozdziale przyjrzymy się zarówno wykorzystaniu pamięci, jak i czasu procesora. Podobne techniki możesz też zastosować do pomiaru przepustowości sieci i dyskowych operacji wejścia-wyjścia.


    Jeśli program działa zbyt wolno lub używane jest za dużo pamięci RAM, wskazane będzie poprawienie wszystkich odpowiedzialnych za to części kodu. Oczywiście możesz pominąć profilowanie i poprawić to, co, jak wierzysz, może stanowić problem. Trzeba jednak uważać, ponieważ często kończy się to „poprawieniem” niewłaściwej rzeczy. Zamiast kierować się intuicją, przed dokonaniem zmian w strukturze kodu lepiej przeprowadź profilowanie ze zdefiniowaną hipotezą.


    Czasami pośpiech nie jest wskazany. Profilowanie przed dokonywaniem zmian pozwala szybko zidentyfikować wąskie gardła, które trzeba wyeliminować. Później możesz usunąć po prostu taką ich liczbę, jaka będzie wymagana, by osiągnąć żądaną wydajność. Jeśli pominiesz profilowanie i przejdziesz do optymalizowania, całkiem prawdopodobne jest to, że w dłuższej perspektywie będziesz musiał włożyć w to więcej pracy. Zawsze kieruj się wynikami profilowania.


    Efektywne profilowanie


    Pierwszym zadaniem w procesie profilowania jest testowanie reprezentacyjnego systemu w celu określenia, które elementy pracują powoli (lub zużywają zbyt wiele pamięci RAM albo wymuszają za dużo operacji wejścia-wyjścia dysku lub sieci). Profilowanie zwykle powoduje obciążenie (zazwyczaj ma miejsce spowolnienie od dziesięciu do stu razy). Kod ma nadal być używany w sposób jak najbardziej zbliżony do tego, jaki wykorzystuje się w rzeczywistych warunkach. Wyodrębnij przypadek testowy i wyizoluj część systemu, która wymaga sprawdzenia. Najlepiej byłoby, gdyby ta część została już tak utworzona, aby znajdowała się we własnym zestawie modułów.


    Podstawowe techniki przedstawione w tym rozdziale jako pierwsze obejmują funkcję „magiczną” %timeit powłoki IPython, funkcję time.time() i dekorator czasu. Dzięki poznaniu tych metod zrozumiesz działanie instrukcji i funkcji.


    W dalszej części rozdziału zostanie omówiony moduł cProfile (podrozdział „Użycie modułu cProfile”). Dowiesz się, w jaki sposób za pomocą tego wbudowanego narzędzia zidentyfikować w kodzie funkcje, których wykonanie zajmuje najwięcej czasu. Umożliwi Ci to zaznajomienie się z ogólną prezentacją problemu, dzięki czemu będziesz mógł skupić swoją uwagę na krytycznych funkcjach.


    Dalej przyjrzymy się narzędziu line_profiler (podrozdział „Użycie narzędzia line_profiler do pomiarów dotyczących kolejnych wierszy kodu”), które przeprowadzi profilowanie wybranych funkcji dla kolejnych wierszy kodu. Wynik będzie obejmować liczbę wywołań każdego wiersza i wartość procentową czasu poświęconego na każdy wiersz. Dokładnie te informacje są niezbędne do zidentyfikowania tego, co działa wolno i z jakiego powodu.


    Gdy będziesz dysponował wynikami działania narzędzia line_profiler, uzyskasz informacje wymagane do zastosowania kompilatora omówionego w rozdziale 7.


    W rozdziale 6. dowiesz się, jak użyć polecenia perf stat do przeanalizowania liczby instrukcji, które są ostatecznie wykonywane w procesorze, a także jak efektywnie wykorzystywać pamięci podręczne procesora. Pozwala to na dostrajanie operacji macierzowych na zaawansowanym poziomie. Po przeczytaniu tego rozdziału warto przyjrzeć się przykładowi 6.8.


    Jeśli pracujesz z długo działającymi systemami, to po narzędziu line_profiler godne Twojego zainteresowania będzie narzędzie py-spy. Umożliwia ono analizowanie już działających procesów Python.


    Aby zilustrować, dlaczego wykorzystanie pamięci RAM jest duże, zostanie omówione narzędzie memory_profiler (podrozdział „Użycie narzędzia memory_profiler do diagnozowania wykorzystania pamięci”). Jest ono szczególnie przydatne podczas śledzenia na wykresie z etykietami wykorzystania pamięci RAM w czasie. Dzięki temu możesz wyjaśnić współpracownikom, dlaczego określone funkcje zużywają więcej pamięci RAM, niż oczekiwano.


    
      
        
        
      

      
        
          	
            [image: ]

          

          	
            Niezależnie od wybranej metody profilowania kodu trzeba pamiętać o zapewnieniu w nim odpowiedniego zakresu testów jednostkowych. Testy jednostkowe ułatwiają popełnianie prostych pomyłek, a ponadto są pomocne w zapewnieniu możliwości odtworzenia wyników. Rezygnuj z nich tylko na własne ryzyko.


            Zawsze profiluj kod przed kompilowaniem lub modyfikowaniem algorytmów. Do określenia najbardziej efektywnych metod przyspieszania działania kodu niezbędny jest dowód.

          
        

      
    


    W dalszej części rozdziału zamieszczono też wprowadzenie do kodu bajtowego Python w obrębie narzędzia CPython (podrozdział „Użycie modułu dis do sprawdzania kodu bajtowego narzędzia CPython”). Dzięki temu możesz zrozumieć, co się dzieje pod podszewką. W szczególności zaznajomienie się ze sposobem działania maszyny wirtualnej opartej na stosie kodu Python ułatwi Ci zrozumienie, dlaczego określone style kodowania cechują się mniejszą wydajnością od innych.


    Na końcu rozdziału przyjrzymy się sposobom integrowania testów jednostkowych podczas profilowania (podrozdział „Testowanie jednostkowe podczas optymalizacji w celu zachowania poprawności”), aby zachować poprawność kodu podczas dokonywania zmian mających na celu zwiększenie jego wydajności.


    Rozdział zostanie zakończony omówieniem strategii profilowania (podrozdział „Strategie udanego profilowania kodu”). Dzięki temu możliwe będzie niezawodne profilowanie kodu i gromadzenie właściwych danych na potrzeby testowania określonych hipotez. Dowiesz się, jak skalowanie częstotliwości procesora oraz funkcje takie jak Turbo Boost mogą zafałszować wyniki profilowania, a także jak można je wyłączyć.


    Aby wykonać wszystkie te kroki, niezbędna jest prosta do analizowania funkcja. W następnym podrozdziale zostanie przedstawiony zbiór Julii. Jest to powiązana z procesorem funkcja, która w trochę większym stopniu korzysta z pamięci RAM. Ponadto przejawia działanie nieliniowe (z tego powodu nie można z łatwością przewidzieć wyników). Oznacza to, że zamiast analizowania w trybie offline, funkcja ta wymaga profilowania podczas działania.


    Wprowadzenie do zbioru Julii


    Zbiór Julii (http://pl.wikipedia.org/wiki/Zbi%C3%B3r_Julii) to interesujący problem powiązany z procesorem, od którego warto zacząć. Zbiór ten jest sekwencją fraktalną, która generuje złożony obraz wyjściowy. Nazwa zbioru wywodzi się od matematyka Gastona Julii.


    Zamieszczony dalej kod jest trochę dłuższy od wersji, którą możesz sam utworzyć. Zawiera on komponent powiązany z procesorem oraz wyjątkowo jawny zbiór wejść. Konfiguracja taka umożliwia profilowanie zarówno wykorzystania procesora, jak i pamięci RAM. Dzięki temu można zrozumieć, jakie części kodu zużywają dwa spośród skromnych zasobów obliczeniowych. Ponieważ taka implementacja jest umyślnie niezoptymalizowana, możemy zidentyfikować operacje wykorzystujące pamięć i wolne instrukcje. W dalszej części rozdziału zostanie poprawiona wolna instrukcja logiczna oraz instrukcja, która wykorzystuje dużo pamięci. W rozdziale 7. znacząco skrócony zostanie ogólny czas wykonywania tej funkcji.


    Przeanalizujemy blok kodu, który w punkcie zespolonym c=-0.62772-0.42193j generuje zarówno wykres fałszywej skali szarości (rysunek 2.1), jak i wariant zbioru Julii z czystą skalą szarości (rysunek 2.3). Zbiór Julii jest tworzony przez obliczenie każdego piksela obrazu w wyizolowaniu. Jest to „kłopotliwy problem z równoległością”, gdyż między punktami nie są współużytkowane dane.
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    Rysunek 2.1. Wykres zbioru Julii z fałszywą skalą szarości podkreślającą szczegóły


    Jeśli zostanie określony inny punkt c, zostanie uzyskany inny obraz. Wybrane położenie zawiera obszary szybkie do obliczenia oraz takie, których obliczenie wymaga więcej czasu. Jest to korzystne pod kątem przykładowej analizy.


    Problem jest interesujący, ponieważ każdy piksel jest obliczany przez zastosowanie pętli, która może być wykonywana nieokreśloną liczbę razy. W każdej iteracji sprawdzane jest, czy wartość danej współrzędnej zmierza do nieskończoności, czy wydaje się wstrzymywana przez atraktor. Współrzędne powodujące niewiele iteracji mają ciemny kolor (rysunek 2.1). Z kolei współrzędne, które powodują dużą liczbę iteracji, mają biały kolor. Białe obszary są trudniejsze do obliczenia i wygenerowanie ich zajmuje więcej czasu.


    Definiujemy zbiór współrzędnych z, które będą testowane. Obliczana funkcja określa pierwiastek kwadratowy liczby zespolonej z i dodaje punkt c:

    f(z) = z2 + c




    Funkcja jest iterowana podczas testowania mającego na celu sprawdzenie, czy warunek zmierzania wstrzymuje użycie funkcji abs. Jeśli funkcja zmierzania ma wartość False, następuje wyjście z pętli i zarejestrowanie liczby iteracji wykonanych dla danej współrzędnej. Jeśli funkcja zmierzania nigdy nie ma wartości False, pętla jest kończona po liczbie iteracji określonej przez wartość maxiter. Wynik obliczenia liczby zespolonej z zostanie później przekształcony w kolorowy piksel, który reprezentuje położenie tej liczby zespolonej.


    W pseudokodzie może to wyglądać następująco:

    for z in coordinates:



        for iteration in range(maxiter):  # ograniczona liczba iteracji dla punktu



            if abs(z) < 2.0:  # czy warunek zmierzania został naruszony?



                z = z*z + c



            else:



                break



        # przechowanie liczby iteracji dla każdej liczby zespolonej z i wygenerowanie później wykresu




    W celu objaśnienia tej funkcji spróbujmy użyć dwóch współrzędnych.


    Użyjemy współrzędnej, która zostanie umieszczona w lewym górnym narożniku wykresu w punkcie -1.8-1.8j. Zanim będzie możliwe wypróbowanie reguły aktualizacji, konieczne jest sprawdzenie warunku abs(z) < 2:

    z = -1.8-1.8j



    print(abs(z))



    2.54558441227




    Jak widać, w przypadku lewej górnej współrzędnej test funkcji abs(z) da wartość False dla zerowej iteracji, tak jak 2.54 >= 2.0. Oznacza to, że nie jest stosowana reguła aktualizacji. Wartość zmiennej output dla tej współrzędnej wynosi 0.


    Przesuńmy się do środka wykresu w punkcie z = 0 + 0j i sprawdźmy kilka iteracji:

    c = -0.62772-0.42193j



    z = 0+0j



    for n in range(9):



        z = z*z + c



        print(f"{n}: z={z: .5f}, abs(z)={abs(z):0.3f}, c={c: .5f}")



    0: z=-0.62772-0.42193j, abs(z)=0.756, c=-0.62772-0.42193j



    1: z=-0.41171+0.10778j, abs(z)=0.426, c=-0.62772-0.42193j



    2: z=-0.46983-0.51068j, abs(z)=0.694, c=-0.62772-0.42193j



    3: z=-0.66777+0.05793j, abs(z)=0.670, c=-0.62772-0.42193j



    4: z=-0.18516-0.49930j, abs(z)=0.533, c=-0.62772-0.42193j



    5: z=-0.84274-0.23703j, abs(z)=0.875, c=-0.62772-0.42193j



    6: z= 0.02630-0.02242j, abs(z)=0.035, c=-0.62772-0.42193j



    7: z=-0.62753-0.42311j, abs(z)=0.757, c=-0.62772-0.42193j



    8: z=-0.41295+0.10910j, abs(z)=0.427, c=-0.62772-0.42193j




    Jak widać, każda aktualizacja współrzędnej z dla tych kilku pierwszych iteracji powoduje uzyskanie wartości, dla której warunek abs(z) < 2 ma wartość True. Po wykonaniu dla tej współrzędnej 300 iteracji w dalszym ciągu test da wartość True. Nie jest możliwe określenie liczby iteracji niezbędnych do uzyskania dla warunku wartości False. Może się to zakończyć nieskończoną sekwencją. Klauzula zatrzymania z maksymalną liczbą iteracji (wartość maxiter) spowoduje zakończenie potencjalnie nieskończonej iteracji.


    Na rysunku 2.2 pokazano 50 pierwszych iteracji powyższej sekwencji. Dla punktu 0+0j (linia ciągła ze znacznikami w postaci okręgów) sekwencja wydaje się powtarzać co ósmą iterację. Każda sekwencja siedmiu obliczeń ma niewielkie odchylenie względem poprzedniej sekwencji. Nie jest możliwe stwierdzenie, czy ten punkt będzie bez końca iterowany w obrębie warunku granicznego przez długi czas, czy być może zaledwie przez kilka kolejnych iteracji. Linia kreskowana odcięcie prezentuje granicę w punkcie +2.
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    Rysunek 2.2. Dwa przykłady współrzędnych rozwijane dla zbioru Julii


    W przypadku punktu -0.82+0j (linia kreskowana ze znacznikami w postaci rombów) widać, że po dziewiątej aktualizacji wynik bezwzględny przekroczył linię odcięcia +2, dlatego nastąpiło zatrzymanie aktualizowania tej wartości.


    Obliczanie pełnego zbioru Julii


    W tym podrozdziale zostanie omówiony kod, który generuje zbiór Julii. Kod będzie analizowany w rozdziale na różne sposoby. Jak widać w przykładzie 2.1, na początku modułu importowany jest moduł time pierwszej metody profilowania i definiowanych jest kilka stałych współrzędnych.


    Przykład 2.1. Definiowanie stałych globalnych dla przestrzeni współrzędnych

    """Generator zbioru Julii bez opcjonalnego rysowania obrazów na bazie biblioteki PIL"""



    import time



    # obszar przestrzeni zespolonej do przeanalizowania



    x1, x2, y1, y2 = -1.8, 1.8, -1.8, 1.8



    c_real, c_imag = -0.62772, -.42193




    Aby wygenerować wykres, tworzone są dwie listy danych wejściowych. Pierwsza lista to zs (współrzędne zespolone z), a druga to cs (zespolony warunek początkowy). Żadna z list nie zmienia się. Listę cs można zoptymalizować do postaci pojedynczej wartości c jako stałej. Powodem utworzenia dwóch list wejściowych jest chęć uzyskania rozsądnie prezentujących się danych, które będą używane podczas profilowania wykorzystania pamięci RAM w dalszej części rozdziału.


    Aby utworzyć listy zs i cs, konieczne jest określenie współrzędnych dla każdego punktu z. W przykładzie 2.2 te współrzędne są tworzone przy użyciu zmiennych xcoord i ycoord, a ponadto określono zmienne x_step i y_step. Szczegółowość takiej konfiguracji przydaje się przy przenoszeniu kodu do innych narzędzi (np. do narzędzi numpy) i środowisk opartych na kodzie Python, ponieważ ułatwia zdefiniowanie wszystkiego w bardzo przejrzysty sposób na potrzeby debugowania.


    Przykład 2.2. Definiowanie list współrzędnych jako wejść przykładowej funkcji obliczeniowej

    def calc_pure_python(desired_width, max_iterations):



        """Tworzenie listy współrzędnych zespolonych (zs) i parametrów



        zespolonych (cs), budowanie zbioru Julii"""



        x_step = (x2 - x1) / desired_width



        y_step = (y1 - y2) / desired_width



        x = []



        y = []



        ycoord = y2



        while ycoord > y1:



            y.append(ycoord)



            ycoord += y_step



        xcoord = x1



        while xcoord < x2:



            x.append(xcoord)



            xcoord += x_step



        # Utwórz listę współrzędnych i warunek początkowy dla każdej komórki



        # Zauważ, że warunek początkowy to stała, która z łatwością może zostać usunięta



        # Stała służy do symulowania rzeczywistego scenariusza z kilkoma wejściami



        # przekazanymi przykładowej funkcji



        zs = []



    cs = []



        for ycoord in y:



            for xcoord in x:



                zs.append(complex(xcoord, ycoord))



                cs.append(complex(c_real, c_imag))



        print("Długość dla x:", len(x))



        print("Łączna liczba elementów:", len(zs))



        start_time = time.time()



        output = calculate_z_serial_purepython(max_iterations, zs, cs)



        end_time = time.time()



        secs = end_time - start_time



        print("Działanie funkcji " + calculate_z_serial_purepython.__name__ + " trwało", secs, "s")



        # Suma ta jest oczekiwana dla siatki 1000^2 z 300 iteracjami



        # Zapewnia, że kod działa zgodnie z oczekiwaniami



        assert sum(output) == 33219980




    Po utworzeniu list zs i cs zwracane są informacje o ich wielkości, a ponadto obliczana jest lista output za pomocą funkcji calculate_z_serial_purepython. Na końcu sumowane są dane zmiennej output i instrukcji assert, które są zgodne z oczekiwaną wartością wyjściową. Jeden z autorów posłużył się tutaj tym kodem, aby zapewnić, że w książce nie pojawi się kod zawierający błędy.


    Ponieważ kod jest deterministyczny, możemy sprawdzić, czy funkcja działa zgodnie z oczekiwaniami, sumując wszystkie obliczone wartości. Przydaje się to jako kontrola poprawności. W przypadku wprowadzania zmian w kodzie numerycznym bardzo wskazane jest sprawdzenie, czy nie został uszkodzony algorytm. W idealnej sytuacji zostałyby użyte testy jednostkowe, a ponadto sprawdzona więcej niż jedna konfiguracja powiązana z problemem.


    W przykładzie 2.3 definiowana jest następnie funkcja calculate_z_serial_purepython, która rozszerza omówiony wcześniej algorytm. Na początku definiowana jest też lista output o takiej samej długości jak w przypadku list zs i cs.


    Przykład 2.3. Funkcja obliczeniowa powiązana z procesorem

    def calculate_z_serial_purepython(maxiter, zs, cs):



        """Obliczanie listy output przy użyciu reguły aktualizacji zbioru Julii"""



        output = [0] * len(zs)



        for i in range(len(zs)):



            n = 0



            z = zs[i]



            c = cs[i]



            while abs(z) < 2 and n < maxiter:



                z = z * z + c



                n += 1



            output[i] = n



        return output




    W przykładzie 2.4 wywoływana jest funkcja obliczeniowa. Przez opakowanie jej za pomocą kodu kontrolnego __main__ w przypadku niektórych metod profilowania możemy bezpiecznie zaimportować moduł bez rozpoczynania obliczeń. Nie jest tutaj prezentowana metoda używana do generowania wykresu danych wyjściowych.


    Przykład 2.4. Funkcja __main__ kodu

    if __name__ == "__main__":



        # Obliczanie zbioru Julii za pomocą czystego rozwiązania opartego na języku Python



        # z wykorzystaniem wartości domyślnych rozsądnych dla laptopa



        calc_pure_python(desired_width=1000, max_iterations=300)




    Po uruchomieniu kodu zostaną uzyskane dane wyjściowe opisujące złożoność problemu:

    # uruchomienie powyższego kodu daje następujący wynik:



    Długość dla x: 1000



    Łączna liczba elementów: 1000000



    Działanie funkcji calculate_z_serial_purepython trwało 8.087012767791748 s




    W przypadku wykresu fałszywej skali szarości (rysunek 2.1) zmiany kolorów o wysokim kontraście pozwoliły nam zorientować się, gdzie koszt funkcji zmieniał się wolno lub szybko. Na rysunku 2.3 widoczna jest liniowa mapa kolorów: kolor czarny można szybko wygenerować, a generowanie koloru białego jest kosztowne.


    [image: ]


    Rysunek 2.3. Przykład wykresu zbioru Julii używający czystej skali szarości


    Uwidocznienie dwóch reprezentacji tych samych danych pozwala zauważyć, że przy odwzorowaniu liniowym traconych jest wiele szczegółów. Czasem podczas analizowania kosztu funkcji przydatne może być uwzględnienie różnych reprezentacji.


    Proste metody pomiaru czasu — instrukcja print i dekorator


    Po wykonaniu kodu z przykładu 2.4 uzyskano dane wyjściowe wygenerowane przez kilka instrukcji print. Na laptopie jednego z autorów wykonanie tego kodu przy użyciu narzędzia CPython 3.7 zajęło około 8 sekund. Warto zauważyć, że czas wykonania zawsze będzie trochę inny. Podczas pomiaru czasu wykonywania kodu musisz zaobserwować standardową zmienność, ponieważ w przeciwnym razie możesz niepoprawnie przypisać wzrost wydajności w kodzie po prostu losowej zmienności czasu wykonywania.


    W czasie działania kodu komputer będzie realizować inne zadania, takie jak uzyskiwanie dostępu do sieci, dysku lub pamięci RAM. Czynniki te mogą powodować zmiany czasu wykonywania programu.


    Laptop jednego z autorów to Dell 9550 z procesorem Intel Core I7 6700HQ (2,6 GHz, pamięć podręczna 6 MB i poczwórny rdzeń z hiperwątkowością) oraz pamięcią RAM 32 GB i systemem Linux Mint 19.1 (Ubuntu 18.04).


    W funkcji calc_pure_python (przykład 2.2) znajduje się kilka instrukcji print. Jest to najprostsza metoda pomiaru czasu wykonywania porcji kodu w obrębie funkcji. Jest to bardzo proste rozwiązanie, które pomimo szybkości i braku przejrzystości może okazać się pomocne w początkowej fazie analizowania porcji kodu.


    Użycie instrukcji print jest powszechne podczas debugowania i profilowania kodu. Choć metoda ta szybko staje się trudna w obsłudze, przydaje się w przypadku krótkich analiz. Spróbuj uporządkować instrukcje print po zakończeniu analiz, ponieważ w przeciwnym razie standardowe wyjście stdout nie będzie przejrzyste.


    Metodą zapewniającą trochę większą czytelność jest użycie dekoratora. W tym przypadku powyżej interesującej nas funkcji dodajemy jeden wiersz kodu. Dekorator może być bardzo prosty i może replikować jedynie efekt działania instrukcji print. Później można go bardziej rozbudować.


    W przykładzie 2.5 definiowana jest nowa funkcja timefn, która pobiera funkcję wewnętrzną measure_time jako argument. Funkcja ta pobiera argumenty *args (zmienna liczba argumentów pozycyjnych) i **kwargs (zmienna liczba argumentów klucz/wartość), a ponadto przekazuje je funkcji fn w celu wykonania. W ramach wykonywania funkcji fn przechwytywana jest funkcja time.time(), a następnie za pomocą instrukcji print wyświetlane są wyniki wraz z nazwą funkcji (kod fn.__name__). Choć obciążenie wynikające z zastosowania tego dekoratora jest niewielkie, w przypadku wywołania funkcji fn miliony razy może ono stać się zauważalne. Aby ujawnić nazwę funkcji i notkę dokumentacyjną (ang. docstring) elementowi wywołującemu funkcji z dekoratorem, używa się kodu @wraps(fn) (w przeciwnym razie widoczna byłaby nazwa funkcji i notka dokumentacyjna dla dekoratora, a nie dekorowanej przez niego funkcji).


    Przykład 2.5. Definiowanie dekoratora do automatyzowania pomiarów czasu

    from functools import wraps



    def timefn(fn):



        @wraps(fn)



        def measure_time(*args, **kwargs):



            t1 = time.time()



            result = fn(*args, **kwargs)



            t2 = time.time()



            print(f"@timefn: działanie funkcji {fn.__name__} trwało {t2 - t1} s")



            return result



        return measure_time



    @timefn



    def calculate_z_serial_purepython(maxiter, zs, cs):



        ...




    Po uruchomieniu tej wersji (zachowano instrukcje print z wcześniejszego kodu) widać, że czas wykonywania wersji z dekoratorem jest naprawdę niewiele krótszy niż w przypadku wywołania z funkcji calc_pure_python. Wynika to z obciążenia związanego z wywoływaniem funkcji (różnica jest znikoma):

    Długość elementu x: 1000



    Łączna liczba elementów: 1000000



    @timefn: działanie funkcji calculate_z_serial_purepython trwało 8.00485110282898 s



    Działanie funkcji calculate_z_serial_purepython trwało 8.004898071289062 s
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            Dodanie informacji o profilowaniu na pewno spowolni kod. Niektóre opcje profilowania zawierają mnóstwo informacji i powodują znaczny spadek szybkości. Konieczne będzie wypracowanie kompromisu pomiędzy szczegółowością profilowania i szybkością.

          
        

      
    


    Użycie modułu timeit to kolejny sposób przeprowadzenia zwykłego pomiaru szybkości wykonywania funkcji powiązanej z procesorem. Ta metoda jest zwykle wykorzystywana przy określaniu czasu dla różnych typów prostych wyrażeń podczas eksperymentowania ze sposobami rozwiązania problemu.


    
      
        
        
      

      
        
          	
            [image: ]

          

          	
            Moduł timeit tymczasowo wyłącza program czyszczący pamięć. Może on mieć wpływ na uzyskaną szybkość w przypadku rzeczywistych operacji, jeśli program byłby normalnie przez nie wywoływany. Pomoc z tym związana jest dostępna w dokumentacji języka Python (https://docs.python.org/2/library/timeit.html).

          
        

      
    


    Z poziomu wiersza poleceń możesz uruchomić moduł timeit w następujący sposób:

    $ python -m timeit -n 5 -r 1 -s "import julia1"  \



       "julia1.calc_pure_python(desired_width=1000,



       max_iterations=300)"




    Zauważ, że w ramach kroku konfiguracyjnego musisz zaimportować moduł przy użyciu opcji -s, ponieważ funkcja calc_pure_python znajduje się wewnątrz tego modułu. Moduł timeit zawiera kilka praktycznych wartości domyślnych w przypadku krótkich sekcji kodu, ale na potrzeby dłużej działających funkcji sensowne może być w celu powtarzania eksperymentów określenie liczby wykonania pętli (-n 5) oraz liczby powtórzeń (-r 5). Jako odpowiedź zwracany jest wynik wykonania wszystkich powtórzeń. Dodanie flagi szczegółowych informacji (-v) powoduje wyświetlanie skumulowanego czasu wykonania wszystkich pętli w ramach poszczególnych powtórzeń. Może to ułatwić zapewnienie zmienności w uzyskanych wynikach.


    Domyślnie uruchomienie dla tej funkcji modułu timeit bez określania opcji -n i -r spowoduje wykonanie 10 razy pętli z pięcioma powtórzeniami. Całość operacji zajmie 6 minut. Nadpisanie wartości domyślnych może mieć sens, jeśli wyniki mają zostać uzyskane trochę szybciej.


    Interesują nas wyłącznie wyniki dla najlepszego przypadku, ponieważ inne przypadki to prawdopodobnie rezultat ingerencji innych procesów. Wybór najlepszego spośród pięciu powtórzeń dla pięciu średnich wyników powinien dać nam dość pewny wynik:

    5 loops, best of 1: 8.45 sec per loop




    Spróbuj kilkakrotnie uruchomić test porównawczy, aby sprawdzić, czy uzyskiwane są zmienne wyniki. W celu ustalenia najkrótszego czasu przy stabilnym wyniku może być wymagana większa liczba powtórzeń. Ponieważ nie ma „właściwej” konfiguracji, jeśli występuje duża rozbieżność wyników pomiaru czasu, zwiększaj liczbę powtórzeń do momentu uzyskania stabilnego wyniku końcowego.


    Uzyskane dane pokazują, że ogólny koszt wywołania funkcji calc_pure_python to 8,45 sekundy (dla najlepszego przypadku), pojedyncze wywołania funkcji calculate_z_serial_purepython zajmują natomiast 8,0 sekundy, co zostało zmierzone przez dekorator @timefn. Różnica to głównie czas, jaki zajęło utworzenie list zs i cs.


    W obrębie powłoki IPython w ten sam sposób można użyć funkcji „magicznej” %timeit. Jeśli tworzysz kod interaktywnie w tej powłoce lub aplikacji Jupyter Notebook, możesz zastosować następujący kod:

    In [1]: import julia1



    In [2]: %timeit julia1.calc_pure_python(desired_width=1000, max_iterations=300)
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            Bądź świadom tego, że „najlepszy przypadek” jest w wypadku powłoki IPython i aplikacji Jupyter obliczany w odmienny sposób z wykorzystaniem skryptu timeit.py oraz funkcji %timeit. Skrypt używa zaprezentowanej już wartości minimalnej. W 2016 r. w powłoce IPython dokonano zmiany polegającej na użyciu średniej i odchylenia standardowego. Obie metody mają swoje wady, ale zasadniczo są w „miarę dobre”. Nie możesz jednak dokonać ich porównania. Zastosuj jedną z tych dwóch metod, lecz nie łącz ich.

          
        

      
    


    Warto rozważyć zmienność obciążenia występującego w przypadku zwykłego komputera. Aktywnych jest wiele zadań w tle (np. usługa Dropbox, proces tworzenia kopii zapasowej), które w losowy sposób mogą wpływać na zasoby dyskowe i procesor. Skrypty na stronach internetowych mogą też wywoływać nieprzewidywalne wykorzystanie zasobów. Na rysunku 2.4 pokazano pojedynczy procesor obciążony w 100% przez część wcześniej wykonanych kroków pomiaru czasu. Inne rdzenie procesora tego samego komputera są nieznacznie obciążone przez inne zadania.
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    Rysunek 2.4. Narzędzie System Monitor w systemie Ubuntu, które prezentuje zmienne wykorzystanie procesora podczas pomiaru czasu dla przykładowej funkcji


    Sporadycznie narzędzie System Monitor pokazuje dla komputera szczytową aktywność. Warto obserwować dane tego narzędzia, aby upewnić się, że nic innego nie oddziałuje na krytyczne zasoby (procesor, dysk, sieć).


    Prosty pomiar czasu za pomocą polecenia time systemu Unix


    Na chwilę wyjdziemy trochę poza język Python, aby opisać użycie standardowego narzędzia dostępnego w systemach uniksowych. Następujące polecenie zarejestruje różne widoki czasu wykonywania programu, pomijając strukturę wewnętrzną kodu:

    $ /usr/bin/time -p python julia1_nopil.py



    Długość dla x: 1000



    Łączna liczba elementów: 1000000



    Działanie funkcji calculate_z_serial_purepython trwało 8.279886722564697 s



    real 8.84



    user 8.73



    sys 0.10




    Zauważ, że zamiast time podano dokładniejszą postać /usr/bin/time, aby skorzystać z systemowego narzędzia time, a nie z jego prostszej (i mniej przydatnej) wersji wbudowanej w powłokę. Jeśli spróbujesz użyć polecenia time --verbose i zostanie wygenerowany błąd, prawdopodobnie masz do czynienia z poleceniem time wbudowanym w powłokę, a nie z poleceniem systemowym.


    Użycie flagi przenośności -p powoduje uzyskanie następujących trzech wyników:


    
      	real. Rejestruje aktualny czas lub czas, który upłynął.


      	user. Rejestruje czas, jaki procesor poświęcił na realizowanie zadania poza funkcjami jądra.


      	sys. Rejestruje czas, jaki upłynął w funkcjach na poziomie jądra.

    


    Uwzględnienie wyników user i sys pozwala zorientować się, ile czasu minęło w procesorze. Różnica między tymi wynikami i wynikiem real daje możliwość określenia czasu, jaki upłynął podczas oczekiwania na operację wejścia-wyjścia. Różnica może też wskazywać, że system jest zajęty przetwarzaniem innych zadań, które zakłócają pomiary.


    Narzędzie time jest przydatne, ponieważ nie jest powiązane z językiem Python. Uwzględnia ono czas wymagany do uruchomienia programu wykonywalnego python, który może być znaczny, jeśli uruchamianych jest wiele nowych procesów (zamiast jednego długotrwałego procesu). Jeśli często używasz krótko działających skryptów, w przypadku których czas uruchamiania stanowi znaczącą część ogólnego czasu działania, narzędzie time może okazać się bardziej przydatną metodą pomiaru.


    Aby uzyskać jeszcze więcej danych wyjściowych, można dodać flagę --verbose:

    $ /usr/bin/time --verbose python julia1_nopil.py



    Długość dla x: 1000



    Łączna liczba elementów: 1000000



    Działanie funkcji calculate_z_serial_purepython trwało 8.477287530899048 s



            Command being timed: "python julia1_nopil.py"



            User time (seconds): 8.97



            System time (seconds): 0.05



            Percent of CPU this job got: 99%



            Elapsed (wall clock) time (h:mm:ss or m:ss): 0:09.03



            Average shared text size (kbytes): 0



            Average unshared data size (kbytes): 0



            Average stack size (kbytes): 0



            Average total size (kbytes): 0



            Maximum resident set size (kbytes): 98620



            Average resident set size (kbytes): 0



            Major (requiring I/O) page faults: 0



            Minor 
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