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    Wprowadzenie


    Użytkownicy Excela lubią liczby. A może to jest tak, że ludzie zakochani w liczbach lubią Excela. Tak czy inaczej, jeśli kogoś interesuje analizowanie danych zawartych w różnego rodzaju zestawieniach i wykazach, to z pewnością ma często do czynienia z Excelem, tabelami przestawnymi i formułami.


    W 2015 roku firma Microsoft udostępniła usługę Power BI. Dzisiaj można śmiało powiedzieć, że ten, kto lubi liczby, lubi także excelowski dodatek Power Pivot i usługę Power BI. Oba narzędzia mają wiele wspólnych elementów, chociażby mechanizm bazodanowy VertiPaq czy język DAX, przejętych od znanego już wcześniej narzędzia SQL Server Analysis Services.


    We wcześniejszych wersjach Excela analizowanie danych liczbowych sprowadzało się głównie do wczytania jakichś zestawień, podsumowywania kolumn i wpisywania formuł potrzebnych do sporządzenia wykresów. Istniały też pewne ograniczenia — ilość danych nie mogła być dowolnie duża i formuły Excela nie były najlepszym sposobem na przeprowadzanie skomplikowanych obliczeń. Nowe mechanizmy zastosowane w narzędziach Power BI i Power Pivot są znacznie lepsze. Teraz można korzystać w pełni z potęgi baz danych i wspaniałego języka do przetwarzania danych (DAX). Oczywiście większa moc wiąże się z większą odpowiedzialnością! Jeśli naprawdę chcesz użyć tych nowych narzędzi, musisz się wielu rzeczy nauczyć. Przede wszystkim musisz poznać podstawy modelowania danych.


    Modelowanie danych nie jest wielką filozofią. Jest to umiejętność, którą powinien opanować każdy, kto jest zainteresowany analizowaniem dużej ilości dostępnych danych. Poza tym każdy, kto lubi liczby, z pewnością polubi też modelowanie danych. Opanowanie tej umiejętności nie jest wcale trudne, a może być źródłem wielkiej radości i prawdziwej satysfakcji.


    Ta książka pomoże Ci zapoznać się z podstawowymi zagadnieniami związanymi z modelowaniem danych przez prezentowanie praktycznych przykładów z życia codziennego. Naszym zamiarem nie było napisanie skomplikowanego podręcznika objaśniającego wszystkie niuanse złożonych decyzji, jakie trzeba podjąć, aby rozwiązać skomplikowany problem. Zamiast tego skupiliśmy się na przykładach, z jakimi spotykamy się w swojej pracy. Gdy klient prosił nas o rozwiązanie problemu, który wydawał nam się dość powszechny, podchodziliśmy do tego w sposób maksymalnie uogólniony, aby znalezione rozwiązanie można było zastosować również w innych podobnych przypadkach i żeby mogło służyć jako przykład w nauczaniu modelowania danych.


    Przestudiowanie całej książki nie gwarantuje osiągnięcia poziomu mistrzowskiego w modelowaniu danych, ale pozwoli lepiej się zorientować, o co w tym wszystkim chodzi. Jeśli po jej przeczytaniu zaczniesz się zastanawiać, czy do uzyskania określonej informacji z bazy danych nie należałoby użyć innego modelu, będzie to oznaczało, że nasz cel został osiągnięty, a Ty będziesz na dobrej drodze do tego, by stać się specjalistą od modelowania danych. Ten ostatni etap — zostanie wielkim modelarzem danych — przychodzi wraz z doświadczeniem i po zaliczeniu wielu nieudanych prób. Niestety, doświadczenia nie da się zdobyć przez czytanie książek.


    Dla kogo jest ta książka?


    Swoją książkę kierujemy do szerokiego kręgu osób. Są to zarówno użytkownicy Excela i dodatku Power Pivot, jak i mistrzowie danych korzystający z usługi Power BI. Ale mogą się nią zainteresować również początkujący analitycy biznesowi, którym z pewnością przyda się wiedza na temat modelowania danych. Jeśli należysz do którejkolwiek z tych grup, ta książka jest dla Ciebie.


    Zauważ, że nie umieściliśmy na tej liście ludzi, którzy po prostu chcieliby poczytać o modelowaniu danych. Rzeczywiście, pisaliśmy tę książkę w przekonaniu, że większość czytelników nawet nie wie, że coś takiego jak modelowanie danych jest im w ogóle potrzebne. Naszym celem jest uświadomienie Ci, drogi czytelniku, że powinieneś się nauczyć modelowania danych, i umożliwienie Ci poznania przynajmniej podstaw tej pięknej dziedziny nauki. Krótko mówiąc, jeśli jesteś ciekaw, czym jest modelowanie danych i dlaczego jest takie użyteczne, to ta książka jest dla Ciebie.


    Co powinieneś już umieć?


    Przystępując do pisania tej książki, przyjęliśmy założenie, że czytelnik będzie miał podstawową wiedzę na temat tabel przestawnych w Excelu i usługi Power BI jako narzędzia do modelowania danych i sporządzania raportów. Przydatne będzie także doświadczenie w analizowaniu danych liczbowych. Nie opisujemy interfejsów ani Excela, ani Power BI. Zajmujemy się jedynie modelami danych oraz metodami ich budowania i modyfikowania mającymi na celu ułatwienie pisania kodu. Innymi słowy: podpowiadamy, „co trzeba zrobić”, a „jak to zrobisz”, zależy wyłącznie od Ciebie. Naszym celem nie było napisanie szczegółowej instrukcji postępowania w konkretnych przypadkach, lecz książki objaśniającej złożone zagadnienia w sposób jak najbardziej klarowny i zrozumiały.


    Rozmyślnie pominęliśmy też objaśnianie składni języka DAX, gdyż połączenie tego z omawianiem modelowania danych w jednej książce byłoby po prostu niemożliwe. Jeśli znasz ten język, to nie będziesz mieć problemów ze zrozumieniem przykładów kodu zamieszczonych w różnych częściach książki, a jeśli dopiero zamierzasz rozpocząć jego naukę, polecamy podręcznik Kompletny przewodnik po DAX — jest to naprawdę wyczerpujące i autorytatywne źródło wiedzy na temat tego języka i stanowi doskonałe uzupełnienie naszej książki.


    Struktura książki


    Na początku jest kilka łatwych rozdziałów o charakterze wprowadzającym, a po nich następują rozdziały monograficzne, poświęcone poszczególnym rodzajom modeli danych. Oto krótkie opisy wszystkich rozdziałów:


    
      	Rozdział 1., „Wprowadzenie do modelowania danych” — zawiera omówienie podstawowych pojęć i wyjaśnia, na czym polega modelowanie danych. Zaczynamy tu mówić o ziarnistości i opisujemy podstawowe modele hurtowni danych, czyli schematy gwiazdy i płatka śniegu, wspominamy także o normalizacji i denormalizacji.


      	Rozdział 2., „Stosowanie tabel typu nagłówek/treść” — opisuje często spotykany przypadek stosowania tabel typu nagłówek/treść. Znajdziesz tu omówienie sytuacji, w których na przykład zamówienia i zawartość tych zamówień są zapisane w dwóch odrębnych tabelach faktów.


      	Rozdział 3., „Stosowanie wielu tabel faktów” — opisuje przypadki, w których trzeba utworzyć raport zawierający dane pochodzące z wielu tabel faktów. Kładziemy tu nacisk na tworzenie właściwego modelu wymiarowego, który umożliwi prawidłową analizę danych.


      	Rozdział 4., „Operowanie datami i czasem” — jest jednym z najdłuższych i zawiera omówienie zagadnień związanych z obliczeniami w dziedzinie czasowej. Wyjaśniamy, jak należy poprawnie budować tabele i przeprowadzać obliczenia związane z czasem (YTD, QTA, PARALLELPERIOD itp.), a następnie prezentujemy kilka przykładów z życia codziennego odnoszących się do określonych przedziałów czasu i pokazujących właściwe podejście do dat podczas przeprowadzania wszelkich analiz.


      	Rozdział 5., „Śledzenie historii atrybutów” — zawiera opis stosowania wolnozmiennych wymiarów w modelach danych. Podajemy w nim szczegółowe objaśnienie przekształceń potrzebnych do śledzenia zmian atrybutów i wyjaśniamy, jak należy uwzględniać zmienność atrybutów w kodzie DAX.


      	Rozdział 6., „Migawki” — opisuje fascynujące aspekty migawek. Wyjaśniamy tu, czym są owe migawki, kiedy i jak należy je stosować, jak na ich podstawie obliczać określone wartości, a także podajemy przepis na model macierzy przekształceń.


      	Rozdział 7., „Analizowanie przedziałów czasowych” — jest niejako kontynuacją rozdziału 5. Omawiamy w nim przeprowadzanie obliczeń w dziedzinie czasowej, ale tym razem z uwzględnieniem zdarzeń, które, będąc elementami tabel faktów, mają określony czas trwania i dlatego wymagają specjalnego traktowania w celu zapewnienia rzetelności wyników.


      	Rozdział 8., „Relacje wiele-do-wielu” — zawiera wskazówki dotyczące stosowania relacji wiele-do-wielu. Relacje te odgrywają ważną rolę w każdym modelu danych. Omawiamy standardowe relacje tego typu, a także relacje kaskadowe oraz ich stosowanie wraz z czynnikami realokacji; analizujemy ich sprawność i podpowiadamy, jak je ulepszać.


      	Rozdział 9., „Praca z różnymi poziomami ziarnistości” — opisuje posługiwanie się tabelami faktów zapisanymi z różną ziarnistością. Pokazujemy kilka przykładów, w których ziarnistość tabel faktów jest różna, i proponujemy kilka alternatywnych rozwiązań w odniesieniu zarówno do kodu DAX, jak i modelu danych.


      	Rozdział 10., „Modele segmentacji danych” — zawiera opis kilku modeli segmentacyjnych. Rozpoczynamy od prostej segmentacji według ceny, następnie przechodzimy do analizy segmentacji dynamicznej z relacjami wirtualnymi, a na koniec omawiamy analizę ABC zaprogramowaną w języku DAX.


      	Rozdział 11., „Praca z różnymi walutami” — jest poświęcony wymianie walut. Należyta obsługa kursów walut wymaga spełnienia kilku istotnych wymogów i zbudowania dostosowanego do nich modelu. Prezentujemy kilka scenariuszy z rozmaitymi wymogami i proponujemy dla nich najlepsze z możliwych rozwiązań.


      	Dodatek A., „Podstawy modelowania danych” — stanowi swego rodzaju ściągawkę z najważniejszymi informacjami na temat omawianych w książce zagadnień. Jeśli w trakcie lektury stwierdzisz, że Twoja wiedza jest niewystarczająca, zajrzyj tutaj, aby odświeżyć swoje wiadomości, a potem kontynuuj czytanie.

    


    Złożoność prezentowanych modeli i stosowanych rozwiązań rośnie z każdym rozdziałem, dlatego zalecamy czytanie książki od początku bez opuszczania rozdziałów. W ten sposób zapewnisz, że poziom trudności będzie rósł stopniowo, co z pewnością ułatwi Ci zrozumienie omawianych zagadnień. Oczywiście po przestudiowaniu całości możesz traktować książkę jak podręczne źródło wiedzy — gdy przyjdzie Ci stworzyć jakiś model, możesz zajrzeć do konkretnego rozdziału i rzucić okiem na szczegóły zastosowanego tam rozwiązania.


    Konwencje


    W książce zastosowano następujące konwencje typograficzne:


    
      	Czcionka pogrubiona oznacza tekst, który należy wpisać.


      	Czcionka pochyła oznacza nowe pojęcie oraz nazwę elementu interfejsu (np. okno dialogowe Zapisz jako).


      	Fragmenty kodu są zapisane czcionką maszynową.


      	Skróty klawiszowe mają postać ciągu nazw klawiszy połączonych znakiem plus (+). Na przykład zapis Ctrl+Alt+Delete oznacza, że należy równocześnie wcisnąć klawisze Ctrl, Alt i Delete.

    


    Materiały pomocnicze


    Dla ułatwienia nauki udostępniamy materiały pomocnicze. Można je pobrać z serwera FTP wydawnictwa Helion:


    ftp://ftp.helion.pl/przyklady/poblpi.zip


    Są to pliki przykładów prezentowanych w książce. Do każdego zrzutu ekranu jest odrębny plik, więc możesz analizować poszczególne etapy i próbować samodzielnie osiągnąć rezultat pokazany na zrzucie. Większość plików pochodzi z aplikacji Power BI Desktop, a zatem do wykonywania opisywanych zadań konieczne będzie pobranie również tej aplikacji (z witryny Power BI) i jej zainstalowanie.


    Podziękowania


    Na zakończenie tego krótkiego wprowadzenia pragniemy serdecznie podziękować Kate Shoup, która czuwała nad całym procesem wydawniczym, i Edowi Price’owi za skrupulatną korektę merytoryczną. Bez ich wysiłku książka byłaby znacznie trudniejsza do przeczytania! Tylko dzięki nim w ostatecznej wersji zawiera mniej błędów niż nasz rękopis. Jeśli są w niej jeszcze jakieś pomyłki, to wyłącznie z naszej winy, oczywiście.

  


  
    Rozdział 1.

    Wprowadzenie do modelowania danych


    Rozpoczynasz lekturę książki poświęconej modelowaniu danych. Jest to dobry moment na uświadomienie sobie, dlaczego w ogóle masz się czymś takim interesować. Przecież wiele informacji można uzyskać przez wczytanie wyników kwerendy do Excela i utworzenie na tej podstawie odpowiedniej tabeli przestawnej. Po cóż więc uczyć się czegokolwiek o modelowaniu danych?


    Jako konsultanci codziennie jesteśmy proszeni o pomoc przez osoby indywidualne lub firmy, które nie potrafią wyłuskać ze swoich baz danych potrzebnych im informacji. Czują, że liczby, o które im chodzi, gdzieś tam są, ale nie umieją do nich dotrzeć, gdyż przerasta ich złożoność formuł. W 99 przypadkach na 100 przyczyną tych trudności jest jakiś błąd w modelu danych. Po jego usunięciu formuła staje się prosta i dla każdego zrozumiała. A zatem jeśli chcesz poprawić swoje umiejętności analityczne i skupić się na podejmowaniu właściwych decyzji zamiast na wynajdowaniu złożonych formuł DAX, musisz się nauczyć modelowania danych.


    Dziedzina ta jest na ogół uważana za trudną i wcale nie zamierzamy twierdzić, że jest inaczej. Modelowanie danych rzeczywiście nie jest łatwe. Jest wymagające i trzeba włożyć trochę wysiłku w takie ukształtowanie swojego umysłu, aby na każde zadanie analityczne patrzeć przez pryzmat modelu danych. Tak, modelowanie danych jest skomplikowane, wymagające i ćwiczy umysł. Krótko mówiąc, niezła zabawa!


    W tym rozdziale pokażemy na kilku przykładach, jak właściwy model ułatwia tworzenie odpowiednich formuł. Oczywiście, to są tylko przykłady i niekoniecznie muszą idealnie pasować do przypadków, z którymi masz do czynienia. Mamy jednak nadzieję, że dzięki nim uświadomisz sobie, dlaczego modelowanie danych jest umiejętnością, którą warto posiąść. W zasadzie dobrym modelarzem jest ten, kto potrafi dostosować swój konkretny model do jednego z wielu wzorców, które inni już opracowali i przetestowali. Twój model na pewno nie będzie się aż tak bardzo różnił od innych. Może mieć jakieś cechy szczególne, ale jest raczej mało prawdopodobne, że trafisz na problem, którego (albo bardzo podobnego) nikt wcześniej nie rozwiązał. Znajdowanie podobieństw między swoim modelem danych a modelami opisanymi w przykładach może nie jest łatwe, ale na pewno da Ci dużo satysfakcji. Gdy to opanujesz, rozwiązanie problemu, przed którym stoisz, samo się pojawi.


    W większości przykładów będziemy używać bazy danych firmy Contoso. Jest to fikcyjne przedsiębiorstwo handlujące sprzętem elektronicznym na całym świecie i korzystające z różnych kanałów dystrybucji. Jeśli prowadzisz inny biznes, to po prostu dopasuj kwerendy i raporty pozyskiwane przez nas z bazy Contoso do specyfiki swojej branży.


    Ponieważ to pierwszy rozdział, zaczniemy od zaprezentowania podstawowych pojęć i reguł. Objaśnimy, czym jest model danych i dlaczego relacje są ważną jego częścią. Wprowadzimy pojęcia normalizacji, denormalizacji i schematu gwiazdy. Z nowymi pojęciami wprowadzanymi przy okazji omawiania konkretnych przykładów spotkasz się w wielu miejscach książki, ale teraz, na początku, jest to najbardziej widoczne.


    Zapnij pasy! Nabierz powietrza! Zanurzamy się w ocean sekretów modelowania danych.


    Praca z jedną tabelą


    Jeśli do analizowania danych używasz Excela i tabel przestawnych, to prawdopodobnie wczytujesz te dane z jakiegoś źródła, na przykład bazy danych, przy użyciu zapytań. Potem tworzysz stosowną tabelę przestawną i rozpoczynasz eksplorację. Oczywiście napotykasz tu typowe dla Excela ograniczenia, z których najpoważniejszym jest to, że tabela nie może liczyć więcej niż milion wierszy, gdyż taka jest pojemność excelowego arkusza. Prawdę mówiąc, gdy dowiedzieliśmy się, że takie ograniczenie istnieje, nie przywiązywaliśmy do tego większej wagi. Dlaczego, u licha, ktoś miałby wczytywać do Excela ponad milion wierszy, zamiast użyć bazy danych? Otóż dlatego, że jak łatwo się domyślić, Excel nie wymaga uciekania się do modelowania danych, a baza — tak.


    Tak czy inaczej, to pierwsze ograniczenie — jeśli zdecydujesz się na użycie Excela — może się okazać niezwykle istotne. W naszej przykładowej bazie danych firmy Contoso tabela sprzedaży zawiera 12 milionów wierszy. Nie da się więc tak po prostu załadować jej do Excela i zacząć analizować. Problem można jednak dość łatwo rozwiązać, gdyż zamiast bezkrytycznie wczytywać wszystkie wiersze, można je odpowiednio pogrupować i w ten sposób zmniejszyć ich liczbę. Na przykład, gdybyśmy chcieli przeprowadzić analizę sprzedaży według kategorii i podkategorii produktów, to moglibyśmy zrezygnować z wczytywania danych na temat sprzedaży każdego produktu z osobna na rzecz pogrupowania ich wcześniej według poszczególnych kategorii i podkategorii, co pozwoliłoby znacznie obniżyć liczbę wczytywanych wierszy.


    Na przykład złożona z 12 milionów wierszy tabela sprzedaży — po pogrupowaniu danych według producenta (Manufacturer), marki (BrandName), kategorii (ProductCategoryName) i podkategorii (ProductSubcategoryName), ale z pozostawieniem podziału na poszczególne dni — kurczy się do 63 984 wierszy, które bez problemu mieszczą się w arkuszu Excela. Oczywiście takie grupowanie wymaga napisania stosownego zapytania w języku SQL, a to już jest zadanie dla działu IT lub dobrego twórcy zapytań — chyba że sam masz już jakieś doświadczenie w tej dziedzinie. Jeśli nie umiesz pisać takich zapytań, poproś o to dział informatyczny. Po otrzymaniu odpowiedniego kodu z zapytaniem SQL możesz przystąpić do analizowania uzyskanych liczb. Na rysunku 1.1 pokazano kilka pierwszych wierszy takiej właśnie tabeli po zaimportowaniu do Excela.
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    Rysunek 1.1. Dane dotyczące sprzedaży po pogrupowaniu tworzą stosunkowo małą i łatwą do analizowania tabelę


    Po wczytaniu tabeli do Excela czujesz się jak ryba w wodzie i z łatwością tworzysz tabelę przestawną, aby analizować pozyskane dane. Na rysunku 1.2 pokazano podział wartości sprzedaży (SalesAmount) według marki w ramach danej kategorii uzyskany za pomocą tabeli przestawnej i fragmentatora.
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    Rysunek 1.2. Po wczytaniu danych do Excela można łatwo utworzyć tabelę przestawną


    Możesz wierzyć lub nie, ale właśnie w tym momencie zbudowałeś model danych. Tak, to prawda, że składa się on tylko z jednej tabeli, ale jest to model danych. Możesz więc rozpocząć sprawdzanie jego przydatności analitycznej, a nawet szukać sposobów na jego ulepszenie. Oczywiście model ten ma poważne ograniczenia, ponieważ zawiera mniej wierszy niż tabela źródłowa.


    Jeśli dopiero zaczynasz poznawanie modelowania danych, może Ci się wydawać, że ta granica 1 miliona wierszy w arkuszu Excela ma wpływ jedynie na liczbę danych, które można wydobyć w celu przeprowadzenia analizy. Oczywiście jest to prawda, ale warto zauważyć, że wprowadza to również ograniczenie w modelu danych, a to z kolei oznacza ograniczenie możliwości analitycznych tworzonych raportów. W celu zmniejszenia liczby wierszy trzeba pogrupować dane już na poziomie źródłowym i tym samym ograniczyć ilość wydobywanych danych. W naszym przykładzie dokonaliśmy grupowania według kategorii produktu, jego podkategorii i jeszcze kilku innych kolumn.


    Takie postępowanie powoduje ostatecznie ograniczenie naszych zdolności analitycznych. Na przykład, gdybyśmy chcieli przeprowadzić analizę sprzedaży produktów z uwzględnieniem ich kolorów, to ta nasza tabela okazałaby się bezużyteczna, gdyż nie zawiera kolumny z kolorami produktów. Dodanie jednej kolumny w zapytaniu kierowanym do bazy danych nie stanowi większego problemu, ale problemem jest to, że im więcej kolumn liczy tabela, tym większe stają się jej wymiary — nie tylko szerokość (liczba kolumn), ale także długość (liczba wierszy). Rzeczywiście, zamiast jednego wiersza z wynikami sprzedaży dla danej kategorii (np. Sprzęt audio) otrzymalibyśmy zestaw wierszy z wynikami sprzedaży produktów z tej samej kategorii, ale o różnych kolorach.


    W skrajnym przypadku, gdybyśmy nie chcieli z góry decydować, według których kolumn dane będą filtrowane, musielibyśmy pobrać z bazy pełne 12 milionów wierszy, a takiej ich liczby nie da się „upchać” w żadnej tabeli Excela. Właśnie to mamy na myśli, gdy mówimy, że możliwości modelowania danych w Excelu są ograniczone. Brak możliwości wczytania dowolnej liczby wierszy bezpośrednio przekłada się na niemożność przeprowadzenia zaawansowanej analizy dużego zbioru danych.


    W tym miejscu z pomocą przychodzi dodatek Power Pivot, który likwiduje ograniczenie miliona wierszy. Tabele tworzone za jego pomocą mogą przyjmować w zasadzie nieograniczoną ilość danych. Możemy więc wczytać pełną tabelę sprzedaży i przeprowadzić pogłębioną analizę zawartych w niej informacji.
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            Uwaga. Power Pivot jest dostępny w Excelu począwszy od wersji 2010 — początkowo jako dodatek zewnętrzny, a od wersji 2013 jako stały składnik tej aplikacji. Wraz z wydaniem Excela 2016 firma Microsoft zaczęła używać nowej nazwy na określenie modelu danych Power Pivota, a mianowicie: model danych programu Excel. Nazwa samego dodatku Power Pivot pozostała jednak bez zmian.

          
        

      
    


    Ponieważ tabela zawiera teraz wszystkie informacje na temat sprzedaży, możemy sobie pozwolić na przeprowadzanie bardziej szczegółowych analiz. Jako przykład na rysunku 1.3 pokazujemy tabelę przestawną utworzoną na podstawie modelu danych (z Power Pivota) zawierającego wszystkie kolumny. Teraz można filtrować dane według kategorii, koloru i roku, gdyż wszystkie te informacje są w jednym miejscu. Większa liczba kolumn w tabeli oznacza większe możliwości analityczne.
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    Rysunek 1.3. Gdy wszystkie kolumny są dostępne, można utworzyć więcej interesujących tabel przestawnych


    Już ten prosty przykład posłuży nam jako ilustracja pierwszego tematu z zakresu modelowania danych: Rozmiar ma znaczenie, ponieważ wiąże się z ziarnistością. Ale czymże jest ta ziarnistość? Otóż jest to jedno z najważniejszych pojęć, o których piszemy w tej książce, dlatego wprowadzamy je najwcześniej, jak tylko możemy. Jego dogłębne omówienie odkładamy na później, a teraz ograniczymy się do prostego objaśnienia. W pierwszym zestawie danych pogrupowaliśmy informacje na poziomach kategorii i podkategorii produktu, przez co straciliśmy trochę szczegółów na rzecz mniejszego rozmiaru. Używając bardziej technicznego języka, można by powiedzieć, że obniżyliśmy ziarnistość (granulację) danych do poziomu kategorii i podkategorii. Ziarnistość można rozumieć jako stopień szczegółowości tabel. Większa ziarnistość oznacza więcej szczegółowych informacji. Dostęp do większej ilości danych oznacza możliwość przeprowadzania bardziej szczegółowych analiz. W ostatnim zestawie danych — tym załadowanym do Power Pivota — ziarnistość jest na poziomie produktu (a nawet drobniejszym, gdyż są tam informacje o szczegółach sprzedaży poszczególnych produktów), podczas gdy w poprzednim modelu był to poziom kategorii i podkategorii. Możliwości pozyskiwania szczegółowych danych zależą od liczby kolumn w tabeli, a tym samym od jej ziarnistości. Przecież już wiesz, że zwiększanie liczby kolumn prowadzi do zwiększenia liczby wierszy w tabeli.


    Wybór odpowiedniego poziomu ziarnistości nigdy nie jest prosty, a ustalenie złej granulacji w zasadzie uniemożliwia napisanie właściwych formuł. Wynika to albo z braku pewnych informacji (jak w powyższym przykładzie, w którym brakowało nam informacji o kolorach produktu), albo z ich rozproszenia po całej tabeli, jeśli ta jest zbudowana niepoprawnie. Prawdą jest też, że zwiększanie ziarnistości nie zawsze jest korzystne. Jej poziom powinien być odpowiedni, a odpowiedniość oznacza tu właściwe dopasowanie do potrzeb, jakiekolwiek by one były.


    Przypadek utraty informacji już widziałeś, a co należy rozumieć przez jej rozproszenie? To jest trochę trudniejsze do pokazania. Wyobraź sobie, że chcesz obliczyć średni dochód roczny klientów kupujących określoną grupę Twoich produktów. Potrzebne informacje są dostępne, ponieważ w tabeli sprzedaży są zawarte wszystkie informacje o klientach. Widać to na rysunku 1.4, zawierającym część kolumn z naszej przykładowej tabeli (aby zobaczyć zawartość tabeli, należy ją otworzyć w oknie Power Pivota).
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    Rysunek 1.4. Informacje o produktach i klientach są umieszczone w tej samej tabeli


    W każdym wierszu tej tabeli znajduje się dodatkowa informacja (w kolumnie YearlyIncome) o rocznych dochodach klienta, który kupił dany produkt. Prosta próba obliczenia średniego rocznego dochodu wszystkich klientów wymagałaby użycia takiej oto miary DAX:

    AverageYearlyIncome := AVERAGE ( Sales[YearlyIncome] )


    Miara działa dobrze i można jej użyć w tabeli przestawnej, na przykład w takiej, która pokazywałaby średnie roczne dochody klientów kupujących sprzęty AGD (Home Appliances) poszczególnych marek (patrz rysunek 1.5).
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    Rysunek 1.5. Analiza średnich rocznych dochodów osiąganych przez klientów kupujących sprzęty AGD


    Raport wygląda nieźle, ale niestety wyliczona wartość jest niepoprawna — jest mocno zawyżona. To, co tutaj zostało obliczone, jest średnią z tabeli sprzedaży, która ma ziarnistość na poziomie pojedynczych aktów sprzedaży. Innymi słowy, tabela ta zawiera odrębne wiersze dla poszczególnych sprzedaży, a to oznacza, że jednemu klientowi może odpowiadać kilka wierszy. Jeśli jakiś klient kupił trzy produkty w trzech różnych dniach, to jego dochód zostanie uwzględniony trzykrotnie przy obliczaniu średniej, a tak być nie powinno.


    Ktoś mógłby powiedzieć, że w ten sposób wyliczana jest średnia ważona, ale jest to nieprawda. Przecież do obliczenia średniej ważonej potrzebne jest zdefiniowanie wagi, a w tym przypadku nie może nią być liczba zakupów. Mogłaby to być liczba kupionych produktów, łączna kwota wydana na zakupy lub jakaś inna równie sensowna wielkość. W naszym przykładzie chodziło po prostu o wyliczenie zwykłej średniej, ale zastosowana miara niezbyt się do tego nadaje.


    Na pierwszy rzut oka może trudno to zauważyć, ale mamy tu jeszcze problem z niewłaściwą ziarnistością. Informacje o dochodach klientów są dostępne, ale są rozrzucone po całej tabeli sprzedaży, zamiast przypisane do poszczególnych klientów, co znacznie utrudnia przeprowadzanie obliczeń. Aby uzyskać właściwą średnią, należałoby ustalić ziarnistość na poziomie klienta, bądź to przez ponowne załadowanie tabeli, bądź przez zastosowanie bardziej rozbudowanej formuły DAX.


    Właściwa formuła DAX powinna wyglądać tak:

    CorrectAverage := 

    AVERAGEX ( 

        SUMMARIZE ( 

            Sales, 

            Sales[CustomerKey], 

            Sales[YearlyIncome] 

        ), 

        Sales[YearlyIncome] 

    )


    Jest trochę skomplikowana, ponieważ najpierw trzeba zagregować sprzedaż na poziomie klienta (ziarnistość) i dopiero potem zastosować funkcję AVERAGE w odniesieniu do uzyskanej w ten sposób tabeli, gdzie każdy klient występuje tylko raz. Funkcja SUMMARIZE przeprowadza wspomnianą agregację na poziomie klienta i tworzy tymczasową tabelę, w której potem jest przeprowadzane uśrednianie kolumny YearlyIncome. Jak wynika z rysunku 1.6, poprawne wartości średnich dochodów rocznych (kolumna CorrectAverage) różnią się znacznie od tych, które uzyskaliśmy poprzednio.
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    Rysunek 1.6. Zestawienie obok siebie wartości poprawnych z niepoprawnymi uświadamia skalę popełnianego błędu


    Zatrzymajmy się jeszcze przez chwilę przy tym prostym przykładzie, abyś dobrze zrozumiał to, że roczny dochód klienta kupującego dany produkt ma sens tylko przy ziarnistości na poziomie klienckim. Rozpatrywanie tej wartości na poziomie poszczególnych sprzedaży jest niewłaściwe. Mówiąc bardziej ogólnie, nie można używać danej wartości w takim samym znaczeniu przy granulacji na poziomie klienta i przy granulacji na poziomie sprzedaży. Aby uzyskać poprawny rezultat, należy zmienić ziarnistość — przynajmniej w tabeli tymczasowej.


    Na podstawie zaprezentowanego przykładu możemy sformułować następujące wnioski:


    
      	Właściwa formuła jest bardziej złożona niż prosta funkcja AVERAGE. Należy przeprowadzić tymczasową agregację, aby zmienić ziarnistość tabeli i spowodować uporządkowanie danych.


      	Bardzo łatwo można przeoczyć tego typu błędy, jeśli się nie wie, z jakiego rodzaju danymi ma się do czynienia. Patrząc na rysunek 1.5, można łatwo zauważyć, że wyliczone średnie dochody klientów są zbyt wysokie, aby mogły być prawdziwe — jest raczej niemożliwe, by żaden z klientów nie zarabiał rocznie mniej niż 2 miliony dolarów! Jednakże przy bardziej skomplikowanych obliczeniach wychwycenie takiego błędu może być trudniejsze i może skończyć się sporządzeniem raportu zawierającego błędne informacje.

    


    Do sporządzenia raportu o należytej szczegółowości należy zwiększyć ziarnistość danych, ale zbyt duże jej zwiększenie może utrudnić wydobycie pewnych informacji. Jak zatem wybrać właściwą ziarnistość? Odpowiedź na to pytanie nie jest wcale łatwa. Spróbujemy jej udzielić, ale nieco później. Liczymy na to, że uda nam się nauczyć Cię dobierania właściwej ziarnistości danych w swoich modelach, ale pamiętaj, że jest to umiejętność trudna do opanowania nawet dla doświadczonych modelarzy danych. Na razie poprzestańmy na wyjaśnieniu, czym jest ta ziarnistość i dlaczego tak ważne jest jej właściwe ustalenie dla każdej tabeli w określonym modelu danych.


    Prawdę mówiąc, model, z którym teraz mamy do czynienia, ma jeszcze większą wadę, w pewnym sensie też powiązaną z ziarnistością danych. Polega ona na tym, że wszystkie informacje są tu zebrane w jednej tabeli. Jeśli model zawiera tylko jedną tabelę, to przy wyborze jej ziarnistości trzeba wziąć pod uwagę wszystkie cięcia i rzuty, jakie ktoś zechce wykonać. To oczywiście oznacza, że mimo usilnych starań nigdy nie uda Ci się wybrać takiej ziarnistości, jaka byłaby idealnie dopasowana do wszystkich przewidywanych pomiarów. W następnych podrozdziałach pokażemy metody posługiwania się wieloma tabelami, pozwalające korzystać z wielu poziomów ziarnistości.


    Wprowadzamy model danych


    Z poprzedniego podrozdziału wiesz, że model z jedną tabelą utrudnia wybór właściwej ziarnistości danych. Użytkownicy Excela często posługują się modelami jednotabelowymi, a robią to z przyzwyczajenia, ponieważ przed wersją 2013 była to jedyna możliwość tworzenia tabel przestawnych. Dopiero w Excelu 2013 Microsoft wprowadził pojęcie modelu danych i pozwolił wczytywać wiele tabel, by po połączeniu ich relacjami zyskać możliwość analizowania ich na różne sposoby.


    Czym jest model danych? Mówiąc najprościej, jest to zbiór tabel powiązanych za pomocą relacji. Jedna tabela też jest swoistym modelem danych, ale niezbyt interesującym. Znacznie ciekawsze pod względem możliwości analitycznych są jednak modele wielotabelowe.


    Po wczytaniu więcej niż jednej tabeli naturalną rzeczą staje się budowanie modelu danych. Poza tym dane zawarte w tych tabelach zazwyczaj pochodzą z baz danych zarządzanych przez fachowców, którzy już przygotowali stosowny model. Twój model będzie po prostu odwzorowaniem modelu istniejącego w bazie danych, a to znacznie uprości Twoją pracę.


    Niestety, rzadko się zdarza, że model danych źródłowych jest perfekcyjnie dopasowany do analiz, które chcemy wykonać. Zamierzamy na praktycznych przykładach o coraz większym stopniu trudności nauczyć Cię konstruowania własnych modeli z dowolnych źródeł danych. Aby uprościć proces uczenia, w kolejnych rozdziałach będziemy stopniowo omawiać poszczególne techniki, a na razie zaczniemy od zagadnień najbardziej elementarnych.


    Żeby zapoznać się z pojęciem modelu danych, wczytaj tabele produktu (Product) i sprzedaży (Sales) z bazy danych Contoso do excelowego modelu. Po załadowaniu tych tabel ujrzysz diagram pokazany na rysunku 1.7. Diagram ten przedstawia dwie tabele z wyszczególnionymi kolumnami.
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            Uwaga. Wspomniany diagram jest dostępny w dodatku Power Pivot. Aby go wyświetlić, kliknij na wstążce Excela kartę Power Pivot, a następnie wybierz narzędzie Zarządzaj. Potem na karcie Narzędzia główne wstążki Power Pivota kliknij w grupie Widok ikonę Widok diagramu.
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    Rysunek 1.7. Posługiwanie się modelem danych umożliwia załadowanie wielu tabel


    Dwie niepołączone ze sobą tabele, jak w powyższym przykładzie, nie stanowią jeszcze modelu danych. Są tylko dwiema tabelami. Aby uczynić z nich sensowny model, trzeba je połączyć relacją. Jak widać, obie tabele zawierają kolumnę o nazwie ProductKey (klucz produktu). W tabeli produktu jest to klucz podstawowy (lub główny), czyli taki, którego wartości w poszczególnych wierszach pozwalają jednoznacznie zidentyfikować każdy produkt. W tabeli sprzedaży kolumna ProductKey służy do innych celów, a mianowicie do identyfikacji produktu sprzedanego.
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            Informacja. Klucz podstawowy tabeli to kolumna, która w każdym wierszu ma inną wartość. A zatem znajomość konkretnej wartości z tej kolumny pozwala jednoznacznie wskazać wiersz, w którym ta wartość się znajduje. W tabeli może być więcej kolumn o niepowtarzających się wartościach; każda z nich jest kluczem. Klucz podstawowy nie jest niczym szczególnym. Z technicznego punktu widzenia jest to po prostu kolumna, którą uznano za przydatną do jednoznacznego identyfikowania wierszy. Na przykład w tabeli klientów kluczem podstawowym jest kod klienta, chociaż mogłoby się zdarzyć, że również w kolumnie z nazwiskami każda wartość byłaby inna.

          
        

      
    


    Jeśli w jednej tabeli istnieje unikatowy identyfikator, a w drugiej jest kolumna z wartościami tego identyfikatora, to można utworzyć relację łączącą obie tabele. Oba warunki muszą być spełnione, aby relacja była poprawna. Jeśli model zawiera relację z kluczem niespełniającym warunku unikatowości w żadnej z obu tabel, to trzeba taki model poddać obróbce z użyciem technik, o których będzie mowa w dalszej części książki. Na razie skupmy się na kilku faktach związanych z naszą przykładową relacją.


    
      	Tabela sprzedaży jest tu tabelą źródłową. Relacja zaczyna się w tabeli sprzedaży. Kierunek jest właśnie taki dlatego, że w celu uzyskania informacji o sprzedanym produkcie pobieramy wartość klucza produktu z tabeli sprzedaży i odszukujemy identyczną wartość w tabeli produktu. Odszukanie jej pozwala nam odczytać wszystkie atrybuty owego produktu.


      	Tabela produktu jest tu celem relacji. Poszukiwanie przeprowadzane w ramach relacji zaczyna się w tabeli sprzedaży i kończy w tabeli produktu. Można więc powiedzieć, że tabela produktu jest celem poszukiwań.


      	Relacja zaczyna się w źródle i zmierza do celu. Z tego wynika, że relacja ma kierunek. Dlatego często jest symbolizowana przez strzałkę zwróconą od źródła w stronę celu. Różne aplikacje stosują różne sposoby graficznego przedstawiania relacji.


      	W kontekście relacji tabela źródłowa jest często nazywana stroną wiele lub wielowartościową. To dlatego, że dla dowolnie wybranego produktu może istnieć wiele transakcji sprzedaży, podczas gdy dla danej sprzedaży istnieje tylko jeden produkt. Dlatego też tabela docelowa jest określana jako strona jeden lub jednowartościowa. My będziemy używać najczęściej określeń strona wiele i strona jeden.


      	Kolumna ProductKey istnieje w obu tabelach: sprzedaży i produktu. Kolumna ta jest kluczem w tabeli produktu, ale nie w tabeli sprzedaży. Dlatego w tabeli produktu jest określana mianem klucza podstawowego, a w tabeli sprzedaży — jako klucz obcy. Klucz obcy to kolumna odwołująca się do klucza podstawowego w innej tabeli.

    


    Wszystkie wymienione tu określenia są powszechnie używane w świecie modelowania danych, dlatego warto je zapamiętać. Skoro już wiadomo, co oznaczają, my też będziemy się nimi posługiwać. Nie przejmuj się jednak. W pierwszych kilku rozdziałach będziemy te definicje powtarzać wielokrotnie, abyś mógł je dobrze zrozumieć i przyswoić.


    Używając Excela lub aplikacji Power BI, możesz tworzyć relacje między tabelami przez zwykłe przeciąganie klucza obcego (w naszym przykładzie ProductKey w tabeli Sales) na klucz podstawowy (ProductKey w tabeli Product). Jeśli tak zrobisz, z pewnością zauważysz, że zarówno Excel, jak i Power BI tworzą graficzny symbol relacji w postaci nie strzałki, lecz linii zakończonej po jednej stronie cyfrą 1 (strona jeden), a po drugiej gwiazdką (strona wiele). Na rysunku 1.8 pokazano, jak to wygląda w oknie Power Pivota przy włączonym widoku diagramu. Zauważ, że tu obecna jest również strzałka (na środku linii łączącej tabele), ale nie reprezentuje ona kierunku relacji, lecz kierunek propagacji filtra i ma zupełnie inny cel, o którym opowiemy w dalszej części książki.


    
      
        
        
      

      
        
          	
            [image: ]

          

          	
            Uwaga. Jeśli ze wstążki Excela znikła karta Power Pivot, to prawdopodobnie Excel napotkał jakiś problem i wyłączył wszystkie dodatki. Aby ponownie włączyć Power Pivota, otwórz kartę Plik i w lewym panelu kliknij pozycję Opcje. W lewej części okna Opcje programu Excel wybierz pozycję Dodatki. Następnie w dolnej części okna rozwiń listę Zarządzaj, wybierz z niej pozycję Dodatki COM i kliknij przycisk Przejdź. W oknie dialogowym Dodatki COM zaznacz pozycję Microsoft Power Pivot for Excel, a jeśli jest zaznaczona, to usuń zaznaczenie. Kliknij przycisk OK. Jeśli usunąłeś zaznaczenie dodatku Power Pivot, ponownie otwórz okno Dodatki COM i zaznacz ten dodatek. Po zatwierdzeniu wprowadzonych zmian karta Power Pivot powinna znów być widoczna na wstążce Excela.
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    Rysunek 1.8. Relacja łącząca tabele produktu i sprzedaży jest reprezentowana graficznie przez linię z oznaczonymi końcami (cyfra 1 po stronie „jeden” i gwiazdka po stronie „wiele”)


    Po ustanowieniu relacji można przeprowadzić sumowanie wartości w tabeli sprzedaży z rozbiciem na poszczególne wartości z wybranej kolumny tabeli produktu. Przykład takiego sumowania pokazano na rysunku 1.9. Wykonano tu sumowanie ilości sprzedanych produktów (kolumna Quantity w tabeli Sales — patrz rysunek 1.8) z rozbiciem na poszczególne kolory produktu (kolumna Color w tabeli Product).


    [image: ]


    Rysunek 1.9. Ustanowienie relacji umożliwia dzielenie wartości z jednej tabeli według wartości z drugiej


    Na początku tego rozdziału powiedzieliśmy, że bardzo ważne — ale też skomplikowane — jest określenie właściwej ziarnistości w przypadku posługiwania się jedną tabelą. Zły wybór skutkuje znacznymi utrudnieniami w przeprowadzaniu obliczeń. A co z ziarnistością w nowym modelu złożonym z dwóch tabel? Problem ma trochę inny charakter i choć jest trudniejszy pojęciowo, to jednak daje się stosunkowo łatwo rozwiązać.


    Mamy teraz do czynienia z dwiema tabelami, a więc także z dwiema różnymi ziarnistościami. Tabela Sales ma ziarnistość na poziomie pojedynczej sprzedaży, a ziarnistość tabeli Product jest na poziomie produktu. Ujmując rzecz ściśle, ziarnistość jest pojęciem odnoszącym się do tabeli, a nie całego modelu. Jeśli model zawiera kilka tabel, to trzeba ustalić ziarnistość każdej z nich. Na pierwszy rzut oka wydaje się to bardziej skomplikowane niż przypadek jednej tabeli, ale w rzeczywistości jest łatwiejsze do opanowania i tak naprawdę ziarnistość przestaje tu być problemem.


    W naszym przykładzie z dwiema tabelami sprzedaży i produktu całkiem naturalne jest ustalenie ziarnistości tych tabel na poziomie, odpowiednio, pojedynczej sprzedaży i produktu. Wróćmy na chwilę do pierwszego przykładu w tym rozdziale. Mieliśmy tam do czynienia z jedną tabelą zawierającą sprzedaż z granulacją na poziomie kategorii i podkategorii produktów. Tak było, ponieważ kategorie i podkategorie produktów były przechowywane w tabeli sprzedaży. Mówiąc inaczej, podejmowanie decyzji w sprawie ziarnistości było konieczne głównie dlatego, że sposób przechowywania informacji był niewłaściwy. Jeśli każda porcja informacji trafia we właściwe miejsce, ziarnistość w zasadzie przestaje być problemem.


    Przecież kategoria produktu jest atrybutem produktu, a nie pojedynczego aktu sprzedaży. Owszem, w pewnym sensie jest atrybutem również sprzedaży, ale tylko dlatego, że sprzedaż wiąże się z produktem. Gdy wstawimy do tabeli sprzedaży klucz produktu, wszystkie potrzebne nam atrybuty produktu (kategoria, podkategoria, kolor itp.) uzyskamy dzięki relacji łączącej obie tabele. A zatem skoro nie musimy zapisywać kategorii produktu w tabeli sprzedaży, problem ziarnistości właściwie przestaje istnieć. Oczywiście to samo dotyczy pozostałych atrybutów produktu — koloru, ceny jednostkowej, nazwy i wszystkich innych kolumn tabeli Product.
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            Informacja. W prawidłowo zaprojektowanym modelu danych ziarnistość każdej tabeli jest na odpowiednim poziomie, a to oznacza, że jego struktura jest zarazem prosta i wydajna. Na tym polega siła relacji, którą możesz wykorzystać, jeśli tylko zaczniesz myśleć w kategoriach wielu tabel i porzucisz podejście jednotabelowe, jakie dawniej obowiązywało w Excelu.

          
        

      
    


    Jeśli przyjrzysz się uważnie tabeli produktu, to okaże się, że nie ma w niej kolumn z kategorią i podkategorią, ale jest kolumna o nazwie ProductSubcategoryKey (klucz podkategorii produktu), sugerującej, że jest to powiązanie (jako klucz obcy) z kluczem w innej tabeli (jako kluczem podstawowym), zawierającej podkategorie produktu. Rzeczywiście, w bazie danych znajdują się jeszcze dwie tabele z kategoriami i podkategoriami produktów. Po ich załadowaniu do modelu i utworzeniu odpowiednich relacji uzyskujemy strukturę pokazaną na rysunku 1.10 (zrzut okna Power Pivota w trybie Widok diagramu).
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    Rysunek 1.10. Kategorie i podkategorie produktu są przechowywane w innych tabelach i dostępne za pośrednictwem relacji


    Jak widać, informacje o produkcie są przechowywane w trzech różnych tabelach: Product (produkt), Product Subcategory (podkategoria produktu) i Product Category (kategoria produktu). Tabele te są połączone łańcuchem relacji zaczynającym się od tabeli Product i kończącym na tabeli Product Category.


    Po co to wszystko? Czy nie próbujemy niepotrzebnie skomplikować przechowywania prostej informacji? Może tego nie widać na pierwszy rzut oka, ale zaprezentowana technika ma naprawdę wiele zalet. Przez umieszczenie kategorii produktu w odrębnej tabeli zyskujemy model danych, w którym nazwa kategorii, choć odnosi się do wielu produktów, jest przechowywana w jednym wierszu tabeli Product Category. Taki sposób przechowywania informacji jest korzystny z dwóch powodów. Po pierwsze, zmniejsza ilość miejsca na dysku zajmowanego przez nasz model, ponieważ eliminuje liczne powtórzenia tej samej nazwy. Po drugie, jeśli będzie trzeba wprowadzić zmiany w nazwie kategorii, wystarczy zrobić to w jednym miejscu — każda modyfikacja będzie automatycznie „widoczna” dla wszystkich produktów za pośrednictwem relacji.


    Opisaną technikę zwykło się nazywać normalizacją. Atrybut, taki jak kategoria produktu, uważa się za znormalizowany, jeśli jest przechowywany w odrębnej tabeli, a jego miejsce zajmuje klucz skojarzony z tamtą tabelą. Technika ta jest dobrze znana i często stosowana przez projektantów baz danych na etapie opracowywania modelu danych. Technika odwrotna — przechowywanie atrybutów w tabeli, do której należą — jest nazywana denormalizacją. W modelu zdenormalizowanym ten sam atrybut występuje wielokrotnie i gdy trzeba coś w nim zmienić, to należy zmodyfikować wszystkie wiersze, w których występuje. Na przykład kolor produktu jest zdenormalizowany, ponieważ łańcuch Red (czerwony) występuje we wszystkich wierszach z informacjami o produktach czerwonych.


    Być może zastanawiasz się teraz, dlaczego twórca bazy danych Contoso postanowił umieścić kategorię i podkategorię produktu w odrębnych tabelach (przeprowadził normalizację), a kolor, producenta i markę pozostawił w tabeli produktów (zdenormalizował te atrybuty). W tym konkretnym przypadku odpowiedź jest prosta: Contoso jest bazą przykładową i jej struktura została specjalnie tak dobrana, aby można było zilustrować różne techniki budowania modelu danych. W świecie rzeczywistym stosuje się bazy danych wysoce znormalizowane lub mocno zdenormalizowane w zależności od ich przeznaczenia. Zawsze trzeba być przygotowanym na to, że znajdą się jakieś atrybuty znormalizowane i zdenormalizowane. Nie ma w tym nic dziwnego, gdyż w modelowaniu danych istnieje mnóstwo różnych możliwości. Ponadto różne czynniki wpływają na decyzje podejmowane przez projektantów baz danych.


    Strukturami mocno znormalizowanymi są zazwyczaj systemy przetwarzania transakcyjnego (OLTP). Są to bazy danych o charakterze operacyjnym zaprojektowane pod kątem wykonywania codziennych zadań, takich jak sporządzanie faktur, składanie zamówień, wysyłanie towarów czy obsługa reklamacji. Stopień normalizacji tych baz jest wysoki, ponieważ mają zajmować jak najmniej przestrzeni dyskowej (co zazwyczaj oznacza również szybsze działanie) i wykonywać dużo operacji wstawiania i aktualizowania danych. Rzeczywiście, podczas codziennej pracy w firmie często przeprowadza się aktualizację informacji — na przykład o kliencie — i oczekuje, że ta aktualizacja zostanie automatycznie uwzględniona we wszystkich miejscach odwołujących się do tej informacji. Jeśli informacja jest należycie znormalizowana, to wszystko przebiega gładko i zgodnie z oczekiwaniami. Nagle wszystkie zamówienia od danego klienta zawierają nowe, zmodyfikowane dane. Gdyby informacje o tym kliencie były zdenormalizowane, aktualizacja jego adresu wymagałaby wykonania setek operacji na serwerze, a to oznaczałoby pogorszenie wydajności systemu.


    Systemy OLTP często składają się z setek tabel, ponieważ prawie każdy atrybut jest umieszczany w odrębnej tabeli. Na przykład w przypadku produktów najpewniej jedna tabela będzie przeznaczona dla producenta, jedna dla marki, jedna dla koloru itd. A zatem nawet tak prosta encja jak produkt może zajmować 10 lub 20 tabel połączonych relacjami. To właśnie coś takiego projektanci baz danych z dumą nazywają „dobrze zbudowanym modelem danych” i, choć może się to wydawać dziwne, słusznie widzą w tym powód do dumy. W przypadku baz danych OLTP normalizacja jest niemal zawsze przydatna.


    Chodzi o to, że gdy analizujemy dane, to niczego nie wstawiamy ani nie aktualizujemy. Interesuje nas wyłącznie odczytywanie informacji. Gdy w grę wchodzi samo odczytywanie, normalizacja raczej nie jest wskazana. Załóżmy na przykład, że chcemy utworzyć tabelę przestawną w ramach poprzedniego modelu danych. Lista pól będzie wyglądała tak jak na rysunku 1.11.
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    Rysunek 1.11. Lista pól w modelu znormalizowanym zawiera zbyt wiele tabel


    Informacje o produktach są przechowywane w trzech tabelach, co widać na liście pól (w panelu Pola tabeli przestawnej). Co gorsza, tabele Product Category i Product Subcategory zawierają tylko po jednej kolumnie. Tak więc o ile normalizacja jest pożądana w systemach OLTP, o tyle w systemach analitycznych jest raczej niewskazana. Gdy na potrzeby raportu wycinamy i rzutujemy dane, nie obchodzi nas techniczna reprezentacja produktu — wolimy widzieć kategorię i podkategorię jako kolumny tabeli Product, gdyż to umożliwia przeglądanie danych w sposób naturalny.
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            Uwaga. W prezentowanym przykładzie rozmyślnie ukryliśmy kilka niemających znaczenia kolumn (np. podstawowe klucze tabel) i tak zawsze powinno się robić. Niepotrzebne zwiększanie liczby widocznych kolumn tylko utrudnia orientację w całym modelu. Łatwo sobie wyobrazić listę pól z dziesiątkami tabel — znalezienie w niej kolumn potrzebnych do sporządzenia raportu mogłoby zająć sporo czasu.

          
        

      
    


    Podsumowując, gdy budujemy model danych mający służyć do sporządzania raportów, należy zadbać o właściwy poziom denormalizacji bez względu na to, jak pobierane dane są przechowywane. Wiesz już, że zbyt daleko posunięta denormalizacja może oznaczać kłopoty z ziarnistością. Później pokażemy, że model nadmiernie zdenormalizowany ma jeszcze kilka innych wad. Jaki jest zatem właściwy poziom denormalizacji?


    Nie ma jednoznacznej reguły mówiącej, jak należy ustalić optymalny poziom denormalizacji. Intuicyjnie wyczuwamy jednak, że należy denormalizować do momentu, w którym tabela staje się zwartą strukturą opisującą w sposób kompletny to, co ma opisywać. W naszym przykładzie należałoby przenieść kolumny Category i Subcategory do tabeli Product, gdyż są to atrybuty produktu i nie powinny się znajdować w odrębnych tabelach. Denormalizacja nie powinna jednak objąć produktu w tabeli Sales, ponieważ produkty i sprzedaże to dwa różne zbiory informacji. Sprzedaż wiąże się z produktem, ale nie da się jednoznacznie zidentyfikować sprzedaży za pomocą produktu.


    Po tym wszystkim, co powiedzieliśmy, pewnie uważasz, że model z jedną tabelą jest przedenormalizowany. I to jest prawda. W przypadku tabeli sprzedaży musieliśmy zwracać uwagę na jej ziarnistość, a tak nie powinno być. Jeśli model jest dobrze zaprojektowany, z właściwym poziomem denormalizacji, to ziarnistością nie trzeba się zajmować. Problemy z nią pojawiają się w modelach, które zdenormalizowano zbyt mocno.


    Schemat gwiazdy


    Dotąd zajmowaliśmy się bardzo prostym modelem danych, obejmujących tylko produkty i transakcje sprzedaży. W świecie rzeczywistym raczej rzadko można spotkać modele o tak niskim stopniu złożoności. W typowej firmie, jaką jest Contoso, jest więcej zasobów istotnych z punktu widzenia informacyjnego — produkty, sklepy, pracownicy, klienci i czas. Zasoby te są wzajemnie powiązane i generują rozmaite zdarzenia. Na przykład pracownik określonego sklepu sprzedaje określony produkt określonemu klientowi w określonym czasie.


    Oczywiście, różne firmy dysponują różnymi zasobami i generują różne zdarzenia. Jeśli jednak myśli się w kategoriach ogólnych, to niemal zawsze można dostrzec wyraźne rozdzielenie zasobów od zdarzeń. Taka struktura powtarza się w każdym biznesie, nawet jeśli zasoby są zupełnie inne. Na przykład w branży medycznej zasobami mogą być pacjenci, choroby i kuracje, a zdarzeniem może być zdiagnozowanie określonego pacjenta z określoną chorobą i skierowanie go na określoną kurację w celu wyleczenia. Pomyśl przez chwilę o swoim biznesie w tym kontekście. Prawdopodobnie bez trudu zdołasz oddzielić zasoby od zdarzeń.


    To rozróżnienie na zasoby i zdarzenia leży u podstaw techniki modelowania danych zwanej schematem gwiazdy. Jej istotną cechą jest podział encji (tabel) na dwie kategorie:


    
      	Wymiary — będące określonymi zasobami informacyjnymi, takimi jak produkt, klient, pracownik czy pacjent. Wymiary mają swoje atrybuty. Na przykład produkt może mieć takie atrybuty, jak kolor, kategoria, podkategoria, producent i cena. Dla pacjenta atrybutami mogą być nazwisko, adres i data urodzenia.


      	Fakty — będące zdarzeniami charakteryzującymi się określonymi wymiarami. W modelu Contoso faktem jest sprzedaż produktu. Aby opisać sprzedaż, trzeba określić produkt, klienta, datę i inne wymiary. Fakty mają swoje miary, czyli liczby, które można agregować w celu uzyskania określonych informacji na temat firmy. Miarą sprzedaży może być ilość sprzedanych produktów, 
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