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    Wprowadzenie


    Potoki danych mają znaczenie kluczowe dla osiągnięcia sukcesu w analizie danych oraz w uczeniu maszynowym. Przenoszenie danych z różnych odmiennych źródeł danych i ich przetwarzanie w celu dostarczenia kontekstu pozwalają osiągnąć korzyści z posiadania tych danych.


    Przez ponad 10 lat pracowałem jako analityk danych, inżynier danych i lider zespołów zajmujących się ich analizą. W tym czasie miałem okazję dostrzec szybkie zmiany i rozwój tej dziedziny informatyki. Pojawienie się infrastruktury chmury, a w szczególności magazynów danych w chmurze, stworzyło doskonałą okazję do przemyślenia sposobu, na jakie potoki danych są projektowane i implementowane.


    W książce zostały omówione podstawy i najlepsze praktyki w zakresie tworzenia nowoczesnych potoków danych. Swoje opinie i obserwacje opieram na własnym doświadczeniu, a także na doświadczeniu tych liderów w branży, których znam i cenię.


    Niniejsza książka ma służyć jako przewodnik. Wprawdzie Twoje potrzeby będą ściśle związane z organizacją, dla której pracujesz, i konkretnymi problemami do rozwiązania, ale zauważyłem, że pewne warianty zagadnień — te, które omówiłem w książce — pojawiają się nieustannie. Mam nadzieję, że okaże się ona dla Ciebie cennym źródłem wiedzy podczas tworzenia i obsługiwania potoków danych, które są wykorzystywane w Twojej organizacji.


    Dla kogo jest przeznaczona ta książka?


    Ta książka jest skierowana zarówno do początkujących, jak i doświadczonych inżynierów danych, a także członków zespołu analitycznego, którzy chcą dowiedzieć się, czym są potoki danych i jak odbywa się ich implementacja. Z pozycji tej skorzystają więc m.in. inżynierowie danych, liderzy techniczni, inżynierowie magazynów danych, inżynierowie analitycy, inżynierowie Business Intelligence, a także analitycy na szczeblu dyrektora i wicedyrektora.


    Przyjąłem założenie, że znasz podstawowe koncepcje związane z magazynowaniem danych. Aby zaimplementować omówione przykłady, trzeba mieć umiejętności pozwalające na swobodną pracę z bazami danych SQL, API REST i formatem JSON. Ponadto wymagana jest biegłość w używaniu języka skryptowego, np. Pythona. Idealna będzie podstawowa umiejętność pracy w powłoce systemu Linux i przynajmniej na jednej platformie chmury.


    Wszystkie przykładowe fragmenty kodu zostały utworzone w Pythonie i SQL z wykorzystaniem wielu bibliotek typu open source. W celu zademonstrowania technik omówionych w książce użyłem usługi platformy chmury Amazon Web Services (AWS), która pojawiła się w wielu przykładowych fragmentach kodu. Tam, gdzie tylko to możliwe, wskazuję podobne usługi oferowane przez innych najważniejszych dostawców chmury, np. Microsoft Azure i Google Cloud Platform (GCP). Wszystkie przykładowe fragmenty kodu można zmodyfikować w celu dostosowania do wybranego dostawcy usług chmury, a także do użytku lokalnego.


    Konwencje zastosowane w książce


    W tej książce zastosowano następujące konwencje typograficzne:


    Kursywa


    Wskazuje na adresy URL i e-mail, nazwy plików, rozszerzenia plików itd.


    Pogrubienie


    Wskazuje na nowe pojęcia.


    Czcionka o stałej szerokości


    Użyta w przykładowych fragmentach kodu, a także w samym tekście służy do odwołania się do pewnych poleceń bądź innych elementów programistycznych, takich jak nazwy zmiennych lub funkcji, baz danych, typów danych, zmiennych środowiskowych, poleceń i słów kluczowych.


    Pogrubiona czcionka o stałej szerokości


    Użyta w celu wyeksponowania poleceń bądź innego tekstu, który powinien być wprowadzony przez czytelnika.


    Pochylona czcionka o stałej szerokości


    Wskazuje tekst, który powinien zostać zastąpiony wartościami podanymi przez użytkownika bądź wynikającymi z kontekstu.


    Użycie przykładowych kodów


    Przykładowe fragmenty kodu omówione w książce znajdziesz w materiałach dostępnych pod adresem https://ftp.helion.pl/przyklady/potdan.zip.


    Książka ta ma na celu pomóc Ci w pracy. Ogólnie rzecz biorąc, można wykorzystywać przykłady z niej w swoich programach i w dokumentacji. Nie trzeba kontaktować się z nami w celu uzyskania zezwolenia, dopóki nie powiela się znaczących ilości kodu. Na przykład pisanie programu, w którym znajdzie się kilka fragmentów kodu z tej książki, nie wymaga zezwolenia, jednak sprzedawanie lub rozpowszechnianie płyty CD-ROM zawierającej przykłady z książki wydawnictwa O’Reilly już tak. Odpowiedź na pytanie przez cytowanie tej książki lub przykładowego kodu nie wymaga zezwolenia, ale włączenie wielu przykładowych kodów z tej książki do dokumentacji produktu czytelnika już tak.


    Jestem wdzięczny za umieszczanie przypisów, ale nie wymagam tego. Przypis zwykle zawiera tytuł, autora, wydawcę i ISBN. Na przykład: James Densmore, Potoki danych. Leksykon kieszonkowy, ISBN 978-83-8322-338-4, Helion, Gliwice 2023.


    Podziękowania


    Dziękuję każdemu pracownikowi wydawnictwa O’Reilly, dzięki któremu ta książka ujrzała światło dzienne, a zwłaszcza Jessice Haberman i Corbinowi Collinsowi. Bezcenne informacje od trzech korektorów technicznych — Joy Payton, Gordona Wonga i Scotta Hainesa — pozwoliły na znaczne usprawnienie tekstu. Podziękowania składam również mojej żonie Amandzie za wsparcie podczas pracy nad książką i mojemu psu, Izzy, który siedział przy mnie przez niezliczone godziny, w trakcie których pracowałem nad książką.

  


  
    Rozdział 1.

    Wprowadzenie do potoków danych


    Za każdym eleganckim panelem, modelem uczenia maszynowego i zmianą biznesową kryją się dane. To nie są po prostu niezmodyfikowane dane, ale informacje zebrane z różnych źródeł, które muszą być oczyszczone, przetworzone i połączone, aby mogły zaoferować jakąkolwiek wartość. Znane powiedzenie: „Dane to nowa ropa naftowa” okazało się całkowicie słuszne. Podobnie jak w przypadku ropy naftowej, wartość danych kryje się w ich potencjale po ich przetworzeniu i dostarczeniu klientowi. Ponadto, podobnie jak w przemyśle naftowym, także w przypadku danych ważne znaczenie mają efektywne potoki umożliwiające przekazywanie danych na każdym etapie pracy z nimi.


    W niniejszej książce dokładnie omówię potoki danych i pokażę ich miejsce w nowoczesnym ekosystemie danych. Zaprezentuję najważniejsze kwestie i kluczowe punkty podczas implementowania potoków danych, takie jak przekazywanie danych w sposób wsadowy a strumieniowanie danych, samodzielne opracowywanie narzędzi a kupowanie gotowych rozwiązań itd. Zamieszczony w książce materiał nie dotyczy wyłącznie jednego języka bądź platformy. Omówiłem w niej najczęściej podejmowane decyzje przez profesjonalistów zajmujących się danymi oraz najważniejsze koncepcje, które mają zastosowanie w samodzielnie opracowywanych rozwiązaniach, frameworkach typu open source i produktach komercyjnych.


    Czym jest potok danych?


    Potok danych to zbiór procesów powodujących przenoszenie i przetwarzanie pochodzących z różnych źródeł danych, trafiających następnie w nowe położenie, w którym przyniosą pewną wartość. Potoki danych stanowią podstawę do analizy danych, raportowania danych oraz w zadaniach związanych z uczeniem maszynowym.


    Złożoność potoku danych zależy od wielkości, stanu i struktury źródła danych, a także od wymagań projektu analitycznego. W swojej najprostszej postaci potok może wyodrębniać dane jedynie z pojedynczego źródła, takiego jak API REST, i następnie przekazywać je do miejsca docelowego, np. tabeli SQL w hurtowni danych. Jednak w praktyce potok danych zwykle składa się z wielu kroków obejmujących wyodrębnianie danych, ich wstępne przetwarzanie, weryfikowanie danych oraz czasami trenowanie lub uruchamianie modelu uczenia maszynowego, zanim dane trafią w ostateczne miejsce docelowe. Potok danych często zawiera zadania pochodzące z wielu systemów i języków programowania. Co więcej, zespół danych zwykle posiada i obsługuje wiele potoków danych, które współdzielą zależności i muszą być koordynowane. Na rysunku 1.1 pokazałem prosty potok danych.


    [image: ]


    Rysunek 1.1. Prosty potok danych, który dane dzienników zdarzeń serwera wczytuje do kubełka S3, przeprowadza proste przetwarzanie pobranych informacji i nadaje im strukturę, a następnie wyniki przekazuje do bazy danych Amazon Redshift


    Kto tworzy potok danych?


    Wraz ze spopularyzowaniem przetwarzania w chmurze i modelu oprogramowania jako usługi (ang. software as a service, SaaS) znacznie zwiększyła się liczba źródeł danych wymaganych przez organizacje. Jednocześnie ilość danych niezbędnych dla modeli uczenia maszynowego, badań naukowych i analiz z uwzględnieniem czasu jest większa niż kiedykolwiek wcześniej. Aby móc za tym nadążyć, pojawiła się inżynieria danych, która stała się kluczową rolą w zespołach analityków. Inżynier danych specjalizuje się w tworzeniu i obsłudze potoków danych kryjących się za ekosystemem analitycznym.


    Zadanie inżyniera danych nie ogranicza się po prostu do wczytywania informacji do hurtowni danych. Zamiast tego współpracuje on ściśle z naukowcami i analitykami w celu zrozumienia sposobu, w jaki dane będą wykorzystane, i pomaga uwzględnić w środowisku produkcyjnym potrzeby tych użytkowników.


    Inżynierowie danych są dumni z tego, że zapewniają poprawne i dostarczane na czas dane. Obejmuje to testowanie, ostrzeganie o problemach i przygotowanie się na każdą ewentualność. Nie ulega wątpliwości, że w pewnym momencie coś może pójść nie tak.


    Konkretne umiejętności inżyniera danych zależą od konkretnego stosu technologicznego, który jest używany w organizacji. Mimo tego istnieją pewne umiejętności posiadane przez każdego dobrego inżyniera danych.


    Podstawy pracy z SQL i hurtowniami danych


    Inżynier danych musi wiedzieć, jak wykonywać zapytania do baz danych, a SQL to uniwersalny język wykorzystywany do tego celu. Doświadczony inżynier danych wie, jak tworzyć charakteryzujący się wysoką wydajnością kod SQL, oraz rozumie podstawy działania hurtowni danych i modelowania danych. Nawet jeśli w zespole znajdują się specjaliści z zakresu hurtowni danych, inżynier danych znający podstawy pracy z hurtowniami danych okaże się lepszym współpracownikiem i będzie w stanie wypełnić bardziej skomplikowane luki techniczne, które mogą się pojawić.


    Python i/lub Java


    Język programowania biegle używany przez inżyniera danych będzie zależał od stosu technologicznego wykorzystywanego przez zespół. Nie ma takiej możliwości, aby inżynier danych mógł wykonać swoją pracę za pomocą narzędzi „niewymagających tworzenia kodu”, nawet jeśli w swoim arsenale ma dobre narzędzia tego typu. Obecnie w dziedzinie inżynierii danych dominują Python i Java, choć coraz większą popularność zyskuje język Go.


    Przetwarzanie rozproszone


    Konieczność rozwiązywania problemów obejmujących ogromną ilość danych i oczekiwanie, aby były one szybko przetwarzane, skłania inżynierów danych do pracy na platformach przetwarzania rozproszonego. Ten rodzaj przetwarzania łączy potęgę wielu systemów do efektywnego przechowywania, przetwarzania i analizowania ogromnej ilości danych.


    Jednym z popularnych przykładów przetwarzania rozproszonego w analizie danych jest ekosystem Hadoop obejmujący magazyn danych w postaci systemu plików HDFS (ang. Hadoop Distributed File System), przetwarzanie za pomocą MapReduce, analizę danych za pomocą Pig itd. Kolejnym przykładem frameworka przetwarzania rozproszonego jest Apache Spark, którego popularność zaczyna szybko przewyższać Hadoop.


    Wprawdzie nie wszystkie potoki danych wymagają użycia przetwarzania rozproszonego, ale mimo tego inżynierowie danych muszą wiedzieć, jak i kiedy korzystać z takich frameworków.


    Podstawowa administracja systemem


    Od inżyniera danych oczekuje się biegłego posługiwania się powłoką Linuksa i umiejętności wykonywania różnorodnych zadań, m.in. analizy dzienników zdarzeń aplikacji, tworzenia harmonogramów zadań mechanizmu cron, rozwiązywania problemów z zaporą sieciową i innymi ustawieniami dotyczącymi zapewnienia bezpieczeństwa. Nawet jeśli praca odbywa się jedynie na platformie dostawcy chmury — np. AWS, Azure lub Google Cloud — konieczne jest wykorzystanie tych umiejętności w celu zapewnienia możliwości współpracy usług chmury i wdrożonych potoków danych.


    Nastawienie bazujące na celach


    Dobry inżynier danych nie tylko posiada odpowiednie umiejętności techniczne. Wprawdzie na co dzień może nie mieć styczności z interesariuszami, ale analitycy i naukowcy zdecydowanie będą musieli się z nimi kontaktować. Dzięki inżynierowi danych pozostali członkowie zespołu mogą podejmować lepsze decyzje architekturalne, o ile tylko są świadomi powodów, dla których został utworzony potok danych.


    Dlaczego w ogóle są tworzone potoki danych?


    Podobnie jak załoga statku przepływającego obok lodowca widzi jedynie wierzchołek góry lodowej, tak w dziedzinie analityki większość członków organizacji widzi jedynie produkt końcowy. Kierownictwo zapoznaje się z panelami i przygotowanymi wykresami. Z kolei dział marketingu udostępnia w mediach społecznościowych doskonale spreparowane najważniejsze informacje. Natomiast personel działu obsługi klienta jest szkolony i przygotowywany do pracy na podstawie wyniku działania modelu prognostycznego.


    Większość pracowników spoza działu analitycznego często nie docenia tego, że wygenerowanie ostatecznego wyniku bądź produktu jest możliwe dzięki istnieniu skomplikowanej maszyny działającej w tle. Za każdym panelem i raportem generowanym przez analityka danych oraz za każdym modelem prognostycznym opracowanym przez naukowca kryją się działające w tle potoki danych. Często zdarza się, że dany panel, wykres lub nawet pojedynczy wskaźnik bazuje na danych pochodzących z wielu systemów źródłowych. Ponadto działanie potoku danych znacznie wykracza poza jedynie wyodrębnianie danych ze źródeł i wczytywanie ich do tabel zwykłej bazy danych bądź do plików jednorodnych, które następnie są używane przez analityków. Niezmodyfikowane dane zostają w trakcie tego procesu dopracowane, co pozwala na ich oczyszczenie, nadanie im struktury, znormalizowanie, połączenie, zagregowanie i czasami również zanonimizowanie bądź też zabezpieczenie w inny sposób. Tak więc w tle naprawdę wiele się dzieje.


    
      
        
      

      
        
          	
            Dostarczanie danych analitykom i naukowcom


            Nie należy polegać na tym, że analitycy i naukowcy będą samodzielnie zajmować się wyszukiwaniem danych niezbędnych w poszczególnych projektach. To prowadzi do zbyt dużego niebezpieczeństwa, że będą wykorzystywali nieaktualne dane i wiele źródeł prawdy, a ponadto mogą ugrzęznąć na etapie pozyskiwania danych. Potoki danych gwarantują dostarczanie prawidłowych danych, aby zespół analityków mógł skoncentrować się na tym, co wychodzi mu najlepiej: na przeprowadzaniu analiz.

          
        

      
    


    Jak jest tworzony potok danych?


    W ostatnich latach pojawiło się wiele narzędzi wykorzystywanych przez inżynierów danych do tworzenia i obsługiwania potoków danych. Część z tych narzędzi to oprogramowanie typu open source, część to produkty komercyjne, a część to samodzielnie opracowane rozwiązania. Niektóre potoki powstały w Pythonie, część w Javie, część w innych językach programowania, a część jest zupełnie pozbawiona kodu.


    W książce zamierzam przedstawić wybrane najpopularniejsze produkty i frameworki przeznaczone do tworzenia potoków danych. Ponadto wyjaśnię, jak wybrać spośród nich najlepsze do użycia na podstawie wymagań i ograniczeń organizacji.


    Wprawdzie nie omówię dokładnie wszystkich dostępnych produktów tego typu, ale zaprezentuję przykładowe fragmenty kodu dla wybranych rozwiązań. Cały kod zamieszczony w książce został utworzony w językach Python i SQL. Takie połączenie jest nie tylko najczęściej spotykane, ale według mnie najlepiej się sprawdza podczas tworzenia potoków danych.


    Należy pamiętać, że potoki danych są nie tylko tworzone — są również monitorowane, konserwowane i rozbudowywane. Zadaniem inżynierów danych nie jest tylko jednorazowe dostarczenie danych, ale także opracowanie potoków danych i wspomagającej je infrastruktury, dzięki której przekazywanie i przetwarzanie danych będzie odbywało się niezawodnie, bezpiecznie i na czas. To nie lada wyczyn, a gdy to zadanie zostanie dobrze wykonane, dopiero wówczas będzie można w pełni wykorzystać potencjał danych organizacji.

  


  
    Rozdział 2.

    Nowoczesna infrastruktura danych


    Zanim podejmiesz decyzje dotyczące produktów i projektu potoku danych, najpierw warto dowiedzieć się, co tworzy nowoczesny stos danych. Podobnie jak w przypadku innych dziedzin technologii, także w tej nie istnieje jeden właściwy sposób utworzenia ekosystemu analitycznego bądź wyboru produktów i dostawców. Mimo tego należy poznać kilka kluczowych potrzeb i koncepcji, które stały się standardem branżowym, zapewniającym solidne podstawy najlepszych praktyk w zakresie implementowania potoków danych.


    Zaczniemy od omówienia kluczowych komponentów infrastruktury, które pokazałem na rysunku 2.1. W kolejnych rozdziałach wyjaśnię, jaki wpływ na projektowanie i implementowanie potoków danych mają poszczególne komponenty.
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    Rysunek 2.1. Kluczowe komponenty nowoczesnej infrastruktury danych


    Różnorodność źródeł danych


    Większość organizacji posiada dziesiątki, o ile nie setki, źródeł danych dostarczających informacje, z których następnie korzystają analitycy. Źródła danych mogą się różnić pod wieloma względami, co zostanie dokładniej omówione w tym podrozdziale.


    Własność źródła danych


    W zespołach analityków typowe jest pobieranie danych z systemów źródłowych, które zostały opracowane przez organizację i są jej własnością, a także od zewnętrznych dostawców i narzędzi. Na przykład firma typu e-commerce może dane pochodzące z koszyków na zakupy przechowywać w bazie danych PostgreSQL (znanej również jako Postgres), używanej przez aplikację internetową tej firmy. Ponadto zewnętrzne narzędzie analityczne, takie jak Google Analytics, może być używane do śledzenia aktywności użytkownika witryny internetowej. Połączenie obu tych źródeł danych (pokazane na rysunku 2.2) jest niezbędne w celu dokładnego zrozumienia sposobu zachowania klienta, które ostatecznie doprowadziło do zakupu. Dlatego też potok danych kończący się analizą wspomnianego sposobu zachowania klienta rozpoczyna się od pobrania danych z obu źródeł.
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    Rysunek 2.2. Prosty potok danych, w którym informacje pochodzą z wielu źródeł wczytanych do kubełka S3, a później do bazy danych Amazon Redshift

    


    Uwaga


    Pojęcie pobieranie danych odnosi się do wyodrębniania danych z jednego źródła, a następnie ich wczytywania w innym miejscu.

    


    Zrozumienie koncepcji własności systemów źródeł jest ważne z kilku powodów. Przede wszystkim zewnętrzne źródła danych prawdopodobnie będą nakładały ograniczenia w zakresie danych, do których masz dostęp, i sposobów, na jakie możesz je pobierać. Większość dostawców oferuje API REST, natomiast kilku zapewnia bezpośredni dostęp do danych znajdujących się w bazie danych SQL. Jeszcze mniejsza liczba dostawców oferuje możliwość dostosowania do własnych potrzeb danych, do których masz dostęp.


    Wewnętrznie opracowane systemy zapewniają zespołowi analitycznemu znacznie większe możliwości w zakresie dostosowania do własnych potrzeb dostępnych danych i metod ich pobierania. Jednak takie systemy stawiają przed zespołem inne wyzwania. Czy taki system został opracowany z uwzględnieniem kwestii dotyczących pobierania danych? Bardzo często odpowiedź na to pytanie jest negatywna, co rodzi wiele implikacji, począwszy od niechcianego obciążenia powodowanego przez operację pobierania danych aż po brak możliwości przyrostowego ich pobierania. Jeżeli masz szczęście, zespół inżynierów będący właścicielem takiego zespołu znajdzie czas na współpracę z Tobą w tym zakresie i będzie do tego chętny. Jednak w rzeczywistości zwykle mamy do czynienia z ograniczeniami zasobów, a tym samym koniecznością może okazać się praca z dostawcami zewnętrznymi.


    Interfejs pobierania danych i ich struktura


    Niezależnie od tego, kto jest właścicielem źródła danych, to sposób pobierania danych i ich postać są pierwszymi kwestiami, które powinny być przeanalizowane przez inżyniera przystępującego do utworzenia nowego mechanizmu pobierania danych. Przede wszystkim należy ustalić, jaki jest interfejs dla danych. Oto wybrane najczęściej spotykane cechy takich interfejsów:


    
      	kryjąca się za aplikacją baza danych, taka jak PostgreSQL lub MySQL,


      	warstwa abstrakcji na bazie systemu, np. API REST,


      	platforma przetwarzania strumieniowego, taka jak Apache Kafka,


      	współdzielony sieciowy system plików bądź kubełek magazynu danych w chmurze zawierający dzienniki zdarzeń, pliki w formacie CSV (ang. comma-separated values) oraz inne pliki jednorodne,


      	hurtownia danych bądź jezioro danych,


      	dane przechowywane w postaci baz danych Apache Hadoop lub HBase.

    


    Poza interfejsem pod uwagę trzeba wziąć strukturę danych, która również będzie zróżnicowana. Zapoznaj się z wybranymi najczęściej spotykanymi przykładami:


    
      	dane w formacie JSON pochodzące z API REST,


      	pochodzące z bazy danych MySQL dane o doskonałej strukturze,


      	dane JSON w kolumnach tabeli bazy danych MySQL,


      	półstrukturalne dane dzienników zdarzeń,


      	pliki w formacie CSV, FWF (ang. fixed-width format) oraz inne formaty plików jednorodnych,


      	dane JSON w plikach jednorodnych,


      	strumieniowane dane wyjściowe w Apache Kafka.

    


    Każdy interfejs i struktura wiążą się z innymi wyzwaniami i możliwościami. Z reguły najłatwiej jest pracować z danymi o doskonałej strukturze, przy czym ta struktura zwykle jest opracowana pod kątem aplikacji bądź witryny internetowej. Pomijając pobieranie danych — w potoku prawdopodobnie będą wymagane kolejne kroki w celu oczyszczenia danych i ich konwersji na postać lepiej dopasowaną do projektu analitycznego.


    Dane półstrukturalne, np. w formacie JSON, pojawiają się zaskakująco często i mają zaletę w postaci struktury par atrybut-wartość oraz zagnieżdżonych obiektów. Jednak w przeciwieństwie do relacyjnej bazy danych nie dają pewności, że wszystkie obiekty znajdujące się w jednym zbiorze danych będą miały tę samą strukturę. Jak zobaczysz w dalszej części książki, sposób radzenia sobie z brakującymi lub niepełnymi danymi w potoku zależy od kontekstu i coraz częściej jest niezbędny, ponieważ struktura staje się osłabiona.


    W niektórych przedsięwzięciach analitycznych są używane dane pozbawione struktury. Na przykład modele NLP (ang. natural language processing) wymagają ogromnej ilości danych tekstowych, które są wykorzystywane podczas trenowania modelu i do jego weryfikacji. Z kolei projekty CV (ang. computer vision) wymagają treści w postaci obrazów i wideo. Nawet mniej wymagające projekty, np. pobieranie danych z witryn internetowych, wiążą się z koniecznością pobrania danych tekstowych w połączeniu z półstrukturalnymi znacznikami HTML stron internetowych.


    Wolumen danych


    Wprawdzie inżynierowie danych i menedżerowie lubią się przechwalać zbiorami danych o wielkości wyrażanej w petabajtach, to w rzeczywistości większość organizacji bardziej ceni znacznie mniejsze zbiory danych. Ponadto zdarza się równoczesne pobieranie i modelowanie zarówno małych, jak i ogromnych zbiorów danych. Wprawdzie podejmowane na każdym etapie potoku danych decyzje projektowe muszą uwzględniać ilość informacji, ale warto pamiętać, że ogromna ilość danych nie oznacza ich wysokiej wartości.


    Większość organizacji ma co najmniej jeden zbiór danych o znaczeniu kluczowym dla potrzeb analitycznych i jednocześnie charakteryzujący się wysokim wolumenem. Co oznacza tu pojęcie ogromna ilość danych? Nie ma w tym przypadku łatwej definicji, ale skoro to określenie jest związane z potokami danych, to najlepiej traktować je w kategoriach spektrum, a nie binarnej definicji zbioru danych o dużej lub małej ilości informacji.

    


    Uwaga


    Jak się przekonasz, nadmierne uproszczenie pobierania danych i ich przetwarzania wiąże się z pewnym niebezpieczeństwem — wynikiem będzie długie i nieefektywne działanie rozwiązania. To samo dotyczy również nadmiernego zagmatwania zadań potoku danych, gdy niski jest wolumen danych lub poziom złożoności zadań w tym potoku.

    


    Czystość danych i ich weryfikacja


    Podobnie jak mamy ogromną różnorodność źródeł danych, tak samo ich jakość jest bardzo zróżnicowana. Jak mówi doskonale znane powiedzenie: „Śmieci na wejściu, śmieci na wyjściu”. Trzeba koniecznie poznać i zrozumieć ograniczenia i niedostatki źródeł danych oraz zająć się nimi w odpowiednich miejscach potoku danych.


    Istnieje kilka powszechnie znanych cech charakterystycznych wskazujących na „niechlujne” dane. Zaliczamy do nich m.in.:


    
      	powielone lub niejednoznaczne rekordy,


      	rekordy osierocone,


      	rekordy niepełne lub brakujące,


      	błędy dotyczące kodowania tekstu,


      	niespójne formaty (np. numery telefonów podawane z myślnikami lub bez nich),


      	błędnie opisane lub nieopisane dane.

    


    Oczywiście mamy jeszcze wiele innych cech, a także związanych z weryfikacją danych kwestii, które ściśle dotyczą kontekstu systemu źródła.


    Nie istnieje uniwersalne rozwiązanie zapewniające czystość danych i ich weryfikację. Jednak w nowoczesnym ekosystemie danych mamy pewne cechy charakterystyczne o znaczeniu kluczowym i podejścia, które zostaną przedstawione w książce.


    Przygotuj się na najgorsze, oczekuj najlepszego.


    Nieskazitelnie czyste zbiory danych istnieją tylko w literaturze akademickiej. Należy przyjąć założenie, że zbiorów danych wejściowych będą dotyczyły liczne problemy związane z weryfikacją i spójnością. Trzeba tworzyć potoki danych, które potrafią wychwytywać takie problemy, oczyszczać dane i dostarczać oczyszczonych danych wyjściowych.


    Czyszczenie i weryfikację danych przeprowadzaj w najlepiej  przystosowanym do tego systemie.


    Zdarzają się sytuacje, w których z oczyszczeniem danych lepiej wstrzymać się do nieco późniejszego etapu w potoku. Na przykład w nowoczesnych potokach danych podczas pracy z hurtowniami danych (więcej informacji na ten temat znajdziesz w rozdziale 3.) stosuje się podejście ELT (ang. extract-load-transform, czyli „wyodrębnij, wczytaj i przekształć”) zamiast ETL (ang. extract-transform-load, czyli „wyodrębnij, przekształć i wczytaj”). Czasami optymalnym rozwiązaniem będzie wczytanie do jeziora danych informacji w postaci niezmodyfikowanej i pozostawienie późniejszym etapom potoku danych zadań związanych z nadaniem im struktury i ich oczyszczeniem. Innymi słowy, należy użyć odpowiedniego narzędzia do wykonania zadania i nie spieszyć się z procesami oczyszczania i weryfikowania danych.


    Często przeprowadzaj weryfikację danych.


    Nawet jeśli dane nie zostały oczyszczone na wczesnym etapie potoku, z ich weryfikacją nie trzeba zwlekać. W przeciwnym razie możesz mieć trudności z ustaleniem miejsca, w którym coś poszło źle. Ponadto nie przeprowadzaj weryfikacji tylko raz, na wczesnym etapie potoku danych, i nie przyjmuj później założenia, że w kolejnych krokach wszystko przebiega świetnie. Dokładniejsze omówienie tematu weryfikacji znajdziesz w rozdziale 8.


    Opóźnienie i przepustowość systemu źródłowego


    Konieczność częstego wyodrębniania dużych ilości danych z systemów źródłowych jest powszechnie spotykana w nowoczesnych stosach danych. Jednak ta operacja wiąże się z pewnymi wyzwaniami. Związane z wyodrębnianiem danych kroki w potoku muszą uwzględniać ograniczenia API, limity czasu połączenia, wolne pobieranie danych, a także właścicieli systemów źródłowych, którzy mogą być niezadowoleni z powodu nieustannego obciążenia w ich systemach.

    


    Uwaga


    Jak to dokładnie wyjaśnię w rozdziałach 4. i 5., pobieranie danych jest pierwszym krokiem w większości potoków danych. Poznanie cech charakterystycznych systemów źródłowych i ich danych stanowi więc pierwszy krok podczas projektowania potoku i podejmowania decyzji dotyczących jego infrastruktury.

    


    Jezioro danych i hurtownia danych w chmurze


    W ostatniej dekadzie trzy kwestie pozwoliły na uformowanie gruntu dla analityki i hurtowni danych. Wszystkie one są związane z pojawieniem się trzech największych dostawców chmury (Amazona, Google i Microsoftu).


    
      	Łatwość tworzenia i wdrażania potoków danych, jezior danych, hurtowni danych i przetwarzania analitycznego w chmurze. Nie trzeba dłużej czekać na dział IT lub na zatwierdzenie ogromnych kosztów, które trzeba ponieść już na samym początku projektu. Usługi zarządzane — w szczególności bazy danych — stały się obecnie ważnym nurtem.


      	Nieustanny spadek kosztu pamięci masowej w chmurze.


      	Pojawienie się wysoce skalowalnych i kolumnowych baz danych, takich jak Amazon Redshift, Snowflake i Google Big Query.

    


    Te zmiany tchnęły nowe życie w hurtownie danych i pozwoliły na powstanie koncepcji jeziora danych. Wprawdzie w rozdziale 5. dokładnie omówię hurtownie i jeziora danych, ale mimo tego warto je już w tym miejscu krótko zdefiniować, aby wyjaśnić ich położenie w nowoczesnym ekosystemie danych.


    Hurtownia danych to baza danych przechowująca informacje pochodzące z różnych systemów oraz modelowana w celu zapewnienia obsługi dla analizy i innych zadań związanych z udzielaniem odpowiedzi na zapytania. Dane znajdujące się w hurtowni danych mają nadaną strukturę oraz zostały zoptymalizowane pod kątem zapytań związanych z raportowaniem i analizą.


    Jezioro danych to miejsce przechowywania danych, ale bez struktury lub optymalizacji zapytań znanych z hurtowni danych. Prawdopodobnie będzie zawierało ogromną ilość danych różnych typów. Na przykład pojedyncze jezioro danych może zawierać kolekcję postów bloga przechowywanych w plikach tekstowych, pliki jednorodne wyodrębnione z relacyjnej bazy danych, a także obiekty JSON ze zdarzeniami wygenerowanymi przez czujniki w systemie przemysłowym. Jezioro danych może przechowywać nawet dane strukturalne, takie jak standardowa baza danych, choć niezoptymalizowane dla zapytań dotyczących tego rodzaju danych, niezbędnych w trakcie tworzenia raportów i analiz.


    W tym samym ekosystemie znajduje się miejsce zarówno dla hurtowni danych, jak i jeziora danych, a potoki danych często przekazują informacje między tymi dwoma komponentami.


    Narzędzia pobierania danych


    Konieczność pobierania danych z jednego systemu do innego zachodzi praktycznie we wszystkich potokach danych. Jak już wcześniej wspomniałem, zespoły pracujące z danymi muszą zmagać się z różnorodnością źródeł danych, z których są one pobierane. Na szczęście w nowoczesnej infrastrukturze danych istnieje wiele narzędzi, zarówno komercyjnych, jak i typu open source.


    W tej książce zamierzam omówić kilka najczęściej używanych narzędzi i frameworków:


    
      	Singer,


      	Stitch,


      	Fivetran.

    


    Pomimo powszechnej dostępności takiego rodzaju narzędzi część zespołów zdecydowała się na samodzielne utworzenie kodu przeznaczonego do pobierania danych. Część opracowała nawet własne frameworki. Powody takiego podejścia zależą od organizacji, ale często mają związek z kosztami, kulturą tworzenia zamiast kupowania, a także z obawami prawnymi i dotyczącymi kwestii bezpieczeństwa w przypadku zaufania dostawcy zewnętrznemu. W rozdziale 5. wyjaśnię wady i zalety obu podejść związanych z narzędziami do pobierania danych. Za szczególnie interesującą kwestię należy uznać to, czy wartością oferowaną przez rozwiązanie komercyjne jest ułatwienie inżynierom danych wykonywania zadań związanych z pobieraniem danych do potoku czy też umożliwienie pracownikom innym niż inżynierowie (np. analitycy) samodzielne przygotowywanie zadań pobierania danych.


    Jak to zostanie wyjaśnione w rozdziałach 4. i 5., pobieranie danych to tradycyjnie kroki wyodrębniania i wczytywania w trakcie procesu ETL lub ELT. Działanie części narzędzi koncentruje się wyłącznie na tych krokach, podczas gdy inne zapewniają użytkownikowi także możliwości w zakresie przekształcania danych. W praktyce przekonałem się, że większość zespołów pracujących z danymi decyduje się na ograniczanie liczby przekształceń przeprowadzanych podczas każdej operacji pobierania danych i na pozostanie przy narzędziach sprawdzających się w dwóch zadaniach: wyodrębnianiu danych ze źródła i wczytywaniu ich w miejscu docelowym.


    Przekształcanie danych i narzędzia modelowania


    W sporej części rozdziału skoncentrowałem się na przenoszeniu danych między źródłami i miejscami docelowymi (pobieranie danych). Jednak możliwości potoków danych i przenoszenia danych są znacznie większe. Potoki składają się również z zadań przekształcających i modelujących dane do różnych celów, takich jak uczenie maszynowe, analiza i raportowanie.


    Pojęcia modelowanie danych i przekształcanie danych często są używane wymiennie. Jednak na potrzeby materiału omówionego w książce będą rozróżniane.


    Przekształcanie danych


    Przekształcanie danych to pojęcie o szerokim zakresie, które w procesie ETL lub ELT jest oznaczone literą T. Przekształcenie może być bardzo proste i mieć postać przechowywanego w tabeli znacznika czasu skonwertowanego z jednej strefy czasowej na inną. To może być również znacznie bardziej skomplikowana operacja, tworząca nowy wskaźnik na podstawie wielu kolumn źródła, które są agregowane i filtrowane za pomocą pewnej logiki biznesowej.


    Modelowanie danych


    Modelowanie danych to konkretny rodzaj ich przekształcania. Model danych nadaje im strukturę i definiuje dane w formacie zrozumiałym i zoptymalizowanym pod kątem analizy danych. Model danych jest zwykle przedstawiany w postaci jednej bądź większej liczby tabel w hurtowni danych. Dokładne omówienie procesu tworzenia modeli danych znajdziesz w rozdziale 6.


    Podobnie jak w przypadku operacji pobierania danych, także w nowoczesnej infrastrukturze danych istnieje wiele metod i narzędzi. Jak już wcześniej wspomniałem, pewne narzędzia pobierania danych zapewniają określone możliwości w zakresie przekształcania danych, choć zwykle są one jedynie na niewysokim poziomie. Na przykład w celu ochrony danych osobowych oczekiwane może być skonwertowanie adresu e-mail na wartość hash przechowywaną w miejscu docelowym dla danych. Takie przekształcenia są zwykle przeprowadzane podczas procesu pobierania danych.


    Przekonałem się, że w przypadku bardziej złożonych operacji przekształcania i modelowania danych najlepszym rozwiązaniem jest znalezienie przeznaczonych do tego celu narzędzi i frameworków, takich jak dbt (zob. rozdział 9.). Ponadto przekształcenia danych są często silnie związane z kontekstem i mogą być definiowane w języku znanym inżynierowi danych bądź naukowcowi, np. w SQL lub Pythonie.


    Modele danych używane do analizy i raportowania są zwykle definiowane i zapisywane w języku SQL za pomocą interfejsu użytkownika typu wskaż i kliknij. Podobnie jak w przypadku podejść typu opracuj samodzielnie lub kup mają one pewne wady i zalety, dlatego podczas wyboru między tworzeniem modeli bazujących na SQL a użyciem narzędzia niewymagającego tworzenia kodu pod uwagę trzeba wziąć kilka kwestii. SQL to charakteryzujący się wysoką dostępnością język, który jest powszechnie używany przez inżynierów danych i analityków. Pozwala analitykowi na bezpośrednią pracę z danymi i optymalizację projektu modeli do własnych potrzeb. Ponadto jest używany w praktycznie każdej organizacji, a tym samym zapewnia znany punkt wyjścia dla nowych członków zespołu. W większości przypadków wskazane będzie wybranie frameworka zapewniającego 
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