
		
			[image: cover]
		
	
		

		
			
				[image: strona przedtytułowa Modele regresji odteorii do praktyki]
			

		

		

		
			
				[image: strona tytułowaModele regresji odteorii do praktyki]
			

		


		
			© edu-Libri s.c. 2025



			Redakcja merytoryczna i korekta: Danuta Kamińska-Hass

			Projekt okładki i stron tytułowych: GRAFOS

			Ilustracja na okładce: Dominik Krężołek



			Recenzent:
Prof. dr hab. Józef Stawicki

			


			Publikacja dofinansowana przez Uniwersytet Ekonomiczny w Katowicach



			Wydawnictwo edu-Libri 

			ul. Zalesie 15, 30-384 Kraków

			e-mail: edu-libri@edu-libri.pl


			Skład i łamanie: GRAFOS

			Druk i oprawa: OSDW Azymut Sp. z o.o.
Łódź ul. Senatorska 31


			ISBN druk  978-83-66395-99-2

			ISBN pdf    978-83-68441-00-0

			ISBN epub  978-83-68441-01-7

			ISBN mobi  978-83-68441-02-4

		



		
			Spis treści

			1. Wprowadzenie

			2. Modele regresji

			3. Modele regresji liniowej

			3.1. Standardowy model regresji liniowej

			3.2. Klasyczny model regresji wielorakiej

			3.3. Model logitowy dla binarnej zmiennej objaśnianej

			3.4. Mieszany liniowy model regresji

			4. Klasyczne rozszerzenia modeli regresji

			4.1. Nieparametryczny model regresji

			4.2. Standardowy addytywny model regresji

			4.3. Addytywny model regresji Poissona

			4.4. Przestrzenny model regresji

			5. Analiza danych a modele regresj

			5.1. Regresja krokowa

			5.2. Regresja składowych głównych

			5.3. Uogólnione modele regresji

			5.3.1. Binarne modele regresji

			5.3.2. Log-liniowy model Poissona

			5.3.3. Uogólniony liniowy model

			5.4. Regulowana regresja

			5.4.1. Regresja grzbietowa

			5.4.2. Regresja LASSO

			Uwagi końcowe

			Zakończenie

			Spis tabel

			Spis rysunków

			Bibliografia

		

		
	
		
			1. Wprowadzenie

			Rozwój nauk statystycznych, stanowiących podwaliny analizy danych, datuje się na przełom wieków XVIII i XIX. Rozwój statystyki jest paralelny do rozwoju matematyki (rys. 1.1). Najczęściej u podwalin rozwoju metod statystycznych wymieniamy twierdzenia rachunku prawdopodobieństwa, badanie korelacji oraz twierdzenie o rozkładach warunkowych sir Thomasa Bayes’a. Różnica mierzona w latach pomiędzy publikacją twierdzeń o rozkładzie dwumianowym a publikacją twierdzenia o prawdopodobieństwie całkowitym to blisko 150 lat. Wówczas zapisano dowody analityczne sformułowanych i ogłoszonych twierdzeń [Trzpiot, Krężołek, 2018, s. 112–132].

			
			[image: Rysunek 1.1. Rozwój nauk statystycznych na osi czasu]
			Rysunek 1.1. Rozwój nauk statystycznych na osi czasu

			Źródło: https://www.slideshare.net/capgemini/impact-of-big-data-on-analytics

			

			Kolejnym krokiem milowym w rozwoju nauk statystycznych było określenie zasad modelu regresji. Najwcześniejszą formą regresji była metoda najmniejszych kwadratów opublikowana przez Legendre’a w 1805 r. [Legendre, 1805, s. 72–80] oraz Gaussa [Gauss, 1809, s. 205–224]. Obaj naukowcy zastosowali tę metodę do ustalenia, na podstawie obserwacji astronomicznych, orbit ciał wokół Słońca, przede wszystkim komet, ale także później nowo odkrytych mniejszych planet. Gauss opublikował kolejny etap rozwoju teorii najmniejszych kwadratów w 1821 roku [Gauss, 1821], w tym wersję twierdzenia Gaussa-Markowa. 

			Termin regresja został wprowadzony przez Francisa Galtona w XIX wieku w celu opisania pewnego zjawiska biologicznego polegającego na tym, że wzrosty potomków wysokich przodków miały tendencję do regresu w kierunku średniej (zjawisko znane również jako regres w kierunku średniej) [Galton, 1989, s. 80–86]. Dla Galtona regresja miała tylko znaczenie w odniesieniu do zjawiska biologicznego, niemniej jednak jego prace zostały później rozszerzone m.in. przez Yule’a i Pearsona [Pearson, Yule, 1903, s. 211–236] oraz Fishera [Fisher, 1922, s. 597–612] na bardziej ogólny kontekst statystyczny. 

			W modelowaniu statystycznym analiza regresji jest zbiorem procesów statystycznych służących do szacowania zależności między zmiennymi. Obejmuje wiele technik modelowania i analizowania zmiennych, gdy nacisk położony jest na związek między zmienną zależną i jedną (regresja prosta) lub większą liczbą zmiennych niezależnych (regresja wieloraka). Mówiąc dokładniej, analiza regresji pomaga zrozumieć, w jaki sposób zmienia się wartość typowa zmiennej zależnej (zwanej predykcyjną), gdy zmienia się dowolna ze zmiennych niezależnych (predyktorów), przy zachowaniu zasady ceteris paribus.

			Metody regresji nadal stanowią obszar aktywnych badań.  W ostatnich dziesięcioleciach opracowano nowe metody regresji stabilnej, regresji uwzględniającej skorelowane odpowiedzi, takie jak szeregi czasowe i krzywe wzrostu, w której zmienną predykcyjną lub zmienną odpowiedzi są krzywe, obrazy, wykresy lub inne złożone obiekty danych. Warto również podkreślić, że metody regresji stanowią fundament ekonometrii – dziedziny zajmującej się ilościowym opisem, modelowaniem i weryfikacją zależności ekonomicznych. Modele regresji są w ekonomii powszechnie wykorzystywane do analizy wpływu czynników makroekonomicznych, badania zależności między zmiennymi finansowymi czy prognozowania zjawisk gospodarczych. W dalszej części książki, omawiając przykłady dotyczące danych ekonomicznych, wielokrotnie będziemy odwoływać się właśnie do regresji jako podstawowego narzędzia analizy ekonometrycznej [Gruszczyński i in., 2009; Borkowski i in., 2003]. Ekonometryczny model regresji różni się od statystycznego modelu regresji tym, że jest osadzony w kontekście ekonomicznym i podlega dodatkowym wymogom interpretacyjnym i diagnostycznym [Pitera, 2019; Tatarczak, 2022; Gładysz, 2013]. W modelu ekonometrycznym szczególną uwagę przykłada się do doboru odpowiedniej postaci funkcji, weryfikacji założeń modelu (np. homoskedastyczności, braku autokorelacji, normalności składnika losowego) oraz testowania hipotez ekonomicznych, co wymaga zastosowania rygorystycznych procedur statystycznych [Gładysz, 2013; Tatarczak, 2022]. 

			Powstały kolejne metody regresji uwzględniające różne typy brakujących danych, regresja nieparametryczna, bayesowskie metody regresji, regresja, w której zmienne predykcyjne są mierzone z błędem, regresja z większą liczbą zmiennych predykcyjnych niż obserwacje i wnioskowanie przyczynowe z regresją. Analiza regresji jest szeroko wykorzystywana do przewidywania i prognozowania, gdzie jej zastosowanie w znacznym stopniu pokrywa się z dziedziną uczenia maszynowego. Analiza regresji służy również do zrozumienia, które spośród zmiennych niezależnych są powiązane ze zmienną zależną i do zbadania form tych zależności. W warunkach ograniczonych analizę regresji można wykorzystać do wnioskowania o zależnościach przyczynowych między zmiennymi niezależnymi i zależnymi. Jednak może to prowadzić do złudzeń lub fałszywych relacji, więc należy zachować ostrożność (przykładowo korelacja nie dowodzi związku przyczynowego) [Armstrong, 2012, s. 689]. 

			Efektywność metod analizy regresji w praktyce zależy od formy procesu generowania danych i od tego, w jaki sposób odnosi się do zastosowanego podejścia regresyjnego. Ponieważ prawdziwa forma procesu generowania danych nie jest ogólnie znana, analiza regresji często zależy w pewnym stopniu od przyjęcia założeń na temat tego procesu. Te założenia są czasami sprawdzalne, jeśli dostępna jest wystarczająca ilość danych. Modele regresji są często przydatne, nawet jeśli założenia są umiarkowanie naruszone, chociaż mogą nie być optymalne. Jednak w wielu zastosowaniach, zwłaszcza przy niewielkich efektach lub kwestiach przyczynowości opartych na danych obserwacyjnych, metody regresji mogą dawać mylące wyniki [Bishop, 2006, s. 3].

		

		
			2. Modele regresji

			Termin regresja oznacza metodę pozwalającą na zbadanie związku pomiędzy zmiennymi i wykorzystanie tej wiedzy do przewidywania nieznanych wartości jednych wielkości na podstawie znajomości wartości innych. Związek ten może być dalej wykorzystywany do prognozowania wartości zmiennej objaśnianej. Celem modelowania jest opis wpływu zadanego zbioru zmiennych wyjaśniających  X1, ..., Xk na zmienną objaśnianą Y. Zmienna objaśniana Y nazywana jest również zmienna zależną, zmienne wyjaśniające nazywane są również zmiennymi niezależnymi. Poszczególne modele różnią się rodzajem zmiennej objaśnianej (zmienna ciągła lub skokowa: binarna, skategoryzowana albo przeliczalna) oraz rodzajem zmiennych wyjaśniających (które mogą być również ciągłe lub skokowe, w tym binarne lub skategoryzowane). W bardziej złożonych przypadkach jest także możliwe włączenie przedziałów czasowych, zmienne można opisać przestrzennie (np. poprzez ich rozmieszczenie lub położenie geograficzne) albo można użyć wskaźników dla grupy. 

			Główną cechą modeli regresji jest to, że związek między zmienną objaśnianą Y i zmiennymi wyjaśniającymi X1, ..., Xk  nie jest deterministyczny, nie jest funkcją  f (x1, ..., xk) wartości x1, ..., xk, a funkcją opisującą związek zmiennych losowych, zatem obserwujemy błędy losowe. Oznacza to, że zmienna objaśniana Y jest zmienną losową, której rozkład zależy od zmiennych objaśniających. Chcemy odpowiedzieć sobie na pytanie, jak zmienia się wartość oczekiwana zmiennej Yw zależności od wartości x = x1, ..., xk zmiennej X = X1, ..., Xk, czyli E(Y) = f (x1, ..., xk), gdzie f(x1, ..., xk) jest funkcją regresji opisującą poszukiwany związek.

			W celu wstępnej oceny zależności najczęściej konstruuje się diagramy korelacyjne. Ich wagę doskonale uwypuklił Anscombe [Anscombe, 1973, s. 17–21], który skonstruował 4 zbiory danych o identycznych podstawowych charakterystykach, ale diametralnie różnych diagramach korelacyjnych. Średnia dla każdej zmiennej xi wynosiła 9, dla zmiennej yi 10; wariancja dla xi była równa 7,5, a dla yi wynosiła 2,75; współczynnik korelacji liniowej wynosił 0,816 dla każdego zbioru oraz prosta regresji miała postać y = 3 + 0,5x.

			
			[image: Rysunek 2.1. Cztery zestawy danych składające się na kwartet Anscombe’a]
			Rysunek 2.1. Cztery zestawy danych składające się na kwartet Anscombe’a

			Źródło: https://en.wikipedia.org/wiki/Anscombe%27s_quartet, dostęp 15.03.2025.

			

			Pierwszy wykres punktowy (u góry po lewej) wydaje się przedstawiać prostą zależność liniową odpowiadającą dwóm skorelowanym zmiennym, gdzie y można modelować jako rozkład gaussowski ze średnią liniowo zależną od x. W przypadku drugiego wykresu (prawy górny róg) związek między dwiema zmiennymi jest oczywisty, jednak nie jest on liniowy, a współczynnik korelacji Pearsona nie jest istotny. W tym przypadku bardziej odpowiednia byłaby regresja nieliniowa i odpowiadający jej współczynnik determinacji. Na trzecim wykresie (w lewym dolnym rogu) modelowana zależność jest liniowa, ale powinna mieć inną linię regresji (wymagana byłaby odporna regresja). Obliczona regresja jest równoważona przez jedną wartość odstającą, która wywiera wystarczający wpływ, aby obniżyć współczynnik korelacji z 1 do 0,816. Czwarty wykres (na dole po prawej) pokazuje przykład, w którym jeden punkt o dużej dźwigni wystarcza do uzyskania wysokiego współczynnika korelacji, mimo że inne punkty danych nie wskazują na żaden związek między zmiennymi. Zatem każda omówiona sytuacja powinna być analizowana z wykorzystaniem innego modelu regresji1.

			W analizie modeli regresji wykorzystujemy również liczne wizualizacje – tzw. wykresy diagnostyczne. Przykładowo:

			
					Wykres dźwigni – wykorzystywany do zbadania, czy występują obserwacje odstające. Dla każdej reszty jest obliczana tzw. siła dźwigni zwana również wpływem (miara wpływu obserwacji na oceny estymatorów regresji). W modelu adekwatnym siła dźwigni nie powinna być zbyt duża, gdyż oznacza to, że pojedyncza obserwacja ma duży wpływ na oceny parametrów. Przyjmuje się, że obserwacja jest wpływowa, jeśli przekracza dwukrotność średniej siły dźwig ni. Inną podobną miarą wpływu obserwacji na model jest odległość Cooka. Pokazuje ona różnicę między wyznaczonymi wartościami współczynników a wartościami obliczonymi przy wyłączeniu danego przypadku z obliczeń. Wszystkie odległości powinny być tego samego rzędu. Jeśli nie są, to można przypuszczać, że dany przypadek (przypadki) miał istotny wpływ na obciążenie współczynników równania regresji. Często preferuje się analizę odległości Cooka zamiast analizy wartości wpływowych. Powinna ona być mniejsza od 1, jeśli chcemy uznać model za adekwatny. Graficzna prezentacja na rys. 2.2.

			

			
			[image: Rysunek 2.2. Wykres dźwigni i odległości Cooka]
			Rysunek 2.2. Wykres dźwigni i odległości Cooka

			Źródło: opracowanie własne.

			

			
					Wykres reszt – wykres przedstawiający na jednej osi wartości estymowane, a na drugiej reszty lub standaryzowane reszty. Powszechną praktyką jest uznawanie, że obserwacja jest odstająca, jeżeli jej reszta standaryzowana (lub studentyzowana) jest większa co do wartości bezwzględnej od 2. Dla modelu adekwatnego średnia wartość reszt nie powinna zależeć od wartości dopasowania (powinniśmy w wyniku dostać pas punktów losowo rozmieszczonych wokół prostej y = 0). Przykładowy wykres reszt pokazano na rys. 2.3.

			

			[image: Rysunek 2.3. Wykres reszt]Rysunek 2.3. Wykres reszt

			Źródło: opracowanie własne.

			

			
					Wykres kwantyl-kwantyl – wykres przedstawiający wartości estymowane lub reszty (standaryzowane). W przypadku wykresu kwantyli standaryzowanych reszt powinniśmy otrzymać rozkłady normalne. Przykład tego typu wykresu zaprezentowano na rys. 2.4.

			

			[image: Rysunek 2.4. Wykres kwantyl-kwantyl (Q-Q) reszt standaryzowanych]
			Rysunek 2.4. Wykres kwantyl-kwantyl (Q-Q) reszt standaryzowanych

			Źródło: opracowanie własne.

			

			Celem, jaki stawiamy sobie w tej książce, jest przedstawienie wybranych modeli regresji. Dane wykorzystane w książce są dostępne na platformie GitHub pod adresem: https://github.com/dominikkrezolek/Modele-regresji-od-teroii-do-praktyki.

			W przeprowadzonych badaniach przyjęto poziom istotności 0,05.
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