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    Wstęp


    Od momentu wprowadzenia modelu GPT-2 przez firmę OpenAI na początku 2019 roku duże modele językowe (LLM) szybko zmieniły nasz świat. W 2019 roku, jeśli jako programista miałeś jakieś pytanie techniczne, to szukałeś odpowiedzi w internecie. Często jednak nie znajdowałeś rozwiązania, co pozostawiało jedynie możliwość opublikowania pytania na jakimś forum, z nadzieją — być może płonną — że ktoś Ci odpowie. Dziś zamiast przerywać pracę, po prostu pytasz asystenta LLM o bezpośredni komentarz dotyczący kodu, nad którym pracujesz. Co więcej, możesz nawet przeprowadzić sesję programowania w parze, w ramach której asystent będzie pisał kod według Twoich wytycznych. Wspomnieliśmy tu jedynie o inżynierii oprogramowania, jednak podobne tektoniczne zmiany zaczynają być odczuwalne właściwie w każdej możliwej dziedzinie.


    Przyczyną tej rewolucji jest fakt, że modele LLM to prawdziwie przełomowa technologia, która pozwala osiągnąć w oprogramowaniu to, co dotąd możliwe było wyłącznie dzięki interakcji z człowiekiem. Modele LLM potrafią generować treści, odpowiadać na pytania, wyciągać dane tabelaryczne z tekstu zapisanego w języku naturalnym, podsumowywać tekst, klasyfikować dokumenty, tłumaczyć, a także (w zasadzie) wykonać niemal wszystko, co można zrobić z tekstem — z tą różnicą, że robią to o rzędy wielkości szybciej i nigdy nie potrzebują przerwy.


    Dla przedsiębiorców otwierają się dzięki temu niemal nieskończone możliwości w każdej dziedzinie, jaką tylko można sobie wyobrazić. Aby jednak móc wykorzystać te szanse, trzeba być odpowiednio przygotowanym. Ta książka to przewodnik, który pomoże Ci zrozumieć, czym są modele LLM, jak z nimi pracować przy wykorzystaniu inżynierii promptów oraz budować aplikacje, które przyniosą wartość użytkownikom, firmie lub Tobie.


    Dla kogo jest przeznaczona ta książka?


    Ta książka jest przeznaczona dla inżynierów aplikacji. Jeśli tworzysz oprogramowanie, z którego korzystają klienci, to ta książka jest dla Ciebie. Jeśli budujesz wewnętrzne aplikacje lub procesy przetwarzania danych, to ta książka również jest dla Ciebie. Powód, dla którego grupa potencjalnych odbiorców książki jest ta rozległa, wynika z naszego przekonania, że wykorzystanie modeli LLM wkrótce stanie się powszechne. Nawet jeśli Twoja codzienna praca nie obejmuje inżynierii promptów czy projektowania procesów opartych na modelach LLM, Twój kod będzie z nich bardzo często korzystał, a Ty sam będziesz musiał zrozumieć, jak z nimi współpracować, aby po prostu wykonywać swoją pracę.


    Jednak część programistów aplikacji stanie się specjalistami od modeli LLM — to właśnie oni będą inżynierami promptów. Ich zadaniem będzie przekształcanie problemów w pakiet informacji zrozumiałych dla modelu LLM — który nazywamy promptem — a następnie przetwarzanie wyników modelu na rezultaty mające jakąś wartość dla użytkowników aplikacji. Jeśli właśnie taka jest Twoja obecna rola lub gdybyś chciał zająć się tym w przyszłości, ta książka jest właśnie dla Ciebie.


    Modele językowe są bardzo przystępne — można się z nimi komunikować w naturalnym języku. Dlatego w przypadku tej książki nie musisz być ekspertem w dziedzinie uczenia maszynowego. Musisz jednak dobrze zrozumieć podstawowe zasady inżynierskie — powinieneś umieć programować i korzystać z API. Kolejnym warunkiem wstępnym jest zdolność do empatii, ponieważ w przeciwieństwie do wcześniejszych technologii, aby móc pokierować modelem językowym, by wygenerował potrzebne treści, będziesz musiał zrozumieć, jako one „myślą”. A ta książka pokaże Ci, jak to zrobić.


    Czego się dowiesz w tej książce?


    Celem niniejszej książki jest wyposażenie Cię we wszelką wiedzę teoretyczną, techniki, wskazówki i sztuczki niezbędne do opanowania inżynierii promptów oraz budowania skutecznych aplikacji opartych na LLM.


    W Części I przedstawiamy podstawowe informacje pozwalające zrozumieć działanie modeli LLM, dotyczące ich budowy wewnętrznej oraz sposobu działania jako silniki uzupełniania tekstu. Omawiamy w niej także rozszerzenie funkcjonalności LLM do roli silników konwersacyjnych oraz prezentujemy ogólne podejście do projektowania aplikacji wykorzystujących modele LLM.


    W Części II prezentujemy kluczowe techniki inżynierii promptów — opisujemy: jak pozyskiwać kontekst, oceniać jego znaczenie dla danego zadania, efektywnie przygotowywać prompt (bez przeciążania go informacjami) i jak organizować całość w szablon zapewniający wysoką jakość wygenerowanych odpowiedzi, które pozwolą uzyskać potrzebny rezultat.


    W Części III przechodzimy do bardziej zaawansowanych technik. Pokazujemy w niej, jak konstruować pętle, potoki i przepływy pracy z wykorzystaniem modeli LLM, aby budować agenty konwersacyjne oraz tworzyć złożone przepływy pracy korzystające z modeli LLM, a następnie omawiamy metody oceniania tych modeli.


    W całej książce zwracamy uwagę na jedną kluczową zasadę:


    W swej istocie LLM to po prostu silniki uzupełniania tekstu, które naśladują teksty obserwowane podczas treningu.


    Jeśli dogłębnie przemyślisz to stwierdzenie, dojdziesz do tych samych wniosków, które prezentujemy w całej książce: jeśli chcesz, aby LLM zachowywał się w określony sposób, musisz odpowiednio skonstruować prompt, tak by przypominał wzorce występujące w danych treningowych — używaj jasnego języka, opieraj się na istniejących schematach, zamiast tworzyć nowe, i nie zarzucaj modelu LLM zbędnymi treściami. Gdy opanujesz inżynierię promptów, będziesz mógł rozwinąć te umiejętności poprzez budowanie agentów konwersacyjnych i przepływów pracy — rozwiązań stanowiących dominujący paradygmat w zastosowaniach modeli LLM.


    Konwencje zastosowane w tej książce


    W książce zastosowano następujące konwencje typograficzne:


    Kursywa


    Jest używana do oznaczania nowych terminów, adresów URL, adresów e-mail, nazw plików i ich rozszerzeń.


    Czcionka o stałej szerokości znaków


    Jest używana do prezentacji listingów programów, a także w treści akapitów do oznaczania elementów kodu, takich jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.


    Kursywa o stałej szerokości znaków


    Wskazuje tekst, który powinien zostać zastąpiony wartościami podanymi przez użytkownika lub wynikającymi z kontekstu.
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            Ten element oznacza wskazówkę lub poradę.
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            Ten element oznacza uwagę o charakterze ogólnym.
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            Ten element oznacza ostrzeżenie lub przestrogę.

          
        

      
    


    Podziękowania


    Dziękujemy naszym korektorom merytorycznym: Leonie Monigatti, Benjaminowi Muskalli, Davidowi Fosterowi i Balajiemu Dhamodharanowi, a także naszej redaktorce technicznej Sarze Verdi oraz redaktorce prowadzącej Sarze Hunter.


    Od Johna


    Dla Kumiko — moja miłość i wdzięczność nie znają granic. Przysięgałem, że nigdy więcej nie napiszę książki, ale jednak to zrobiłem, a Ty cierpliwie, kolejny raz, wspierałaś mnie w tym szaleństwie. Dla Meg i Bo — tata skończył już pracę na dziś! Chodźmy się pobawić.


    Od Alberta


    Do Anniki, Fiony i Lokiego — niech wasze podpowiedzi nigdy nie zawodzą!

  


  
    Część I

    Podstawy

  


  
    Rozdział 1.

    Wprowadzenie do inżynierii promptów


    ChatGPT został udostępniony pod koniec listopada 2022 roku. Do stycznia następnego roku aplikacja gromadziła szacunkowo 100 milionów aktywnych użytkowników miesięcznie, co uczyniło ją najszybciej rozwijającą się aplikacją konsumencką w historii. (Dla porównania: TikTokowi zajęło to 9 miesięcy, a Instagram potrzebował na to aż 2,5 roku.) I jak z pewnością sam możesz potwierdzić, drogi czytelniku, to uznanie jest w pełni zasłużone! Duże modele językowe (ang. Large Language Models), które dalej będziemy nazywali po prostu modelami LLM — takie jak ten, na którym opiera się ChatGPT — rewolucjonizują sposób, w jaki pracujemy. Zamiast szukać odpowiedzi w Googlu poprzez tradycyjne przeszukiwanie stron WWW, możesz po prostu poprosić model LLM o opisanie danego tematu. Zamiast przeglądać Stack Overflow czy przedzierać się przez posty na blogach w poszukiwaniu odpowiedzi na pytania techniczne, wystarczy poprosić model LLM o stworzenie spersonalizowanego poradnika dotyczącego konkretnego problemu, a następnie zadać mu serię pytań na ten temat. Zamiast w tradycyjny sposób implementować bibliotekę programistyczną, możesz przyspieszyć pracę, korzystając z asystenta bazującego na modelu LLM, który pomoże Ci zbudować szkielet projektu i automatycznie uzupełni kod w trakcie pisania!


    A Ty, przyszły czytelniku, czy będziesz korzystać z modeli LLM w sposób, którego my, Twoi skromni autorzy z roku 2024, nie jesteśmy w stanie sobie wyobrazić? Jeśli obecne trendy się utrzymają, to prawdopodobnie w ciągu typowego dnia będziesz prowadzić rozmowy z modelami LLM wiele razy — w formie sesji z asystentem pomocy technicznej, gdy zepsuje Ci się internet, przyjaznej pogawędki z bankomatem na rogu ulicy, a nawet podczas irytująco realistycznej rozmowy z automatem telefonicznym. Zapewne będą też inne interakcje. Modele LLM będą dla Ciebie wybierać wiadomości, streszczając doniesienia informacyjne, które mogą Cię najbardziej zainteresować i usuwając (lub może dodając) stronnicze komentarze. Modele LLM będą Ci pomagać w komunikacji — zredagują wiadomość, którą masz napisać lub streszczą otrzymane e-maile, a asystenci biurowi i domowi będą nawet operować w realnym świecie i działać w Twoim imieniu. W ciągu jednego dnia Twój osobisty asystent AI może raz wcielić się w rolę agenta biura podróży, by pomóc Ci zaplanować wyjazd, zarezerwować bilety lotnicze i hotele, a innym razem może działać jako asystent zakupowy, który pomoże Ci znaleźć i kupić potrzebne rzeczy.


    Dlaczego modele LLM są tak niesamowite? To dlatego, że wydają się magiczne! Jak stwierdził słynny futurysta Arthur C. Clarke: „Każda wystarczająco zaawansowana technologia jest nie do odróżnienia od magii”. Uważamy, że maszyna, z którą można prowadzić rozmowę, z pewnością kwalifikuje się jako magiczna, ale celem tej książki jest rozwianie tej magii. Pokażemy, że bez względu na to, jak niezwykłe, intuicyjne i ludzkie czasami wydają się modele LLM, w swojej istocie są one po prostu modelami przewidującymi kolejne słowo w bloku tekstu — nic więcej! Jako takie, modele LLM są jedynie narzędziami pomagającymi użytkownikom w wykonywaniu zadań, a sposób interakcji z nimi polega na tworzeniu promptu — bloku tekstu — który mają uzupełnić. Tworzenie tych tekstów nazywamy inżynierią promptów (ang. prompt engineering). W tej książce zbudujemy praktyczne podstawy dla stosowania inżynierii promptów, a w końcowym efekcie: dla tworzenia aplikacji korzystających z modeli LLM, co będzie magicznym doświadczeniem dla Twoich użytkowników.


    Niniejszy rozdział stanowi wprowadzenie do fascynującej podróży po świecie inżynierii promptów, którą właśnie rozpoczynasz. Zanim jednak zaczniemy, pozwól, że opowiemy Ci, jak my sami, autorzy tej książki, odkryliśmy tę magię modeli LLM.


    Modele językowe to magia


    Obaj autorzy tej książki zaliczali się do grupy początkowych programistów pracujących nad badaniami i rozwojem produktu GitHub Copilot przeznaczonego do uzupełniania kodu. Albert należał do zespołu założycielskiego, a John dołączył do projektu w momencie, gdy Albert przechodził do innych, bardziej dalekosiężnych projektów badawczych związanych z modelami LLM.


    Albert odkrył magię w połowie 2020 roku i opisuje to w następujący sposób:


    Co pół roku, podczas naszych spotkań burzy mózgów w zespole zajmującym się uczeniem maszynowym w zastosowaniach związanych z pisaniem kodu, ktoś zawsze poruszał temat automatycznego generowania kodu. I odpowiedź zawsze była taka sama: to będzie niesamowite, kiedyś, ale ten dzień nie nadejdzie przez co najmniej pięć lat. To była nasza zimna fuzja.


    Było tak do dnia, gdy po raz pierwszy miałem okazję pracować z wczesnym prototypem modelu językowego, który później stał się modelem OpenAI Codex. Właśnie wtedy zrozumiałem, że przyszłość już nadeszła: wreszcie dokonał się przełom, na który tak długo czekaliśmy.


    Natychmiast stało się jasne, że ten model był zupełnie inny niż wcześniejsze nieudolne próby generowania kodu. Ten model nie tylko miał szansę przewidzieć następne słowo — potrafił generować całe instrukcje i funkcje na podstawie samej dokumentacji. Co więcej: mógł generować funkcje, które działały!


    Zanim zdecydowaliśmy, co możemy stworzyć, używając tego modelu (spoiler: ostatecznie powstało z tego narzędzie GitHub Copilot do uzupełniania kodu), chcieliśmy ocenić jakość jego działania. Dlatego zebraliśmy grupę inżynierów z GitHuba i poprosiliśmy ich o wymyślenie niezależnych zadań programistycznych. Niektóre z nich były stosunkowo proste, jednak mieliśmy do czynienia z doświadczonymi programistami, więc wiele zadań było całkiem złożonych. Spora część zadań zmuszałaby młodszych programistów do poszukiwania pomocy w Googlu, ale niektóre nawet doświadczonego programistę mogłyby skłonić do zajrzenia na Stack Overflow. Jednak po kilku próbach testowany model był w stanie rozwiązać większość z nich.


    Wiedzieliśmy to już wtedy — był to silnik, który wprowadzi nas w nową erę programowania. Wystarczyło tylko wstawić go do odpowiedniego pojazdu.


    Dla Johna ów magiczny moment nadszedł kilka lat później, na początku 2023 roku, gdy testował pojazd i chciał wziąć go na jazdę próbną. A oto jak John opisuje tę chwilę:


    Przygotowałem sesję nagrywania ekranu i przedstawiłem wyzwanie programistyczne, które zamierzałem podjąć: stworzenie funkcji, która pobiera liczbę całkowitą i zwraca jej tekstową reprezentację. A zatem w razie przekazania liczby10 wynikiem byłoby „ten”, a dla liczby 1 004 712 — „one million four thousand seven hundred twelve”. To zadanie jest trudniejsze, niż mogłoby się wydawać, ponieważ w języku angielskim występuje wiele nietypowych wyjątków. Słowny zapis liczb z zakresu od 10 do 20 — „eleven”, „twelve” i kolejnych — nie jest zgodny ze wzorcem stosowanym przy zapisywaniu liczb należących do kolejnych dziesiątek. Także słowny zapis samych wielokrotności liczby 10 nie jest zgodny z oczekiwanymi schematami — na przykład skoro 90 to „ninety”, a 80 to „eighty”, to dlaczego 30 nie jest „threety”, a 20 „twoty”? Jednak prawdziwym wyzwaniem w moim zadaniu było to, że rozwiązanie chciałem zaimplementować w języku, z którym nie miałem żadnych doświadczeń — w języku Rust. Czy Copilot będzie w stanie sprostać temu wyzwaniu?


    Zazwyczaj, gdy uczę się nowego języka programowania, sięgam po typowe poradniki: Jak utworzyć zmienną? Jak stworzyć listę? Jak iterować po elementach listy? Jak napisać instrukcję warunkową? Jednak w tym przypadku korzystałem z Copilota, więc zacząłem od napisania prostych komentarzy dokumentujących:

    // GOAL: Create a function that prints a string version of any number supplied to the function.


    // 1 -> "one"


    // 2034 -> "two thousands thirty four"


    // 11 -> "eleven"


    fn



    Copilot zauważył funkcję i od razu ruszył z pomocą:

    fn number_to_string(number: i32) -> String {



    Świetnie! Nie wiedziałem, jak określać typy dla argumentów wejściowych czy wartości zwracanych przez funkcje, ale w miarę naszej współpracy kierowałem ogólnym przebiegiem pracy za pomocą komentarzy, takich jak „Podziel liczbę wejściową na grupy po trzy cyfry”, a Copilot skutecznie uczył mnie konstrukcji programistycznych. Między innymi pokazał mi, jak należy tworzyć wektory i przypisywać je do zmiennych, na przykład let mut number_string_vec = Vec::new(); oraz jak tworzyć pętle, np.: while number > 0 {.


    To było wspaniałe doświadczenie. Robiłem postępy i uczyłem się języka bez rozpraszania się ciągłym zaglądaniem do samouczków — moim samouczkiem był sam projekt, nad którym pracowałem. Nieco później, po 20 minutach takiego eksperymentu, Copilot całkowicie mnie zaskoczył. Wpisałem komentarz i zacząłem pisać kolejną pętlę, która, jak doskonale wiedziałem, także będzie potrzebna:

    // przeglądaj number_string_vec i łącz liczby 


    // dla każdego rzędu wielkości i dołączaj je jako łańcuchy znaków do number_string


    for



    Po chwili przerwy Copilot wstawił 30 wierszy kodu! W nagraniu można usłyszeć moje głośne westchnienie (https://github.blog/developer-skills/github/4-ways-github-engineers-use-github-copilot/#4-exploring-and-learning). Kod skompilował się bez problemów — był poprawny składniowo — i zadziałał. Wynik był trochę dziwaczny. Dla wejścia przekazanej liczby 5 034 012 funkcja zwróciła łańcuch znaków „five thirty four thousand twelve million”, ale hej, nie spodziewałbym się, że człowiekowi uda się bezbłędnie napisać taką funkcję już za pierwszym razem, a błąd w kodzie był łatwy do zauważenia i poprawienia. Pod koniec 40-minutowej sesji programowania w parze dokonałem niemożliwego — stworzyłem nietrywialny kod w języku, którego wcześniej w ogóle nie znałem! Copilot poprowadził mnie przez podstawy składni języka Rust i wykazał się abstrakcyjnym zrozumieniem moich celów — kilka razy wtrącił się, aby pomóc mi uzupełnić szczegóły. Gdybym próbował zrobić to sam, podejrzewam, że zajęłoby mi to wiele godzin.


    Nasze magiczne doświadczenia nie są wyjątkowe. Jeśli czytasz tę książkę, prawdopodobnie sam miałeś już kilka oszałamiających interakcji z modelami LLM. Być może po raz pierwszy zdałeś sobie sprawę z ich potęgi podczas korzystania z ChataGPT albo Twoje pierwsze doświadczenie było związane z jedną z aplikacji pierwszej generacji, które zaczęły pojawiać się na początku 2023 roku: asystentami wyszukiwarek internetowych, takimi jak Microsoft Bing czy Google Bard, lub asystentami do pracy z dokumentami, takimi jak szerszy zestaw narzędzi Microsoft Copilot. Jednak dojście do tego technologicznego punktu zwrotnego nie nastąpiło z dnia na dzień. Aby naprawdę zrozumieć modele LLM, ważne jest, by wiedzieć, jak doszliśmy do tego punktu.


    Modele językowe: Jak do tego doszliśmy?


    Aby zrozumieć, jak doszliśmy do tego niezwykle interesującego momentu w historii technologii, musimy najpierw wiedzieć, czym właściwie jest model językowy i do czego służy. Kogo lepiej o to zapytać niż najpopularniejszą aplikację opartą na dużym modelu językowym: ChatGPT (patrz rysunek 1.1)?


    [image: zrzut ekranu; opis i odwołanie do rysunku w tekście zasadniczym książki]


    Rysunek 1.1. Czym jest model językowy?


    Widzisz? To dokładnie to, o czym mówiliśmy na początku rozdziału: głównym celem modelu językowego jest przewidywanie prawdopodobieństwa wystąpienia kolejnego słowa. Z pewnością spotkałeś się już z tym mechanizmem wcześniej. To pasek z propozycjami uzupełnień, który pojawia się nad klawiaturą podczas pisania wiadomości na Twoim telefonie komórkowym (patrz rysunek 1.2). Być może nigdy nie zwróciłeś na niego uwagi… bo w gruncie rzeczy nie jest on zbyt przydatny. Jeśli to wszystko, co potrafią modele językowe, to jak to możliwe, że obecnie są one tak gorącym tematem?


    [image: zdjęcie; opis i odwołanie do rysunku w tekście zasadniczym książki]


    Rysunek 1.2. John wskazujący na pasek postępu na swoim smartfonie


    Wczesne modele językowe


    Tak naprawdę modele językowe istnieją już od dłuższego czasu. Jeśli czytasz tę książkę bezpośrednio po jej wydaniu, to wiedz, że model językowy stojący za używanym w iPhonach mechanizmem sugerowania kolejnego słowa bazuje na modelu języka naturalnego opracowanym w oparciu o prace Markova (https://people.math.harvard.edu/~ctm/home/text/others/shannon/entropy/entropy.pdf) w 1948 roku. Istnieją jednak także inne, nowsze modele językowe, które bardziej bezpośrednio przygotowały grunt pod trwającą rewolucję sztucznej inteligencji.


    Do 2014 roku najpotężniejsze modele językowe opierały się na architekturze sekwencja-do-sekwencji (seq2seq) opracowanej i wprowadzonej przez Google (https://arxiv.org/abs/1409.3215). Ten rodzaj sieci neuronowej, w teorii, powinien idealnie nadawać się do przetwarzania tekstów, gdyż przetwarzał tokeny po jednym, aktualizując przy tym swój wewnętrzny stan. Dzięki temu sieci seq2seq mogą analizować sekwencje tekstu o dowolnej wielkości. Przy wykorzystaniu wyspecjalizowanych architektur i treningu sieci seq2seq są w stanie wykonywać kilka różnych typów zadań, do których są używane sieci neuronowe, takich jak: klasyfikacja, wyodrębnianie encji, tłumaczenie, podsumowywanie itd. Jednak modele tego typu miały pewną wadę — ich możliwości były ograniczane przez informacyjne wąskie gardło.


    Architektura seq2seq składa się z dwóch głównych komponentów: enkodera i dekodera (patrz rysunek 1.3). Przetwarzanie rozpoczyna się od przesłania do enkodera strumienia tokenów, które są przetwarzane jeden po drugim. Podczas odbierania kolejnych tokenów enkoder aktualizuje swój ukryty wektor stanu, który gromadzi informacje z sekwencji wejściowej. Po przetworzeniu ostatniego tokenu końcowa wartość wektora stanu, nazywana wektorem myśli (ang. thought vector), zostaje przesłana do dekodera. Dekoder używa informacji z wektora myśli do wygenerowania tokenów wynikowych. Problem polega na tym, że wektor myśli jest stały i skończony. Często „zapomina” ważnych informacji z dłuższych bloków tekstu, sprawiając, że dekoder nie dysponuje dostateczną ilością danych, na których mógłby pracować — właśnie ten efekt nazywamy informacyjnym wąskim gardłem.


    [image: schemat; opis i odwołanie do rysunku w tekście zasadniczym książki]


    Rysunek 1.3. Model translacji seq2seq


    Model przedstawiony na rysunku 1.3 działa w następujący sposób:


    
      	Tokeny w języku źródłowym są przekazywane do enkodera jeden po drugim i przekształcane na wektor osadzeń (ang. embedding vector), a jednocześnie aktualizują wewnętrzny stan enkodera.


      	Wewnętrzny stan enkodera jest pakowany i przesyłany jako wektor myśli do dekodera.


      	Do dekodera zostaje przesłany specjalny token „start”, który oznacza początek tokenów wynikowych.


      	Stan dekodera jest aktualizowany w oparciu o wektor myśli i generowane są tokeny w języku wynikowym.


      	Token wyjściowy jest dostarczany do dekodera jako następny token wejściowy. W tym momencie proces wraca do punktu 4., tworząc pętlę.


      	W końcu dekoder emituje specjalny token „end” informujący o zakończeniu procesu dekodowania. Ograniczony wektor myśli był w stanie przekazać do dekodera jedynie ograniczoną ilość informacji.

    


    Nowy sposób ominięcia tego wąskiego gardła został przedstawiony w roku 2015 w publikacji pt. Neural Machine Translation by Jointly Learning to Align and Translate (https://arxiv.org/abs/1409.0473). Opierało się ono na rezygnacji z pojedynczego wektora myśli i gromadzeniu wszystkich ukrytych wektorów stanu generowanych dla każdego z tokenów napotkanych podczas procesu przetwarzania i zapewnieniu dekoderowi możliwości „miękkiego przeszukiwania” tych wektorów. W ramach demonstracji w publikacji tej pokazano, że technika ta zastosowana do tłumaczenia tekstu z języka angielskiego na francuski pozwoliła uzyskać znacząco lepsze wyniki. Ta technika miękkiego wyszukiwania niedługo potem stała się znana jako mechanizm uwagi (atencji; ang. attention mechanism).


    Mechanizm uwagi sam niebawem zyskał znaczną uwagę społeczności zajmującej się zagadnieniami AI, której kulminacją było opublikowanie w 2017 roku publikacji badawczej Google Research pt. Attention Is All You Need (https://arxiv.org/abs/1706.03762), która przedstawiła architekturę transformerów pokazaną na rysunku 1.4. Architektura ta zachowuje strukturę wysokiego poziomu swojej poprzedniczki — składa się z enkodera, który pobiera tokeny stanowiące dane wejściowe, oraz dekodera, który generuje tokeny wyjściowe. Jednak w odróżnieniu od modelu seq2seq cała powtarzalna cykliczność została z niej usunięta, a transformer całkowicie bazuje na mechanizmie uwagi. Wynikowa architektura była bardzo elastyczna i znacznie lepsza w modelowaniu danych treningowych niż seq2seq. Jednak o ile model seq2seq mógł przetwarzać dowolnie długie sekwencje tekstu, o tyle transformer mógł przetwarzać tylko stałą, skończoną sekwencję wejść i wyjść. Ponieważ transformer jest bezpośrednim protoplastą GPT, jest to ograniczenie, z którym walczymy od samego początku.
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    Rysunek 1.4. Architektura transformera


    GPT wkracza na scenę


    Architektura generatywnego wstępnie trenowanego transformera została przedstawiona w opublikowanym w 2018 roku artykule pt. Improving Language Understanding by Generative Pre-Training (https://cdn.openai.com/research-covers/language-unsupervised/language_understanding_paper.pdf). Architektura ta nie była ani szczególnie nowa, ani wyjątkowa. W rzeczywistości był to po prostu transformer z wyłączonym modułem enkodera — pozostawiając jedynie moduł dekodera. Jednak to uproszczenie doprowadziło do uzyskania nowych nieoczekiwanych możliwości, których znaczenie uświadomiono sobie w nadchodzących latach. Była to właśnie ta architektura generatywnego wstępnie trenowanego transformera — GPT— która wkrótce rozpaliła trwającą rewolucję w dziedzinie AI.


    Jednak w 2018 roku nie było to oczywiste. W tamtym czasie standardową praktyką było wstępne trenowanie modeli na nieoznaczonych danych, na przykład fragmentach tekstu pochodzących z internetu, a następnie modyfikowanie architektury modeli i stosowanie specjalistycznego dopasowywania, aby końcowy model mógł wykonywać jedno zadanie bardzo dobrze. Podobnie było również z architekturą generatywnego wstępnie trenowanego transformera. Artykuł z 2018 roku po prostu pokazał, że ten schemat działa bardzo dobrze dla GPT — wstępne trenowanie na nieoznaczonym tekście, a następnie nadzorowane dostrajanie do konkretnych zadań prowadziło do powstawiania naprawdę dobrych modeli, nadających się do różnych zadań, takich jak klasyfikacja, określanie podobieństw między dokumentami czy odpowiadanie na pytania wielokrotnego wyboru. Należy jednak podkreślić jedno zagadnienie: po dostrojeniu GPT nadawał się dobrze do realizacji tylko jednego zadania — tego, do którego został dostrojony.


    GPT-2 był po prostu przeskalowaną w górę wersją GPT. Kiedy został on opracowany w 2019 roku, badacze zaczęli zdawać sobie sprawę z faktu, że architektura GPT jest czymś specjalnym. Bardzo wyraźnie napisano o tym w drugim akapicie wpisu na blogu Open AI przedstawiającego GPT-2 (https://openai.com/index/better-language-models/):


    Nasz model, nazwany GPT-2 (następca GPT), został wytrenowany jedynie do przewidywania następnego słowa w 40 GB tekstów z internetu. Ze względu na nasze obawy co do złośliwego wykorzystania tej technologii nie udostępniamy wytrenowanego modelu.


    Łał! Jak te dwa zdania mogły znaleźć się obok siebie? Jak coś tak niepozornego jak przewidywanie następnego słowa — podobnie jak robi to iPhone podczas pisania wiadomości — może prowadzić do poważnych obaw o nadużycia? Jeśli przeczytasz artykuł naukowy pt. Language Models Are Unsupervised Multitask Learners (https://cdn.openai.com/better-language-models/language_models_are_unsupervised_multitask_learners.pdf), zaczniesz rozumieć, o co chodzi. GPT-2 miał 1,5 miliarda parametrów w porównaniu do 117 milionów w modelu GPT i był trenowany na 40 GB tekstu, natomiast GPT jedynie na 4,5 GB. Proste zwiększenie rzędu wielkości modelu i zbioru treningowego doprowadziło do uzyskania niespotykanej wcześniej jakości — zamiast konieczności dostrajania GPT-2 do pojedynczego zadania można było zastosować nieprzetwarzany, wstępnie wytrenowany model do zadania i często uzyskiwać lepsze wyniki niż najnowocześniejsze modele dostrajane specjalnie do danego zadania. Obejmowało to pomiary jakości rozumienia dwuznacznych zaimków, przewidywanie brakujących słów w tekście, oznaczanie części mowy itd. I choć GPT-2 ustępował najnowocześniejszym modelom, to jednak podczas realizacji takich zadań jak: rozumienie tekstu, podsumowywanie tekstów, tłumaczenie i odpowiadanie na pytania, radził sobie także zaskakująco dobrze w porównaniu z modelami dostrajanymi specjalnie do tych zadań.


    Ale dlaczego tyle obaw dotyczących „złośliwych zastosowań” tego modelu? Wynikało to z faktu, że model stał się bardzo skuteczny w naśladowaniu naturalnego języka. Jak wskazuje wpis na blogu OpenAI, ta zdolność może zostać wykorzystana do „generowania wprowadzających w błąd artykułów informacyjnych, podszywania się pod innych w internecie, automatyzacji tworzenia obraźliwych lub fałszywych treści publikowanych w mediach społecznościowych oraz automatyzacji tworzenia spamu i treści phishingowych”. Co więcej, obecnie ta możliwość jest jeszcze bardziej realna i niepokojąca niż w 2019 roku.


    GPT-3 stanowił kolejny wzrost o rząd wielkości, zarówno pod względem liczby parametrów modelu, jak i ilości danych treningowych, co przełożyło się na znaczący skok jego możliwości. W artykule z 2020 roku pt. Language Models Are Few-Shot Learners (https://arxiv.org/abs/2005.14165) wykazano, że po podaniu kilku przykładów zadania, które model ma wykonać (tzw. niewielka liczba przykładów), model potrafił wiernie odtworzyć wzorzec wejściowy i w rezultacie realizować praktycznie dowolne zadanie językowe — często prezentując wyjątkowo wysoką jakość wyników. Wtedy odkryto, że można modyfikować dane wejściowe — prompty — i w ten sposób warunkować model do wykonania określonego zadania. To był początek inżynierii promptów.


    ChatGPT, udostępniony w listopadzie 2022 roku, był oparty na modelu GPT-3.5 — a reszta jest historią! Jednak to historia, która szybko się rozwija (patrz tabela 1.1). W marcu 2023 roku udostępniono model GPT-4, i choć szczegółowe informacje na jego temat nie zostały oficjalnie ujawnione, to według doniesień był on o kolejny rząd wielkości większy zarówno pod względem rozmiaru modelu, jak i ilości danych treningowych, i ponownie pod względem możliwości przewyższał swoich poprzedników. Od tego czasu pojawiło się znacznie więcej modeli. Niektóre z nich pochodzą od firmy OpenAI, a inne od głównych graczy w branży, na przykład: model Llama od Meta, Claude od Anthropic i Gemini od Google. Wciąż obserwujemy wzrost jakości, a coraz częściej ten sam poziom jakości jest dostępny w mniejszych i szybszych modelach. Właściwie to postęp jedynie przyspiesza.


    Tabela 1.1. Szczegółowe informacje o modelach serii GPT, pokazujące wykładniczy charakter wzrostu wszystkich metryk


    
      
        
        
        
        
        
      

      
        
          	
            Model

          

          	
            Data wydania

          

          	
            Liczba parametrów

          

          	
            Dane treningowe

          

          	
            Koszt trenowania

          
        


        
          	
            GPT-1

          

          	
            11 I 2018

          

          	
            117 milionów

          

          	
            BookCorpus: 4,5 GB tekstów z 7000 nieznanych książek

          

          	
            1,7×1019 FLOP

          
        


        
          	
            GPT-2

          

          	
            14 II 2019 (wer. wstępna), 5 XI 2019 (wer. pełna)

          

          	
            1,5 miliarda

          

          	
            WebText: 40 GB tekstów a 8 milionów dokumentów z 45 milionów stron WWW ocenionych pozytywnie w serwisie Reddit

          

          	
            1,5×1021 FLOP

          
        


        
          	
            GPT-3

          

          	
            28 V 2020

          

          	
            175 miliardów

          

          	
            499 miliardów tokenów z Common Crawl (570 GB), WebText, anglojęzyczna Wikipedia i dwa zbiory książek (Books1 i Books2)

          

          	
            3,1×1023 FLOP

          
        


        
          	
            GPT-3.5

          

          	
            15 III 2022

          

          	
            175 miliardów

          

          	
            nie ujawniono

          

          	
            nie ujawniono

          
        


        
          	
            GPT-4

          

          	
            14 III 2023

          

          	
            1,8 biliona (wg doniesień)

          

          	
            według doniesień 13 bilionów tokenów

          

          	
            szacowany na 2,1×1025 FLOP

          
        

      
    


    Inżynieria promptów


    I w końcu możesz rozpocząć swoją podróż po świecie inżynierii promptów. W swej istocie modele LLM potrafią robić jedno — uzupełniać tekst. Dane wejściowe do modelu nazywamy promptem (ang. prompt). Prompt to dokument tekstowy lub blok tekstu, który model ma uzupełnić. Inżynieria promptów (ang. prompt engineering) w swojej najprostszej formie to sztuka tworzenia takich promptów, które sprawią, że ich uzupełnienie wygenerowane przez model LLM będzie zawierało informacje potrzebne do rozwiązania danego problemu.


    W niniejszej książce przedstawiamy jednak znacznie szersze spojrzenie na inżynierię promptów, wykraczające poza zagadnienia obejmujące pojedynczy prompt — omawiamy w niej całościowe podejście do tworzenia aplikacji korzystających z modeli LLM, w których konstrukcja promptów i interpretacja odpowiedzi są realizowane programowo. Aby stworzyć wysokiej jakości oprogramowanie i zapewnić dobry interfejs użytkownika, inżynier promptów musi opracować schemat interaktywnej komunikacji między użytkownikiem, aplikacją oraz modelem językowym. Użytkownik przedstawia swój problem aplikacji, ta tworzy pseudodokument wysyłany do modelu LLM, model uzupełnia dokument, a następnie aplikacja analizuje otrzymaną odpowiedź i przekazuje wynik użytkownikowi lub wykonuje odpowiednie działania w jego imieniu. Nauka oraz sztuka inżynierii promptów polega na opracowaniu takiej struktury tej komunikacji, która zapewni możliwość przekazywania informacji pomiędzy dwoma bardzo odmiennymi dziedzinami — przestrzenią problemową użytkownika oraz przestrzenią dokumentów modeli językowych.


    Inżynierię promptów można rozważać na kilku poziomach zaawansowania. Jej najprostsza postać wykorzystuje jedynie bardzo cienką warstwę aplikacji. Na przykład kiedy używasz ChataGPT, tworzysz prompt niemal bezpośrednio; aplikacja jedynie opakowuje wątek konwersacji w specjalny format ChatML. (Więcej informacji na ten temat znajdziesz w rozdziale 3.) Podobnie pierwsze udostępnione wersje narzędzia GitHub Copilot do uzupełniania kodu robiły niewiele więcej niż przekazywanie bieżącego pliku do modelu LLM w celu dokończenia jego kodu.


    Na wyższym poziomie zaawansowania inżynieria promptów polega na modyfikowaniu i rozszerzaniu danych wejściowych użytkownika przekazywanych do modelu LLM. Na przykład, ponieważ modele językowe przetwarzają tekst, infolinia pomocy technicznej mogłaby przekształcać wypowiedź użytkownika na tekst i używać go w prompcie wysyłanym do modelu LLM. Dodatkowo do promptu można dołączyć istotne treści z wcześniejszych transkrypcji rozmów lub odpowiedniej dokumentacji technicznej. Może przedstawimy przykład rzeczywistego zastosowania: podczas rozwoju funkcjonalności uzupełniania kodu w narzędziu GitHub Copilot zauważyliśmy, że jakość podpowiedzi znacznie się poprawia, jeśli w prompcie uwzględnimy odpowiednie fragmenty kodu z sąsiednich kart otworzonych przez użytkownika. To ma sens, prawda? Użytkownik miał otwarte te karty, bo odwoływał się do zapisanych na nich informacji, więc logiczne jest, że model również będzie mógł na nich skorzystać. Innym przykładem może być nowe, bazujące na czacie narzędzie do wyszukiwania udostępnione w wyszukiwarce Bing. W tym przypadku do promptu dodawane są treści z tradycyjnych wyników wyszukiwania. Dzięki nim asystent może kompetentnie omawiać informacje, których nie było w danych treningowych (na przykład: dotyczące wydarzeń, które zaszły już po wytrenowaniu modelu). Co ważniejsze jednak, takie podejście pomaga ograniczyć halucynacje modelu językowego — zagadnienie, do którego będziemy kilkukrotnie wracać w tej książce, począwszy od następnego rozdziału.


    Kolejny aspekt inżynierii promptów na tym poziomie zaawansowania uwidacznia się, gdy interakcje z modelem LLM stają się stanowe, to znaczy — wymagają zachowania kontekstu i informacji z poprzednich interakcji. Doskonałym przykładem mogą tu być aplikacje czatów. Przy każdej nowej wiadomości od użytkownika aplikacja musi przypomnieć sobie, co wydarzyło się w poprzednich interakcjach, i wygenerować odpowiedź, która wiernie odzwierciedla przebieg rozmowy. W miarę wydłużania się konwersacji lub historii trzeba uważać, aby nie przepełnić promptu lub nie zawrzeć w nim zbędnych treści, które mogłyby rozproszyć model. Można zdecydować się na pominięcie najwcześniejszych konwersacji lub mniej istotnych treści z poprzednich interakcji, a nawet zastosować techniki streszczania, aby skompresować zawartości.


    Kolejny aspekt inżynierii promptów na tym poziomie zaawansowania polega na wyposażeniu aplikacji opartej na modelu LLM w narzędzia umożliwiające jej interakcję ze światem zewnętrznym poprzez wysyłanie zapytań API w celu odczytu informacji lub nawet tworzenia czy modyfikowania zasobów dostępnych w internecie. Na przykład aplikacja do obsługi poczty elektronicznej oparta na modelu LLM mogłaby otrzymać od użytkownika następujące polecenie: „Wyślij Dianie zaproszenie na spotkanie 5 maja”. Aplikacja ta użyłaby jednego narzędzia do zidentyfikowania Diany w liście kontaktów użytkownika, następnie wykorzystałaby API kalendarza, aby sprawdzić jej dostępność, a w końcu wysłałaby jej zaproszenie e-mailem. Uwzględniając interfejsy API, którymi już dziś dysponujemy, wyobraź sobie, jakie możliwości otwierają się przed nami wraz ze zmniejszaniem się kosztów korzystania z tych modeli LLM oraz wzrostem ich umiejętności! A inżynieria promptów odgrywa w tym wszystkim kluczową rolę. Skąd model będzie wiedział, którego narzędzia należy użyć? Jak poprawnie wykorzysta dane narzędzie? W jaki sposób aplikacja przekaże modelowi informacje uzyskane w wyniku zastosowania określonego narzędzia? Co zrobić, gdy próba użycia narzędzia zakończy się jakimś błędem? Tym zagadnieniom przyjrzymy się w rozdziale 8.


    Ostatni poziom zaawansowania, który omawiamy w tej książce, dotyczy nadania aplikacji opartej na modelu LLM pewnej sprawczości — zdolności do samodzielnego podejmowania decyzji w celu realizacji ogólnych zadań zleconych przez użytkownika. Niewątpliwie jest to zagadnienie, które można zaliczyć do szczytowych możliwości w zakresie wykorzystania modeli LLM, ale trwają już badania i praktyczne eksperymenty w tym kierunku. Już teraz możesz pobrać platformę AutoGPT (https://github.com/Significant-Gravitas/AutoGPT), określić cel i obserwować, jak program realizuje wieloetapowy proces gromadzenia informacji niezbędnych do jego osiągnięcia. Czy zawsze działa bezbłędnie? Nie. W rzeczywistości, o ile cel nie jest bardzo precyzyjnie określony, program częściej zawodzi, niż odnosi sukces. Niemniej jednak nadanie aplikacjom opartym na modelach LLM pewnego stopnia autonomii stanowi ważny krok w kierunku ekscytujących przyszłych możliwości. Nasze przemyślenia na ten temat znajdziesz w rozdziałach 8. i 9.


    Podsumowanie


    Jak wspomnieliśmy na początku, ten rozdział stanowi jedynie wprowadzenie do podróży po świecie inżynierii promptów, którą już zaraz rozpoczniesz. Zaczęliśmy od omówienia najnowszej historii modeli językowych, podkreślając, dlaczego modele LLM są tak wyjątkowe i odmienne — oraz dlaczego napędzają rewolucję sztucznej inteligencji, której wszyscy jesteśmy świadkami. Następnie zdefiniowaliśmy główny temat tej książki: inżynierię promptów.


    W szczególności powinieneś zrozumieć, że ta książka nie będzie poświęcona wyłącznie drobiazgowemu formułowaniu pojedynczych promptów, które pozwolą uzyskać jedno dobre uzupełnienie. Oczywiście opiszemy to zagadnienie i szczegółowo przedstawimy wszystkie kroki niezbędne do generowania wysokiej jakości uzupełnień, które spełniają zamierzony cel. Jednak mówiąc o „inżynierii promptów”, mamy na myśli budowanie kompletnych aplikacji korzystających z modeli LLM. Takie aplikacje działają jako warstwa transformacji, która iteracyjnie i z zachowaniem stanu przekształca rzeczywiste potrzeby w tekst, który modele LLM mogą przetworzyć, a następnie przekształca dane dostarczone przez modele LLM w informacje i działania odpowiadające tym rzeczywistym potrzebom.


    Zanim wyruszymy w tę podróż, upewnijmy się, że jesteśmy odpowiednio przygotowani. W następnym rozdziale dowiesz się, jak działa uzupełnianie tekstu w modelach LLM, zaczynając od interfejsu API wysokiego poziomu aż po niskopoziomowe mechanizmy uwagi (ang. attention mechanism; określane także jako mechanizmy atencji). W kolejnym rozdziale rozwiniemy tę wiedzę, aby wyjaśnić, w jaki sposób modele LLM zostały rozszerzone o obsługę czatu i możliwości korzystania z narzędzi. Jak sam się przekonasz, wszystko to sprowadza się w zasadzie do tego samego — uzupełniania tekstu. Po poznaniu i opanowaniu tych podstawowych koncepcji będziesz gotowy do dalszej podróży.

  


  
    Rozdział 2.

    Modele językowe — wprowadzenie


    Zatem chcesz zostać mistrzem komunikacji z modelami LLM, który potrafi wydobywać z nich całe bogactwo wiedzy i mocy obliczeniowej przy użyciu sprytnych promptów? Cóż, aby docenić, które prompty są naprawdę skuteczne i potrafią wyciągnąć z modelu właściwą odpowiedź, musisz najpierw zrozumieć, w jaki sposób modele LLM przetwarzają informacje — czyli jak „myślą”.


    W tym rozdziale podejdziemy do tego problemu warstwowo — jak do cebuli. Najpierw spojrzysz na modele LLM z zewnątrz jako na wytrenowanych naśladowców tekstów, zgodnie z informacjami podanymi w sekcji podrozdziale „Czym są modele LLM?”. Następnie, w podrozdziale pt. „Jak modele LLM widzą świat”, dowiesz się, jak modele LLM dzielą tekst na małe fragmenty nazywane tokenami, a także poznasz konsekwencje sytuacji, w których takiego podziału nie można wykonać w prosty sposób.


    W kolejnym podrozdziale, pt. „Token za tokenem”, dowiesz się, jak krok po kroku są generowane sekwencje tokenów, a w następnym podrozdziale pt. „Temperatura i prawdopodobieństwo” poznasz różne sposoby wyboru kolejnego tokenu. I na koniec, w podrozdziale pt. „Architektura transformera”, szczegółowo poznasz tajniki działania modelu LLM, zrozumiesz, że stanowi on zbiór minimózgów komunikujących się wzajemnie, grając w grę składającą się z pytań i odpowiedzi nazywaną uwagą (ang. attention) oraz dowiesz się, jakie ma to znaczenie dla kolejności elementów w prompcie.


    Podczas lektury pamiętaj, że ta książka jest poświęcona korzystaniu z modeli językowych (LLM), a nie samym modelom językowym. Dlatego pomijamy w niej wiele ciekawych szczegółów technicznych, które nie są istotne z punktu widzenia inżynierii promptów. Jeśli interesuje Cię mnożenie macierzy i funkcje aktywacji, musisz sięgnąć po inną książkę — doskonałym punktem wyjścia dla poszukiwań informacji na ten temat będzie klasyczne opracowanie The Illustrated Transformer (https://jalammar.github.io/illustrated-transformer/). Ale obiecujemy, jeśli zależy Ci wyłącznie na tworzeniu dobrych promptów, aż tak zaawansowana wiedza techniczna nie będzie Ci potrzebna. Skoncentrujmy się zatem na tym, co naprawdę musisz wiedzieć.


    Czym są duże modele językowe?


    Najprościej rzecz ujmując, modele LLM są usługami, które pobierają łańcuch znaków i zwracają inny łańcuch znaków: tekst wchodzi, tekst wychodzi. Tekst wejściowy przekazywany do modelu LLM jest nazywany promptem (ang. prompt), natomiast tekst wyjściowy uzupełnieniem (ang. completion) bądź też czasami odpowiedzią (ang. response; patrz rysunek 2.1).
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    Rysunek 2.1. Model LLM pobierający prompt „One, Two” i zwracający uzupełnienie „Buckle My Shoe”


    Kiedy niewytrenowany model LLM zostaje uruchomiony po raz pierwszy, jego uzupełnienia będą wyglądać jak przypadkowy zbiór symboli Unicode, pozbawiony wyraźnego związku z promptem. Aby model stał się użyteczny, musi zostać wytrenowany. Wtedy LLM nie będzie jedynie odpowiadać łańcuchami znaków na łańcuchy, ale językiem na język.


    Trenowanie modeli językowych wymaga umiejętności, mocy obliczeniowej oraz czasu znacznie przekraczających możliwości większości grup projektowych, dlatego większość aplikacji korzystających z LLM używa gotowych modeli ogólnego przeznaczenia (zwanych modelami bazowymi, ang. foundation models), które już są wytrenowane (może po lekkim dostrojeniu; więcej informacji na ten temat można znaleźć w ramce poniżej). Dlatego też nie oczekujemy, że będziesz trenował modele LLM samemu — jeśli jednak chcesz ich używać, zwłaszcza w rozwiązaniach programistycznych, to bardzo ważne jest, byś wiedział, do czego używany model został wytrenowany.


    
      
        
      

      
        
          	
            Czym jest dostrajanie?


            Trenowanie modeli LLM wymaga zastosowania wielu danych oraz znacznych mocy obliczeniowych, jednak wiele podstawowych efektów tego treningu, takich jak reguły języka angielskiego, nie różni się znacząco pomiędzy poszczególnymi zbiorami treningowymi. Dlatego też bardzo często trenowanie modeli LLM nie zaczyna się od przysłowiowego „zera”, lecz od wykorzystania kopii innego modelu, który, prawdopodobnie, został wytrenowany na innych dokumentach.


            Na przykład wczesne wersje modelu OpenAI Codex (modelu LLM generującego kod źródłowy, który został opracowany na potrzeby projektu GitHub Copilot) były kopiami istniejącego modelu (GPT-3, modelu LLM do pracy z językiem naturalnym) dostrojonymi na kodach źródłowych opublikowanych w serwisie GitHub.


            Dysponując takim modelem wytrenowanym na zbiorze danych A i dostrojonym na zbiorze danych B, powinieneś pisać prompty tak, jak gdyby model od razu był trenowany na zbiorze B. Tym zagadnieniem zajmiemy się dokładniej w rozdziale 7.

          
        

      
    


    Modele LLM są trenowane przy użyciu ogromnych zbiorów dokumentów (będących właściwie łańcuchami znaków), nazywanych zbiorami treningowymi (ang. training sets). Rodzaj tych dokumentów zależy od celu modelu LLM (patrz rysunek 2.2). Zbiór treningowy to często mieszanka różnych danych wejściowych, takich jak książki, artykuły, konwersacje pobrane z takich platform tak Reddit czy też kody opublikowane w serwisach takich jak GitHub. Model ma za zadanie nauczyć się generowania danych wyjściowych, które wyglądają jak zbiór treningowy. Konkretnie rzecz ujmując, gdy model otrzymuje prompt będący początkiem dokumentu z jego zbioru treningowego, wynikowe uzupełnienie powinno być tekstem, który najprawdopodobniej stanowi kontynuację oryginalnego dokumentu. Innymi słowy, modele imitują.
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    Rysunek 2.2. Zawartość „The Pile” (https://pile.eleuther.ai/paper.pdf) popularnego otwartoźródłowego zbioru treningowego stanowiącego mieszankę literatury faktu, fantastyki, dialogów oraz innych treści pobranych z internetu


    A zatem co odróżnia model LLM od, dajmy na to, indeksu dużej wyszukiwarki pełnego danych treningowych? W końcu wyszukiwarka mogłaby świetnie poradzić sobie z zadaniem, do którego wytrenowano model LLM — dysponując początkowym fragmentem dokumentu, mogłaby znaleźć jego uzupełnienie ze 100% dokładnością. Jednak nie chodzi o to, aby wyszukiwarka jedynie naśladowała zbiór treningowy: LLM nie powinien uczyć się recytować zbioru treningowego z pamięci, lecz stosować znalezione w nim wzorce (zwłaszcza wzorce logiczne i wzorce rozumowania) do uzupełnienia dowolnych promptów, nie jedynie tych ze zbioru treningowego. Mechaniczne zapamiętywanie jest uważane za wadę. Zarówno wewnętrzna architektura modeli LLM (która zachęca do unikania konkretnych przykładów), jak i procedura trenowania (która dostarcza różnorodnych, niemonotonnych danych i mierzy sukces, używając danych, których model nie zna) mają chronić modele przed występowaniem tej wady.


    Te środki zapobiegawcze czasami zawodzą i model, zamiast uczenia się faktów i wzorców, uczy się na pamięć fragmentów tekstów — problem ten jest określany jako nadmierne dopasowanie (ang. overfitting). W gotowych modelach takie nadmierne dopasowanie na dużą skalę powinno występować raczej sporadycznie, lecz warto mieć świadomość, że sam fakt tego, że model LLM rozwiązuje problem, który napotkał podczas trenowania, nie oznacza wcale, że model poradzi sobie z podobnym problemem, którego wcześniej nie widział.


    Niemniej jednak, kiedy już poświęcisz nieco czasu na pracę z modelami LLM, zaczniesz intuicyjnie wyczuwać, jak model będzie się zachowywał podczas rozwiązywania zadań, na których był trenowany. A zatem jeśli chcesz wiedzieć, w jaki sposób mógłby zostać dokończony określony prompt, nie zadawaj sobie pytania, jak „odpowiedziałaby” na niego rozsądna osoba, a raczej jak wyglądałaby dalsza część dokumentu zaczynającego się do danego promptu.
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            Załóż, że ze zbioru treningowego wybrałeś losowy dokument. Wszystkim, co wiesz na jego temat, jest to, że zaczyna się on od podanego promptu. Jaka zatem będzie statystycznie najbardziej prawdopodobna jego kontynuacja? Właśnie takie będą wyniki wygenerowane przez model LLM.

          
        

      
    


    Kończenie dokumentu


    Oto przykład rozumowania na temat uzupełniania dokumentów. Rozważmy następujący tekst:

    Yesterday, my TV stopped working. Now, I can’t turn it on at


    Dla tekstu, który zaczyna się w ten sposób, jakie mogłoby być statystycznie najbardziej prawdopodobne dokończenie?


    
      	y2ior3w


      	Thursday.


      	all.

    


    Żadne z tych uzupełnień nie jest całkowicie niemożliwe. Czasami kot przebiegnie po klawiaturze i wygeneruje uzupełnienie z punktu 1., innym razem zdanie zostanie przekręcone podczas redagowania tekstu i pojawi się słowo z punktu 2. Jednak zdecydowanie najbardziej prawdopodobną kontynuacją jest słowo z punktu 3. i prawie wszystkie modele językowe wybiorą właśnie ją.


    Przyjmijmy tę trzecią odpowiedź jako punkt wyjścia i pozwólmy modelowi LLM działać dalej:

    Yesterday, my TV stopped working. Now, I can’t turn it on at all.


    Dla tekstu rozpoczynającego się w ten sposób jakie jest statystycznie najbardziej prawdopodobne uzupełnienie?


    
      	This is why I chose to settle down with a book tonight.


      	Shall we watch the game at your place instead?


      	\n

    

    \n


    First, try unplugging the TV from the wall and plugging it back in.



    Cóż, wszystko zależy od zbioru treningowego. Załóżmy, że model LLM został wytrenowany na zbiorze tekstów narracyjnych, takich jak opowiadania, powieści, artykuły z czasopism i gazet. W takim przypadku uzupełnienie z punktu a), mówiące o czytaniu książki, wydaje się bardziej prawdopodobne niż pozostałe. Chociaż zdanie o telewizorze, a następnie pytanie z punktu b) mogłoby pojawić się gdzieś w środku opowiadania, to raczej mało prawdopodobne, aby cała historia zaczynała się od tego pytania, a przynajmniej nie bez początkowego cudzysłowu („). Dlatego jest mało prawdopodobne, aby model wytrenowany na krótkich opowiadaniach wybrał uzupełnienie z punktu b).


    Jednak gdy do zbioru treningowego dodamy e-maile i transkrypcje rozmów, to opcja b) nagle stanie się bardzo prawdopodobna. W rzeczywistości wymyśliłem obie te opcje — to trzecia z nich została wygenerowana przez prawdziwy model LLM (a konkretnie przez model text-davinci-003 od OpenAI, będący wariantem GPT-3), naśladując porady i rozmowy z obsługą klienta, które licznie występują w jego zbiorze treningowym.


    Pojawia się tu pewien motyw: im lepiej znasz dane treningowe, tym lepszą intuicję co do prawdopodobnych wyników modelu LLM wytrenowanego na tych danych będziesz w stanie wykształcić. Wiele komercyjnych modeli językowych nie ujawnia swoich danych treningowych — wybór odpowiedniego zestawu treningowego stanowi istotną część „tajnego składnika” decydującego o sukcesie modelu. Pomimo to zazwyczaj możliwe jest sformułowanie sensownych przypuszczeń co do rodzaju dokumentów, z jakich składał się zestaw treningowy.


    Myślenie człowieka a przetwarzanie danych przez modele językowe


    Model językowy wybiera najbardziej prawdopodobną kontynuację, co znacząco różni się od niektórych założeń robionych przez ludzi podczas czytania tekstu. Dzieje się tak, ponieważ kiedy to ludzie tworzą tekst, robią to w ramach procesu, który wykracza poza samo generowanie wiarygodnie wyglądającego tekstu. Wyobraźmy sobie, że chcesz napisać wpis na blogu o podcaście, który znalazłeś na platformie Acast. Możesz zacząć pisać tak: In their newest installment of `The rest is history`, they talk about the Hundred Years’ War (listen on acast at http://. Oczywiście nie znasz adresu URL tego podcastu na pamięć, więc w tym momencie przerywasz pisanie i robisz szybkie wyszukiwanie w internecie. Masz nadzieję, że znajdziesz właściwy link: shows.acast.com/the-rest-is-history-podcast/episodes/321-hundred-years-war-a-storm-of-swords. A może nie będziesz w stanie go znaleźć — w takim przypadku prawdopodobnie wrócisz, usuniesz cały nawias i zastąpisz go informacją (episode unfortunately not available anymore).


    Model nie może korzystać z wyszukiwarki ani edytować tekstu, więc po prostu zgaduje[1]. Co więcej, podstawowy model LLM nie wyrazi wątpliwości[2], nie doda zastrzeżenia, że to tylko przypuszczenie, ani nie pokaże żadnego innego śladu świadczącego o tym, że podana informacja jest jedynie domysłem, a nie faktyczną wiedzą — w końcu, w rzeczywistości, model zawsze zgaduje[3]. Ten konkretny domysł pojawił się akurat w momencie, w którym ludzie zazwyczaj przechodzą do innego trybu tworzenia tekstu (wyszukiwania informacji zamiast pisania pierwszych słów, które przychodzą im do głowy).


    Modele LLM są niezwykle skuteczne w naśladowaniu wszelkich wzorców, które znajdują w danych, na podstawie których tworzą przewidywania. W końcu właśnie do tego zostały wytrenowane. Dlatego jeśli wymyślą numer ubezpieczenia społecznego, będzie to ciąg wiarygodnie wyglądających cyfr, a jeśli stworzą adres URL podcastu, będzie on przypominał prawdziwy adres podcastu.


    W tym przypadku przetestowałem model text-curie-001 od OpenAI, będący mniejszą wersją GPT-3. Ten model LLM uzupełnił adres URL w następujący sposób:

    http://www.acast.com/the-rest-is-history-episode-5-the-Hundred-Years-War-\1411-1453-with-dr-martin-kemp)


    Czy dr Martin Kemp, podany w tym adresie, to prawdziwa osoba? Może ktoś, kto zajmuje się podcastami historycznymi? A może nawet tym podcastem, o którym mówimy? Istnieje historyk sztuki o imieniu Martin Kemp z Oksfordu, choć to, czy model językowy mógłby się do niego odnosić, wydaje się bardziej problemem teorii języka niż kwestią dotyczącą modeli językowych (patrz rysunek 2.3). W każdym razie model na pewno nie wspomniał o wojnie stuletniej będącej tematem podcastu The Rest Is History.
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    Rysunek 2.3. Język ludzi odzwierciedla rzeczywistość; język modeli odzwierciedla ludzi


    Halucynacje


    Fakt, że modele LLM są trenowane jako „maszyny naśladujące dane treningowe”, ma niepożądane konsekwencje: halucynacje[4] (ang. hallucinations), czyli wyglądające przekonująco, lecz w rzeczywistości błędne informacje generowane przez model. Stanowią one powszechny problem występujący podczas korzystania z modeli LLM, i to zarówno podczas doraźnych konwersacji, jak i w ramach aplikacji.


    Ponieważ z punktu widzenia modelu halucynacje niczym nie różnią się od innych generowanych treści, polecenia w rodzaju „Nie zmyślaj” mają bardzo ograniczoną skuteczność. Zamiast tego typowym podejściem jest „skłonienie” modelu do przedstawienia jakichś dodatkowych informacji, które będzie można zweryfikować. Może to być wyjaśnienie toku rozumowania[5], obliczenie, które można wykonać niezależnie, odnośnik do źródła lub słowa kluczowe i szczegóły, które można wyszukać. Na przykład znacznie trudniej jest zweryfikować zdanie „Był kiedyś angielski król, który poślubił swoją kuzynkę” niż „Był kiedyś angielski król, który poślubił swoją kuzynkę, a mianowicie Jerzy IV, który ożenił się z Karoliną z Brunszwiku”. Najlepszym antidotum na halucynacje jest zasada „Ufaj, ale sprawdzaj” — tyle że bez zaufania.


    Halucynacje można również wywołać celowo. Jeśli w zapytaniu pojawi się odniesienie do czegoś, co nie istnieje, model językowy zazwyczaj będzie zakładał, że to coś istnieje. Bardzo rzadko można spotkać dokumenty, które zaczynają się od błędnych stwierdzeń, a następnie, w połowie tekstu, je korygują. Dlatego model zwykle przyjmuje, że treść zapytania jest prawdziwa — zjawisko to znane jest jako tendencyjność prawdy (ang. truth bias).


    Tę skłonność modeli do uznawania stwierdzeń za prawdziwe możemy wykorzystać. Jeśli chcesz, aby model ocenił hipotetyczną lub kontrfaktyczną sytuację, nie musisz mówić: „Wyobraź sobie, że jest rok 2030 i neandertalczycy zostali wskrzeszeni”. Wystarczy zacząć od stwierdzenia: „Jest rok 2031, minął pełny rok od wskrzeszenia pierwszych neandertalczyków”.
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            Jeśli masz dostęp do modelu LLM generującego uzupełnienia (czyli do samego modelu, a nie do interfejsu konwersacyjnego takiego jak ChatGPT), może to być dobra okazja, aby wypróbować kilka tak zwanych promptów „na niby”.


            Podobnie jak w przedstawionym wcześniej przykładzie z wskrzeszonymi neandertalczykami, takie prompty „na niby” pozwalają uzyskać odpowiedzi na hipotetyczne pytania nie poprzez bezpośrednie ich zadawanie, lecz przez zasugerowanie, że dana fikcyjna sytuacja faktycznie miała miejsce.


            Porównaj sugestię z odpowiedzią konwersacyjnego modelu LLM. Czym one się różnią?

          
        

      
    


    Jednakże tendencyjność prawdy, którą cechują się modele LLM, może także być niebezpieczna. Dotyczy to w szczególności zastosowań programistycznych. Podczas tworzenia promptów programistycznych bardzo łatwo jest popełnić błąd i wprowadzić elementy sprzeczne z faktami lub bezsensowne. Człowiek czytający taki prompt mógłby odłożyć kartkę, unieść brwi i zapytać: „Poważnie?”. Model LLM nie ma takiej możliwości. Będzie starał się traktować prompt jako prawdziwy i raczej nie skoryguje błędów. Dlatego to na Tobie spoczywa odpowiedzialność za stworzenie promptów, które nie wymagają poprawek.


    Jak modele językowe postrzegają świat?


    W podrozdziale pt. „Czym są modele LLM?” dowiedziałeś się, że modele LLM przetwarzają i generują łańcuchy znaków. Warto jednak przeanalizować to stwierdzenie nieco dokładniej: jak modele LLM postrzegają te łańcuchy? Zazwyczaj myślimy o nich jako o sekwencjach znaków, ale to nie do końca odpowiada temu, co „widzi” model LLM. Potrafi on postrzegać i uwzględniać poszczególne znaki, ale nie jest to jego wrodzona umiejętność. Wymaga to od modelu czegoś na kształt głębokiego skupienia. W czasie przygotowywania niniejszej książki (czyli na jesieni 2024 roku) nawet najbardziej zaawansowane modele można wciąż zmylić pytaniami typu „Ile R jest w truskawce?” (https://www.inc.com/kit-eaton/how-many-rs-in-strawberry-this-ai-cant-tell-you.html).


    Warto zwrócić uwagę, że tak naprawdę nie czytamy ciągów znaków litera po literze. Na bardzo wczesnym etapie przetwarzania informacji przez ludzki mózg znaki są grupowane w słowa. To, co faktycznie czytamy, to właśnie słowa, a nie pojedyncze litery. Dlatego często prześlizgujemy się wzrokiem nad 
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