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    O autorach


    Paul Iusztin jest starszym inżynierem uczenia maszynowego i podejścia MLOps z ponad siedmioletnim doświadczeniem w zakresie tworzenia rozwiązań opartych na generatywnej sztucznej inteligencji, rozpoznawaniu obrazów i MLOps. Jego ostatnim osiągnięciem była praca w firmie Metaphysic, w której pełnił funkcję jednego z głównych inżynierów odpowiedzialnych za wykorzystanie w produkcji dużych sieci neuronowych. Wcześniej pracował w firmach CoreAI, Everseen i Continental. Jest założycielem Decoding ML, czyli kanału edukacyjnego poświęconego tworzeniu gotowych do użycia w środowisku produkcyjnym systemów uczenia maszynowego. Na tym kanale znajdują się posty, artykuły i kursy otwartoźródłowe, które mają pomagać innym osobom w budowaniu rzeczywistych systemów uczenia maszynowego.


    Maxime Labonne jest w firmie Liquid AI szefem działu doskonalenia modeli po etapie ich trenowania. Zrobił doktorat z uczenia maszynowego na paryskiej politechnice Institut Polytechnique de Paris i jest uznanym ekspertem Google’a z zakresu sztucznej inteligencji i uczenia maszynowego. Jako aktywny bloger ma duży wkład w społeczność otwartoźródłową, organizuje kursy dotyczące dużych modeli językowych, pracuje nad narzędziami, takimi jak LLM AutoEval, a także nad wieloma uznanymi modelami, np. NeuralDaredevil. Jest autorem wydanego przez Packt bestsellera Hands-On Graph Neural Networks Using Python.


    Chcę podziękować swojej Rodzinie i Paulowi. Wasze bezwarunkowe wsparcie i cierpliwość umożliwiły mi pracę na tą książką.


    O korektorze merytorycznym


    Rany ElHousieny jest architektem rozwiązań i menedżerem inżynierii sztucznej inteligencji z ponad dwudziestoletnim doświadczeniem w dziedzinach sztucznej inteligencji, przetwarzania języka naturalnego i uczenia maszynowego. W trakcie kariery skoncentrował się na opracowywaniu i wdrażaniu modeli sztucznej inteligencji, na przygotowaniu wielu artykułów dotyczących architektury systemów sztucznej inteligencji oraz na etycznych wdrożeniach rozwiązań z zakresu sztucznej inteligencji. Kierował przełomowymi projektami w firmach takich jak Microsoft, w których zajmował się pracami nad przetwarzaniem języka naturalnego i usługami LUIS (ang. Language Understanding Intelligent Service). Obecnie odgrywa ważną rolę w firmie Clearwater Analytics, w której przyczynia się do innowacji w branży generatywnej sztucznej inteligencji oraz wspomaganych przez sztuczną inteligencję rozwiązań z zakresu finansów i inwestycji.


    Chciałbym podziękować firmie Clearwater Analytics za dostarczenie wspierającego i rozwijającego środowiska, które sprzyjało rozwojowi i innowacjom. Wizja naszych liderów, którzy zawsze wyprzedzają najnowsze technologie, okazała się nieustannym źródłem inspiracji. Ich zaangażowanie w rozwój sztucznej inteligencji spowodowało, że moja praca w zakresie korekty niniejszej książki była niezwykle wzbogacająca. Specjalne podziękowania składam swojej Rodzinie, za nieustanne wsparcie okazane podczas tej podróży.

  


  
    Przedmowa


    Jak to często ja i Clement Delangue, współzałożyciel serwisu Hugging Face, powtarzamy, sztuczna inteligencja stała się domyślnie używanym sposobem budowania technologii.


    W ciągu minionych trzech lat byliśmy świadkami ogromnego wpływu, jaki duże modele językowe wywarły na technologię, a w kolejnych pięciu latach ten wpływ będzie jeszcze większy. Duże modele językowe trafiają do coraz większej liczby produktów i jestem przekonany, że staną się podstawą wszelkiej aktywności opartej na wiedzy i kreatywności.


    Na przykład programiści już korzystają z dużych modeli językowych i zmienili sposób tworzenia kodu źródłowego, a podczas pracy z urządzeniami koncentrują się na ogólnych celach i wykonywanych zadaniach. Muzycy studyjni używają narzędzi wspomaganych przez sztuczną inteligencję do szybszego eksplorowania przestrzeni kreatywności muzycznej. Prawnicy zaś korzystają z rozwiązań opartych na technikach RAG i ogromnych bazach danych orzecznictwa.


    W Hugging Face zawsze opowiadaliśmy się nie za przyszłością, w której tylko jedna firma bądź mała grupa naukowców kontroluje modele sztucznej inteligencji wykorzystywane następnie przez resztę populacji, lecz za przyszłością, w której jak najwięcej osób — pochodzących z różnych środowisk — będzie mogło zagłębić się w to, jak naprawdę działają najnowocześniejsze modele uczenia maszynowego.


    Maxime Labonne i Paul Iusztin odegrali kluczową rolę w tym ruchu na rzecz demokratyzacji dostępu do dużych modeli językowych — napisali tę książkę i zadbali o to, aby jak największa grupa czytelników nie tylko miała dostęp do dużych modeli językowych, ale potrafiła też je dostosować do własnych potrzeb, dostroić i efektywnie wykorzystać w rzeczywistych projektach.


    Ich praca jest niezwykle ważna i cieszę się, że ta książka trafia w ręce społeczności, ponieważ w ten sposób przyczynia się do poszerzania ludzkiej wiedzy.


    Julien Chaumond


    — współzałożyciel i CTO Hugging Face Hub


    Jako osoba, która głęboko tkwi w świecie uczenia maszynowego, z przyjemnością polecam niniejszą książkę. Ten wszechstronny przewodnik pojawił się we właściwym momencie, w którym w różnych branżach gwałtownie rośnie popyt na wiedzę z zakresu dużych modeli językowych.


    Cechą wyróżniającą tę książkę jest przyjęte podejście typu „od początku do końca”. Prowadząc czytelnika przez proces tworzenia projektu LLM Twin opartego na dużym modelu językowym, pomaga wypełnić lukę, która często pojawia się między teorią i rzeczywistą aplikacją. Autorzy poruszyli w niej wiele tematów, od inżynierii danych i dostrajania modelu po kwestie zaawansowane, takie jak potoki wykorzystujące techniki RAG i optymalizację wnioskowania.


    Jestem szczególnie pod wrażeniem nacisku, jaki położono na zasady związane z podejściami MLOps i LLMOps. Ponieważ organizacje coraz częściej decydują się na rozwiązania oparte na dużych modeli językowych, coraz większego znaczenia nabiera zrozumienie kwestii związanych z budowaniem skalowalnych, odtwarzalnych i niezawodnych systemów. Uwzględnienie strategii koordynacji i integracji z chmurą pokazuje zaangażowanie autorów, aby przedstawić czytelnikom wiedzę, którą będzie można zastosować w środowiskach produkcyjnych.


    Niezależnie od tego, czy masz doświadczenie w pracy z uczeniem maszynowym i chcesz specjalizować się w dużych modelach językowych, czy jesteś inżynierem oprogramowania, który chce wkroczyć na ten ekscytujący obszar, w niniejszej książce znajdziesz doskonałe połączenie podstawowej wiedzy i najnowszych technik. Przejrzyste wyjaśnienia, przykłady praktyczne i nacisk położony na najlepsze praktyki powodują, że jest to bezcenne źródło dla każdego, kto poważnie myśli o opanowaniu inżynierii z wykorzystaniem dużych modeli językowych.


    W czasach, w których sztuczna inteligencja z zawrotną szybkością wdziera się do różnych branż, niniejsza książka wyróżnia się jako ważny przewodnik wyjaśniający złożone arkana dużych modeli językowych. To nie jest tylko książka, to rodzaj mapy, dzięki której możesz się stać biegłym inżynierem dużych modeli językowych w obecnych branżach wspomaganych przez duże modele językowe.


    Hamza Tahir


    — współzałożyciel i CTO ZenML


    Ta książka okazuje się bezcennym zasobem dla każdego, kto chciałby zrozumieć duże modele językowe. Na podstawie przykładów praktycznych i dokładnych objaśnień opartego na dużym modelu językowym projektu LLM Twin autorzy potrafią skutecznie przedstawić złożoność procesów budowania i wdrażania w środowisku produkcyjnym aplikacji wspomaganych przez duże modele językowe.


    Jedną z cech wyróżniających tę książkę jest wykorzystanie projektu LLM Twin podczas prezentowania przykładów praktycznych. Ten projekt przedstawia postać sztucznej inteligencji opracowaną w taki sposób, by naśladowała styl pisania konkretnej osoby. Projekt stanowi więc namacalny przykład tego, jak duże modele językowe mogą być stosowane w rzeczywistych aplikacjach.


    Autorzy umiejętnie przedstawiają czytelnikom najważniejsze narzędzia i technologie wymagane podczas tworzenia rozwiązań wspomaganych przez duże modele językowe, takie jak Hugging Face, ZenML, Comet, Opik, MongoDB i Qdrant. Poszczególne narzędzia zostały dokładnie omówione, co niezwykle ułatwia czytelnikom zrozumienie ich przeznaczenia, sposobu działania oraz możliwości w zakresie integracji z potokiem dużego modelu językowego.


    W książce poruszono również wiele zagadnień związanych z programowaniem wykorzystującym duże modele językowe, np. zbieranie danych, dostrajanie modelu, ocenę modelu, optymalizację wnioskowania i podejście MLOps. Trzeba w tym miejscu dodać, że rozdziały dotyczące nadzorowanego dostrajania, uwzględniania preferencji i techniki RAG zawierają dokładne omówienia i spostrzeżenia na temat tych krytycznych aspektów programowania z użyciem dużych modeli językowych.


    Wartą podkreślenia mocną stroną książki jest nacisk na praktyczną implementację. Autorzy świetnie poradzili sobie z przedstawieniem przykładów praktycznych i podpowiedzi, jak zoptymalizować potoki wnioskowania i jak efektywnie wdrażać rozwiązania wspomagane przez duże modele językowe. Dlatego też książka okazuje się cennym zasobem dla badaczy i praktyków.


    Lekturę książki gorąco polecam każdemu, kto chce poznać duże modele językowe i ich praktyczne zastosowania. Dzięki dokładnemu omówieniu dostępnych narzędzi, technik i najlepszych praktyk związanych z programowaniem wykorzystującym duże modele językowe autorzy przygotowali cenny zasób, który bez wątpienia stanie się przewodnikiem dla wielu inżynierów dużych modeli językowych.


    Antonio Guilli


    — starszy dyrektor w Google’u

  


  
    Wprowadzenie


    Dziedzina dużych modeli językowych bardzo szybko stała się obszarem o znaczeniu krytycznym w branży sztucznej inteligencji i uczenia maszynowego. W miarę jak duże modele językowe rewolucjonizują przetwarzanie języka naturalnego i generowanie treści, w równie zawrotnym tempie zwiększa się zapotrzebowanie na specjalistów, którzy potrafią efektywnie implementować, optymalizować i wdrażać te modele w rzeczywistych rozwiązaniach. Inżynieria dużych modeli językowych obejmuje szeroką gamę dyscyplin, od przygotowania danych i dostrajania modeli po optymalizację wnioskowania i wdrażania w środowisku produkcyjnym. To wymaga unikatowego połączenia wiedzy z wielu obszarów: inżynierii oprogramowania, uczenia maszynowego oraz dziedziny konkretnego rozwiązania.


    Operacje uczenia maszynowego (ang. machine learning operations, MLOps) odgrywają kluczową rolę z zakończonej sukcesem implementacji dużych modeli językowych w środowiskach produkcyjnych. Podejście MLOps oznacza rozszerzenie reguł DevOps na projekty uczenia maszynowego i koncentrację na automatyzacji i dopracowaniu całego cyklu życiowego projektu uczenia maszynowego. W przypadku dużych modeli językowych praktyki MLOps okazują się szczególnie istotne ze względu na złożoność i wielkość tych modeli. To podejście pomaga zająć się wyzwaniami takimi jak zarządzanie ogromnymi zbiorami danych, obsługa wersjonowania modelu, zagwarantowanie powtarzalności i zachowanie wydajności działania modelu wraz z upływem czasu. Dzięki wykorzystaniu praktyk MLOps projekt oparty na dużym modelu językowym może osiągnąć większą wydajność, niezawodność i skalowalność, co z kolei będzie prowadziło do większego sukcesu i efektywniejszych wdrożeń.


    Niniejsza książka jest obszernym przewodnikiem, który pomoże w zastosowaniu najlepszych praktyk na nowym obszarze inżynierii dużych modeli językowych. W poszczególnych rozdziałach znajdziesz uproszczone omówienie kluczowych koncepcji, prezentację praktycznych technik oraz podpowiedzi ekspertów przydatne na każdym etapie cyklu życiowego aplikacji wspomaganej przez duży model językowy. W książce znalazło się omówienie różnorodnych tematów z tego zakresu, m.in. inżynierii danych, nadzorowanego dostrajania modelu, oceny modelu, optymalizacji wnioskowania i opracowywania rozwiązań opartych na potokach, w których zastosowano techniki RAG.


    Aby przedstawić te koncepcje w działaniu, będziesz w trakcie lektury książki pracować nad projektem o nazwie LLM Twin, którego celem jest dostarczenie rozwiązania imitującego styl pisania i osobowość pewnej osoby. Na podstawie tego projektu zobaczysz, jak można zbudować produkt o minimalnej niezbędnej funkcjonalności w celu rozwiązania konkretnego problemu, używając przy tym różnych aspektów inżynierii dużego modelu językowego i podejścia MLOps.


    Zdobędziesz obszerną wiedzę w zakresie zbierania i przygotowywania danych do pracy z dużymi modelami językowymi, dostrajania modeli do konkretnych zadań, optymalizacji wydajności działania wnioskowania, a także implementowania potoków z wykorzystaniem technik RAG. W ten sposób dowiesz się, jak ocenić wydajność działania dużego modelu językowego, jak dopasować go do oczekiwań użytkowników oraz jak wdrażać aplikacje wspomagane przez duże modele językowe. W książce zostały omówione również podstawowe praktyki i reguły podejścia MLOps, dzięki którym można budować skalowane, powtarzalne i niezawodne aplikacje wykorzystujące duże modele językowe.


    Dla kogo przeznaczona jest ta książka?


    Niniejsza książka jest przeznaczona dla szerokiej gamy specjalistów i entuzjastów zainteresowanych praktycznymi zastosowaniami dużych modeli językowych. To idealna pozycja dla inżynierów oprogramowania, którzy chcą wkroczyć do świata projektów sztucznej inteligencji. Wprawdzie przydatna będzie pewna znajomość koncepcji dotyczących tworzenia oprogramowania, ale w tekście wiele koncepcji zostało omówionych zupełnie od podstaw, co sprawia, że książka jest odpowiednia także dla czytelników, którzy dopiero stawiają pierwsze kroki w branży sztucznej inteligencji i uczenia maszynowego.


    Jeżeli masz już doświadczenie w pracy z uczeniem maszynowym, dzięki lekturze książki udoskonalisz swoje umiejętności w zakresie implementacji i wdrażania systemów wykorzystujących duże modele językowe. Znajdziesz tutaj dokładne omówienie podstaw podejścia MLOps oraz procesu tworzenia produktu o minimalnej niezbędnej funkcjonalności z użyciem otwartoźródłowego dużego modelu językowego. Budowany projekt jest przeznaczony do rozwiązywania rzeczywistych problemów.


    Co znajdziesz w tej książce?


    Rozdział 1. „Architektura i koncepcja projektu LLM Twin” zawiera wprowadzenie do projektu LLM Twin, który w książce służy jako przykład przedstawiający wspomaganą przez duży model językowy aplikację gotową do wdrożenia w środowisku produkcyjnym. W rozdziale omówiliśmy architekturę FTI, przeznaczoną do tworzenia skalowalnych systemów sztucznej inteligencji i zastosowaną również w przykładowej aplikacji LLM Twin.


    Rozdział 2. „Narzędzia i ich instalacja” pokazuje użycie Pythona, podejścia MLOps i narzędzi chmury podczas budowania rzeczywistych aplikacji wspomaganych przez duże modele językowe, takich jak przeznaczone m.in. do koordynacji zadań, śledzenia eksperymentów, monitorowania promptów i oceny dużych modeli językowych. Znajdziesz tutaj wyjaśnienie, jak można je instalować i używać ich lokalnie na potrzeby związane z opracowywaniem rozwiązania i jego testowaniem.


    Rozdział 3. „Inżynieria danych” przedstawia implementację potoku gromadzenia danych, który będzie je pobierał z wielu lokalizacji, takich jak Medium, GitHub i Substack, oraz przechowywał w postaci nieprzetworzonej w magazynach danych. W rozdziale położyliśmy nacisk na pobieranie danych ze źródeł dynamicznych zamiast ze statycznych, na potrzeby związane z budowaniem rzeczywistych aplikacji.


    Rozdział 4. „Potok wykorzystujący technikę RAG” zawiera wprowadzenie do podstawowych koncepcji, takich jak osadzenia, czysty framework techniki RAG, wektorowe bazy danych oraz optymalizacja aplikacji RAG. Zastosowanie techniki RAG odbywa się poprzez opracowanie i zaimplementowanie potoku funkcjonalności RAG projektu LLM Twin z użyciem najlepszych praktyk w zakresie tworzenia oprogramowania.


    Rozdział 5. „Nadzorowane dostrajanie modelu” przedstawia proces, w którym wytrenowane wcześniej modele językowe są przystosowywane do konkretnych zadań za pomocą par zapytanie – odpowiedź. Zawiera omówienie tworzenia wysokiej jakości zbiorów danych i implementacji technik dostrajania, takich jak pełne dostrajanie, LoRA i QLoRA, a także praktyczną prezentację dostrajania modelu Llama 3.1 8B na podstawie własnego zbioru danych.


    Rozdział 6. „Dostrajanie modelu z uwzględnieniem preferencji użytkowników” pokazuje techniki, za pomocą których modele językowe można dostosowywać do preferencji użytkowników. W rozdziale skoncentrowaliśmy się przede wszystkim na bezpośredniej optymalizacji preferencji. Znajdziesz tutaj omówienie zagadnień związanych z tworzeniem niestandardowych zbiorów danych preferencji i implementacji bezpośredniej optymalizacji preferencji oraz praktyczną prezentację dostosowania modelu TwinLlama-3.1-8B z użyciem biblioteki Unsloth.


    Rozdział 7. „Ocena dużych modeli językowych” przedstawia różne metody oceny wydajności działania modeli językowych i systemów dużych modeli językowych. Zawiera wprowadzenie do metod oceny ogólnego przeznaczenia i ściśle związanych z konkretną dziedziną, a także prezentację najpopularniejszych testów wydajności. Znajdziesz tutaj informacje na temat praktycznej oceny modelu TwinLlama-3.1-8B przeprowadzonej z użyciem wielu kryteriów.


    Rozdział 8. „Optymalizacja wnioskowania” pokazuje kluczowe strategie optymalizacji, takie jak dekodowanie spekulatywne, równoległość modelu i kwantyzacja wag. Omówiliśmy również sposoby usprawniania szybkości działania, redukcji opóźnienia i minimalizacji poziomu użycia pamięci. Ponadto znajdziesz tutaj wprowadzenie do popularnych silników wnioskowania i porównanie ich funkcjonalności.


    Rozdział 9. „Potok wnioskowania wykorzystujący technikę RAG” pomaga zrozumieć zaawansowane techniki RAG poprzez implementację metod takich jak samodzielne wykonywanie zapytań, ponowne klasyfikowanie i filtrowanie wyszukiwania wektorów od podstaw. Omawiamy zagadnienia związane z opracowaniem i zaimplementowaniem potoku wnioskowania RAG w projekcie LLM Twin oraz niestandardowy moduł pobierania, podobne do rozwiązań dostępnych w popularnych frameworkach typu LangChain.


    Rozdział 10. „Wdrożenie potoku wnioskowania” zawiera omówienie strategii wdrażania uczenia maszynowego, takich jak wnioskowanie online, asynchroniczne i wsadowe, które pomogą w opracowaniu i wdrożeniu dostrojonego modelu projektu LLM Twin do usługi AWS SageMaker oraz w zbudowaniu mikrousługi FastAPI, która umożliwi udostępnienie interfejsu potoku RAG jako API typu RESTful.


    Rozdział 11. „MLOps i LLMOps” przedstawia podejście LLMOps, którego korzenie sięgają DevOps i MLOps. W rozdziale znajdziesz wyjaśnienie, jak projekt LLM Twin wdrożyć w chmurze, np. za pomocą potoków uczenia maszynowego i AWS, jak umieścić kod w kontenerze Dockera, a także jak przygotować potok CI/CD/CT. Wyjaśnimy też kwestie związane z dodaniem warstwy monitorowania promptu do potoku wnioskowania projektu LLM Twin.


    Dodatek „Reguły MLOps” zawiera omówienie sześciu reguł MLOps używanych do budowania skalowalnych, powtarzalnych i niezawodnych aplikacji uczenia maszynowego.


    Jak zmaksymalizować korzyści z czytania tej książki?


    Aby jak najwięcej skorzystać z lektury, musisz mieć przynajmniej podstawową wiedzę z zakresu reguł i praktyk stosowanych podczas tworzenia oprogramowania. Umiejętność programowania w Pythonie okaże się szczególnie użyteczna, ponieważ zaprezentowane w tekście przykładowe fragmenty kodu zostały utworzone głównie w tym języku programowania. Wprawdzie doświadczenie w pracy z koncepcjami uczenia maszynowego będzie zaletą, ale nie jest konieczne, gdyż w książce znajdziesz dokładne wyjaśnienia wielu podstawowych koncepcji związanych ze sztuczną inteligencją i uczeniem maszynowym. Jednak dobrze jest znać podstawowe struktury danych i algorytmy oraz mieć choćby minimalne doświadczenie w pracy z API i usługami chmury.


    Przyjęliśmy założenie, że potrafisz posługiwać się systemem kontroli wersji takim jak Git — przykładowe fragmenty kodu zostały umieszczone w repozytorium GitHub. Wprawdzie książka została napisana w taki sposób, aby była użyteczna dla czytelników, którzy dopiero rozpoczynają pracę ze sztuczną inteligencją i dużymi modelami językowymi, ale jeśli masz już doświadczenie w tym zakresie, łatwiej zrozumiesz bardziej zaawansowane koncepcje i techniki omówione w tekście.


    Pobieranie przykładów kodu


    Wszystkie pliki z kodem źródłowym opisanym w tej książce są dostępne w repozytorium GitHub pod adresem https://github.com/PacktPublishing/LLM-Engineers-Handbook.


    Przyjęte konwencje


    W książce zastosowaliśmy wiele różnych stylów tekstu pozwalających na rozróżnienie poszczególnych rodzajów informacji.


    KodWTekście. Ten styl wskazuje na fragmenty kodu w tekście, nazwy tabel baz danych i dane wejściowe wprowadzone przez użytkownika. Oto przykład: „W funkcji format_samples() dla poszczególnych wiadomości zastosowaliśmy szablon czatu Alpaca”.


    Kursywa. Tym stylem oznaczyliśmy nazwy plików i katalogów, rozszerzenia plików, ścieżki dostępu, adresy URL, a także adresy w serwisie X. Oto przykład: „Następnie przejdź do katalogu configs i otwórz plik configs/end_to_end_data.yaml”.


    Blok kodu w tekście przedstawia się następująco:

    def format_samples(example):


        example["prompt"] = alpaca_template.format(example["prompt"])


        example["chosen"] = example['chosen'] + EOS_TOKEN


        example["rejected"] = example['rejected'] + EOS_TOKEN


        return {"prompt": example["prompt"], "chosen": example["chosen"], "rejected": example["rejected"]}



    Gdy będziemy chcieli zwrócić Twoją uwagę na konkretny fragment kodu, skorzystamy z pogrubienia:

    def format_samples(example):


        example["prompt"] = alpaca_template.format(example["prompt"])


        example["chosen"] = example['chosen'] + EOS_TOKEN


        example["rejected"] = example['rejected'] + EOS_TOKEN


        return {"prompt": example["prompt"], "chosen": example["chosen"], "rejected": example["rejected"]}



    Dane wejściowe wprowadzane w powłoce przez użytkownika zostały zapisane pogrubioną czcionką:

    $ poetry install --without aws



    Dane wyjściowe generowane przez program zostały przedstawione następująco:

    Installing dependencies from lock file.



    Nowe pojęcia i ważne słowa są zapisywane pogrubioną czcionką.


    Słowa widoczne na ekranie, w menu lub w oknach dialogowych są przedstawiane w tekście następująco: „W tym celu przejdź na kartę Settings w repozytorium GitHub. W panelu po lewej stronie, w sekcji Security, kliknij Secrets and Variables, a następnie Actions”.
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            Ostrzeżenia i ważne informacje pojawiać się będą w takich ramkach.
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            Wskazówki pojawiać się będą w takich ramkach.

          
        

      
    

  


  
    Rozdział 1

    Architektura i koncepcja projektu LLM Twin


    W trakcie lektury książki będziesz zajmować się procesem budowania pełnego produktu wspomaganego dużym modelem językowym (ang. large language model, LLM). Jesteśmy głęboko przekonani, że najlepszym sposobem, by poznać duże modele językowe i nauczyć się tworzyć produkty wspomagane uczeniem maszynowym (ang. machine learning, ML), jest praktyka. Wyjaśnimy, jak zbudować projekt LLM Twin, czyli postać sztucznej inteligencji, która uczy się pisać jak konkretna osoba poprzez włączenie do dużego modelu językowego jej stylu, sposobu wypowiedzi i osobowości. Posługując się tym przykładem, przedstawimy pełny cykl życiowy uczenia maszynowego, począwszy od zbierania danych, a na wdrożeniu i monitorowaniu produktu kończąc. Większość koncepcji poznanych podczas implementacji projektu LLM Twin można również zastosować w trakcie budowania innych aplikacji opartych na dużych modelach językowych lub uczeniu maszynowym.


    Gdy przystępujesz do implementacji nowego produktu, z punktu widzenia inżynierii mamy trzy etapy planowania, przez które trzeba przejść, zanim rozpocznie się budowanie rozwiązania. Pierwszy, podstawowy, to zrozumienie problemu, który ma zostać rozwiązany, i ustalenie, co ma być zbudowane. W naszym przypadku trzeba ustalić, czym dokładnie jest LLM Twin i w jakim celu ma zostać utworzony. W trakcie tego kroku należy posłużyć się wyobraźnią i odpowiedzieć na pytanie „po co?”. Na drugim etapie, w celu odzwierciedlenia rzeczywistego scenariusza, trzeba opracować pierwszą wersję produktu o minimalnej niezbędnej funkcjonalności. To oznacza konieczność jasnego zdefiniowania podstawowych funkcjonalności wymaganych do utworzenia działającego i wartościowego produktu. Wybory są dokonywane na podstawie osi czasu, zasobów i wiedzy zespołu. W tej fazie następuje wyeliminowanie luki między fantazją i koncentracją nad tym, co jest możliwe do osiągnięcia. Ostatecznie trzeba będzie sobie odpowiedzieć na następujące pytanie: „Co zamierzam zbudować?”.


    Trzeci etap to projektowanie systemu, określanie jego podstawowej architektury oraz dokonywanie wyborów projektowych, które zostaną zastosowane później w trakcie budowania systemu wspomaganego dużym modelem językowym. Zauważ, że dwa pierwsze etapy są związane przede wszystkim z produktem, podczas gdy ostatni jest ściśle techniczny i koncentruje się na udzieleniu odpowiedzi na pytanie „jak?”.


    Te trzy kroki są czymś naturalnym w procesie tworzenia produktu. Choć dwa pierwsze nie wymagają większej wiedzy z zakresu uczenia maszynowego, kluczowe znaczenie ma ich zrealizowanie, aby zrozumieć, „jak” zbudować dany produkt.


    W tym rozdziale skoncentrujemy się na następujących zagadnieniach:


    
      	koncepcja kryjąca się za aplikacją LLM Twin;


      	planowanie produktu o minimalnej niezbędnej funkcjonalności dla projektu LLM Twin;


      	budowanie systemu uczenia maszynowego z wykorzystaniem potoków cech, trenowania i wnioskowania;


      	opracowanie architektury systemu dla projektu LLM Twin.

    


    Z tego rozdziału dowiesz się dokładnie, jaki produkt będziesz budować w trakcie lektury dalszych stron książki.


    Koncepcja kryjąca się za aplikacją LLM Twin


    Pierwszym krokiem jest posiadanie jasnej wizji dotyczącej tego, co chcesz utworzyć i dlaczego warto to zrobić. Koncepcja projektu LLM Twin jest nowa. Dlatego zanim zagłębimy się w jego szczegóły techniczne, najpierw musimy wyjaśnić, czym jest ten projekt, jakie są oczekiwania względem niego i na jakiej zasadzie powinien działać. Posiadanie solidnej wiedzy dotyczącej celu projektu niezwykle ułatwia przyswojenie teorii, kodu i infrastruktury zaprezentowanej w książce.


    Czym jest projekt LLM Twin?


    Ujmując rzecz najkrócej, LLM Twin to postać sztucznej inteligencji, której styl pisania, sposób wypowiedzi i osobowość zostały zdefiniowane za pomocą dużego modelu językowego, będącego skomplikowanym modelem sztucznej inteligencji. Można powiedzieć, że jest to cyfrowa wersja Ciebie projektowana na postać dużego modelu językowego. Zamiast ogólnego dużego modelu językowego wytrenowanego na podstawie ogólnych danych pochodzących z internetu, uzyskasz produkt odzwierciedlający Ciebie. W tym miejscu trzeba pamiętać o pewnej kwestii: ponieważ model uczenia maszynowego odzwierciedla dane, na podstawie których został wytrenowany, ten duży model językowy będzie przedstawiał Twój styl pisania, wypowiedzi i osobowości. Celowo użyliśmy słowa „projektowany”. Podobnie jak w przypadku każdej innej projekcji, w przypadku tej, którą zastosujemy w budowanej aplikacji, utracimy wiele informacji. Dlatego też nie można powiedzieć, że użyty w projekcie duży model językowy dokładnie reprezentuje Ciebie. Jedynie kopiuje część Ciebie, jaką odzwierciedlają dane, na podstawie których model został wytrenowany.


    Trzeba zrozumieć, że duży model językowy odzwierciedla dane, na podstawie których został wytrenowany. Jeżeli w trakcie procesu trenowania użyjesz dzieł Szekspira, styl pisania modelu będzie przypominał styl Szekspira. Jeżeli wytrenujesz go na tekstach Billie Eilish, model będzie generować teksty piosenek w jej stylu. Mamy tutaj do czynienia z czymś, co określamy mianem transferu stylu. Ta koncepcja jest szeroko rozpowszechniona również w dziedzinie generowania obrazów, na przykład możesz wygenerować obraz w stylu Van Gogha przedstawiający kota. W naszym projekcie wykorzystamy strategię transferu stylu, przy czym zamiast wybierać osobowość, użyjemy własnej persony.


    Aby duży model językowy dostroić i dostosować do konkretnego stylu i sposobu wypowiedzi, wykorzystamy również wybrane z zaawansowanych technik RAG (ang. retrieval-augmented generation), aby uwarunkować proces autoregresji za pomocą wcześniej dodanych osadzeń.


    W rozdziale 5. znajdziesz więcej dokładnych informacji na temat dostrajania modelu, natomiast w rozdziałach 4. i 9. poznasz technikę RAG. W tym miejscu wystarczy zapoznać się z kilkoma przykładami, aby intuicyjnie zrozumieć, co mieliśmy na myśli w poprzednim akapicie.


    Oto kilka scenariuszy pokazujących, co można dostroić w dużym modelu językowym, aby stał się on Twoim bliźniakiem:


    
      	Posty opublikowane w serwisie LinkedIn i wątki w serwisie X — specjalizacja dużego modelu językowego w zakresie tworzenia treści na potrzeby mediów społecznościowych.


      	Wiadomości wymieniane z rodziną i przyjaciółmi — dostosowanie dużego modelu językowego do nieprzefiltrowanej wersji Ciebie.


      	Dokumenty i artykuły naukowe — kalibracja dużego modelu językowego w zakresie tworzenia treści formalnej i edukacyjnej.


      	Kod źródłowy — specjalizacja dużego modelu językowego pod kątem implementacji kodu źródłowego, który będzie wykonywał określone zadania.

    


    Wszystkie te scenariusze można zredukować do jednej podstawowej strategii: zebranie danych cyfrowych (lub ich fragmentów) dotyczących Ciebie oraz przekazanie ich do dużego modelu językowego za pomocą różnych algorytmów. Tak przygotowany duży model językowy odzwierciedli styl i sposób wypowiedzi zebranych danych. To całkiem łatwe, prawda?


    Niestety to rodzi wiele problemów technicznych i etycznych. Przede wszystkim mamy następującą kwestię techniczną: w jaki sposób uzyskać dostęp do tych danych? Czy dysponujesz odpowiednią ilością danych cyfrowych, aby przygotować projekcję siebie na postać dużego modelu językowego? Jakiego rodzaju dane będą przydatne? Kwestie etyczne natomiast dotyczą przede wszystkim tego, czy w porządku jest tworzenie tego rodzaju modelu. Czy chcesz utworzyć kopię siebie? Czy treść generowana przez ten model będzie odzwierciedlała Twój sposób wypowiedzi i osobowość, czy jedynie będzie próbowała ją powielać?


    Pamiętaj, że celem tego podrozdziału nie jest analizowanie pytań typu „czy?” i „jak?”, lecz raczej „dlaczego?”. Zacznijmy od wyjaśnienia, dlaczego sensowne będzie utworzenie projektu LLM Twin, dlaczego może okazać się on wartościowy i dlaczego nie należy mieć wątpliwości etycznych, o ile problem zostanie odpowiednio umiejscowiony.


    Dlaczego sensowne jest tworzenie projektu LLM Twin?


    W przypadku inżyniera (bądź innego specjalisty) budowanie własnej marki okazuje się znacznie cenniejsze niż przygotowanie standardowego CV. Jednak największy związany z tym problem polega na tym, że tworzenie treści na platformach typu LinkedIn, X czy Medium wymaga dużo czasu. Nawet jeśli tworzenie treści sprawia Ci radość, może zabraknąć Ci inspiracji lub czasu i stwierdzisz, że potrzebujesz pomocy. Nie chcemy w tym miejscu przedstawiać pełnej prezentacji, lecz jedynie wyraźnie nakreślić zasięg budowanego projektu.


    Zadanie polega na utworzeniu projektu LLM Twin, który będzie generować spersonalizowaną treść przeznaczoną do publikowania na platformach LinkedIn, X, Instagram, Substack, Medium (i innych), używając do tego Twojego stylu i sposobu wypowiedzi. Projekt nie będzie stosowany w żadnych nieetycznych scenariuszach, a jedynie ma działać w charakterze systemu typu copilot. Opierając się na wiedzy zamieszczonej w książce, możesz poprawić swoją kreatywność i zaadaptować ją do różnych przypadków użycia. Jednak my w tekście skoncentrujemy się na niszy związanej z generowaniem treści i artykułów przeznaczonych dla mediów społecznościowych. Dlatego zamiast generować treść zupełnie od początku, możesz ogólny pomysł przekazać do aplikacji LLM Twin i pozwolić jej wykonać pozostałą część pracy.


    Na koniec trzeba będzie sprawdzić, czy treść jest poprawna, i sformatować ją wedle przyjętej wizji (więcej informacji na temat konkretnych funkcjonalności aplikacji znajdziesz w dalszej części rozdziału). Zatem można stwierdzić, że zajmiesz się budową projektu LLM Twin, który będzie naśladował Ciebie i pomoże zautomatyzować proces tworzenia treści. Jeżeli przygotowany na potrzeby tego projektu duży model językowy spróbujesz zastosować w innym scenariuszu, prawdopodobnie zakończy się to niepowodzeniem. Użyty w projekcie duży model językowy będzie specjalizowany za pomocą dostrajania, inżynierii promptu (ang. prompt engineering) oraz techniki RAG.


    Dlaczego zbudowanie projektu LLM Twin ma sens? Ta aplikacja może Ci pomóc w różnych obszarach:


    
      	utworzenie własnej marki;


      	automatyzacja procesu tworzenia treści;


      	czerpanie inspiracji dla nowych, kreatywnych pomysłów.
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            Na czym polega różnica między systemem typu copilot i projektem LLM Twin?


            System typu copilot i budowany w książce projekt LLM Twin to dwie zupełnie odmienne koncepcje, które jednak współdziałają ze sobą i mogą zostać połączone w potężne rozwiązanie.


            
              	System typu copilot jest rodzajem asystenta sztucznej inteligencji, czyli narzędzia wspomagającego użytkowników w trakcie wykonywania różnych zadań związanych z programowaniem, pisaniem i tworzeniem treści.


              	Projekt LLM Twin służy jako cyfrowa reprezentacja ١:١ rzeczywistego bytu. Rozwiązania z zakresu sztucznej inteligencji są często używane do zapełnienia luki między światami fizycznym i cyfrowym. Na przykład LLM Twin to duży model językowy, który będzie wytrenowany w celu odzwierciedlenia Twojego sposobu wypowiedzi, osobowości i stylu pisania.

            


            Mając to na uwadze, asystent sztucznej inteligencji wspomagający w pisaniu i tworzeniu treści w Twoim stylu będzie Twoim copilotem w projekcie LLM Twin.

          
        

      
    


    Niezwykle istotne jest tutaj zrozumienie, że budowa projektu LLM Twin jest jak najbardziej etyczna. Użyty w tej aplikacji duży model językowy zostanie dostrojony za pomocą danych cyfrowych dotyczących jedynie Ciebie. Nie będziemy zbierać ani wykorzystywać danych należących do innych osób ani próbować w ten sposób podszywać się pod kogoś i posłużyć się jego tożsamością. Przyświeca nam jasno zdefiniowany cel: utworzenie kopii samego siebie, która ułatwi generowanie treści. Każdy czytelnik będzie miał własny projekt LLM Twin, do którego dostęp pozostanie zastrzeżony.


    Oczywiście może się pojawić wiele obaw związanych z zapewnieniem bezpieczeństwa, ale nie będziemy się nimi zajmować, ponieważ można im poświęcić oddzielną książkę.


    Dlaczego w omawianym celu nie można użyć ChatGPT (lub podobnego chatbota)?
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            Ten punkt odnosi się do ChatGPT (lub innego podobnego chatbota) jedynie w kontekście generowania spersonalizowanej treści.

          
        

      
    


    Odpowiedź na tytułowe pytanie przedstawiliśmy już wcześniej. ChatGPT nie jest spersonalizowany pod kątem Twojego stylu pisania i sposobu wypowiedzi. Ten chatbot jest bardzo ogólny i nijaki. Zachowanie oryginalnego stylu jest niezwykle ważne dla osiągnięcia długoterminowego sukcesu podczas budowania własnej marki. Dlatego użycie ChatGPT lub Gemini nie zapewni optymalnych rezultatów. Nawet jeśli nie widzisz problemu w dostarczaniu niespersonalizowanej treści, bezrefleksyjne używanie materiałów wygenerowanych przez ChatGPT może prowadzić do następujących rezultatów:


    
      	Wprowadzanie w błąd ze względu na halucynacje. Sprawdzanie wyników pod kątem halucynacji ręcznie bądź za pomocą opracowanych przez podmioty zewnętrzne narzędzi przeznaczonych do analizy otrzymanych wyników jest procesem żmudnym i nieproduktywnym.


      	Żmudne ręczne przygotowywanie promptów. Konieczne będzie ręczne przygotowywanie promptów i wprowadzanie informacji zewnętrznych, co okazuje się męczącym zadaniem. Ponadto istnieje małe prawdopodobieństwo powtarzalności wygenerowanych odpowiedzi w różnych sesjach, co będzie wynikało z braku pełnej kontroli nad promptami i dostarczanymi danymi. Przynajmniej częściowym rozwiązaniem tego problemu będzie korzystanie z API i narzędzi takich jak LangChain, choć to będzie wymagało pewnego doświadczenia w zakresie programowania.

    


    Z naszego doświadczenia wynika, że jeśli chcesz otrzymać wysokiej jakości, wartościową treść, na debugowanie wygenerowanego tekstu musisz poświęcić więcej czasu, niż zajęłoby Ci jego napisanie zupełnie od początku.


    Dla projektu LLM Twin znaczenie kluczowe mają następujące kwestie:


    
      	Jakie dane są pobierane?


      	Jak odbywa się wstępne przetworzenie danych?


      	W jaki sposób dane są przekazywane do dużego modelu językowego?


      	Jak będą łączone prompty w celu otrzymania oczekiwanych wyników?


      	W jaki sposób zostanie oceniona wygenerowana treść?

    


    Wprawdzie sam duży model językowy jest ważny, ale chcemy w tym miejscu podkreślić to, że korzystanie z interfejsu internetowego chatbota ChatGPT jest wyjątkowo uciążliwe w przypadku używania i dostarczania różnych źródeł danych bądź analizowania danych wyjściowych. Rozwiązaniem jest zbudowanie opartego na dużym modelu językowym systemu, który będzie hermetyzował i automatyzował wszystkie wymienione tutaj kroki (ich ręczne powtarzanie za każdym razem nie jest odpowiednim rozwiązaniem długoterminowym):


    
      	gromadzenie danych;


      	wstępne przetwarzanie danych;


      	magazynowanie danych oraz ich wersjonowanie i pobieranie;


      	dostrajanie dużego modelu językowego;


      	stosowanie technik RAG;


      	ocena wygenerowanej treści.

    


    Warto w tym miejscu podkreślić pewien fakt: nie odradzamy używania API GPT udostępnionego przez OpenAI, proponowany przez nas framework jest po prostu niezależny od dużego modelu językowego. Zatem jeśli będzie mógł być używany w sposób programowy i dostarcza interfejs umożliwiający dostrajanie, wówczas można go zintegrować z systemem LLM Twin, którego budową będziemy się zajmować. Kluczem do sukcesu większości produktów wykorzystujących uczenie maszynowe jest położenie nacisku na dane oraz zastosowanie architektury niezależnej od modelu. Takie podejście umożliwia szybkie eksperymentowanie z użyciem wielu modeli i konkretnych danych.


    Planowanie produktu o minimalnej niezbędnej funkcjonalności dla projektu LLM Twin


    Kiedy już wiesz, czym jest projekt LLM Twin i dlaczego zajmiemy się jego tworzeniem, kolejnym krokiem jest jasne zdefiniowanie funkcjonalności produktu. W książce skoncentrujemy się na pierwszej iteracji, często określanej mianem produktu o minimalnej niezbędnej funkcjonalności (ang. minimal viable product, MVP), aby tym samym dostosować się do naturalnego cyklu wydań, który jest stosowany w przypadku większości produktów. Naszym celem jest tutaj dopasowanie pomysłów oraz możliwych do osiągnięcia celów biznesowych, aby za pomocą dostępnych zasobów zbudować produkt. Nawet jako inżynier, gdy będziesz mieć więcej obowiązków, musisz wykonać przedstawione tutaj kroki, aby w ten sposób wypełnić lukę między potrzebami biznesowymi i możliwością zaimplementowania.


    Czym jest produkt o minimalnej niezbędnej funkcjonalności?


    Produkt o minimalnej niezbędnej funkcjonalności to wersja produktu zwierająca jedynie taką liczbę funkcjonalności, która jest wystarczająca dla wczesnych użytkowników i pozwala przetestować rentowność koncepcji produktu na początkowych etapach jego opracowywania. Celem takiej wersji jest zwykle zebranie informacji z rynku przy minimalnym wysiłku.


    Tworzenie produktu o minimalnej niezbędnej funkcjonalności to potężna strategia z następujących powodów:


    
      	Krótszy czas potrzebny do wprowadzenia produktu na rynek. Szybko udostępnij produkt, aby jak najwcześniej zyskać rozgłos i zainteresowanie.


      	Weryfikacja pomysłu. Udostępnij produkt rzeczywistym użytkownikom do przetestowania, zanim zainwestujesz w pełne prace nad nim.


      	Rozpoznanie rynku. Przekonaj się, jakie są oczekiwania grupy docelowej produktu.


      	Minimalizacja ryzyka. Zmniejsz ilość czasu i innych zasobów niezbędnych do pracy nad produktem, który może nie odnieść sukcesu rynkowego.

    


    Znaczenie kluczowe ma zapewnienie niezbędnej funkcjonalności produktu. Musi on dostarczać użytkownikom określoną pełną funkcjonalność, a nie jedynie częściowo zaimplementowaną, nawet jeśli sam produkt jest tylko w minimalnej wersji. Ten produkt musi działać i oferować dobre wrażenia jego użytkownikom, aby go pokochali, chcieli używać i zobaczyć, jaki w nim drzemie potencjał.


    Zdefiniowanie produktu o minimalnej niezbędnej funkcjonalności w projekcie LLM Twin


    Przeprowadźmy następujący eksperyment: załóżmy, że zamiast zajmować się budową projektu na potrzeby książki, chcemy przygotować rzeczywisty produkt. Jakimi dysponujemy zasobami w takiej sytuacji? Cóż, niewielkimi:


    
      	jesteśmy zespołem składającym się z trzech osób: dwóch inżynierów uczenia maszynowego i jednego badacza uczenia maszynowego;


      	mamy laptopy;


      	mamy niewielki budżet na pokrycie kosztów wytrenowania dużych modeli językowych;


      	jesteśmy pełni entuzjazmu.

    


    Jak widzisz, nie mamy zbyt wielu zasobów. Nawet jeśli to ma być jedynie eksperyment myślowy, odzwierciedla rzeczywistość większości startupów na początku ich drogi. Dlatego też trzeba dokładnie zaplanować strategię podczas definiowania produktu o minimalnej niezbędnej funkcjonalności w projekcie LLM Twin i starannie wybrać funkcje, które mają być dostępne w początkowej wersji produktu. Nasz cel jest prosty: chcemy zmaksymalizować wartość produktu w odniesieniu do wysiłku i zasobów koniecznych do jego opracowania.


    Dla zachowania prostoty decydujemy się na zaimplementowanie funkcji, dzięki którym projekt LLM Twin będzie oferował następujące możliwości:


    
      	Gromadzenie danych pochodzących z profili w serwisach LinkedIn, Medium, Substack i GitHub.


      	Dostrojenie modelu otwartoźródłowego za pomocą zebranych wcześniej danych.


      	Umieszczenie danych w wektorowej bazie danych. Te dane będą później używane w połączeniu z technikami RAG.


      	Wygenerowanie postów na LinkedIna wykorzystujących:

        
          	prompty użytkownika;


          	techniki RAG w celu wielokrotnego użycia i odwoływania się do starej treści;


          	nowe posty, artykuły lub dokumenty jako dodatkowe źródła wiedzy dla dużego modelu językowego.

        

      


      	Przygotowanie prostego interfejsu internetowego przeznaczonego do współpracy z projektem LLM Twin i umożliwiającego wykonywanie następujących zadań:

        
          	konfigurowanie łączy mediów społecznościowych i wywoływanie kroku kolekcji;


          	wysyłanie promptów lub łączy do zasobów zewnętrznych.

        

      

    


    Tak będzie przedstawiał się produkt o minimalnej niezbędnej funkcjonalności w projekcie LLM Twin. Nawet jeśli to nie brzmi imponująco, konieczne jest utworzenie systemu, który będzie efektywny pod względem kosztów, skalowalny i modularny.


    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            Choć koncentrujemy się jedynie na podstawowych funkcjonalnościach projektu LLM Twin zdefiniowanych w tym podrozdziale, w trakcie budowy produktu będziemy korzystać z najnowszych osiągnięć w dziedzinie dużych modeli językowych oraz najlepszych praktyk w zakresie inżynierii oprogramowania i MLOps. Naszym celem jest pokazanie, jak opracować wspomaganą przez duży model językowy aplikację, która będzie zarówno efektywna pod kątem kosztów, jak i skalowalna.

          
        

      
    


    Dotychczas przedstawialiśmy projekt LLM Twin z perspektywy użytkownika i biznesowej. Ostatnim krokiem jest przeanalizowanie jej z perspektywy inżynierii oraz przygotowanie planu pracy, aby ustalić, jak technicznie można go zbudować. Od tej chwili będziemy koncentrować się na implementacji projektu LLM Twin.


    Budowanie systemu uczenia maszynowego z wykorzystaniem potoków cech, trenowania i wnioskowania


    Zanim zagłębimy się w szczegóły dotyczące architektury projektu LLM Twin, trzeba poznać wzorzec systemu uczenia maszynowego, który stanowi jej podstawę, określany mianem architektury FTI (ang. feature/training/inference). W tym podrozdziale zaprezentujemy ogólne omówienie projektu potoku FTI i wyjaśnimy jego wpływ na strukturę aplikacji.


    Zobacz więc, jak zastosować potoki FTI w architekturze projektu LLM Twin.


    Aspekty, jakie należy uwzględnić podczas budowania systemów uczenia maszynowego


    Budowanie gotowego do użycia w środowisku produkcyjnym systemu uczenia maszynowego to znacznie więcej niż wytrenowanie modelu. Z perspektywy inżynierii wytrenowanie modelu jest w większości przypadków najłatwiejszym krokiem. Jednak trenowanie modelu staje się skomplikowanym zadaniem podczas podejmowania decyzji związanych z wyborem poprawnej architektury i hiperparametrów. W takim przypadku mamy do czynienia nie z problemem inżynierii, lecz z problemem badawczym.


    W tym miejscu chcemy skoncentrować się na tym, jak należy projektować architekturę, która będzie gotowa do zastosowania w środowisku produkcyjnym. Wprawdzie wytrenowanie modelu o wysokiej dokładności jest niezwykle cenne, ale wytrenowanie go na podstawie jedynie statycznego zbioru danych nie prowadzi do niezawodnego wdrożenia. Konieczne jest rozważenie następujących aspektów:


    
      	Pobieranie, oczyszczanie i weryfikowanie nowych danych.


      	Dokonanie wyboru: trenowanie czy wnioskowanie.


      	Przygotowanie i udostępnianie cech we właściwym środowisku.


      	Udostępnianie modelu w sposób najefektywniejszy pod względem kosztów.


      	Wersjonowanie, śledzenie i udostępnianie zbiorów danych i modeli.


      	Monitorowanie infrastruktury i modeli.


      	Wdrażanie modeli w skalowalnej infrastrukturze.


      	Automatyzacja wdrożeń i procesu trenowania.

    


    Są to aspekty, jakie powinien rozważyć inżynier uczenia maszynowego lub MLOps. Natomiast zespół badawczy lub danologiczny jest zwykle odpowiedzialny za wytrenowanie modelu.


    Na rysunku 1.1 pokazaliśmy wszystkie komponenty, jakie według zespołu Google Cloud powinien mieć dopracowany system uczenia maszynowego, w którym wykorzystano podejście MLOps. Poza kodem uczenia maszynowego mamy jeszcze wiele innych komponentów. Pozostała część systemu składa się z komponentów związanych z konfiguracją, automatyzacją, gromadzeniem danych, weryfikacją danych, testowaniem i debugowaniem, zarządzaniem zasobami, analizą modelu, przetwarzaniem metadanych i zarządzaniem nimi, udostępnianiem infrastruktury oraz monitorowaniem. Rzecz w tym, że istnieje wiele komponentów, które trzeba wziąć pod uwagę podczas wdrażania modelu uczenia maszynowego.
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    Rysunek 1.1. Sugerowane komponenty systemu uczenia maszynowego


    Zatem ważne pytanie brzmi: jak połączyć wszystkie te komponenty w jeden homogeniczny system? Aby móc na nie odpowiedzieć, konieczne jest utworzenie szablonu dla jasno zdefiniowanego systemu uczenia maszynowego.


    Podobne rozwiązania istnieją już dla klasycznego oprogramowania. Na przykład jeśli się dokładnie przyjrzysz, dostrzeżesz, że większość aplikacji można podzielić na warstwy bazy danych, logiki biznesowej i interfejsu użytkownika. Poszczególne warstwy mogą być skomplikowane, na ile to niezbędne, choć na ogólnym poziomie architekturę standardowego oprogramowania można sprowadzić do wymienionych wcześniej trzech komponentów.


    Czy coś podobnego istnieje dla aplikacji uczenia maszynowego? Trzeba rozpocząć od przeanalizowania wcześniejszych rozwiązań i ustalenia, dlaczego nie nadają się do budowania skalowalnych systemów uczenia maszynowego.


    Problem z poprzednimi rozwiązaniami


    Na rysunku 1.2 pokazaliśmy typową architekturę, która jest stosowana w większości aplikacji uczenia maszynowego. Opiera się ona na monolitycznej architekturze wsadowej, która łączy w sobie tworzenie cech, trenowanie modelu i wnioskowanie, przy czym wszystko to odbywa się w ramach tego samego komponentu. Dzięki wykorzystaniu takiego podejścia można szybko rozwiązać jeden poważny problem w świecie uczenia maszynowego, a mianowicie wypaczenie związane z trenowaniem i udostępnianiem. Z tego rodzaju wypaczeniem mamy do czynienia, gdy cechy przekazywane do modelu są obliczane odmiennie w trakcie trenowania i wnioskowania.
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    Rysunek 1.2. Monolityczna architektura potoku wsadowego


    W tej architekturze cechy są tworzone z użyciem tego samego kodu. Zatem to oznacza automatyczne wyeliminowanie problemu z wypaczaniem podczas trenowania i udostępniania. Ten wzorzec sprawdza się świetnie w pracy z małymi danymi. Potok działa w trybie wsadowym, zgodnie z harmonogramem, a prognozy są używane przez aplikacje zewnętrzne, takie jak panel sterowania.


    Zbudowanie monolitycznego systemu wsadowego prowadzi do wielu innych problemów, z których tutaj zostały wymienione jedynie wybrane:


    
      	Cechy nie nadają się do wielokrotnego użycia (zarówno przez Twój system, jak i inne).


      	W przypadku wzrostu ilości danych konieczna będzie refaktoryzacja całego kodu, aby zapewnić obsługę rozwiązań PySpark lub Ray.


      	Trudne będzie ponowne utworzenie modułu prognozowania w znacznie bardziej efektywnym języku programowania, takim jak C++, Java lub Rust.


      	Trudne będzie współdzielenie pracy przez wiele zespołów, a także przez moduły cech, trenowania i prognozowania.


      	Niemożliwa jest zmiana technologii strumieniowania na potrzeby trenowania w czasie rzeczywistym.

    


    Na rysunku 1.3 przedstawiliśmy podobny scenariusz, ale dotyczący systemu działającego w czasie rzeczywistym. Ten przypadek użycia wiąże się z dodatkowym problemem poza wymienionymi już wcześniej. Aby wygenerować prognozy, trzeba za pomocą żądania klienta przekazać pełne informacje o stanie, by umożliwić obliczenie cech i ich przekazanie modelowi.
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    Rysunek 1.3. Bezstanowa architektura systemu działającego w czasie rzeczywistym


    Rozważ scenariusz generowania rekomendacji filmów dla użytkownika. Zamiast po prostu przekazywać identyfikator użytkownika, konieczne będzie przekazanie pełnych informacji o stanie łącznie z danymi użytkownika takimi jak imię, wiek, płeć, lista obejrzanych filmów itd. Takie podejście jest podatne na błędy, ponieważ klient musi zrozumieć, w jaki sposób uzyskać dostęp do tych danych, a ponadto jest ściśle powiązane z usługą modelu.


    Innym przykładem będzie implementacja dużego modelu językowego z obsługą techniki RAG. Dokumenty dodawane jako kontekst dla zapytania będą przedstawiały stan zewnętrzny. Jeżeli te rekordy nie byłyby przechowywane w wektorowej bazie danych, konieczne byłoby ich przekazywanie razem z zapytaniem wykonywanym przez użytkownika. W przypadku takiego rozwiązania klient musiałby wiedzieć, w jaki sposób pobierać te dokumenty i wykonywać do nich zapytania. Za antywzorzec należy uznać to, że aplikacja klienta musi wiedzieć, w jaki sposób obliczać cechy bądź uzyskiwać do nich dostęp. Jeżeli nie rozumiesz sposobu działania techniki RAG, dokładne jej wyjaśnienie znajdziesz w rozdziałach 8. i 9.


    Podsumowując: nasz problem jest związany z uzyskaniem dostępu do cech, aby można było przeprowadzać prognozowanie bez konieczności przekazywania cech razem z żądaniem klienta. Powróćmy do wcześniej wspomnianego przykładu — jak dokonywać rekomendacji filmów, opierając się jedynie na identyfikatorze użytkownika? Zapamiętaj to pytanie, ponieważ wkrótce udzielimy na nie odpowiedzi.


    Zespół Google Cloud dostarcza architekturę gotową do zastosowania w środowisku produkcyjnym. Pokazaliśmy ją na rysunku 1.4. Niestety nawet jeśli to jest możliwe do zastosowania rozwiązanie, okazuje się ono ogromnie skomplikowane i zupełnie nieintuicyjne. Będziesz mieć trudności w jego zrozumieniu, o ile nie masz dużego doświadczenia w zakresie wdrażania i obsługiwania modeli uczenia maszynowego w środowisku produkcyjnym. Równie trudne jest ustalenie, jak rozpocząć pracę od małego systemu i rozbudowywać go wraz z upływem czasu.
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    Rysunek 1.4. Automatyzacja potoku uczenia maszynowego dla CT (źródło: https://cloud.google.com/architecture/mlops-continuous-delivery-and-automation-pipelines-in-machine-learning)


    Rysunek 1.4 pochodzi z dokumentacji zamieszczonej przez Google’a pod adresem https://cloud.google.com/architecture/mlops-continuous-delivery-and-automation-pipelines-in-machine-learning i został użyty zgodnie z warunkami licencji Creative Commons 4.0 Attribution License.


    W tym miejscu do gry wkracza architektura potoku FTI. W następnym punkcie wyjaśnimy, jak wymienione wcześniej podstawowe problemy można rozwiązać za pomocą tego intuicyjnego projektu uczenia maszynowego.


    Rozwiązanie — potoki uczenia maszynowego dla systemów uczenia maszynowego


    Rozwiązanie jest oparte na utworzeniu przejrzystej i prostej mapy myśli, którą każdy zespół lub osoba może wykorzystać podczas obliczania cech, trenowania modelu i tworzenia prognoz. Ten opierający się na trzech kluczowych krokach, których wymaga każdy system uczenia maszynowego, wzorzec jest znany jako potok FTI. Czym się on różni od wcześniej prezentowanych rozwiązań?


    Omawiany w tym punkcie wzorzec sugeruje, że każdy system uczenia maszynowego można sprowadzić do trzech potoków: cech, trenowania i wnioskowania (można dostrzec podobieństwo do warstw bazy danych, logiki biznesowej i interfejsu użytkownika w przypadku form tworzenia klasycznego oprogramowania). Jest to potężne rozwiązanie, ponieważ istnieje możliwość wyraźnego zdefiniowania zasięgu i wpływu poszczególnych potoków. Ponadto łatwiej zrozumieć, jak te trzy komponenty współdziałają ze sobą. Mamy zaledwie trzy komponenty zamiast dwudziestu, jak można zobaczyć w potoku pokazanym na rysunku 1.4. Takie rozwiązanie jest więc znacznie łatwiejsze do zdefiniowania i przygotowania.


    Na rysunku 1.5 pokazaliśmy potoki cech, trenowania i wnioskowania. Przyjrzymy się każdemu z nich, aby wyjaśnić ich zasięg i wpływ.
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    Rysunek 1.5. Architektura potoku FTI


    Zanim zagłębimy się w szczegóły, musisz koniecznie zrozumieć, że poszczególne potoki są oddzielnymi komponentami, które mogą działać w oddzielnych procesach lub urządzeniach. Dlatego też każdy z tych potoków może zostać utworzony za pomocą odmiennej technologii, przez różne zespoły, a także może być zupełnie inaczej skalowany. Podstawowa koncepcja polega na tym, że projekt jest niezwykle elastyczny i zespół może go dopasować do własnych potrzeb. Ten projekt działa jako mapa myśli przeznaczona do nadawania struktury architekturze.


    Potok cech


    Ten potok pobiera nieprzetworzone dane, a następnie dostarcza cechy i etykiety, których wymaga model na potrzeby trenowania i wnioskowania. Zamiast bezpośrednio przekazywać je do modelu, cechy i etykiety są przechowywane w magazynie danych cech, którego zadanie polega na przechowywaniu, wersjonowaniu, śledzeniu i udostępnianiu cech. Dzięki umieszczeniu cech w magazynie danych zawsze mamy dostęp do informacji o stanie cech. Dlatego cechy mogą być w łatwy sposób przekazywane do potoków trenowania i wnioskowania.


    Skoro dane są wersjonowane, zawsze można mieć pewność o zachowaniu dopasowania cech w trakcie trenowania i wnioskowania. To z kolei umożliwia uniknięcie problemu z wypaczeniem cech podczas trenowania i ich udostępniania.


    Potok trenowania


    Ten potok pobiera cechy i etykiety z magazynu danych, a następnie używa ich do wytrenowania modelu bądź modeli. Gotowe modele są przechowywane w rejestrze modelu, którego rola jest podobna do magazynu danych cech, przy czym w tym przypadku to model jest najważniejszy. Zatem rejestr modelu będzie przechowywał, wersjonował, śledził i udostępniał model potokowi wnioskowania.


    Ponadto większość nowoczesnych rejestrów modeli obsługuje magazyny metadanych, które umożliwiają określanie istotnych aspektów dotyczących sposobu trenowania modelu. Najważniejsze są cechy, etykiety i ich wersje użyte do wytrenowania modelu. Dzięki temu zawsze będzie wiadomo, na podstawie których danych został wytrenowany model.


    Potok wnioskowania


    Ten potok pobiera cechy i etykiety z magazynu danych cech i wytrenowane modele z rejestru. Następnie mając te dane wejściowe, może bardzo łatwo generować prognozy, w trybie wsadowym lub w czasie rzeczywistym.


    Ten wzorzec jest niezwykle wszechstronny i do Ciebie należy decyzja, do czego zostaną wykorzystane prognozy. Jeżeli to system wsadowy, prognozy prawdopodobnie będą przechowywane w bazie danych. Natomiast w przypadku systemu działającego w czasie rzeczywistym prognozy będą przekazywane do klienta, który żądał ich wygenerowania. Ponadto cechy, etykiety i modele są wersjonowane. Bardzo łatwo można więc uaktualnić bądź wycofać wdrożenie modelu. Na przykład zawsze będzie wiadomo, że model v1 używa cech F1, F2 i F3, model v2 używa cech F2, F3 i F4 itd. Takie rozwiązanie umożliwia łatwą zmianę połączeń między modelem i cechami.


    Zalety architektury FTI


    Najważniejszą kwestią, o której należy pamiętać w kontekście potoku FTI, jest jego interfejs:


    
      	Potok cech pobiera dane, na podstawie których generuje cechy i etykiety, zapisywane później w magazynie danych cech.


      	Potok trenowania wykonuje zapytania do magazynu danych w celu pobrania cech i etykiet, a następnie generuje model, który trafia do rejestru.


      	Potok wnioskowania używa cech z magazynu danych i modelu z rejestru, aby generować prognozy.

    


    Niezależnie od tego, jak bardzo skomplikowany stanie się system uczenia maszynowego, przedstawiony tutaj interfejs pozostanie taki sam.


    Skoro znacznie lepiej rozumiesz sposób działania tego wzorca, możemy podkreślić niektóre z jego najważniejszych zalet:


    
      	Ponieważ masz tylko trzy komponenty, zrozumienie sposobu ich działania nie będzie trudne, a używanie okaże się intuicyjne.


      	Poszczególne komponenty mogą być zapisane na ich stosach technologicznych, co z kolei umożliwia szybkie ich dostosowanie do konkretnych potrzeb (np. dane big data lub strumieniowanie). Poza tym można wybrać najlepsze narzędzia do danego zadania.


      	Między trzema wymienionymi komponentami istnieje przezroczysty interfejs, zatem mogą je opracować różne zespoły (o ile zachodzi taka konieczność), co oznacza, że proces tworzenia rozwiązania jest skalowalny i łatwiejszy w zarządzaniu.


      	Poszczególne komponenty mogą być niezależnie wdrażane, skalowane i monitorowane.

    


    Ostatnią kwestią, o której należy pamiętać i dotyczącą architektury FTI, jest to, że system niekoniecznie musi się składać z jedynie trzech potoków. W większości przypadków będzie ich więcej. Na przykład potok cech może zawierać usługę odpowiedzialną za generowanie cech i usługę przeprowadzającą weryfikację danych. Potok trenowania natomiast może się składać z komponentów trenowania i oceny modelu.


    Potoki architektury FTI działają jako warstwy logiczne. Zatem każda z nich może być dowolnie złożona i składać się z wielu usług. Jednak najważniejszą kwestią jest stosowanie tego samego interfejsu, określającego sposób współdziałania potoków FTI ze sobą za pomocą magazynu danych cech i rejestru modelu. Dzięki temu poszczególne komponenty architektury FTI mogą ewoluować niezależnie — bez konieczności posiadania dokładnych informacji na temat innych komponentów i bez obaw o uszkodzenie systemu w przypadku wprowadzenia zmian.
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            Jeżeli chcesz dowiedzieć się więcej na temat wzorca potoku FTI, polecamy artykuł pod tytułem From MLOps to ML Systems with Feature/Training/Inference Pipelines napisany przez Jima Dowlinga, CEO i współzałożyciela Hopsworks (https://www.hopsworks.ai/post/mlops-to-ml-systems-with-fti-pipelines). Ten artykuł był inspiracją do powstania tego podrozdziału.

          
        

      
    


    W ten sposób wyjaśniliśmy architekturę potoku FTI. Ostatnim etapem w tym rozdziale jest ustalenie, czy tę architekturę można wykorzystać do zbudowania projektu LLM Twin.


    Opracowanie architektury systemu dla projektu LLM Twin


    W tym podrozdziale przedstawimy konkretne szczegóły techniczne związane z aplikacją LLM Twin oraz wyjaśnimy, jak można rozwiązać te kwestie poprzez opracowanie naszego systemu dużego modelu językowego za pomocą architektury FTI. Jednak zanim przejdziemy do potoków, chcemy podkreślić, że w tym kroku nie będziemy koncentrować się na narzędziach ani na stosie technologicznym. Chcemy jedynie zdefiniować ogólną architekturę systemu, która na tym etapie pozostaje niezależna od wybranego języka programowania, frameworka, platformy lub infrastruktury. Skoncentrujemy się na zasięgu poszczególnych komponentów, interfejsie i wzajemnych połączeniach. W dalszych rozdziałach przejdziemy do szczegółów związanych z implementacją i stosem technologicznym.


    Szczegóły techniczne dotyczące infrastruktury projektu LLM Twin


    Dotychczas zdefiniowaliśmy funkcjonalność projektu LLM Twin z perspektywy użytkownika końcowego. Natomiast teraz wyjaśnimy wymagania systemu uczenia maszynowego z perspektywy czysto technicznej.


    
      	W przypadku danych wymagania przedstawiają się następująco:

        
          	Pobieranie danych z serwisów LinkedIn, Medium, Substack i GitHub w sposób całkowicie automatyczny i zgodnie z harmonogramem.


          	Standaryzowanie zebranych danych i ich umieszczenie w magazynie danych.


          	Oczyszczenie nieprzetworzonych danych.


          	Przygotowanie zbiorów danych instrukcji na potrzeby dostrojenia dużego modelu językowego.


          	Podzielenie i osadzenie oczyszczonych danych. Przechowywanie danych wektorowych w wektorowej bazie danych na potrzeby ich użycia z techniką RAG.

        

      


      	W przypadku trenowania przedstawiają się one następująco:

        
          	Dostrajanie dużych modeli językowych o różnych wielkościach (7B, 14B, 30B lub 70B, czyli 7, 14, 30 lub 70 miliardów parametrów).


          	Dostrajanie za pomocą zbiorów danych instrukcji o różnych wielkościach.


          	Przełączanie między typami dużych modeli językowych (np. między Mistralem, Llamą i GPT).


          	Śledzenie i porównywanie eksperymentów.


          	Testowanie potencjalnych produkcyjnych wersji dużych modeli językowych przed ich wdrożeniem.


          	Automatyczne rozpoczynanie trenowania po udostępnieniu nowych zbiorów danych instrukcji.

        

      


      	Kod odpowiedzialny za wnioskowanie będzie miał następujące właściwości:

        
          	Interfejs API REST dla klientów przeznaczony do współpracy z LLM Twin.


          	Dostęp w czasie rzeczywistym do wektorowej bazy danych na potrzeby stosowania techniki RAG.


          	Wnioskowanie za pomocą dużych modeli językowych o różnych wielkościach.


          	Automatyczne skalowanie na podstawie żądań użytkowników.


          	Automatyczne wdrażanie dużych modeli językowych, które przeszły etap oceny.

        

      


      	System będzie obsługiwał następujące funkcjonalności LLMOps:

        
          	Wersjonowanie i wielokrotne używanie zbioru danych instrukcji.


          	Wersjonowanie i wielokrotne używanie modelu.


          	Śledzenie eksperymentów.


          	Ciągłe trenowanie, ciągła integracja i ciągłe wdrażanie (ang. continuous training, continuous integration, and continuous delivery, CT/CI/CD).


          	Monitorowanie promptu i systemu.
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            Nie przejmuj się, jeśli którekolwiek z przedstawionych wymagań technicznych wydają Ci się bez sensu. Związane z nimi szczegóły znajdziesz w dalszej części książki.

          
        

      
    


    Lista jest dość obszerna. Wprawdzie można byłoby przedstawić ją w jeszcze dokładniejszej postaci, ale w tym miejscu chcemy się skoncentrować na podstawowej funkcjonalności projektu. W trakcie implementacji poszczególnych komponentów przejdziemy do związanych z nimi wszystkich szczegółów. Natomiast teraz trzeba jeszcze zadać sobie ważne pytanie: czy jesteśmy w stanie zastosować projekt potoku FTI, aby zaimplementować zamieszczoną wcześniej listę wymagań?


    Jak opracować architekturę LLM Twin za pomocą projektu opartego na potoku FTI?


    System zostanie podzielony na cztery podstawowe komponenty. Być może zadajesz sobie pytanie w rodzaju: „Cztery? Dlaczego nie trzy, skoro projekt potoku FTI wyraźnie wspomina o trzech?”. To jest dobre pytanie, a odpowiedź na nie okazuje się całkiem prosta: poza potokami cech, trenowania i wnioskowania konieczne jest również zaimplementowanie potoku danych. Zapoznaj się z najlepszymi praktykami:


    
      	Zespół inżynierów danych zajmuje się obsługą potoku danych.


      	Zespół inżynierów uczenia maszynowego zajmuje się obsługą potoków FTI.

    


    Biorąc pod uwagę nasz cel, jakim jest zbudowanie produktu o minimalnej niezbędnej funkcjonalności z wykorzystaniem małego zespołu, konieczne będzie zaimplementowanie całej aplikacji. To obejmuje zdefiniowanie procesu zbierania danych i potoków FTI. W startupach, które nie mogą sobie pozwolić na istnienie oddzielnych zespołów zajmujących się różnymi zadaniami, bardzo często spotyka się podejście polegające na kompleksowym rozwiązywaniu problemów. Dlatego inżynierowie muszą odgrywać wiele ról, w zależności od stanu produktu. Niemniej jednak w każdym scenariuszu dokładna wiedza na temat sposobu działania systemu uczenia maszynowego jest cenna i pomaga zrozumieć pracę wykonywaną przez innych.


    Na rysunku 1.6 pokazaliśmy architekturę systemu dużego modelu językowego. Najlepszym sposobem na jej zrozumienie jest oddzielne przeanalizowanie czterech tworzących ją komponentów i wyjaśnienie, jak one działają.


    [image: schemat; opis i odwołanie do rysunku w tekście zasadniczym książki]


    Rysunek 1.6. Ogólna architektura projektu LLM Twin


    Potok zbierania danych


    Ten potok obejmuje zebranie Twoich danych z serwisów Medium, Substack, LinkedIn i GitHub. Podobnie jak w przypadku potoku danych, wykorzystamy tutaj wzorzec ETL (ang. extract, load, transform, pol. wyodrębnianie, wczytywanie, przekształcanie) w celu wyodrębnienia danych z platform mediów społecznościowych, ustandaryzowania ich i wczytania do hurtowni danych.


    
      
        
        
      

      
        
          	
            Uwaga

          
        


        
          	
            W tym miejscu trzeba wyraźnie podkreślić, że potok zbierania danych został opracowany jedynie do pobierania Twoich danych z platform mediów społecznościowych. Nie będzie miał dostępu do danych należących do innych osób. Na potrzeby przykładu zamieszczonego w naszej książce zgodziliśmy się na udostępnienie w celach edukacyjnych zebranych przez nas danych. Wykorzystywanie bez zgody danych należących do innych osób jest nieetyczne.

          
        

      
    


    Wynikiem działania tego komponentu będzie baza danych typu NoSQL, która będzie działała jako hurtownia danych. Ponieważ pracujemy z danymi tekstowymi, które z natury nie są ustrukturyzowane, tego rodzaju baza danych będzie świetnie pasowała.


    Wprawdzie baza danych typu NoSQL, taka jak MongoDB, nie jest przeznaczona do działania jako hurtownia danych, ale w naszym projekcie zostanie użyta w taki właśnie sposób. Dlaczego? Ponieważ będzie przechowywać standaryzowane, nieprzetworzone i zebrane przez różne systemy ETL dane, które są gotowe do wykorzystania w systemie uczenia maszynowego.


    Zebrane dane cyfrowe będą się zaliczać do trzech kategorii:


    
      	artykuły (Medium, Substack);


      	posty (LinkedIn);


      	kod źródłowy (GitHub).

    


    Chcemy odizolować platformę, z której pochodzą dane. Na przykład w trakcie przekazywania artykułu do dużego modelu językowego informacja o tym, że pochodzi on z serwisu Medium lub Substack, nie ma znaczenia. Adres URL artykułu źródłowego można pozostawić jako metadane umożliwiające dostarczenie odwołań. Jednak z perspektywy przetwarzania, dostrajania i używania techniki RAG dobrze jest znać typ podanych danych, ponieważ ich poszczególne kategorie muszą być przetwarzane odmiennie. Na przykład strategia podziału na fragmenty będzie inna dla posta, artykułu i kodu źródłowego.


    Ponadto dzięki grupowaniu danych według kategorii, a nie źródła, będzie można bardzo szybko dołączać dane pochodzące z innych platform, np. z X do postów lub z GitLaba do kodu źródłowego. To jest system modularny — trzeba będzie dołączyć dodatkowy ETL do potoku zbierania danych, a całość powinna działać bez konieczności dalszych modyfikacji kodu źródłowego.


    Potok cech


    Rolą tego potoku jest pobieranie nieprzetworzonych artykułów, postów i kodu źródłowego, a następnie umieszczanie ich w hurtowni danych, przetwarzanie i przekazywanie do magazynu danych cech.


    Cechy charakterystyczne wzorca FTI są już widoczne.


    Oto wybrane z niestandardowych właściwości potoku cech projektu LLT Twin:


    
      	Przetwarzanie w odmienny sposób trzech typów danych: artykułów, postów i kodu źródłowego.


      	Istnienie trzech głównych kroków przetwarzania niezbędnych do dostrojenia dużego modelu językowego i zastosowania techniki RAG: oczyszczanie, podział na części i osadzanie.


      	Utworzenie dwóch migawek danych cyfrowych, jednej po operacji oczyszczania (stosowanej na potrzeby dostrajania) i jednej po osadzeniu (używanej na potrzeby techniki RAG).


      	Używanie logicznego magazynu danych cech zamiast specjalizowanego magazynu danych cech.

    


    Warto nieco dokładniej przyjrzeć się logicznemu magazynowi danych cech. Podobnie jak w przypadku dowolnego systemu opartego na technice RAG, także tutaj jednym z centralnych elementów infrastruktury jest wektorowa baza danych. Zamiast przeprowadzać integrację z kolejną bazą danych, a konkretnie ze specjalizowanym magazynem danych cech, wykorzystamy wektorową bazę danych plus pewną logikę dodatkową, aby otrzymać wszystkie właściwości magazynu danych cech, których wymaga nasz system.


    Wektorowa baza danych nie oferuje koncepcji zbioru danych wykorzystywanych do trenowania modelu, ale może zostać użyta jako baza danych typu NoSQL. Zatem dostęp do punktów danych może odbywać się za pomocą ich identyfikatorów i nazw kolekcji. Dlatego bez konieczności odwoływania się do jakiejkolwiek logiki wyszukiwania wektorów można bardzo łatwo wykonywać zapytania do wektorowej bazy danych w celu pobierania nowych punktów danych. Pobrane dane zostaną opakowane wersjonowanym, śledzonym i możliwym do udostępniania artefaktem — więcej informacji na ten temat znajdziesz w następnym rozdziale, a na razie musisz wiedzieć, że jest to koncepcja MLOps służąca do opakowania danych i wzbogacenia ich wymienionymi wcześniej właściwościami.


    W jaki sposób pozostała część systemu będzie uzyskiwać dostęp do logicznego magazynu danych cech? Potok trenowania jako artefaktów użyje zbiorów danych instrukcji, natomiast potok wnioskowania będzie wykonywał zapytania do wektorowej bazy danych w celu pobrania dodatkowego kontekstu z użyciem technik wyszukiwania wektorowego.


    W przypadku naszego projektu okazuje się to w zupełności wystarczające z następujących powodów:


    
      	Artefakty sprawdzają się doskonale w przypadku zadań wykonywanych w trybie offline, takich jak trenowanie.


      	Wektorowa baza danych została zbudowana do użycia w trybie online, który będzie wymagany podczas wnioskowania.

    


    Jednak w kolejnych rozdziałach wyjaśnimy, jak trzy kategorie danych (artykuły, posty i kod źródłowy) są oczyszczane, dzielone na fragmenty i osadzane.


    Podsumowując: pobieramy nieprzetworzone punkty danych artykułu, posta lub kodu źródłowego, przetwarzamy je i umieszczamy w magazynie danych cech, aby stały się dostępne dla potoków trenowania i wnioskowania. Zauważ, że pozbycie się całej złożoności i skoncentrowanie jedynie na interfejsie okazuje się doskonałym dopasowaniem do wzorca FTI. Wspaniale, prawda?


    Potok trenowania


    Ten potok korzysta ze zbiorów danych instrukcji pochodzących z magazynu danych cech, używa ich do dostrojenia dużego modelu językowego, a następnie wagi dostrojonego modelu przechowuje w rejestrze. A dokładniej, gdy w logicznym magazynie danych cech pojawia się nowy zbiór danych instrukcji, będzie to wyzwalaczem dla potoku trenowania, użycia artefaktu i dostrojenia dużego modelu językowego.


    Na początkowych etapach pracy nad projektem ten krok będzie należał do zespołu zajmującego się danymi. Zadaniem zespołu będzie przeprowadzenie wielu eksperymentów w celu znalezienia najlepszego modelu i hiperparametrów dla danego rozwiązania, co odbywa się poprzez automatyczne lub ręczne dostrajanie hiperparametru. Aby porównać i wybrać najlepszy zbiór hiperparametrów, użyjemy komponentu śledzenia eksperymentu do zarejestrowania każdej wartości i ich porównywania między eksperymentami. Pozwoli to wybrać najlepsze hiperparametry, dostroić duży model językowy i zaproponować go jako kandydata na duży model językowy przeznaczony do użycia w środowisku produkcyjnym. Następnie zaproponowany duży model językowy zostanie umieszczony w rejestrze modelu. Po zakończeniu fazy eksperymentów będziemy przechowywać i wielokrotnie wykorzystywać znalezione hiperparametry, aby wyeliminować ręczne ograniczenia procesu. To z kolei umożliwi pełne zautomatyzowanie procesu trenowania, określanego mianem ciągłego trenowania.


    Testowanie potoku jest wyzwalane do przeprowadzenia znacznie dokładniejszej analizy niż podczas dostrajania. Zanim nowy model zostanie przekazany do środowiska produkcyjnego, kluczowe znaczenie ma jego ocena względem znacznie bardziej rygorystycznego zbioru testów, aby sprawdzić, czy najnowszy model kandydacki jest lepszy od tego, który aktualnie znajduje się w środowisku produkcyjnym. Jeżeli te testy zostaną zaliczone, model ostatecznie zostanie oznaczony jako zaakceptowany i wdrożony do produkcyjnego potoku wnioskowania. Nawet w przypadku w pełni zautomatyzowanego systemu uczenia maszynowego zaleca się istnienie ręcznie przeprowadzanego kroku przed zaakceptowaniem nowego modelu dla środowiska produkcyjnego. To można porównać do naciśnięcia czerwonego przycisku przed zainicjowaniem poważnej operacji, której konsekwencje mogą być poważne. Dlatego na tym etapie ekspert powinien zapoznać się z raportem wygenerowanym przez komponent testujący. Jeżeli nic nie budzi zastrzeżeń, ekspert zatwierdza model, a proces automatyzacji kontynuuje działanie.


    Szczegóły takiego komponentu będą związane z aspektami dużego modelu językowego, m.in.:


    
      	W jaki sposób zamierzasz zaimplementować potok działający niezależnie od wybranego dużego modelu językowego?


      	Jakie powinny zostać użyte techniki dostrajania?


      	Jak będzie skalowany algorytm dostrajania dużego modelu językowego i zbiorów danych o różnych wielkościach?


      	W jaki sposób spośród wielu eksperymentów będzie wybierany kandydat na duży model językowy przeznaczony do użycia w środowisku produkcyjnym?


      	Jak będzie odbywało się testowanie dużego modelu językowego w celu ustalenia, czy powinien on trafić do środowiska produkcyjnego?

    


    Podczas lektury tej książki dowiesz się, jak odpowiedzieć na wszystkie te pytania.


    Ostatnim aspektem do wyjaśnienia jest tutaj ciągłe trenowanie. Nasz projekt modułowy umożliwia szybkie wykorzystanie narzędzia koordynacji uczenia maszynowego w celu przygotowania harmonogramu i wykonywania różnych fragmentów systemu. Na przykład można przygotować harmonogram, zgodnie z którym potok zbierania danych będzie wykonywany co tydzień.


    Następnie potok cech może być uruchamiany, gdy w magazynie danych pojawią się nowe dane, a potok trenowania — po udostępnieniu nowych zbiorów danych instrukcji.


    Potok wnioskowania


    Ten potok jest ostatnim elementem układanki. Jest połączony z rejestrem modelu i logicznym magazynem danych cech. Z rejestru wczytuje dostrojony model, natomiast za pomocą logicznego magazynu danych cech uzyskuje dostęp do wektorowej bazy danych na potrzeby techniki RAG. Żądania klienta są pobierane poprzez API REST jako zapytania. Omawiany potok używa dostrojonego dużego modelu językowego i uzyskuje dostęp do wektorowej bazy danych w celu zastosowania techniki RAG i udzielania odpowiedzi na zapytania.


    Wszystkie zapytania klienta, prompty wzbogacone za pomocą techniki RAG i wygenerowane odpowiedzi są przekazywane do systemu monitorowania promptu w celu ich analizy, debugowania i lepszego zrozumienia systemu. Opierając się na konkretnych wymaganiach, system monitorowania może wywołać alarm w celu podjęcia działań w sposób ręczny bądź automatyczny.


    Na poziomie wnioskowania ten komponent stosuje się dokładnie do architektury FTI. Jednak po dokładniejszym przyjrzeniu się mu można dostrzec unikatowe cechy charakterystyczne systemu dużego modelu językowego i RAG, np.:


    
      	Klient pobierania jest używany podczas wektorowej operacji wyszukiwania na potrzeby zastosowania techniki RAG.


      	Szablony promptu są używane do mapowania zapytań i informacji zewnętrznych na dane wejściowe dla dużego modelu językowego.


      	Zastosowanie mają specjalne narzędzia do monitorowania promptu.

    


    Kilka uwag końcowych na temat projektu FTI i architektury LLM Twin


    Nie trzeba się kurczowo trzymać wymienionych w tym rozdziale reguł dotyczących wzorca FTI. To narzędzie służy do wyjaśnienia, jak powinny być projektowane systemy uczenia maszynowego. Na przykład zamiast korzystać z oddzielnego magazynu danych cech, ponieważ tak to zostało zdefiniowane we wzorcu, w naszym systemie prościej i taniej będzie użyć logicznego magazynu danych cech, opartego na wektorowej bazie danych i artefaktach. Ważna jest koncentracja na wymaganych właściwościach oferowanych przez magazyn danych cech, takich jak wersjonowany i możliwy do wielokrotnego użycia zbiór danych przeznaczonych do trenowania modelu.


    W dalszej części książki pokrótce wyjaśnimy wymagania obliczeniowe związane z poszczególnymi komponentami. W większości przypadków działanie potoków zbierania danych i cech jest oparte na komputerach wyposażonych w potężne karty graficzne, umożliwiające wczytywanie dużych modeli językowych i ich dostrajanie. Potok wnioskowania jest rozwiązaniem, które znajduje się gdzieś pośrodku. Wciąż wymaga potężnego komputera, choć jednocześnie ma mniejsze wymagania w zakresie mocy obliczeniowej niż w przypadku operacji trenowania modelu. Jednak konieczne jest jego dokładne przetestowanie, ponieważ potok wnioskowania bezpośrednio łączy się z użytkownikiem. Dlatego wielkość opóźnienia powinna być uznawana za parametr wymagany podczas określania, jak przedstawiają się wrażenia użytkownika. Stosowanie projektu FTI nie stanowi problemu. Istnieje możliwość wyboru poprawnych wymagań obliczeniowych dla poszczególnych komponentów.


    Ponadto każdy potok będzie skalowany odmiennie. Potoki danych i cech będą skalowane poziomo, na podstawie obciążenia procesora i pamięci RAM. Z kolei potok trenowania będzie skalowany pionowo poprzez dodanie kolejnych kart graficznych. Natomiast potok wnioskowania będzie skalowany poziomo na podstawie liczby żądań wykonanych przez klienta.


    Podsumowując: zaprezentowana tutaj architektura dużego modelu językowego spełnia wszystkie wymagania techniczne, które zostały wymienione na początku rozdziału. Przetwarza dane zgodnie z żądaniem, a operacja trenowania jest modułowa i może zostać szybko zaadaptowana do różnych dużych modeli językowych, zbiorów danych lub technik dostrajania. Potok wnioskowania obsługuje technikę RAG i jest udostępniony za pomocą API REST. W kwestii zgodności z podejściem LLMOps to system obsługuje wersjonowanie modelu i zbioru danych oraz umożliwia ich wielokrotne użycie. Ponadto system zawiera usługę monitorowania, a cała architektura uczenia maszynowego została zaprojektowana zgodnie z regułami CT/CI/CD.


    W ten sposób przedstawiliśmy ogólne omówienie architektury projektu LLM Twin.


    Podsumowanie


    Ten pierwszy rozdział jest niezwykle istotny dla zrozumienia celu, jaki sobie wyznaczyliśmy. Ponieważ to jest książka zorientowana na produkt i przedstawia proces kompleksowego tworzenia systemu uczenia maszynowego, bardzo ważne jest, aby na początku poznać koncepcję projektu LLM Twin. Następnie wyjaśniliśmy, czym jest produkt o minimalnej niezbędnej funkcjonalności oraz jak zaplanować taki produkt dla projektu, opierając się przy tym na dostępnych zasobach. Później przekształciliśmy naszą koncepcję na praktyczne rozwiązanie techniczne z konkretnymi wymaganiami. W tym kontekście wprowadziliśmy wzorzec projektu FTI i zaprezentowaliśmy jego rzeczywiste zastosowanie podczas projektowania systemów, które są zarówno modułowe, jak i skalowalne. Udało się zastosować wzorzec FTI podczas opracowywania architektury projektu LLM Twin i spełnić zdefiniowane wymagania techniczne.


    Podczas budowania systemów ważne jest posiadanie jasnej wizji całości. Zrozumienie sposobu, w jaki pojedynczy komponent zostanie zintegrowany z pozostałą częścią aplikacji, może okazać się niezwykle cenne w trakcie pracy nad nim. Rozpoczęliśmy od bardziej abstrakcyjnej prezentacji architektury projektu LLM Twin i skoncentrowaliśmy się przy tym na zasięgu poszczególnych komponentów, ich interfejsie i wzajemnych połączeniach między nimi.


    W kolejnych rozdziałach wyjaśnimy, jak zaimplementować i wdrożyć poszczególne komponenty. Z perspektywy podejścia MLOps dowiesz się, jak używać platformy obliczeniowej, narzędzia koordynacji, rejestru modelu, artefaktów oraz innych narzędzi i koncepcji, które będą wspomagały wszystkie najlepsze praktyki MLOps.


    Źródła


    
      	Dowling J., From MLOps to ML Systems with Feature/Training/Inference Pipelines, Hopsworks, 

      https://www.hopsworks.ai/post/mlops-to-ml-systems-with-fti-pipelines, 11 lipca 2024.


      	Dowling J., Modularity and Composability for AI Systems with AI Pipelines and Shared Storage, Hopsworks, https://www.hopsworks.ai/post/modularity-and-composability-for-ai-systems-with-ai-pipelines-and-shared-storage, 5 sierpnia 2024.


      	Joseph M., The Taxonomy for Data Transformations in AI Systems, Hopsworks, https://www.hopsworks.ai/post/a-taxonomy-for-data-transformations-in-ai-systems, 23 sierpnia 2024.


      	Google Cloud, MLOps: Continuous delivery and automation pipelines in machine learning, https://cloud.google.com/architecture/mlops-continuous-delivery-and-automation-pipelines-in-machine-learning, 28 sierpnia 2024.


      	JFrog ML (dawniej Qwak), CI/CD for Machine Learning in 2024: Best Practices to Build, Train, and Deploy, Medium, https://medium.com/infer-qwak/ci-cd-for-machine-learning-in-2024-best-practices-to-build-test-and-deploy-c4ad869824d2, 2 czerwca 2024.


      	JFrog ML (dawniej Qwak), 5 Best Open Source Tools to Build End-to-End MLOps Pipeline in 2024, Medium, https://medium.com/infer-qwak/building-an-end-to-end-mlops-pipeline-with-open-source-tools-d8bacbf4184f, 23 lipca 2024.


      	Salama K., Kazmierczak J. i Schut D., Practitioners guide to MLOps: A framework for continuous delivery and automation of machine learning, https://services.google.com/fh/files/misc/practitioners_guide_to_mlops_whitepaper.pdf, 2021.

    

  


  
    Rozdział 2

    Narzędzia i ich instalacja


    W tym rozdziale przedstawimy wszystkie najważniejsze narzędzia, których użyjemy podczas budowania projektu omówionego w książce, w szczególności podczas implementacji i wdrażania projektu LLM Twin. Na tym etapie nie planujemy dokładnej prezentacji dużego modelu językowego, techniki RAG ani koncepcji podejścia MLOps lub LLMOps. Pokrótce omówimy stos technologiczny i wymagania wstępne, aby uniknąć powtarzania się w tekście. Ponadto pokażemy, jak skonfigurować dane narzędzie, i wyjaśnimy, dlaczego je wybraliśmy. Od następnego rozdziału będziemy analizować projekt LLM Twin, a na początek zajmiemy się implementacją potoku zbierania danych z internetu.


    W pierwszej części rozdziału przedstawimy narzędzia z ekosystemu Pythona przeznaczone do zarządzania wieloma wersjami Pythona, tworzenia środowiska wirtualnego oraz instalowania wskazanych zależności niezbędnych do działania danego projektu. Prezentując te narzędzia, wyjaśnimy również, jak w systemie lokalnym zainstalować repozytorium LLM-Engineers-Handbook (okaże się przydatne, jeśli chcesz samodzielnie wypróbować zamieszczony w książce kod źródłowy), które znajdziesz w serwisie GitHub pod adresem https://github.com/PacktPublishing/LLM-Engineers-Handbook.


    Następnie omówimy wszystkie narzędzia MLOps i LLMOps, z których będziemy korzystać w trakcie budowania projektu. Rozpoczniemy od tych bardziej ogólnych, takich jak rejestr modelu, a później przejdziemy do ściśle związanych z dużym modelem językowym, takich jak narzędzia oceny dużego modelu językowego oraz monitorowania promptów. Ponadto wyjaśnimy, jak za pomocą ZenML zarządzać projektem zawierającym wiele potoków uczenia maszynowego. ZenML to rozwiązanie z zakresu koordynacji, które pomaga zapełnić lukę między uczeniem maszynowym i MLOps. Poza tym pokrótce wyjaśnimy, które bazy danych będą używane w naszym projekcie na potrzeby magazynu danych typu NoSQL i wektorowego. Dowiesz się również, jak wszystkie te komponenty mogą być uruchamiane lokalnie za pomocą Dockera. Znajdziesz też krótką prezentację usług chmury AWS i krótkie omówienie związanych z nią wybranych zagadnień, na przykład jak utworzyć użytkownika AWS i klucze dostępu oraz jak zainstalować i skonfigurować działające w powłoce narzędzie AWS, aby w sposób programistyczny przeprowadzać operacje na zasobach chmury. Na koniec omówimy platformę SageMaker i wyjaśnimy, dlaczego warto używać tego narzędzia podczas trenowania i wdrażania otwartoźródłowych dużych modeli językowych.


    Jeżeli znasz wymienione narzędzia, możesz spokojnie pominąć lekturę tego rozdziału. Informacje dotyczące instalacji projektu i przygotowania wszystkich niezbędnych komponentów zamieściliśmy również w pliku README, który znajduje się w repozytorium GitHub. Zatem zawsze masz możliwość wykorzystania tego pliku jako zwięźlejszej formy dokumentacji, gdy planujesz wykonywanie kodu podczas lektury książki.


    W tym rozdziale skoncentrujemy się na następujących zagadnieniach:


    
      	ekosystem Pythona i przygotowanie projektu;


      	narzędzia MLOps i LLMOps;


      	bazy danych do przechowywania danych niestrukturyzowanych i wektorowych;


      	przygotowanie do użycia chmury AWS.

    


    Ten rozdział pozwoli Ci dokładnie poznać narzędzia, których będziesz używać w trakcie lektury książki. Ponadto dowiesz się, jak zainstalować repozytorium LLM-Engineers-Handbook, jak skonfigurować pozostałe narzędzia, a także jak ich używać do uruchamiania kodu podczas lektury książki.


    Ekosystem Pythona i przygotowanie projektu


    Każdy projekt Pythona wymaga trzech podstawowych narzędzi: interpretera Pythona, zarządzania zależnościami i narzędzia do wykonywania zadań. Działanie interpretera Pythona polega na wykonywaniu projektu Pythona zgodnie z oczekiwaniami. Cały kod zamieszczony w książce został przetestowany z Pythonem 3.11.8. Interpreter Pythona można pobrać ze strony https://www.python.org/downloads/. Zachęcamy do zainstalowania dokładnie tej samej wersji (Python 3.11.8) i uruchamiania projektu LLM Twin za pomocą pyenv, ponieważ w ten sposób cały proces okaże się niezwykle prosty.


    Zamiast instalować wiele globalnych wersji Pythona, do zarządzania nimi najlepiej wykorzystać pyenv, czyli opracowaną dla Pythona wersję narzędzia, które umożliwia zarządzanie wieloma wersjami Pythona w różnych projektach. Informacje niezbędne do zainstalowania tego narzędzia znajdziesz na stronie https://github.com/pyenv/pyenv?tab=readme-ov-file#installation.


    Gdy w systemie masz już narzędzie pyenv, wymagane wydanie Pythona 3.11 możesz zainstalować za pomocą następującego polecenia:

    $ pyenv install 3.11.8



    Kolejne polecenie wyświetla listę wszystkich dostępnych wersji interpreterów Pythona, co z kolei umożliwia potwierdzenie poprawności ich instalacji:

    $ pyenv versions



    Wygenerowane zostaną dane wyjściowe podobne do tych:

    # * system


    #   3.11.8



    Aby wydanie 3.11.8 stało się domyślnie używaną wersją Pythona w całym systemie (za każdym razem gdy przejdziesz do powłoki), skorzystaj z następującego polecenia:

    $ pyenv global 3.11.8



    Jednak my zamierzamy używać Pythona 3.11.8 tylko lokalnie, w repozytorium naszego projektu. W takim przypadku trzeba rozpocząć od sklonowania repozytorium i przejścia do niego:

    $ git clone https://github.com/PacktPublishing/LLM-Engineers-Handbook.git 


    $ cd LLM-Engineers-Handbook



    W repozytorium znajduje się plik .python-version, więc narzędzie pyenv wie, że powinno pobrać wersję Pythona wskazaną w tym pliku i używać jej podczas pracy z kodem, który znajduje się w katalogu repozytorium. Aby się o tym upewnić, wydaj poniższe polecenie z poziomu katalogu repozytorium:

    $ python --version



    To powinno spowodować wygenerowanie następujących danych wyjściowych:

    # Python 3.11.8



    Aby utworzyć plik .python-version, musisz jednokrotnie wydać polecenie pyenv local 3.11.8. Po utworzeniu tego pliku narzędzie pyenv wie, że podczas pracy z kodem znajdującym się w danym katalogu powinno używać wskazanej wersji interpretera Pythona.


    Po zainstalowaniu poprawnej wersji Pythona za pomocą pyenv przechodzimy do narzędzia Poetry, którego będziemy używać jako menedżera zależności i środowisk wirtualnych.


    Poetry — menedżer zależności i środowisk wirtualnych


    Poetry to w ekosystemie Pythona jedno z najpopularniejszych narzędzi do zarządzania zależnościami i środowiskiem wirtualnym. Jednak rozpoczniemy od wyjaśnienia, czym jest menedżer zależności. W Pythonie taki menedżer umożliwia określenie, zainstalowanie, uaktualnienie i zarządzanie bibliotekami zewnętrznymi i pakietami (zależnościami), które są niezbędne do funkcjonowania projektu. Na przykład zamieszczony tutaj plik wymagań Poetry wskazuje na użycie Pythona w wersji 3.11 oraz pakietów requests i numpy:

    [tool.poetry.dependencies]


    python = "^3.11"


    requests = "^2.25.1"


    numpy = "^1.19.5"


    



    [build-system]


    requires = ["poetry-core"]


    build-backend = "poetry.core.masonry.api"



    Dzięki użyciu Poetry do przypięcia zależności zawsze masz pewność, że zainstalowane są właściwe wersje zależności, które są wymagane do działania projektu. Domyślnie Poetry zapisuje wszystkie wymagania w pliku pyproject.toml, który znajduje się w katalogu głównym repozytorium, jak możesz zobaczyć w sklonowanym wcześniej repozytorium LLM-Engineers-Handbook.


    Kolejną ogromną zaletą użycia Poetry jest to, że narzędzie to tworzy nowe środowisko wirtualne Pythona, w którym będą zainstalowane wskazane wydanie Pythona i niezbędne pakiety. Środowisko wirtualne umożliwia odizolowanie zależności projektu od globalnych zależności Pythona i innych projektów. W ten sposób masz pewność, że między projektami nie dochodzi do kolizji związanych z wersjami zainstalowanego oprogramowania. Na przykład załóżmy, że Projekt A wymaga pakietu numpy == 1.19.5, Projekt B zaś wymaga numpy == 1.26.0. Jeżeli w globalnym środowisku Pythona umieścisz obie wersje tego pakietu, nie będzie to działać, ponieważ Projekt B nadpisze instalację numpy Projektu A, co spowoduje uszkodzenie tego projektu i tym samym uniemożliwi jego działanie. Użycie narzędzia Poetry pozwala odizolować poszczególne projekty Pythona w ich środowiskach wirtualnych, posiadać własne zależności i zapobiec konfliktom między zależnościami.


    Informacje na temat sposobu instalacji Poetry znajdziesz na stronie https://python-poetry.org/docs/. W projekcie omawianym w tej książce została użyta wersja 1.8.3. Po zainstalowaniu narzędzia należy przejść do sklonowanego wcześniej repozytorium LLM-Engineers-Handbook i wydać następujące polecenie, aby pobrać niezbędne zależności Pythona:

    $ poetry install --without aws



    Działanie tego polecenie polega na zainstalowaniu wszystkich zależności dla projektu w repozytorium, które zostały wymienione w plikach pyproject.py i poetry.lock. Po zainstalowaniu pakietów można aktywować środowisko Poetry poprzez wykonanie polecenia poetry shell w powłoce. Ewentualnie wszystkie polecenia wydawane w powłoce można poprzedzać prefiksem poetry run, na przykład poetry run <konkretne-polecenie>.


    Trzeba w tym miejscu wspomnieć, że Poetry w pliku poetry.lock zapisuje konkretne wersje pakietów drzewa zależności, na podstawie definicji, które znajdują się w pliku pyproject.toml. Wprawdzie plik pyproject.toml może zawierać podany zakres wersji (na przykład requests = "^2.25.1"), ale w pliku poetry.lock zostaje zapisana konkretna wersja (requests == "2.25.1"), która została zainstalowana w środowisku. Ponadto zapisywane są konkretne wersje podzależności (czyli zależności zainstalowanych zależności), które niekoniecznie zostały wymienione w pliku pyproject.toml. Dzięki zablokowaniu w konkretnej wersji wszystkich zależności i podzależności istnienie pliku poetry.lock gwarantuje, że w trakcie każdej instalacji projektu zostaną pobrane te same wersje pakietów. Taka spójność prowadzi do przewidywalnego sposobu działania i zmniejszenia ryzyka, że pojawi się problem typu „u mnie działa”.


    Narzędziami podobnymi do Poetry są między innymi Venv i Conda, przeznaczone do tworzenia środowisk wirtualnych Pythona. Jednak te narzędzia nie oferują funkcjonalności związanej z zarządzaniem zależnościami. Dlatego trzeba będzie skorzystać z domyślnego w Pythonie pliku requirements.txt, który ma znacznie mniejsze możliwości niż plik poetry.lock. Jeszcze inną możliwością jest użycie narzędzia Pipenv, którego możliwości dorównują Poetry, ale jest ono wolniejsze, albo uv, które można uznać za utworzony w języku Rust zamiennik Poetry, co powoduje, że uv działa naprawdę szybko. To narzędzie ma duży potencjał, aby stać się zamiennikiem Poetry i warto je wypróbować (https://github.com/astral-sh/uv).


    Ostatnim elementem układanki jest narzędzie do wykonywania zadań, które służy do zarządzania wszystkimi poleceniami powłoki.


    Poe the Poet — narzędzie do wykonywania zadań


    Poe the Poet to wtyczka dla narzędzia Poetry, która służy do zarządzania niezbędnymi w projekcie poleceniami powłoki i ich wykonywania. Pomaga w zdefiniowaniu i wykonywaniu zadań w projekcie Pythona, upraszczając automatyzację i wykonywanie skryptu. Inne popularne opcje to Makefile, Invoke lub skrypty powłoki. Jednak Poe the Poet eliminuje konieczność tworzenia oddzielnych skryptów powłoki lub plików Makefile na potrzeby zarządzania zadaniami projektu. Otrzymujesz dzięki temu elegancki sposób zarządzania zadaniami z wykorzystaniem tego samego pliku konfiguracyjnego, którego Poetry już używa do obsługi zależności.


    Podczas pracy z Poe the Poet zamiast zarządzać wszystkimi poleceniami zdefiniowanymi w pliku typu README bądź w innym dokumencie, można je dodać bezpośrednio do pliku pyproject.toml i za pomocą aliasu wykonywać je w powłoce. Na przykład korzystając z Poe the Poet, można w pliku pyproject.toml zdefiniować zadania przedstawione w kolejnym fragmencie kodu:

    [tool.poe.tasks]


    test = "pytest"


    format = "black ."


    start = "python main.py"



    Następnie ich wykonanie będzie odbywało się za pomocą polecenia poe:

    $ poetry poe test


    $ poetry poe format


    $ poetry poe start



    Poe the Poet można również zainstalować jako wtyczkę Poetry:

    $ poetry self add 'poethepoet[poetry_plugin]'



    Podsumowując: aby uruchomić aplikację, trzeba użyć narzędzia, które stanowi fasadę dla wszystkich poleceń powłoki. To znacznie minimalizuje złożoność aplikacji i ułatwia współpracę, ponieważ ta fasada będzie niczym standardowo dostarczana dokumentacja projektu.


    Jeśli masz zainstalowane pyenv i Poetry, oto wszystkie polecenia, które musisz wydać, aby sklonować repozytorium oraz zainstalować zależności i Poe the Poet jako wtyczkę dla Poetry:

    $ git clone https://github.com/PacktPublishing/LLM-Engineers-Handbook.git


    $ cd LLM-Engineers-Handbook


    $ poetry install --without aws


    $ poetry self add 'poethepoet[poetry_plugin]'



    Aby projekt był w pełni przygotowany do pracy, należy jeszcze wykonać kilka kroków, takich jak umieszczenie w pliku .env danych uwierzytelniających oraz pobranie tokenów z OpenAI i Hugging Face. Jednak niniejsza książka nie jest szczegółowym przewodnikiem po instalacji projektu, więc wszystkie informacje w tym zakresie zamieściliśmy w pliku typu README w repozytorium, ponieważ będą one przydatne tylko wtedy, gdy faktycznie planujesz skorzystanie z repozytorium, które jest dostępne pod adresem https://github.com/PacktPublishing/LLM-Engineers-Handbook.


    Tak oto wyjaśniliśmy, jak zainstalować projekt Pythona. W następnym podrozdziale omówimy narzędzia MLOps, z których będziemy korzystać w książce. Jeżeli masz już doświadczenie w pracy z nimi, możesz pominąć ten podrozdział i od razu przejść do podrozdziału poświęconego bazom danych.


    Narzędzia MLOps i LLMOps


    W tym podrozdziale pokrótce przedstawimy wszystkie narzędzia MLOps i LLMOps, z których będziemy korzystać podczas pracy nad projektem, i wyjaśnimy ich rolę w budowaniu systemów uczenia maszynowego z wykorzystaniem najlepszych praktyk MLOps. W tym miejscu nie będziemy szczegółowo omawiać wszystkich komponentów MLOps, które zostaną użyte podczas budowania projektu LLM Twin, takich jak rejestr modeli i komponent koordynacji, lecz jedynie krótko wyjaśnimy, czym one są i jak z nich korzystać. Zagłębiając się w projekt LLM Twin podczas lektury książki, poznasz przykłady praktyczne zastosowania tych narzędzi. W rozdziale 11. natomiast dokładniej przedstawimy teorię kryjącą się za MLOps i LLMOps, co pozwoli połączyć wszystko w całość. Ponieważ MLOps i LLMOps to wysoce praktyczne dziedziny, wyjaśnienie teorii tych aspektów pozostawimy na koniec. Zrozumienie tych zagadnień będzie znacznie łatwiejsze po zapoznaniu się z przykładem implementacji projektu LLM Twin.


    Celem tego podrozdziału nie jest również dokładne przedstawienie sposobu konfigurowania poszczególnych narzędzi. Koncentrujemy się tutaj przede wszystkim na zastosowaniu każdego z narzędzi oraz na przedstawieniu ich najważniejszych funkcjonalności, z których będziemy korzystać w trakcie pracy nad projektem.


    Za pomocą Dockera można bardzo szybko uruchomić całą infrastrukturę lokalnie. Jeżeli chcesz samodzielnie wykonywać kroki przedstawione w książce, to po wykonaniu następujących trzech prostych kroków możesz samodzielnie zająć się hostingiem aplikacji:


    
      	Zainstaluj Dockera w wersji 27.1.1 lub nowszej.


      	W pliku .env umieść niezbędne dane uwierzytelniające, zgodnie z informacjami zamieszczonymi w pliku README.


      	Wydaj polecenie poetry poe local-infrastructure-up, aby uruchomić w środowisku lokalnym ZenML (http://127.0.0.1:8237/) oraz bazy danych MongoDB i Qdrant.

    


    Więcej informacji na temat lokalnego uruchamiania projektu budowanego w książce znajdziesz w pliku README repozytorium, które znajduje się pod adresem https://github.com/PacktPublishing/LLM-Engineers-Handbook. Natomiast w książce pokażemy, jak poszczególne komponenty rozwiązania można wdrożyć w chmurze.


    Hugging Face — rejestr modelu


    Rejestr modelu to scentralizowane repozytorium, które zarządza modelami uczenia maszynowego w trakcie ich cyklu życiowego. Przechowuje modele razem z ich metadanymi, historią wersji i wskaźnikami wydajności, działając tym samym jako pojedyncze 
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