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  Wstęp


  Dynamiczny rozwój dużych modeli językowych wywarł w ostatnich latach znaczny wpływ na liczne dziedziny nauki, biznes i życie codzienne. Dzięki zdolności tych modeli do generowania spójnych oraz kontekstowo adekwatnych wypowiedzi, rozwiązania dotychczas oparte wyłącznie na regułach, zyskały elastyczność i adaptatywność. Modele językowe potrafią bowiem rozumować, wnioskować oraz reagować na sytuacje, których nie przewidziano na etapie projektowania. W efekcie tych zmian wyłonił się nowy rodzaj oprogramowania — agenci AI, w których model językowy pełni rolę reasoning engine, umożliwiając im analizowanie różnorodnych sytuacji, wnioskowanie, korzystanie z narzędzi, zapamiętywanie oraz, co najważniejsze, uczenie się. Dzięki tym zdolnościom agenci AI mogą być wykorzystywani w wielu dziedzinach, również w środowisku biznesowym. Ich potencjalne zastosowania mogą obejmować spersonalizowaną obsługę klienta, automatyzację procesów biznesowych, zaawansowaną analitykę biznesową, a także wsparcie ludzi pracujących w różnych działach. Wykorzystanie agentów AI może przynieść firmom wymierne oszczędności, ułatwić podejmowanie decyzji oraz, w konsekwencji, zapewnić trwałą przewagę konkurencyjną.


  Celem niniejszego opracowania jest wyjaśnienie istoty agentów bazujących na modelach językowych oraz omówienie ich najważniejszych architektur — od prostych i wyspecjalizowanych, po złożone konfiguracje zakładające współdziałanie wielu różnych agentów. Ponadto przedstawione zostaną potencjalne zastosowania wybranych konfiguracji w realiach quasi-biznesowych. Struktura monografii odzwierciedla taki układ poprzez opisanie po kolei i szczegółowo tych właśnie zagadnień. W rozdziale pierwszym omówiono rozwój modeli językowych i istotę bazujących na nich agentów, a następnie scharakteryzowano biblioteki LangChain (i jej rozwinięcie — LangGraph) oraz AutoGen. Skupiono się na tych bibliotekach, ponieważ pozwalają one tworzyć zróżnicowane i spersonalizowane konfiguracje przy zachowaniu kontroli nad poszczególnymi aspektami implementacji (zwłaszcza LangChain i LangGraph). W rozdziale drugim opisano kluczowe elementy konfiguracji agenta, począwszy od promptu i narzędzi, przez pamięć, a skończywszy na mechanizmach samodoskonalenia. W rozdziale trzecim zaprezentowano przykładowe implementacje rozwiązań wykorzystujących pojedynczych agentów (single-agent). Scharakteryzowano konfiguracje takie jak RAG Agent, Data Agent, Chat Agent oraz Graph Agent, wraz z omówieniem procesu ich projektowania, budowy oraz uruchamiania. Rozdział czwarty poszerza perspektywę o architektury wieloagentowe (multi-agent). Przedstawia ich istotę, wykorzystywane modele komunikacji, schematy przepływu pracy oraz najpopularniejsze konfiguracje: czat sekwencyjny, czat grupowy i state-flow. W rozdziale tym zaprezentowano również rozwiązania, które prawdopodobnie ukształtują działanie agentów w najbliższej przyszłości, takie jak MCP (Model Context Protocol) oraz A2A (Agent to Agent Protocol). W ostatnim, piątym, rozdziale omówiono potencjalne zastosowania czterech wybranych konfiguracji agentów: Plan-and-Execute (agenci planują działania, a następnie je realizują), Debate (agenci kompleksowo omawiają rozwiązanie), Assistant (agent wspiera zespół) oraz Teaching (układ, w którym jeden agent uczy drugiego) — oraz pokazano, jak każdą z nich można wykorzystać w różnorodnych, symulowanych scenariuszach biznesowych.


  Omawiane w monografii implementacje mają charakter demonstracyjny. Prezentowane fragmenty kodu służą zrozumieniu mechanizmów działania poszczególnych elementów konfiguracji i stanowią punkt wyjścia do tworzenia własnych rozwiązań. Choć opracowanie koncentruje się na rozwiązaniach programistycznych, zawarta w nim wiedza może być równie przydatna osobom korzystającym z platform typu no-code i low-code, takich jak n8n, Zapier, Make czy AutoGen Studio. Opisane zagadnienia, przykładowe rozwiązania oraz dobre praktyki są kluczowe z punktu widzenia zrozumienia, istoty oraz mechanizmów funkcjonowania agentów zarówno dla początkujących, jak i bardziej zaawansowanych użytkowników.


  Rozdział 1. Podstawowe zagadnienia dotyczące agentów bazujących na modelach językowych


  1.1. Istota i rodzaje agentów AI


  Idea agenta ma historyczne korzenie w rozważaniach myślicieli, takich jak Arystoteles czy Hume. W filozoficznym rozumieniu „agent” to byt posiadający przekonania, pragnienia czy cele, zdolny do intencjonalnego działania. Mianem agentów można określać ludzi, ale również inne podmioty rezydujące zarówno w świecie fizycznym, jak też wirtualnym. Co istotne, koncepcja agenta postuluje indywidualną autonomię, co przypisuje im zdolność do podejmowania decyzji, dokonywania wyborów oraz inicjowania działań, a nie jedynie do pasywnego reagowania na bodźce płynące ze środowiska [Schlosser, 2019]. Wraz z postępującą informatyzacją pojawili się również agenci funkcjonujący w ramach projektowanych wtedy systemów informatycznych. Były to algorytmy, których sposób działania został wcześniej zdefiniowany oraz zapisany w ich kodzie. Powierzone im zadania wymagały, aby posiadały one pewien niewielki poziom autonomii w ramach systemu, w którym funkcjonują [Händler, 2023].


  Pojawianie się coraz bardziej rozbudowanych systemów spowodowało, że agenci musieli również posiąść zdolność oddziaływania ze środowiskiem oraz adaptacji do zmieniających się warunków. Zatem rosnący poziom złożoności projektowanych wtedy systemów informatycznych powodował, że agenci nabywali coraz więcej zdolności oraz stawiali się coraz bardziej samodzielni. Jednakże to pojawienie się sztucznej inteligencji, a konkretnie modeli językowych (LM) spowodowało, że agenci zostali wyposażeni w zdolność rozumowania, planowania oraz używania narzędzi, co radykalnie zwiększyło ich potencjał oraz zdolności. Od tego momentu można zaobserwować wyraźny wzrost zainteresowania agentami wykorzystującymi sztuczną inteligencję do wykonywania różnorodnych działań w wielu różnych obszarach (agenci AI). Na chwilę obecną agentów AI można zdefiniować jako quasi-autonomiczne algorytmy wykazujące cechy inteligentnego zachowania, a więc potrafiące postrzegać otoczenie, uczyć się na podstawie pozyskanych informacji, podejmować decyzje ukierunkowane na osiąganie założonych celów oraz adaptować się do zmieniających się warunków. Zatem — tak rozumiany agent AI może zostać uznany za emanację filozoficznej idei agenta, osadzoną w obszarze sztucznej inteligencji, zdolną do postrzegania otoczenia, rozumowania, podejmowania decyzji oraz intencjonalnego działania.


  Biorąc pod uwagę ewolucję koncepcji agenta, można wyodrębnić następujące ich kategorie [Xi i in., 2023]:


  
    	Agenci symboliczni (symbolic agents) — agenci tego typu działają w oparciu o wcześniej określone, opisane oraz zaimplementowane w ich kodzie reguły. To powodowało, że tacy agenci mieli zdefiniowane, uporządkowane oraz transparentne mechanizmy rozumowania i działania. Ich celem było naśladowanie sposobu, w jaki myślą oraz działają ludzie. Agenci funkcjonujący w systemach eksperckich mogą stanowić przykład agentów zaliczanych do tej kategorii. Na skuteczność ich działania miało wpływ wiele ograniczeń — w szczególności problemy transdukcji oraz reprezentacji, czyli trudności związane z zamienianiem pozyskanych przez agenta danych w symbole oraz przetwarzaniem tych symboli tak, aby mogły one stanowić dla niego źródło informacji lub wiedzy. Trudno też było opracować algorytm uwzględniający wszystkie ewentualne sytuacje oraz potencjalne sposoby działania takiego agenta. A jeżeli już projektowano i uruchamiano takie złożone algorytmy (agentów), to problemem zazwyczaj była efektywność oraz szybkość ich działania.


    	Agenci reaktywni (reactive agents) — agenci tego rodzaju nie działają w oparciu o wcześniej zdefiniowane i zazwyczaj złożone reguły postępowania. Idea ich funkcjonowania opiera się na pętli: percepcja — działanie. Ich celem jest ciągła interakcja z otoczeniem, w którym działają, oraz odpowiednie (i szybkie) reagowanie na sygnały płynące z tego otoczenia bez konieczności rozumienia otaczającej ich rzeczywistości. Ich logika priorytetowo traktuje mapowanie i przekształcanie sygnałów w konkretne działania zamiast szeregu reguł rządzących ich rozumowaniem oraz działaniem. Choć agenci reaktywni wymagają mniej zasobów obliczeniowych, co pozwala na szybsze reakcje, mogą mieć istotne ograniczenia w zakresie bardziej złożonego rozumowania oraz podejmowania decyzji w trudniejszych sytuacjach. A takie wyzwania mogą napotkać, jeżeli funkcjonują w zmiennym otoczeniu. Przykładem tego typu agentów mogą być symulowane postacie w grach komputerowych czy też algorytmy sterujące dronami domowymi.


    	Agenci uczący się (learning agents) — agenci tego rodzaju mogą uczyć się poprzez interakcję z otoczeniem, użytkownikiem lub innymi agentami. Mogą stosować różne techniki uczenia się oraz schematy gromadzenia wiedzy. Najczęściej wykorzystywane są:

      
        	Uczenie ze wzmocnieniem (reinforcement learning) — pozwala agentowi poszukiwać optymalnej strategii działania poprzez eksplorację środowiska bazującą na polityce nagród i kar. Agent uczy się, jakie działania podjąć w różnych sytuacjach, aby maksymalizować sumę przyszłych nagród (q-learning). W takim modelu uczenia agent podejmuje decyzje, równoważąc eksplorację rozumianą jako podejmowanie nowych działań w celu zdobycia wiedzy o środowisku z eksploatacją już znanych akcji, które zapewniają spodziewane, wymierne korzyści [X. Chen i in., 2019].


        	Uczenie się poprzez transfer wiedzy (transfer learning) — polega na wykorzystaniu doświadczenia zdobytego przez agenta podczas realizacji jednego zadania lub w pracy w określonym środowisku w celu nabycia zdolności wykonywania nowych, ale pokrewnych zadań lub działania w odmiennych środowiskach. Wykorzystując tę technikę uczenia, agent nie musi zaczynać nauki od początku, ale może korzystać z wcześniej zdobytej i już posiadanej wiedzy. Technika ta jest szczególnie przydatna, gdy nowe zadania przypominają te realizowane wcześniej, ponieważ zmniejsza nakład pracy potrzebny do ich przygotowania oraz umożliwia wykorzystanie nabytych wcześniej przez agenta zdolności oraz umiejętności [Castagna i Dusparic, 2021].


        	Uczenie się poprzez rozwijanie strategii uczenia się (meta learning) — polega na tym, że agent uczy się, jak się uczyć. Dokonuje tego poprzez analizę dotychczas wykorzystywanych metod, a następnie opracowuje własną (jego zdaniem optymalną) strategię nauki. Dzięki temu jest w stanie szybko dostosowywać swoje umiejętności do nowych zadań, wykorzystując strategie uczenia się przygotowane na bazie zgromadzonej wiedzy i wcześniejszych doświadczeń. Technika ta umożliwia agentowi adaptację posiadanych umiejętności do różnych środowisk oraz nowych zadań bez konieczności rozpoczynania procesu nauki od początku za każdym razem, gdy agent mierzy się z nowym zadaniem lub problemem.

      

    


    	Agenci bazujący na modelach językowych (LM-based agents) — agenci tego typu wykorzystują modele językowe jako reasoning engine. Nabywają wówczas zaawansowanych zdolności rozumowania i planowania — porównywalnych lub często przewyższających zdolności agentów symbolicznych. Jednocześnie, podobnie jak agenci reaktywni, mogą uczyć się na podstawie interakcji z otoczeniem. Z kolei multimodalność wykorzystywanych przez nich modeli językowych powoduje, że zwiększa się zakres percepcji agentów. Dzięki temu, wykorzystując takie modele, agenci mogą realizować zadania wymagające analizy nie tylko tekstu, lecz także obrazu czy dźwięku, a na podstawie tych danych lepiej wyciągać wnioski i uogólniać oraz generalizować [L. Wang, Ma i in., 2023; Xi i in., 2023]. Przykładami takich agentów są czatboty, wirtualni asystenci oraz softboty wykonujące w zastępstwie człowieka określone czynności, na przykład piszące kod.

  


  1.2. Rozwój modeli językowych


  Modele językowe ewoluowały od prostych modeli bazujących na metodach statystycznych do złożonych architektur wykorzystujących sieci neuronowe oraz uczenie głębokie. Zmiany te były motywowane dążeniem ludzi do tworzenia rozwiązań, które umożliwiałyby maszynom rozumienie języka naturalnego. Początkowo modele te opierały się na n-gramach, które obliczały prawdopodobieństwo pojawienia się określonej sekwencji słów w korpusie, czyli dużej bazie tekstów. Tworzenie takiego modelu rozpoczynało się od zliczania wystąpień sekwencji słów (n-gramów) o ustalonej długości. Po przeanalizowaniu przez model odpowiednio dużej ilości tekstu liczba takich wystąpień mogła być zastąpiona przez prawdopodobieństwo pojawienia się danej sekwencji słów w korpusie [Brown i in., 1992]. Umożliwiało to z kolei przewidywanie kolejnego słowa na podstawie określonej liczby wcześniejszych słów (n-1). Zaletami modeli opartych na n-gramach była prostota oraz skalowalność, co pozwalało na efektywne przetwarzanie dużych zbiorów danych tekstowych. Ograniczeniem była zaś niewielka liczba poprzednich słów, które były brane pod uwagę przy predykcji, co utrudniało modelowi uchwycenie bardziej złożonych zależności ukrytych w tekście, jak również generalizowanie. W przetwarzaniu języka naturalnego (NLP) następowało wówczas przejście od mało elastycznych rozwiązań opartych na regułach w kierunku modeli statystycznych, które analizowały strukturę języka przy pomocy miar statystycznych (częstości, normalizacji oraz prawdopodobieństwa). W latach 90. zastosowanie modeli statystycznych w przetwarzaniu języka naturalnego istotnie wzrosło, co było efektem także rosnącej dostępności tekstu w formie cyfrowej. W tworzonych wtedy modelach również wykorzystywano n-gramy, jednak modele te dysponowały większą „swobodą” w określaniu wzorców występujących w analizowanym zbiorze danych [Kneser i Ney, 1995]. Co za tym idzie, przesunięty został punkt ciężkości z metod statystycznych na rozwijanie potencjału predykcyjnego modeli.


  Kamieniem milowym w rozwoju modeli językowych było zastosowanie rekurencyjnych sieci neuronowych (Recurrent Neural Network, RNN) oraz ich modyfikacji (Long Short-Term Memory, LSTM). Ich wykorzystanie pozwalało modelom na zapamiętywanie wzorców zidentyfikowanych w analizowanych zbiorach danych, w tym również tych zawierających dane w innych niż tekst formatach [Hochreiter i Schmidhuber, 1997]. Rozwiązania te również posiadały swoje ograniczenia związane z mało efektywnym mechanizmem zapamiętywania, co skutkowało problemami z optymalnym wykorzystaniem dostępnych zasobów pamięci. Pojawienie się koncepcji mechanizmu uwagi (attention mechanism) pozwoliło w znaczącym stopniu wyeliminować ograniczenia tradycyjnych RNN oraz LSTM. Rekurencyjne sieci neuronowe (oraz ich modyfikacje) przetwarzały zdania za pomocą wektora kontekstu o stałym rozmiarze, który próbował zmagazynować wszystkie informacje ze zdania wejściowego, niezależnie od jego długości. W przeciwieństwie do tego — mechanizm uwagi pozwala modelom odnosić się do całej wejściowej sekwencji tekstu, wybierając, na podstawie ich istotności, różne jej fragmenty na każdym etapie procesu generowania odpowiedzi [Vaswani i in., 2017].


  Przełomowa architektura modeli językowych, określana jako Transformer, dzięki wykorzystaniu przywołanego wcześniej mechanizmu uwagi oraz możliwości równoległego przetwarzania wejściowej sekwencji tekstu zrewolucjonizowała przetwarzanie języka naturalnego. W podstawowej architekturze takiego modelu obecny jest enkoder oraz dekoder. Każdy z nich składa się z wielu warstw, które zawierają mechanizmy uwagi oraz powiązane z nimi sieci neuronowe typu feed-forward. Umożliwiają one modelowi jednoczesne uwzględnianie różnych fragmentów analizowanego tekstu. W enkoderze mechanizm self-attention analizuje całą sekwencję wejściową, pozwalając każdemu tokenowi analizować pozostałe tokeny obecne w tej sekwencji, co umożliwia zidentyfikowanie ich wzajemnych powiązań. Z kolei w dekoderze oprócz mechanizmu masked self-attention, który zapewnia autoregresywne generowanie tekstu, działa również mechanizm cross-attention, pozwalający dekoderowi uwzględniać informacje z sekwencji wejściowej przetworzonej przez enkoder [Vaswani i in., 2017]. Jak już wcześniej wspomniano, mechanizmy te są wspierane przez sieci feed-forward, które wzbogacają reprezentacje dostarczone przez mechanizmy uwagi, umożliwiając modelowi skuteczniejsze rozpoznawanie wzorców i wychwytywanie niuansów zawartych w kontekście wprowadzonego do modelu fragmentu tekstu. Transformery stały się fundamentem dla kolejnych generacji modeli językowych, takich jak BERT (Bidirectional Encoder Representations from Transformers) i GPT (Generative Pre-trained Transformer), które wykorzystywały pretraining przeprowadzany na ogromnych zbiorach danych. Pozwala to nabyć tym modelom podstawową wiedzę zapisaną w tych danych oraz umożliwia późniejszy instruktaż lub doszkalanie. Kolejne lata to pojawienie się kolejnych wersji tych modeli, takich jak GPT-2, GPT-3, które dzięki sukcesywnemu zwiększaniu liczby posiadanych parametrów osiągały znacznie lepsze wyniki w różnych zadaniach związanych z przetwarzaniem języka naturalnego. Kluczowym momentem było wprowadzenie przez firmę OpenAI modelu GPT-3.5, który dzięki skalowaniu znacząco poprawił możliwości w zakresie rozumienia i generowania tekstu. Modele te oraz ich kolejne wersje (np. GPT-4 czy GPT-4-turbo) nie posiadały oddzielnych modułów enkodera i dekodera. Cały opisywany wcześniej proces odbywa się w nich przy użyciu pojedynczego dekodera, który analizuje dostarczony kontekst oraz autoregresyjnie generuje tekst. Oznacza to, że model językowy tworzy tekst sekwencyjnie, przewidując każdy kolejny token (słowo, fragment słowa lub znak) na podstawie wygenerowanej sekwencji tekstu. Taki model najpierw wybiera pierwszy token, a przy każdej następnej iteracji — uwzględniając treść zapytania oraz cały dotychczas wygenerowany fragment odpowiedzi — stara się oszacować, jaki kolejny token będzie najbardziej prawdopodobny.


  Obecnie dostępnych jest wiele różnorodnych modeli językowych, wykorzystywanych do przetwarzania oraz generowania tekstu, co umożliwia wybór najbardziej odpowiedniego z nich do konkretnych zastosowań.
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  Podstawowym podziałem modeli językowych jest rozróżnienie na modele zamknięte (proprietary) oraz otwarte (open). W przypadku modeli zamkniętych kod źródłowy, wagi modeli oraz szczegóły ich architektury nie są dostępne publicznie. Nie są również dostępne informacje o procesie treningu takich modeli oraz danych, które zostały do tego celu użyte. Zamknięte modele językowe są opracowywane i kontrolowane przez firmy, takie jak OpenAI (modele GPT), Anthropic (modele Claude) czy Google (modele Gemini). Użytkownicy mogą z nich korzystać poprzez interfejsy webowe lub API, zazwyczaj odpłatnie. Z kolei otwarte modele językowe zwykle udostępniają kod źródłowy, wagi, szczegóły architektury poszczególnych modeli oraz pełne informacje o procesie ich treningu. W tym również informacje, jakie zbiory danych zostały użyte do pretreningu tych modeli. Przykładami mogą być modele Llama opracowane przez firmę Meta, modele Gemma przygotowane przez DeepMind, modele Qwen stworzone przez Alibaba, czy modele Phi wytrenowane i udostępnione przez Microsoft. Taka „otwartość” pozwala użytkownikom na ich pobieranie, uruchamianie oraz modyfikowanie zgodnie z własnymi potrzebami. Dzięki temu można dostosować model do specyficznych zastosowań, eksperymentować z różnymi wariantami architektury, trenować go na własnych zbiorach danych czy też przeprowadzać jego instruktaż, na przykład dotyczący pożądanego formatowania tekstu generowanego przez model.


  Modele otwarte mogą występować w dwóch wariantach: open source oraz open weights. Modele w pełni otwarte udostępniają cały kod źródłowy, co pozwala użytkownikom na modyfikowanie i dostosowanie architektury czy też parametrów modelu. Natomiast modele z otwartymi wagami udostępniają jedynie wytrenowane parametry modelu (czyli wspomniane wagi), które można wykorzystać do generowania tekstu lub dalszego trenowania, niemniej ich kod źródłowy może być niedostępny lub dostęp do niego może być w części ograniczony.


  Kolejny podział modeli językowych to wyodrębnienie modeli tekstowych oraz multimodalnych. Przykładem modeli tekstowych są GPT-4 (model zamknięty) oraz Llama 3.1 (model otwarty). Z kolei przykładami modeli multimodalnych są GPT-4o i Gemini Pro (modele zamknięte) oraz LLaVA czy Llama 3.2-Vision (modele otwarte). Modele tekstowe są trenowane na danych tekstowych, co powoduje, że zasadniczo koncentrują się na analizie słów, semantyki oraz struktur gramatycznych. Natomiast modele multimodalne potrafią interpretować oraz integrować różne rodzaje danych, takie jak tekst, obraz, dźwięk czy nawet wideo, co umożliwia im głębsze rozumienie kontekstu oraz lepsze generalizowanie [McIntosh i in., 2023]. Dzięki temu modele multimodalne mogą wykonywać zadania wymagające zrozumienia zarówno kontekstu tekstowego, jak i wizualnego czy też dźwiękowego. W rezultacie oferują one szersze zastosowania, łącząc możliwości przetwarzania języka naturalnego z analizą danych zapisanych w innych formatach. Modele te wymagają wyrafinowanego mechanizmu uwagi, aby właściwie balansować różne rodzaje danych wejściowych oraz by zarządzać konfliktami pomiędzy informacjami zawartymi w różnych typach danych — szczególnie gdy są one ze sobą sprzeczne. W przypadku modeli multimodalnych proces trenowania jest bardziej złożony i wymaga odpowiedniego przygotowania zbiorów danych w różnych formatach oraz odmiennego sposobu ewaluacji wyników [Bayoudh i in., 2021].


  Inną wyłaniającą się obecnie klasyfikacją modeli językowych jest ich podział na duże (Large Language Models) oraz małe modele językowe (Small Language Models). Te dwie kategorie modeli językowych różnią się między sobą rozmiarem (wielkością) oraz potencjalnym obszarem zastosowań. Można przyjąć, że małe modele językowe mają do 7 miliardów parametrów. Małe modele są zoptymalizowane pod kątem specyficznych zadań, oferując większą precyzję i bezpieczeństwo, ponieważ mogą być uruchamiane oraz działać lokalnie. Zwykle takie modele mają również niższe koszty eksploatacji, bo potrzebują mniejszej mocy obliczeniowej. Przykładem małych modeli językowych może być Phi 3.5 (3 miliardy parametrów) czy Qwen 2.5 (w wariantach 0,5, 1,5 i 3 miliardy parametrów). Z kolei duże modele językowe, takie jak GPT-4o czy Llama 3.1 405B, posiadają setki miliardów parametrów, co pozwala im zgromadzić znaczną wiedzę oraz zapewnia dużą elastyczność, jeśli chodzi o ich możliwe zastosowania. Zdolność dużych modeli językowych do wykonywania różnorodnych zadań wynika z ich szerokiej wiedzy obejmującej wiele dziedzin. Potrafią one realizować zadania wymagające zaawansowanego rozumowania, planowania oraz głębokiego przetwarzania języka naturalnego. Niemniej jednak ich wykorzystywanie wiąże się z istotnymi wymaganiami sprzętowymi oraz znacznymi kosztami eksploatacyjnymi, szczególnie w przypadku modeli typu open source, które są uruchamiane lokalnie. W opinii autora zasadne jest jednak wprowadzenie klasyfikacji modeli językowych według liczby parametrów i ich podział na: modele małe (do 7 miliardów parametrów), modele średnie (od 7 do 70 miliardów parametrów) oraz modele duże (powyżej 70 miliardów parametrów).


  Aktualnie można zaobserwować podział na modele tradycyjne, opisywane już wcześniej, oraz modele rozumujące (Reasoning Language Models). Te ostatnie różnią się od tradycyjnych tym, że zanim wygenerują finalną odpowiedź, przeprowadzają wewnętrzny proces rozumowania [Besta i in., 2025]. Dzięki temu podejściu model najpierw analizuje problem (lub zadanie), rozkładając go na mniejsze części, a następnie planuje oraz później wykonuje zaplanowane wcześniej kroki, aby rozwiązać problem lub wykonać zadanie. W trakcie realizowania kolejnych kroków model może weryfikować poprawność cząstkowych wyników i w razie potrzeby modyfikować przyjętą strategię wykonywania zadania [Tian i in., 2024]. Umożliwia to modelowi generowanie bardziej „przemyślanych” odpowiedzi, szczególnie w przypadku zadań wymagających wieloetapowego planowania i działania. Poprawia również zdolności adaptatywne takiego modelu, zwiększając spektrum problemów oraz zadań, z którymi może sobie poradzić. Wbudowanie w tradycyjny model mechanizmów reinforcement learning pozwala mu testować różne możliwości (opcje) rozwiązania problemu oraz sukcesywnie poprawiać skuteczność działania [Besta i in., 2025]. Przebieg rozumowania takiego modelu jest transparentny oraz jawny dla korzystającego z niego użytkownika. Model prezentuje bowiem kolejne powzięte działania oraz uzasadnienia decyzji podejmowanych na każdym etapie. Ta przejrzystość umożliwia weryfikację poprawności działania modelu i łatwiejsze wychwytywanie ewentualnych błędów w rozumowaniu. W rezultacie modele rozumujące lepiej radzą sobie z zadaniami wymagającymi pogłębionej analizy, a ich podejście, choć nadal oparte na statystycznych wzorcach, bardziej przypomina ludzkie myślenie poprzez etapowe podejście do analizy i poszukiwania rozwiązania problemu. Modele rozumujące również występują jako zamknięte (np. modele o3, czy o4-mini-high firmy OpenAI) lub otwarte (np. DeepSeek R1). Syntetyczne zestawienie klasyfikacji modeli językowych przedstawia tabela poniżej.


  Tabela 1.1. Przykład klasyfikacji modeli językowych aktualny na moment przygotowywania monografii


  
    
      
        	
          Kryterium

        

        	
          Kategoria

        

        	
          Model

        
      


      
        	
          Otwartość

        

        	
          Zamknięte (proprietary)

        

        	
          GPT-4 (OpenAI), Claude 3.5 Sonnet (Anthropic), Gemini 1.0 Pro (Google)

        
      


      
        	
          Otwarte (open source i open weights)

        

        	
          Llama 3.3 70B (Meta), DeepSeek LLM (DeepSeek), Qwen 2.5 72B (Alibaba), Mixtral 8x7B (Mistral), Falcon 40B (Stability AI)

        
      


      
        	
          Wielkość

        

        	
          Duże (LLM)

        

        	
          Llama 3.1 405B (Meta), GPT-4.5 (OpenAI), 3.5 Sonnet (Anthropic)

        
      


      
        	
          Średnie (MLM)

        

        	
          Llama 3.3 70B (Meta), Qwen 2.5 72B (Alibaba), Llama3-Groq-Tool-Use 70B (Groq), PLLuM (Ministerstwo Cyfryzacji)

        
      


      
        	
          Małe (SLM)

        

        	
          Phi3.5 3.8B (Microsoft), Bielik 7B (SpeakLeash), Gemma 2B (Google DeepMind), Falcon 7B (Stability AI)

        
      


      
        	
          Modalność

        

        	
          Tekstowe

        

        	
          LLaMA 3.1 70B (Meta), GPT 3.5 Turbo, GPT-4 (Open AI), Gemini 1.0 Pro (Google)

        
      


      
        	
          Multimodalne

        

        	
          Llama 3.2-Vision 90B (Meta), Qwen VL (Alibaba), GPT-4o (OpenAI), Gemma 3 27B (Google DeepMind)

        
      


      
        	
          Zdolność rozumowania

        

        	
          Komercyjne

        

        	
          o3 (OpenAI), o4-mini-high (OpenAI), Gemini 2.0 Flash Thinking (Google)

        
      


      
        	
          Niekomercyjne

        

        	
          DeepSeek R1 (DeepSeek)

        
      

    
  


  Źródło: opracowanie własne


  Analiza informacji zawartych w tabeli 1.1 wskazuje, że obecnie modele open source rozwijane są w ramach „rodzin”, w których znajdziemy modele małe, średnie oraz duże; zarówno tekstowe, jak i multimodalne (przykładem może być rodzina modeli Llama, Gemma i Qwen). W przypadku modeli zamkniętych dominują duże (LLM), najczęściej w wersji multimodalnej. Modele te rozwijane są jednak bardziej generacyjnie, to znaczy starsze modele (GPT-3.5 Turbo czy GPT-4) są zastępowane przez ich nowsze wersje (takie jak GPT-4.5, a potem GPT-4o).


  Obecnie szczególnie intensywnie rozwijane są modele rozumujące, takie jak o3, o4-mini oraz o4-mimi-high. Ich dynamiczny rozwój wskazuje na rosnące zapotrzebowanie na rozwiązania, które potrafią nie tylko generować tekst, ale również przeprowadzać złożone wnioskowane. Pojawiają się także modele przygotowywane do pracy z konkretnym językiem. Przykładem są modele dedykowane językowi polskiemu, takie jak Bielik i PLLuM, które są dostosowywane do specyficznych potrzeb oraz niuansów naszego języka.


  Modele językowe mogą być inicjowane oraz działać w dwóch podstawowych wariantach [Minaee i in., 2025]. Klasycznie, czyli jako model, który generuje odpowiedź na podstawie jednorazowo dostarczonego kontekstu (np. pojedynczego zapytania), bez uwzględniania dotychczasowej interakcji z użytkownikiem. W takim przypadku model traktuje zapytanie przekazane przez użytkownika (prompt) jak każdy inny fragment tekstu oraz przygotowuje odpowiedź, przewidując kolejne słowa zgodnie z opisanym wcześniej mechanizmem. Taki sposób inicjowania oraz wykorzystywania modelu (jako „zwykły” LLM) jest przydatny w zadaniach wymagających prostych, jednorazowych odpowiedzi, takich jak automatyczne uzupełnianie zdań czy generowanie treści na podstawie krótkich zapytań. Drugi wariant to inicjowanie modelu jako chat. W tym przypadku model traktuje informacje przekazane przez użytkownika jako komunikat (message) lub listę komunikatów (messages) oraz zwraca swoją odpowiedź również jako komunikat. Działając w tym wariancie, model językowy może przetwarzać wymienione dotychczas z użytkownikiem komunikaty, co pozwala mu lepiej rozumieć kontekst prowadzonej rozmowy. Zatem gdy odpowiedź generuje model językowy działający jako chat — bierze on pod uwagę pełny kontekst, to jest zapytanie użytkownika (prompt), dotychczas wymienione komunikaty (messages) oraz fragment odpowiedzi, którą na ten moment wygenerował (response). Jest to szczególnie przydatne w rozwiązaniach takich jak chatboty, w których uwzględnienie zróżnicowanego i wielowątkowego kontekstu istotnie zwiększa poprawność oraz naturalność interakcji modelu z użytkownikiem. Należy jednak pamiętać, że limitem jest tutaj „okno kontekstu” modelu, czyli maksymalna liczba tokenów (słów), które może on jednocześnie przetwarzać. W zależności od modelu — okno kontekstu może wynosić od kilku tysięcy do nawet miliona tokenów.


  Model działający jako chat najczęściej obsługuje i przetwarza następujące komunikaty:


  
    	System — komunikat używany jest do profilowania modelu językowego oraz definiowania szeroko rozumianego kontekstu, w jakim będzie on działał. Komunikat ten może zawierać instrukcje dotyczące roli, jaką pełnić będzie model w trakcie interakcji z użytkownikiem; stylu, w jakim udzielał będzie odpowiedzi; lub inne wytyczne, które mają wpływ na sposób, w jaki model generuje odpowiedzi.


    	Human lub user — komunikat używany do przekazywania danych wejściowych przez użytkownika do modelu językowego. Mogą to być zapytania, polecenia lub zadania, które model ma zrealizować. W odpowiedzi na nie model językowy działający jako chat przygotowuje swoją odpowiedź.


    	Ai lub assistant — komunikat, którego używa model do przekazania wygenerowanej odpowiedzi użytkownikowi. Komunikat ten jest generowany albo w oparciu o dane przekazane w komunikacie użytkownika (human), albo w liście komunikatów, na przykład system oraz human, w których zawarte jest polecenie użytkowania oraz ogólne instrukcje dla modelu.

  


  Podstawowe różnice pomiędzy funkcjonowaniem modelu jako „zwykłym” LLM-em oraz chatem prezentuje poniższa tabela.


  Tabela 1.2. Różnice pomiędzy modelem językowym działającym jako LLM lub chat


  
    
      
        	
          Kryterium

        

        	
          LLM

        

        	
          Chat

        
      


      
        	
          Zastosowanie

        

        	
          Generowanie tekstu, przetwarzanie języka naturalnego.

        

        	
          Interaktywna konwersacja z użytkownikiem (lub użytkownikami).

        
      


      
        	
          Format wejścia

        

        	
          Tekst ciągły (np. polecenie lub fragment tekstu do analizy).

        

        	
          Komunikat (np. pytanie użytkownika) lub sekwencja komunikatów (np. lista komunikatów dotychczas wymienionych z użytkownikiem).

        
      


      
        	
          Mechanizm działania

        

        	
          Analizuje ciąg tekstu — brak dedykowanych mechanizmów zarządzania kontekstem rozmowy.


          Bierze pod uwagę wyłącznie tekst zawarty w pojedynczym zapytaniu.


          Przy długich tekstach może pojawić się problem z utrzymaniem spójności, gdyż analizowany jest tylko przekazany fragment.

        

        	
          Zarządza kontekstem rozmowy dzięki historii komunikatów, co umożliwia dopasowywanie odpowiedzi do poprzednich interakcji.


          Uwzględnia całą historię interakcji (zawartą w komunikatach: system, assistant, human).


          Dzięki uwzględnieniu całej historii komunikacji odpowiedzi są bardziej spójne, konsekwentne i lepiej dopasowane do przebiegu rozmowy.

        
      


      
        	
          Personalizacja interakcji

        

        	
          Ograniczona — odpowiedzi są generowane wyłącznie na podstawie pojedynczego zapytania, bez dodatkowych informacji o użytkowniku czy kontekście.

        

        	
          Dynamiczna — chat może modyfikować styl i treść odpowiedzi na podstawie wcześniejszych interakcji i preferencji użytkownika, co umożliwia lepsze dopasowanie do konkretnej sytuacji.

        
      


      
        	
          Sposób wykorzystania

        

        	
          Może generować dłuższe teksty, ale nie jest 
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