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  Pamięci mojego ojca, którego wpływ kształtuje każde podejmowane przeze mnie wyzwanie. Mojej matce, żonie i synowi — ta książka powstała dzięki Waszej miłości i nieustannemu wsparciu. Moim mentorom i współpracownikom — dziękuję za wskazywanie mi drogi przez tę granicę sztucznej inteligencji.

  To przywilej uczyć się od Was i współuczestniczyć z Wami w tej podróży.


  — Anjanava Biswas


  Dedykuję tę książkę moim rodzicom, synowi, żonie i wszystkim życzliwym mi osobom, których niezachwiane wsparcie i ciągłe zachęty były fundamentem mojej drogi. Ich wiara we mnie zamieniła wyzwania w możliwości, a marzenia w osiągnięcia, nadając każdej przełomowej chwili głębsze znaczenie.


  — Wrick Talukdar


  O autorach


  Anjanava Biswas to mający ponad 17-letnie doświadczenie w branży, wielokrotnie nagradzany starszy architekt rozwiązań zajmujący się sztuczną inteligencją. Specjalizuje się w uczeniu maszynowym, generatywnej sztucznej inteligencji, przetwarzaniu języka naturalnego, uczeniu głębokim, analizie danych i architekturze chmurowej. Współpracuje z dużymi przedsiębiorstwami przy budowaniu i skalowaniu zaawansowanych systemów sztucznej inteligencji w chmurze. Anjanava jest powszechnie uznawany za swój wkład w dziedzinę stosowanej sztucznej inteligencji. Opublikował prace badawcze w wielu czasopismach naukowych i aktywnie przyczynia się do rozwoju otwartoźródłowych projektów z zakresu sztucznej inteligencji i uczenia maszynowego. Jego osiągnięcia zawodowe obejmują członkostwo w stowarzyszeniach BCS (Wielka Brytania), IET (Wielka Brytania), IETE (Indie), a także status starszego członka IEEE. Jako częsty mówca publiczny, Anjanava piastował kluczowe stanowiska w takich gigantach branży jak IBM i Oracle Corp. Urodził się w Indiach, a obecnie mieszka wraz z żoną i synem w San Diego w Kalifornii, gdzie nadal wprowadza innowacje i inspiruje społeczność technologiczną.


  Chciałbym wyrazić najszczersze podziękowania wszystkim, którzy towarzyszyli mi w tej drodze po świecie generatywnej sztucznej inteligencji. Moim współpracownikom, zarówno obecnym, jak i byłym, którzy rzucali wyzwanie mojemu myśleniu i dzielili się ze mną fascynacją tą szybko rozwijającą się dziedziną — Wasza współpraca była nieoceniona. Moim mentorom, którzy dostrzegli potencjał w moich pomysłach i prowadzili mnie z mądrością i cierpliwością — Wasza wiara we mnie umożliwiła powstanie tej książki.


  Mojemu niezwykłemu synowi, którego jedenastoletnia wyobraźnia codziennie przypomina mi, że przyszłość należy do tych, którzy potrafią ją sobie wymarzyć — Twoje pytania zmuszają mnie do upraszczania złożonych zagadnień (być może jest to najcenniejsza umiejętność w zrozumieniu generatywnej sztucznej inteligencji). Mojej żonie, niezawodnej towarzyszce podczas długich nocy i przełomowych momentów — Twoja cierpliwość była cichym fundamentem, na którym zbudowane zostały te idee.


  Mojej matce, której mądrość wykracza poza technologię, a wsparcie nie zna granic. I mojemu ojcu, którego nieobecność jest głęboko odczuwalna, ale jego wpływ pozostaje w każdym wyzwaniu, które postanawiam podjąć. Wiem, że z dumą przeglądałbyś te strony.


  Jak kiedyś zauważyła Ada Lovelace: „Maszyna analityczna tka algebraiczne wzory, tak jak krosno Jacquarda tka kwiaty i liście”. Dzisiejsza generatywna sztuczna inteligencja kontynuuje tę piękną grę między ludzką kreatywnością a możliwościami obliczeniowymi — jest to taniec, który miałem przywilej opisać.


  Dla wszystkich, którzy wierzą, że technologia powinna wzbogacać nasze człowieczeństwo, a nie je umniejszać: ta książka jest dla Was.


  — Anjanava Biswas


  Wrick Talukdar to wizjonerski lider technologiczny w dziedzinie generatywnej sztucznej inteligencji w firmie Amazon, z ponad 20-letnim globalnym doświadczeniem w AI, chmurze obliczeniowej i zarządzaniu produktami. Jako pionier transformacji opartej na AI, kierował wielkoskalowymi inicjatywami modernizacyjnymi, które napędzają rozwój przedsiębiorstw i mają wpływ na miliony ludzi na całym świecie. Stał na czele wdrażania nagradzanych technologii AI/ML, które są obecnie stosowane na szeroką skalę w firmach z listy Fortune 500, kształtując rzeczywiste zastosowania AI.


  Prace Wricka, jako autorytetu w obszarze generatywnej AI, multimodalności, przetwarzania języka naturalnego i widzenia komputerowego, są szeroko cytowane i stanowią punkt odniesienia w tej dziedzinie. Jako starszy członek IEEE oraz przewodniczący i prelegent w wielu branżowych forach doradza globalnym komitetom takim jak CTSoc Industry Forums i NIC, ustanawiając standardy branżowe i kształtując przyszłą rolę AI. Często prezentuje swoje innowacje na prestiżowych konferencjach, takich jak World Technology Summit, IEEE HKN, ICCE, CERAWeek i ADIPEC, łącząc najnowocześniejsze badania z praktycznymi zastosowaniami AI w celu przyspieszenia innowacji w całej branży.


  Nie zapominając o swojej informatycznej przeszłości, współprzewodniczy IEEE NIC, aby wspierać młodych specjalistów. Jako autor i lider opinii nieustannie przesuwa granice AI, inspirując przyszłych innowatorów. Wrick mieszka w Kalifornii wraz z rodziną.


  Słowami Marian Wright Edelman: „Edukacja służy poprawie życia innych oraz pozostawieniu społeczności i świata w lepszym stanie, niż je zastaliśmy”.


  Jestem głęboko wdzięczny wszystkim, którzy wspierali mnie, prowadzili i inspirowali podczas tej podróży.


  Mojej rodzinie — rodzicom, synowi i żonie — Wasze niezachwiane zaufanie było fundamentem mojej siły.


  Synowi, którego niekończące się zainteresowanie „tym, nad czym tata pracuje”, codziennie przypominało mi, dlaczego odkrycia są ważne — Twój zachwyt i pytania podsuwały mi pomysły, gdy najbardziej ich potrzebowałem, a Twoja wyobraźnia przypominała mi o nieograniczonych możliwościach, jakie ta praca może otworzyć. Nauczyłeś mnie, że inspiracja często przychodzi w formie prostego pytania od kogoś, kto wierzy, iż potrafisz wytłumaczyć wszechświat.


  Rodzicom, których niezachwiane wsparcie, wiara i chęć zrozumienia szybko zmieniającego się świata przypominają mi, że wiedzą należy się dzielić, a nie ją gromadzić — Wasza wiara w uczenie się przez całe życie była moim moralnym kompasem, a Wasza duma z mojej pracy jednym z największych motywatorów.


  Żonie, której cicha siła, cierpliwość i nieustanne wsparcie sprawiły, że ta podróż była nie tylko możliwa, ale i sensowna — Twoja obecność podczas długich nocy, niezachwiana wiara w obliczu każdej przeszkody i uspokajające zapewnienia dały mi jasność umysłu, by dokończyć to, co zacząłem. Jesteś moją kotwicą i inspiracją.


  Społeczności badaczy sztucznej inteligencji — Wasze nieustanne dążenie do innowacji nadal mnie inspiruje i napełnia pokorą. Po latach pisania artykułów naukowych, technicznych i blogów praca nad moją pierwszą książką była olśniewającym doświadczeniem — takim, które wymagało ode mnie przełożenia złożoności na jasność, a pomysłów na realne efekty.


  Przyjaciołom i życzliwym mi osobom — wasza obecność podczas każdego wyzwania zamieniała przeszkody w kamienie milowe. Czy to przez dobre słowo, czy podzielenie się spostrzeżeniem, czy po prostu obecność, gdy było to najbardziej potrzebne, przypominaliście mi, że żadnej podróży nie odbywa się naprawdę samotnie.


  Ta książka jest hołdem dla każdego z Was. Szliście ze mną, wierzyliście w moją wizję i pomogliście ukształtować każde słowo na tych stronach.


  — Wrick Talukdar


  O recenzentach


  Manjit Chakraborty to doświadczony lider technologiczny z bogatym doświadczeniem w prowadzeniu transformacji cyfrowej w sektorze usług finansowych. Jako architekt rozwiązań dla przedsiębiorstw w Amazon Web Services (AWS) kieruje inicjatywami mającymi na celu modernizację starszych systemów i projektowanie innowacyjnych rozwiązań chmurowych dla największych instytucji finansowych na całym świecie. Dzięki udokumentowanym osiągnięciom w dziedzinie architektury biznesowej i technicznej doskonale radzi sobie z dostarczaniem praktycznych spostrzeżeń poprzez analizę opartą na danych. Jego wiedza obejmuje rozmaite obszary, w tym migrację do chmury, strategie modernizacji systemów mainframe, integracje systemów, wdrożenia hybrydowe, analizę danych i analitykę biznesową. Manjit jest cenionym mówcą, który wygłaszał prezentacje na licznych prestiżowych forach technicznych. Jest również uznanym autorem i współpracownikiem różnych publikacji technologicznych, dzieląc się swoją wiedzą i spostrzeżeniami z szerszą społecznością techniczną. Manjit to także wyróżniający się recenzent, krytycznie oceniający branżowe zgłoszenia i naukowe prace badawcze, co znacząco wpływa na postęp technologiczny i dyskurs akademicki. Mieszka w słonecznym stanie Floryda w Stanach Zjednoczonych.


  Martin Yanev to wykwalifikowany inżynier oprogramowania z prawie 10-letnim doświadczeniem w różnych branżach, w tym w przemyśle lotniczym i technologii medycznej. W trakcie swojej imponującej kariery wyspecjalizował się w tworzeniu i integracji najnowocześniejszych rozwiązań programistycznych dla krytycznych dziedzin, takich jak kontrola ruchu lotniczego i systemy chromatograficzne. Ten ceniony instruktor i nauczyciel informatyki na Uniwersytecie Stanowym w Fitchburgu posiada dogłębną znajomość pełnego zakresu interfejsów API OpenAI i wykazuje się mistrzostwem w budowaniu, trenowaniu i dostrajaniu systemów sztucznej inteligencji. Jako cieszący się szerokim uznaniem autor, Martin dzieli się swoją wiedzą, aby pomóc innym w poruszaniu się po zawiłościach rozwoju sztucznej inteligencji. Dzięki wyjątkowym osiągnięciom i wszechstronnym umiejętnościom wciąż napędza innowacje i przyczynia się do przełomowych postępów w dziedzinie inżynierii oprogramowania.


  Przedmowa


  Za sztuczną inteligencją zawsze stała wysoka aspiracja: tworzenie systemów, które nie tylko wykonują z góry określone zadania, ale także potrafią rozumować, dostosowywać się i działać autonomicznie. Wraz z rozwojem generatywnej sztucznej inteligencji i systemów agentowych jesteśmy świadkami przełomowego momentu, w którym sztuczne agenty mogą analizować swoje doświadczenia, skutecznie planować dalsze kroki i bezproblemowo ze sobą współpracować. Ta książka pojawia się dokładnie w tym kluczowym momencie, oferując kompleksowe spojrzenie na tę rozwijającą się i wpływową dziedzinę.


  Jako osoba z wieloletnim doświadczeniem w dziedzinie sztucznej inteligencji, obejmującym zarówno badania podstawowe, jak i rozwój produktów w roli lidera technicznego w Microsoft Research oraz startupach AI wspieranych przez fundusze venture capital, byłem głęboko zaangażowany w przełomowe badania nad sztuczną inteligencją oraz wdrażanie wielkoskalowych produktów AI, które służą milionom użytkowników zarówno w sektorze konsumenckim, jak i biznesowym. Moje zaangażowanie w IEEE na różnych stanowiskach związanych z AI dało mi również wyjątkowy wgląd w kluczowe znaczenie etycznego i odpowiedzialnego rozwoju sztucznej inteligencji.


  Po raz pierwszy spotkałem autorów, Wricka Talukdara i Anjanavę Biswasa, podczas naszej wspólnej pracy nad globalnymi inicjatywami IEEE w zakresie AI. Ich rozległa wiedza, potwierdzona znaczącymi rolami technicznymi w AWS, pracami nad AI i uczeniem maszynowym, a także badaniami naukowymi w dziedzinie AI, jest imponująca. Zarówno Anjanava, jak i Wrick są uznanymi liderami w obszarze generatywnej sztucznej inteligencji, wnoszącymi światowej klasy wiedzę, doświadczenie i zaangażowanie w zakresie projektowania, rozwijania i wdrażania najnowocześniejszych platform AI na skalę globalną. Ich dogłębne rozumienie złożoności technicznych i aspektów etycznych sprawia, że są idealnymi osobami do napisania tej ważnej książki.


  Książka podzielona jest na trzy części. Najpierw buduje solidne podstawy teoretyczne, jasno definiując i demistyfikując generatywną sztuczną inteligencję oraz kluczowe cechy systemów agentowych. Czytelnicy poznają podstawowe koncepcje, od autokoderów wariacyjnych i generatywnych sieci przeciwstawnych po zaawansowane architektury agentów, co pozwala zarówno nowicjuszom, jak i doświadczonym profesjonalistom pewnie poruszać się po tym skomplikowanym obszarze.


  W drugiej części książka skupia się na praktycznych technikach niezbędnych do tworzenia inteligentnych agentów zdolnych do samoświadomości, adaptacji i współpracy w podejmowaniu decyzji. Rozdziały poświęcone refleksji, introspekcji, planowaniu i współpracy wielu agentów zawierają bezcenne metody i spostrzeżenia, umożliwiając praktykom projektowanie dynamicznie się uczących i doskonalących systemów.


  Ostatnia część stanowi analizę szerszych implikacji wdrażania generatywnych systemów agentowych w rzeczywistych kontekstach. Podkreślając znaczenie przejrzystości, wyjaśnialności, bezpieczeństwa i etycznego zarządzania, książka ta uwypukla kluczowe obowiązki związane z zaawansowanymi technologiami AI. Dostarcza ona istotnych ram dla kwestii budowania zaufania oraz gwarancji zgodności tych potężnych narzędzi z wartościami społecznymi i standardami etycznymi.


  Ta książka to nie tylko kompendium techniczne, gdyż służy także jako niezbędny przewodnik kształtujący przyszłość generatywnej sztucznej inteligencji i inteligentnych agentów. Zachęca badaczy, liderów branży i innowatorów do aktywnego udziału w tworzeniu kolejnego rozdziału AI, który odpowiedzialnie przesuwa granice technologiczne, jednocześnie wzbogacając społeczeństwo.


  Z całego serca polecam tę aktualną i wnikliwą pracę. Zachęcam, zagłębić się w kolejne rozdziały, przyjmując rolę aktywnego uczestnika fascynującej i ewoluującej dziedziny sztucznej inteligencji.


  Matthew R. Scott,


  Dyrektor ds. Technologii, Minset.ai


  Wiosna 2025


  Przedmowa 2


  To była olbrzymia niespodzianka dla świata, gdy ChatGPT pojawił się w listopadzie 2022 roku. Był to moment olśnienia: nagle poczuliśmy, jakbyśmy rozmawiali z prawdziwą osobą. Odpowiedzi nie były jedynie płynne, lecz również wartościowe i użyteczne. Od tego czasu technologia rozwinęła się w oszałamiającym tempie, a setki milionów ludzi korzystają z ChatGPT i podobnych systemów jako asystentów w pisaniu lub w udzielaniu odpowiedzi, których nie da się łatwo uzyskać za pomocą tradycyjnych wyszukiwarek internetowych.


  Jednak gdy prosisz ludzkiego asystenta o zaplanowanie podróży, on nie tylko o tym mówi, lecz faktycznie rezerwuje loty i hotel. To jest istota systemów agentowych. Duże modele językowe (ang. large language model — LLM), takie jak te używane w ChatGPT, można wykorzystać nie tylko do generowania tekstu, ale także do realizowania działań, takich jak wykonywanie zadań poprzez generowanie kodu, wywoływanie API i interakcja z usługami internetowymi. Podobnie jak sieć World Wide Web przeszła od dostarczania statycznych treści do interaktywnych aplikacji, systemy agentowe mają zrewolucjonizować sposób, w jaki wchodzimy w interakcję ze sztuczną inteligencją.


  W przeciwieństwie do innych publikacji, które skupiają się głównie na teorii systemów agentowych, ta książka kładzie nacisk na ich praktyczne wdrażanie. Autorzy dostarczają praktyczne przykłady kodu, rzeczywiste przypadki użycia i szczegółowe wskazówki dotyczące integracji cykli pracy opartych na agentach w organizacjach do radzenia sobie z realnymi wyzwaniami biznesowymi. Ta książka służy jako przystępne, a jednocześnie kompleksowe źródło dla programistów, inżynierów uczenia maszynowego, liderów technicznych, dyrektorów i innych decydentów, którzy chcą zapoznać się z systemami agentowymi.


  Ci, którzy korzystali z asystentów AI, takich jak ChatGPT, rozumieją ich wartość jako pomocników w pisaniu i kodowaniu, gdzie użytkownicy weryfikują wyniki przed podjęciem działań. Jednak AI czasami może generować niepoprawne odpowiedzi z taką pewnością, że użytkownicy mogą im błędnie zaufać. W przeciwieństwie do ludzi, którzy często ostrożnie formułują swoje wypowiedzi, używając zwrotów takich jak „nie jestem pewien, ale myślę, że…”, systemy AI nie mają wbudowanych wskaźników niepewności. Chcemy wierzyć, że nasze agenty AI podejmą właściwe działania i zapytają nas w przypadku wątpliwości. Ta książka przybliża kluczowe kwestie zaufania, przejrzystości, wyjaśnialności i niezawodności, a także rozważa etyczne aspekty, takie jak stronniczość i bezpieczeństwo. Opisuje, jak systemy agentowe mogą być personalizowane i dostosowywane do kontekstu oraz jak mogą planować i reagować na wyniki swoich działań.


  Jako osoba, która od dziesięcioleci pracuje nad sztuczną inteligencją, uważam, że ta książka będzie doskonałym źródłem wiedzy zarówno dla studentów, jak i badaczy i specjalistów, wyznaczając jasną ścieżkę w erze wyraźnie kształtowanej przez systemy inteligentne. Po raz pierwszy spotkałem Wricka Talukdara na panelu konferencji IEEE i od razu zrobiła na mnie wrażenie jego umiejętność łączenia teorii z praktyką. W niniejszej książce robi dokładnie to samo wraz z Anjanavą Biswasem: autorzy dostarczają praktyczny przewodnik po przyszłości automatyzacji opartej na sztucznej inteligencji.


  Dr Alex Acero,


  Członek Narodowej Akademii Inżynierii,


  Członek Stowarzyszony IEEE


  Wstęp


  Książka Autonomiczna AI w praktyce ma na celu zaprezentowanie zarówno teoretycznych podstaw, jak i praktycznych wskazówek dotyczących generatywnej sztucznej inteligencji i systemów opartych na agentach. Generatywna AI i systemy agentowe znajdują się w awangardzie kolejnej fali sztucznej inteligencji, napędzając automatyzację, kreatywność i podejmowanie decyzji w sposób wcześniej niewyobrażalny. Technologie te transformują takie branże jak ochrona zdrowia, finanse i robotyka, umożliwiając maszynom generowanie tekstu, obrazów, a nawet planów strategicznych przy jednoczesnym autonomicznym rozumowaniu i adaptacji.


  Książka rozpoczyna się od wprowadzenia do generatywnej AI, omawiając kluczowe modele, takie jak autokodery wariacyjne (ang. Variational Autoencoders — VAE), generatywne sieci przeciwstawne (ang. Generative Adversarial Networks — GAN) i modele autoregresyjne. Badamy ich zastosowania w tworzeniu treści, projektowaniu i badaniach naukowych, zarazem analizując ograniczenia i wyzwania związane z tymi modelami.


  Następnie zagłębiamy się w świat systemów agentowych, definiując pojęcia takie jak sprawczość (ang. agency), autonomia i współpraca wieloagentowa. Analizujemy różne architektury agentów: deliberatywne, reaktywne i hybrydowe, oraz badamy, jak wiele agentów może wchodzić w interakcje, współpracować i koordynować działania, by osiągnąć wspólne cele.


  Po ustaleniu podstaw przechodzimy do praktycznej implementacji. Badamy, jak agenty mogą analizować własne procesy rozumowania, planować i efektywnie wykorzystywać zewnętrzne narzędzia. Obejmuje to praktyczne techniki metarozumowania, samowyjaśniania, planowania strategicznego i koordynacji wieloagentowej. Książka opisuje również najlepsze praktyki projektowania inteligentnych, godnych zaufania agentów AI, równoważąc autonomię z kontrolą oraz zapewniając etyczny i odpowiedzialny rozwój AI.


  Na zakończenie analizujemy rzeczywiste przypadki zastosowań systemów agentowych w wielu dziedzinach, od przetwarzania języka naturalnego i robotyki po wspomaganie decyzji i optymalizację. Zgłębiamy również kwestie zaufania, przejrzystości, łagodzenia uprzedzeń i bezpieczeństwa AI, czyli kluczowe elementy zapewniające niezawodność systemów opartych na sztucznej inteligencji.


  W całej książce znajdziesz przykładowy kod, praktyczne ćwiczenia i strategie implementacji, które pomogą powiązać teorię z rzeczywistymi zastosowaniami. Niezależnie od tego, czy jesteś praktykiem AI, badaczem, inżynierem czy liderem technologicznym, ta książka wyposaży Cię w umiejętności i wiedzę niezbędne do budowania autonomicznych, adaptacyjnych i inteligentnych agentów AI, zdolnych do rozumowania, współpracowania i ewoluowania.


  Wyruszmy razem w tę podróż, kształtując przyszłość inteligentnych systemów, agent po agencie.


  Dla kogo jest ta książka?


  Ta książka jest przeznaczona dla praktyków, programistów, badaczy, inżynierów i liderów technologicznych zajmujących się sztuczną inteligencją, którzy chcą zrozumieć i tworzyć systemy AI wykazujące się autonomią, zdolnością adaptacji i inteligencją. Niezależnie od tego, czy jesteś programistą chcącym zintegrować modele generatywne z inteligentnymi systemami, czy architektem AI badającym zaawansowane możliwości agentów, ta książka wyposaży Cię zarówno w podstawy teoretyczne, jak i w praktyczne strategie wdrażania.


  Zawartość książki


  Rozdział 1. „Podstawy generatywnej sztucznej inteligencji” wprowadza pojęcie generatywnej AI i wyjaśnia jej kluczowe koncepcje, różne typy modeli (w tym VAE, GAN i modele autoregresyjne), zastosowania w świecie rzeczywistym oraz wyzwania takie jak stronniczość, ograniczenia i kwestie etyczne.


  Rozdział 2. „Zasady systemów agentowych” definiuje systemy agentowe i omawia pojęcia sprawczości i autonomii oraz kluczowe cechy inteligentnych agentów, w tym reaktywność, proaktywność i zdolności społeczne. Analizuje również różne architektury agentów i współpracę wielu agentów.


  Rozdział 3. „Główne składniki inteligentnych agentów” szczegółowo opisuje najważniejsze elementy inteligentnych agentów, w tym reprezentację wiedzy, wnioskowanie, mechanizmy uczenia się, podejmowanie decyzji oraz rolę generatywnej AI w zwiększaniu możliwości agentów.


  Rozdział 4. „Refleksja i introspekcja w agentach” bada sposoby, w jakie inteligentne agenty analizują swoje rozumowanie, uczą się na podstawie doświadczeń i doskonalą proces podejmowania decyzji, wykorzystując techniki takie jak metarozumowanie, samowyjaśnianie i samomodelowanie.


  Rozdział 5. „Umożliwianie korzystania z narzędzi i planowania w agentach” omawia, jak agenty wykorzystują zewnętrzne narzędzia, implementują algorytmy planowania i integrują użycie narzędzi ze strategicznym podejmowaniem decyzji, by poprawiać efektywność i osiągać cele.


  Rozdział 6. „Analiza podejścia koordynator – wykonawca – delegator” przedstawia model CWD (ang. coordinator-worker-delegator) umożliwiający współpracę wielu agentów i wyjaśnia, jak agenty przyjmują wyspecjalizowane role koordynatora, wykonawcy lub delegatora, aby zoptymalizować wykonywanie zadań i alokację zasobów.


  Rozdział 7. „Skuteczne techniki projektowania systemów agentowych” omawia najlepsze praktyki w projektowaniu inteligentnych agentów, w tym precyzyjne instrukcje, ustanawianie ograniczeń i zabezpieczeń, równoważenie autonomii i kontroli oraz zapewnianie przejrzystości i odpowiedzialności.


  Rozdział 8. „Budowanie zaufania do systemów generatywnej sztucznej inteligencji” analizuje techniki budowania zaufania do AI, w tym pozwalające poprawić przejrzystość i wyjaśnialność, radzenie sobie z niepewnością i stronniczością oraz projektowanie niezawodnych i interpretowalnych systemów AI.


  Rozdział 9. „Zarządzanie kwestiami bezpieczeństwa i etyki” porusza zagadnienia ryzyka i wyzwań związanych z generatywną AI, strategie zapewnienia odpowiedzialnego rozwoju AI oraz kwestie etyki, prywatności i bezpieczeństwa w zastosowaniach AI.


  Rozdział 10. „Typowe przypadki użycia i zastosowania” prezentuje rzeczywiste zastosowania generatywnej AI, obejmujące obszary takie jak generowanie kreatywnych treści, konwersacyjna AI, robotyka i systemy wspomagania decyzji.


  Rozdział 11. „Podsumowanie i perspektywy na przyszłość” zawiera streszczenie kluczowych koncepcji omówionych w książce, analizuje najnowsze trendy w dziedzinie generatywnej sztucznej inteligencji i inteligencji sprawczej, omawia ogólną sztuczną inteligencję (ang. artificial general intelligence — AGI) oraz przedstawia przyszłe wyzwania i możliwości w tej dziedzinie.


  Aby w pełni wykorzystać tę książkę


  Łatwiej będzie Ci zrozumieć treść książki, jeśli posiadasz:


  
    	Znajomość podstaw sztucznej inteligencji i uczenia maszynowego. Chociaż książka omawia fundamentalne zasady, wiedza z zakresu AI/ML, uczenia głębokiego i programowania w Pythonie pomoże Ci zrozumieć bardziej zaawansowane tematy.


    	Praktyczne doświadczenie. Eksperymentuj z zawartymi w książce przykładami kodu i strukturami do tworzenia generatywnej AI i systemów agentowych. Skonfigurowanie lokalnego lub chmurowego środowiska programistycznego wzbogaci Twoje doświadczenie w nauce.


    	Krytyczne podejście do etyki i bezpieczeństwa AI. Podczas zgłębiania generatywnej AI i agentów autonomicznych zastanów się nad implikacjami zaufania, uprzedzeń i odpowiedzialnego projektowania AI, aby tworzyć inteligentne systemy zgodne z zasadami etycznymi.

  


  
    
      
      
    

    
      
        	
          Oprogramowanie i sprzęt używane w książce

        

        	
          Wymagania dotyczące systemu operacyjnego

        
      


      
        	
          Python, Jupyter Notebooks i CrewAI

        

        	
          Windows, macOS, Linux

        
      

    
  


  Pobierz pliki z przykładowym kodem


  Przykładowe pliki z kodem do tej książki są dostępne w serwisie GitHub pod adresem https://github.com/PacktPublishing/Building-Agentic-AI-Systems.


  Stosowane konwencje


  W tej książce stosowane są następujące konwencje typograficzne:


  Pogrubienie — oznacza nowy termin lub ważne słowo. Oto przykład: „Spersonalizowany plan wdrożenia. Na podstawie zidentyfikowanych celów i potrzeb stwórz indywidualny plan wdrożenia, który określa kroki, kamienie milowe i harmonogram realizacji ustalonych zadań”.


  Kursywa — tak oznaczany jest tekst widoczny na ekranie. Na przykład słowa w menu lub oknach dialogowych są wyróżnione kursywą.


  
    
      
      
    

    
      
        	
          Wskazówka

        
      


      
        	
          Wskazówki lub ważne uwagi są prezentowane w ten sposób.

        
      

    
  


  CZĘŚĆ 1

  Podstawy generatywnej sztucznej inteligencji i systemów agentowych


  W tej części przedstawiamy fundamentalne koncepcje generatywnej sztucznej inteligencji i systemów agentowych, stanowiące solidne podstawy teoretyczne do zrozumienia i tworzenia inteligentnych, autonomicznych agentów.


  Ta część zawiera następujące rozdziały:


  
    	Rozdział 1. „Podstawy generatywnej sztucznej inteligencji”


    	Rozdział 2. „Zasady systemów agentowych”


    	Rozdział 3. „Główne składniki inteligentnych agentów”

  


  Rozdział 1

  Podstawy generatywnej sztucznej inteligencji


  Generatywna sztuczna inteligencja szybko staje się przełomową technologią w dziedzinie sztucznej inteligencji (AI) i uczenia maszynowego, rewolucjonizując procesy twórcze i rozwiązywanie problemów w różnych branżach i zastosowaniach. Przesuwa ona granice autonomii w inteligentnych systemach opartych na agentach. W tym rozdziale omówimy podstawy generatywnej sztucznej inteligencji. Wyjaśnimy, czym jest generatywna AI, i krótko przybliżymy historię modeli generatywnych. Następnie przyjrzymy się różnym typom modeli generatywnych, w tym autokoderom wariacyjnym (VAE), generatywnym sieciom przeciwstawnym (GAN), modelom autoregresyjnym i transformerom. W dalszej kolejności zagłębimy się w zastosowania generatywnej AI i zakończymy rozdział krótkim omówieniem niektórych ograniczeń i wyzwań związanych z tą technologią.


  W tym wprowadzającym rozdziale omówimy następujące tematy, które pomogą zbudować podstawy generatywnej sztucznej inteligencji, gdy będziemy dalej badać możliwości autonomicznych inteligentnych agentów napędzanych przez tę technologię:


  
    	wprowadzenie do generatywnej AI;


    	rodzaje modeli generatywnej AI;


    	zastosowania generatywnej AI;


    	wyzwania i ograniczenia generatywnej AI.

  


  Po przeczytaniu tego rozdziału będziesz posiadać wiedzę na temat generatywnej sztucznej inteligencji, w tym jej podstawowych koncepcji, różnorodnych zastosowań i obecnych wyzwań. Poznasz również potencjał i ograniczenia tej technologii, ze szczególnym uwzględnieniem jej kluczowej roli w rozwoju inteligentnych agentów i systemów agentowych.


  Wprowadzenie do generatywnej sztucznej inteligencji


  Generatywna sztuczna inteligencja odnosi się do klasy technologii AI, która jest w stanie generować różne formy treści, w tym między innymi tekst, obrazy, dźwięk i wideo. Te systemy AI potrafią tworzyć nowe treści na podstawie danych treningowych i parametrów wejściowych, które zwykle obejmują polecenia tekstowe (prompty), ale mogą również zawierać inne formy danych wejściowych, takie jak obrazy. Obecnie zainteresowanie generatywną sztuczną inteligencją wynika z prostoty, z jaką nowe interfejsy użytkownika napędzane tą technologią AI mogą tworzyć wysokiej jakości tekst, grafikę i filmy w ciągu kilku sekund.


  W najprostszym ujęciu generatywna sztuczna inteligencja polega na tworzeniu nowych danych, które przypominają dane, na których została wytrenowana. Innymi słowy uczenie się podstawowych wzorców, struktur i rozkładów danych wejściowych umożliwia modelowi generowanie nowych danych w podobny sposób. Na przykład jeśli model generatywnej AI zostanie wytrenowany na zestawie danych przedstawiających ludzkie twarze, będzie w stanie stworzyć zupełnie nowe, realistyczne twarze nieistniejących osób. W istocie modele generatywnej AI działają poprzez uczenie się rozkładu prawdopodobieństwa zestawu danych, a następnie pobieranie próbek z tego rozkładu w celu tworzenia nowych instancji. To podejście różni się od modeli dyskryminacyjnych, których celem jest nauczenie się rozróżniania klas danych. Na przykład model dyskryminacyjny mógłby zostać wytrenowany do odróżniania zdjęć kotów od psów, natomiast model generatywny zostałby wytrenowany do tworzenia zupełnie nowych zdjęć kotów lub psów.


  Koncepcja generatywnej sztucznej inteligencji sięga daleko wstecz — była znana już wtedy, gdy uczenie maszynowe znajdowało się jeszcze w powijakach. Jednak dopiero niedawno ta dziedzina znalazła się w centrum uwagi dzięki sieciom neuronowym i drastycznemu zwiększeniu mocy obliczeniowej w ciągu ostatnich 10 lat. We wczesnych próbach modelowania generatywnego, mianowicie w modelach mieszanin gaussowskich i ukrytych modelach Markowa, stosowano wiele prostszych technik statystycznych. Metody modelowania dowolnie złożonych rozkładów danych mają znacznie większą potencjalną zgodność z rodzajami metod, które wcześniej dominowały, ale ostatnio zostały wyparte przez uczenie głębokie. Stanowiło ono zatem przełom w rozwoju generatywnej sztucznej inteligencji. Modele takie jak VAE, które zaczęły pojawiać się na początku drugiej dekady obecnego wieku, były w stanie wykorzystać głębokie sieci neuronowe do modelowania bardziej złożonych rozkładów danych. W tym samym okresie zaproponowano sieci GAN, które po raz pierwszy zaoferowały nowy sposób współpracy dwóch sieci neuronowych w celu tworzenia danych z wykorzystaniem zasad teorii gier. Ogólnie rzecz biorąc, te przełomowe odkrycia przybliżyły nas do możliwości tworzenia rzeczywistych, wysokiej jakości, realistycznych danych.


  Może to prowadzić do innowacji w większości sektorów, takich jak między innymi opieka zdrowotna, finanse, edukacja, turystyka i hotelarstwo oraz produkcja. Generatywna sztuczna inteligencja w branżach kreatywnych pomaga artystom i projektantom myśleć nieszablonowo, wspomagając tworzenie nowych i innowacyjnych treści. Otwiera nowe ścieżki odkrywania leków i medycyny spersonalizowanej w opiece zdrowotnej. W świecie biznesu generatywna sztuczna inteligencja działa poprzez zapewnianie wydajnego i skutecznego zaangażowania klientów dzięki spersonalizowanym treściom i doświadczeniom. Inny aspekt dotyczy kwestionowania własnego stanowiska w kwestii kreatywności i oryginalności: gdy maszyny są w stanie tworzyć bardzo podobne materiały, automatycznie zmusza to do zastanowienia się nad tym, czym jest kreatywność, kim naprawdę jest artysta i jakie powinny być etyczne parametry dla treści tworzonych przez sztuczną inteligencję.


  Gdy już znamy definicję generatywnej sztucznej inteligencji i jej krótką historię, przyjrzyjmy się różnym rodzajom modeli generatywnej sztucznej inteligencji.


  Rodzaje modeli generatywnej sztucznej inteligencji


  Generatywna sztuczna inteligencja to fascynująca dziedzina AI, która zajmuje się tworzeniem nowych, syntetycznych danych poprzez poznawanie wzorców z istniejących zestawów danych. Oto ogólny przegląd niektórych z najbardziej znanych typów modeli generatywnych: autokoderów wariacyjnych (VAE), sieci GAN oraz modeli autoregresyjnych.


  Autokodery wariacyjne


  Jednym z najpopularniejszych modeli generatywnych jest autokoder wariacyjny (VAE). Główna idea stojąca za VAE polega na nauczeniu się probabilistycznego odwzorowania między danymi a przestrzenią ukrytą i odwrotnie. Oznacza to naukę przekształcania rzeczywistych danych w uproszczoną reprezentację (na przykład w formie skompresowanej), a następnie z powrotem w dane wyglądające na rzeczywiste. Autokodery wariacyjne są zaprojektowane tak, aby zapewnić wysokie prawdopodobieństwo danych, a jednocześnie zachować dobrze ustrukturyzowaną przestrzeń ukrytą, umożliwiającą generowanie nowych próbek danych podobnych do danych treningowych.


  Oto niektóre z najpopularniejszych odmian VAE:


  
    	VAE. Podstawowy model, który kompresuje i rekonstruuje dane. Zapewnia on strukturę do generowania nowych próbek z wyuczonej przestrzeni ukrytej. VAE to model generatywny, który uczy się kompresować i rekonstruować dane, jednocześnie ucząc się rozkładu prawdopodobieństwa przestrzeni ukrytej. Mówiąc prościej, VAE jest jak sprytny algorytm, który uczy się rozumieć i odtwarzać dane. Wyobraź sobie to jako utalentowanego artystę, który potrafi skompresować szczegółowy obraz do prostego szkicu (kodowanie), a następnie odtworzyć pełny obraz z tego szkicu (dekodowanie). O wyjątkowości VAE decyduje fakt, że nie tylko kopiują dane, ale także uczą się ich istoty, pozwalając tworzyć nowe, podobne dane. To jak artysta, który uczy się nie tylko kopiować konkretne obrazy, ale także rozumieć styl na tyle dobrze, że potrafi malować nowe, oryginalne dzieła w tym stylu. VAE znalazły wiele kreatywnych zastosowań. Na przykład w dziedzinie odkrywania leków VAE zostały użyte do generowania nowych struktur molekularnych. Naukowcy z AstraZeneca wykorzystali VAE do eksploracji przestrzeni chemicznej i proponowania nowych cząsteczek podobnych do leków o pożądanych właściwościach, potencjalnie przyspieszając proces rozwoju leków [1].


    	Beta-VAE. Rozszerzenie architektury VAE, które wprowadza hiperparametr do jawnego kontrolowania kompromisu między jakością rekonstrukcji a rozplątaniem przestrzeni ukrytej. Model ten podejmuje się tworzenia bardziej interpretowalnych, rozplątanych reprezentacji. Mówiąc prościej, Beta-VAE przypomina swobodniejszą wersję oryginalnego VAE. Pozwala badaczom określać, jak bardzo model skupia się na odtwarzaniu dokładnych szczegółów w porównaniu do zrozumienia podstawowych cech danych. Jest to podobne do nauczania studenta sztuki, aby nie tylko kopiował obraz, ale także rozumiał i oddzielał kluczowe elementy, takie jak kolor, kształt i styl. Ta zdolność do rozplątywania (ang. disentangle) cech sprawia, że Beta-VAE jest szczególnie przydatny w dziedzinach takich jak widzenie komputerowe i robotyka. Na przykład badacze wykorzystali Beta-VAE do nauczenia robotów lepszego rozumienia obiektów. Nauczywszy się oddzielać cechy takie jak rozmiar, kolor i położenie, roboty mogą łatwiej rozpoznawać obiekty w różnych sytuacjach i nimi manipulować, co czyni je lepiej dostosowującymi się i wydajniejszymi w rozmaitych zadaniach [2].


    	Warunkowy autokoder wariacyjny (ang. conditional variational autoencoder — CVAE). Wariant, który warunkuje proces generowania na podstawie dodatkowych informacji, zazwyczaj etykiet klas, produkując nie tylko dane podobne do zestawu treningowego, ale także próbki, które można następnie losować z określonych klas. Wyobraź sobie CVAE jako bardziej kontrolowaną wersję VAE, niczym artysta, który potrafi malować w różnych stylach na żądanie. Zamiast tworzyć losowe nowe obrazy, ten artysta może otrzymać polecenie „namaluj krajobraz” lub „namaluj portret” i stworzyć nowe dzieło w tej konkretnej kategorii. Ta dodatkowa kontrola sprawia, że CVAE jest bardzo przydatny w praktycznych zastosowaniach. Na przykład w dziedzinie gier komputerowych CVAE został wykorzystany do tworzenia gier i proceduralnego generowania zawartości, w tym takich elementów jak projekty postaci, układy poziomów, muzyka i efekty dźwiękowe. Gdy podamy różne warunki, takie jak „stwórz poziom leśny” lub „stwórz poziom pustynny”, CVAE może wygenerować szeroką gamę środowisk gry, oszczędzając czas projektantom i wzbogacając doświadczenie gracza o bardziej zróżnicowane i interesujące światy gry [3].

  


  Sieci GAN


  Sieć GAN składa się zasadniczo z dwóch sieci neuronowych: generatora i dyskryminatora. Generator tworzy syntetyczne próbki danych, podczas gdy druga wytrenowana sieć neuronowa powinna być w stanie rozróżnić prawdziwe próbki od wygenerowanych. Podczas treningu te sieci są uczone antagonistycznie: generator próbuje oszukać dyskryminator, a dyskryminator stara się prawidłowo klasyfikować prawdziwe i fałszywe dane. W tej rywalizacji generator staje się coraz lepszy w tworzeniu fałszywych danych. Oto niektóre z różnych typów sieci GAN:


  
    	GAN. Podstawowy model, w którym generator i dyskryminator są trenowane przeciwstawnie; jest to model bazowy dla większości innowacji w modelowaniu generatywnym. Jak wyjaśniono wcześniej, GAN można sobie wyobrazić jako grę między dwoma graczami: fałszerzem (generatorem) próbującym stworzyć fałszywe pieniądze, a detektywem (dyskryminatorem) starającym się zidentyfikować podróbki. W miarę rywalizacji obaj stają się coraz lepsi w swoich zadaniach, co oznacza, że fałszerz coraz lepiej tworzy fałszywe pieniądze. To sprytne rozwiązanie pozwala sieciom GAN tworzyć niezwykle realistyczne fałszywe dane, takie jak obrazy czy dźwięki [4].


    	Głęboka splotowa sieć GAN (ang. Deep Convolutional GAN — DCGAN). Jest to udoskonalenie podstawowego modelu GAN z wykorzystaniem głębokich splotowych sieci neuronowych; obecnie jedna z najlepszych architektur do generowania wysokiej jakości obrazów. DCGAN to jak bardziej wyrafinowany artysta w porównaniu z podstawowym GAN. To jak przejście od prostych narzędzi szkicujących do pełnego cyfrowego studia artystycznego, umożliwiającego tworzenie znacznie bardziej szczegółowych i realistycznych obrazów. DCGAN są szczególnie dobre w rozumieniu i odtwarzaniu złożonych wzorców w obrazach [5].


    	Wasserstein GAN (WGAN). Proponuje inną funkcję straty wykorzystującą odległość Wassersteina. Eliminuje to problemy podczas treningu GAN, czyniąc go bardziej stabilnym i poprawiając jakość próbek. Pomaga to lepiej mierzyć odległość między dwoma rozkładami prawdopodobieństwa. WGAN można porównać do umożliwienia artyście (generatorowi) i krytykowi (dyskryminatorowi) w GAN lepszego sposobu komunikacji i oceny swojej pracy. Zamiast mówić tylko „dobre” lub „złe”, mogą teraz dawać dokładniejsze informacje zwrotne, takie jak „jesteś blisko” lub „jesteś daleko”. Prowadzi to do poprawy działania i do wysokiej jakości wyników. W praktycznych zastosowaniach WGAN były wykorzystywane w obrazowaniu medycznym do generowania syntetycznych obrazów medycznych w celach szkoleniowych. Pomaga to w tworzeniu większych, bardziej zróżnicowanych zestawów danych do trenowania diagnostycznych systemów AI, potencjalnie poprawiając ich dokładność w wykrywaniu chorób na podstawie skanów i zdjęć rentgenowskich [6].


    	StyleGAN. Generuje wysokiej jakości realistyczne obrazy. Model ten jest szczególnie dobry w oddzielnym przetwarzaniu stylu i treści. Kolejne wersje, StyleGAN2 i StyleGAN3, mają na celu dalszą poprawę wierności i realizmu obrazów. StyleGAN można porównać do zaawansowanego cyfrowego artysty, który potrafi nie tylko tworzyć realistyczne obrazy, ale także mieszać i dopasowywać różne style i treści. To jak malarz, który potrafi wziąć styl van Gogha i zastosować go do nowoczesnego pejzażu miejskiego. Ta elastyczność sprawia, że StyleGAN jest niezwykle wszechstronny [7].

  


  Modele autoregresyjne i architektura transformera


  Modele autoregresyjne generują swoje punkty danych jeden po drugim, uzależniając każdy z nich od poprzedniego. Co ciekawe, okazuje się to niezwykle przydatne w zadaniach, w których istotna jest sekwencja lub struktura danych, takich jak generowanie tekstu czy obrazów. Architektura transformera, wprowadzona w artykule Attention Is All You Need [8], to model, który zrewolucjonizował wiele zadań związanych z danymi sekwencyjnymi, szczególnie w przetwarzaniu języka naturalnego (ang. natural language processing — NLP). Jego główne elementy przedstawia rysunek 1.1.


  [image: rysunek, opis i odwołanie do rysunku w tekście zasadniczym książki]


  Rysunek 1.1. Struktura modelu transformera


  Do tych kluczowych komponentów należą:


  
    	Mechanizm samouwagi (ang. self-attention mechanism). Technika obliczeniowa pozwalająca modelowi dynamicznie skupiać się na różnych częściach danych wejściowych podczas przetwarzania każdego elementu.


    	Uwaga wielowątkowa (ang. multi-head attention). Wiele mechanizmów uwagi działających równolegle, umożliwiających modelowi skupienie się jednocześnie na różnych aspektach danych wejściowych.


    	Kodowanie pozycyjne (ang. positional encoding). Dodaje informacje o pozycji każdego elementu w sekwencji.


    	Jednokierunkowe sieci neuronowe (ang. feed-forward neural networks). Przetwarzają wyniki z warstw uwagi.


    	Normalizacja warstw (ang. layer normalization) i połączenia resztkowe (ang. residual connections). Poprawiają stabilność treningu i przepływ informacji.

  


  Transformery mogą być używane zarówno w konfiguracjach autoregresyjnych, jak i nieautoregresyjnych, co czyni je wszechstronnymi narzędziami do różnych zadań. Oto kilka przykładów:


  
    	PixelCNN. Autoregresyjnie generuje obrazy piksel po pikselu, uzależniając każdy piksel od wcześniej wygenerowanych. Model ten sprawdza się bardzo dobrze w generowaniu wysokiej jakości obrazów z drobnymi szczegółami [9].


    	PixelSNAIL. Udoskonalenie PixelCNN, które dodaje mechanizmy uwagi do modelu, aby uchwycić wyraźne zależności między pikselami, a tym samym poprawić jakość obrazu [10].


    	GPT (ang. Generative Pre-trained Transformer — generatywny wstępnie wytrenowany transformer). To rodzina modeli specjalizujących się w generowaniu tekstu, a dokładniej w przewidywaniu, jakie słowa powinny wystąpić jako następne. Do tej rodziny należą modele GPT-2, GPT-3 i GPT-4, które dokonały ogromnego postępu w tworzeniu spójnego i kontekstowo trafnego tekstu [11] [12].


    	BERT. W przeciwieństwie do GPT model BERT (ang. Bidirectional Encoder Representations from Transformers — dwukierunkowe reprezentacje kodera z transformerów) jest zaprojektowany do rozumienia kontekstu w obu kierunkach. Wykorzystuje część kodującą transformera i jest zazwyczaj stosowany do zadań wymagających zrozumienia całego tekstu wejściowego jednocześnie, a nie do generowania tekstu w sposób autoregresyjny [13].


    	T5 (ang. Text-To-Text Transfer Transformer). Ujmuje wszystkie zadania przetwarzania języka naturalnego w formacie tekst do tekstu. Wykorzystuje pełną architekturę transformera (zarówno koder, jak i dekoder) i może obsługiwać różnorodne zadania generowania tekstu [14].

  


  Choć zależy to od konkretnego zadania, modele te pokazują, jak architektura transformera może być dostosowana i do zadań autoregresyjnych (jak GPT), i do zadań nieautoregresyjnych (jak BERT), demonstrując jej wszechstronność w przetwarzaniu danych sekwencyjnych. Poszczególne modele generatywne mają różne mocne strony. Ta klasa modeli obejmuje zarówno generowanie fotorealistycznych obrazów, jak i spójnego tekstu, a także zupełnie nowych próbek danych.


  Bazując na sukcesie modeli takich jak GPT, badacze rozwinęli te architektury, tworząc duże modele językowe (ang. large language model — LLM). Modele te, często trenowane na ogromnych ilościach tekstu z otwartego internetu i innych ogólnodostępnych źródeł, wykazują wyjątkową biegłość w rozumieniu i generowaniu tekstu przypominającego ludzki w rozmaitych zastosowaniach, dowodząc swojej wszechstronności i zaawansowanych umiejętności językowych. Przykłady LLM-ów to GPT-3, GPT-4, PaLM i BERT-large. Modele te poszerzyły granice możliwości przetwarzania języka naturalnego, wykazując biegłość w zadaniach od odpowiadania na pytania i streszczania po twórcze pisanie i generowanie kodu. Oto przegląd popularnych typów LLM-ów:


  
    	Autoregresyjne LLM-y. Są zazwyczaj zdolne do sekwencyjnego generowania tekstu, czyli token po tokenie. Najczęściej wykorzystuje się je do generowania tekstu, uzupełniania tekstu i twórczego pisania. Popularne przykłady to seria GPT (GPT-3, GPT-4) i PaLM.


    	LLM-y oparte tylko na koderze. Specjalizują się w zadaniach rozumienia języka naturalnego (ang. natural language understanding — NLU), które polegają na analizie i zrozumieniu tekstu wejściowego bez generowania nowego tekstu. LLM-y oparte tylko na koderze, takie jak BERT i jego warianty (np. RoBERTa), koncentrują się na zrozumieniu kontekstu i znaczenia tekstu wejściowego. Modele te przetwarzają całą sekwencję wejściową naraz, co pozwala im uchwycić kontekst i przydaje się w zadaniach takich jak klasyfikacja tekstu, rozpoznawanie jednostek nazewniczych (ang. named entity recognition — NER) i analiza opinii.


    	LLM-y oparte na koderze-dekoderze. To połączenie architektury kodera i dekodera, gdzie modele mogą nie tylko zrozumieć kontekst tekstu wejściowego (NLU), ale także generować tekst wyjściowy. Wspomniany wcześniej model T5 jest bardzo popularnym przykładem LLM-a opartego na koderze-dekoderze, podobnie jak modele takie jak BERT. Te modele potrafią tłumaczyć języki, sporządzać streszczenia i odpowiadać na pytania.


    	Wielomodalne LLM-y. Wielomodalność to koncepcja, w której model AI może obsługiwać nie tylko tekst, ale także inne modalności, takie jak obrazy, wideo i dźwięk. Wielomodalne LLM-y potrafią przetwarzać i generować treści w różnych modalnościach, takich jak tekst, obraz, dźwięk, wideo i dowolne ich kombinacje. Te modele są stosunkowo nowe, a niedawne postępy w mocy obliczeniowej umożliwiły trenowanie wielomodalnych LLM-ów. Niektóre z dobrze znanych wielomodalnych LLM-ów to DALL-E, Stable Diffusion, Flamingo, GPT-4 i LlaVa.


    	LLM-y dostosowane do instrukcji. LLM-y są często trenowane na dużym korpusie ogólnodostępnych tekstów internetowych lub innych. W związku z tym w niektórych scenariuszach modele te mogą nie działać efektywnie w zadaniach wykorzystujących dane, których model nigdy wcześniej nie widział, i mogą nie być w stanie pojmować intencji użytkownika. Na przykład instrukcja obsługi autorskiego urządzenia może zawierać specyficzny język branżowy, z którym model nie zetknął się podczas treningu. W takich przypadkach LLM można dostroić przy użyciu danych specyficznych dla danej dziedziny, aby radziły sobie z konkretnymi instrukcjami i promptami (czyli tekstem wprowadzanym do modelu). To specjalne dostrajanie umożliwia modelowi dodatkowo wykonywanie zadań specyficznych dla danej dziedziny, do których model został dostrojony. Można to porównać do dostosowania osobistej kopii modelu, aby dobrze radził sobie z zadaniami istotnymi dla konkretnego przypadku użycia. Jednym z popularnych przykładów takiego modelu jest InstructGPT, gdzie badacze dostroili model GPT-3 do konkretnych instrukcji. Te typy modeli są wykorzystywane w wielu różnych zadaniach, takich jak czatboty, wirtualne asystenty i wyspecjalizowane aplikacje.


    	LLM-y specyficzne dla danej dziedziny. Jak wspomnieliśmy wcześniej, LLM-y są często trenowane na dużych zestawach ogólnodostępnych danych internetowych, co może skutkować ich słabszym działaniem w wyspecjalizowanych dziedzinach. Chociaż dostrajanie instrukcjami pozwala przystosować te ogólne modele do konkretnych zadań, badacze opracowali również metody tworzenia od podstaw LLM-ów przeznaczonych dla określonych dziedzin. Oznacza to, że modele te są wstępnie trenowane na wysoko wyspecjalizowanych danych dziedzinowych. Przykładowo BioBERT jest trenowany na specjalistycznych danych medycznych, natomiast LegalBERT — na dokumentach prawnych. Takie modele są szczególnie przydatne do wykonywania wyspecjalizowanych zadań w konkretnych dziedzinach, takich jak medycyna, prawo czy finanse.

  


  Agenty AI oparte na modelach językowych


  Każdy z omówionych wcześniej typów modeli językowych ma swoje mocne i słabe strony oraz nadaje się do innych zastosowań. W tej książce skupimy się jednak na głębszym poznaniu możliwości agentów opartych na modelach językowych i zbadamy, jak można budować zaawansowane systemy z ich wykorzystaniem. Warto zauważyć, że agenty LLM nie pasują dokładnie do jednej kategorii, ponieważ reprezentują zaawansowane zastosowanie technologii LLM, a nie konkretny typ architektury modelu. Agenty są zazwyczaj budowane w oparciu o LLM-y dostosowane do instrukcji, często w połączeniu z dodatkowymi komponentami i funkcjami, o czym dowiesz się więcej z dalszej części książki.


  Pokażemy prosty przykład, aby zademonstrować możliwości systemu agentowego opartego na LLM-ie. Naszym przykładem jest strona internetowa biura podróży z czatbotem asystenta rezerwacji lotów, który stanowi interfejs konwersacyjny zbudowany w oparciu o LLM. Może on pomóc klientom w rezerwacji biletów lotniczych poprzez rozmowy przypominające dialog z drugim człowiekiem. W tle czatbot może wykonywać różne zadania w miarę postępu rozmowy. Tabela 1.1 pokazuje, jak może wyglądać przykładowa rozmowa z klientem, który chce zarezerwować bilet lotniczy.


  Tabela 1.1. Przykładowa rozmowa z asystentem rezerwacji lotów


  
    
      
      
    

    
      
        	
          Asystent rezerwacji lotów
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          Dzień dobry, chciałbym zarezerwować lot.
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          Cześć! Z przyjemnością pomogę ci zarezerwować lot. Czy możesz podać miasto wylotu i miejsce docelowe?
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          Chcę lecieć z San Diego do San Francisco.
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          Świetnie, dziękuję za informacje. Szukasz lotu z San Diego (SAN) do San Francisco (SFO). Aby pomóc ci znaleźć najlepsze opcje lotu, potrzebuję jeszcze kilku szczegółów:


          
            	Jaka jest preferowana data podróży?


            	Czy to lot w jedną, czy w obie strony?


            	Ile osób będzie podróżować?
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          Chcę lecieć w przyszły piątek i wrócić w niedzielę. Tylko ja podróżuję.
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          Dziękuję za dodatkowe informacje. Podsumujmy dotychczasowe informacje:


          
            	Trasa: z San Diego (SAN) do San Francisco (SFO)


            	Data wylotu: Przyszły piątek – 23.08.2024


            	Data powrotu: Niedziela – 25.08.2024


            	Pasażerowie: 1 osoba dorosła

          


          Zanim wyszukam loty, mam jeszcze kilka pytań:


          
            	Czy masz preferowaną porę dnia na loty (rano, po południu czy wieczorem)?


            	Czy masz preferowane linie lotnicze, czy mogą być dowolne?


            	Jaką preferujesz klasę podróży (ekonomiczną, ekonomiczną premium, biznesową czy pierwszą klasę)?
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          Wolę poranne loty. Bez preferencji co do linii lotniczych. Wystarczy klasa ekonomiczna.
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          Dziękuję za szczegóły. Wyszukam poranne loty w klasie ekonomicznej we wszystkich liniach lotniczych. Daj mi chwilę na znalezienie najlepszych opcji.


          [Wyszukiwanie lotów… Proszę czekać…]
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          Znalazłem kilka opcji dla twojej podróży. Oto najlepsze poranne loty:


          Wylot (z SAN do SFO) w przyszły piątek:


          
            	United Airlines UA1234: wylot 7:15, przylot 8:45


            	Alaska Airlines AS5678: wylot 8:30, przylot 10:00

          


          Powrót (z SFO do SAN) w niedzielę:


          
            	Delta Air Lines DL9876: wylot 9:00, przylot 10:30


            	Southwest Airlines WN5432: wylot 10:15, przylot 11:45

          


          Całkowita cena za lot w obie strony, wraz z podatkami i opłatami, wynosi:


          
            	Opcja 1. (United/Alaska): 325 dolarów


            	Opcja 2. (Delta/Southwest): 310 dolarów

          


          Którą opcję preferujesz? Chcesz, żebym poszukał innych lotów?
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          Druga opcja wygląda dobrze. Mogę prosić o jej rezerwację?
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          Oczywiście! Z przyjemnością zarezerwuję drugą opcję. Dla potwierdzenia: zarezerwuję następującą trasę:


          Wylot: Alaska Airlines AS5678


          
            	Data: 23.08.2024


            	Wylot z San Diego o 8:30, przylot do San Francisco o 10:00

          


          Powrót: Southwest Airlines WN5432


          
            	Data: 25.08.2024


            	Wylot z San Francisco o 10:15, przylot do San Diego o 11:45

          


          Całkowita cena: 310 dolarów


          Aby kontynuować rezerwację, potrzebuję kilku dodatkowych informacji:


          
            	Twoje imię i nazwisko, tak jak widnieje na dokumencie tożsamości.


            	Twoją datę urodzenia.


            	Adres e-mail (do wysłania potwierdzenia).


            	Numer telefonu.


            	Ewentualne specjalne życzenia (np. preferencje dotyczące posiłków, miejsc).

          


          Pamiętaj, że do zakończenia rezerwacji potrzebne będzie podanie formy płatności. Możesz teraz podać te informacje?
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          Tak. Nazywam się John Smith, urodziłem się 15.05.1985. Mój e-mail to john.smith@email.com, a numer telefonu to 555-123-45-67. Bez specjalnych życzeń.
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          Dziękuję za podanie tych informacji, John. Wprowadziłem twoje dane do systemu rezerwacji. Oto podsumowanie informacji, które mam:


          
            	Imię i nazwisko: John Smith


            	Data urodzenia: 15.05.1985


            	E-mail: john.smith@email.com


            	Telefon: 555-123-4567


            	Specjalne życzenia: Brak

          


          Ostatnim krokiem jest przetworzenie płatności w wysokości 310 dolarów za zarezerwowane loty. Ze względów bezpieczeństwa nie mogę przyjąć informacji o karcie kredytowej bezpośrednio w tym czacie. Dlatego wyślę bezpieczny link do płatności na twój adres e-mail (john.smith@email.com).


          Po otrzymaniu e-maila kliknij odnośnik, aby dokończyć proces płatności. Po pomyślnym przetworzeniu płatności otrzymasz kolejny e-mail z potwierdzeniem lotu i biletami elektronicznymi.


          Czy mogę wysłać odnośnik do płatności na twój adres e-mail?
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          Tak, wyślij odnośnik do płatności.
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          Doskonale, John. Rozpocząłem proces wysyłania bezpiecznego odnośnika do płatności na twój adres e-mail (john.smith@email.com). Powinieneś go otrzymać w ciągu najbliższych kilku minut. Sprawdź skrzynkę odbiorczą, a jeśli nie zobaczysz go od razu, zajrzyj do folderu ze spamem.


          Po dokonaniu płatności system automatycznie przetworzy twoją rezerwację i wyśle e-mail z potwierdzeniem zawierający bilety elektroniczne. Ten e-mail będzie zawierał ważne informacje, takie jak:


          
            	Numer potwierdzenia rezerwacji.


            	Szczegółowy plan podróży.


            	Instrukcje dotyczące odprawy.


            	Informacje o dozwolonej ilości bagażu.


            	Dane kontaktowe linii lotniczych.

          


          Po otrzymaniu e-maila z potwierdzeniem sprawdź wszystkie dane, aby upewnić się, że są poprawne. Jeśli zauważysz jakieś problemy lub będziesz mieć pytania, proszę o kontakt.


          Czy potrzebujesz jeszcze jakiejś pomocy w związku z podróżą lub procesem rezerwacji?
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          Nie, to wszystko. Dziękuję za pomoc!

        
      


      
        	
          [image: ikona]

        

        	
          Nie ma za co, John! Cieszę się, że mogłem Ci pomóc w rezerwacji lotu z San Diego do San Francisco i z powrotem. Jeśli będziesz potrzebować dalszej pomocy związanej z tą rezerwacją lub będziesz mieć pytania dotyczące podróży, proszę o kontakt. Jesteśmy do dyspozycji 24 godziny na dobę 7 dni w tygodniu. Życzę udanej podróży do San Francisco w przyszłym tygodniu!

        
      

    
  


  Na pierwszy rzut oka ten przykład wydaje się dość prosty. Jednak w tle dzieje się wiele rzeczy. Najpierw klient zaczyna od ogólnego żądania rezerwacji lotu. Asystent AI rozumie, że aby kontynuować to żądanie, potrzebuje kilku dodatkowych informacji niezbędnych do wyszukania dostępnych lotów, takich jak między innymi miasta wylotu i przylotu, daty podróży.


  W miarę postępu rozmowy asystent AI prosi o kolejne informacje, aby móc pomyślnie dokończyć rezerwację. Informacje zebrane na każdym etapie są wykorzystywane jako wartości parametrów do wywoływania w tle API związanych z rezerwacją lotów, na przykład miasta, daty oraz liczba pasażerów są wymagane do wyszukania informacji o dostępnych lotach za pomocą (fikcyjnego) API o nazwie flightLookup, a imię i nazwisko klienta, telefon i e-mail są wymagane do dokonania rezerwacji za pomocą API o nazwie bookFlight. Rysunek 1.2 przedstawia schemat obejmujący decyzje podejmowane przez model, przebieg interakcji oraz narzędzia (funkcje API), które wywołuje w celu wykonania poszczególnych kroków.


  [image: rysunek, opis i odwołanie do rysunku w tekście zasadniczym książki]
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