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  O autorach


  William Ayd jest jednym z głównych opiekunów projektu pandas, pełniąc tę rolę od 2018 roku. Przez ponad dekadę pracy jako konsultant pomógł niezliczonym klientom w jak najlepszym wykorzystaniu ich danych za pomocą biblioteki pandas i otaczającego ją ekosystemu oprogramowania otwartoźródłowego.


  Matt Harrison korzysta z Pythona od 2000 roku. Prowadzi firmę MetaSnake, która oferuje szkolenia dla firm z zakresu Pythona i analizy danych. Jest autorem książek takich jak Machine Learning Pocket Reference, bestsellerowy Illustrated Guide to Python 3 oraz Learning the Pandas Library, a także wielu innych pozycji.


  O korektorze merytorycznym


  Simon Hawkins posiada tytuł magistra inżynierii lotniczej i kosmonautycznej uzyskany w Imperial College w Londynie. Na początku swojej kariery pracował wyłącznie w sektorach obronnym i jądrowym jako analityk technologii, specjalizując się w modelowaniu możliwości i technikach symulacji dla sprzętu o wysokiej integralności. Później przeniósł się do branży e-commerce, gdzie skupił się na analizie danych. Obecnie jest pasjonatem danologii i aktywnym członkiem zespołu rozwijającego bibliotekę pandas.


  Wstęp


  Rozpocząłem tworzenie projektu, który stał się biblioteką pandas, w 2008 roku, w zupełnie innej erze obliczeń statystycznych i tego, co dziś nazywamy nauką o danych. W tamtym czasie analizy danych były zwykle wykonywane przy użyciu baz danych i SQL-a, aplikacji Microsoft Excel, własnościowych środowisk programistycznych oraz języków otwartoźródłowych, takich jak R. Python skupiał wokół siebie małą, ale rosnącą społeczność zajmującą się obliczeniami naukowymi, jednak miał niewielkie znaczenie w analizie statystycznej i analityce biznesowej. Choć biblioteka pandas zaczynała jako mój osobisty zestaw narzędzi do analizy danych w Pythonie, po kilku latach projekt zaczął żyć własnym życiem, gdy stało się dla mnie jasne, że Python ma potencjał, by stać się głównym językiem do analizy danych z wykorzystaniem oprogramowania otwartoźródłowego.


  Przez mniej więcej pięć lat, do 2013 roku, aktywnie rozwijałem i utrzymywałem bibliotekę pandas. Od tamtej pory jest ona rozwijana przez społeczność — małą, zaangażowaną grupę głównych programistów i tysiące współtwórców. W 2012 roku opublikowałem jedną z pierwszych książek poświęconych pracy z biblioteką pandas, ale dziś istnieje wiele publikacji, w tym internetowych, skierowanych do różnych odbiorców. Niektóre skupiają się głównie na wyjaśnianiu, jak korzystać z funkcji biblioteki, podczas gdy inne traktują ją jako podstawowe narzędzie do operowania danymi w ramach nauki o tym, jak prowadzić analizy danych lub stosować uczenie maszynowe.


  Znam Willa Ayda i Matta Harrisona od wielu lat i podziwiam ich pracę jako programistów otwartoźródłowych i edukatorów dla społeczności Pythona. Will jest członkiem głównego zespołu biblioteki pandas oraz stworzył i utrzymuje wiele spośród funkcji omawianych w tej książce. Matt jest autorem licznych popularnych książek o Pythonie i ma imponujące doświadczenie jako trener i edukator w zakresie programowania w Pythonie, biblioteki pandas i innych narzędzi do analizy danych. To godny zaufania duet, od którego można wiele się nauczyć.


  Cieszę się, że mogę zobaczyć trzecie wydanie tej książki. Jest to doskonałe źródło praktycznych rozwiązań problemów, z którymi spotkasz się w swojej pracy analitycznej w Pythonie. Obejmuje ono omówienie podstawowych funkcji pandas, jednocześnie przybliżając bardziej zaawansowane funkcjonalności i cechy, które zostały dodane do biblioteki w ciągu ostatnich kilku lat.


  Wes McKinney


  Twórca projektów pandas i Ibis


  Współtwórca frameworka Apache Arrow


  Wprowadzenie


  Pandas to biblioteka, która służy do tworzenia ustrukturyzowanych danych w Pythonie i przeprowadzania na nich operacji. Co rozumiem przez określenie „ustrukturyzowane”? Mam tutaj na myśli dane tabelaryczne w wierszach i kolumnach, podobne do tych, które można znaleźć w arkuszu kalkulacyjnym lub bazie danych. Danolodzy, analitycy, programiści, inżynierowie i inni specjaliści wykorzystują ją do kształtowania swoich danych.


  Biblioteka pandas jest ograniczona do działania na „małych danych” (czyli takich, które mogą zmieścić się w pamięci dostępnej na pojedynczej maszynie). Jednak jej składnia i operacje zostały zastosowane lub stały się inspiracją w innych projektach, takich jak PySpark, Dask i cuDF. Projekty te mają różne cele, ale niektóre są w stanie obsłużyć duże zbiory danych. Dlatego zrozumienie działania biblioteki pandas jest cenną umiejętnością, ponieważ jej funkcje stają się standardowym interfejsem do interakcji z danymi ustrukturyzowanymi.


  Ja, Will Ayd, jestem głównym opiekunem biblioteki pandas od 2018 roku. Jednocześnie miałem przyjemność być współtwórcą i współpracownikiem przy wielu innych projektach otwartoźródłowych w tym ekosystemie, takich jak m.in. Arrow, NumPy i Cython.


  Zajmuję się również doradztwem, wykorzystując ekosystem, do którego rozwoju się przyczyniam. Korzystając z najlepszych narzędzi otwartoźródłowych, pomagam klientom opracowywać strategie dotyczące danych, wdrażać procesy i wzorce oraz szkolić pracowników, aby nadążali za stale zmieniającymi się trendami w analityce. Mocno wierzę w swobodę, jaką zapewniają narzędzia otwartoźródłowe, i udowodniłem ich wartość wielu firmom.


  Jeśli Twoja firma jest zainteresowana optymalizacją strategii dotyczącej danych, skontaktuj się ze mną (will_ayd@innobi.io).


  Dla kogo przeznaczona jest ta książka?


  Ta książka zawiera mnóstwo receptur, od bardzo prostych po zaawansowane. Starałem się, aby wszystkie receptury były napisane w jasnym, zwięzłym i nowoczesnym idiomatycznym kodzie biblioteki pandas. Sekcje „Jak to działa?” zawierają bardzo szczegółowe opisy zawiłości każdego kroku receptury. Często w sekcji „To jeszcze nie wszystko…” znajdziesz coś, co może się wydawać zupełnie nową recepturą. Tekst zawiera bardzo dużo kodu, który wykorzystuje bibliotekę pandas.


  Choć nie jest to bezwzględnie wymagane, zaleca się czytanie książki od początku do końca. Receptury są bowiem skonstruowane w taki sposób, że najpierw wprowadzają pojęcia i funkcje za pomocą bardzo małych, ukierunkowanych przykładów, a następnie stopniowo budują na tej podstawie bardziej złożone zastosowania.


  Ze względu na szeroki zakres złożoności ta książka może być przydatna zarówno dla początkujących, jak i doświadczonych użytkowników. Z mojego doświadczenia wynika, że nawet ci, którzy regularnie korzystają z biblioteki pandas, nie opanują jej w pełni bez kontaktu z jej idiomatycznym kodem. Wynika to po części z szerokiego zakresu możliwości tej biblioteki. Prawie zawsze istnieje kilka sposobów wykonania tej samej operacji, co może prowadzić do uzyskania pożądanego rezultatu, ale w bardzo nieefektywny sposób. Nie jest rzadkością, że między dwoma zestawami rozwiązań wykorzystujących bibliotekę pandas dla tego samego problemu występuje różnica w wydajności co najmniej rzędu wielkości.


  Jedynym prawdziwym warunkiem wstępnym do korzystania z tej książki jest podstawowa znajomość Pythona. Przyjęliśmy założenie, że Czytelnik jest zaznajomiony ze wszystkimi popularnymi wbudowanymi strukturami danych w Pythonie, takimi jak listy, zbiory, słowniki i krotki.


  Co znajdziesz w tej książce?


  Rozdział 1. „Podstawy biblioteki pandas” przedstawia główne obiekty biblioteki pandas, a mianowicie pd.Series, pd.DataFrame i pd.Index.


  Rozdział 2. „Wybieranie i przypisywanie wartości” pokazuje, jak przeszukiwać dane, które zostały umieszczone w dowolnej strukturze danych biblioteki pandas.


  Rozdział 3. „Typy danych” zawiera omówienie systemu typów leżącego u podstaw biblioteki pandas. Jest to obszar, który szybko ewoluował i nadal będzie się rozwijać, dlatego znajomość typów i tego, co je wyróżnia, jest bezcenną wiedzą.


  Rozdział 4. „System wejścia-wyjścia biblioteki pandas” wyjaśnia, dlaczego pandas od dawna jest popularnym narzędziem do odczytu i zapisu danych w różnych formatach.


  Rozdział 5. „Algorytmy i ich zastosowanie” wprowadza podstawy wykonywania obliczeń na strukturach danych biblioteki pandas.


  Rozdział 6. „Wizualizacja” pokazuje, jak można bezpośrednio wykorzystać bibliotekę pandas do tworzenia wykresów, wraz z biblioteką seaborn, która dobrze się z nią integruje.


  Rozdział 7. „Przekształcanie ramek danych” omawia różne sposoby, w jakie dane mogą być transformowane i podsumowywane za pomocą obiektu pd.DataFrame z biblioteki pandas.


  Rozdział 8. „Grupowanie” prezentuje, jak segmentować i podsumowywać podzbiory danych zawartych w obiekcie pd.DataFrame z biblioteki pandas.


  Rozdział 9. „Algorytmy i typy danych czasowych” wprowadza użytkowników do typów daty i godziny, na podstawie których jest przeprowadzana analiza szeregów czasowych, z czego słynie pandas. W rozdziale tym poznasz również zastosowanie tych typów w pracy z rzeczywistymi danymi.


  Rozdział 10. „Ogólne wskazówki dotyczące użytkowania i wydajności” omawia typowe pułapki, które napotykają użytkownicy podczas korzystania z biblioteki pandas, i przedstawia idiomatyczne rozwiązania.


  Rozdział 11. „Ekosystem biblioteki pandas” omawia inne biblioteki otwartoźródłowe, które integrują się z bilioteką pandas albo rozszerzają i/lub uzupełniają jej funkcjonalność.


  Jak zmaksymalizować korzyści z czytania tej książki?


  Jest kilka rzeczy, które możesz zrobić, aby jak najlepiej wykorzystać tę książkę. Po pierwsze, i najważniejsze, pobierz cały kod zamieszczony w notatniku Jupyter. Podczas czytania każdej receptury uruchamiaj poszczególne fragmenty kodu w notatniku. Nie wahaj się eksperymentować na własną rękę podczas przeglądania kodu. Po drugie, miej otwartą oficjalną dokumentację biblioteki pandas (https://pandas.pydata.org/pandas-docs/stable/) w jednej z kart przeglądarki. Dokumentacja biblioteki to doskonałe źródło zawierające ponad 1000 stron materiału. Znajdziesz w niej przykłady dla większości operacji biblioteki, do których w tekście, w sekcji „Zobacz także”, często będą zamieszczone bezpośrednie odnośniki. Chociaż dokumentacja obejmuje podstawy większości operacji, wykorzystano w niej trywialne przykłady i sztuczne dane, które nie odzwierciedlają sytuacji, z jakimi prawdopodobnie spotkasz się podczas analizy rzeczywistych zbiorów danych.


  Co będzie potrzebne podczas lektury?


  Pandas to zewnętrzna biblioteka dla języka programowania Python, która w momencie wydania tej książki przechodzi z serii 2.x do 3.x. Przykłady w niniejszej książce powinny działać z biblioteką w wersji co najmniej 2.0 oraz z Pythonem w wersji 3.9 lub nowszej.


  Kod zamieszczony w tej książce będzie wykorzystywał biblioteki pandas, NumPy i PyArrow. Popularne są również pliki Jupyter Notebook, które służą do wizualizacji i analizy kodu. Wszystkie te biblioteki powinny być dostępne do instalacji przez pip lub inny menedżer pakietów. Użytkownicy pip mogą wydać następujące polecenie:


  
    python -m pip install pandas numpy pyarrow notebook

  


  Pobieranie plików z przykładowym kodem


  Przykładowe kody źródłowe do tej książki znajdują się w repozytorium GitHub pod adresem https://github.com/WillAyd/Pandas-Cookbook-Third-Edition. W przypadku aktualizacji kodu zmiany zostaną wprowadzone w tym repozytorium.


  Uruchamianie notatnika Jupyter


  Sugerowaną metodą pracy z treścią tej książki jest uruchomienie notatnika Jupyter, dzięki czemu można wykonywać kod podczas czytania receptur. Śledzenie przykładów na własnym komputerze pozwala samodzielnie eksperymentować i uzyskać głębsze zrozumienie niż podczas samej lektury.


  Po zainstalowaniu notatnika Jupyter otwórz wiersz poleceń (wpisz cmd w pasku wyszukiwania w systemie Windows albo otwórz Terminal w systemie macOS lub Linux) i wpisz:


  
    jupyter notebook

  


  Nie jest konieczne uruchamianie tego polecenia z katalogu domowego. Możesz je uruchomić z dowolnej lokalizacji, a zawartość w przeglądarce będzie ją odzwierciedlać. Chociaż uruchomiliśmy już program Jupyter Notebook, nie otworzyliśmy jeszcze żadnego notatnika, w którym moglibyśmy zacząć programować w Pythonie. Aby to zrobić, kliknij przycisk New w prawym górnym rogu strony, co spowoduje rozwinięcie listy wszystkich dostępnych wersji Pythona. Jeśli pracujesz na nowej instalacji, będziesz mieć dostępną tylko jedną (Python 3). Po jej wybraniu otworzy się w przeglądarce nowa karta, na której możesz zacząć tworzyć kod w Pythonie.


  Oczywiście zamiast tworzyć nowy notatnik, możesz otworzyć dowolny z wcześniej utworzonych. W tym celu przejdź przez system plików dostępny na stronie głównej Jupyter Notebook i wybierz notatnik, który chcesz otworzyć. Wszystkie pliki Jupyter Notebook mają rozszerzenie .ipynb.


  Możesz też skorzystać z usług chmurowych, które oferują środowisko notatników. Zarówno Google, jak i Microsoft udostępniają darmowe środowiska notatników wraz z preinstalowaną biblioteką pandas.


  Przyjęte konwencje


  W tej książce stosujemy kilka konwencji typograficznych.


  KodWTekście — ten styl wskazuje na fragmenty kodu w tekście, nazwy tabel baz danych i dane wejściowe wprowadzone przez użytkownika. Oto przykład: „Aby zapisywać pliki XLS lub XLSX, może być konieczne zainstalowanie bibliotek xlwt lub openpyxl”.


  Kursywa — tym stylem oznaczyliśmy nazwy plików i katalogów, rozszerzenia plików, ścieżki dostępu, adresy URL, a także adresy w serwisie X (dawniej Twitter). Oto przykład: „Otwórz plik LocationForecast.swift w katalogu Weather”.


  Blok kodu przedstawia się następująco:


  
    import pandas as pd

  


  
    import numpy as np

  


  
    movies = pd.read_csv("data/movie.csv")

  


  
    movies

  


  Nowe pojęcia i ważne słowa są zapisywane pogrubioną czcionką. Oto przykład: „Znając już podstawy konstruktorów, możesz przejść do kluczowych procesów wybierania i przypisywania wartości”.


  
    
      
        	
          Uwaga

        
      


      
        	
          Ważne informacje pojawiają się w takich ramkach.

        
      

    
  


  
    
      
        	
          Wskazówka

        
      


      
        	
          Wskazówki pojawiają się w takich ramkach.

        
      

    
  


  Założenia dla każdej receptury


  Należy założyć, że na początku każdego przykładu, w którym został wykorzystany kod biblioteki pandas, NumPy, PyArrow i Matplotlib, są one już zaimportowane do oddzielnych przestrzeni nazw:


  
    import numpy as np

  


  
    import pyarrow as pa

  


  
    import pandas as pd

  


  Opisy zestawów danych


  W tej książce wykorzystujemy około dwudziestu zestawów danych. Warto zapoznać się z informacjami na temat każdego z nich przed przystąpieniem do wykonywania ćwiczeń z poszczególnych receptur. Szczegółowy opis każdego zbioru danych znajdziesz w pliku Jupytera o nazwie dataset_descriptions, dostępnym pod adresem https://github.com/WillAyd/Pandas-Cookbook-Third-Edition. Dla każdego zbioru danych znajdziesz tam listę kolumn, informacje o każdej z nich oraz uwagi dotyczące sposobu pozyskania danych.


  Sekcje


  W tej książce znajdziesz kilka często powtarzających się nagłówków.


  Aby przedstawić jasne instrukcje dotyczące wykonania danej receptury, wykorzystujemy niektóre z poniższych sekcji lub wszystkie:


  Jak to zrobić?


  W tej sekcji przedstawiamy kroki niezbędne do wykonania opisanej procedury.


  Jak to działa?


  Ta sekcja zwykle zawiera szczegółowe wyjaśnienie tego, co zostało opisane w poprzedniej części.


  To jeszcze nie wszystko…


  Ta sekcja zawiera dodatkowe informacje na temat receptury, które pomogą Ci poszerzyć wiedzę o niej.


  Rozdział 1. Podstawy biblioteki pandas


  Biblioteka pandas jest bardzo przydatna do pracy z danymi ustrukturyzowanymi. Czym są dane ustrukturyzowane? To dane przechowywane w tabelach, takie jak pliki CSV, arkusze Excela i tabele bazodanowe. Dane nieustrukturyzowane natomiast to tekst w dowolnej formie, obrazy, dźwięki oraz filmy. Jeśli masz do czynienia z danymi ustrukturyzowanymi, pandas będzie dla Ciebie niezwykle użyteczna.


  pd.Series to obiekt reprezentujący jednowymiarową kolekcję danych. Jeśli znasz Excela, możesz o niej myśleć jak o kolumnie. Główna różnica polega na tym, że podobnie jak w kolumnie bazy danych wszystkie wartości w pd.Series muszą być jednego, jednolitego typu.


  pd.DataFrame to obiekt dwuwymiarowy. Podobnie jak arkusz Excela czy tabela bazodanowa mogą być postrzegane jako zbiór kolumn, pd.DataFrame można traktować jako kolekcję obiektów pd.Series. Wprawdzie każdy obiekt pd.Series ma jednorodny typ danych, ale pd.DataFrame może być niejednorodny i przechowywać różne obiekty pd.Series o odmiennych typach danych.


  pd.Index nie ma bezpośredniego odpowiednika w innych narzędziach. Excel oferuje coś podobnego w postaci automatycznie numerowanych wierszy po lewej stronie arkusza, ale te numery służą głównie do celów wyświetlania. pd.Index, jak przekonasz się w trakcie lektury tej książki, może być używany do wybierania wartości, łączenia tabel i wielu innych operacji.


  Receptury zamieszczone w tym rozdziale pokażą, jak ręcznie tworzyć obiekty pd.Series i pd.DataFrame i dostosowywać powiązane z nimi obiekty pd.Index, oraz zaprezentują typowe atrybuty obiektów pd.Series i pd.DataFrame, które mogą być przydatne podczas analizy danych.


  W tym rozdziale omówimy następujące zagadnienia:


  
    	importowanie biblioteki pandas;


    	obiekt pd.Series (szeregi danych);


    	obiekt pd.DataFrame (ramki danych);


    	obiekt pd.Index (indeksy);


    	atrybuty obiektu pd.Series;


    	atrybuty obiektu pd.DataFrame.

  


  Importowanie biblioteki pandas


  Większość użytkowników biblioteki pandas stosuje alias dla polecenia import, aby można było odwoływać się do niej za pomocą skrótu pd. W książce zasadniczo nie będziemy pokazywać poleceń importujących biblioteki pandas i NumPy, ale wyglądają one następująco:


  
    import pandas as pd

  


  
    import numpy as np

  


  Chociaż w wydaniu 2.x biblioteki pandas jest to opcjonalna zależność, wiele przykładów w tej książce będzie korzystać z biblioteki PyArrow. Zakładamy, że jest ona importowana za pomocą następującego polecenia:


  
    import pyarrow as pa

  


  Obiekt pd.Series


  Podstawowy element konstrukcyjny w bibliotece pandas to obiekt pd.Series, który jest jednowymiarową tablicą danych powiązaną z indeksem w postaci egzemplarza pd.Index. Etykiety indeksu można wykorzystać jako prosty sposób wyszukiwania wartości w pd.Series, podobnie jak słownik Pythona używa par klucz – wartość (więcej informacji na temat funkcjonalności obiektu pd.Index przedstawimy w rozdziale 2., który jest poświęcony wybieraniu danych i ich przypisywaniu).


  W kolejnym punkcie zaprezentujemy kilka sposobów bezpośredniego tworzenia obiektów pd.Series.


  Jak to zrobić?


  Najprostszym sposobem tworzenia obiektu pd.Series jest przekazanie sekwencji wartości, np. listy liczb całkowitych:


  
    pd.Series([0, 1, 2])

  


  
    0    0

  


  
    1    1

  


  
    2    2

  


  
    dtype: int64

  


  Krotka to inny rodzaj sekwencji, który również może zostać użyty jako argument konstruktora pd.Series:


  
    pd.Series((12.34, 56.78, 91.01))

  


  
    0    12.34

  


  
    1    56.78

  


  
    2    91.01

  


  
    dtype: float64

  


  Podczas generowania przykładowych danych często sięgamy po funkcję range() w Pythonie:


  
    pd.Series(range(0, 7, 2))

  


  
    0    0

  


  
    1    2

  


  
    2    4

  


  
    3    6

  


  
    dtype: int64

  


  We wszystkich dotychczasowych przykładach pandas próbuje automatycznie określić odpowiedni typ danych na podstawie przekazanych argumentów. Jednak czasami jako programiści wiemy więcej o typie i rozmiarze naszych danych, niż można wywnioskować automatycznie. Przekazanie tej informacji jawnie do biblioteki pandas za pomocą argumentu dtype= może się przyczynić do oszczędeania pamięci lub zapewnienia poprawnej integracji z innymi systemami obsługującymi typy danych, takimi jak bazy danych SQL.


  Aby to zilustrować, użyjmy prostego argumentu range do wypełnienia obiektu pd.Series sekwencją liczb całkowitych. Gdy robiliśmy to wcześniej, automatycznie określonym typem danych była 64-bitowa liczba całkowita, ale jako programiści możemy wiedzieć, że nie spodziewamy się kiedykolwiek przechowywać większych wartości w tym obiekcie pd.Series i wystarczy nam 8 bitów pamięci (jeśli nie znasz różnicy między 8-bitową i 64-bitową liczbą całkowitą, temat ten omawiamy w rozdziale 3., w którym wyjaśniamy typy danych). Przekazanie dtype=”int8" do konstruktora pd.Series wskazuje bibliotece pandas, że chcemy użyć mniejszego typu danych:


  
    pd.Series(range(3), dtype="int8")

  


  
    0    0

  


  
    1    1

  


  
    2    2

  


  
    dtype: int8

  


  Obiekt pd.Series może również mieć przypisaną nazwę, którą można określić za pomocą argumentu name= (jeśli nie zostanie podana, domyślnie nazwa przyjmuje wartość None):


  
    pd.Series(["apple", "banana", "orange"], name="fruit")

  


  
    0     apple

  


  
    1     banana

  


  
    2     orange

  


  
    Name: fruit, dtype: object

  


  Obiekt pd.DataFrame


  Choć pd.Series stanowi podstawowy element konstrukcyjny, to pd.DataFrame jest głównym obiektem, który przychodzi na myśl użytkownikom biblioteki pandas. Ten obiekt to podstawowa i najczęściej używana struktura danych podczas pracy z biblioteką pandas. Gdy użytkownicy myślą o tej bibliotece, zazwyczaj wyobrażają sobie pracę z ramką danych (pd.DataFrame).


  W większości procesów analizy danych będziesz importować dane z zewnętrznego źródła. Jednak na początek pokażemy, jak utworzyć ramkę danych bezpośrednio (import i eksport danych omawiamy w rozdziale 4., który jest poświęcony systemowi wejścia-wyjścia biblioteki pandas).


  Jak to zrobić?


  Najprostszy sposób tworzenia obiektu pd.DataFrame polega na użyciu dwuwymiarowej sekwencji, takiej jak lista list:


  
    pd.DataFrame([

  


  
        [0, 1, 2],

  


  
        [3, 4, 5],

  


  
        [6, 7, 8],

  


  
    ])

  


  
        0   1   2

  


  
    0   0   1   2

  


  
    1   3   4   5

  


  
    2   6   7   8

  


  Podczas tworzenia ramki danych zawierającej listę list pandas automatycznie ponumeruje etykiety wierszy i kolumn. Zazwyczaj użytkownicy biblioteki przynajmniej nadają nazwy kolumnom, ponieważ ułatwia to indeksowanie i wybieranie danych z obiektu pd.DataFrame (więcej o indeksowaniu i wybieraniu danych znajdziesz w następnym rozdziale). Aby nadać nazwy kolumnom podczas tworzenia obiektu pd.DataFrame z listy list, możesz użyć argumentu columns= w konstruktorze:


  
    pd.DataFrame([

  


  
        [1, 2],

  


  
        [4, 8],

  


  
    ], columns=["col_a", "col_b"])

  


  
         col_a    col_b

  


  
    0    1          2

  


  
    1    4          8

  


  Zamiast listy list możesz również użyć słownika. Klucze słownika zostaną użyte jako etykiety kolumn, a wartości słownika będą reprezentować dane umieszczone w odpowiednich kolumnach obiektu pd.DataFrame:


  
    pd.DataFrame({

  


  
        "first_name": ["Jane", "John"],

  


  
        "last_name": ["Doe", "Smith"],

  


  
    })

  


  
                first_name      last_name

  


  
    0           Jane            Doe

  


  
    1           John            Smith

  


  W powyższym przykładzie wartościami w słowniku były listy ciągów znaków, ale obiekt pd.DataFrame nie wymaga ściśle list. Sprawdzi się każda sekwencja, włącznie z obiektem pd.Series:


  
    ser1 = pd.Series(range(3), dtype="int8", name="int8_col")

  


  
    ser2 = pd.Series(range(3), dtype="int16", name="int16_col")

  


  
    pd.DataFrame({ser1.name: ser1, ser2.name: ser2})

  


  
                 int8_col         int16_col

  


  
    0            0                0

  


  
    1            1                1

  


  
    2            2                2

  


  Obiekt pd.Index


  Podczas tworzenia obiektów pd.Series i pd.DataFrame prawdopodobnie zauważyłeś wartości po lewej stronie tych obiektów, zaczynające się od 0 i zwiększające się o 1 dla każdego nowego wiersza danych. Obiekt odpowiedzialny za te wartości to pd.Index, na rysunku 1.1 zaznaczony czerwoną ramką.


  [image: Rysunek 1.1. Domyślny obiekt pd.Index (zaznaczony na czerwono)]


  Rysunek 1.1. Domyślny obiekt pd.Index (zaznaczony na czerwono)


  W przypadku obiektu pd.DataFrame mamy do czynienia z egzemplarzem pd.Index nie tylko po lewej stronie obiektu (nazywanym indeksem wierszy lub po prostu indeksem), ale również u góry (określanym jako indeks kolumn lub po prostu kolumna) (rysunek 1.2).


  [image: Rysunek 1.2. Przykład ramki danych (obiekt pd.DataFrame) z indeksem wierszy i kolumn]


  Rysunek 1.2. Przykład ramki danych (obiekt pd.DataFrame) z indeksem wierszy i kolumn


  O ile nie zostanie to wyraźnie określone, pandas automatycznie utworzy indeks numeryczny (formalnie rzecz biorąc, jest to pd.RangeIndex, czyli podklasa klasy pd.Index). Jednak bardzo rzadko używa się pd.RangeIndex dla kolumn, ponieważ odwoływanie się do kolumny o nazwie City lub Date jest bardziej czytelne niż odwoływanie się do kolumny na n-tej pozycji. Egzemplarz pd.RangeIndex częściej pojawia się w indeksie wierszy, choć nawet tam możesz chcieć użyć własnych etykiet. Bardziej zaawansowane operacje wybierania, z domyślnym obiektem pd.RangeIndex i niestandardowymi wartościami pd.Index, omawiamy w następnym rozdziale, aby pomóc Ci zrozumieć różne przypadki użycia. Na razie przyjrzyjmy się, jak nadpisać tworzenie obiektów pd.Index dla wierszy i kolumn podczas konstruowania obiektów pd.Series i pd.DataFrame.


  Jak to zrobić?


  Podczas tworzenia obiektu pd.Series najłatwiejszym sposobem zmiany indeksu wierszy jest przekazanie sekwencji etykiet do argumentu index=. W poniższym przykładzie zamiast domyślnego pd.RangeIndex numerowanego od 0 do 2 zostaną użyte etykiety dog, cat i human:


  
    pd.Series([4, 4, 2], index=["dog", "cat", "human"])

  


  
    dog          4

  


  
    cat          4

  


  
    human        2

  


  
    dtype: int64

  


  Jeśli chcesz zachować większą kontrolę, możesz samodzielnie utworzyć obiekt pd.Index przed przekazaniem go jako argumentu do index=. W kolejnym przykładzie obiektowi pd.Index nadano nazwę animal, a sam obiekt pd.Series nazwano num_legs, co zapewnia większy kontekst dla danych:


  
    index = pd.Index(["dog", "cat", "human"], name="animal")

  


  
    pd.Series([4, 4, 2], name="num_legs", index=index)

  


  
    animal

  


  
    dog          4

  


  
    cat          4

  


  
    human        2

  


  
    Name: num_legs, dtype: int64

  


  Obiekt pd.DataFrame wykorzystuje pd.Index dla obu wymiarów. Podobnie jak w przypadku konstruktora pd.Series argument index= służy do określenia etykiet wierszy. Dodatkowo mamy teraz argument columns=, który pozwala kontrolować etykiety kolumn:


  
    pd.DataFrame([

  


  
        [24, 180],

  


  
        [42, 166],

  


  
    ], columns=["age", "height_cm"], index=["Jack", "Jill"])

  


  
             age    height_cm

  


  
    Jack     24     180

  


  
    Jill     42     166

  


  Atrybuty obiektu pd.Series


  Gdy już masz obiekt pd.Series, możesz sprawdzić kilka jego atrybutów. Najbardziej podstawowe atrybuty pozwalają określić typ i wielkość danych, co często jest pierwszą rzeczą, którą sprawdzasz po wczytaniu danych ze źródła. Te informacje są szczególnie przydatne, gdy chcesz się upewnić, że dane zostały poprawnie załadowane, i lepiej zrozumieć ich strukturę.


  Jak to zrobić?


  Zacznijmy od utworzenia obiektu pd.Series, który będzie miał nazwę oraz niestandardowy egzemplarz pd.Index, również mający nazwę. Chociaż nie wszystkie te elementy są wymagane, ich obecność pomoże nam lepiej zrozumieć, co właściwie pokazują atrybuty, do których będziemy się odwoływać w tym przykładzie:


  
    index = pd.Index(["dog", "cat", "human"], name="animal")

  


  
    ser = pd.Series([4, 4, 2], name="num_legs", index=index)

  


  
    ser

  


  
    animal

  


  
    dog      4

  


  
    cat      4

  


  
    human    2

  


  
    Name: num_legs, dtype: int64

  


  Pierwszą rzeczą, którą użytkownicy zwykle chcą wiedzieć o swoich danych, jest typ obiektu pd.Series. Można go sprawdzić za pomocą atrybutu dtype:


  
    ser.dtype

  


  
    dtype('int64')

  


  Nazwę można sprawdzić za pomocą atrybutu pd.Series.name. Dane w tym przykładzie zostały utworzone z argumentem name="num_legs", co zobaczysz przy odwoływaniu się do tego atrybutu (jeśli nie zostanie podany, wartością zwrotną będzie None):


  
    ser.name

  


  
    num_legs

  


  Dostęp do powiązanego obiektu indeksu pd.Index można uzyskać za pomocą atrybutu pd.Series.index:


  
    ser.index

  


  
    Index(['dog', 'cat', 'human'], dtype='object', name='animal')

  


  Nazwę powiązanego obiektu indeksu pd.Index można uzyskać za pomocą atrybutu pd.Series.index.name:


  
    ser.index.name

  


  
    animal

  


  Kształt obiektu można uzyskać za pomocą właściwości shape klasy pd.Series. Dla jednowymiarowej serii pd.Series kształt jest zwracany jako jednoelementowa krotka, w której pierwszy element określa liczbę wierszy:


  
    ser.shape

  


  
    3

  


  Wielkość krotki (liczbę elementów) można sprawdzić za pomocą pd.Series.size:


  
    ser.size

  


  
    3

  


  Do tego samego celu można również użyć wbudowanej funkcji Pythona len.


  
    len(ser)

  


  
    3

  


  Atrybuty obiektu pd.DataFrame


  Obiekt pd.DataFrame ma wiele wspólnych atrybutów z obiektem pd.Series, choć występują między nimi pewne różnice. Zasadniczo pandas stara się, aby pd.Series i pd.DataFrame współdzieliły jak najwięcej atrybutów, jednak dwuwymiarowa natura obiektu pd.DataFrame sprawia, że niektóre elementy naturalniej jest wyrażać w liczbie mnogiej (np. atrybut .dtype staje się .dtypes). Ponadto pd.DataFrame udostępnia kilka dodatkowych atrybutów do analizy (np. .columns, który nie występuje w pd.Series).


  Jak to zrobić?


  Podobnie jak w poprzednim podrozdziale utworzymy obiekt pd.DataFrame z niestandardowym egzemplarzem pd.Index dla wierszy, używając jednocześnie własnych etykiet dla kolumn. Będzie to bardziej pomocne przy analizie różnych atrybutów:


  
    index = pd.Index(["Jack", "Jill"], name="person")

  


  
    df = pd.DataFrame([

  


  
        [24, 180, "red"],

  


  
        [42, 166, "blue"],

  


  
    ], columns=["age", "height_cm", "favorite_color"], index=index)

  


  
    df

  


  
               age    height_cm    favorite_color

  


  
    person

  


  
    Jack       24     180          red

  


  
    Jill       42     166          blue

  


  Typy danych poszczególnych kolumn można sprawdzić za pomocą atrybutu pd.DataFrame.dtypes. Atrybut ten zwraca obiekt pd.Series, w którym każdy wiersz przedstawia typ danych odpowiadający danej kolumnie w naszej ramce danych (pd.DataFrame):


  
    df.dtypes

  


  
    age                int64

  


  
    height_cm          int64

  


  
    favorite_color     object

  


  
    dtype: object

  


  Dostęp do indeksu wierszy można uzyskać za pomocą składni pd.DataFrame.index:


  
    df.index

  


  
    Index(['Jack', 'Jill'], dtype='object', name='person')

  


  Dostęp do indeksu kolumn można uzyskać za pomocą składni pd.DataFrame.columns:


  
    df.columns

  


  
    Index(['age', 'height_cm', 'favorite_color'], dtype='object')

  


  Kształt obiektu pd.DataFrame można uzyskać za pomocą atrybutu shape. Dla dwuwymiarowego obiektu pd.DataFrame ten atrybut zwraca krotkę zawierającą dwa elementy — pierwszy reprezentuje liczbę wierszy, a drugi liczbę kolumn:


  
    df.shape

  


  
    2     3

  


  Wielkość krotki (liczbę elementów) można sprawdzić za pomocą metody pd.DataFrame.size:


  
    df.size

  


  
    6

  


  Wbudowana funkcja len w Pythonie pozwala sprawdzić wielkość struktury (w tym przypadku liczbę wierszy):


  
    len(df)

  


  
    2

  


  Rozdział 2. Wybieranie i przypisywanie wartości


  W poprzednim rozdziale przyjrzeliśmy się tworzeniu obiektów pd.Series i pd.DataFrame oraz ich relacji z pd.Index. Znając już podstawy konstruktorów, możesz przejść do kluczowych procesów wybierania i przypisywania wartości. Wybieranie, nazywane też indeksowaniem, służy do pobierania wartości z obiektów biblioteki pandas. Przypisywanie natomiast jest używane do aktualizowania wartości.


  Receptury w tym rozdziale zaczynają się od pokazania, jak pobierać wartości z obiektów pd.Series i pd.DataFrame, stopniowo zwiększając poziom złożoności. Wprowadzimy obiekt pd.MultiIndex, który umożliwia hierarchiczne wybieranie danych, a na koniec przedstawimy operatory przypisania. API biblioteki pandas dba o to, aby wiele metod wybierania i przypisywania wartości było spójnych, co pozwala na bardzo elastyczną pracę z danymi.


  Dzięki lekturze tego rozdziału nabędziesz biegłości w efektywnym pobieraniu i aktualizowaniu wartości w obiektach biblioteki pandas. W tym rozdziale omówimy następujące zagadnienia:


  
    	podstawowe wybieranie wartości z obiektu pd.Series;


    	podstawowe wybieranie wartości z obiektu pd.DataFrame;


    	wybieranie wartości oparte na pozycji w obiekcie pd.Series;


    	wybieranie wartości oparte na pozycji w obiekcie pd.DataFrame;


    	wybieranie wartości oparte na etykietach w obiekcie pd.Series;


    	wybieranie wartości oparte na etykietach w obiekcie pd.DataFrame;


    	łączenie wyboru wartości opartego na pozycji i etykietach;


    	metoda pd.DataFrame.filter;


    	wybieranie wartości według ich typu;


    	wybieranie i filtrowanie wartości za pomocą tablic logicznych;


    	wybieranie wartości z obiektu pd.MultiIndex — jeden poziom;


    	wybieranie wartości z obiektu pd.MultiIndex — wiele poziomów;


    	wybieranie wartości z obiektu pd.MultiIndex — obiekt pd.DataFrame;


    	przypisywanie elementów za pomocą metod .loc i .iloc;


    	przypisywanie kolumn w obiekcie pd.DataFrame.

  


  Podstawowe wybieranie wartości z obiektu pd.Series


  Wybieranie elementów z obiektu pd.Series polega na dostępie do nich albo przez ich pozycję, albo przez etykietę. Jest to podobne do dostępu do elementów listy przez indeks lub do elementów słownika przez klucz. Wszechstronność obiektu pd.Series umożliwia intuicyjne i proste pobieranie danych, co czyni go niezbędnym narzędziem do przeprowadzania operacji na danych.


  Obiekt pd.Series jest w Pythonie traktowany jako kontener, podobnie jak wbudowane obiekty list, tuple i dict. Dlatego w przypadku prostych operacji wyboru użytkownicy najczęściej sięgają po operator indeksowania Pythona, dostępny za pomocą składni [].


  Jak to zrobić?


  Aby wprowadzić podstawy wybierania wartości, zacznijmy od bardzo prostego obiektu pd.Series:


  
    ser = pd.Series(list("abc") * 3)

  


  
    ser

  


  
    0    a

  


  
    1    b

  


  
    2    c

  


  
    3    a

  


  
    4    b

  


  
    5    c

  


  
    6    a

  


  
    7    b

  


  
    8    c

  


  
    dtype: object

  


  Już wiesz, że w Pythonie operator [] może być używany do wybierania elementów z kontenera, np. some_dictionary[0] zwróci wartość powiązaną z kluczem 0. W przypadku pd.Series podstawowa operacja wybierania działa podobnie:


  
    ser[3]

  


  
    a

  


  Używając wyrażenia ser[3], pandas próbuje znaleźć etykietę 3 w indeksie obiektu pd.Series i, przyjmując założenie, że istnieje tylko jedno dopasowanie, zwraca wartość powiązaną z daną etykietą.


  Zamiast wybierać powiązaną wartość z obiektu pd.Series, być może chcesz otrzymać nowy obiekt tego typu, ponieważ w omawianym przykładzie pozwala to zachować powiązanie etykiety 3 z elementem danych a. W bibliotece pandas możesz to zrobić, podając jako argument listę zawierającą pojedynczy element:


  
    ser[[3]]

  


  
    3    a

  


  
    dtype: object

  


  Rozwijając zastosowanie argumentu w postaci listy, możesz wybrać wiele wartości z obiektu pd.Series, jeśli lista zawiera wiele elementów:


  
    ser[[0, 2]]

  


  
    0    a

  


  
    2    c

  


  
    dtype: object

  


  Jeśli korzystasz z domyślnego indeksu, możesz używać argumentów wycinania w sposób bardzo podobny do wycinania list w Pythonie. Na przykład aby uzyskać elementy aż do elementu w pozycji 3 (ale z jego wyłączeniem) w obiekcie pd.Series, możesz użyć następującego kodu:


  
    ser[:3]

  


  
    0    a

  


  
    1    b

  


  
    2    c

  


  
    dtype: object

  


  Ujemne indeksy w wycinkach nie stanowią problemu dla biblioteki pandas. Poniższy kod wybierze ostatnie cztery elementy obiektu pd.Series:


  
    ser[-4:]

  


  
    5    c

  


  
    6    a

  


  
    7    b

  


  
    8    c

  


  
    dtype: object

  


  Możesz również podać indeksy początkowy i końcowy dla wycinków. Poniższy kod pobierze wszystkie elementy obiektu pd.Series, zaczynając od pozycji 2 i kończąc na pozycji 5 (nie włączając jej):


  
    ser[2:6]

  


  
    2    c

  


  
    3    a

  


  
    4    b

  


  
    5    c

  


  
    dtype: object

  


  Ten ostatni przykład dotyczący wycinków wykorzystuje argumenty początek, koniec i krok, aby pobrać co trzeci element, zaczynając od pozycji 1 i kończąc przed pozycją 8:


  
    ser[1:8:3]

  


  
    1    b

  


  
    4    b

  


  
    7    b

  


  
    dtype: object

  


  Wybieranie działa również wtedy, gdy dostarczamy własne wartości dla pd.Index. Aby to zilustrować, utworzymy niewielki obiekt pd.Series z etykietami indeksu w postaci ciągów tekstowych:


  
    ser = pd.Series(range(3), index=["Jack", "Jill", "Jayne"])

  


  
    ser

  


  
    Jack     0

  


  
    Jill     1

  


  
    Jayne    2

  


  
    dtype: int64

  


  Wybieranie za pomocą ser[„Jill”] przeszuka indeks pod kątem ciągu tekstowego Jill i zwróci odpowiadający mu element:


  
    ser["Jill"]

  


  
    1

  


  Warto pamiętać, że przekazanie argumentu w postaci listy jednoelementowej spowoduje zwrócenie obiektu pd.Series zamiast pojedynczej wartości:


  
    ser[["Jill "]]

  


  
    Jill    1

  


  
    dtype: int64

  


  To jeszcze nie wszystko…


  Częstym błędem przy korzystaniu z operatora [] jest założenie, że wybieranie elementów za pomocą argumentów całkowitoliczbowych działa tak samo jak w przypadku list Pythona. Jest to prawdą tylko wtedy, gdy używamy domyślnego obiektu pd.Index, który jest automatycznie numerowany od 0 (formalnie rzecz biorąc, nosi on nazwę pd.RangeIndex).


  Gdy nie korzystamy z egzemplarza pd.RangeIndex, należy zwrócić szczególną uwagę na zachowanie operatora []. Aby to zilustrować, zacznijmy od małej serii w postaci obiektu pd.Series, która nadal używa liczb całkowitych w obiekcie pd.Index, ale nie stosuje automatycznie inkrementowanej sekwencji zaczynającej się od 0:


  
    ser = pd.Series(list("abc"), index=[2, 42, 21])

  


  
    ser

  


  
    2     a

  


  
    42    b

  


  
    21    c

  


  
    dtype: object

  


  Ważne jest, aby pamiętać, że argument całkowitoliczbowy wybiera element według etykiety, a nie według pozycji. Oznacza to, że poniższy kod zwróci wartość powiązaną z etykietą 2, a nie wartość na pozycji 2:


  
    ser[2]

  


  
    a

  


  Chociaż argument całkowitoliczbowy dopasowuje się do etykiety, a nie do pozycji, wycinanie nadal działa pozycyjnie. Poniższy przykład nie zatrzyma się po napotkaniu liczby 2, lecz zwróci dwa pierwsze elementy:


  
    ser[:2]

  


  
    2     a

  


  
    42    b

  


  
    dtype: object

  


  Użytkownicy powinni również znać zachowanie wybierania elementów przy pracy z nieunikalnym indeksem pd.Index. Tworzymy mały obiekt pd.Series, w którym wartość 1 pojawia się dwukrotnie w indeksie wierszy:


  
    ser = pd.Series(["apple", "banana", "orange"], index=[0, 1, 1])

  


  
    ser

  


  
    0     apple

  


  
    1    banana

  


  
    1    orange

  


  
    dtype: object

  


  W przypadku tego obiektu pd.Series próba wybrania liczby 1 nie zwróci pojedynczej wartości, lecz inny obiekt pd.Series:


  
    ser[1]

  


  
    1    banana

  


  
    1    orange

  


  
    dtype: object

  


  Operacja wybierania, taka jak ser[1], może być interpretowana zarówno jako wybieranie według pozycji, jak i według etykiety przy użyciu domyślnego indeksu pd.RangeIndex. Jednak w rzeczywistości odbywa się według etykiety dla innych typów pd.Index, co może być źródłem trudnych do wychwycenia błędów w programach użytkowników. Wielu użytkowników może sądzić, że wybierają n-ty element, przy czym to założenie przestaje być prawdziwe, gdy ich dane ulegną zmianie. Aby rozwiązać niejednoznaczność między chęcią wyboru według etykiety lub pozycji za pomocą argumentu całkowitoliczbowego, zdecydowanie zaleca się korzystanie z metod .loc i .iloc, które omawiamy w dalszej części rozdziału.


  Podstawowe wybieranie wartości z obiektu pd.DataFrame


  Podczas korzystania z operatora [] w ramkach danych biblioteki pandas wybieranie wartości zazwyczaj dotyczy indeksu kolumn, a nie wierszy. To rozróżnienie jest kluczowe dla efektywnego przetwarzania danych i ich analizy. Kolumny w ramce danych można łatwo wybierać za pomocą przypisanych im etykiet, co ułatwia pracę z nazwanymi danymi z serii biblioteki pandas w strukturze większej ramki danych.


  Zrozumienie tej podstawowej różnicy w zachowaniu operatora [] jest niezbędne do pełnego wykorzystania możliwości ramek danych w bibliotece. Dzięki temu operatorowi można skutecznie uzyskiwać dostęp do konkretnych kolumn danych i przeprowadzać na nich operacje, co stanowi podstawę bardziej zaawansowanych zadań i analiz.


  Jak to zrobić?


  Zacznijmy od utworzenia prostej ramki danych 3 na 3 w postaci obiektu pd.DataFrame. Wartości w ramce danych nie są istotne, ale celowo nadamy własne etykiety kolumn zamiast pozwolić bibliotece na automatyczne ponumerowanie indeksu kolumn:


  
    df = pd.DataFrame(np.arange(9).reshape(3, -1), columns=["a", "b", "c"])

  


  
    df

  


  
         a     b     c

  


  
    0    0     1     2

  


  
    1    3     4     5

  


  
    2    6     7     8

  


  Aby wybrać pojedynczą kolumnę, użyj operatora [] z argumentem skalarnym:


  
    df["a"]

  


  
    0    0

  


  
    1    3

  


  
    2    6

  


  
    Name: a, dtype: int64

  


  Aby wybrać pojedynczą kolumnę, ale otrzymać wynik w postaci obiektu pd.DataFrame zamiast pd.Series, przekaż jednoelementową listę:


  
    df[["a"]]

  


  
         a

  


  
    0    0

  


  
    1    3

  


  
    2    6

  


  Wiele kolumn można wybrać, używając listy:


  
    df[["a", "b"]]

  


  
         a     b

  


  
    0    0     1

  


  
    1    3     4

  


  
    2    6     7

  


  We wszystkich tych przykładach argumenty dla [] były wybierane z kolumn, ale użycie argumentu wycinka daje inne zachowanie i faktycznie wybiera wiersze. Warto zauważyć, że poniższy przykład wybiera wszystkie kolumny i pierwsze dwa wiersze danych, a nie odwrotnie:


  
    df[:2]

  


  
         a     b     c

  


  
    0    0     1     2

  


  
    1    3     4     5

  


  To jeszcze nie wszystko…


  Przy użyciu listy jako argumentu operatora [] masz możliwość określenia kolejności kolumn w wynikowej ramce danych. Pozwala to dostosować obiekt pd.DataFrame do własnych potrzeb. Kolejność kolumn w wyniku będzie dokładnie odpowiadać kolejności etykiet podanych jako argument, np.:


  
    df[["a", "b"]]

  


  
         a     b

  


  
    0    0     1

  


  
    1    3     4

  


  
    2    6     7

  


  Zmiana kolejności elementów na liście przekazanej jako argument do [] spowoduje zmianę kolejności kolumn w wynikowym obiekcie pd.DataFrame:


  
    df[["b", "a"]]

  


  
         b     a

  


  
    0    1     0

  


  
    1    4     3

  


  
    2    7     6

  


  Ta funkcjonalność jest szczególnie przydatna, gdy zachodzi potrzeba zmiany kolejności kolumn w celach prezentacyjnych albo podczas przygotowywania danych do eksportu do formatów CSV lub Excela, gdzie wymagana jest określona kolejność kolumn (więcej informacji na temat systemu wejścia-wyjścia biblioteki pandas znajdziesz w rozdziale 4.).


  Wybieranie wartości oparte na pozycji w obiekcie pd.Series


  Jak wyjaśniliśmy w poprzedniej recepturze dotyczącej podstawowego wybierania wartości z obiektu pd.DataFrame, użycie operatora [] jako mechanizmu wyboru nie zawsze jasno wyraża intencje i może być czasami mylące. Fakt, że wyrażenie ser[42] wybiera element na podstawie etykiety o wartości 42, a nie 42. wiersz obiektu pd.Series, to częsty błąd wśród początkujących użytkowników. Ta niejednoznaczność może stać się jeszcze bardziej skomplikowana, gdy próbujemy wybierać dane w dwóch wymiarach za pomocą operatora [] z obiektu pd.DataFrame.


  Aby jednoznacznie wskazać, że chcemy dokonać wyboru na podstawie pozycji, a nie etykiety, powinniśmy użyć metody pd.Series.iloc. Jest to bardziej precyzyjne i mniej podatne na błędy, szczególnie w przypadku bardziej złożonych operacji na danych.


  Jak to zrobić?


  Rozpoczynamy od utworzenia obiektu pd.Series z indeksem wykorzystującym etykiety całkowite, które nie są unikalne:


  
    ser = pd.Series(["apple", "banana", "orange"], index=[0, 1, 1])

  


  
    ser

  


  
    0     apple

  


  
    1    banana

  


  
    1    orange

  


  
    dtype: object

  


  Aby wybrać pojedynczą wartość (skalar), możesz użyć metody iloc obiektu pd.Series, podając jako argument liczbę całkowitą:


  
    ser.iloc[1]

  


  
    banana

  


  Zgodnie z wcześniej omówionymi wzorcami przekształcenie argumentu całkowitego w listę zawierającą pojedynczy element spowoduje zwrócenie obiektu pd.Series zamiast wartości skalarnej:


  
    ser.iloc[[1]]

  


  
    1    banana

  


  
    dtype: object

  


  Wiele liczb całkowitych w argumencie listy umożliwi wybieranie wielu elementów obiektu pd.Series:


  
    ser.iloc[[0, 2]]

  


  
    0     apple

  


  
    1    orange

  


  
    dtype: object

  


  Wycinki są naturalnym sposobem wyrażania zakresu elementów, które chcemy wybrać, i bardzo dobrze sprawdzają się jako argument metody pd.Series.iloc:


  
    ser.iloc[:2]

  


  
    0     apple

  


  
    1    banana

  


  
    dtype: object

  


  Wybieranie wartości oparte na pozycji w obiekcie pd.DataFrame


  Podobnie jak w przypadku pd.Series liczby całkowite, listy liczb całkowitych i obiekty wycinków są poprawnymi argumentami dla pd.DataFrame.iloc. Jednak w przypadku obiektu pd.DataFrame wymagane są dwa argumenty: pierwszy służy do wyboru wierszy, a drugi do wyboru kolumn.


  W większości przypadków użytkownicy sięgają po wybieranie oparte na pozycji przy pobieraniu wierszy oraz wybieranie oparte na etykietach przy pobieraniu kolumn. Omówimy to drugie podejście w recepturze „Wybieranie wartości oparte na etykietach w obiekcie pd.DataFrame”, natomiast w recepturze „Łączenie wyboru wartości opartego na pozycji i etykietach” pokażemy, jak łączyć oba sposoby. Jednak gdy indeks wierszy używa domyślnego egzemplarza pd.RangeIndex, a kolejność kolumn jest istotna, techniki przedstawione w tej sekcji okażą się niezwykle przydatne.


  Jak to zrobić?


  Utwórzmy ramkę danych w postaci obiektu pd.DataFrame z pięcioma wierszami i czterema kolumnami:


  
    df = pd.DataFrame(np.arange(20).reshape(5, -1), columns=list("abcd"))

  


  
    df

  


  
         a     b     c     d

  


  
    0    0     1     2     3

  


  
    1    4     5     6     7

  


  
    2    8     9     10    11

  


  
    3    12    13    14    15

  


  
    4    16    17    18    19

  


  Przekazanie dwóch argumentów całkowitych do metody pd.DataFrame.iloc zwróci wartość skalarną z danej pozycji wiersza i kolumny:


  
    df.iloc[2, 2]

  


  
    10

  


  W niektórych przypadkach być może nie chcesz wybierać pojedynczych wartości z określonej osi, lecz wolisz pobrać wszystko, co dana oś ma do zaoferowania. Pusty obiekt wycinka, oznaczony jako :, pozwala to zrobić. Dlatego jeśli chcesz pobrać wszystkie wiersze danych z pierwszej kolumny obiektu pd.DataFrame, możesz to zrobić tak:


  
    df.iloc[:, 0]

  


  
    0     0

  


  
    1     4

  


  
    2     8

  


  
    3    12

  


  
    4    16

  


  
    Name: a, dtype: int64

  


  Zmiana kolejności argumentów w pd.DataFrame.iloc wpływa na zachowanie tej metody. Zamiast pobierać wszystkie wiersze dla pierwszej kolumny, poniższy kod wybiera wszystkie kolumny, ale tylko pierwszy wiersz danych:


  
    df.iloc[0, :]

  


  
    a    0

  


  
    b    1

  


  
    c    2

  


  
    d    3

  


  
    Name: 0, dtype: int64

  


  Ponieważ poprzednie przykłady zwracają tylko jeden wymiar danych, próbują one domyślnie zredukować wartość zwracaną przez obiekt pd.DataFrame do pd.Series. Zgodnie ze schematami, które wielokrotnie widzieliśmy w tym rozdziale, możesz zapobiec tej niejawnej redukcji wymiarowości, przekazując jednoelementową listę jako argument dla osi, która nie jest pustym wycinkiem. Dlatego aby wybrać wszystkie wiersze dla pierwszej kolumny, ale nadal otrzymać w wyniku obiekt pd.DataFrame, należy zastosować następujące podejście:


  
    df.iloc[:, [0]]

  


  
         a

  


  
    0    0

  


  
    1    4

  


  
    2    8

  


  
    3    12

  


  
    4    16

  


  Odwrócenie tych argumentów zwraca nam pierwszy wiersz i wszystkie kolumny z powrotem jako obiekt pd.DataFrame:


  
    df.iloc[[0], :]

  


  
         a    b    c    d

  


  
    0    0    1    2    3

  


  Listy mogą być wykorzystywane do wybierania wielu elementów zarówno z wierszy, jak i kolumn. Jeśli chcielibyśmy wybrać pierwszy i drugi wiersz w połączeniu z ostatnią i przedostatnią kolumną obiektu pd.DataFrame, moglibyśmy użyć wyrażenia w rodzaju:


  
    df.iloc[[0, 1], [-1, -2]]

  


  
         d    c

  


  
    0    3    2

  


  
    1    7    6

  


  To jeszcze nie wszystko…


  Puste wycinki są prawidłowymi argumentami dla metody .iloc. Zarówno wyrażenie ser.iloc[:], jak i df.iloc[:, :] zwrócą wszystkie elementy z każdej osi, co w praktyce daje kopię obiektu.


  Wybieranie wartości oparte na etykietach w obiekcie pd.Series


  W bibliotece pandas metoda pd.Series.loc służy do wybierania elementów na podstawie etykiet, a nie ich pozycji. Jest to szczególnie przydatne, gdy traktujemy indeks (obiekt pd.Index) serii jako zbiór wartości do wyszukiwania, podobnie jak klucze w słowniku Pythona, zamiast przywiązywać wagę do kolejności czy pozycji danych w serii. Takie podejście pozwala na bardziej intuicyjne i elastyczne operacje na danych, zwłaszcza gdy pracujemy ze złożonymi strukturami danych.


  Jak to zrobić?


  Rozpoczynamy od utworzenia obiektu serii biblioteki pandas (pd.Series) z indeksem wierszy używającym etykiet całkowitych, które nie są unikalne:


  
    ser = pd.Series(["apple", "banana", "orange"], index=[0, 1, 1])

  


  
    ser

  


  
    0     apple

  


  
    1    banana

  


  
    1    orange

  


  
    dtype: object

  


  Metoda pd.Series.loc wybierze wszystkie wiersze, w których indeks ma etykietę 1:


  
    ser.loc[1]

  


  
    1    banana

  


  
    1    orange

  


  
    dtype: object

  


  Oczywiście w bibliotece pandas nie jesteś ograniczony do etykiet w postaci liczb całkowitych. Zobaczmy, jak to wygląda z obiektem pd.Index składającym się z wartości tekstowych:


  
    ser = pd.Series([2, 2, 4], index=["dog", "cat", "human"], name="num_legs")

  


  
    ser

  


  
    dog      2

  


  
    cat      2

  


  
    human    4

  


  
    Name: num_legs, dtype: int64

  


  Metoda pd.Series.loc pozwala wybierać wszystkie wiersze, w których indeks ma etykietę "dog":


  
    ser.loc["dog"]

  


  
    2

  


  Oto jak wybrać wszystkie wiersze, gdzie indeks ma etykietę "dog" lub "cat":


  
    ser.loc[["dog", "cat"]]

  


  
    dog    2

  


  
    cat    2

  


  
    Name: num_legs, dtype: int64

  


  A tak można wybrać wszystkie wiersze aż do etykiety "cat" włącznie:


  
    ser.loc[:"cat"]

  


  
    dog    2

  


  
    cat    2

  


  
    Name: num_legs, dtype: int64

  


  To jeszcze nie wszystko…


  Zrozumienie wyboru danych opartego na etykietach za pomocą pd.Series.loc daje potężne możliwości w zakresie dostępu i przeprowadzania operacji na danych obiektów pd.Series. Choć metoda ta może wydawać się prosta, odznacza się niuansami i zachowaniami, które warto dobrze poznać, aby skutecznie przetwarzać dane.


  Bardzo częstym błędem popełnianym przez użytkowników biblioteki pandas na wszystkich poziomach zaawansowania jest przeoczenie różnic w zachowaniu, jakie występują przy wycinaniu danych za pomocą pd.Series.loc w porównaniu do standardowego wycinania w Pythonie czy z użyciem pd.Series.iloc.


  Aby to lepiej zrozumieć, utworzymy małą listę w Pythonie oraz obiekt pd.Series z tymi samymi danymi:


  
    values = ["Jack", "Jill", "Jayne"]

  


  
    ser = pd.Series(values)

  


  
    ser

  


  
    0     Jack

  


  
    1     Jill

  


  
    2    Jayne

  


  
    dtype: object

  


  Jak już pokazaliśmy wcześniej na przykładzie list i innych wbudowanych w Pythonie kontenerów, wycinanie zwraca wartości do podanej pozycji, nie włączając jej:


  
    values[:2]

  


  
    Jack    Jill

  


  Wycinanie za pomocą metody pd.Series.iloc działa na podobnej zasadzie, a wartością zwrotną jest obiekt pd.Series o dokładnie takiej samej długości i takich samych elementach jak lista w Pythonie:


  
    ser.iloc[:2]

  


  
    0    Jack

  


  
    1    Jill

  


  
    dtype: object

  


  Jednak wycinanie przy użyciu metody pd.Series.loc daje inny rezultat:


  
    ser.loc[:2]

  


  
    0     Jack

  


  
    1     Jill

  


  
    2    Jayne

  


  
    dtype: object

  


  Co się tutaj dzieje? Aby to zrozumieć, trzeba koniecznie pamiętać, że pd.Series.loc dopasowuje według etykiety, a nie według pozycji. Pandas wykonuje coś podobnego do pętli po każdym elemencie obiektu pd.Series i jego towarzyszącym egzemplarzu pd.Index, zatrzymując się w momencie znalezienia wartości 2 w indeksie. Jednak pandas nie może zagwarantować, że w pd.Index jest tylko jedna wartość równa 2, więc musi kontynuować działanie, aż znajdzie coś innego. Możesz to zaobserwować, próbując tego samego wyboru z obiektem pd.Series, który powtarza etykietę indeksu 2:


  
    repeats_2 = pd.Series(range(5), index=[0, 1, 2, 2, 0])

  


  
    repeats_2.loc[:2]

  


  
    0    0

  


  
    1    1

  


  
    2    2

  


  
    2    3

  


  
    dtype: int64

  


  Może to wydawać się podstępne, jeśli oczekujesz, że indeks wierszy będzie zawierał liczby całkowite, ale głównym zastosowaniem egzemplarza pd.Series.loc jest praca z obiektem pd.Index, w którym pozycja lub kolejność nie są istotne (do tego służy metoda pd.Series.iloc). W bardziej praktycznym przykładzie z etykietami tekstowymi zachowanie wycinka utworzonego za pomocą pd.Series.loc staje się bardziej naturalne. Poniższy kod można w zasadzie interpretować jako polecenie dla biblioteki pandas, aby przeszukiwała obiekt pd.Series aż do znalezienia etykiety «xxx» w indeksie wierszy, kontynuując aż do napotkania nowej etykiety:


  
    ser = pd.Series(range(4), index=["zzz", "xxx", "xxx", "yyy"])

  


  
    ser.loc[:"xxx"]

  


  
    zzz    0

  


  
    xxx    1

  


  
    xxx    2

  


  
    dtype: int64

  


  W niektórych przypadkach, gdy próbujesz wykonać operację utworzenia wycinka za pomocą pd.Series.loc, ale etykiety indeksu nie mają określonej kolejności, pandas może zgłosić błąd:


  
    ser = pd.Series(range(4), index=["zzz", "xxx", "yyy", "xxx"])

  


  
    ser.loc[:"xxx"]

  


  
    KeyError: "Cannot get right slice bound for non-unique label: 'xxx'"

  


  Wybieranie wartości oparte na etykietach w obiekcie pd.DataFrame


  Jak wyjaśniliśmy wcześniej, najczęstszym przypadkiem użycia obiektu pd.DataFrame jest wybieranie wartości oparte na etykietach dla kolumn i oparte na pozycji dla wierszy. Nie jest to jednak bezwzględny wymóg, a pandas umożliwia korzystanie z wybierania opartego na etykietach zarówno dla wierszy, jak i kolumn.


  W porównaniu z innymi narzędziami do analizy danych możliwość wybierania wierszy ramki danych, przechowywanej przez obiekt pd.DataFrame, za pomocą etykiet jest unikalną zaletą biblioteki pandas. Dla użytkowników znających SQL nie ma w tym języku prawdziwego odpowiednika tej funkcjonalności — kolumny łatwo wybierać w klauzuli SELECT, ale wiersze można filtrować tylko za pomocą klauzuli WHERE. Użytkownicy posiadający doświadczenie w pracy z aplikacją Microsoft Excel mogliby tworzyć dwuwymiarowe struktury za pomocą tabel przestawnych, z etykietami zarówno wierszy, jak i kolumn, ale ich możliwości wyboru lub odwoływania się do danych w takiej tabeli przestawnej są ograniczone.


  Na razie przedstawimy wybieranie wartości dla bardzo małych obiektów pd.DataFrame, aby przybliżyć składnię. Natomiast w rozdziale 8. zaprezentujemy sposoby tworzenia znaczących obiektów pd.DataFrame, w których etykiety wierszy i kolumn są istotne. W połączeniu z zamieszczonymi tutaj informacjami docenisz, jak wyjątkowy jest ten rodzaj wyboru w bibliotece pandas i jak może pomóc w eksploracji danych w sposób, którego inne narzędzia nie umożliwiają.


  Jak to zrobić?


  Tworzymy ramkę danych (obiekt pd.DataFrame), w której zarówno wiersze, jak i kolumny mają indeksy złożone z ciągów tekstowych:


  
    df = pd.DataFrame([

  


  
        [24, 180, "blue"],

  


  
        [42, 166, "brown"],

  


  
        [22, 160, "green"],

  


  
    ], columns=["age", "height_cm", "eye_color"], index=["Jack", "Jill", "Jayne"])

  


  
    df

  


  
            age    height_cm    eye_color

  


  
    Jack    24     180          blue

  


  
    Jill    42     166          brown

  


  
    Jayne   22     160          green

  


  Metoda pd.DataFrame.loc pozwala wybierać dane według etykiet wierszy i kolumn:


  
    df.loc["Jayne", "eye_color"]

  


  
    green

  


  Aby wybrać wszystkie wiersze z kolumny oznaczonej etykietą "age", należy skorzystać z następującego polecenia:


  
    df.loc[:, "age"]

  


  
    Jack     24

  


  
    Jill     42

  


  
    Jayne    22

  


  
    Name: age, dtype: int64

  


  W ten sposób wybieramy wszystkie kolumny z wiersza o etykiecie "Jack":


  
    df.loc["Jack", :]

  


  
    age            24

  


  
    height_cm     180

  


  
    eye_color    blue

  


  
    Name: Jack, dtype: object

  


  Aby wybrać wszystkie wiersze z kolumny o etykiecie "age", zachowując kształt obiektu pd.DataFrame, używamy następującego polecenia:


  
    df.loc[:, ["age"]]

  


  
             age

  


  
    Jack     24

  


  
    Jill     42

  


  
    Jayne    22

  


  Tak wybieramy wszystkie kolumny z wiersza o etykiecie "Jack", zachowując kształt obiektu pd.DataFrame:


  
    df.loc[["Jack"], :]

  


  
            age   height_cm    eye_color

  


  
    Jack    24    180          blue

  


  Oto jak wybrać zarówno wiersze, jak i kolumny, używając list etykiet:


  
    df.loc[["Jack", "Jill"], ["age", "eye_color"]]

  


  
            age   eye_color

  


  
    Jack    24    blue

  


  
    Jill    42    brown

  


  Łączenie wyboru wartości opartego na pozycji i etykietach


  Ponieważ metoda pd.DataFrame.iloc służy do wybierania elementów na podstawie ich pozycji, a pd.DataFrame.loc do wybierania na podstawie etykiet, użytkownicy muszą wykonać dodatkowy krok, jeśli chcą pobierać elementy według etykiety w jednym wymiarze i według pozycji w drugim. Jak wspomnieliśmy, większość obiektów pd.DataFrame przywiązuje dużą wagę do etykiet używanych dla kolumn, nie zwracając szczególnej uwagi na ich kolejność. Odwrotna sytuacja ma miejsce w przypadku wierszy, dlatego możliwość efektywnego łączenia obu stylów wyboru danych jest niezwykle cenna.


  Jak to zrobić?


  Zacznijmy od utworzenia obiektu pd.DataFrame, który używa domyślnego automatycznie numerowanego indeksu pd.RangeIndex dla wierszy, ale ma niestandardowe etykiety tekstowe dla kolumn:


  
    df = pd.DataFrame([

  


  
        [24, 180, "blue"],

  


  
        [42, 166, "brown"],

  


  
        [22, 160, "green"],

  


  
    ], columns=["age", "height_cm", "eye_color"])

  


  
    df

  


  
         age   height_cm    eye_color

  


  
    0    24    180          blue

  


  
    1    42    166          brown

  


  
    2    22    160          green

  


  Metoda pd.Index.get_indexer może pomóc nam przekształcić etykietę lub listę etykiet na odpowiadające im pozycje w obiekcie pd.Index:


  
    col_idxer = df.columns.get_indexer(["age", "eye_color"])

  


  
    col_idxer

  


  
    array([0, 2])

  


  Następnie można to wykorzystać jako argument dla metody .iloc, co pozwala wybierać elementy na podstawie ich pozycji zarówno w wierszach, jak i kolumnach:


  
    df.iloc[[0, 1], col_idxer] 

  


  
         age    eye_color

  


  
    0    24     blue

  


  
    1    42     brown

  


  To jeszcze nie wszystko…


  Zamiast używać pd.Index.get_indexer, można rozbić to wyrażenie na kilka kroków, z których jeden dokonuje wyboru opartego na indeksach, a drugi opartego na etykietach. Postępując w ten sposób, uzyskasz dokładnie taki sam wynik jak pokazany we wcześniejszym przykładzie:


  
    df[["age", "eye_color"]].iloc[[0, 1]]

  


  
         age    eye_color

  


  
    0    24     blue

  


  
    1    42     brown

  


  Można argumentować, że to podejście jest bardziej ekspresyjne niż metoda pd.Index.get_indexer, z czym zgodziliby się programiści o różnym poziomie doświadczenia z biblioteką pandas. Dlaczego więc w ogóle zawracać sobie głowę wywołaniem pd.Index.get_indexer?


  Choć na pierwszy rzut oka te metody wydają się podobne, sposób, w jaki pandas oblicza wynik, diametralnie się różni. Dodanie kilku testów wydajności do różnych metod powinno to uwydatnić. Chociaż dokładne wyniki będą się różnić w zależności od komputera, warto porównać czasy wykonania dla idiomatycznego podejścia opisanego w tym podrozdziale:


  
    import timeit

  


  
     

  


  
    def get_indexer_approach():

  


  
      col_idxer = df.columns.get_indexer(["age", "eye_color"])

  


  
      df.iloc[[0, 1], col_idxer]

  


  
     

  


  
    timeit.timeit(get_indexer_approach, number=10_000)

  


  
    1.8184850879988517

  


  z podejściem z oddzielnymi krokami wyboru według etykiety, a następnie według pozycji:


  
    two_step_approach = lambda: df[["age", "eye_color"]].iloc[[0, 1]]

  


  
    timeit.timeit(two_step_approach, number=10_000

  


  
    2.027099569000711

  


  Metoda pd.Index.get_indexer działa szybciej i powinna lepiej się skalować dla większych zbiorów danych. Wynika to z faktu, że pandas wykonuje swoje wyrażenia natychmiast, a dokładniej mówiąc, robi to, co jej polecisz i kiedy jej to polecisz. Wyrażenie df[[„age”, „eye_color”]].iloc[[0, 1]] najpierw wykonuje operację df[[„age”, „eye_color”]], co tworzy tymczasowy obiekt pd.DataFrame, dla którego następnie jest wykonywana metoda .iloc[[0, 1]]. Natomiast wyrażenie df.iloc[[0, 1], col_idxer] wybiera wartości na podstawie etykiet i pozycji za jednym razem, unikając tym samym tworzenia tymczasowych obiektów pd.DataFrame.


  Przeciwieństwem podejścia natychmiastowego wykonania, które stosuje pandas, jest wykonanie leniwe. Jeśli korzystałeś z SQL, to jest to dobry przykład takiego podejścia — zazwyczaj nie wskazujesz silnikowi SQL, jakie dokładnie kroki ma podjąć, aby uzyskać pożądany wynik, lecz deklarujesz, jak ma wyglądać oczekiwany wynik, a optymalizację i wykonanie zapytania pozostawiasz bazie danych SQL.


  Czy pandas kiedykolwiek będzie obsługiwać leniwe obliczenia i optymalizację? Naszym zdaniem tak, ponieważ pomogłoby to bibliotece skalować się do większych zbiorów danych i zdjęłoby z użytkownika końcowego obowiązek pisania optymalnych zapytań. Jednak obecnie ta funkcjonalność nie istnieje, więc nadal ważne jest, abyś jako użytkownik biblioteki rozumiał, czy tworzony przez Ciebie kod będzie przetwarzany efektywnie, czy nieefektywnie.


  Warto również wziąć pod uwagę kontekst analizy danych przy podejmowaniu decyzji, czy warto łączyć wybieranie oparte na pozycjach i etykietach w jednym kroku, czy też można je wykonać jako osobne kroki. W naszym trywialnym przykładzie różnica w czasie wykonania między df.iloc[[0, 1], col_idxer] i df[[„age”, „eye_color”]].iloc[[0, 1]] prawdopodobnie nie jest warta uwagi w szerszym kontekście, ale jeśli pracujesz z większymi zbiorami danych i wydajność jest wąskim gardłem, pierwsze podejście może okazać się zbawieniem.


  Metoda pd.DataFrame.filter


  Metoda pd.DataFrame.filter to specjalistyczna funkcjonalność, która umożliwia wybieranie wierszy lub kolumn z obiektu pd.DataFrame.


  Jak to zrobić?


  Tworzymy ramkę danych (pd.DataFrame), w której zarówno wiersze, jak i kolumny mają indeksy złożone z ciągów tekstowych:


  
    df = pd.DataFrame([

  


  
        [24, 180, "blue"],

  


  
        [42, 166, "brown"],

  


  
        [22, 160, "green"],

  


  
    ], columns=[

  


  
        "age",

  


  
        "height_cm",

  


  
        "eye_color"

  


  
    ], index=["Jack", "Jill", "Jayne"])

  


  
    df

  


  
            age   height_cm   eye_color

  


  
    Jack    24    180         blue

  


  
    Jill    42    166         brown

  


  
    Jayne   22    160         green

  


  Domyślnie metoda pd.DataFrame.filter wybiera kolumny pasujące do podanych argumentów etykiet, podobnie jak pd.DataFrame[]:


  
    df.filter(["age", "eye_color"])

  


  
           age   eye_color

  


  
    Jack   24    blue

  


  
    Jill   42    brown

  


  
    Jayne  22    green

  


  Metoda pd.DataFrame.filter przyjmuje również argument axis=, który pozwala zmienić oś, na której dokonywane jest wybieranie wartości. Aby wybrać wiersze zamiast kolumn, należy przekazać argument axis=0:


  
    df.filter(["Jack", "Jill"], axis=0)

  


  
     age   height_cm    eye_color

  


  
    Jack   24    180         blue

  


  
    Jill   42    166         brown

  


  Nie jesteś ograniczony do dokładnego dopasowania ciągów tekstowych w etykietach. Jeśli chcesz wybrać dowolną etykietę zawierającą określony ciąg tekstowy, użyj parametru like=. Poniższy przykład wybierze każdą kolumnę zawierającą podkreślenie:


  
    df.filter(like="_")

  


  
          height_cm   eye_color

  


  
    Jack   180         blue

  


  
    Jill   166         brown

  


  
    Jayne  160         green

  


  Jeśli proste sprawdzanie zawartości ciągu tekstowego nie wystarcza, możesz również użyć wyrażeń regularnych do dopasowywania etykiet indeksów za pomocą parametru regex=. Kod przedstawiony w kolejnym przykładzie wybierze wszystkie etykiety wierszy, które zaczynają się od "Ja", ale nie kończą się na "e":


  
    df.filt er(regex=r"^Ja.*(?<!e)$", axis=0)

  


  
           age   height_cm   eye_color

  


  
    Jack   24    180         blue

  


  Wybieranie wartości według ich typu


  Dotychczas omówiliśmy typy danych, ale nie zagłębialiśmy się zbytnio w ich istotę. Jeszcze nie jesteśmy na to gotowi, a szczegółowe omówienie systemu typów w bibliotece pandas znajdzie się w rozdziale 3. Na razie warto jednak wiedzieć, że typ kolumny dostarcza metadane, które może wykorzystać funkcja pd.DataFrame.select_dtypes do wyboru wartości.


  Jak to zrobić?


  Zacznijmy od utworzenia obiektu pd.DataFrame zawierającego kolumny z danymi w postaci liczb całkowitych, liczb zmiennoprzecinkowych i ciągów tekstowych:


  
    df = pd.DataFrame([

  


  
        [0, 1.0, "2"],

  


  
        [4, 8.0, "16"],

  


  
    ], columns=["int_col", "float_col", "string_col"])

  


  
    df

  


  
        int_col   float_col   string_col

  


  
    0   0         1.0         2

  


  
    1   4         8.0         16

  


  Używamy metody pd.DataFrame.select_dtypes, aby wybrać tylko kolumny z danymi całkowitymi:


  
    df.select_dtypes("int")

  


  
        int_col

  


  
    0   0

  


  
    1   4

  


  Można wybrać wiele typów, podając listę argumentów:


  
    df.select_dtypes(include=["int", "float"])

  


  
        int_col   float_col

  


  
    0   0         1.0

  


  
    1   4         8.0

  


  Domyślnie uwzględniane są typy danych przekazywane jako argumenty. Aby je wykluczyć, używamy parametru exclude=:


  
    df.select_dtypes(exclude=["int", "float"])

  


  
        string_col

  


  
    0   2

  


  
    1   16

  


  Wybieranie i filtrowanie wartości za pomocą tablic logicznych


  Wykorzystanie list lub tablic wartości logicznych (zwanych również maskami) to bardzo powszechna metoda wybierania podzbioru wierszy.


  Jak to zrobić?


  Tworzymy maskę wartości logicznych (True/False) z prostym obiektem pd.Series:


  
    mask = [True, False, True]

  


  
    ser = pd.Series(range(3))

  


  
    ser

  


  
    0    0

  


  
    1    1

  


  
    2    2

  


  
    dtype: int64

  


  Użycie maski jako argumentu pd.Series[] zwróci każdy wiersz, dla którego odpowiadająca mu wartość w masce to True:


  
    ser[mask]

  


  
    0    0

  


  
    2    2

  


  
    dtype: int64

  


  W tym konkretnym przypadku metoda pd.Series.loc będzie działać dokładnie tak samo jak pd.Series[]:


  
    ser.loc[mask]

  


  
    0    0

  


  
    2    2

  


  
    dtype: int64

  


  Co ciekawe, podczas gdy pd.DataFrame[] zwykle próbuje wybierać kolumny, w przypadku przekazania argumentu w postaci listy działanie tego wywołania z sekwencją wartości logicznych jest inne. Używając utworzonej wcześniej maski, df[mask], będzie faktycznie dopasowywać się do wierszy, a nie kolumn:


  
    df = pd.DataFrame(np.arange(6).reshape(3, -1))

  


  
    df[mask]

  


  
        0   1

  


  
    0   0   1

  


  
    2   4   5

  


  Jeśli chcesz zastosować maskę zarówno do wierszy, jak i do kolumn, metoda pd.DataFrame.loc przyjmie dwa argumenty maskujące:


  
    col_mas k = [True, False]

  


  
    df.loc[mask, col_mask]

  


  
        0

  


  
    0   0

  


  
    2   4

  


  To jeszcze nie wszystko…


  Operacje na maskach zazwyczaj będziesz przeprowadzać za pomocą połączenia operatorów logicznych 
Ciąg dalszy dostępny w wersji pełnej.

  Rozdział 3. Typy danych
Dostępne w wersji pełnej.

  Rozdział 4. System wejścia-wyjścia biblioteki pandas
Dostępne w wersji pełnej.

  Rozdział 5. Algorytmy i ich zastosowanie
Dostępne w wersji pełnej.

  Rozdział 6. Wizualizacja
Dostępne w wersji pełnej.

  Rozdział 7. Przekształcanie ramek danych
Dostępne w wersji pełnej.

  Rozdział 8. Grupowanie
Dostępne w wersji pełnej.

  Rozdział 9. Algorytmy i typy danych czasowych
Dostępne w wersji pełnej.

  Rozdział 10. Ogólne wskazówki dotyczące użytkowania i wydajności
Dostępne w wersji pełnej.

  Rozdział 11. Ekosystem biblioteki pandas
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.

OEBPS/Images/Obraz1877_fmt.jpeg
pd.DataFrame([

A
L e
55 557 i

1






OEBPS/Images/panre3_m.jpg
OKIEM EKSPERTA

Pandas
Receptury

Obliczenia naukowe, szeregi czasowe
i eksploracyjna analiza danych w Pythonie

Wydanie Il

William Ayd é

Matthew Harrison

Helion¥l <packt







OEBPS/Images/Obraz1867_fmt.jpeg
pd.Series(["x!, "y", "z"])

0 X
1 y
2 z

dtype: object














