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  Opinie o książce „Wzorce projektowe w inżynierii danych”


  Książka, którą trzymasz w rękach, to kamień milowy w rozwoju wzorców projektowych w inżynierii danych. Powinna być obowiązkową lekturą dla każdego specjalisty zajmującego się danymi — jej znaczenie dla tej dziedziny jest porównywalne z wpływem, jaki wzorce projektowe „Bandy Czworga” miały na inżynierię oprogramowania.


  — Scott Haines, współautor książki Delta Lake: The Definitive Guide


  W inżynierii danych często odnosimy wrażenie, że wciąż rozwiązujemy te same problemy. Bartosz Konieczny przełamuje ten schemat w swojej książce. Omawia zagadnienia takie jak idempotentność, obsługa błędów czy przejrzystość działania danych, a dzięki temu udostępnia praktyczny i całościowy przewodnik po tworzeniu odpornych potoków przetwarzania — opierając się na sprawdzonych wzorcach, które można wielokrotnie wykorzystywać.


  — Adi Polak, dyrektor w firmie Confluent


  Bartosz wniósł ogromny wkład w rozwój inżynierii danych! To ona stanowi technologiczne zaplecze, na którym najważniejsze firmy technologiczne budują swoją przewagę — i ta wiedza nie powinna pozostać domeną elity. Książka Wzorce projektowe w inżynierii danych to ważny krok w stronę jej upowszechnienia. Autor porządkuje doświadczenia zdobywane latami w pracy nad typowymi wyzwaniami inżynierii danych, nadając nazwę i formę powtarzalnym wzorcom architektonicznym znanym dotąd głównie weteranom epoki Hadoopa. Dziś mają szansę dotrzeć do znacznie szerszego grona odbiorców.


  — Lars Albertsson, przedsiębiorca w dziedzinie inżynierii danych


  Z przyjemnością obserwuję, jak zasady, które od lat promuję — takie jak niezmienność danych, deterministyczne transformacje czy idempotentność — nie tylko zyskują na popularności, ale także zostały rozwinięte i ujęte w spójną formę w tej książce. To znakomite źródło wiedzy dla inżynierów danych, którzy chcą projektować niezawodne i skalowalne potoki przetwarzania.


  — Maxime Beauchemin, twórca Apache Airflow i Superset


  Inżynieria danych zmaga się z narastającą złożonością, będącą skutkiem nieustannego namnażania się języków programowania, bibliotek i narzędzi. Ta książka oferuje klarowne ścieżki rozwiązywania problemów typowych dla inżynierii danych — niezależnie od wykorzystywanej technologii bazowej.


  — Matt Housley, współautor książki Inżynieria danych w praktyce


  Pozycja obowiązkowa dla inżynierów i architektów danych. Autor przedstawia złożone wyzwania inżynierii danych w formie praktycznych, logicznie uporządkowanych wzorców projektowych, które wspierają zespoły w budowaniu skalowalnych i łatwych w utrzymaniu systemów przetwarzania danych — z pełną świadomością i pewnością podejmowanych decyzji.


  — Keith Mascarenhas, lider zespołu inżynierii danych


  To lektura obowiązkowa dla każdego specjalisty zajmującego się danymi — książka przekuwa złożone wyzwania inżynierii danych w praktyczne, możliwe do zastosowania wzorce. Oferuje plan działania umożliwiający opanowanie sztuki łatwego tworzenia odpornych procedur danych i stanowi niezbędny przewodnik łączący teorię z praktyką w inżynierii danych.


  — Lipi Patnaik, starszy inżynier oprogramowania w firmie Zeta


  To książka, która powinna znaleźć się na półce każdego specjalisty od danych. Przekłada złożoność inżynierii danych na konkretne, gotowe do użycia wzorce, oferując plan opanowania sztuki projektowania solidnych potoków przetwarzania. Stanowi nieoceniony przewodnik, który skutecznie łączy teorię z praktyką.


  — William Jamir Silva, starszy inżynier oprogramowania, Adjust GmbH


  To jedna z najlepszych książek poświęconych wzorcom projektowym w inżynierii danych, jakie miałem okazję przeczytać. Treść jest przystępna i zrozumiała, a autor z dużą starannością omawia kluczowe i najczęściej stosowane wzorce. Praktyczne problemy i ich rozwiązania przypomniały mi wyzwania, z którymi sam się mierzyłem w pracy zawodowej. To obowiązkowa lektura dla każdego inżyniera danych, który chce rozwijać swoje kompetencje i podnosić jakość tworzonych rozwiązań.


  — Rahul Arulkumaran, Foundry Digital


  Wstęp


  Jestem inżynierem danych, który wywodzi się ze świata inżynierii oprogramowania. Wzorce projektowe towarzyszyły mi więc od początku kariery. Wzorzec Adapter (https://oreil.ly/J8yQe) pozwolił mi zbudować infrastrukturę techniczną z wymiennymi abstrakcjami wejścia i wyjścia, metoda szablonowa (https://oreil.ly/ZA1yz) umożliwiła stworzenie uniwersalnej logiki biznesowej, a dzięki wzorcowi Budowniczy (https://oreil.ly/yK8A5) opracowałem przejrzystą i łatwą w utrzymaniu warstwę testów jednostkowych. Te pozytywne doświadczenia sprawiły, że już na początku pracy w obszarze inżynierii danych zacząłem poszukiwać podobnych, ustandaryzowanych rozwiązań.


  Z biegiem czasu, w kolejnych projektach, coraz częściej zauważałem powtarzające się schematy — elementy wspólne dla różnych środowisk i technologii. Postanowiłem je uporządkować i utworzyć listę wzorców inżynierii danych dla środowisk chmurowych1. Jednocześnie, niezależnie od domeny biznesowej, nad którą pracowałem, sukcesywnie poszerzałem ten zbiór o kolejne wzorce.


  W rezultacie latem 2023 roku miałem już gotową spójną listę wzorców projektowych dla inżynierii danych. To ona stała się podstawą do napisania książki, którą właśnie trzymasz w rękach. Oznacza to, że została zaakceptowana i wydana. Mam nadzieję, że pozycja ta stanie się brakującym elementem standaryzacji, który pomoże każdemu inżynierowi danych w identyfikowaniu problemów, ich sprawdzonych rozwiązań oraz potencjalnych pułapek. Liczę również, że będzie wspierać specjalistów w pracy z narzędziami, które pojawią się w przyszłości.


  Konwencje użyte w książce


  W tej książce zastosowano następujące konwencje typograficzne:


  Pogrubienie


  Oznacza nowe terminy.


  Kursywa


  Oznacza adresy URL, adresy e-mail, nazwy i rozszerzenia plików.


  Czcionka o stałej szerokości


  Stosowana jest w listingach programów, a także w tekście do oznaczania elementów kodu, takich jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.
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          Ten element oznacza ogólną uwagę.
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          Ten element wskazuje na ostrzeżenie lub przestrogę.

        
      

    
  


  Układ tej książki


  Książka została zorganizowana wokół typowego przebiegu projektu inżynierii danych — od pozyskiwania danych aż po codzienne monitorowanie systemu. Poszczególne rozdziały odpowiadają kolejnym etapom takiego projektu, co ułatwia zorientowanie się, do jakiego etapu odnosi się dany wzorzec projektowy.


  Każdy rozdział ma strukturę dwupoziomową. Pierwszy poziom obejmuje projektowanie kategorii wzorców, a drugi — już określonych rozwiązań. Dlaczego właśnie tak? Po pierwsze, jeden problem z zakresu inżynierii danych może mieć co najmniej kilka możliwych rozwiązań. Bez warstwy kategorii trudno byłoby je logicznie pogrupować. Po drugie, poszczególne wzorce mają własne nazwy, które nie zawsze są intuicyjne. Kategorie odgrywają więc rolę przewodnika — zapewniają dodatkowy kontekst i pomagają od razu zrozumieć, kiedy i gdzie warto sięgnąć po dany wzorzec, bez konieczności zagłębiania się w szczegóły implementacyjne.


  Każdy wzorzec przedstawiony w książce jest analizowany w czterech podpunktach:


  Problem


  Ta część przedstawia rzeczywisty przypadek użycia — sytuację, w której warto zastosować dany wzorzec.


  Rozwiązanie


  Tu znajdziesz bardziej techniczny opis wzorca. Podpunkt zazwyczaj rozpoczyna się od ogólnego omówienia idei, a następnie prowadzi do konkretnego modelu implementacji.


  Następstwa


  Każde rozwiązanie wiąże się z kompromisami. W tym podpunkcie wyjaśniono, na co należy zwrócić uwagę przed wdrożeniem wzorca. W miarę możliwości każdemu potencjalnemu problemowi towarzyszy propozycja rozwiązania.


  Przykłady


  Na zakończenie przedstawiono przykładowe fragmenty kodu, które pokazują, jak zastosować wzorzec z użyciem nowoczesnych narzędzi do inżynierii danych. Choć nie sposób opisać każdej możliwej implementacji we wszystkich istniejących technologiach, w książce skoncentrowano się na popularnych projektach o otwartym oprogramowaniu: Apache Spark, Apache Flink, Apache Airflow, PostgreSQL i Delta Lake. W niektórych przypadkach przykłady wykorzystują także usługi zarządzane w chmurze publicznej. Fragmenty kodu są napisane w językach Python, SQL, a tam, gdzie to konieczne — w Scali lub Javie.


  Na końcu książki znajduje się tabela podsumowująca wszystkie wzorce opisane w poszczególnych rozdziałach. Dodatkowo jest dostępne repozytorium na GitHubie (https://oreil.ly/5eGUD) zawierające słowniczek terminów oraz definicje najczęściej używanych skrótów.


  Jak korzystać z tej książki


  Wszystko zależy od Twojego dotychczasowego doświadczenia. Jeśli dopiero zaczynasz przygodę z inżynierią danych, jest bardzo możliwe, że większość opisanych tu problemów będzie dla Ciebie nowa. W takiej sytuacji najlepszym rozwiązaniem może być przeczytanie książki od początku do końca.


  Jeśli natomiast masz już solidne doświadczenie i część omawianych zagadnień brzmi znajomo, lektura „od deski do deski” może nie być najbardziej efektywnym podejściem. Zamiast tego warto zacząć od wzorców, o których wcześniej nie słyszałeś. Aby uzupełnić wiedzę, możesz później wrócić do tych, które już znasz, a następnie sprawdzić, czy stosujesz je w sposób zbliżony do przedstawionego w książce.


  Niezależnie od poziomu zaawansowania, fragmenty kodu pomogą Ci przełożyć teorię na praktykę i lepiej zrozumieć, jak poszczególne wzorce możesz zaimplementować w swoich projektach.


  Po przeczytaniu książki i samodzielnym przećwiczeniu przedstawionych przykładów możesz traktować ją jako źródło referencyjne — niemal jak książkę kucharską, po którą sięgasz za każdym razem, gdy trafisz na nowe wyzwanie związane z przetwarzaniem danych (choć nie chodzi tu o przepis na flan z rozdziału 1.).


  Co warto wiedzieć przed lekturą tej książki?


  Ta książka nie jest przeznaczona dla osób całkowicie początkujących, które dopiero rozpoczynają swoją przygodę z inżynierią danych i nie mają żadnego doświadczenia komercyjnego. Uważam, że co najmniej sześć miesięcy pracy zawodowej w tym obszarze znacznie ułatwi zrozumienie omawianych tu koncepcji. Aby w pełni skorzystać z treści zawartych w książce, warto również posiadać następującą wiedzę techniczną:


  
    	Znajomość podstawowych pojęć z zakresu inżynierii danych — takich jak ETL (ekstrakcja, transformacja, wczytanie), ELT (ekstrakcja, wczytanie, transformacja), hurtownie danych, pozyskiwanie danych oraz orkiestracja procesów.


    	Podstawową znajomość rozwiązań chmurowych — chociaż w książce skoncentrowano się głównie na technologiach o otwartym oprogramowaniu, w niektórych przypadkach to właśnie rozwiązania chmurowe okazują się bardziej odpowiednie, na przykład z perspektywy bezpieczeństwa danych. Nie musisz być ekspertem w tej dziedzinie, ale dobrze, abyś rozumiał takie podstawowe pojęcia jak usługi zarządzane.


    	Praktyczne doświadczenie w przetwarzaniu danych — w językach Java, Scala, Python lub SQL. Idealnie byłoby, gdybyś miał okazję pracować z tymi technologiami w środowisku produkcyjnym.

  


  Jeśli masz braki w którymkolwiek z tych obszarów, bez trudu możesz je uzupełnić — na przykład sięgnąć po książkę Inżynieria danych w praktyce autorstwa Joe Reisa i Matta Housleya (Helion, 2023). To kompleksowy przegląd najważniejszych zagadnień inżynierii danych, który nie tylko pomoże Ci lepiej zrozumieć treść niniejszej publikacji, ale również przygotuje Cię do skuteczniejszego radzenia sobie z codziennymi wyzwaniami w pracy inżyniera danych.


  Słowniczek i przykłady kodu


  Przykłady kodu są dostępne do pobrania na mojej stronie GitHuba (https://github.com/bartosz25/data-engineering-design-patterns-book/). Aby je uruchomić, musisz użyć swojego ulubionego środowiska IDE oraz zainstalowanego Dockera z Docker Compose.


  Repozytorium GitHub ma taką samą strukturę organizacyjną jak książka, co oznacza, że każdy rozdział ma własny katalog, w którym znajdziesz w pełni działające przykłady wzorców zorganizowane w podkatalogach. Każdy katalog zawiera oddzielny plik README.md, który wyjaśnia sposób zastosowania danego wzorca.


  Repozytorium GitHub zawiera również glosariusz (https://oreil.ly/i5UHr) z najważniejszymi terminami, do których odnosi się ta książka. Jest to zasób uzupełniający, który powinien pomóc Ci przypomnieć sobie niektóre koncepcje, jeśli już o nich zapomniałeś.


  Wszystkie materiały zawarte w repozytorium są dostępne w języku angielskim.


  Książka ta ma pomóc Ci w pracy. Ogólnie rzecz biorąc, kodu znajdującego się w tej książce można używać we własnych programach i dokumentacjach bez proszenia kogokolwiek o zgodę, chyba że wykorzystasz duże fragmenty. Jeśli na przykład w tworzonym programie użyjesz kilku fragmentów kodu z tej książki, nie musisz pytać o pozwolenie. Aby sprzedawać i rozprowadzać materiały dołączone do książki, trzeba mieć zezwolenie. Aby odpowiedzieć komuś na pytanie, cytując fragment tej książki wraz z kodem źródłowym, nie trzeba mieć zezwolenia. Aby wykorzystać dużą ilość kodu źródłowego z tej książki w dokumentacji własnego produktu, trzeba mieć pozwolenie.


  Informacje o źródle użytych fragmentów są mile widziane, ale niewymagane. Notka powinna zawierać nazwisko autora, tytuł publikacji, nazwę wydawcy oraz datę i miejsce publikacji, na przykład: Bartosz Konieczny, Wzorce projektowe w inżynierii danych, Helion, Gliwice 2026.


  Podziękowania


  Napisanie książki dla wydawnictwa O'Reilly zawsze było moim marzeniem. Udało mi się je spełnić — i choć na okładce widnieje tylko moje nazwisko, nie byłoby to możliwe bez wsparcia i inspiracji, które otrzymałem od najbliższych, a także od społeczności związanej z danymi. Zanim więc zaproszę Cię do zapoznania się z pierwszymi wzorcami, chcę wyrazić kilka ważnych podziękowań.


  Na początku dziękuję mojej rodzinie: Sylwii, mojej żonie, za nieustanne wsparcie — nawet wtedy, gdy miałem poważne wątpliwości związane z pisaniem, pracą na własny rachunek i programowaniem. Mai i Arturowi, moim wspaniałym dzieciom, które przypominały mi, że życie nie kończy się na ekranie monitora. Dziękuję Wam za to, że uczyniliście cały proces pisania mniej monotonnym i znacznie przyjemniejszym — nawet jeśli czasem skracaliście moje poranne rytuały. Ogromne podziękowania kieruję również do Jarka i Hani — moich rodziców, których zaufanie dało mi odwagę, by sięgać po rzeczy pozornie niemożliwe, takie jak ta książka.


  Wielką wdzięczność kieruję także do inspirujących osób ze społeczności danych, które spotkałem na swojej drodze. Dziękuję Jackowi Laskowskiemu, który stał się moim mentorem, odkąd natrafiłem na jego odpowiedzi na forum StackOverflow i przeczytałem książki z serii The Internals of…, gdy poznawałem platformę Apache Spark. Cieszę się, że mieliśmy okazję poznać się osobiście — i że mogłem nauczyć się od Ciebie jeszcze więcej.


  Szczególne podziękowania kieruję do Scotta Hainesa, którego praca w dziedzinie inżynierii danych pomogła mi zrozumieć wiele aspektów przetwarzania strumieniowego i architektury lakehouse. To właśnie opinia, którą podzieliłeś się ze mną podczas konferencji DAIS 2022, zachęciła mnie do podjęcia decyzji o napisaniu tej książki. Dziękuję za tę rozmowę i całe Twoje zaangażowanie w społeczność danych. Jestem pewien, że pomogło ono wielu osobom — nie tylko mnie.


  Jeśli dziś trzymasz tę książkę w rękach, to także zasługa recenzentów technicznych: Keitha Mascharenasa, Laury Uzcategui, Lipi Deepaakshi Patnaik, Matthewa Housleya, Scotta Hainesa i Williama Jamira Silvy. Dziękuję Wam za wszystkie pytania i techniczne uwagi, które pomogły mi rozwinąć się jako autorowi i inżynierowi. Wierzę, że dzięki Wam czytelnicy jeszcze bardziej docenią tę książkę. Korzystając z okazji, chcę również podziękować Rahulowi Arulkumaranowi, Leszkowi Michalakowi i Jonathanowi Roussotowi za cenne komentarze do wczesnych wersji publikacji w ramach programu Early Release.


  Ogromne podziękowania należą się także Aaronowi Blackowi i Michele Cronin z wydawnictwa O'Reilly, którzy pomogli ożywić tę książkę. Dziękuję Ci, Aaronie, za wszystkie rozmowy i wskazówki dotyczące pisania wersji wstępnej. Michele, bez Twojego zaangażowania ta książka prawdopodobnie nigdy by nie powstała. Cieszę się, że mogłem z Tobą współpracować, i życzę każdemu autorowi takiego redaktora prowadzącego.


  Na koniec szczególne podziękowania dla osób, które miały ogromny wpływ na mój rozwój zawodowy. Dziękuję Frankowi Pavageau, który nauczył mnie zasad czystego kodu, zanim jeszcze wiedziałem, że istnieje książka poświęcona temu tematowi. Dzięki Jérôme'owi Guibertowi zrozumiałem, jak wykorzystywać automatyzację, by uczynić codzienną pracę prostszą i przyjemniejszą. Oprócz wiedzy, którą przekazali mi Frank i Jérôme, wiele zawdzięczam społeczności danych. Dziękuję Adi Polak, Holdenowi Karau, Itaiowi Yaffemu i Jungtaekowi Limowi za inspirację i wiedzę, którą dzieliliście się przez lata, wspierając rozwój inżynierii danych.


  Życzę Ci, drogi Czytelniku, abyś i Ty spotykał na swojej drodze ludzi, którzy będą dla Ciebie źródłem motywacji i inspiracji.


  
    1 W latach 2020 – 2022 szczególnie intensywnie interesowałem się tematyką chmury i inżynierii danych. Efektem tej pasji była moja pierwsza, samodzielnie wydana książka, która ukazała się w 2022 roku. Jej pierwszy rozdział jest dostępny bezpłatnie na mojej stronie internetowej (https://oreil.ly/fYn8M).

  


  Rozdział 1. Wprowadzenie do wzorców projektowych w inżynierii danych


  Wzorce projektowe od dawna stanowią istotny element inżynierii oprogramowania, jednak dopiero niedawno zaczęto doceniać ich rolę w inżynierii danych. Warto więc na początku wyjaśnić, czym są właściwie wzorce projektowe w tym kontekście.


  Czym są wzorce projektowe?


  Możesz się zdziwić, jak często w codziennym życiu polegasz na gotowych schematach działania. Weźmy na przykład gotowanie — a konkretnie jeden z moich ulubionych deserów, czyli flan. Jeśli lubisz kremowe desery, a jeszcze nie próbowałeś flanu, gorąco polecam! Gdy chcesz go przygotować, najpierw gromadzisz składniki, a następnie postępujesz zgodnie z określonym przepisem. Na koniec otrzymujesz pyszny deser.


  Dlaczego przytaczam kulinarny przykład we wstępie do technicznej książki o wzorcach projektowych? Bo przepis doskonale ilustruje, czym powinien być wzorzec projektowy — predefiniowanym i konfigurowalnym szablonem rozwiązania określonego problemu. Jak ten przykład z flanem przekłada się na definicję wzorca?


  
    	Składniki i lista kroków przygotowania to właśnie predefiniowany szablon. Dostarczają instrukcji, ale pozostają uniwersalne — możesz na przykład użyć cukru brązowego zamiast białego.


    	Taki wzorzec może mieć jedno lub wiele zastosowań. Flan może być deserem podanym rodzinie przy podwieczorku albo produktem na sprzedaż. To właśnie kontekstualizacja wzorca projektowego — dopasowanie go do określonego problemu. W tym przypadku pytanie brzmi: jak podzielić się pysznym deserem lub jak wykorzystać go do generowania przychodu.


    	Możesz przygotować flan raz, a możesz też wracać do tego przepisu wielokrotnie. Za każdym razem nie wymyślasz wszystkiego od nowa, tylko korzystasz ze sprawdzonego rozwiązania. Tak właśnie działa ponowne wykorzystanie wzorca.


    	Warto jednak pamiętać, że przygotowywanie i spożywanie flanu niesie ze sobą pewne konsekwencje. Jeśli będziesz go jeść codziennie, może Ci zabraknąć czasu na aktywność fizyczną, a to w dłuższej perspektywie odbije się na zdrowiu. Podobnie jest z następstwami stosowania wzorców projektowych.


    	I wreszcie — przepis pozwala oszczędzić czas, bo został sprawdzony przez wielu innych. Tworzy też wspólny słownik, który ułatwia rozmowy z ludźmi. Znalezienie przepisu na flan jest łatwiejsze niż znalezienie przepisu na crème caramel, który jest po prostu mniej popularną nazwą flanu.

  


  Jak to wszystko przekłada się na inżynierię danych? Wyobraź sobie, że musisz przetworzyć częściowo ustrukturyzowany zbiór danych pochodzący z uruchomionego zadania. Czasem możesz natrafić na rekord w błędnym formacie, który wywoła wyjątek i przerwie całe przetwarzanie. Nie chcesz jednak, aby jeden niepoprawny rekord zatrzymał cały proces. To właśnie nasz kontekst.


  Aby rozwiązać ten problem, zastosujesz zbiór dobrych praktyk — na przykład otoczysz ryzykowną transformację blokiem try-catch, który przechwyci błędne rekordy i zapisze je osobno do dalszej analizy. To właśnie predefiniowany szablon działania — zbiór zasad, które możesz dostosować do własnego przypadku. Możesz na przykład zrezygnować z zapisywania błędnych rekordów w bazie danych i zamiast tego jedynie je zliczać.


  Okazuje się, że to podejście ma nawet swoją nazwę — obsługa błędnych komunikatów (ang. dead-lettering). Jeśli spotkasz ten sam problem w innym kontekście — na przykład przetwarzając dane metodą ELT bezpośrednio w hurtowni danych — możesz ponownie zastosować tę samą logikę. To właśnie ponowne użycie wzorca. Wzorzec obsługi błędnych komunikatów należy do grupy wzorców obsługi błędów opisanych w rozdziale 3.


  Trzeba jednak uważać — podobnie jak może zaszkodzić codzienne jedzenie deseru, tak z niepożądanymi następstwami może się wiązać bezrefleksyjne stosowanie wzorca obsługi błędnych komunikatów. Wprowadza dodatkową logikę, która zwiększa złożoność systemu. Trzeba być na to przygotowanym.


  Podsumowując: wzorzec projektowy w inżynierii danych to kompletne rozwiązanie konkretnego problemu, które pozwala oszczędzić czas i wprowadza w zespole wspólny język. Dzięki temu łatwiej rozmawiać z innymi inżynierami danych — także z tymi, których dopiero poznajesz.


  Kolejne wzorce projektowe?


  Jeśli zajmujesz się programowaniem, z pewnością słyszałeś o wzorcach projektowych tzw. Bandy Czworga1 i być może postrzegasz je jako jeden z fundamentów czystego kodu. Możliwe, że zastanawiasz się teraz, czy nie wystarczą one również w przypadku projektów inżynierii danych. Niestety, nie wystarczą.


  Wzorce projektowe w programowaniu to sprawdzone sposoby rozwiązywania typowych problemów mające na celu tworzenie kodu łatwego do utrzymania i rozbudowy. Ponieważ są to ustandaryzowane reprezentacje określonych koncepcji, nowi członkowie zespołu mogą je szybko rozpoznać i zrozumieć ich przeznaczenie.


  Na przykład wzorzec Singleton pozwala uniknąć zbędnej alokacji obiektów. Osoba znająca ten wzorzec bez trudu go rozpozna i zrozumie jego cel w kodzie projektu.


  Pisanie kodu, który da się łatwo utrzymywać, ma oczywiście znaczenie również w inżynierii danych — ale to za mało. Oprócz zagadnień czysto programistycznych trzeba brać pod uwagę kwestie charakterystyczne związane z pracą z danymi, takie jak obsługa błędów, uzupełnianie brakujących danych, idempotentność czy zapewnianie poprawności danych.


  Typowe wzorce w inżynierii danych


  Obsługa błędnych komunikatów, zaprezentowana w poprzednim podrozdziale, to tylko jeden z przykładów wzorca projektowego w inżynierii danych. Pozostałe z nich są przedstawione w dalszej części książki, w której opisano typowy przepływ danych — od ich pozyskania po końcową prezentację, wraz z mechanizmami monitorowania i zgłaszania błędów. W związku z tym w książce znajdziesz:


  Rozdział 2.: „Wzorce projektowe pozyskiwania danych”


  Wprowadzenie danych do systemu jest zawsze pierwszym etapem technicznym w architekturze. To ono gwarantuje, że uzyskujesz dane, z którymi można pracować.


  Rozdział 3.: „Wzorce projektowe zarządzania błędami”


  Błędy, podobnie jak dane, są nieodłączną częścią inżynierii danych. Mogą wynikać z niepoprawnego kodu, ale również z problemów po stronie dostawców danych, którzy nie przestrzegają ustalonych zasad — na przykład udostępniają zbiór danych bez wymaganych pól.


  Rozdział 4.: „Wzorce projektowe idempotentności”


  Naturalną konsekwencją błędów są ponowne próby — automatyczne lub ręczne. W przypadku automatycznego powtórzenia część lub całość potoku danych może zostać ponownie uruchomiona, co może się wiązać z nadpisaniem wcześniej zapisanych rekordów. Gdy uruchamiasz potok ręcznie, rozpoczynasz proces uzupełniania danych2, który może powtórzyć operacje wykonane przez wcześniejsze potoki. Dzięki idempotentności wielokrotne uruchomienia przynoszą spójne wyniki.


  Rozdział 5.: „Wzorce projektowe wartości danych”


  Gdy potrafisz sobie radzić z błędami i powtórzeniami, możesz się skoncentrować na samych danych i tworzeniu wartościowych zbiorów dla użytkowników biznesowych. Może to wymagać agregacji danych lub ich połączenia z innymi źródłami. Wszystko to przyczynia się do utworzenia dodatkowej wartości istotnej dla odbiorców końcowych.


  Rozdział 6.: „Wzorce projektowe przepływu danych”


  Po dostarczeniu użytkownikom wzbogaconych danych możesz przejść do kolejnego etapu — włączenia procesu generowania zbiorów danych w stały przepływ danych. Przepływ ten określa sposób, w jaki potoki tworzące wartość integrują się z pozostałymi komponentami danych w Twojej organizacji.


  Rozdział 7.: „Wzorce projektowe bezpieczeństwa danych”


  Po pierwszych sześciu rozdziałach powinieneś już wiedzieć, jak wprowadzać dane do swojego systemu i jak je wzbogacać, aby zaspokajały potrzeby biznesowe. Musisz jednak również zadbać o to, aby zbiór danych był bezpiecznie przechowywany oraz spełniał wymagania dotyczące prywatności danych.


  Rozdział 8.: „Wzorce projektowe przechowywania danych”


  Bezpieczeństwo jest kluczowe, ale równie ważne jest zastosowanie odpowiednich technik przechowywania danych, które zmniejszają opóźnienia i poprawiają doświadczenia użytkownika. W tym rozdziale poznasz sposoby efektywnego przechowywania danych.


  Rozdział 9.: „Wzorce projektowe jakości danych”


  Zła wiadomość: nawet jeśli wdrożysz wszystkie wcześniejsze wzorce, dane mogą nadal być bezwartościowe dla odbiorców, dopóki nie rozwiążesz problemów z ich jakością — albo, co gorsza, jeśli nawet nie będziesz ich świadomy.


  Rozdział 10.: „Wzorce projektowe obserwowalności danych”


  To końcowy etap Twojej podróży — definiowanie wskaźników monitorowania istotnych dla przetwarzanych danych. W połączeniu ze wzorcami jakości danych wzorce obserwowalności pomagają zbudować zaufanie do danych — ostrzegając Cię, gdy coś idzie nie tak albo dopiero zaczyna się psuć.


  Studium przypadku wykorzystane w tej książce


  Wzorce projektowe przedstawione w tej książce nie są powiązane z żadną określoną dziedziną biznesową. Ich zrozumienie bez odniesienia do kontekstu biznesowego mogłoby być jednak trudne — zwłaszcza dla mniej doświadczonych Czytelników. Z tego względu każdy wzorzec zostanie zaprezentowany w kontekście projektu stanowiącego nasze studium przypadku: platformy analitycznej danych dla bloga.


  Projekt ten opiera się na powszechnie stosowanych praktykach przetwarzania danych i został podzielony na warstwy przedstawione na rysunku 1.1.


  [image: Rysunek 1.1. Platforma analityczna dla blogów wykorzystana w studium przypadku]


  Rysunek 1.1. Platforma analityczna dla blogów wykorzystana w studium przypadku


  Rysunek 1.1 przedstawia trzy najważniejsze składniki projektu:


  Komponenty pozyskiwania danych online i offline


  Część online obejmuje dane generowane przez użytkowników wchodzących w interakcje z blogami przechowywanymi na naszej platformie. Część offline — oznaczona na rysunku jako „Dostawca danych” — odnosi się do statycznych, zewnętrznych lub wewnętrznych, zbiorów danych, takich jak zbiory referencyjne, które są generowane rzadziej niż zdarzenia związane z odwiedzinami (na przykład raz na godzinę).


  Warstwa czasu rzeczywistego


  W tej warstwie znajdują się zadania przetwarzania strumieniowego obsługujące dane zdarzeń z brokera strumieniowego. Zadania te mogą przyjmować jedną z dwóch ról. Pierwszy typ to zadanie ukierunkowane na cele biznesowe, generujące dane dla interesariuszy — na przykład agregacja sesji w czasie rzeczywistym. Drugi typ to zadanie techniczne, pełniące funkcję wspierającą inne przypadki użycia biznesowego. Przykładem może być synchronizacja danych z pamięcią trwałą w celu umożliwienia wykonywania zapytań ad hoc.


  Warstwa organizacji danych


  Ta warstwa wykorzystuje szeroko stosowaną strukturę zbiorów danych, opartą na architekturze Medallion3, w której dane mogą być przechowywane w jednej z trzech warstw: Bronze, Silver lub Gold. Każda z nich reprezentuje inny poziom dojrzałości danych. Warstwa Bronze gromadzi dane w formacie surowym — nieprzetworzone i potencjalnie obarczone istotnymi problemami jakościowymi. Warstwa Silver zawiera dane oczyszczone i wzbogacone. Z kolei warstwa Gold udostępnia dane w formie oczekiwanej przez końcowych użytkowników, na przykład jako hurtownie danych lub zbiory referencyjne.


  Dlaczego te trzy warstwy przechowywania są istotne w kontekście tej książki? Każda z nich odpowiada innemu etapowi dojrzałości danych — analogicznie do wzorców projektowych przedstawionych w tej publikacji. Wzorce mające wpływ na wartość biznesową będą w głównej mierze eksponować dane znajdujące się w warstwie Gold, a pozostałe wzorce będą działać w ramach warstw Bronze lub Silver. We fragmentach książki, w których opisano określone problemy związane z poszczególnymi wzorcami, będą zawarte odniesienia do tych warstw, aby ułatwić Czytelnikowi zrozumienie napotykanych wyzwań.


  Schemat celowo nie przedstawia szczegółów implementacyjnych. Skoncentrowanie się na nich mogłoby przenieść uwagę na technologię zamiast na uniwersalne rozwiązania oparte na wzorcach, które są głównym tematem książki. Nie oznacza to jednak, że w kolejnych rozdziałach nie pojawią się żadne szczegóły techniczne. Wręcz przeciwnie! Każdy wzorzec ma poświęcony mu podpunkt „Przykłady”, w którym przedstawiono różne jego implementacje.


  Podsumowanie


  Po przeczytaniu tego rozdziału powinieneś już wiedzieć, że flan to nie tylko doskonały kremowy deser, ale również trafna analogia do wzorców projektowych w inżynierii danych, które poznasz w dalszej części książki. To spora dawka wiedzy, ale z filiżanką kawy lub herbaty i ulubionym deserem (na przykład flanem!) ta edukacyjna podróż z pewnością okaże się fascynująca.


  
    1 Dwadzieścia trzy wzorce projektowe inżynierii oprogramowania przedstawione w książce Wzorce projektowe. Elementy oprogramowania obiektowego wielokrotnego użytku autorstwa Ericha Gamma i in. (Helion, 2010) są potocznie nazywane wzorcami projektowymi Bandy Czterech (ang. Gang of Four — GoF) — od liczby autorów tej publikacji.


    2 Proces ten jest znany jako ponowne przetwarzanie. Aby uniknąć nieporozumień, od tego momentu będziemy traktować każde zadanie przetwarzania danych historycznych jako ich uzupełnianie, niezależnie od tego, czy dane zostały już przetworzone, czy też nie. Technicznie rzecz biorąc, istnieje pewna różnica między ponownym przetwarzaniem a uzupełnianiem danych, o czym możesz się dowiedzieć więcej ze słowniczka dostępnego na GitHubie (https://oreil.ly/Dvu3b).


    3 Więcej informacji na temat architektury „medalionowej” znajdziesz w rozdziale 4. książki Delta Lake: The Definitive Guide autorstwa Denny'ego Lee i in. (O'Reilly, 2024).

  


  Rozdział 2. Wzorce projektowe pozyskiwania danych


  Systemy inżynierii danych rzadko same generują dane. Najczęściej ich pierwszym etapem działania jest pozyskiwanie danych z różnych źródeł. Współpraca z tymi źródłami bywa trudna — mogą to być inne potoki danych w Twoim zespole, zespoły w obrębie firmy, a nawet całkowicie odrębne organizacje. Każde źródło wiąże się z własnymi ograniczeniami technicznymi i biznesowymi, co czyni interakcję z nimi szczególnie wymagającą.


  Nie ma jednak alternatywnej opcji — trzeba się dostosować. W przeciwnym razie nie otrzymasz żadnych danych, a Twoje procesy analityczne lub naukowe nie będą mogły zostać uruchomione. Co gorsza, możesz otrzymać pewien zbiór danych, udostępnić go odbiorcom, a po kilku dniach spotkać się ze skargami. Ich przyczyną może być niekompletność danych, ich nieefektywna organizacja albo wręcz uszkodzenie zbioru, które wymaga wewnętrznych procesów odtwarzania i uzupełniania.


  Jak widać, doprowadzenie danych do systemu to zadanie o kluczowym znaczeniu — zarówno dla Ciebie, jak i dla Twoich użytkowników. Z tego względu książkę otwiera analiza wzorców projektowych związanych z pozyskiwaniem danych.


  Wzorce przedstawione w tym rozdziale odnoszą się do scenariuszy i wyzwań, jakie mogą wystąpić podczas integracji danych pochodzących od zewnętrznych dostawców lub z innych potoków danych. Rozpoczniemy od dwóch typowych procesów wczytywania danych — pełnego oraz przyrostowego — wykorzystywanych do pozyskiwania całości lub części zbioru danych. Następnie przedstawimy szczególny przypadek pozyskiwania danych, czyli replikację. W tej części znajdziesz dwa inne wzorce kopiowania danych — z transformacją oraz bez niej — które mogą pomóc rozwiązać problemy związane z prywatnością.


  Ponieważ pozyskiwanie danych obejmuje również zagadnienia wykraczające poza samo ich przenoszenie, poruszymy także aspekty techniczne. Po pierwsze, dobrze wiedzieć, kiedy należy rozpocząć proces pozyskiwania danych — w tym pomoże fragment o gotowości danych. Po drugie, warto się również dowiedzieć, jak poprawić doświadczenia użytkowników oraz jak sobie poradzić z jednym z najczęstszych wyzwań w inżynierii danych, czyli małymi plikami. W tym kontekście przydatny będzie punkt dotyczący kompresji danych. Na zakończenie rozdziału pokażemy, że pozyskiwanie danych nie zawsze jest procesem przewidywalnym. Wzorzec Wyzwalacz Zewnętrzny, który przedstawimy na końcu, pozwoli lepiej sobie radzić z tą niepewnością.


  Ponieważ wiesz już, czego należy oczekiwać, czas poznać pierwsze wzorce pozyskiwania danych — dla scenariuszy wczytywania pełnego oraz przyrostowego!


  Wczytywanie pełne


  Wzorzec wczytywania pełnego (ang. full load) odnosi się do scenariusza pobierania danych, w którym za każdym razem jest przetwarzany cały zestaw danych. Może być przydatny w wielu sytuacjach, takich jak inicjalizacja bazy danych czy generowanie zbioru danych referencyjnych.


  Wzorzec: Wczytywanie Pełne


  Implementacja wzorca Wczytywanie Pełne jest jednym z najprostszych zagadnień przedstawionych w tej książce. Jednak mimo swojej prostej, dwuetapowej konstrukcji ma ona pewne pułapki.


  Problem


  Dla naszego przypadku użycia przygotowujesz warstwę Silver. Jedno z zadań transformacji wymaga uzyskania dodatkowych informacji o urządzeniu od zewnętrznego dostawcy danych. Zbiór danych związany z tym urządzeniem zmienia się tylko kilka razy w tygodniu. Jest to również bardzo wolno zmieniający się zestaw, w którym całkowita liczba wierszy nie przekracza miliona. Niestety, dostawca danych nie udostępnia żadnego atrybutu, który pozwalałby wykryć wiersze zmienione od czasu ostatniego wczytania danych.


  Rozwiązanie


  Brak informacji o czasie ostatniej aktualizacji w zbiorze danych sprawia, że idealnym rozwiązaniem tego problemu jest zastosowanie wzorca pełnego wczytywania.


  Najprostsza implementacja opiera się na dwóch krokach: wyodrębnieniu i wczytaniu (EL). W tym podejściu wykorzystuje się natywne polecenia baz danych do eksportowania danych z jednej bazy i ich importowania do drugiej. Metoda EL jest idealna dla jednorodnych baz danych, ponieważ nie wymaga żadnych transformacji danych.
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          Zadania przelotowe


          Zadania wyodrębniania i wczytywania są również znane jako zadania przelotowe, ponieważ dane po prostu przechodzą przez potok — od źródła do miejsca docelowego.

        
      

    
  


  Niestety, stosowanie potoków EL nie zawsze jest możliwe. Jeśli trzeba przenosić dane między różnorodnymi bazami danych, konieczne jest dostosowanie formatu danych wejściowych do wymagań systemu docelowego za pomocą cienkiej warstwy transformacji pomiędzy etapami wyodrębniania i wczytywania. W takim przypadku potok przekształca się w zadanie wyodrębniania, transformacji i wczytywania (ETL), w którym można wykorzystać bibliotekę do przetwarzania danych, często wyposażoną w natywne interfejsy do komunikacji z różnymi bazami danych.


  Następstwa


  Mimo że przenoszenie zbioru danych między dwoma magazynami danych może się wydawać prostym zadaniem, stosowanie wzorca wczytywania pełnego wiąże się z pewnymi wyzwaniami.


  Objętość danych.  Implementacje wzorca wczytywania pełnego często mają postać zadań wsadowych uruchamianych według ustalonego harmonogramu. Jeśli objętość wczytywanego zbioru danych rośnie powoli, infrastruktura do wczytywania danych prawdopodobnie będzie działać stabilnie przez długi czas, ponieważ zapotrzebowanie na moc obliczeniową pozostanie niemal niezmienne.


  Z drugiej strony, bardziej dynamicznie rozwijający się zbiór danych może powodować problemy, zwłaszcza jeśli do jego przetwarzania wykorzystujesz statyczne zasoby obliczeniowe. Na przykład, gdy rozmiar zbioru danych z dnia na dzień się podwoi, proces wczytywania może się wydłużyć, a nawet zakończyć niepowodzeniem z powodu ograniczeń sprzętowych.


  Aby ograniczyć wpływ zmienności danych na proces wczytywania, możesz skorzystać z możliwości automatycznego skalowania warstwy przetwarzania danych.


  Spójność danych.  Drugim ryzykiem związanym ze wzorcem wczytywania pełnego jest możliwość utraty spójności danych. Ponieważ dane są całkowicie nadpisywane, może pojawić się pokusa, by w każdym przebiegu usuwać je i wstawiać na nowo. Decydując się na takie podejście, trzeba być świadomym jego konsekwencji.


  Po pierwsze, należy wziąć pod uwagę spójność danych z perspektywy konsumenta. Co się stanie, jeśli proces wczytywania zostanie uruchomiony w tym samym czasie, gdy potoki próbują odczytać zbiór danych? Jeśli krok wstawiania nie został jeszcze zakończony, konsumenci mogą przetwarzać niekompletne dane albo w ogóle nie mieć do nich dostępu. Transakcje automatycznie zarządzają widocznością danych i są najprostszym sposobem rozwiązania tego problemu współbieżności. Jeżeli jednak Twój magazyn danych nie obsługuje transakcji, możesz zastosować pojedynczą abstrakcję udostępniania danych1, taką jak widok, i manipulować wyłącznie ukrytymi strukturami technicznymi. Na rysunku 2.1 jest przedstawiony sposób przełączania między dwiema technicznymi tabelami, który pozwala zachować ciągłą dostępność danych.


  Po drugie, pamiętaj, że w razie wystąpienia nieoczekiwanych problemów być może będzie trzeba skorzystać z poprzedniej wersji zbioru danych. Jeśli nadpiszesz go w całości, możesz utracić możliwość przywrócenia wcześniejszej wersji — chyba że używasz formatu obsługującego funkcję „podróży w czasie”, takiego jak Delta Lake, Apache Iceberg czy BigQuery w Google Cloud Platform (GCP). Alternatywnie możesz samodzielnie zaimplementować taką funkcjonalność, opierając się na koncepcji pojedynczej abstrakcji udostępniania danych, pokazanej na rysunku 2.1.


  [image: Rysunek 2.1. Przykład pojedynczej abstrakcji udostępniania danych z użyciem widoku bazy danych]


  Rysunek 2.1. Przykład pojedynczej abstrakcji udostępniania danych z użyciem widoku bazy danych
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          Nie tylko pozyskiwanie danych


          Mimo że w tym rozdziale omawiamy pobieranie danych, pamiętaj, że wszystkie przedstawione tu wzorce mają bezpośredni wpływ na zadania związane z analizą danych i danetyką, ponieważ to one wprowadzają dane do systemu.

        
      

    
  


  Przykłady


  Zobaczmy teraz, jak zaimplementować ten wzorzec w różnych kontekstach technicznych. Po pierwsze, jeśli musisz przenieść zbiór danych między dwoma identycznymi lub kompatybilnymi magazynami danych, możesz po prostu napisać skrypt i wdrożyć go w swoim środowisku uruchomieniowym. Na listingu 2.1 pokazano, jak przenosić pliki z jednego folderu Amazon S3 do drugiego. Polecenie automatycznie synchronizuje zawartość folderów i usuwa wszystkie obiekty, których brakuje w źródle, ale które są obecne w miejscu docelowym (argument --delete).


  Listing 2.1. Synchronizacja folderów


  
    aws s3 sync s3://input-bucket s3://output-bucket --delete

  


  Polecenia takie jak aws s3 sync są świetnym sposobem na proste przenoszenie zbiorów danych, ale czasami operacja wczytywania może wymagać pewnych modyfikacji, takich jak dodanie przetwarzania równoległego lub rozproszonego. Przykładem takiej implementacji jest Apache Spark.


  Apache Spark — biblioteka do rozproszonego przetwarzania danych, może być płynnie skalowana, dzięki czemu nawet drastyczne zmiany w objętości danych nie powinny negatywnie wpływać na ich wczytywanie, o ile odpowiednio zwiększymy moc obliczeniową infrastruktury. Ponadto, jeśli używamy tej biblioteki z formatem tabel takim jak Delta Lake, dzięki możliwościom transakcyjnym i wersjonowaniu automatycznie rozwiązujemy przedstawione wcześniej problemy spójności. Wisienką na torcie jest to, że kod służący do pełnego wczytywania danych jest dość prosty. Na listingu 2.2 pokazano, jak wykorzystać API odczytu i zapisu z biblioteki Apache Spark do zapisywania rekordów JSON jako tabeli Delta Lake.


  Listing 2.2. Implementacja procesu wczytywania danych z użyciem Apache Spark i Delta Lake


  
    input_data = spark.read.schema(input_data_schema).json("s3://devices/list")

  


  
    input_data.write.format("delta").save("s3://master/devices")

  


  Możesz również zaimplementować ten wzorzec dla baz danych, które nie mają wbudowanej obsługi wersjonowania. Weźmy jako przykład Apache Airflow i PostgreSQL. Implementacja jest bardziej złożona, ponieważ wymaga oddzielnych zadań do wprowadzania i udostępniania danych.


  Zadanie wprowadzania danych zapisuje zbiór danych do jawnie wersjonowanej tabeli. Odpowiada to instrukcji COPY z listingu 2.3, w którym ${version} jest parametrem dostarczanym przez operator Apache Airflow.


  Listing 2.3. Wczytywanie danych do tabeli z obsługą wersjonowania


  
    COPY devices_${version} FROM '/data_to_load/dataset.csv' CSV DELIMITER ';' HEADER;

  


  Zadanie udostępniania zmienia następnie referencję widoku prezentowanego użytkownikom końcowym. W tym celu może wykorzystać operację aktualizacji widoku przedstawioną na listingu 2.4.


  Listing 2.4. Publiczne udostępnianie wersjonowanej tabeli


  
    CREATE OR REPLACE VIEW devices AS SELECT * FROM devices_${version}

  


  Proces może wymagać wykonania dodatkowych kroków, takich jak pobranie zbioru danych wejściowych i utworzenie tabel z kontrolą wersji. W celu zachowania zwięzłości pomijam je tutaj, ale pełny przykład znajdziesz w repozytorium GitHuba (https://oreil.ly/eAG5j).


  Wczytywanie przyrostowe


  Pełne wczytywanie danych to prosty scenariusz, jednak w przypadku ciągle rosnących zbiorów danych może się on okazać kosztowny. Lepszym rozwiązaniem jest wczytywanie przyrostowe, które polega na przetwarzaniu (często z większą częstotliwością) mniejszych fragmentów fizycznie lub logicznie podzielonego zbioru danych.


  Wzorzec: Wczytywanie Przyrostowe


  Pierwszy wzorzec projektowy stopniowego przetwarzania danych przetwarza nowe części zbioru danych, stąd jego nazwa — Wczytywanie Przyrostowe.


  Problem


  Większość zdarzeń związanych z odwiedzinami bloga pochodzi z brokera strumieniowego, który działa w czasie rzeczywistym. Pewna ich część wciąż trafia jednak do transakcyjnej bazy danych, obsługiwanej przez starsze systemy.


  Aby można było uwzględnić te dane w analizie, potrzebny jest specjalny proces pozyskiwania, który przekaże starsze zdarzenia odwiedzin do warstwy Bronze. Ponieważ liczba odwiedzin stale rośnie, proces ten powinien obejmować wyłącznie nowe dane, dodane od ostatniego uruchomienia. Warto przy tym podkreślić, że każde zdarzenie odwiedzin jest trwałe i niezmienne.


  Rozwiązanie


  Ciągle rosnący zbiór danych to typowy przypadek, w którym warto zastosować wzorzec wczytywania przyrostowego. Istnieją dwie główne metody jego implementacji — wybór odpowiedniego podejścia zależy od struktury danych wejściowych:


  
    	Pierwsze podejście opiera się na wykorzystaniu tak zwanej kolumny delta, która umożliwia identyfikację rekordów dodanych od ostatniego uruchomienia procesu. W przypadku danych zdarzeniowych, takich jak niezmienne wizyty użytkowników, kolumna ta zazwyczaj zawiera znacznik czasu pobrania.


    	Drugie podejście zakłada, że dane są już fizycznie podzielone na partycje czasowe. W takim scenariuszu zadanie pozyskiwania danych korzysta z tych partycji do wykrywania nowych rekordów. Dzięki temu dane są już wstępnie odfiltrowane i logicznie zorganizowane w warstwie przechowywania, co znacząco upraszcza i przyspiesza cały proces. Aby się upewnić, że dana partycja jest gotowa do pobrania, można zastosować wzorzec o nazwie Znacznik Gotowości.
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          Uwaga na problemy związane z czasem rzeczywistym


          Używanie czasu zdarzenia jako kolumny delta jest ryzykowne. Twój proces pozyskiwania danych może pominąć niektóre rekordy, jeśli producent danych emituje dane z opóźnieniem (patrz dalszy podrozdział „Dane opóźnione”) dla czasu zdarzenia, który został już przetworzony.

        
      

    
  


  Obie implementacje są zilustrowane na rysunku 2.2. Jak można zauważyć, podejście oparte na kolumnie delta wymaga zapamiętania ostatniej wartości czasu pobrania, aby kod mógł przyrostowo przetwarzać nowe wiersze. Z kolei implementacja oparta na partycjach nie stawia takiego wymogu — może automatycznie wyznaczyć partycję do przetworzenia na podstawie daty uruchomienia. Na przykład, jeśli proces wczytywania danych rozpocznie się o 11:00, może od razu się skierować do partycji odpowiadającej godzinie 10:00.


  [image: Rysunek 2.2. Dwie możliwe implementacje wzorca Wczytywanie Przyrostowe]


  Rysunek 2.2. Dwie możliwe implementacje wzorca Wczytywanie Przyrostowe


  Następstwa


  Wczytywanie przyrostowe sprzyja zmniejszeniu objętości pobieranych danych, ale może też stanowić wyzwanie.


  Twarde usuwanie.  Stosowanie tego wzorca może być problematyczne w przypadku danych zmieniających się. Załóżmy, że zamiast niezmiennych odwiedzin musisz obsługiwać zdarzenia, które mogą być aktualizowane lub usuwane. Jeśli proces wczytywania danych opiera się na kolumnie delta, jest w stanie wykryć zaktualizowane wiersze i skopiować ich najnowszą wersję. Niestety, w przypadku wierszy usuniętych sytuacja nie jest już tak prosta.


  Gdy dostawca danych usuwa wiersz, informacja fizycznie znika ze zbioru wejściowego. Nadal jest jednak obecna w Twojej wersji zbioru, ponieważ dla usuniętego wiersza kolumna delta nie istnieje. Aby rozwiązać ten problem, można zastosować miękkie usuwanie, w przypadku którego producent zamiast fizycznie usuwać dane, po prostu oznacza je jako usunięte. Innymi słowy, używa operacji UPDATE zamiast DELETE.
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          Tabele tylko do wstawiania


          Innym rozwiązaniem problemu zmienności mogą być zbiory danych tylko do wstawiania. Jak sugeruje nazwa, akceptują one wyłącznie nowe wiersze poprzez operację INSERT. Przenosi to odpowiedzialność za rekonstrukcję danych na konsumentów, którzy muszą poprawnie wykrywać wszelkie usunięte i zmodyfikowane wpisy. Tabele tylko do wstawiania są znane również pod nazwą tabeli tylko do dopisywania.

        
      

    
  


  Uzupełnianie brakujących informacji.  Nawet tak podstawowe zadania związane z pozyskiwaniem danych wiążą się z ryzykiem, że będzie konieczne uzupełnienie brakujących informacji. W takim scenariuszu wzorzec może zaskakująco negatywnie wpłynąć na działanie potoków wczytywania danych.


  Wyobraź sobie potok oparty na implementacji wykorzystującej kolumnę delta. Po przetworzeniu danych z dwóch miesięcy otrzymujesz polecenie rozpoczęcia uzupełniania brakujących informacji. W takiej sytuacji uruchomiony proces wczytywania danych wykona pełne wczytanie zamiast przyrostowego. Oznacza to, że zadanie będzie potrzebować większych zasobów, aby obsłużyć dodatkowe wiersze.


  Na szczęście problem ten można złagodzić przez ograniczenie okna czasowego wczytywania. Na przykład, jeśli zadanie wczytywania jest uruchamiane co godzinę, można ograniczyć je tylko do danych z tej jednej godziny. W SQL można to wyrazić jako delta_column BETWEEN ingestion_time AND ingestion_time + INTERVAL '1 HOUR'. Ta operacja przynosi dwie korzyści:


  
    	Lepszą kontrolę nad objętością danych. Nawet w przypadku uzupełniania brakujących informacji nie zaskoczy Cię zwiększone zapotrzebowanie na zasoby obliczeniowe.


    	Równoczesne wczytywanie danych. Możesz uruchomić wiele jednoczesnych zadań uzupełniania brakujących informacji, o ile źródłowy magazyn danych to umożliwia.

  


  Problem z rozmiarem zbioru danych nie występuje w implementacji opartej na partycjach, jeśli zadanie wczytywania danych przetwarza tylko jedną partycję naraz.


  Przykłady


  Przykład oparty na skrypcie używanym we wzorcu wczytywania pełnego można również zastosować w przypadku wczytywania przyrostowego. Operacja z listingu 2.5 po prostu przenosi wszystkie obiekty z prefiksem date=2024-01-01 do innego folderu. Choć działanie kodu może się wydawać proste, istnieje pewna pułapka. Jeśli po prawej stronie polecenia pominiesz prefiks date=2024-01-01, zadanie importu spłaszczy strukturę przechowywania danych wyjściowych.


  Listing 2.5. Synchronizacja folderów S3


  
    aws s3 sync s3://input/date=2024-01-01 s3://output/date=2024-01-01 --delete

  


  Czasami implementacja musi być czymś więcej niż tylko prostym skryptem. Podobnie jak w przypadku pełnego wczytywania danych, można się oprzeć na warstwach przetwarzania i orkiestracji. Na listingu 2.6 przedstawiono implementację opartą na partycjach, zrealizowaną z użyciem platform Apache Airflow i Apache Spark. Proces w Apache Airflow (najczęściej określany skrótowcem DAG — skierowany graf acykliczny) rozpoczyna się od wywołania funkcji FileSensor, która oczekuje na dostępność kolejnej partycji. Ten krok jest niezbędny, aby można było uniknąć wczytywania niekompletnych danych i propagowania nieprawidłowego zbioru. Fragment kodu przedstawia prostą weryfikację kolejnej partycji. Platforma Airflow obsługuje także inne sensory, takie jak AWS Glue (AwsGlueCatalogPartitionSensor), GCP BigQuery (BigQueryTablePartitionExistenceSensor) czy Databricks (DatabricksPartitionSensor). Gdy partycja jest już gotowa, potok uruchamia zadanie pozyskiwania danych.


  Listing 2.6. Przykład procesu DAG w przypadku wczytywania przyrostowego


  
    next_partition_sensor = FileSensor(

  


  
      task_id='input_partition_sensor',

  


  
      filepath=get_data_location_base_dir() + '/{{ data_interval_end | ds }}',

  


  
      mode='reschedule',

  


  
    )

  


  
    load_job_trigger = SparkKubernetesOperator(application_file='load_job_spec.yaml',

  


  
      # ... pominięte dla zachowania zwięzłości

  


  
    )

  


  
    load_job_sensor = SparkKubernetesSensor(

  


  
      # ... pominięte dla zachowania zwięzłości

  


  
    )

  


  
    next_partition_sensor >> load_job_trigger >> load_job_sensor

  


  Zadanie pozyskiwania danych przyjmuje argumenty określające lokalizacje wejściowe i wyjściowe, zdefiniowane na listingu 2.7. Definicja zadania opiera się na stałym czasie wykonania, wyrażonym za pomocą makra {{ ds }}. Wykorzystanie tej niemutowalnej właściwości znacznie upraszcza proces uzupełniania brakujących danych, ponieważ wartości nigdy się nie zmieniają. Zadanie EventsLoader wykorzystuje do odczytywania i zapisywania zbioru danych określone argumenty czasowe wraz z interfejsem API Apache Spark.


  Listing 2.7. Wczytywanie zdarzeń z podziałem na partycje


  
    # ...

  


  
      mainClass: com.waitingforcode.EventsLoader

  


  
      mainApplicationFile: "local:///tmp/dedp-1.0-SNAPSHOT-jar-with-dependencies.jar"

  


  
      arguments:

  


  
        - "/data_for_demo/input/date={{ ds }}"

  


  
        - "/data_for_demo/output/date={{ ds }}"

  


  Skoro wcześniej omówiliśmy już sposób wykorzystania interfejsu API platformy Apache Spark, możemy przejść bezpośrednio do implementacji przyrostowego wczytywania danych opartego na kolumnie delta. Wersja ta różni się od podejścia partycjonowanego — pomija etap z użyciem sensora i od razu wykonuje zadanie importu danych (patrz listing 2.8).


  Listing 2.8. Wczytywanie przyrostowe zbioru danych transakcyjnych (bez partycjonowania)


  
    load_job_trigger = SparkKubernetesOperator(

  


  
      # ...

  


  
      application_file='load_job_spec_for_delta_column.yaml',

  


  
    )

  


  
    load_job_sensor = SparkKubernetesSensor(

  


  
      # ...

  


  
    )

  


  
    load_job_trigger >> load_job_sensor

  


  To zadanie wykorzystuje dodatkowy etap filtrowania z użyciem kolumny delta w celu pobrania wyłącznie tych wierszy, które mieszczą się w zakresie czasowym skonfigurowanym dla danego procesu. Nawet jeśli będzie potrzebne ponowne wykonanie zadania, dzięki filtrowi nie zostaną pobrane żadne nadmiarowe rekordy, co zapewni spójność zbioru danych. Zadanie wykorzystujące implementację opartą na kolumnie delta przedstawiono na listingu 2.9.


  Listing 2.9. Zadanie wczytywania danych z wykorzystaniem kolumny delta i ograniczeń czasowych


  
    in_data = (spark_session.read.text(input_path).select('value',

  


  
      functions.from_json(functions.col('value'), 'ingestion_time TIMESTAMP')))

  


  
     

  


  
    input_to_write = in_data.filter(

  


  
      f'ingestion_time BETWEEN "{date_from}" AND "{date_to}"'

  


  
    )

  


  
    input_to_write.mode('append').select('value').write.text(output_path)

  


  Wzorzec: Wykrywacz Zmian w Danych


  Przyrostowe wczytywanie danych nie sprawdzi się we wszystkich przypadkach. Jeśli potrzebujesz krótszego czasu przetwarzania lub wbudowanej obsługi fizycznego usuwania rekordów, lepszym wyborem będzie kolejny wzorzec.


  Problem


  Niestety, dane o wizytach pochodzące ze starszych systemów, które zostały zintegrowane z procesem przyrostowego wczytywania, wymagają zmodyfikowania. Ich tempo pozyskiwania jest zbyt wolne, a odbiorcy danych z kolejnych etapów przetwarzania zaczęli zgłaszać zastrzeżenia dotyczące zbyt długiego czasu oczekiwania na dostępność informacji. Aby rozwiązać ten problem, Twój menedżer produktu poprosił o możliwie szybkie zintegrowanie transakcyjnych rekordów z brokerem strumieniowym. Proces wczytywania danych musi wychwytywać każdą zmianę w tabeli w ciągu maksymalnie 30 sekund i udostępniać ją innym odbiorcom za pośrednictwem głównego strumienia danych.


  Rozwiązanie


  Wymóg niskiego opóźnienia uniemożliwia zastosowanie wzorca wczytywania przyrostowego. Jego użycie wiąże się z narzutami wynikającymi z harmonogramowania zadań i wykonywania zapytań, co może utrudniać osiągnięcie oczekiwanego poziomu opóźnień.


  Lepszym rozwiązaniem jest zastosowanie wzorca Wykrywacz Zmian w Danych. Zapewnia on mniejsze opóźnienie dzięki wewnętrznemu mechanizmowi wczytywania. Jego działanie polega na ciągłym wczytywaniu wszystkich zmodyfikowanych wierszy bezpośrednio z dziennika zatwierdzeń bazy danych. Umożliwia to dostęp do rekordów na niższym poziomie i z większą prędkością niż jakiekolwiek zapytanie lub zadanie przetwarzające na poziomie wyższym.


  Dziennik zatwierdzeń to struktura umożliwiająca jedynie dopisywanie, na której końcu są zapisywane wszystkie operacje wykonane na istniejących wierszach. Konsument wzorca Wykrywacz Zmian w Danych strumieniuje te zmiany i przesyła je do brokera strumieniowego lub innego skonfigurowanego kanału danych wyjściowych. Od tego momentu konsumenci mogą dowolnie przetwarzać te dane — na przykład przechowywać pełną historię zmian albo zachowywać jedynie najnowszą wartość każdego wiersza.


  Oprócz tego, że zapewnia niskie opóźnienie, wzorzec Wykrywacz Zmian w Danych przechwytuje wszystkie typy operacji na danych, w tym usunięcia twarde. Oznacza to, że nie trzeba prosić producentów danych o stosowanie usuwania miękkiego w celu oznaczania rekordów do skasowania.


  Następstwa


  Obietnica niskich opóźnień jest kusząca, ale — jak każdy komponent inżynieryjny — również ten wzorzec niesie ze sobą pewne wyzwania.


  Złożoność.  Wzorzec Wykrywacz Zmian w Danych różni się od dwóch wcześniej omówionych, ponieważ wymaga innych umiejętności wdrożeniowych. Wzorce Wczytywanie Pełne i Wczytywanie Przyrostowe inżynier danych może zaimplementować samodzielnie, o ile są dostępne odpowiednie warstwy obliczeniowa i orkiestracyjna. Wzorzec Wykrywacz Zmian w Danych może jednak wymagać współpracy z zespołem operacyjnym — na przykład w celu włączenia dziennika zatwierdzeń na serwerach.


  Zakres danych.  Należy uważnie określić zakres danych, które mają zostać objęte tym wzorcem. W zależności od implementacji, możliwe jest pozyskiwanie jedynie zmian wprowadzonych po uruchomieniu klienta. Jeśli potrzebujesz również wcześniejszych, konieczne będzie połączenie wzorca z innymi metodami pozyskiwania danych opisanymi w tym rozdziale.


  Dane wyjściowe.  Wzorzec Wykrywacz Zmian w Danych różni się od wzorca Wczytywanie Przyrostowe nie tylko opóźnieniem, ale także danymi wyjściowymi. Ten pierwszy dostarcza dodatkowych metadanych wraz z rekordami, takimi jak typ operacji (aktualizacja, dodanie, usunięcie), czas modyfikacji czy typ kolumny. Jako odbiorca takich danych możesz chcieć dostosować logikę przetwarzania, aby ignorować nieistotne atrybuty.


  Semantyka danych.  Nie zrozum tego źle — wzorzec Wykrywacz Zmian w Danych pobiera dane statyczne. Efektem ubocznym tego procesu jest jednak to, że statyczne wiersze stają się danymi w ruchu. Dlaczego warto to podkreślić? Dane w ruchu charakteryzują się zupełnie inną semantyką przetwarzania niż dane statyczne — nawet w przypadku operacji, które na pierwszy rzut oka wydają się trywialne.


  Spójrzmy na przykład operacji JOIN. Jeśli wykonujesz ją na tabelach statycznych, zarządzanych przez warstwę orkiestracyjną, a nie otrzymujesz wyniku, oznacza to po prostu, że nie istnieje pasujące dopasowanie. Jeśli natomiast uruchamiasz zapytanie na dwóch dynamicznych źródłach strumieniowych i nie uzyskujesz dopasowania, przyczyną może być to, że dane jeszcze się nie pojawiły. Jeden ze strumieni może być opóźniony względem drugiego i operacja JOIN może się zakończyć powodzeniem dopiero w przyszłości. Z tego też powodu danych pozyskiwanych przez konsumenta wzorca Wykrywacz Zmian w Danych nie należy traktować jako danych statycznych.


  Przykłady


  Istnieje wiele sposobów implementacji tego wzorca. Możesz stworzyć własny mechanizm odczytu dziennika zatwierdzeń albo skorzystać z gotowych rozwiązań. Jednym z najpopularniejszych rozwiązań o otwartym oprogramowaniu jest Debezium2. Ta biblioteka obsługuje wiele baz danych relacyjnych i NoSQL, a do połączenia świata danych statycznych (ang. data-at-rest) z danymi w ruchu (ang. data-in-motion) wykorzystuje narzędzie Kafka Connect. Sposób działania tego rozwiązania jest w dużej mierze oparty na parametrach konfiguracyjnych (patrz listing 2.10).


  Listing 2.10. Konfiguracja biblioteki Debezium z narzędziem Kafka Connect dla bazy PostgreSQL


  
    {

  


  
      "name": "visits-connector",

  


  
      "config": {

  


  
        "connector.class": "io.debezium.connector.postgresql.PostgresConnector",

  


  
        "database.hostname": "postgres", "database.port": "5432",

  


  
        "database.user": "postgres", "database.password": "postgres",

  


  
        "database.dbname" : "postgres", "database.server.name": "dbserver1",

  


  
        "schema.include.list": "dedp_schema",

  


  
        "topic.prefix": "dedp"

  


  
      }

  


  
    }

  


  Ten fragment przedstawia plik konfiguracyjny dla bazy danych PostgreSQL. Zawiera on parametry połączenia, listę wszystkich schematów objętych operacją monitorowania oraz prefiks, który zostanie użyty w nazwach kanałów danych tworzonych dla każdej synchronizowanej tabeli. W rezultacie, jeśli istnieje tabela dedp_schema.events, konektor zapisze wszystkie zmiany do kanału danych dedp.dedp_schema.events. Zależność ta jest zilustrowana na rysunku 2.3.
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  Rysunek 2.3. Architektura Debezium w skrócie — rysunek przedstawia konsumenta Kafka Connect, który wykorzystuje dzienniki zatwierdzeń bazy danych i zapisuje wszystkie pasujące zbiory danych do oddzielnych kanałów danych Apache Kafka


  Oprócz utworzenia nowego zadania Kafka Connect niezbędne jest odpowiednie przygotowanie bazy danych. PostgreSQL wymaga włączenia strumienia replikacji logicznej z wykorzystaniem wtyczki pgoutput oraz konfiguracji użytkownika posiadającego wszystkie wymagane uprawnienia. W tym kontekście staje się jasne, dlaczego wzorzec Wykrywacz Zmian w Danych jest bardziej złożony w implementacji niż wczytywanie przyrostowe — szczególnie pod kątem początkowej konfiguracji.


  Dobrą wiadomością jest to, że natywne formaty jezior danych obsługują powyższy wzorzec w prostszy sposób. Delta Lake oferuje wbudowaną funkcję strumieniowania zmian (ang. Change Data Feed, w skrócie CDF), która umożliwia przesyłanie zmodyfikowanych wierszy. Można ją włączyć globalnie (jako właściwość sesji) lub lokalnie (jako właściwość tabeli) z użyciem opcji readChangeFeed. Oba wspomniane podejścia konfiguracyjne zilustrowano na listingu 2.11.


  Listing 2.11. Konfiguracja CDF w Delta Lake


  
    spark_session_builder

  


  
      .config('spark.databricks.delta.properties.defaults.enableChangeDataFeed', 'true')

  


  
     

  


  
    spark_session.sql('''

  


  
      CREATE TABLE events (

  


  
        visit_id STRING, event_time TIMESTAMP, user_id STRING, page STRING

  


  
      )

  


  
      TBLPROPERTIES (delta.enableChangeDataFeed = true)''')

  


  Dodatkowo dzięki właściwości enableChangeDataFeed można skonfigurować limity przepustowości za pomocą parametrów maxFilesPerTrigger lub maxBytesPerTrigger. Tabele obsługują również funkcję „podróży w czasie”, co pozwala rozpocząć odczyt od określonej wersji. Na listingu 2.12 jest przedstawiona najprostsza konfiguracja komponentu odczytującego, który przy każdym uruchomieniu przetwarza cztery pliki, począwszy od pierwszej wersji tabeli.


  Listing 2.12. Wykorzystanie opcji CDF w Delta Lake


  
    events = (spark_session.readStream.format('delta')

  


  
      .option('maxFilesPerTrigger', 4).option('readChangeFeed', 'true')

  


  
      .option('startingVersion', 0).table('events'))

  


  
    query = events.writeStream.format('console').start()

  


  Poza odmienną konfiguracją komponentu odczytującego, różnica występuje również w zwracanym zbiorze danych. Na listingu 2.13 pokazano, że tabela CDF zawiera dodatkowe kolumny w porównaniu z tabelą klasyczną.


  Listing 2.13. Tabela wynikowa CDF


  
    +-------------+-------------------+------------+---------------+--------------------+

  


  
    |     visit_id|         event_time|_change_type|_commit_version|   _commit_timestamp|

  


  
    +-------------+-------------------+------------+---------------+--------------------+

  


  
    | 1400800256_0|2023-11-24 01:44:00|      insert|              6|2023-12-03 13:28:...|

  


  
    | 1400800256_1|2023-11-24 01:36:00|      insert|              6|2023-12-03 13:28:...|

  


  
    | 1400800256_2|2023-11-24 01:44:00|      insert|              6|2023-12-03 13:28:...|

  


  
    | 1400800256_3|2023-11-24 01:37:00|      insert|              6|2023-12-03 13:28:...|

  


  
    +-------------+-------------------+------------+---------------+--------------------+

  


  Dodatkowe kolumny na listingu 2.13 rozpoczynają się od znaku podkreślenia i informują, odpowiednio, o tym, w jaki sposób wiersz się zmienił, w której wersji oraz kiedy to nastąpiło. Ten przykład pochodzi z tabeli tylko do dopisywania i może nie być szczególnie interesujący. Jeśli jednak zastosujesz operacje natychmiastowe, takie jak UPDATE, strumień zmian będzie zawierał wiersze zarówno sprzed aktualizacji, jak i po. Można je zidentyfikować za pomocą typów update_preimage i update_postimage.


  Powielanie danych


  Kolejną rodziną wzorców pobierania danych jest replikacja danych, której głównym celem jest kopiowanie danych w niezmienionej formie z jednego miejsca do drugiego. W rzeczywistości często jednak zachodzi potrzeba modyfikacji danych wejściowych, na przykład ze względu na wymogi prawne.
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          Wczytywanie danych a replikacja


          Te dwa pojęcia na pierwszy rzut oka mogą się wydawać podobne, lecz istnieje między nimi subtelna różnica. Replikacja polega na przenoszeniu danych między tymi samymi typami magazynów z idealnym zachowaniem wszystkich metadanych, takich jak klucze główne w bazie danych czy pozycje zdarzeń w brokerze strumieniowym. Wczytywanie jest bardziej uniwersalne i nie wymaga jednorodnego środowiska.

        
      

    
  


  Wzorzec: Replikator Bezpośredni


  Podobnie jak w przypadku wczytywania danych, obszar replikacji danych ma tryb bezpośredniego przekazywania, który możemy wykorzystać domyślnie, jeśli zaakceptujemy jego konsekwencje.


  Problem


  Twój proces wdrażania obejmuje trzy odrębne środowiska: deweloperskie, testowe i produkcyjne. Wiele zadań korzysta ze zbioru danych referencyjnych zawierających parametry urządzeń, który codziennie jest wczytywany w środowisku produkcyjnym z zewnętrznego interfejsu API. Aby ułatwić rozwój i wykrywanie błędów, chcesz używać tego samego zbioru danych również w pozostałych środowiskach.


  Proces wczytywania zbioru danych referencyjnych wykorzystuje zewnętrzny interfejs API i nie jest idempotentny. Oznacza to, że w ciągu dnia może zwracać dla tego samego wywołania API różne wyniki. Z tego względu nie możesz po prostu skopiować i ponownie uruchomić potoku wczytywania w środowiskach deweloperskim i testowym. Potrzebujesz dokładnie tych samych danych, które zostały użyte w produkcji.


  Rozwiązanie


  Dostawca danych, który nie jest idempotentny, to doskonały powód do zastosowania wzorca Replikator Bezpośredni — szczególnie wtedy, gdy dodatkowo trzeba zachować spójność w różnych środowiskach. Wzorzec ten można wdrożyć zarówno na poziomie obliczeniowym, jak i infrastrukturalnym.


  Implementacja na poziomie obliczeniowym opiera się na zadaniu typu EL (ang. Extract-Load), które składa się wyłącznie z dwóch faz: odczytu i zapisu. W idealnym przypadku zadanie EL powinno kopiować pliki lub wiersze z danych wejściowych w niezmienionej postaci (czyli bez jakiejkolwiek transformacji danych). W przeciwnym razie mogłoby to prowadzić do problemów z jakością danych, takich jak konwersje typów (na przykład z łańcuchów na daty) czy zaokrąglanie liczb zmiennoprzecinkowych.


  Część infrastrukturalna opiera się na dokumencie polityki replikacji, w którym konfiguruje się lokalizacje wejściowe i wyjściowe, co umożliwia dostawcy magazynu danych replikację rekordów w imieniu użytkownika.


  Następstwa


  Najważniejsza lekcja płynąca z zastosowania tego wzorca to konieczność zachowania prostoty implementacji. Nawet jednak najprostsze możliwe rozwiązanie może wymagać zmierzenia się z pewnymi wyzwaniami.


  Zachowanie prostoty.  Pamiętaj, że potrzebujesz danych dokładnie w takiej postaci, w jakiej zostały dostarczone. Aby zminimalizować ryzyko ingerencji w replikowany zbiór danych, należy polegać na najprostszym możliwym zadaniu replikacji — najlepiej na poleceniu kopiowania dostępnym w bazie danych.


  Jeśli jednak takie polecenie nie jest dostępne i trzeba skorzystać z biblioteki do przetwarzania danych (na przykład w formatach tekstowych, takich jak JSON), należy unikać korzystania z API wejścia i wyjścia dla JSON. Zamiast tego lepiej użyć prostszego interfejsu operującego na surowym tekście, który wczytuje i kopiuje wiersze bez jakiejkolwiek interpretacji.


  Dodatkowo, jeśli zależy Ci na zachowaniu innych właściwości — na przykład tej samej liczby plików czy identycznych nazw plików — powinieneś unikać używania rozproszonego rozwiązania do przetwarzania danych, jeśli nie pozwala ono na dostosowanie takich parametrów.


  Bezpieczeństwo i odizolowanie.  Komunikacja między środowiskami jest zawsze skomplikowana i może być podatna na błędy, jeśli proces replikacji zawiera usterki. W takim przypadku istnieje ryzyko negatywnego wpływu na środowisko docelowe — nawet do tego stopnia, że stanie się ono niestabilne. Z pewnością nie chcesz dopuścić do takiej sytuacji w środowisku produkcyjnym, dlatego replikację należy wdrożyć z wykorzystaniem opcji wypychania (ang. push) zamiast pobierania (ang. pull). Oznacza to, że środowisko będące właścicielem zbioru danych będzie kopiować go do pozostałych środowisk, kontrolując w ten sposób cały proces, jego częstotliwość i przepustowość.


  Mimo że strategia wypychania znacząco zmniejsza ryzyko niestabilności, nadal mogą wystąpić pewne problemy. Można sobie wyobrazić sytuację, w której uruchamiasz w swojej subskrypcji chmurowej zadanie zajmujące ostatni dostępny adres IP w podsieci przetwarzania danych. Pozostałe zadania nie zostaną uruchomione, dopóki replikator nie zakończy działania.


  Dane osobowe.  Jeśli replikowany zbiór danych zawiera dane osobowe lub jakiekolwiek inne informacje, które nie mogą być przesyłane ze środowiska produkcyjnego, należy zastosować wzorzec Replikator Transformujący, omówiony w dalszej części rozdziału. Wzorzec ten wprowadza dodatkowy etap transformacji, którego celem jest usunięcie wszystkich niepożądanych atrybutów.


  Opóźnienie.  Implementacje oparte na infrastrukturze często wiążą się z dodatkowymi opóźnieniami, dlatego zawsze należy sprawdzić umowę o gwarantowanym poziomie usług (SLA) u dostawcy chmurowego, aby ocenić, czy dane rozwiązanie spełnia wymagania. Chociaż w tym przypadku mowa jest o doświadczeniu w środowisku deweloperskim, warto rozważyć zastosowanie tej strategii również w innych obszarach — szczególnie tych bardziej wrażliwych na czas.


  Metadane.  Nie należy pomijać kwestii metadanych, ponieważ ich brak może sprawić, że replikowany zbiór danych będzie bezużyteczny. Przykładowo nie wystarczy samo skopiowanie plików Apache Parquet z tabeli Delta Lake. Podobnie też w przypadku narzędzia Apache Kafka należy zadbać nie tylko o klucze i wartości, lecz także o nagłówki oraz kolejność zdarzeń w ramach partycji.


  Przykłady


  Ten wzorzec można zaimplementować na dwa sposoby. Pierwszy z nich opiera się na kodzie — może to być zarówno biblioteka do rozproszonego przetwarzania danych, jak i prosty skrypt do kopiowania danych uruchamiany w warstwie magazynowania, który już przeanalizowaliśmy podczas omawiania wzorca Wczytywanie Pełne. Rozwiązanie oparte na kodzie jest bardziej podatne na błędy, ale pozwala wykorzystać warstwę wejścia i wyjścia oferowaną przez daną bibliotekę (patrz listing 2.14).


  Listing 2.14. Replikacja danych JSON z użyciem platformy Apache Spark


  
    input_dataset = spark_session.read.text(f'{base_dir}/input/date=2023-11-01')

  


  
    input_dataset.write.mode('overwrite').text(f'{base_dir}/output-raw/date=2023-11-01')

  


  Kod wykorzystuje bibliotekę Apache Spark do synchronizacji częściowo ustrukturyzowanych plików JSON. Zastosowano tu najprostszą możliwą metodę API do kopiowania wierszy w formacie JSON bez ingerencji w same dane. Należy jednak zauważyć, że fragment kodu z przykładu nie zachowuje struktury plików (oznacza to, że liczby plików w źródle i miejscu docelowym mogą się różnić, nawet jeśli zawierają te same dane).


  Kod z listingu 2.14 wydaje się prosty. Niestety, w przypadku innych magazynów danych implementacja nie zawsze będzie równie bezproblemowa. Przyjrzyjmy się teraz tej samej operacji ekstrakcji i wczytywania w kontekście kanału danych z narzędzia Apache Kafka, który wymaga dodatkowej gwarancji zachowania kolejności w obrębie partycji. Kod z listingu 2.15 byłby prostym zadaniem ekstrakcji i wczytywania, gdyby nie znajdująca się pośrodku funkcja write_sorted_events. Funkcja ta ma kluczowe znaczenie, ponieważ zapewnia, że replikowane rekordy będą zawierać metadane (.option('includeHeaders'...)) i zachowają taką samą kolejność jak dane wejściowe (sortWithinPartitions('offset', ascending=True)).


  Listing 2.15. Replikator Bezpośredni z zachowaniem kolejności


  
    events_to_replicate = (input_data_stream

  


  
     .selectExpr('key', 'value', 'partition', 'headers', 'offset'))

  


  
     

  


  
    def write_sorted_events(events: DataFrame, batch_number: int):

  


  
      (events.sortWithinPartitions('offset', ascending=True).drop('offset').write

  


  
        .format('kafka').option('kafka.bootstrap.servers', 'localhost:9094')

  


  
        .option('topic', 'events-replicated').option('includeHeaders', 'true').save())

  


  
     

  


  
    write_data_stream = (events_to_replicate.writeStream

  


  
      .option('checkpointLocation', f'{get_base_dir()}/checkpoint-kafka-replicator')

  


  
      .foreachBatch(write_sorted_events))

  


  Oprócz implementacji opartych na kodzie istnieją również implementacje infrastrukturalne. W replikacji kanału danych Apache Kafka można skorzystać z narzędzia MirrorMaker3, a w przypadku plików — z mechanizmu replikacji dostarczanego przez dostawcę usług w chmurze. Na listingu 2.16 przedstawiono przykład replikacji folderu S3 za pomocą narzędzia Terraform.


  Listing 2.16. Replikacja folderów AWS S3


  
    resource "aws_s3_bucket_replication_configuration" "replication" {

  


  
      role = aws_iam_role.replication.arn

  


  
      bucket = aws_s3_bucket.devices_production.id

  


  
     

  


  
      rule {

  


  
        id = "devices"

  


  
        status = "Enabled"

  


  
        destination {

  


  
          bucket  = aws_s3_bucket.devices_staging.arn

  


  
          storage_class = "STANDARD"

  


  
        }

  


  
      }

  


  
    }

  


  Wzorzec: Replikator Transformujący


  Nawet jeśli przykład z wykorzystaniem narzędzia Apache Kafka wygląda na skomplikowany, w niektórych scenariuszach replikacji może być potrzebny jeszcze większy nakład pracy programistycznej. Tak jest w przypadku zastosowania wzorca Replikator Transformujący.


  Problem


  Przed wdrożeniem nowej wersji zadania przetwarzającego dane chcesz przeprowadzić testy w realnym środowisku, aby uniknąć wystąpienia nieoczekiwanych błędów. Nie możesz użyć generatora danych syntetycznych, ponieważ dostawca często dostarcza dane niskiej jakości i żadnym narzędziem nie da się tego wiarygodnie zasymulować. Musisz zatem zreplikować dane z produkcji do środowiska testowego. Niestety, zreplikowany zbiór danych zawiera dane osobowe, które nie mogą być dostępne nigdzie poza środowiskiem produkcyjnym. W związku z tym nie możesz użyć prostego wzorca Replikator Bezpośredni.


  Rozwiązanie


  Jednym z największych problemów w testowaniu systemów danych są… same dane. Jeśli dostawca danych nie jest w stanie zagwarantować spójności schematów i wartości, trzeba wykorzystać dane produkcyjne. Niestety, dane produkcyjne bardzo często zawierają wrażliwe atrybuty, których nie wolno przenosić do innych środowisk, gdzie potencjalnie więcej osób mogłoby uzyskać do nich dostęp ze względu na mniej restrykcyjne zasady.


  W takim przypadku należy zastosować wzorzec Replikator Transformujący, który — oprócz tradycyjnych etapów odczytu i zapisu występujących we wzorcu Replikator Bezpośredni — zawiera dodatkową warstwę transformacji.


  Transformacja to ogólny termin na określenie procesu, który w zależności od wykorzystanego stosu technologicznego można zrealizować w następujący sposób:


  
    	jako niestandardową funkcję odwzorowującą, jeśli używasz bibliotek Apache Spark lub Apache Flink,


    	jako zapytanie SQL typu SELECT, jeśli logika przetwarzania może być łatwo wyrażona i wykonana w języku programowania baz danych.

  


  Transformacja polega na zastąpieniu atrybutów, których nie należy replikować (na przykład z użyciem wzorca Anonimizator), lub po prostu na ich usunięciu, jeśli nie są potrzebne w dalszym przetwarzaniu.


  Następstwa


  Ponieważ będziesz tworzyć niestandardową logikę, ryzyko uszkodzenia zbioru danych jest większe niż w przypadku replikatora bezpośredniego. I to niejedyna wada obecnego wzorca!


  Ryzyko transformacji dla formatów plików tekstowych.  Przyjrzyjmy się pozornie nieszkodliwej transformacji wykonywanej na pliku tekstowym, na przykład w formacie JSON lub CSV. Zdefiniowano schemat dla replikowanego zbioru danych, ale przeoczono, że format daty i czasu różni się od standardu używanego przez Twoją bibliotekę do przetwarzania danych. W rezultacie replikowany zbiór danych nie zawiera wszystkich kolumn ze znacznikami czasu, co powoduje niepowodzenie wykonania zadania w środowisku testowym. Chociaż problem można szybko naprawić, wprowadza on niepotrzebne opóźnienia w procesie wdrażania.


  Również w tym przypadku warto więc zastosować zasadę „utrzymuj prostotę”. W naszym przykładzie zamiast definiować kolumny ze znacznikami czasu w ich oryginalnej postaci, można je po prostu skonfigurować jako łańcuchy i nie martwić się o żadne niejawne transformacje.


  Desynchronizacja.  Należy zwrócić szczególną uwagę, aby zadania replikacji były zgodne z tym wzorcem, co pozwala uniknąć problemów związanych z prywatnością. Dane nieustannie się zmieniają i nie ma żadnej gwarancji, że pola, które są obecnie zdefiniowane jako prywatne, nadal takie będą w przyszłości. Być może pojawią się nowe pola, a niektóre atrybuty, które teraz nie są uznawane za dane osobowe, zostaną w przyszłości tak właśnie zaklasyfikowane.


  Aby uniknąć tego typu problemów, warto — jeśli to możliwe — korzystać z narzędzia do zarządzania danymi, takiego jak katalog danych lub kontrakt danych, w którym oznaczono pola wrażliwe. Dzięki takiemu narzędziu można zautomatyzować logikę przekształceń. W przeciwnym razie konieczne będzie samodzielne zaimplementowanie odpowiednich reguł.


  Przykłady


  Jak wspomniano, istnieją dwie możliwe metody implementacji. Pierwsza z nich to podejście polegające na redukcji danych, które usuwa niepotrzebne pola. Stosuje się je względnie prosto. Niektóre bazy danych i warstwy obliczeniowe, takie jak biblioteki Databricks i BigQuery, obsługują operator EXCEPT. Działanie tego operatora pokazano na listingu 2.17 — wybierane są wszystkie wiersze z wyjątkiem pól ip, latitude i longitude.


  Listing 2.17. Redukcja zbioru danych za pomocą operatora EXCEPT


  
    SELECT * EXCEPT (ip, latitude, longitude)

  


  Aby usunąć niepotrzebne kolumny, możesz też wykorzystać swoje narzędzie do przetwarzania danych. Na listingu 2.18 przedstawiono, jak użyć funkcji drop z interfejsu programistycznego PySpark do usunięcia ze zbioru danych kolumn ip, latitude i longitude.


  Listing 2.18. Redukcja zbioru danych z użyciem funkcji drop


  
    input_delta_dataset = spark_session.read.format('delta').load(users_table_path)

  


  
    users_no_pii = input_delta_dataset.drop('ip', 'latitude', 'longitude')

  


  Alternatywnym sposobem przekształcania zbioru danych jest kontrolowanie dostępu do niego. Na przykład dostawca danych może udostępnić użytkownikowi tylko podzbiór dozwolonych kolumn, tak jak pokazano na listingu 2.19.


  Listing 2.19. Dostęp do kolumn z tabeli visits dla użytkownika user_a


  
    GRANT SELECT (visit_id, event_time, user_id) ON TABLE visits TO user_a

  


  Z listingu 2.19 można się dowiedzieć, jak nadać uprawnienia do podzbioru pól w usłudze AWS Redshift. Użytkownik user_a będzie miał dostęp wyłącznie do trzech kolumn wymienionych po operacji SELECT. Choć takie rozwiązanie jest bardziej rozbudowane niż podejście oparte na operatorze EXCEPT, zapewnia dodatkową warstwę ochrony przy dostępie do atrybutów prywatnych. Więcej na temat tego podejścia dowiesz się przy okazji analizy wzorca Dostęp Szczegółowy.


  Usunięcie wierszy nie zawsze jest jednak możliwe, zwłaszcza gdy są one istotne dla testowanego zadania przetwarzania danych. W takich przypadkach definiuje się transformację opartą na kolumnach, która modyfikuje pola wrażliwe (patrz listing 2.20).


  Listing 2.20. Transformacja oparta na kolumnach


  
    devices_trunc_full_name = (input_delta_dataset

  


  
      .withColumn('full_name',

  


  
        functions.expr('SUBSTRING(full_name, 2, LENGTH(full_name))'))

  


  
    )

  


  Transformacje oparte 
Ciąg dalszy dostępny w wersji pełnej.

  Rozdział 3. Wzorce projektowe zarządzania błędami
Dostępne w wersji pełnej.

  Rozdział 4. Wzorce projektowe idempotentności
Dostępne w wersji pełnej.

  Rozdział 5. Wzorce projektowe wartości danych
Dostępne w wersji pełnej.

  Rozdział 6. Wzorce projektowe przepływu danych
Dostępne w wersji pełnej.

  Rozdział 7. Wzorce projektowe bezpieczeństwa danych
Dostępne w wersji pełnej.

  Rozdział 8. Wzorce projektowe przechowywania danych
Dostępne w wersji pełnej.

  Rozdział 9. Wzorce projektowe jakości danych
Dostępne w wersji pełnej.

  Rozdział 10. Wzorce projektowe obserwowalności danych
Dostępne w wersji pełnej.

  Posłowie
Dostępne w wersji pełnej.

  Dodatek. Podsumowanie wzorców projektowych
Dostępne w wersji pełnej.

  O autorze
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
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