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    Od autora


    Ze względu na to, jak szybko wiedza przestaje być aktualna, omawianie jakichkolwiek zagadnień z zakresu informatyki jest trudne. Jeszcze trudniejsze jest nauczanie przedmiotów informatycznych, gdyż do dezaktualizacji wiedzy dochodzi to, że wszelkie przedmioty, czy to szkolne, czy akademickie, są w istocie różnego rodzaju propedeutykami, czyli wstępami do zagadnień lub ich zarysami. Jak zatem pisać podręczniki do przedmiotów informatycznych?


    Miałem okazję przyjrzeć się edukacji informatycznej zarówno od strony studenta (w moich czasach szkolnych informatyka była dosłownie w powijakach), jak i wykładowcy, a że wówczas miałem jeszcze blisko 10-letnie doświadczenie w nauczaniu i układaniu programów nauczania, a nawet pisaniu podręczników, nieco łatwiej było mi odnaleźć się w roli prowadzącego zajęcia z komputerowej ekstrakcji danych, które przygotowałem dla studentów informatyki społecznej na AGH w Krakowie.


    Nauczyciele akademiccy mają dużą dowolność w układaniu sylabusów zajęć. W przypadku przedmiotów informatycznych możliwe są w zasadzie dwa rozwiązania: albo przedstawiać najnowszy stan wybranej technologii (podejście wąskie), albo wybrać tematy jak najbardziej ogólne, uniwersalne, niezmienne (podejście szerokie). Wobec szybkiej dezaktualizacji wiedzy informatycznej i propedeutycznego charakteru większości przedmiotów szkolnych i akademickich, pierwsze podejście grozi tym, że po zakończeniu nauki uczniowie i studenci mogą mieć wiedzę niepotrzebną: za wąską, a w danej specjalizacji — zbyt ogólną i nieaktualną. Drugie podejście wcale nie jest lepsze, gdyż wiedza ogólna może być po prostu zbyt teoretyczna, co jej posiadaczom może utrudnić wybór konkretnego stanowiska. Istnieje też ryzyko, że na pewnym poziomie ogólności informatyka w zasadzie stanie się wykładem z matematyki, logiki, lingwistyki, cybernetyki, synergetyki lub jeszcze innej nauki.


    Jeśli chodzi o ekstrakcję danych, której przyszło mi uczyć, miałem dodatkowo to szczęście, że w tamtym czasie zajmowałem się praktyczną ekstrakcją danych. Praca własna, a także doświadczenia innych osób pozwoliły mi podjąć decyzję o odrzuceniu dostępnych opracowań na temat ekstrakcji danych. Do dzisiaj nie jest ich zresztą wiele, a ich autorzy koncentrują się na bardzo wąskich przypadkach ekstrakcji. Prawie zawsze jest to web scraping. W swojej pracy zawodowej nigdy nie zajmowałem się pozyskiwaniem danych ze stron internetowych — akurat nie było mi to potrzebne. Natomiast przydała mi się znajomość wyrażeń regularnych, kodowania tekstu, budowy języków znacznikowych i sposobów przeszukiwania dokumentów zawierających znaczniki. Te doświadczenia pozwoliły mi znacznie zmodyfikować program powierzonych mi zajęć: rozszerzyć je o zagadnienia, które jeszcze długo się nie zdezaktualizują, a które są czasem nieznane nawet doświadczonym programistom.


    Niniejsza książka to poprawiony, uzupełniony i poszerzony skrypt, który przygotowałem dla studentów prowadzonego przeze mnie laboratorium. Składa się z siedmiu części. Pierwsza zawiera omówienie podstawowych pojęć związanych w różny sposób z ekstrakcją danych. Wyliczenie kilkunastu możliwych działań na danych — co wcale nie wyczerpuje wszystkich możliwości — pozwala w rozdziale 2. nakreślić nie tyle granice ekstrakcji sensu stricto, ile najważniejsze cechy innych sposobów przetwarzania danych, które można stosować przy ich ekstrakcji. Równie szkicowe są klasyfikacje danych w rozdziale 3.: to zupełnie podstawowe podziały, najczęściej spotykane i wystarczające w większości przypadków. Jednostki danych podane w rozdziale 4. również nie wyczerpują tematu, ale mają za zadanie ułatwienie lektury kolejnych rozdziałów. I wreszcie rozdział 5., na temat źródeł danych, może być punktem odniesienia w poszukiwaniu konkretnych rozwiązań technicznych.


    Pliki różnego rodzaju to jedno z najczęstszych źródeł danych. Ich podstawowy podział — pliki binarne i tekstowe — jest tematem części II. Obie grupy mają swoje wady i zalety, lecz co ważniejsze, wiążą się z zupełnie odmiennym podejściem do organizacji zawartych w nich danych. Nie są to oczywiste kwestie, dlatego ogólna charakterystyka w rozdziale szóstym jest wsparta analizą dwóch prostych formatów binarnych: .wave i .bmp. Wybranie pliku dźwiękowego i graficznego było celowe: ukazuje konieczność rozumienia specyficznych cech samych danych, zanim przystąpi się do studiowania specyfikacji danego formatu. Jeśli bowiem nie rozumie się pojęć takich jak głębia bitowa lub częstotliwość próbkowania, tym bardziej niezrozumiałe mogą być specyfikacje konkretnego formatu.


    Cechą szczególną plików tekstowych jest ich kodowanie, ale temu poświęcona jest część III. Wcześniejszą zamykają zagadnienia niekompatybilności danych binarnych i tekstowych oraz sposoby osadzania tych pierwszych w plikach zasadniczo tekstowych. Te ostatnie bowiem mają pewne ograniczenia, co powoduje, że przenoszenie danych binarnych do pliku tekstowego jest problemem, ale nie odwrotnie: pliki tekstowe w zasadzie też są binarne, gdyż mają właśnie postać ciągu liczb.


    Omówienie kodowania tekstu zaczyna się od przypomnienia wiadomości z zakresu systemów zapisu liczb. Nie jest to zagadnienie związane bezpośrednio z ekstrakcją tekstu, lecz odświeżenie tej wiedzy może ułatwić zrozumienie operacji na bitach i bajtach w rozdziale 14. Zawarty w nim opis najważniejszych standardów kodowania ilustruje dość długą drogę, jaką trzeba było przebyć, by opracować powszechne dzisiaj kodowanie UTF-8. Nie jest ono idealne, ale lepsze od wcześniejszych projektów.


    Samo kodowanie jednak to tylko jedna strona medalu. Druga to zamiana znaku pisarskiego na liczbę. A tu kryją się dwie zagadki: co zamieniać (a więc czym jest znak) i jak zamieniać. Problematykę tablic kodowych trzeba omawiać przed kodowaniami, dlatego zrobimy to w rozdziale 12. Rozdział ten w zasadzie obejmuje także rys historyczny: od najprostszych rozwiązań do Unikodu — obecnie optymalnego.


    Część IV poświęcona jest wyrażeniom regularnym. To w zasadzie metajęzyk opisywania gramatyk generowania tekstów, który zaczęto wykorzystywać w innych celach. Zasady użycia wyrażeń regularnych składają się w istocie z dwóch głównych części: jądra, identycznego w niemalże każdym dialekcie, oraz metaznaków i metasekwencji, które nie tylko mają różną postać w różnych dialektach, ale nawet mogą być w nich nieobecne. Warto jednak wiedzieć o ich istnieniu oraz o tym, że mogą nie być dostępne w używanej odmianie wyrażeń regularnych.


    Kolejna, piąta część kontynuuje wątek plików tekstowych. Ta problematyka nie kończy się bowiem na kodowaniu. Podobnie jak pliki binarne, również pliki tekstowe mogą mieć swoistą strukturę. Mamy tu dwa rozwiązania: formaty tabelaryczne (CSV, TSV) i oparte na strukturze drzewa (JSON, YAML, XML). Opisane w rozdziałach 29., 31., 33. I 35. formaty są w istocie metajęzykami: to bardzo ogólne zasady tworzenia języków do konkretnych zastosowań. Wyjaśnienie tego rozróżnienia jest zawarte w rozdziale 28. Jest ono teoretyczne, ale warto poświęcić czas na jego zrozumienie, gdyż CSV, JSON lub XML to nie są konkretne języki, ale metody budowania własnych języków pozwalających na wymianę danych o danym kształcie. A to jest zagadnienie związane z serializacją i deserializacją, którym poświęcony jest rozdział 27. Nie mniej istotne jest objaśnienie koncepcji znacznika w rozdziale 28., które pozwoli lepiej zrozumieć budowę formatów drzewiastych.


    Przeszukiwanie plików, czy to o strukturze tabeli, czy drzewa, może być wykonywane na wiele sposobów. Jednym z nich są gramatyki zakodowane w formie wyrażeń regularnych. Inne metody, szczególnie przydatne w odniesieniu do struktur drzewiastych, są omówione w rozdziałach od 37. do 41.


    Schematy formatów wymiany danych objaśnione w ostatniej, siódmej części stanowią metaopis konkretnych języków znacznikowych. Ograniczyłem się do tych najbardziej złożonych: schematów JSON-owych (rozdział 42.) oraz XML-owych (rozdział 43.).


    Teoretycznemu omówieniu każdej technologii towarzyszy rozdział poświęcony użyciu tej technologii w Pythonie. Podane przykłady powinny działać w wersjach Pythona od 3.7 wzwyż. Wybór akurat tego języka programowania nie jest przypadkowy: mimo dużej prostoty, a przez to łatwości opanowania, język ten ma duże możliwości, dlatego często się go stosuje właśnie do przetwarzania danych. Najprostszy program typu „Hello world” napisany w Pythonie zawiera tylko jedną linijkę kodu, nie trzeba zatem pisać dużej ilości kodu, by osiągnąć najprostszy rezultat. Z tego powodu Python jest idealnym językiem do pisania skryptów — krótkich programów wykonujących dość proste zadania. Takim zadaniem może być właśnie ekstrakcja danych.


    Zawartość tej książki z całą pewnością nie wyczerpuje zagadnienia ekstrakcji danych. Jednakże liczba możliwych przypadków ekstrahowania danych jest tak duża, że można by dopisywać rozdziały w nieskończoność. Każdy kolejny byłby jednak studium konkretnego, bardziej szczegółowego przypadku. Proponowany zestaw opracowałem z myślą o jak najogólniejszym podejściu do zagadnienia, a konkretne rozwiązania — takie jak formaty wymiany danych lub sposoby przeszukiwania dokumentów znacznikowych — przywoływałem jedynie wtedy, gdy można w ich przypadku z dużą pewnością założyć, że nie zostaną zbyt szybko zastąpione innymi. Zapewne jest więcej technologii, które raczej będą nam jeszcze długo towarzyszyć lub które można omówić na pewnym poziomie ogólności, tak aby ukazać generalne zasady pozyskiwania danych. Niewykluczone zatem, że kolejne wydania tego opracowania zostaną uzupełnione lub zmodyfikowane.

  


  CZĘŚĆ I

  Podstawowe pojęcia


  
    Rozdział 1.

    Co można robić z danymi


    Na początku warto określić zakres tego, co nazywamy tu „ekstrakcją danych”. Przyjrzyjmy się wymienionym na poniższej liście definicjom terminów, z których wiele ma zbliżone znaczenie, co pozwoli zrozumieć, jak ma się ekstrakcja danych do innych możliwych czynności związanych z danymi.


    Oprócz ekstrakcji danych (ang. data extraction) możemy zatem mówić o:


    
      	oczyszczaniu danych (ang. data cleansing),


      	eksploracji danych (ang. data exploration),


      	wydobywaniu danych (ang. data mining), w tym z tekstów (ang. text mining),


      	„zeskrobywaniu”[1] danych (ang. data scraping),


      	transformacji danych (ang. data transformation, data wrangling, data reshaping),


      	zbieraniu danych (ang. data harvesting),


      	integracji danych (ang. data integration),


      	gromadzeniu danych (ang. data collecting),


      	pozyskiwaniu danych (ang. data retrieval),


      	odzyskiwaniu danych (ang. data recovery),


      	kwerendowaniu danych (ang. data querying),


      	normalizacji danych (ang. data normalization),


      	agregacji danych (ang. data aggregation),


      	wzbogacaniu danych (ang. data enrichment),


      	parsowaniu danych (ang. parsing data).

    


    Wiele z powyższych terminów dotyczy działań, które w pewnej mierze się pokrywają. Ich istotą jest jednak to, że wskazują na konkretny cel danego przetwarzania. Może on wiązać się z wykonywaniem innych czynności, mających inne cele, ale rozróżniając te procesy, będziemy się kierowali celem nadrzędnym.


    1.1. Oczyszczanie


    Jedną z najczęstszych czynności wykonywanych tuż po wyekstrahowaniu danych jest ich oczyszczanie (ang. data cleansing). Otrzymane dane mogą bowiem zawierać błędy, które w najlepszym razie uniemożliwią dalsze przetwarzanie, a w najgorszym znacznie pogorszą jakość wykonywanych analiz.


    Oczyszczanie danych obejmuje zwykle:


    
      	usunięcie zduplikowanych rekordów (wierszy) w tym samym źródle lub pochodzących z różnych źródeł (deduplikacja);


      	opracowanie brakujących wartości — istnieje tu wiele możliwości, np.

        
          	imputacja — wstawianie sztucznych danych, zwykle obliczanych jako średnia, mediana, dominanta wartości rzeczywistych;


          	uzupełnianie wsteczne lub następcze, możliwe w przypadku danych chronologicznych, np. ciągu dat — na podstawie daty następnej lub poprzedniej próbuje się ustalić brakującą;


          	usuwanie rekordu — ostateczność w sytuacji, gdy nie da się odtworzyć przypuszczalnej wartości (rekord w takim przypadku jest i tak bezużyteczny, więc może być bezpiecznie usunięty);

        

      


      	korekta ewidentnych błędów literowych, choćby wynikających z błędów rozpoznawania tekstu (OCR), np. zamiana 1 na l;


      	walidacja, np. sprawdzanie, czy wprowadzony adres e-mailowy jest poprawnym adresem, czy dane nie wykraczają poza granice (np. ujemny wiek);


      	rozwiązywanie konfliktów danych, np. wówczas, gdy dwa różne źródła zawierają różne informacje;


      	konsolidacja — usunięcie pozornych nieduplikatów, ale w praktyce wartości zduplikowanych, tzn. różnych na pierwszy rzut oka, jednak w istocie identycznych, np. po ujednoliceniu jednostek lub formatu;


      	usunięcie początkowych i końcowych białych znaków (jeśli nie wynika to z potrzeby ujednolicenia danych);


      	usunięcie tzw. słów stopujących (ang. stop words) — zwykle wyrazów funkcyjnych (spójniki, przyimki, słowa posiłkowe, zaimki), które jedynie współtworzą gramatyczność tekstu, ale same w sobie nie wnoszą znaczeń (może to być czynność normalizująca, jeśli wynika z konieczności ujednolicenia danych);


      	usunięcie tzw. hapax legomena — wyrazów lub związków wyrazowych występujących tylko raz w danym tekście i niespotykanych nigdzie indziej[2];


      	usunięcie interpunkcji (może być również czynnością normalizującą).

    


    1.2. Normalizacja


    Doprowadzanie danych do zgodności z założoną normą bywa nierzadko nazywane zamiennie oczyszczaniem. Różnica polega jednak na tym, że w przypadku normalizacji (ang. data normalization) musimy założyć pewien model lub standard danych, który pozwoli nam ujednolicić wszystkie dane. Jest to zatem coś bardziej zaawansowanego niż oczyszczanie, które polega na usuwaniu ewidentnych błędów. Nie muszę wiedzieć, jak powinna być zapisana data, by oczyścić rekord z wartością ol-l2-2o22 (powinno być 01-12-2022), ale do celów normalizacyjnych muszę znać założony standard zapisu.


    Podczas normalizacji zwykle nie usuwa się już rekordów, gdyż dane powinny już być czyste. Brakuje im jedynie ujednolicenia.


    Typowe czynności normalizacyjne obejmują:


    
      	ujednolicenie kasztowości: wielkie lub małe litery, formatowanie typu PascalCase, camelCase, snake_case itp.;


      	ujednolicenie kodowania (np. wszystkie napisy w UTF-8);


      	usunięcie interpunkcji (może być również czynnością oczyszczającą);


      	usunięcie początkowych i końcowych białych znaków (jeśli nie jest to oczyszczaniem danych);


      	konwersje typów wyliczeniowych, np. zamiana etykiet na wartości liczbowe lub odwrotnie;


      	lematyzacja lub rdzeniowanie: zamiana wyrazów na ich formy hasłowe, tzw. lematy — wyrazy, którymi zaczynają się hasła słownikowe (np. polskie kota, kotu, kocie na KOT), lub na rdzenie — człony wyrazów po odcięciu wszystkich przyrostków i przedrostków sprowadzone do postaci sprzed wszelkich zmian fonetycznych (np. gaś zamiast gasić, gaśnica, przygaszony);


      	tokenizacja — zamiana tekstu na tokeny, minimalne jednostki maszynowego przetwarzania tekstów, w dużym skrócie pojedyncze wyrazy, ale także znaki interpunkcyjne, czasem też końcówki ruchome (np. w polskim partykuła pytajna „-li” lub wzmacniająca „-że”);


      	usunięcie tzw. hapax legomena — zob. wyżej;


      	usunięcie tzw. słów stopujących — zob. wyżej;


      	ujednolicenie zakresów, np. procenty mogą być zapisane dziesiętnie w zakresie [1, 0] (np. 0,12) lub [100, 0] (np. 12%);


      	przetworzenie wartości skrajnych (ang. outliers), np. przez zastąpienie najbliższą akceptowalną wartością lub usunięcie rekordu zawierającego ekstremum;


      	ujednolicenie zapisu daty i czasu (np. wszystkie daty i czas w standardzie ISO 8601: yyyy-mm-ddThh:mm:ss,sssssssss±hh:mm);


      	parsowanie, np. rozłożenie daty na poszczególne komponenty (12-01-2022 na dzień: 12, miesiąc: 1, rok: 2022);


      	logarytmizacja — wyrażanie wartości w postaci jej logarytmu przy dowolnej, ale stałej podstawie, pomocne w przypadku dużego rozstępu danych, a w niektórych innych (np. poziom natężenia akustycznego) praktycznie jedyny sposób reprezentowania wartości;


      	dyskretyzacja — zamiana wartości ciągłych (nieprzeliczalnych) na dyskretne (przeliczalne), np. wagi osób na grupy osób o wadze w normie, z nadwagą lub niedowagą;


      	ujednolicanie jednostek, np. metrycznych zamiast anglosaskich.

    


    Jak widać, niektóre wymienione czynności były już wspomniane wcześniej w kontekście oczyszczania danych. Obie grupy zadań są bowiem dość zbliżone i tylko od tego, co uznamy za zabrudzenie danych, a co za brak jednolitości, będzie zależała granica między oczyszczaniem a normalizacją.


    1.3. Wzbogacanie


    Oczyszczaniu i normalizacji może towarzyszyć wzbogacanie (ang. data enrichment), które polega na uzupełnianiu danych o dodatkowe informacje, które można pobrać z innych źródeł lub wygenerować na podstawie danych oryginalnych. Oto kilka przykładów:


    
      	dodanie współrzędnych geograficznych na podstawie adresu;


      	powiązanie z innym informacjami, np. danych użytkowników z ich profilami w mediach społecznościowych, historią zakupów, preferencjami zakupowymi itp.;


      	dane zagregowane, np. liczba kupionych przedmiotów, suma wydanych pieniędzy, suma wszystkich okresów, kiedy użytkownik był zalogowany;


      	tzw. analiza sentymentu — badanie wypowiedzi pod kątem użytych wyrazów o nacechowaniu pozytywnym i negatywnym w celu ustalenia, jakie postawy przeważają (przychylne czy krytyczne);


      	uzupełnienie danych, np. dodatkowego numeru telefonu lub adresu mailowego, adresu do korespondencji, imienia i nazwiska osoby kontaktowej itp.;


      	proste obliczenia, np. czas od ostatniego zalogowania (data bieżąca minus data ostatniego zalogowania zamieniona na dni lub miesiące);

    


    1.4. Agregacja


    Agregacja (ang. data aggregation) może być elementem wzbogacania danych, ale zwykle dane zagregowane umieszcza się w osobnych tabelach lub widokach i stanowią one wynik dalszego przetwarzania danych, podczas gdy wzbogacanie jest etapem przygotowawczym i polega na uzupełnieniu istniejących tabel.


    Agregowanie to określone łączenie danych (rekordów) w celu uzyskania nowych informacji. Może się pojawić na etapie przygotowania danych (ang. preprocessing), ale zwykle jest to już część analizy lub końcowych raportów.


    Przykładowe agregacje:


    
      	sumowanie wartości, np. suma wydanych pieniędzy, czas spędzony w grze;


      	uśrednianie wartości, np. średnia ocen danego produktu lub sprzedawcy, mediana wynagrodzeń w danym sektorze gospodarki;


      	obliczanie liczności, np. liczba odwiedzin strony internetowej, liczba postów na dany temat, liczba osób, które kupiły dany produkt;


      	obliczanie wartości skrajnych — minimum i maksimum, np. najniższe i najwyższe temperatury zarejestrowane w kolejnych latach;


      	obliczanie dominanty — najczęstszej wartości lub najczęstszego rekordu, np. najczęściej kupowany produkt w danej kategorii;


      	obliczenia wagowe, np. średnia ważona ocen studentów — suma ocen pomnożonych przez ich wagi, którą następnie dzieli się przez sumę wszystkich wag każdej z ocen;


      	sumy skumulowane — każda kolejna suma zawiera w sobie poprzednie wartości, tak że pierwsza suma jest równa pierwszej wartości, a ostatnia jest sumą wszystkich wartości (agregacja przydatna jest np. w monitorowaniu wzrostu sprzedaży lub czasu spędzonego przez zespół na realizacji zadania).

    


    1.5. Kwerendowanie


    Kwerendowanie (ang. data querying) to bodaj najprostsza czynność, jaką można wykonywać. Dane nie wymagają żadnych modyfikacji, są gotowe do odczytu, a kwerenda polega wyłącznie na wyborze tego, co jest nam potrzebne. Kwerenda jest więc w praktyce filtrowaniem i ewentualnie sortowaniem, ale nie ogranicza się jedynie do odczytu. Tworzenie (ang. create), aktualizowanie (ang. update) i usuwanie (ang. delete) też wchodzą w zakres kwerendowania. Dobrym przykładem są skrypty SQL-owe.


    1.6. Pozyskiwanie, zbieranie, gromadzenie


    Pozyskiwanie (ang. data retrieval) jest podobne do kwerendowania, ale dotyczy nie tyle bazy danych, ile całego systemu zarządzania bazą danych (ang. Database Management System). Systemy takie oferują bezpieczne (zarówno w sensie zewnętrznym — tylko osoby uprawnione mogą pozyskiwać dane, jak i wewnętrznym — zapytania nie powodują uszkodzenia danych) ich kwerendowanie, przy czym ograniczamy się tutaj tylko do odczytu danych.


    Zbieranie, lub raczej „żniwa”, danych (ang. harvesting) pojawia się wtedy, gdy mamy do czynienia z dużą ilością danych, a samo zbieranie wymaga dużych nakładów na automatyzację samego procesu.


    Wreszcie gromadzenie (ang. collecting) kładzie akcent na dużą ilość zróżnicowanych źródeł informacji pobieranych zarówno automatyczne, jak i ręcznie. Dane mogą być różnego rodzaju i wymagać znacznego przetworzenia na wejściu (np. wprowadzenia do bazy danych ręcznie uzupełnionych ankiet zawierających pytania otwarte).


    1.7. Odzyskiwanie


    Jak sugeruje nazwa, w odzyskiwaniu (ang. data recovery) chodzi o wydobycie danych ze źródła, które nie jest łatwo dostępne wskutek uszkodzenia, wykasowania lub zagubienia. Najczęściej chodzi o odzyskanie danych z uszkodzonych nośników, takich jak dyski twarde lub pendrive’y. Jest to proces bardzo skomplikowany, gdyż każda ingerencja w nośnik może jeszcze bardziej uszkodzić dane i zupełnie uniemożliwić ich odzyskanie.


    1.8. Eksploracja


    W eksploracji (ang. data exploration) chodzi o wstępne zapoznanie się z danymi w celu ich ogólnego zrozumienia, tak aby można było odpowiedzieć na pytanie, o czym są te dane. Taka wiedzę trzeba mieć, by móc dalej przetwarzać dane.


    W tym celu tworzy się bardzo podstawowe statystyki, takie jak liczba rekordów, średnia, mediana, dominanta, wartości skrajne, odchylenie standardowe itp. Pomocne mogą być również proste wykresy, np. histogramy, wykresy punktowe, liniowe, pudełkowe.


    1.9. „Zeskrobywanie”


    „Zeskrobywanie” (ang. data scraping) to specyficzny rodzaj ekstrakcji, w której dane nie są dostępne wprost i nie można ich bezpośrednio wykorzystać do dalszego przetwarzania. Mogą być i zwykle są zrozumiałe dla człowieka, ale dla analizatora automatycznego (programu, skryptu) są nieczytelne. Na wejściu mamy bowiem dane nieustrukturyzowane lub częściowo ustrukturyzowane, podczas gdy na wyjściu potrzebujemy danych ustrukturyzowanych (choćby częściowo, a najlepiej w całości).


    Klasyczny przykład to web scraping — zeskrobywanie danych ze stron internetowych. Mimo że każda strona internetowa to plik w formacie HTML, który ma wyraźną strukturę, dane, których szukamy, są zwykle rozsiane po elementach i same mogą zawierać podelementy. Zeskrobywanie wymaga bardziej zaawansowanych i zautomatyzowanych czynności, takich jak parsowanie, oczyszczanie, normalizowanie, transformacja.


    1.10. Transformacja


    Jak sama nazwa wskazuje, transformacja polega na zmianie postaci danych. Może temu towarzyszyć zmiana struktury danych, a nawet wartości, lub może to być wyłącznie zmiana formatu wymiany danych.


    Tak zdefiniowana transformacja danych (ang. data transformation, data wrangling, data munging, data reshaping) obejmuje w zasadzie wszelkiego rodzaju przetwarzanie danych, gdyż zawsze dane na wejściu różnią się od danych na wyjściu. Ale transformacja jest zwykle jednym z etapów wczesnego przetwarzania (preprocessingu), a więc przygotowaniem danych do właściwej analizy. W tym ujęciu jednak dalej w skład transformacji powinno wejść oczyszczanie, normalizacja, a nawet agregacja. Różnica między nimi polega na tym, że oczyszczanie i normalizacja zazwyczaj są niezbędne, by można było cokolwiek zrobić z danymi, agregacja uzupełnia dane, podczas gdy transformacja jedynie ułatwia dalsze przetwarzanie.


    Czasem wydziela się podtypy transformacji, zależnie od tego, jak dane zostały zmienione. Można tu wymienić trzy terminy:


    
      	data reshaping, zwany też data munging — zmienia się wyłącznie układ danych: dobór i kolejność kolumn i/lub dobór i kolejność wierszy;


      	data wrangling — zmiana poziomu ustrukturyzowania danych: początkowe surowe dane otrzymują strukturę pozwalającą na dalsze przetwarzanie, czemu może towarzyszyć parsowanie, oczyszczanie, normalizacja, agregacja lub konsolidacja;


      	data munging — jeśli już odróżnia się ten proces od data wrangling, to zwykle w celu oznaczenia doraźnych, niewielkich i ręcznych zmian w strukturze i zawartości danych.

    


    1.11. Integracja


    Istotą integracji (ang. data integration) jest łączenie danych (zwykle z różnych źródeł), które zawierają względnie zbliżony zakres informacji (jeśli jakieś źródło bardziej uzupełnia inne, mamy wtedy do czynienia ze wzbogacaniem).


    Istnieje kilka metod integracji danych:


    
      	scalanie (ang. merging) — źródła danych muszą mieć wspólne elementy, np. klucze (identyfikatory) lub kolumny pozwalające dopasować dane, dzięki czemu można np. zintegrować dane o zachowaniach klientów w różnych sklepach na podstawie ich danych osobowych; na wejściu mamy kilka źródeł Xi, każde ze zbliżoną liczbą danych ni, a na wyjściu liczba rekordów jest równa max ni;


      	konsolidacja (ang. consolidation) — dane napływają po prostu z różnych źródeł, tak więc na wyjściu liczba rekordów wynosi Σ ni;


      	mapowanie (ang. mapping) — znajdowanie powiązań między danymi, np. na podstawie kluczy (identyfikatorów) lub wartości w określonych kolumnach (zwykle poprzedza scalanie);


      	integracja schematu (ang. schema integration) — dopasowanie struktury danych z jednego lub wszystkich źródeł do wspólnego schematu, jest zatem wielokrotną transformacją danych.

    


    1.12. Wydobywanie


    Określenie „wydobywanie danych” (ang. data mining) zawiera trudne do oddania w tłumaczeniu odwołanie do wydobywania górniczego (ang. mining — ‘wydobycie, górnictwo’) i ono jest tu kluczowe. Zwykła ekstrakcja danych polega na pobieraniu informacji, które w dużej mierze są w danych obecne bezpośrednio. Wydobywanie idzie o krok dalej i próbuje „wycisnąć” z danych jeszcze więcej informacji. Za bardzo proste wydobywanie danych można by uznać agregację, ale w wydobywaniu stosuje się zwykle o wiele bardziej zaawansowane metody, które pozwalają odkryć niewidoczne na pierwszy rzut oka prawidłowości (ang. patterns) oraz zapewnić większe zrozumienie (ang. insights) analizowanych informacji.


    Do najczęściej stosowanych metod wydobywania należą:


    
      	klasyfikacja (ang. classification) — przypisywanie danych do wcześniej zdefiniowanych kategorii (klas) na podstawie zbliżonych cech, które są ekstrahowane ze zbioru uczącego — danych ręcznie podzielonych na klasy;


      	klastrowanie (ang. clustering) — grupowanie danych na podstawie podanych wartości; w przeciwieństwie do klasyfikacji, grupy nie są znane na początku, a znajdowanie zgrupowań danych właśnie te grupy ukazuje;


      	regresja (ang. regression) — określanie zależności między zmiennymi zależnymi a niezależnymi; w praktyce polega na określeniu parametrów określonego typu funkcji (liniowej — regresja liniowa, wielomianowej — regresja wielomianowa, wykładniczej — regresja wykładnicza i in.) na podstawie znanych wartości x i y, tak aby dla nowego x określić wartość zmiennej zależnej y; oprócz jednej zmiennej niezależnej można również zdefiniować funkcję o więcej niż jednej zmiennej (tzw. regresja wielokrotna, w przeciwieństwie do regresji prostej);


      	wykrywanie anomalii (ang. anomaly detection) — wskazywanie nietypowych danych niepasujących do istniejącego schematu (pozwala znaleźć anomalie i rzadkie przypadki);


      	redukcja wymiarów (ang. dimensionality reduction) — przydatna wówczas, gdy dane są opisane bardzo wieloma parametrami (np. mamy bardzo dużo kolumn danych) — pozwala uprościć dane i zmaksymalizować cechy znaczące;


      	analiza szeregów czasowych (ang. time series analysis) — dotyczy danych przypisanych do konkretnych momentów w czasie, a więc szeregowalnych chronologicznie (np. od najwcześniejszych), i umożliwia zauważenie ogólnych trendów i okresowych zmian, a tym samym pozwala przewidywać ich przyszłe fluktuacje;


      	drzewa decyzyjne (ang. decision trees), dzielące dane na mniejsze grupy na podstawie wartości, które najlepiej dzielą dane (uzyskana struktura drzewiasta może być użyta do klasyfikacji lub podejmowania decyzji);


      	sieci neuronowe (ang. neural networks), czyli struktury wzorowane na ludzkich neuronach, a pozwalające na rozpoznawanie skomplikowanych wzorców (tekst, twarze i obiekty na zdjęciach lub nagraniach);


      	analiza przeżycia (ang. survival analysis) — pozwala ustalić, w jakim czasie interesujące zjawisko się pojawi, co często stosuje się w medycynie do ustalenia, w jakim czasie zmieni się stan pacjenta zależnie np. od jego wieku i podanych leków.

    


    1.13. Wydobywanie danych z tekstów


    Ponieważ dane tekstowe nie poddają się tym samym analizom, co dane liczbowe, osobna grupa metod wydobywczych dotyczy właśnie analizy tekstów, inaczej wydobywania danych z tekstów (ang. text mining). Znajdziemy tu specyficzne metody pozwalające odnajdywać prawidłowości w tekstach. Spośród nich można wymienić m.in.


    
      	analizę sentymentu (ang. sentiment analysis) — ocenianie nastawienia autora tekstu lub wypowiedzi, w praktyce przypisywanie tekstów do jednej z trzech kategorii: teksty pozytywne, negatywne i neutralne;


      	rozpoznawanie obiektów nazwanych (ang. named entity recognition, NER) — wyszukiwanie w tekstach nazw osób, miejsc, organizacji itp., innymi słowy to wyszukiwanie nazw własnych, co jest przydatne nie tylko do oczyszczania tekstów, ale też do klasyfikowania tekstów na podstawie ich treści, a także generowania słów kluczowych;


      	modelowanie tematyczne (ang. topic modelling) — określanie głównych tematów w tekście lub użytych w nim motywów;


      	analiza częstości (ang. frequency analysis) wyrazów i grup wyrazowych (tzw. n-gramów — grup zawierających n wyrazów) — w praktyce budowanie list frekwencyjnych: list wyrazów z odpowiednio obliczoną częstością występowania (np. TF-IDF) i posegregowanych według tej częstości;


      	
        automatyczne streszczanie tekstów (ang. text summarizing), dokonywane na dwa sposoby:

        
          	skracanie tekstu oryginalnego do najbardziej kluczowych zdań,


          	generowanie nowego tekstu, który zawiera treść tekstu wyjściowego;

        

      


      	osadzanie słów (ang. word embeddings) — technikę tworzenia wektorowej reprezentacji słów, co pozwala ustalać ich znaczenie, kontekst i relacje semantyczne z innymi słowami, np. formułować równania typu wektor „król” + wektor „kobieta” = wektor „królowa”;


      	generowanie chmur wyrazów (ang. word cloud generation), czyli bardzo prostej wizualizacji częstości użycia słów w tekście: najczęstsze wyrazy są największe i w centrum chmury, rzadsze nieco mniejsze, a najrzadsze są bardzo małe i na obrzeżach chmury (przygotowanie takiej chmury wymaga wcześniejszego wyczyszczenia tekstu z wyrazów stopujących oraz stworzenia list frekwencyjnych).

    


    1.14. Parsowanie


    Pojęcie parsowania (ang. parsing) ma w istocie wiele znaczeń, jednak w każdym z nich jest to podział ciągu pewnych elementów (znaków, wyrazów, wyrażeń…) na elementy (te same co poprzednio lub inne) powiązane ze sobą. Najprościej mówiąc, parsowanie to proces ustalania związków między elementami. Parsowanie tekstu lub napisu to innymi słowy jego analiza składniowa lub syntaktyczna (w przypadku danych tekstem jest plik tekstowy, np. w formacie JSON lub XML). Parsowaniem jest analiza zdań pojedynczych (rozpoznawanie zależności między podmiotem, orzeczeniem, dopełnieniem, przydawką i okolicznikiem) oraz złożonych (zależności między zdaniami składowymi). Analiza składniowa odbywa się zawsze zgodnie z regułami określonej gramatyki, czyli regułami konstruowania (składania) wyrażeń z elementów danego języka.


    Końcowym rezultatem parsowania zawsze jest drzewo zależności[3] (ang. parse tree), a więc rodzaj grafu, którego wierzchołki stanowią wydzielone elementy ciągu wejściowego, a krawędzie określają zależności między tymi elementami. Takie drzewo jest przede wszystkim strukturą logiczną, co oznacza, że nie zawsze wynik parsowania musi być przedstawiany jako graf. Deserializacja, zwłaszcza jeśli dotyczy formatu przechowującego struktury drzewiaste, wymaga zwykle wstępnego sparsowania ciągu wejściowego, a ponieważ dalszym etapem odczytu danych może być ich selekcja, to, co zostanie nam przedstawione, może w ogóle nie przypominać drzewa (np. gdy otrzymujemy w rezultacie listę liczb lub napisów). Struktura relacji sama w sobie może też być bardzo prosta (pojedyncza para klucz-wartość lub lista), co również utrudni dostrzeżenie struktury drzewiastej. Ale w istocie zawsze jest ona obecna, gdy mamy do czynienia z co najmniej parą powiązanych i niepodzielnych elementów.


    Programy lub funkcje języków programowania wykonujące parsowanie nazywa się parserami.


    
      
        [1] Zwykle nie tłumaczy się terminu data scraping, ale gdybyśmy chcieli podać polski odpowiednik, to „zeskrobywanie” byłoby chyba najlepszym.

      


      
        [2] Hapax legomena utrudniają lematyzację, rdzeniowanie, tokenizację itp., gdyż żaden słownik ich nie zawiera, a ze względu na wyjątkowość przetwarzanie ich jest zwykle bezcelowe.

      


      
        [3] Zwane też drzewem wyprowadzenia, drzewem zależnościowym, derywacyjnym.

      

    

  


  
    Rozdział 2.

    Ekstrakcja danych


    2.1. Definicja


    Wiedząc już, jakie czynności można wykonywać na danych, możemy zdefiniować ekstrakcję danych. Ogólnie rzecz biorąc, ekstrakcja oznacza wyodrębnianie. W języku polskim wyraz ten dotarł przez język niemiecki lub francuski z łacińskiego extractio, rzeczownika utworzonego od czasownika extraho — ‘wyciągam, przeciągam, ciągnę, usuwam’, a w znaczeniu bardziej abstrakcyjnym: ‘wydobywam, uwalniam, eliminuję, ratuję’. Ekstrakcja danych powinna zatem polegać na wydobywaniu, wyciąganiu danych ze źródła. Czynności tej towarzyszy jakaś zmiana postaci danych — nie pozostają one niezmienne, ale na wyjściu ekstrakcji otrzymujemy coś innego, niż mieliśmy na wejściu. Odniesienie do czynności ciągnięcia sugeruje, że ekstrakcja danych nie musi być prostym, szybkim i bezproblemowym procesem. Możemy też zauważyć, że wiele z omówionych dotychczas czynności w jakiś sposób wpisuje się w ekstrakcję lub z nią wiąże.


    2.2. Etapy


    W zależności od charakteru danych, ich źródła oraz przeznaczenia lub celu wyodrębniania, ekstrakcja może obejmować kilka mniejszych procesów, które można ułożyć w następującej kolejności:


    
      	
        wstępne przetwarzanie (ang. preprocessing):

        
          	oczyszczanie danych — musimy na początku usunąć wszelkie błędy danych;


          	normalizacja danych — oczyszczone dane mogą wymagać ujednolicenia;

        

      


      	
        końcowe przetwarzanie[1] (ang. postprocessing):

        
          	uzupełnianie danych przez wzbogacanie z innych źródeł, integrację z innymi źródłami lub agregację;


          	wreszcie dane mogą wymagać dodatkowych[2], końcowych transformacji.

        

      

    


    Prostą ekstrakcją nie wymagającą wielu transformacji może być kwerendowanie danych: zapytanie w określonym formalizmie (np. języku SQL). Bardziej skomplikowana ekstrakcja może mieć formę „zeskrobywania” danych, która może wymagać parsowania.


    Sama ekstrakcja może być częścią większych procesów gromadzenia, pozyskiwania lub zbierania danych. Odzyskiwanie również jest swoistą ekstrakcją, ale dotyczy danych w różny sposób utraconych.


    Czynnością wykraczającą już poza ekstrakcję jest eksploracja, która zwykle poprzedza wydobywanie (data mining). Oba procesy nie mogą być już zaliczone do ekstrakcji, wykonywane są bowiem na danych już wyekstrahowanych.


    2.3. ETL, ELT, migracje


    Warto jeszcze wspomnieć, że ekstrakcja bywa częścią większych procesów przetwarzania danych, spośród których warto wymienić:


    
      	ETL — ekstrakcja, transformacja i ładowanie (ang. extraction, transformation, loading);


      	ELT — ekstrakcja, ładowanie, transformacja;


      	migracja (ang. migration).

    


    Systemy ETL i ELT wyodrębniają transformację z ekstrakcji, gdyż zwykle jest to wieloetapowy proces, czasem nawet wielokrotnie dłuższy i bardziej skomplikowany niż ekstrakcja. Tę ostatnią ogranicza się do pozyskiwania, zbierania lub gromadzenia, ale także do walidacji, zanim bowiem jakakolwiek transformacja może się zacząć, dane muszą być sprawdzone pod kątem poprawności i odrzucone w całości lub części, jeśli są niezgodne z założonymi regułami walidacyjnymi. Jest to dość istotne, zważywszy na dużą moc obliczeniową potrzebną do transformacji: warto zatem ograniczyć koszty i nie transformować danych, które są zabrudzone i w rezultacie mogą okazać się nieprzydatne.


    Załadowanie w systemach ETL/ELT to proces końcowy (ETL) lub pośredni (ELT). Ładowanie może nadpisać dane wejściowe (zostaną tym samym uaktualnione) lub przetransportować je do innej lokalizacji.


    Ponieważ ładowanie może się odbywać do kontenera o określonym schemacie danych (np. relacyjna baza danych), ten etap obejmuje jednocześnie walidację i normalizację, gdyż kontenery o ścisłych schematach mogą nie przyjąć danych w jakikolwiek sposób niezgodnych z założoną strukturą danych.


    Migracja danych z kolei to przeniesienie danych z jednego kontenera (nośnika, bazy, tabeli) do innego. Obejmuje ona wybranie danych, ekstrakcję, transformację i przeniesienie do nowej lokalizacji. Fizycznie może to być to samo miejsce, ale wówczas same dane mają inny kształt (mają inny schemat, np. dodatkową kolumnę lub kolumnę w innym formacie). Jak poprzednio, ekstrakcja w tym przypadku ogranicza się do pozyskania i/lub zgromadzenia danych i ich walidacji.


    
      
        [1] Przetwarzanie końcowe nie kończy się na ekstrakcji, ale może też obejmować wizualizację danych, raportowanie, eksportowanie.

      


      
        [2] Już samo oczyszczanie jest pewną transformacją.

      

    

  


  
    Rozdział 3.

    Rodzaje danych


    Wcześniej pojawiły się odniesienia do rodzajów danych. W dalszej części również będzie przydatna znajomość sposobów podziału danych, dlatego w tej części przestawione zostaną najczęściej spotykane klasyfikacje danych.


    3.1. Zawartość danych


    To kryterium jest bodaj najprostsze:


    
      	dane tekstowe (ang. text data) — pojedyncze akapity (ang. single-line text), tekst wieloakapitowy (ang. multi-line tekst), tekst prosty (ang. plain text) lub bogaty (ang. rich text), zawierający formatowanie;


      	dane liczbowe (ang. numeric data) — liczby całkowite (ang. integers), rzeczywiste (ang. floats), w typie lub systemie dziesiętnym (ang. decimals), szesnastkowym (ang. hexadecimals) lub binarnym (ang. binaries);


      	dane kategoryjne (ang. categorical data) — etykiety, np. „tak”, „nie”, „kobieta”, „mężczyzna”;


      	dane multimedialne (ang. multimedia data) — obrazy, nagrania audio i wideo;


      	dane geoprzestrzenne (ang. geospatial data) — dotyczące położenia geograficznego;


      	dane czasowe (ang. temporal data) — powiązane z określonym momentem w czasie.

    


    3.2. Struktura lub format danych


    Jeśli chodzi o sposób wewnętrznego zorganizowania danych, możemy mówić o:


    
      	danych nieustrukturyzowanych (ang. unstructured data) — nie mają one schematu organizującego ich budowę, nie można w nich wyróżnić danych i metadanych, np. teksty języka naturalnego, pliki graficzne (sam zbiór pikseli: pliki graficzne same w sobie zawierają dużo metadanych), nagrania audio i wideo (same zbiory amplitud i klatek);


      	danych ustrukturyzowanych (ang. structured data) — są zorganizowane według określonego i stałego (niezmiennego) schematu, można zatem wyróżnić w nich dane właściwe oraz metadane opisujące te pierwsze, np. relacyjne bazy danych, arkusze kalkulacyjne;


      	częściowo ustrukturyzowanych danych (ang. semi-structured data) — pośrednie między obiema grupami, np. pliki w formatach wymiany danych (XML, JSON, CSV), dokumenty tekstowe o względnie stałej strukturze (np. faktury).

    


    Chociaż pliki wymiany danych zawierają wyraźny podział na dane i metadane, sam format pozwala na różnorodne modyfikacje, np. wielokrotne zagnieżdżanie danych w wybranych elementach. Generalnie nie ma obowiązku narzucania tym formatom sztywnego schematu, dlatego uznaje się je za kategorię przejściową. Dane tej kategorii często wymagają parsowania, czyli ustalania struktury wewnętrznej danych: ona jest w nich zawsze zawarta, ale wymaga ustalenia właśnie ze względu na wspomnianą elastyczność tych formatów.


    Do wewnętrznego zorganizowania danych odnoszą się też inne podziały:


    
      	dane surowe (ang. raw data) vs dane przetworzone (ang. processed data);


      	dane czytelne dla człowieka (ang. human-readable data) — np. teksty, strony internetowe, zdjęcia, vs dane czytelne dla maszyny (ang. machine-readable data) — pliki binarne, pliki w formatach wymiany danych[1];


      	dane atomowe (ang. atomic data) — niepodzielne, najmniejsze, niezłożone z mniejszych jednostek danych, vs dane zagregowane (ang. agregated data);


      	dane czyste (ang. clean data) — wolne od błędów, zwalidowane, sformatowane, ujednolicone, vs dane brudne lub zabrudzone (ang. dirty data) — z błędami, nieujednolicone, niesformatowane, z duplikatami, z brakującymi informacjami.

    


    3.3. Użycie lub funkcja danych


    Ze względu na zastosowanie lub funkcję danych można wymienić:


    
      	dane operacyjne (ang. operational data) — służą do podejmowania decyzji; zwykle nie są zagregowane, a ich transformacje są ograniczone do niezbędnych; np. dane na temat transakcji lub klientów;


      	dane analityczne (ang. analytical data) — służą do wyciągania wniosków, wykonywania analiz, wykrywania tendencji; zwykle są zagregowane i/lub przetworzone, np. ilości sprzedanych towarów w różnych okresach;


      	metadane (ang. metadata) — dane o danych, informacje opisujące dane, np. etykiety kolumn, nazwy elementów w formacie XML, klucze rekordów w formacie JSON.

    


    Podział na dane operacyjne i analityczne zbliżony jest do rozróżnienia na fakty i wymiary, jednak definicje tych terminów są nieco inne:


    
      	Fakty (ang. facts) — dane ilościowe lub metryki (miary) — dane bezpośrednio opisujące pewne obiekty, np. ilość sprzedanych towarów, odczyty temperatury, dzienny utarg. Fakty powinny być agregowalne.


      	Wymiary (ang. dimensions) — dane opisowe lub jakościowe tworzące kontekst dla faktów, np. konkretne towary sprzedawane w sklepie, lokalizacja sklepu, informacje o kliencie, miejsce odczytu temperatury. Wymiary włącza się do filtrowania, grupowania i sortowania faktów.

    


    
      
        [1] Te są raczej przeznaczone dla maszyn, bo chociaż ludzie mogą je czytać, to nie projektowano ich z myślą o wygodnym czytaniu.

      

    

  


  
    Rozdział 4.

    Jednostki danych


    W dalszych rozważaniach będziemy posługiwać się terminami określającymi wielkość danych, dlatego warto zestawić je na samym początku.


    4.1. Bit


    Najmniejszą jednostką jest bit (symbol: b), z ang. bit (słowo powstałe z połączenia słów binary digit ‘cyfra binarna’). To liczba w systemie dwójkowym, ale także podstawowa jednostka fizycznej reprezentacji pamięci o dwóch wartościach: 0 (brak sygnału lub wartości) i 1 (obecność sygnału lub wartości). Zestaw cyfr bitowych w różnych systemach zapisu znajduje się w tabeli 4.1.


    Tabela 4.1. Cyfry bitowe


    
      
        
        
        
        
      

      
        
          	
            Zapis dwójkowy

          

          	
            Zapis ósemkowy

          

          	
            Zapis dziesiętny

          

          	
            Zapis szesnastkowy

          
        


        
          	
            0

          

          	
            0

          

          	
            0

          

          	
            0

          
        


        
          	
            1

          

          	
            1

          

          	
            1

          

          	
            1

          
        

      
    


    W dłuższych jednostkach, zawierających więcej niż 1 bit, można mówić o tzw. starszych bitach i młodszych bitach. Te pierwsze to bity ważniejsze ze względu na to, że wskazują na wyższe wartości. Odwrotnie bity młodsze — są mniej ważne, gdyż wskazują niższe wartości. Ponieważ jednostki danych to wielokrotności dwójki, a więc są parzyste, podział odbywa się po połowie: starsze bity to połowa bitów oznaczających wyższe wartości, a młodsze bity to pozostałe cyfry binarne. Przykład podziału bajta na starsze i młodsze bity podano w tabeli 4.2.


    Tabela 4.2. Podział bajta na starsze i młodsze bity


    
      
        
        
        
      

      
        
          	
            Liczba binarna

          

          	
            Starsze bity

          

          	
            Młodsze bity

          
        


        
          	
            0010 1101

          

          	
            0010

          

          	
            1101

          
        

      
    


    4.2. Półbajt


    W zasadzie historyczną już jednostką jest półbajt (ang. nibble, half-byte). Ponieważ nie używano jej długo, nie ustaliła się nawet nazwa i ortografia tej jednostki: w języku angielskim istnieje kilka jej form: nibble, nybble, nyble, nybl. Oprócz tego funkcjonuje termin half-byte, który jest źródłosłowem polskiej nazwy, ale można spotkać się także z tetradą (ang. tetrade), półoktetem (ang. semi-octet), kwadbitem (ang. quadbit), kwartetem (ang. quartet), cyfrą szesnastkową (ang. hex digit). Wszystkie cyfry (w różnych systemach zapisu) mieszczące się w półbajcie podano w tabeli 4.3.


    Tabela 4.3. Cyfry półbajtowe


    
      
        
        
        
        
      

      
        
          	
            Zapis dwójkowy

          

          	
            Zapis ósemkowy

          

          	
            Zapis dziesiętny

          

          	
            Zapis szesnastkowy

          
        


        
          	
            0000

          

          	
            00

          

          	
            00

          

          	
            0

          
        


        
          	
            0001

          

          	
            01

          

          	
            01

          

          	
            1

          
        


        
          	
            0010

          

          	
            02

          

          	
            02

          

          	
            2

          
        


        
          	
            0011

          

          	
            03

          

          	
            03

          

          	
            3

          
        


        
          	
            0100

          

          	
            04

          

          	
            04

          

          	
            4

          
        


        
          	
            0101

          

          	
            05

          

          	
            05

          

          	
            5

          
        


        
          	
            0110

          

          	
            06

          

          	
            06

          

          	
            6

          
        


        
          	
            0111

          

          	
            07

          

          	
            07

          

          	
            7

          
        


        
          	
            1000

          

          	
            10

          

          	
            08

          

          	
            8

          
        


        
          	
            1001

          

          	
            11

          

          	
            09

          

          	
            9

          
        


        
          	
            1010

          

          	
            12

          

          	
            10

          

          	
            A

          
        


        
          	
            1011

          

          	
            13

          

          	
            11

          

          	
            B

          
        


        
          	
            1100

          

          	
            14

          

          	
            12

          

          	
            C

          
        


        
          	
            1101

          

          	
            15

          

          	
            13

          

          	
            D

          
        


        
          	
            1110

          

          	
            16

          

          	
            14

          

          	
            E

          
        


        
          	
            1111

          

          	
            17

          

          	
            15

          

          	
            F

          
        

      
    


    Półbajt był podstawową jednostką organizacji pamięci w komputerach o architekturze 4-bitowej. Do dzisiaj takie architektury spotyka się w mikrokontrolerach.


    Podobnie jak w przypadku bitów, możemy mówić o starszych i młodszych półbajtach. Analizowana liczba musi mieć oczywiście więcej niż jedną cyfrę szesnastkową. Jak poprzednio, starszy półbajt to połowa liczby zawierająca półbajty o większej wartości. Przykład podano w tabeli 4.4.


    Tabela 4.4. Podział bajta na starsze i młodsze półbajty


    
      
        
        
        
      

      
        
          	
            Bajt

          

          	
            Starszy półbajt

          

          	
            Młodszy półbajt

          
        


        
          	
            2F

          

          	
            2

          

          	
            F

          
        

      
    


    Znając podstawy operacji bitowych, można bardzo łatwo wyodrębnić z każdego bajta starszy i młodszy półbajt. Mając np. liczbę 0010 1111, starszy półbajt możemy otrzymać przez wyzerowanie bitów młodszych i przesunięcie bitowe w prawo o cztery miejsca. Wyzerowanie uzyskamy przez wykonanie iloczynu bitowego liczby wejściowej (której starszy półbajt chcemy uzyskać) i półbajta F0, który niejako wykasuje wszystkie bity z wyjątkiem bitów od piątego do ósmego:

    Iloczyn bitowy:


       0010 1111 


    &  1111 0000


    ------------


    =  0010 0000   0010 zostaje bez zmian, a 1111 zostaje wyzerowane


    Przesunięcie bitowe:


       0010 0000 


    >>         4  


    ------------


    =       0010   Wszystkie cyfry zostają przesunięte o 4 pozycje w prawo, co usuwa końcowe zera



    Wydzielanie młodszego bajta jest prostsze: wystarczy usunąć wszystkie bity z wyjątkiem pierwszych czterech. W tym celu należy pomnożyć bitowo liczbę wejściową przez półbajt F:

    Iloczyn bitowy:


       0010 1111 


    &  0000 1111 


    ------------


    =  0000 1111



    4.3. Bajt


    Większą jednostką jest bajt (symbol „B”), z ang. byte (czyt. [bajt]; to połączenie słów binary eight ‘binarna ósemka’) — ośmiocyfrowa liczba w systemie dwójkowym (od 0000 0000 do 1111 1111), dwucyfrowa w szesnastkowym (od 00 do FF). Bajt to podstawowa jednostka organizacji pamięci (jednostka mająca adres). Jest parą cyfr szesnastkowych.


    4.4. Przedrostki wielokrotności jednostek


    W kontekście bajta warto wspomnieć o dziesiętnych i dwójkowych przedrostkach wielokrotności, gdyż różnią się od siebie nie tylko nazwą, ale także wskazywaną wartością. Popularne jednostki typu kilobajt (kB), megabajt (MB), gigabajt (GB) i terabajt (TB) są w istocie nieprecyzyjne, a w miarę wzrostu liczby różnica między jednostkami dziesiętnymi a dwójkowymi jest coraz większa.


    Dobrze znane przedrostki dziesiętne (kilo-, mega-, giga-) to wielokrotności liczby wejściowej i odpowiedniej potęgi 10. Na przykład dla kilo- to 103, mega- — 106 itd. Ich odpowiedniki binarne utworzono na podobnej zasadzie: każdy kolejny mnożnik zawiera podwojony wykładnik z poprzedniego mnożnika. Podstawą potęgi mnożnika jest 2, ponieważ jesteśmy w systemie binarnym, a więc nasze wartości są wielokrotnościami dwójki. Jeśli natomiast chodzi o wykładnik pierwszego prefiksu, to za najlepszy uznano 10, gdyż 210 = 1024 jest najbliższe analogowi dziesiętnemu, czyli 103 = 1000.


    Jeśli chodzi o budowę prefiksów binarnych, zdecydowano się je tworzyć na podstawie prefiksów dziesiętnych, ale ograniczając je do pierwszej sylaby (kilo → ki-, mega → me-) i dodanie cząstki bi. Mamy zatem kibi-, mebi-, gibi-, tebi- itd. Z kolei symbole przedrostków binarnych to przedrostki decymalne rozszerzone o i, a zatem MB ‘megabajt’ → MiB ‘mebibajt’, TB ‘terabajt’ → TiB ‘tebibajt’. W przypadku symbolu „Ki” starano się nie tylko zachować spójność z całym systemem, ale także zwiększyć różnicę względem analogicznego przedrostka dziesiętnego — choć przedstawiona wyżej reguła nakazywałaby pisać „ki”, mamy „Ki”. Porównanie przedrostków dwójkowych i dziesiętnych zawiera tabela 4.5.


    Tabela 4.5. Dwójkowe i dziesiętne przedrostki wielokrotności jednostek


    
      
        
        
        
        
        
        
        
      

      
        
          	
            Przedrostki dziesiętne

          

          	
            Przedrostki dwójkowe

          

          	
            Różnica

          
        


        
          	
            Nazwa

          

          	
            Symbol

          

          	
            Mnożnik

          

          	
            Nazwa

          

          	
            Symbol

          

          	
            Mnożnik

          
        


        
          	
            kilo-

          

          	
            k

          

          	
            103 = 1 000

          

          	
            kibi-

          

          	
            Ki

          

          	
            210 = 1 024

          

          	
            2,344%

          
        


        
          	
            mega-

          

          	
            M

          

          	
            106 = 1 000 000

          

          	
            mibi-

          

          	
            Mi

          

          	
            220 = 1 048 576

          

          	
            4,633%

          
        


        
          	
            giga-

          

          	
            G

          

          	
            109 = 1 000 000 000

          

          	
            gibi-

          

          	
            Gi

          

          	
            230 = 1 073 741 824

          

          	
            6,868%

          
        


        
          	
            tera-

          

          	
            T

          

          	
            1012 = 1 000 000 000 000

          

          	
            tebi-

          

          	
            Ti

          

          	
            240 = 1 099 511 627 776

          

          	
            9,051%

          
        


        
          	
            peta-

          

          	
            P

          

          	
            1015 = 1 000 000 000 000 000

          

          	
            pebi-

          

          	
            Pi

          

          	
            250 = 1 125 899 906 842 620

          

          	
            11,182%

          
        


        
          	
            eksa-

          

          	
            E

          

          	
            1020 = 1 000 000 000 000 000 000

          

          	
            eksbi-

          

          	
            Ei

          

          	
            260 = 1 152 921 504 606 850 000

          

          	
            13,264%

          
        


        
          	
            zetta-

          

          	
            Z

          

          	
            1025 = 1 000 000 000 000 000 000 000

          

          	
            zebi-

          

          	
            Zi

          

          	
            270 = 1 180 591 620 717 410 000 000

          

          	
            15,297%

          
        


        
          	
            jotta-

          

          	
            Y

          

          	
            1030 = 1 000 000 000 000 000 000 000 000

          

          	
            jobi-

          

          	
            Yi

          

          	
            280 = 1 208 925 819 614 630 000 000 000

          

          	
            17,282%

          
        

      
    


    4.5. Słowo (maszynowe)


    Większą i bardziej abstrakcyjną jednostką jest słowo, zwane też słowem maszynowym (ang. word). To jednostka danych o następujących parametrach:


    
      	rozmiar (ang. word size), długość (ang. word length) lub szerokość słowa — liczba bajtów wchodzących w skład jednego słowa, będąca najczęściej wielokrotnością dwójki;


      	tzw. endianness — kolejność bajtów w słowie.

    


    Zwykle słowem nazywa się jednostkę przetwarzaną przez procesor w jednym cyklu i zależnie od architektury procesora słowo może mieć długość 16 bitów (architektury 16-bitowe), 32 bity (architektury 32-bitowe) lub 64 bity (architektury 64-bitowe). W kontekście kodowania plików tekstowych jednostka danych równa słowu będzie kodem jednego znaku pisarskiego w danym sposobie kodowania. Może mieć zatem różną długość, zależną właśnie od systemu kodowania. W przypadku przetwarzania danych słowem będzie jednostka, która może być jednorazowo przetworzona. Dokładny rozmiar zależy od implementacji i ustawień systemu przetwarzania.


    Istnieją jeszcze jednostki pochodne od słowa:


    
      	półsłowo (ang. halfword) — 1/2 słowa;


      	słowo podwójne lub dwusłowo (ang. double word, dword) — dwukrotność słowa;


      	słowo poczwórne lub czterosłowo (ang. quad word, quadruple word, qword) — czterokrotność słowa;


      	słowo ośmiokrotne (ang. double quadruple word, octuple word) — ośmiokrotność słowa.

    


    4.6. Jednostki budowy tabeli bazodanowej


    Ta grupa jednostek jest używana do opisu baz danych, ale bardzo często stosuje się ją w innych kontekstach, mniej lub bardziej potocznie, zwłaszcza że bazy danych mogą być źródłem danych ekstrahowanych. Warto zatem również je objaśnić.


    4.6.1. Wartości atomowe


    Minimalne jednostki informacji zawarte w tabeli to wartości atomowe (ang. atomic value). W arkuszach kalkulacyjnych wartości atomowe przechowywane są w komórkach.


    4.6.2. Pola


    Pola (ang. field) zrównuje się czasem z atrybutami, ale praktyczniejsze jest rozumienie pól jako przecięć kolumn i wierszy. Można je również utożsamiać z wartościami atomowymi lub traktować jako zawierający je kontener.


    4.6.3. Rekordy


    Pojedynczy wiersz tabeli to inaczej rekord (ang. record). Jest to zbiór pól, a więc i wartości atomowych. Kolejność rekordów, jak i pól nie ma znaczenia, istotne jest natomiast powiązanie pola z atrybutem, tak aby nie było wątpliwości, co dana wartość reprezentuje.


    4.6.4. Krotki


    Koncepcja krotki (ang. tuple) wywodzi się z matematycznej n-ki, inaczej pary uporządkowanej — obiektu składającego się z dwóch elementów, a i b, o określonej i stałej kolejności (np. a jest zawsze pierwsze). W językach programowania krotki stały się wieloelementowymi kolekcjami, co być może było powodem, dla którego termin ten odnosi się również do rekordów (wierszy tabeli). Byłaby to dość szeroka definicja krotki.


    Znaczenie węższe i bliższe matematycznemu pierwowzorowi wydaje się jednak nieco lepsze. Taka definicja krotki zakłada, że jest to para atrybut-pole lub wartość atomowa. Wartości w wierszu tabeli mają bowiem sens tylko wtedy, gdy możemy je z czymś powiązać, np. wiemy, że pierwsza kolumna zawiera numer klienta, druga — jego imię, trzecia — nazwisko itd. Bez tego typu ścisłego powiązania cała idea tabeli nie miałaby sensu. A zatem wiersze stanowią zbiory krotek, tj. par uporządkowanych, gdzie pierwszy element to atrybut, a drugi — wartość atomowa. Atrybut zawiera nazwę wartości atomowej i jej typ, a wartość atomowa — konkretną informację.


    4.6.5. Encje


    Termin encje (ang. entities) również bywa różnie rozumiany. Potocznie encje odnosi się do wierszy, chociaż lepsze wydaje się stwierdzenie, że to wiersz opisuje encję. Rekordy tabeli odnoszą się zwykle do pewnych obiektów w rzeczywistości — fizycznych lub abstrakcyjnych. Na przykład w tabeli z danymi klientów każdy wiersz odnosi się do jednego klienta, a więc reprezentuje konkretną osobę. I ta osoba jest właśnie encją.


    4.6.6. Atrybuty


    Atrybuty (ang. attributes) można rozumieć jako kolumny, przy czym nie chodzi tu o pionowo ustawione wartości, ale o bardziej uogólnione znaczenie i typ danych znajdujących się w każdym wierszu zawsze w tym samym miejscu. Na przykład w tabeli z danymi klientów atrybutami mogą być numer klienta, imię, nazwisko, numer telefonu.


    4.6.7. Schemat danych


    Schemat danych (ang. data schema) nie jest jednostką danych, ale ważnym elementem każdej tabeli. Schemat określa strukturę danych, można więc powiedzieć, że jest zbiorem atrybutów: nazwami kolumn oraz ograniczeniami, które są z nimi związane (typ danych, dopuszczalność wartości nieokreślonej null, dodatkowe warunki, np. niepowtarzalność, nieujemność, ograniczenie liczby znaków itp.).


    4.7. Kubit


    Minimalną jednostką informacji kwantowej jest kubit (ang. qubit). Podajemy ją bardziej jako ciekawostkę niż praktycznie stosowaną jednostkę, choć rozwój informatyki kwantowej (ang. quantum computing) może zwiększyć jej popularność.


    Kubit może mieć dwa stany (lub inaczej poziomy). W praktyce może to być spin elektronu, atomu lub jonu (góra, dół), ładunek elektronu (zerowy w razie braku elektronu, ujemny, gdy jest obecny), polaryzacja fotonu (pozioma, pionowa).

  


  
    Rozdział 5.

    Źródła danych


    Dane mogą być ekstrahowane z różnych źródeł, warto zatem choćby dla porządku podać listę najczęstszych źródeł, zwłaszcza że występuje w tym zakresie duża różnorodność.


    5.1. Bazy danych


    Bazy danych (ang. databases) dzielą się na relacyjne i nierelacyjne. Relacja w nazwie tego typu baz odnosi się do wzajemnych powiązań pól każdego rekordu tabeli: nie są one przypadkowe, ale każde dotyczy atrybutu, ma więc pewne znaczenie. W pewnym uproszczeniu można powiedzieć, że w relacyjnych bazach danych, jeśli schemat tabeli wskazuje, że pierwsze pole zawiera numer rekordu, to możemy być pewni, że każdy rekord będzie się zaczynał właśnie od tego numeru.


    Inaczej jest w bazach nierelacyjnych: nie mają one schematów, więc nie ma pewności, że każdy rekord będzie zawierał ten sam zestaw danych. Może się to wydawać niepraktyczne, ale w pewnych przypadkach jest zupełnie wystarczające, np. gdy modelujemy encje, którym nie da się z góry przypisać stałej listy atrybutów.


    Nierelacyjne bazy danych przydają się również wówczas, gdy struktura tabelaryczna nie stanowi najlepszego modelu do reprezentacji danych. Dobrym przykładem są związki między użytkownikami kont w mediach społecznościowych: każdy ma pewną liczbę znajomych, a każdy z nich — swoich znajomych. Powstała struktura przypomina bardziej sieć, co lepiej jest modelować bazami grafowymi.


    Bazy danych to zwykle pliki binarne. Odczyt takiego pliku możliwy jest przy użyciu odpowiedniego oprogramowania — zwykle tzw. systemów zarządzania bazami danych (ang. Database Management Systems) — które odpowiadają za wiele innych aspektów związanych z obsługą baz danych (m.in. autoryzację — ograniczanie dostępu, usuwanie oraz modyfikowanie rekordów i tabel, atomizację transakcji, zapewnienie spójności bazy).


    Wszelkie operacje na bazach danych nazywa się zapytaniami (kwerendami, ang. queries), a ich grupy łączy się w tzw. transakcje.


    Najczęściej spotykane relacyjne bazy danych to:


    
      	Microsoft SQL Server,


      	MySQL,


      	PostgreSQL,


      	Oracle Database.

    


    Z baz nierelacyjnych są to:


    
      	MongoDB — popularna tekstowa baza danych (dane zapisywane są w dokumentach o strukturze zbliżonej do plików w formacie JSON);


      	Redis — baza danych typu klucz-wartość;


      	Neo4j — grafowa baza danych (dane są modelowane strukturami grafowymi);


      	InfluxDB — przykład tzw. bazy danych szeregów czasowych: zoptymalizowana baza danych do przechowywania danych opatrzonych datą i czasem.

    


    5.2. Hurtownie danych


    Ideą hurtowni danych (ang. data warehouses) jest integrowanie dużej ilości danych historycznych i zagregowanych z wielu źródeł wyłącznie do odczytu. Jest to bardziej abstrakcyjna i jakby wyższego rzędu koncepcja niż bazy danych, które są bliżej faktycznej organizacji danych. Hurtownie danych służą najczęściej do tworzenia raportów, analityki biznesowej i analizy danych historycznych.


    Dane w hurtowniach są oczyszczone i w jakiś sposób pogrupowane, co ułatwia odnalezienie potrzebnych informacji. W praktyce hurtownie są zasilane z zewnętrznych baz danych, a same mogą zawierać relacyjne i nierelacyjne bazy.


    Dane zorganizowane są w strukturze gwiaździstej, płatka śniegu lub galaktyki: centralnej tabeli z faktami, którym towarzyszą powiązane z nią tabele wymiarów (gwiazda), z tymi zaś mogą być powiązane jeszcze inne wymiary (płatek śniegu, galaktyka). Hurtownie o dość wąskiej tematyce nazywa się składnicami danych (ang. data marts).


    Najbardziej znane technologie hurtowni baz danych to m.in.:


    
      	Amazon Redshift,


      	Google BigQuery,


      	Snowflake,


      	Microsoft Azure Synapse.

    


    5.3. Jeziora danych


    Podobnie jak hurtownie danych, jeziora (ang. data lakes) przechowują duże ilości danych. Podstawową różnicą jest to, że w jeziorach dane przechowywane są w ich pierwotnej formie, nawet jeśli są to dane surowe lub nieustrukturyzowane, podczas gdy w hurtowniach dane mają narzucony schemat i są zorganizowane tematycznie w większe struktury (gwiazda, płatek śniegu, galaktyka). Schemat danych w jeziorach narzucany jest dopiero w momencie ich odczytu.


    Jeziora danych służą też do bardziej zaawansowanych zastosowań — np. przetwarzania big data, eksploracji danych, uczenia maszynowego, analityki w czasie rzeczywistym (analiza danych od razu po tym, jak stają się dostępne) — bez konieczności ponoszenia kosztów na wstępne przygotowanie danych (a to ma miejsce w przypadku hurtowni danych).


    Oto przykładowe technologie jeziora danych:


    
      	Amazon S3,


      	Microsoft Azure Data Lake Storage,


      	Google Cloud Storage,


      	Hadoop Distributed File System.

    


    5.4. Delta Lakes


    Bardzo ważnym rozszerzeniem funkcjonalności jezior danych jest technologia Delta Lake. Jest to open-source’owe oprogramowanie instalowane wewnątrz jeziora danych. Dodaje ono szereg bardzo przydatnych funkcjonalności, spośród których można wymienić:


    
      	wymuszanie zgodności ze zdefiniowanym schematem danych — jeziora danych same w sobie nie mają schematu;


      	transakcje w standardzie ACID — w skrócie: zapewniają bezpieczeństwo jeziora danych przez modyfikowanie ich tylko wtedy, gdy dana zmiana została wykonana w całości i nie zaburza schematu jeziora;


      	dodanie wersjonowania danych: każda zmiana zawartości tabeli zapisuje się jako jej nowa wersja, dzięki czemu możliwe jest wycofanie zmian i przywrócenie poprzedniego stanu tabeli;


      	większą optymalizację dzięki indeksowaniu i użyciu pamięci podręcznej (ang. cache).

    


    5.5. Pliki płaskie


    Pliki zawierające dane niezagnieżdżone bywają nazywane plikami z danymi płaskimi (ang. flat data files) lub po prostu plikami płaskimi (ang. flat files). Mają one prostą strukturę i nie wymagają parsowania (lub też parsowanie jest bardzo proste), gdyż każda jednostka danych nie ma zagnieżdżonego w niej podelementu (tzw. dziecka, potomka). Ułatwia to znacznie ekstrakcję danych, gdyż są one w zasadzie bezpośrednio dostępne.


    Przykładami takich plików są pliki tekstowe (z rozszerzeniem .txt), jak też pliki w formatach .csv i tsv oraz analogiczne.


    5.6. Interfejsy programowania aplikacji webowych


    Interfejs programowania aplikacji webowych (ang. Web API — Web Application Programming Interface) to rozwiązanie pozwalające na dostęp do danych udostępnianych przez serwery (tzw. API po stronie serwera, ang. server side API). Każde API ma jeden lub więcej tzw. punktów końcowych (ang. endpoints), do których można kierować zapytania (ang. queries) zgodne z protokołem HTTP. W odpowiedzi na poprawnie sformułowane i odczytane zapytanie serwer może odesłać dane w formacie JSON (obecnie najczęściej stosowany) lub XML.


    Każdej odpowiedzi, niezależnie od tego, czy zawiera dane zwrotne i czy komunikacja zakończyła się sukcesem, towarzyszy trzycyfrowy kod, tzw. kod odpowiedzi HTTP. Odpowiedzi zaczynające się od 2 to kody powodzenia (serwer poprawnie obsłużył zapytanie). Kody typu 1## zawierają wyłącznie informacje i są rzadko spotykane, podobnie jak te w formacie 3##. Częstsze i poważniejsze są kody zaczynające się od 4 (błąd od strony wykonującego zapytanie, np. błąd w zapytaniu, brak autoryzacji, brak wyszukiwanego zasobu itp.) i od 5 (błąd serwera).


    5.7. Arkusze kalkulacyjne


    Arkuszem kalkulacyjnym (ang. spreadsheet) są takie programy jak Microsoft Excel, Google Sheets, OpenOffice Calc i LibreOffice Calc. Dostęp może odbywać się z wykorzystaniem biblioteki używanego języka programowania lub — jeśli arkusz jest osadzony w chmurze — innej usługi chmurowej mogącej odczytywać arkusze (np. Microsoft Power Automate).


    5.8. Źródła „zeskrobywalne”


    Źródła „zeskrobywalne” (ang. scraping sources) to najczęściej strony internetowe, ale mogą być nimi także skomplikowane pliki, np. z tekstem bogatym (.docx, .odt, .pdf) lub danymi zagnieżdżonymi (.json, .xml).


    5.9. Usługi chmurowe


    Usługi chmurowe (ang. cloud storage services) to wszelkie usługi zapewniające przechowywanie danych, np.


    
      	Google Cloud Storage,


      	Google Drive,


      	Microsoft Azure Blob Storage,


      	Microsoft OneDrive,


      	Amazon S3,


      	Microsoft SharePoint.

    


    5.10. Urządzenia Internetu Rzeczy


    Urządzenia IoT (ang. IoT Devices), czyli Internetu Rzeczy (ang. Internet of Things), jeśli tylko są poprawnie podłączone do Internetu, mogą udostępniać rozmaite dane, np. pomiary temperatury, tętna, monitoring itp.

  


  CZĘŚĆ II

  Pliki binarne i tekstowe


  
    Rozdział 6.

    Charakterystyka plików binarnych i tekstowych


    W zasadzie wszystkie pliki komputerowe są binarne, istnieją bowiem w pamięci komputera właśnie w postaci binarnej. Rozróżnienie jest raczej praktyczne, ponieważ pliki binarne i tekstowe przetwarza się inaczej, inne jest też ich zastosowanie. O tym rozróżnieniu wie niemal każdy, kto skończył podstawowy kurs informatyki w szkole podstawowej i średniej, ale mało kto wie, na czym ono rzeczywiście polega. Niniejszy rozdział ma na celu praktyczne ukazanie różnicy między obiema kategoriami oraz przykładów ekstrakcji danych z najczęściej spotykanych formatów plików binarnych i tekstowych przy użyciu Pythona.


    Chociaż współcześnie trudno byłoby znaleźć popularny (!) format pliku, do którego nie udostępniono narzędzi (API) pozwalających na odczytywanie i zapisywanie, to jednak w szeroko pojętej ekstrakcji danych może się zdarzyć sytuacja, gdy musimy zobaczyć wnętrze jakiegoś pliku i niejako „ręcznie”, bajt po bajcie, odczytać jego zawartość. Warto wobec tego nie tylko wiedzieć, że istnieje zasadniczy podział na pliki binarne i tekstowe, ale także mieć świadomość różnic w odczycie i zapisie danych tekstowych i binarnych. U podstaw tych różnic leży bowiem inna koncepcja organizacji danych.


    Niełatwo jest zdefiniować pliki binarne i tekstowe. Pliki tekstowe zawierają odpowiednio zapisany (zakodowany) ciąg kodów zgodny z określoną tablicą kodową. Kody te są niczym innym jak liczbami zapisanymi w postaci bajtów, a te z kolei są ciągiem bitów. Tak więc na poziomie bitów pliki binarne nie różnią się od plików tekstowych. Czy ów ciąg bitów składa się akurat na tekst, nie sposób powiedzieć, widząc tylko wartości binarne.


    Do definicji plików binarnych i tekstowych możemy się przybliżyć, jeśli uświadomimy sobie, że termin „pliki tekstowe” bywa używany w co najmniej trzech rozróżnieniach:


    
      	Pliki tekstowe vs pliki binarne — interesujące nas rozgraniczenie, którego jeszcze nie potrafimy objaśnić. Hiperonimem (wyrazem o szerszym znaczeniu) byłby w tym podziale termin „plik komputerowy” (ang. computer file)[1].


      	Pliki tekstowe vs pliki graficzne, dźwiękowe, wideo i in. — podział z uwzględnieniem kryterium zawartości (treści) pliku — czy zawiera on tekst, grafikę, dźwięk itd. To rozróżnienie i to znaczenie terminu „plik tekstowy” (plik zawierający tekst) nie będą nam potrzebne.


      	Pliki tekstowe vs pliki z tzw. tekstem bogatym (ang. rich text), tzn. zawierające oprócz ciągu znaków również informacje na temat sposobu formatowania tekstu. Rozróżnienie nie jest ostre, ponieważ w Unikodzie znajdziemy znaki, które zwykle uzyskuje się przez zmianę formatu, np. znaki w górnym i dolnym indeksie. Wystarczy jednak, jeśli przyjmiemy, że tekst bogaty zawiera dodatkowe metadane określające sposób formatowania (pogrubienie, kolor, rodzaj czcionki itp.). Na poziomie formatów plików będzie to podział na pliki .txt vs .rtf, .doc, .docx, .md, .odf i in. Ten podział i to rozumienie plików tekstowych (pliki z tekstem czystym — ang. plain text) również nie będą nam tu potrzebne.

    


    Warto w tym miejscu dodać, że oczywiście pliki tekstowe w drugim znaczeniu (zawierające tekst) są zwykle plikami tekstowymi w pierwszym, a pliki nietekstowe (graficzne, audio…) zazwyczaj są binarne. Również pliki z tekstem bogatym są nierzadko plikami tekstowymi w rozróżnieniu nr 1.


    Skoro nie zawartość pliku[2] jest kryterium podziału na pliki tekstowe i binarne, powinniśmy go szukać gdzie indziej. Cechą plików tekstowych (teraz już ciągle w rozróżnieniu nr 1) jest to, że pomijając kwestię kodowania i tablicy kodowej, można je otworzyć w najprostszym edytorze tekstu (np. Notatnik w systemach Windows). Co więcej, są czytelne — tzn. ukazują tekst — nawet jeśli podglądamy kolejne bajty pliku w tzw. edytorze szesnastkowym (ang. hex editor). Stąd wniosek, że chociaż oba rodzaje plików zawierają ciągi bajtów, a więc liczby, to w przypadku plików tekstowych są to liczby z określonego przedziału. Przedziały te są wyznaczane przez tablice kodowe, a czasem również technikę kodowania. Dane liczbowe (a takie zwykle przeważają w plikach binarnych) wprawdzie też mają pewne ograniczenia (tzw. typy danych — np. Integer, Float, Double — które mają dolne i górne ograniczenia), ale są one innego rodzaju (np. dolnym ograniczeniem jest zero lub pewna liczba ujemna). Zakresy kodów znakowych i zakresy typów liczbowych są różne, co przekłada się na to, że pliki tekstowe najczęściej prezentują jakiś tekst w edytorach szesnastkowych, co oznacza, że ich zakresy kodów wpisują się w ograniczenia określonych tablic kodowych. Tych ograniczeń nie możemy zastosować do zakresów typów danych w plikach binarnych, co jest już wyraźną różnicą.


    To z kolei prowadzi nas do różnicy w odczycie i zapisie: w językach programowania zazwyczaj trzeba wskazać, czy odczyt/zapis dotyczy pliku binarnego czy tekstowego, a w tym ostatnim przypadku nierzadko trzeba podać algorytm (de)kodowania i tablicę kodową. Podczas odczytu dane tekstowe są dekodowane i na wyjściu otrzymujemy ciąg znaków. Z kolei odczyt plików binarnych zwykle polega na przesyłaniu bajtów do bufora, a z niego — po wypełnieniu bufora — do dalszego przetwarzania.


    Do odczytu (i również odwrotnie, do zapisu) plików binarnych potrzebujemy szczegółowej specyfikacji (zob. następny rozdział) określającej znaczenie poszczególnych bajtów. Bez takiej instrukcji nie da się zinterpretować danych z pliku binarnego. W przypadku plików tekstowych zdarza się, że sam plik zawiera informacje pozwalające odszyfrować dane. Mogą to być tzw. znaczniki (ang. markups).


    Z powyższą cechą wiąże się inna. Załóżmy, że chcemy zapisać w pliku ciąg liczb. Zapis do pliku tekstowego będzie dość prosty: możemy się umówić, że liczby zapisujemy cyfra po cyfrze, jak znaki pisarskie, a każdą liczbę oddzielamy umownym znakiem innym niż cyfra. Zamieniamy tym samym jedne liczby na inne (kody cyfr), a plik wynikowy może mieć więcej bajtów, niż gdybyśmy nie kodowali cyfr, tylko zapisywali każdą liczbę w jednym bajcie. Plusem jest jednak to, że możemy zapisać liczby o dowolnej wielkości (w tym liczby ujemne i ułamki dziesiętne o dowolnie długim rozszerzeniu). Nie ograniczają nas zakresy typów liczb. Nie ma też ryzyka zatarcia granicy między liczbami, skoro oddziela je kod oznaczający znak nienumeryczny. Jeżeli jednak liczba danych jest ogromna, wówczas rozpisywanie je na pojedyncze cyfry może zająć nie tylko dużo czasu, ale także gigantyczną ilość miejsca w pamięci. Między innymi z tych powodów plików tekstowych nie stosuje się do przechowywania dźwięku, grafiki i wideo, choć jest to możliwe (zob. rozdział 8.).


    Wróćmy jednak do przykładu z ciągiem liczb. Spróbujmy go zapisać do pliku binarnego. Możemy się umówić, że każda liczba zajmuje określoną, stałą liczbę bajtów. Będzie to dobre rozwiązanie, pod warunkiem że różnica między najmniejszą a największą możliwą liczbą nie jest duża, 
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