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  Opinie o książce „Projektowanie aplikacji LLM”


  Projektowanie aplikacji LLM to mistrzowski kurs tworzenia zaawansowanych systemów sztucznej inteligencji. Książka ta pokazuje, jak łączyć zaawansowane metody, takie jak wykorzystanie narzędzi, wnioskowanie, generowanie wspomagane wyszukiwaniem (RAG) i dostrajanie, aby zapewnić czytelnikowi umiejętności niezbędne do tworzenia kolejnej generacji aplikacji AI.


  — Jay Alammar, współautor książki Hands-On Large Language Models


  Projektowanie aplikacji LLM to kompleksowy przewodnik po modelach językowych, jasno tłumaczący wszystkie zagadnienia — od podstawowych koncepcji, takich jak formułowanie promptów i dostrajanie, po najnowsze trendy, m.in. obliczenia w czasie inferencji i rozumowanie. Co jednak ważniejsze, czytelnicy nauczą się intuicyjnie rozumieć, jak te modele działają w rzeczywistości. Praktyczne ćwiczenia pomagają utrwalić tę intuicję w kreatywny i interesujący sposób, co sprawia, że książka ta nie tylko jest bezcennym źródłem wiedzy, ale również pokazuje inżynierom oprogramowania, praktykom uczenia maszynowego i menedżerom produktu, jak zbudować własny zestaw narzędzi do tworzenia praktycznych aplikacji z wykorzystaniem dużych modeli językowych.


  — Megan Risdal, główna menedżer ds. produktu w Kaggle (Google)


  Projektowanie aplikacji LLM to kompleksowy i aktualny przewodnik po koncepcjach i technikach stojących za badaniami, projektowaniem i tworzeniem aplikacji opartych na dużych modelach językowych. Czerpiąc ze swojego bogatego doświadczenia inżynierskiego i badawczego, autor przedstawia jasne wyjaśnienia i praktyczne spostrzeżenia dotyczące zagadnień badawczych i biznesowych, wzbogacone cennymi odwołaniami do wcześniejszych prac i narzędzi. Starannie opracowane ćwiczenia pomagają czytelnikom zbudować intuicję i umiejętności praktyczne.


  To rzadka, dobrze napisana książka, obejmująca wszystkie istotne idee i praktyczne umiejętności, które mają znaczenie w tej dziedzinie.


  — Madhav Singhal, prezes firmy AutoComputer


  Suhas czerpie ze swojego bogatego doświadczenia, aby zaoferować czytelnikowi kompleksowy przegląd podstaw oraz najnowszych, sprawdzonych w boju technik. Aktualność tej praktycznej książki będzie niezwykle przydatna dla całego nowego pokolenia twórców modeli językowych.


  — Susan Shu Chang, główna specjalistka ds. analizy danych, Elastic


  Niezwykle kompleksowa pozycja!


  — Nour Fahmy, Flagship RTL


  Dla prawdziwej legendy, Kusumy Pai, za pokazanie mi, jak marzyć


  Przedmowa


  W ostatnich latach sztuczna inteligencja rozwija się w zawrotnym tempie, co w znacznej mierze jest zasługą dużych modeli językowych (ang. large language model, LLM). Jeszcze niedawno LLM-y były raczkującą technologią, która z trudem generowała sensowny akapit; dziś są w stanie rozwiązywać złożone problemy matematyczne, pisać przekonujące opracowania i prowadzić długie, wciągające rozmowy z ludźmi.


  Sztuczna inteligencji coraz bardziej wplata się w tkankę społeczeństwa, dotykając wielu aspektów naszego życia. Nauka efektywnego wykorzystania modeli AI, takich jak LLM-y, może być jedną z najbardziej przydatnych umiejętności tej dekady. LLM-y rewolucjonizują świat oprogramowania i umożliwiają tworzenie aplikacji wcześniej uważanych za niemożliwe.


  Mimo wszystkich obietnic, jakie niosą ze sobą LLM-y, technologia ta nadal nie jest dojrzała i ma wiele ograniczeń, takich jak niedoskonałości w rozumowaniu, brak przywiązania do faktów, „halucynacje”, trudności w ukierunkowaniu na nasze cele, problemy z uprzedzeniami i uczciwością i tak dalej. Pomimo tych ograniczeń wciąż możemy wykorzystać LLM-y do dobrych celów i tworzyć różnorodne pomocne aplikacje, pod warunkiem że skutecznie poradzimy sobie z ich niedoskonałościami.


  Pojawiło się wiele platform programistycznych umożliwiających szybkie tworzenie prototypów aplikacji opartych na LLM-ach. Jednak przejście od prototypów do aplikacji produkcyjnych to droga znacznie mniej uczęszczana i wciąż bardzo wymagająca. I tu na scenę wkracza ta książka — kompleksowy przewodnik po LLM-ach, który zapewni Ci wiedzę i narzędzia do budowania złożonych aplikacji wykorzystujących te modele.


  Moim celem jest zapewnić Ci intuicyjne zrozumienie działania LLM-ów, narzędzi, które pozwalają je wykorzystać, oraz różnych paradygmatów aplikacji, które można na nich zbudować. Wyjątkowe w tej książce są ćwiczenia: ponad 80 zadań pomoże Ci ugruntować intuicję i pogłębić zrozumienie tego, co dzieje się „pod maską”. Przygotowując treść książki, przeczytałem ponad 800 prac naukowych, z których wiele cytuję w odpowiednich miejscach, dając Ci punkt wyjścia do dalszej eksploracji. Jestem przekonany, że po przeczytaniu całej książki, wykonaniu wszystkich ćwiczeń i zgłębieniu polecanych źródeł staniesz się ekspertem w dziedzinie LLM-ów.


  Dla kogo jest ta książka?


  Książka ta jest przeznaczona dla szerokiego grona odbiorców, w tym dla inżynierów oprogramowania, którzy zaczynają tworzyć aplikacje wykorzystujące sztuczną inteligencję, praktyków i naukowców zajmujących się uczeniem maszynowym oraz menedżerów produktu. Znaczna część treści jest owocem moich własnych eksperymentów z modelami językowymi, więc nawet jeśli jesteś doświadczonym naukowcem, jestem przekonany, że znajdziesz w niej wartościowe informacje. A jeśli Twoja wiedza na temat sztucznej inteligencji jest bardzo ograniczona, niniejsza książka powinna pomóc Ci zrozumieć podstawy tej technologii.


  Jedynymi wymaganiami wstępnymi do korzystania z tej książki są umiejętność programowania w Pythonie oraz podstawowa wiedza z zakresu uczenia maszynowego i głębokiego. W razie potrzeby podaję odsyłacze do zewnętrznych źródeł, które możesz wykorzystać do uzupełnienia lub rozwinięcia swojej wiedzy w tych obszarach.


  Struktura książki


  Książka podzielona jest na 3 części łącznie zawierające 13 rozdziałów. Pierwsza część dotyczy zrozumienia składników modelu językowego. Jestem głęboko przekonany, że nawet jeśli nigdy samodzielnie nie będziesz trenować modelu językowego od podstaw, znajomość jego budowy jest bardzo ważna. W drugiej części omawiam różne sposoby wykorzystania modeli językowych, czy to poprzez bezpośrednie kierowanie zapytań do modelu, czy też poprzez jego dostrajanie na różne sposoby. Poruszam również ograniczenia, takie jak halucynacje i problemy z rozumowaniem, oraz metody łagodzenia tych niedoskonałości. Trzecia część książki natomiast traktuje o paradygmatach zastosowań, takich jak generowanie wspomagane wyszukiwaniem (RAG) oraz agenty, umiejscawiając modele językowe w szerszym kontekście całego systemu informatycznego.


  O czym nie jest ta książka?


  Aby utrzymać rozsądną objętość książki, uznałem, że niektóre tematy wykraczają poza jej ramy. Dołożyłem starań, aby nie zajmować się zagadnieniami, co do których nie jestem pewien, że przetrwają próbę czasu. Dziedzina rozwija się bardzo szybko, więc napisanie książki, która zachowa aktualność przez dłuższy czas, jest niezwykle trudne.


  Książka skupia się wyłącznie na modelach językowych dla języka angielskiego, pomijając w większości kwestię modeli wielojęzycznych. Nie zgadzam się też z podejściem traktującym wszystkie języki inne niż angielski jako jedną kategorię „wielojęzyczną”. Każdy język ma swoje niuanse i zasługuje na własne opracowanie.


  Książka nie obejmuje również modeli multimodalnych. Nowe modele coraz częściej są multimodalne, czyli obsługują wiele modalności, takich jak tekst, obraz, wideo czy mowa. Jednak tekst pozostaje najważniejszą modalnością i stanowi podstawę tych modeli. Dlatego lektura tej książki pomoże Ci przygotować się na multimodalną przyszłość.


  Książka nie koncentruje się na teorii ani nie zagłębia się zbytnio w matematykę. Jest wiele innych pozycji, które to robią, i tam, gdzie to potrzebne, umieściłem do nich odnośniki. Moja książka zawiera minimum równań matematycznych, skupiając się raczej na budowaniu intuicyjnego zrozumienia.


  Książka zawiera jedynie podstawowe wprowadzenie do modeli rozumowania, najnowszego paradygmatu w dziedzinie modeli językowych. W momencie pisania książki modele rozumowania są jeszcze w powijakach i nie jest jasne, które techniki okażą się najskuteczniejsze.


  Jak czytać tę książkę?


  Najlepszym sposobem na przyswojenie treści tej książki jest czytanie jej strona po stronie z wykonywaniem ćwiczeń i zapoznawaniem się z materiałami źródłowymi. Niemniej jednak, w zależności od swoich zainteresowań, możesz wybrać jedną z kilku alternatywnych ścieżek:


  
    	Jeśli interesuje Cię zrozumienie krajobrazu modeli językowych, a niekoniecznie tworzenie aplikacji z ich wykorzystaniem, skup się na rozdziałach 1., 2., 3., 4., 5., 10. i 11.


    	Jeśli jesteś menedżerem produktu i chcesz poznać potencjalne zastosowania modeli językowych, dobrym wyborem będą rozdziały 1., 2., 3., 5., 8., 10., 11., 12. i 13.


    	Jeśli jesteś naukowcem zajmującym się uczeniem maszynowym, rozdziały 7., 8., 9., 10., 11. i 12. z pewnością dadzą Ci sporo do myślenia i podsuną nowe wyzwania badawcze.


    	Jeśli chcesz samodzielnie wytrenować model językowy od podstaw, niezbędne wskazówki znajdziesz w rozdziałach 2., 3., 4., 5. i 7.

  


  Konwencje typograficzne przyjęte w tej książce


  W książce zastosowano następujące konwencje typograficzne:


  Pogrubienie


  Wskazuje nowe terminy.


  Kursywa


  Wskazuje adresy e-mail, nazwy plików i rozszerzenia nazw plików.


  Stała szerokość


  Używana w listingach programów, a także w tekście do oznaczania takich elementów programu, jak nazwy zmiennych lub funkcji, bazy danych, typy danych, zmienne środowiskowe, instrukcje i słowa kluczowe.


  Stała szerokość, pogrubienie


  Wskazuje polecenia lub inny tekst, który powinien zostać wpisany dosłownie przez użytkownika.


  Stała szerokość, kursywa


  Wskazuje tekst, który powinien zostać zastąpiony wartościami podanymi przez użytkownika lub zależnymi od kontekstu.
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          Ten element oznacza wskazówkę lub sugestię.
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          Ten element oznacza ogólną uwagę.
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          Ten element wskazuje ostrzeżenie lub przestrogę.

        
      

    
  


  Wykorzystywanie przykładowego kodu


  Materiały pomocnicze (przykładowy kod, ćwiczenia itd.) można pobrać pod adresem https://github.com/piesauce/llm-playbooks.


  Książka ta ma pomóc Ci w wykonywaniu codziennych zadań. Ogólnie rzecz biorąc, jeśli towarzyszy jej przykładowy kod, możesz używać go w swoich programach i dokumentacji. Nie musisz kontaktować się z nami w celu uzyskania zgody, chyba że powielasz znaczną część kodu. Na przykład napisanie programu, który używa kilku fragmentów kodu z tej książki, nie wymaga zgody. Sprzedaż lub dystrybucja przykładów z książek O’Reilly wymaga zgody. Odpowiadanie na pytania poprzez cytowanie tej książki i przytaczanie przykładowego kodu nie wymaga zgody. Włączenie znacznej ilości przykładowego kodu z tej książki do dokumentacji produktu wymaga zgody.


  Doceniamy uznanie autorstwa, choć zasadniczo go nie wymagamy. Uznanie autorstwa zazwyczaj obejmuje autora, tytuł, wydawcę i numer ISBN. Na przykład: „Suhas Pai, Projektowanie aplikacji LLM, Helion, ISBN: 978-83-289-3111-4”.


  Podziękowania


  Mówi się, że potrzeba całej wioski, aby wychować dziecko; teraz zdaję sobie sprawę, że potrzeba całej metropolii, aby napisać książkę.


  Przede wszystkim chciałbym podziękować zespołowi O’Reilly za profesjonalizm i finezję, z jaką współpracował ze mną podczas tworzenia i wydawania książki. Nic dziwnego, że jest to najlepszy na świecie wydawca książek technicznych. Szczególne podziękowania kieruję do Nicole Butterfield za zaangażowanie mnie jako autora oraz do Michele Cronin, najlepszej redaktorki na świecie, której liczne uwagi zapewniły spójną strukturę książki. Będzie mi brakowało naszych regularnych spotkań! Dziękuję Ashley Stussy, Kristen Brown i reszcie zespołu produkcyjnego za ich sumienną pracę przy przygotowywaniu książki do druku.


  Jestem głęboko wdzięczny mojej przyjaciółce Amber Teng, która pomogła mi w przygotowaniu ilustracji i założeniu repozytorium książki na GitHubie. Jestem też ogromnie zobowiązany moim recenzentom merytorycznym: Serenie McDonnell, Yensonowi Lau, Susan Shu Chang, Gordonowi Gibsonowi i Nourowi Fahmy’emu za dziesiątki godzin, które każde z nich poświęciło na napisanie niezwykle szczegółowych i przemyślanych recenzji merytorycznych. Dzięki nim książka jest o wiele lepsza.


  Jestem wdzięczny środowisku AI z Toronto, zwłaszcza społecznościom Aggregate Intellect, TMLS (Toronto Machine Learning Summit) i SharpestMinds za stworzenie przestrzeni do wzajemnych kontaktów i śledzenia nowości w branży. Szczególne podziękowania należą się moim przyjaciołom: Madhavie Singhalowi, Jayowi Alammarze i Megan Risdal (która pomogła mi ukuć wyrażenie „etymologia tokenów”) za nasze regularne, intelektualnie stymulujące rozmowy o modelach językowych i bycie pierwszymi czytelnikami książki. Chcę też podziękować swojemu współpracownikowi w projektach otwartoźródłowych, Huu Nguyenowi, z którym pracowałem nad różnymi projektami LLM, za dziesiątki nocnych dyskusji o najbardziej śmiałych pomysłach w badaniach nad modelami językowymi.


  Napisanie książki przy jednoczesnym byciu współzałożycielem startupu AI było możliwe tylko dzięki niezachwianemu wsparciu mojej partnerki w biznesie i zbrodni, Kris Bennatti (która również przekonała mnie do usunięcia słowa „otwór” z książki). Zawsze będę wdzięczny całemu zespołowi Hudson Labs za niezłomne i konsekwentne wsparcie, ze szczególnym podziękowaniem dla Xiao Quana, którego kompetencja dała mi czas na skupienie się na książce. Dodatkowo chciałbym podziękować swoim przyjaciołom: Kaavehowi Shoamaneshowi, Abdullahowi Al-hayali, Zachowi Nguyenowi, Samarthowi Bhasinowi, Sadeghowi Raeisiemu i Ianowi Yu za moralne wsparcie i regularne sprawdzanie, czy odpowiednio się wysypiam.


  Na koniec chciałbym zadedykować tę książkę mojej mamie, Kusumie Pai, którą po prostu nazywam „Legendą”, za poświęcenie, dzięki któremu dorosłem i znalazłem się w sytuacji, w której mogłem napisać książkę. Ewentualny sukces tej książki będzie głównie dziełem mojej matki, ponieważ to ona ukształtowała mnie w osobę, którą jestem dzisiaj.


  Część I. Składniki modeli językowych


  Rozpoczynamy książkę od wprowadzenia do dużych modeli językowych (ang. large language model, LLM) i kluczowych elementów, z których się je buduje. Dowiesz się, w jaki sposób gromadzi się i przygotowuje dane treningowe, przeanalizujesz słownik modelu oraz zgłębisz architekturę leżącą u podstaw LLM-ów.


  Rozdział 1. Wprowadzenie


  Sztuczna inteligencja (ang. artificial intelligence, AI) nie jest już domeną powieści science fiction i dystopijnych hollywoodzkich filmów. Staje się integralną częścią życia ludzi. Większość z nas codziennie wchodzi w interakcje z AI, często nawet nie zdając sobie z tego sprawy.


  Obecny postęp w dziedzinie sztucznej inteligencji jest w dużej mierze pochodną postępów w modelowaniu języka. Duże modele językowe stanowią jedno z najważniejszych osiągnięć technologicznych ostatnich czasów i wyznaczają nową erę w świecie technologii. Podobne punkty zwrotne w przeszłości to pojawienie się komputerów, które zapoczątkowało rewolucję cyfrową, narodziny internetu i WWW, które położyły podwaliny pod połączony siecią świat, oraz powstanie smartfonów, które zmieniło sposób komunikacji między ludźmi. Trwająca rewolucja AI ma szansę wywrzeć podobny transformacyjny wpływ.


  LLM-y należą do klasy modeli określanych jako sztuczna inteligencja generatywna. Wyróżnia je zdolność generowania odpowiedzi na zapytania użytkowników zwane promptami lub podpowiedziami. Generatywna AI obejmuje modele tworzące obrazy, filmy, mowę, muzykę, a także tekst. Choć coraz większy nacisk kładzie się na połączenie wszystkich tych modalności w jednym modelu, w tej książce skupimy się na języku i modelach LLM.


  W tym rozdziale przedstawię modele językowe i wyjaśnię, co sprawia, że model językowy jest duży. Opiszę krótką historię LLM-ów, umiejscawiając je w kontekście przetwarzania języka naturalnego (ang. natural language processing, NLP) i jego ewolucji. Podkreślę wpływ, jaki LLM-y już wywierają na świat, i przedstawię kluczowe przypadki użycia, omawiając jednocześnie ich mocne strony i ograniczenia. Wprowadzę również pojęcie podpowiadania (formułowania promptów) i pokażę, jak efektywnie wchodzić w interakcję z LLM-em, czy to przez interfejs użytkownika, czy przez API. Rozdział zakończy się samouczkiem, który pokazuje, jak zbudować prototyp czatbota Chat with my PDF. Omówię ograniczenia prototypu i czynniki ograniczające jego przydatność w środowiskach produkcyjnych, tym samym przygotowując grunt pod resztę książki.


  Definicja LLM-ów


  Model jest przybliżeniem rzeczywistego zjawiska lub koncepcji. Dobry model powinien umożliwiać przewidywanie koncepcji, którą aproksymuje. Model językowy jest przybliżeniem ludzkiego języka i powstaje w wyniku treningu na dużym zbiorze tekstów, co nasyca go różnymi właściwościami języka, w tym aspektami gramatycznymi (składniowymi) i znaczeniowymi (semantycznymi).


  Jednym ze sposobów trenowania modelu językowego jest nauczenie go przewidywania następnego tokena (który można uznać za odpowiednik słowa lub jego części, ale na razie pominiemy to rozróżnienie) w znanej sekwencji tekstu. Model jest trenowany na dużej liczbie takich sekwencji, a jego parametry są iteracyjnie aktualizowane, aby coraz lepiej radził sobie z przewidywaniami.


  Wyobraźmy sobie na przykład, że w zbiorze treningowym pojawia się następująca sekwencja tekstu:


  
    After a physical altercation with the patrons of a restaurant, Alex was feeling

  


  
    extremely pleased with himself. He walked out with a swagger and confidence

  


  
    that betrayed his insecurities. Smiling from ear to ear, he noticed rain drops

  


  
    grazing his face and proceeded to walk toward the hostel.

  


  Model językowy przewiduje następne słowo, które pojawia się po frazie and proceeded to walk toward the… (i zaczął iść w kierunku…).


  Istnieje wiele poprawnych kontynuacji tej sekwencji tekstu. Mogłyby to być słowa building (budynek) lub shelter (schronienie), ale równie dobrze embankment (nasyp) lub catacombs (katakumby). Z pewnością jednak nie będą to słowa the ani is, ponieważ naruszałoby to zasady angielskiej składni. Podczas szkolenia na odpowiednio dużym zbiorze tekstów model uczy się, że ani the, ani is nie są poprawnymi kontynuacjami. Widać więc, jak proste zadanie przewidywania kolejnego słowa w sekwencji tekstu może prowadzić do tego, że model uczy się gramatyki języka, a nawet bardziej złożonych umiejętności.
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          W praktyce modele językowe nie generują dokładnie jednego słowa lub podciągu jako następnego elementu w sekwencji tekstu, lecz tworzą rozkład prawdopodobieństwa dla całego słownika. (Sposób definiowania i konstruowania tego słownika omawiam w rozdziale 3.). Dobrze wytrenowany model będzie przypisywał wysokie prawdopodobieństwa prawidłowym kontynuacjom i bardzo niskie nieprawidłowym.

        
      

    
  


  Proces trenowania modelu został przedstawiony skrótowo na rysunku 1.1. Wynikiem predykcji poczynionej przez model jest rozkład prawdopodobieństwa dla całego słownika języka. Jest on porównywany z pierwotną sekwencją, a parametry modelu są aktualizowane zgodnie z pewnym algorytmem, aby w przyszłości dawał lepsze przewidywania. Proces ten jest powtarzany na bardzo dużym zbiorze danych. Szczegółowy opis procesu trenowania modelu znajdzie się w kolejnych trzech rozdziałach.


  Czy istnieje granica tego, czego model może się nauczyć wyłącznie na podstawie przewidywania kolejnych tokenów? To niezwykle ważne pytanie, a od odpowiedzi na nie zależy ostateczny potencjał LLM-ów. W środowisku naukowym nie ma zgodności co do tej kwestii. Niektórzy badacze (https://oreil.ly/sUAcl) twierdzą, że przewidywanie kolejnych tokenów wystarczy, aby modele osiągnęły inteligencję na poziomie ludzkim. Inni z kolei wskazują (https://oreil.ly/7QG-l) na ograniczenia tego paradygmatu. Do tego pytania będziemy wracać wielokrotnie w trakcie lektury tej książki, a szczególnie w rozdziale 8., gdzie omówię umiejętności takie jak rozumowanie.


  [image: Rysunek 1.1. Trenowanie modelu z wykorzystaniem przewidywania następnego tokena]


  Rysunek 1.1. Trenowanie modelu z wykorzystaniem przewidywania następnego tokena


  Współczesne modele językowe opierają się na sieciach neuronowych. Do trenowania LLM-ów wykorzystuje się kilka rodzajów architektur sieci neuronowych, z których najlepiej znane są transformery. Więcej o sieciach neuronowych, transformerach i innych architekturach dowiesz się z rozdziału 4.


  Modele językowe można trenować do modelowania nie tylko języków ludzkich, ale także języków programowania, takich jak Python czy Java. Architekturę transformera i cel przewidywania następnego tokena można zastosować do sekwencji, które w tradycyjnym rozumieniu nie są językami, takich jak reprezentacje ruchów szachowych, sekwencje DNA czy rozkłady lotów.


  Na przykład Adam Karvonen opracował Chess-GPT (https://oreil.ly/oluZN), model trenowany wyłącznie na partiach szachowych zapisanych w notacji PGN (Portable Game Notation). Łańcuchy PGN dla szachów wyglądają tak: „1. e4 d5 2. exd5 Qxd5...” itd. Nawet bez jawnego określenia zasad gry, jedynie poprzez trenowanie modelu do przewidywania następnego znaku w sekwencji PGN, model był w stanie nauczyć się reguł gry, w tym ruchów takich jak roszada, szach i mat, a nawet wygrywać partie z ekspertami. Pokazuje to użyteczność celu przewidywania następnego tokena i architektury transformera, która stanowi podstawę modelu. Z rozdziału 4. dowiesz się, jak wytrenować od podstaw własny model Chess-GPT.


  Innym podobnym przykładem jest Geneformer (https://oreil.ly/31DXq), model trenowany na milionach transkryptomów pojedynczych komórek (reprezentacjach cząsteczek RNA w pojedynczej komórce), który może być wykorzystywany do przewidywań w biologii sieciowej, w tym postępów chorób, wrażliwości na dawkę genu i potencjalnych kandydatów na leki.


  Dlatego przy wymyślaniu nowych zastosowań dla modeli językowych zachęcam do myślenia wykraczającego poza sferę języka ludzkiego. Jeśli masz jakąś koncepcję lub zjawisko, które można zakodować w dyskretnej sekwencji przy użyciu skończonego słownika (słownik zdefiniuję formalnie w rozdziale 3.), to potencjalnie możesz wytrenować na nim użyteczny model.


  Około 2019 r. badacze zdali sobie sprawę, że zwiększanie rozmiaru modelu językowego (zwykle mierzonego liczbą parametrów) przewidywalnie poprawia wydajność, bez widocznego punktu nasycenia. Doprowadziło to do pracy Kaplana i współpracowników nad prawami skalowania LLM-ów (zobacz ramkę poniżej), która wyprowadza matematyczny wzór opisujący zależność między ilością obliczeń (dalej nazywaną „mocą obliczeniową”) potrzebną do trenowania modelu, rozmiarem zbioru danych treningowych a rozmiarem modelu. Od tamtego czasu organizacje trenują coraz większe modele.
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          Czy jest coś szczególnego w strukturze języka, co sprawia, że nadaje się on do modelowania z użyciem celu przewidywania następnego tokena? Czy może słowo „język” w modelach językowych to tylko historyczny przypadek, a za pomocą tego paradygmatu można modelować każdy strumień tokenów? Choć wciąż jest to przedmiotem debaty (https://oreil.ly/nJiQW) w środowisku badawczym, bezpośrednie modelowanie mowy, wideo itp. przy użyciu tego paradygmatu nie było tak skuteczne, co może wskazywać, że dyskretna natura tekstu i struktura zapewniana przez język — czy to ludzki, jak angielski, czy programowania, jak Python, czy specyficzny dla dziedziny, jak sekwencje DNA — są kluczowe dla sukcesu modelowania.

        
      

    
  


  
    
      
        	
          Prawa skalowania dla modeli językowych


          Na początku 2020 r. Kaplan i jego współpracownicy (https://oreil.ly/29GZV) z OpenAI opublikowali badanie ustanawiające prawa skalowania modeli językowych, które zapoczątkowało erę LLM-ów. Odkryli oni zależność potęgową między trafnością modelu językowego (mierzoną stratą modelu, co opiszę w rozdziale 4.) a rozmiarem zbioru danych użytego do treningu, ilością obliczeń wykorzystanych do treningu oraz rozmiarem samego modelu, mierzonym liczbą parametrów. Mówiąc prościej, im większe rozmiar modelu, moc obliczeniowa i ilość danych treningowych, tym lepszy model.


          Mówiąc ściślej, badacze odkryli, że przy stałym budżecie obliczeniowym zwiększanie rozmiaru zbioru treningowego i modelu jednocześnie poprawia wydajność powstałego LLM-a, ale rozmiar zbioru danych musi rosnąć tylko 1,8 raza na każde 5,5-krotne zwiększenie rozmiaru modelu, aby utrzymać optymalny poziom trafności. Wynika to z faktu, że większe modele efektywniej wykorzystują próbki, co oznacza, iż potrzebują stosunkowo mniej przykładów treningowych do nauki. Dlatego w tamtym okresie skupiano się głównie na maksymalnym zwiększaniu rozmiarów modelu.


          Jednak w 2022 r. Hoffmann i jego współpracownicy (https://oreil.ly/igLNZ) z DeepMind zwrócili uwagę, że zespół Kaplana nie docenił wpływu rozmiaru danych, co powodowało znaczne niedotrenowanie ówczesnych modeli językowych. Wykazano, że w celu zoptymalizowania trafności LLM-a przy stałym budżecie obliczeniowym (tzw. optymalnym obliczeniowo) rozmiar danych treningowych musi rosnąć w tej samej proporcji co rozmiar modelu. Doprowadziło to do trenowania nowszej generacji modeli na większej ilości danych.


          Warto zauważyć, że oba te prawa skalowania dotyczą LLM-ów optymalnych obliczeniowo, gdzie zaczynamy od ustalonego budżetu obliczeniowego i pytamy: „Jaki najlepszy LLM mogę wytrenować z tym budżetem?”. Czasami jednak ograniczają nas inne kryteria, takie jak rozmiar modelu. Mniejsze modele działają szybciej i są bardziej energooszczędne. W takim przypadku można znacznie zwiększyć rozmiar danych treningowych i nadal obserwować (choć stosunkowo mniejsze) zyski wydajności przy tym samym rozmiarze modelu. Tendencję tę widać w nowszych LLM-ach, szczególnie w przestrzeni open source.

        
      

    
  


  Nie ma ustalonej konwencji, która określałaby, kiedy model językowy uznaje się za „duży”. Gdy największe modele stają się jeszcze większe, niektóre modele, które zaledwie kilka lat temu zostałyby określone jako LLM, są teraz nazywane małymi modelami językowymi (ang. small language model, SLM). W tej książce pozostaniemy hojni i wszystkie modele językowe o liczbie parametrów przekraczającej miliard nadal będziemy nazywać „dużymi”.


  Inną właściwością, która odróżnia „duże” modele językowe od mniejszych, są zdolności emergentne. Po raz pierwszy opisane hipotetycznie przez Weia i współpracowników (https://oreil.ly/RQfii), są to takie zdolności, którymi cechują się większe modele, ale nie mniejsze.


  Zgodnie z tą teorią w przypadku zadań wymagających tych zdolności trafność mniejszych modeli jest bliska losowej. Jednak gdy rozmiar modelu osiąga pewien próg, trafność nagle zaczyna rosnąć wraz z rozmiarem. Przykłady obejmują operacje arytmetyczne na wielu cyfrach, rozumowanie arytmetyczne i logiczne itp. Sugeruje to również, że pewne zdolności, które są całkowicie nieobecne w dzisiejszych modelach, mogą pojawić się w przyszłych, większych modelach.


  Te progi nie są absolutne i wraz z postępami w modelowaniu języka, poprawą jakości danych itp. możemy spodziewać się, że będą się obniżać.


  
    
      
        	[image: ikonka]

        	
          Schaeffer i współpracownicy (https://oreil.ly/OXk6I) twierdzą, że nagły skok trafności w niektórych zadaniach przy określonym progu rozmiaru modelu jest jedynie artefaktem miar używanych do oceny trafności. Dzieje się tak, ponieważ wiele miar nie przyznaje częściowych punktów i nagradza tylko pełne rozwiązanie zadania, więc ulepszenia modelu mogą nie być śledzone. Z drugiej strony można argumentować, że w przypadku zadań takich jak wieloetapowe operacje arytmetyczne częściowo poprawna odpowiedź jest równie bezużyteczna jak całkowicie błędna.

        
      

    
  


  Kwestia tego, które zdolności są emergentne, jest nadal badana w środowisku naukowym. W rozdziale 5. omówię jej wpływ na wybór modelu odpowiedniego do pożądanego przypadku użycia.
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          Niestety termin „właściwości emergentne” ma w literaturze wiele znaczeń. W niektórych publikacjach używa się go do opisania zdolności, których model nie został bezpośrednio nauczony. W tej książce będziemy trzymać się definicji zaproponowanej przez Weia i współpracowników (https://oreil.ly/bkVoj).

        
      

    
  


  Aby zrozumieć, jak powstały współczesne LLM-y, warto prześledzić ich krótką historię. Ponieważ szczegółowe informacje historyczne wykraczają poza zakres tej książki, w następnym podrozdziale będę podawać odnośniki do zewnętrznych źródeł, które pozwolą Ci zgłębić temat.


  Krótka historia LLM-ów


  Aby poznać historię LLM-ów, musimy zacząć od historii przetwarzania języka naturalnego (ang. natural language processing, NLP), dziedziny, z której wywodzą się te modele. Bardziej szczegółową historię NLP można znaleźć w klasycznej książce Daniela Jurafsky’ego Speech and Language Processing (Przetwarzanie mowy i języka), wydanie drugie (https://oreil.ly/zzU9R).


  Początki


  Początki tej dziedziny sięgają lat 50. XX w., kiedy pojawiło się zapotrzebowanie na tłumaczenie maszynowe, czyli automatyczne przekładanie tekstów z jednego języka na inny. We wczesnym okresie dominowały podejścia symboliczne — były to algorytmy oparte na regułach wywodzących się z teorii lingwistycznych (https://oreil.ly/ELKSe), na które duży wpływ miały prace językoznawców takich jak Noam Chomsky.


  W połowie lat 60. Joseph Weizenbaum napisał program ELIZA, czatbota, który wykorzystywał dopasowywanie wzorców za pomocą wyrażeń regularnych (https://oreil.ly/rIAWY) do analizy wypowiedzi użytkownika i wybierał odpowiednie szablony odpowiedzi. ELIZA składała się z kilku skryptów, z których najbardziej znany był DOCTOR, symulujący psychoterapeutę. Ta wersja udzielała odpowiedzi poprzez przeformułowanie wypowiedzi użytkownika w formę pytania, podobnie jak zrobiłby to terapeuta. Przeformułowanie polegało na wypełnianiu predefiniowanych szablonów słowami dopasowanymi do wzorców z danych wejściowych.


  Na przykład:


  
    Użytkownik: "I am not feeling well" (Nie czuję się dobrze)

  


  
    ELIZA: "Do you believe it is normal to be not feeling well?" (Czy uważasz, że to normalne, że nie czujesz się dobrze?)

  


  Możesz spróbować porozmawiać z ELIZĄ online (https://oreil.ly/5g0e_). Nawet w erze ChatGPT ELIZA potrafi prowadzić w miarę przekonującą rozmowę, choć opiera się wyłącznie na zestawie reguł.


  
    
      
        	
          Ćwiczenie


          Przeczytaj klasyczny artykuł (https://oreil.ly/MkKmC) Weizenbauma prezentujący ELIZĘ. Ogólnie rzecz biorąc, polecam wyrobienie nawyku czytania artykułów z minionych lat, ponieważ są one dobrym źródłem inspiracji. Pomysły często się powtarzają, a niewykonalne kiedyś idee stają się możliwe do zrealizowania dzięki postępowi technologicznemu.


          Dodatkowo zapoznaj się z implementacją ELIZY w Pythonie (https://oreil.ly/Y1pSc) autorstwa Wade’a Brainerda, aby zrozumieć, jak duże możliwości mogą oferować starannie skonstruowane systemy oparte na regułach. Nawet w erze LLM-ów nie należy unikać stosowania rozwiązań opartych na regułach w zadaniach językowych, gdy ma to sens!

        
      

    
  


  Systemy oparte na regułach są kruche, trudne do zbudowania i koszmarne w utrzymaniu. Z biegiem lat ograniczenia podejść symbolicznych stawały się coraz bardziej widoczne, a względna skuteczność metod statystycznych sprawiła, że stały się one powszechniejsze. Frederick Jelinek, badacz NLP (https://oreil.ly/AmtvE), powiedział kiedyś: „Trafność systemu rozpoznawania mowy wzrasta za każdym razem, gdy zwalniam językoznawcę”.


  Metody oparte na uczeniu maszynowym zaczęły być szerzej stosowane w latach 90. XX w. i w pierwszej dekadzie XXI w. Tradycyjne uczenie maszynowe opierało się na inżynierii i selekcji cech sterowanej przez człowieka, czyli procesie identyfikacji cech (charakterystyk danych wejściowych) pomocnych w rozwiązywaniu danego zadania. Mogły to być cechy statystyczne, jak średnia długość słowa, lub lingwistyczne, jak części mowy. Aby dowiedzieć się więcej o tradycyjnym statystycznym NLP, warto sięgnąć po książkę Christophera Manninga Foundations of Statistical Natural Language Processing (https://oreil.ly/MIC70).


  Znaczenie lingwistyki dla rozwoju współczesnych aplikacji NLP jest przedmiotem dyskusji. Wiele uniwersyteckich kursów NLP całkowicie zrezygnowało z treści związanych z językoznawstwem. Chociaż nie używam bezpośrednio lingwistyki w swojej pracy, zauważam, że polegam na niej bardziej, niż się spodziewałem, ponieważ pomaga mi intuicyjnie rozumieć zachowanie modeli. Dlatego polecam książki Emily Bender o składni (https://oreil.ly/hWR8S) i semantyce (https://oreil.ly/7liiS) czytelnikom, którzy chcieliby poznać podstawy tych dziedzin.


  Druga dekada XXI w. to początki uczenia głębokiego i jego szerokiego wpływu na NLP. Uczenie głębokie charakteryzuje się wielowarstwowymi modelami sieci neuronowych, które same uczą się predykcyjnych cech na podstawie surowych danych wejściowych, eliminując tym samym potrzebę żmudnej inżynierii cech. Uczenie głębokie stanowi fundament współczesnego NLP i LLM-ów. Aby lepiej zrozumieć zasady uczenia głębokiego i sieci neuronowych, warto przeczytać książkę Goodfellowa i współpracowników (https://oreil.ly/0gv0D). Bardziej praktyczne podejście do uczenia głębokiego znajdziesz w książce Dive into Deep Learning Zhanga i współpracowników (https://oreil.ly/YN_3Y).


  W pierwszych latach uczenia głębokiego powszechne było konstruowanie specyficznej architektury dla każdego zadania. Niektóre z typów architektur sieci neuronowych obejmowały perceptrony wielowarstwowe, konwolucyjne sieci neuronowe, rekurencyjne sieci neuronowe i rekursywne sieci neuronowe. Więcej o tej erze NLP można dowiedzieć się z książki Neural Network Methods for Natural Language Processing (https://oreil.ly/MCOp4) Yoava Goldberga (Springer Cham).


  Era współczesnych LLM-ów


  W 2017 r. wynaleziono architekturę transformera (https://oreil.ly/AAuvL), po czym nastąpił szybki rozwój efektywnych technik uczenia transferowego, zapoczątkowanych między innymi przez Howarda i współpracowników (https://oreil.ly/E15Yn), oraz modeli językowych opartych na transformerach, takich jak BERT (https://oreil.ly/-Yhwz). Postępy te wyeliminowały potrzebę tworzenia złożonych architektur dostosowanych do konkretnych zadań. Zamiast tego można było wykorzystać ten sam model transformerowy do trenowania różnorodnych zadań. Ten nowy paradygmat podzielił proces treningu na dwa etapy: trening wstępny i dostrajanie. Początkowy etap treningu wstępnego inicjalizował model ogólnymi zdolnościami językowymi. Potem wstępnie wytrenowany model mógł być trenowany na bardziej konkretnych zadaniach, takich jak wyodrębnianie informacji czy analiza odczuć w procesie zwanym dostrajaniem. Proces dostrajania omówię szczegółowo w tej książce.


  Choć środowisko akademickie i społeczności open source wniosły istotny wkład w modelowanie języka, to duże firmy technologiczne, takie jak OpenAI, Google, Meta i Anthropic, przejęły inicjatywę w trenowaniu i udostępnianiu coraz większych LLM-ów. Szczególną rolę w rozwoju technologii modelowania języka odegrała firma OpenAI. Trajektorię ewolucji LLM-ów we współczesnej erze można prześledzić poprzez możliwości wprowadzane w kolejnych wersjach rodziny modeli GPT (Generative Pre-trained Transformer) trenowanych przez OpenAI:


  GPT-1 (https://oreil.ly/dFPSE)


  Ta wersja zademonstrowała nienadzorowany trening wstępny na dużych zbiorach danych, po którym następowało nadzorowane dostrajanie do konkretnych zadań.


  GPT-2 (https://oreil.ly/JL-VO)


  Ta wersja była jednym z pierwszych modeli trenowanych na dużym zbiorze danych internetowych. Spopularyzowała też prompty w języku naturalnym jako sposób interakcji z modelem językowym. Pokazała, że wstępnie wytrenowane modele mogą rozwiązywać różnorodne zadania bez przykładów (ang. zero-shot) i konieczności dostrajania do konkretnego zadania. Podejście zero-shot i formułowanie promptów omówię szczegółowo dalej w tym rozdziale.


  GPT-3 (https://oreil.ly/lIwad)


  Ten model, zainspirowany prawami skalowania, jest sto razy większy od GPT-2 i spopularyzował uczenie w kontekście/ na podstawie kilku przykładów (ang. in-context/few-shot learning), gdzie model otrzymuje w prompcie kilka przykładów rozwiązania danego zadania, bez konieczności dostrajania. O uczeniu na podstawie kilku przykładów dowiesz się więcej z dalszej części tego rozdziału.


  GPT-4 (https://oreil.ly/gY1HL)


  Kluczowym aspektem tej wersji jest trening dostosowawczy, który ma sprawić, że model będzie łatwiejszy do kontrolowania oraz zgodny z zasadami i wartościami trenera. O treningu dostosowawczym powiem więcej w rozdziale 8.


  o1 (https://oreil.ly/XJSMN)


  To nowa rodzina modeli OpenAI, skupiająca się na poprawie zdolności rozumowania. Stanowi jeden z pierwszych modeli koncentrujących się na skalowaniu obliczeń w czasie wnioskowania. Więcej na temat obliczeń w czasie wnioskowania dowiesz się z rozdziału 8.


  
    
      
        	
          Ćwiczenie


          Przeczytaj po kolei wszystkie artykuły poświęcone GPT. Nie przejmuj się, jeśli nie zrozumiesz niektórych terminów lub zasad — omawiam je w książce. Po przeczytaniu pierwszych dwóch części wróć do tych artykułów, aby lepiej je zrozumieć.

        
      

    
  


  Być może zauważyłeś pewną tendencję: na przestrzeni lat w dziedzinie tej zachodzi efekt konsolidacji — coraz więcej elementów przetwarzania języka naturalnego jest wykonywanych kompleksowo, czyli przez jeden model. W tej książce będę wskazywać na efekt konsolidacji tam, gdzie jest widoczny, i omawiać jego znaczenie dla przyszłości modeli językowych.


  Historia modeli językowych nie byłaby kompletna bez wzmianki o wpływie projektów otwartoźródłowych. Modele, zbiory danych, architektury i różne narzędzia udostępniane jako otwarte oprogramowanie miały ogromny wpływ na rozwój tej dziedziny. W tej książce kładę szczególny nacisk na projekty open source, przedstawiając dokładny przegląd dostępnych rozwiązań oraz prezentując wiele otwartych modeli i zbiorów danych.


  Teraz przyjrzyjmy się, jak modele językowe wchodzą do użytku i jaki wpływ wywarły już na społeczeństwo.


  Wpływ LLM-ów


  Świat technologii od dawna jest podatny na szum medialny, cykle z ekscytującymi wzlotami i przygnębiającymi upadkami. W ostatnim czasie byliśmy świadkami boomu na kryptowaluty/blockchain i Web3, które jak dotąd nie spełniły pokładanych w nich nadziei. Czy sztuczna inteligencja zmierza w podobnym kierunku? Mamy twarde dowody na to, że nie.


  W mojej firmie, Hudson Labs, przeanalizowaliśmy dyskusje (https://oreil.ly/_mTAs) z kwartalnych konferencji finansowych 4000 największych spółek giełdowych w Stanach Zjednoczonych, aby prześledzić wdrażanie kryptowalut, Web3 i sztucznej inteligencji w przedsiębiorstwach.


  Zaobserwowaliśmy, że 85 firm omawiało rozwiązania Web3 podczas konferencji finansowych, a jeszcze mniej faktycznie nad nimi pracowało. Kryptowaluty wypadły lepiej: wspomniało o nich 313 firm. Tymczasem modele językowe były omawiane i wdrażane przez 2195 firm, co oznacza, że co najmniej 50% największych amerykańskich spółek publicznych wykorzystuje je do generowania wartości, a temat ten jest na tyle strategicznie ważny, iż zasługuje na omówienie podczas kwartalnej konferencji finansowej. Efektywne czy nie, modele językowe już teraz są powszechnie używane w przedsiębiorstwach.


  Rysunek 1.2 przedstawia liczbę firm omawiających technologie Web3 podczas konferencji finansowych. Jak widać, szum wokół Web3 wydaje się słabnąć.


  [image: Rysunek 1.2. Firmy wspominające o technologiach Web3 podczas konferencji finansowych]


  Rysunek 1.2. Firmy wspominające o technologiach Web3 podczas konferencji finansowych


  Natomiast rysunek 1.3 pokazuje, jak zmieniała się liczba firm omawiających kryptowaluty i blockchain podczas konferencji finansowych. Jak widać, nawet w szczytowym momencie zainteresowania tymi technologiami tylko 5% firm poruszało ten temat.
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  Rysunek 1.3. Firmy wspominające o kryptowalutach/blockchainie podczas konferencji finansowych


  Na koniec przyjrzyjmy się sztucznej inteligencji. Jak już wspomniałem, AI osiągnęła poziom wdrożeń w biznesie, jakiego nie udało się osiągnąć żadnemu innemu trendowi technologicznemu w ostatnim czasie. Trend ten stale przyspiesza, co widać na rysunku 1.4, przedstawiającym liczbę firm, którym analitycy zadawali pytania o AI podczas konferencji finansowych w ciągu zaledwie pierwszych dwóch miesięcy roku. Gwałtowny wzrost widoczny w 2024 r. nie wykazuje żadnych oznak spowolnienia.


  Warto zauważyć, że te statystyki dotyczą jedynie wdrożeń generatywnej sztucznej inteligencji i LLM-ów, a nie obejmują danologii i analityki danych, których wykorzystanie w przedsiębiorstwach jest jeszcze bardziej powszechne. Popularyzacja sztucznej inteligencji nie ogranicza się też do firm technologicznych — firmy z różnych branż, od nieruchomości po ubezpieczenia, również dołączają do tego trendu.
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  Rysunek 1.4. Firmy, którym zadawano pytania o sztuczną inteligencję podczas konferencji finansowych w pierwszych dwóch miesiącach roku


  Zastosowanie modeli językowych w przedsiębiorstwach


  Ta sama analiza ujawniła kluczowe sposoby wykorzystania modeli LLM w przedsiębiorstwach:


  Produktywność pracowników


  Poprawa produktywności pracowników dzięki wykorzystaniu LLM-ów jest w dużej mierze zasługą asystentów programowania, takich jak GitHub Copilot. LLM-y są również szeroko stosowane do pomocy w tworzeniu tekstów marketingowych i promocyjnych oraz automatyzacji kampanii marketingowych. Pierwsze znaczące sukcesy komercyjne odnosiły startupy marketingowe korzystające z LLM-ów, takie jak Jasper AI i Copy.ai. Innym kluczowym usprawnieniem produktywności opartym na LLM-ach są asystenty odpowiadające na pytania i korzystające z obszernej bazy wiedzy firmy, która pochodzi z różnorodnych źródeł danych.Generowanie raportów


  Obejmuje to streszczanie dokumentów, wypełnianie rutynowych formularzy, a nawet tworzenie projektów umów. Przykłady zastosowań obejmują streszczanie raportów finansowych, artykułów naukowych lub nawet notatek ze spotkań na podstawie transkrypcji audio.


  Czatboty


  Czatboty oparte na modelach LLM są coraz częściej wdrażane jako agenty obsługi klienta. Są również wykorzystywane jako interfejs do dokumentacji firmy lub strony produktowej.


  Ekstrakcja informacji i tagowanie sekwencji


  Na przestrzeni lat wiele przedsiębiorstw opracowało złożone procesy przetwarzania języka naturalnego. Wiele z tych procesów jest obecnie całkowicie lub częściowo zastępowanych przez LLM-y. Procesy te są wykorzystywane do wykonywania typowych zadań NLP, takich jak analiza odczuć, ekstrakcja informacji (np. wyodrębnianie encji i relacji) oraz tagowanie sekwencji, na przykład rozpoznawanie nazwanych encji (ang. named entity recognition, NER). Szczegółową listę zadań NLP i ich opisów znajdziesz na blogu Fabia Chiusano (https://oreil.ly/_11rN).


  Tłumaczenie


  Zadania tłumaczeniowe obejmują przekład tekstu z jednego języka na inny, a także zadania, w których tekst jest przekształcany w inną formę w tym samym języku, na przykład konwersję tekstu nieformalnego na formalny czy obraźliwego na uprzejmy. Aplikacje do tłumaczenia w czasie rzeczywistym, takie jak Instant Voice Translate firmy Erudite, obiecują (https://oreil.ly/xxENs), że kłopotliwe sytuacje związane z barierą językową dla turystów staną się przeszłością.


  Przepływy pracy


  Modele LLM coraz częściej wykorzystuje się do automatyzacji przepływów pracy. Sekwencja zadań może być wykonywana przez oparte na LLM-ach systemy oprogramowania zwane agentami. Agenty mogą wchodzić w interakcje ze swoim środowiskiem (wyszukiwać i pobierać dane, uruchamiać kod, łączyć się z innymi systemami) i potencjalnie działać autonomicznie. Bardziej formalną definicję agentów oraz sposoby ich budowania znajdziesz w rozdziale 10.


  
    
      
        	
          Wpływ LLM-ów na rynek pracy


          Nasza analiza konferencji finansowych wskazała na niepokojący trend: firmy już teraz traktują LLM-y i ogólnie sztuczną inteligencję jako sposób na oszczędności. Kilka firm (https://oreil.ly/Ba495) otwarcie przyznało, że zredukowało zatrudnienie po zaobserwowaniu poprawy wydajności dzięki AI.


          Na przykład Klarna, szwedzka firma z branży fintech, ogłosiła (https://oreil.ly/-Ui33), że jej asystent AI obsługuje dwie trzecie spraw związanych z obsługą klienta, co odpowiada pracy 700 ludzkich konsultantów.


          Szybkie wdrażanie LLM-ów na dużą skalę niekoniecznie oznacza, że są one lepsze od ludzi w wykonywaniu zadań. W przypadkach, w których modele całkowicie zastępują ludzi, a nie tylko ich wspomagają, mogą być wdrażane nawet wtedy, gdy działają gorzej niż ludzie, tylko ze względu na oszczędności. Takie przedwczesne wdrażanie technologii AI może prowadzić do długofalowego pogorszenia zadowolenia klientów.


          Z drugiej strony modele językowe znacznie obniżyły barierę wejścia w świat programowania, co prowadzi do większej cyfryzacji i umożliwia rozwijanie oprogramowania znacznie większej liczbie osób.

        
      

    
  


  Prompty


  Teraz, gdy znasz już podstawy, pora rozpocząć naukę efektywnego korzystania z LLM-ów.


  Proces interakcji z LLM-em nazywamy podpowiadaniem (ang. prompting). Choć niektóre firmy próbują nadać LLM-om cechy ludzkie, na przykład imiona lub osobowość, warto pamiętać, że komunikując się z LLM-em, podajemy mu instrukcje, a nie rozmawiamy jak z człowiekiem. Pamiętaj, że LLM-y są predyktorami następnego słowa. Oznacza to, że generowany przez nie tekst w dużej mierze zależy od tekstu, który im podajemy, w tym od danych wejściowych (zwanych promptem) i tokenów wyjściowych wygenerowanych do tej pory przez model. Całość nazywamy kontekstem.


  Podając modelowi odpowiedni tekst w kontekście, przygotowujemy go do generowania potrzebnego nam wyniku. Idealny prompt byłby odpowiedzią na pytanie: „Jaki byłby najlepszy prefiks N tokenów, który po wprowadzeniu do modelu LLM skłoni go z największym prawdopodobieństwem do wygenerowania poprawnej odpowiedzi?”.


  W momencie pisania tej książki modele językowe nie są jeszcze na tyle inteligentne, aby można było formułować prompty dokładnie tak, jak mówilibyśmy do człowieka, i oczekiwać optymalnych wyników. W miarę doskonalenia modeli językowych prompty będą mogły być coraz bardziej zbliżone do ludzkiej rozmowy. Czytelnicy, którzy pamiętają początki wyszukiwarek internetowych, mogą przypomnieć sobie, że efektywne korzystanie z wyszukiwarki poprzez wprowadzanie odpowiednich zapytań było postrzegane jako niełatwa do zdobycia umiejętność. Jednak wraz z rozwojem wyszukiwarek zapytania stawały się bardziej swobodne.


  Kiedy zaczynałem pisać tę książkę, poprosiłem docelowych odbiorców o sugestie zagadnień, które powinny zostać w niej omówione. Najwięcej próśb dotyczyło podpowiadania — praktycy chcieli wiedzieć, jak skutecznie pisać prompty w konkretnych przypadkach użycia.


  Podpowiadanie jest ważnym aspektem współczesnych LLM-ów. Prawdopodobnie znaczną część czasu w każdym projekcie opartym na dużym modelu językowym spędzisz na dopracowywaniu promptów, co bardzo nieprecyzyjnie określa się mianem inżynierii promptów.
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          Podejmowano próby automatycznego optymalizowania podpowiedzi poprzez takie rozwiązania, jak Automatic Prompt Optimization (APO) (https://oreil.ly/SekPA) i AutoPrompt (https://oreil.ly/upVKC). Omówię to szerzej w rozdziale 13.

        
      

    
  


  Ważne jest, aby mieć realistyczne oczekiwania co do skuteczności inżynierii promptów. Prompty nie są magicznymi zaklęciami, które odblokowują ukryte możliwości LLM-ów. Jest mało prawdopodobne, aby istniały firmy mające znaczącą przewagę nad innymi tylko dzięki stosowaniu lepszej, nieznanej innym techniki formułowania promptów. Z drugiej strony nieprzestrzeganie podstawowych zasad podpowiadania może znacznie obniżyć trafność LLM-a.


  W internecie dostępnych jest mnóstwo poradników dotyczących podpowiadania. Szczególnie polecam przewodnik Learn Prompting (https://oreil.ly/CQrzi). Nie musisz znać wszystkich technik podpowiadania, aby pisać dobre prompty. Większości tego, co trzeba wiedzieć o podpowiadaniu, można nauczyć się w ciągu kilku godzin. Ważniejsze jest częste wchodzenie w interakcje z używanymi LLM-ami, obserwowanie ich reakcji i rozwijanie intuicji dotyczącej ich działania.


  Jeśli masz doświadczenie w programowaniu, sugeruję patrzenie na podpowiadanie przez pryzmat programowania. W programowaniu instrukcje muszą być jednoznaczne, bez miejsca na niejasności. Wyzwaniem w przypadku podpowiadania jest to, że odbywa się ono w języku naturalnym, który z natury jest niejednoznaczny. Mimo to najlepsze podpowiedzi zawierają instrukcje, które są jasne, szczegółowe i ustrukturyzowane, pozostawiając bardzo mało miejsca na niejasności. Więcej niuansów dotyczących podpowiadania poznasz w rozdziałach 5. i 13.
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          Ciekawostka: modele językowe są niewrażliwe na kolejność słów. Tę właściwość zaobserwowano (https://oreil.ly/gtDFg) nawet we wcześniejszych modelach (https://oreil.ly/qI_IZ), takich jak BERT. Na przykład zadaj czatbotowi ChatGPT lub ulubionemu LLM-owi pytanie „Jak mam zawiązać sznurówki?” w pomieszanej formie, powiedzmy „Zawiązać mam jak sznurówki?”. ChatGPT odpowie: „Oczywiście! Oto instrukcja krok po kroku, jak zawiązać sznurówki: …”, tak jakbyś zadał zwyczajne pytanie.

        
      

    
  


  Teraz omówię kilka trybów formułowania promptów.


  Podpowiadanie bez przykładów (ang. zero-shot)


  Jest to standardowe podejście do podpowiadania, w którym przekazujesz modelowi językowemu instrukcję i opcjonalnie tekst wejściowy. Nie podajesz żadnych przykładów ani demonstracji, jak rozwiązać dane zadanie.


  Rozważmy przykład, w którym Twoim zadaniem jest ocena odczuć wyrażonych w recenzji restauracji. Aby osiągnąć to za pomocą podejścia zero-shot, możesz użyć następującego promptu:


  Prompt: Sklasyfikuj poniższy fragment tekstu pod względem wyrażonych w nim odczuć. Wynik może być jednym z następujących: pozytywne, negatywne, neutralne.


  Fragment tekstu: „Puree ziemniaczane przypomniało mi posiłki z czasów szkolnych. Tak długo czekałem, żeby znów zjeść coś takiego… NO RACZEJ NIE!”


  Odczucia:


  Dobry prompt bez przykładów:


  
    	Podaje precyzyjną i jednoznaczną instrukcję.


    	Opisuje zakres możliwych wyników lub format oczekiwanej odpowiedzi. W tym przykładzie określamy, że wynik powinien być jedną z trzech wartości.


    	Naprowadza model na generowanie właściwego tekstu. Kończąc prompt słowem „Odczucia:”, zwiększamy prawdopodobieństwo, że model wygeneruje wartość odczuć jako następny token.

  


  Im lepszy model, tym mniej musisz się martwić, żeby zrobić to wszystko jak należy.


  W rzeczywistych zastosowaniach format wyjściowy musi być ściśle kontrolowany, żeby był zgodny ze zautomatyzowanymi systemami. Więcej technik zapewniających kontrolę nad generowanymi wynikami omówię w rozdziale 5.
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          Prompty są wrażliwe na zmiany modelu. Możesz starannie przygotować prompt, który wydaje się dobrze działać, ale zauważyć, że ten sam prompt nie działa dla innego modelu. Co więcej, skuteczność tego samego promptu może się pogorszyć dla tego samego punktu końcowego API, jeśli zaktualizowano bazowy model. Zjawisko to nazywamy dryfem promptów. Dlatego dobrym pomysłem jest stosowanie kontroli wersji promptów.

        
      

    
  


  Podpowiadanie z kilkoma przykładami (ang. few-shot)


  W naszym przykładzie podpowiadania bez przykładów LLM był w stanie rozwiązać zadanie, choć nie wyjaśniliśmy mu, jak ma to zrobić. Wynika to stąd, że zadanie było proste i jasno zdefiniowane. W wielu przypadkach zadania mogą być trudniejsze do opisania w języku naturalnym. Możemy wtedy dodać do podpowiedzi kilka przykładów składających się z samych wyników lub par wejście – wyjście. Chociaż potocznie nazywa się to uczeniem na kilku przykładach, model językowy nie jest w żaden sposób aktualizowany poprzez tę technikę podpowiedzi.


  Oto przykład promptu z kilkoma przykładami:


  Prompt: Palindrom to słowo, które ma te same litery, gdy czyta się je od lewej do prawej i od prawej do lewej.


  Przykłady słów będących palindromami: kajak, sedes, towot, radar


  Przykłady słów niebędących palindromami: karma, cywil, razem, moment


  Odpowiedz na pytanie, używając Tak lub Nie.


  Czy słowo rominmor jest palindromem?


  Odpowiedź:


  Metoda łańcucha myśli


  Gdybyś miał nauczyć się tylko jednej techniki podpowiadania, powinna być to technika łańcucha myśli (ang. chain-of-thought, CoT), ponieważ należy do najskuteczniejszych.


  Jak wspomniałem, kontekst LLM-a determinuje kolejny token, który zostanie przewidziany. Dlatego musimy zoptymalizować zawartość kontekstu (prompt użytkownika + dotychczas wygenerowane tokeny wyjściowe), aby zmaksymalizować prawdopodobieństwo wygenerowania przez model poprawnych przyszłych tokenów. Jednym ze sposobów na to jest zachęcenie modelu do przemyślenia odpowiedzi przed jej wygenerowaniem. Skłania go to do przedstawienia procesu dochodzenia do odpowiedzi, zamiast bezpośredniego jej podania. Może to obejmować rozbicie zadania na podzadania i rozwiązywanie ich po kolei.


  Kiedy LLM jest już blisko wygenerowania wyniku, może oprzeć się na bardziej istotnym kontekście, co zwiększa prawdopodobieństwo udzielenia właściwej odpowiedzi.


  Rozważmy poniższy przykład:


  Prompt: Rozwiąż równanie 34 + 44 + 3 · 23 / 3 · 2. Myśl krok po kroku.


  Po otrzymaniu instrukcji „Myśl krok po kroku” LLM rozkłada problem na części i rozwiązuje je po kolei:


  
    Podane równanie:

  


  
     

  


  
    34 + 44 + 3 * 23 / 3 * 2

  


  
     

  


  
    Najpierw wykonam mnożenie i dzielenie od lewej do prawej:

  


  
     

  


  
    = 34 + 44 + (3 * 23 / 3 * 2)

  


  
    = 34 + 44 + (69 / 3 * 2)

  


  
    = 34 + 44 + (23 * 2)

  


  
    = 34 + 44 + 46

  


  
     

  


  
    Teraz wykonam dodawanie:

  


  
     

  


  
    = 78 + 46

  


  
     

  


  
    Wreszcie dokończę dodawanie:

  


  
     

  


  
    = 124

  


  
     

  


  
    Zatem rozwiązaniem równania jest 124.
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          Wiele dużych modeli językowych rozwiązuje zadania krok po kroku bez wyraźnego polecenia, aby to robić. Wynika to stąd, że zostały one dostrojone przez instrukcje, aby rozwiązywały zadania w ten sposób. Więcej na temat dostrajania przez instrukcje dowiesz się z rozdziałów 5. i 6. LLM-y, które zostały dostrojone przez instrukcje, są łatwiejsze do sterowania za pomocą promptów.


          W przypadku LLM-ów dostępnych przez interfejs użytkownika technikę CoT może stosować ukryty prompt (zwany systemowym) dodany przez twórcę modelu.

        
      

    
  


  Czy powinniśmy dodawać instrukcję CoT „rozumuj krok po kroku” do każdego promptu, niczym kody pomagające oszukiwać w grach? Sprague i współpracownicy (https://oreil.ly/3zJDC) ocenili skuteczność techniki CoT w różnych zadaniach i stwierdzili, że jest ona najbardziej pomocna w zadaniach wymagających rozumowania matematycznego lub logicznego. W przypadku zadań związanych z rozumowaniem zdroworozsądkowym korzyści z CoT są ograniczone. W zadaniach opartych na wiedzy CoT może nawet pogorszyć wyniki.


  Warto zauważyć, że operacje arytmetyczne i wnioskowanie logiczne mogą być również wykonywane poprzez delegowanie ich do zewnętrznych narzędzi, takich jak solwery symboliczne czy interpretery kodu. Omówię to szczegółowo w rozdziale 10.
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          Stosowanie metody CoT znacznie zwiększa liczbę tokenów generowanych przez model w celu rozwiązania zadania, co prowadzi do wyższych kosztów.

        
      

    
  


  Łańcuchy promptów


  Często zadania wymagają wielu kroków i dużej liczby instrukcji. Jednym ze sposobów podejścia do tego problemu jest umieszczenie wszystkich instrukcji w jednym prompcie. Alternatywą jest podzielenie zadania na mniejsze podzadania i połączenie promptów w taki sposób, że wynik jednego staje się danymi wejściowymi kolejnego. Z moich obserwacji wynika, że takie łączenie promptów w łańcuch konsekwentnie daje lepsze efekty niż zarządzanie całym zadaniem za pomocą pojedynczego promptu.


  Weźmy na przykład zadanie polegające na wyodrębnieniu informacji z tekstu podanego w formularzu i sformatowaniu wyniku w ustrukturyzowany sposób. Jeśli w formularzu są jakieś brakujące lub odstające wartości, należy zastosować specjalne reguły przetwarzania końcowego. W takim przypadku dobrą praktyką jest podzielenie zadania na dwa prompty — pierwszy służy do wyodrębnienia informacji, a drugi zajmuje się przetwarzaniem końcowym wyodrębnionych danych.


  Prompty adwersaryjne


  Możesz zauważyćp, że w przypadku niektórych zapytań LLM odmawia wykonania polecenia. Wynika to stąd, że został specjalnie wytrenowany, aby odrzucać pewne rodzaje próśb (o tym, jak osiągnąć takie zachowanie, dowiesz się z rozdziału 8.). Ten rodzaj treningu, który nazywamy treningiem dostosowawczym, ma na celu zgranie modelu z wartościami i preferencjami twórców.


  Na przykład próba uzyskania od porządnego LLM-a instrukcji budowy bomby spotka się z odmową. Jednak obecnie trening dostosowawczy zapewnia jedynie słabą warstwę zabezpieczeń, ponieważ można go obejść za pomocą sprytnie sformułowanych promptów, co nazywamy podpowiadaniem adwersaryjnym. Prompty adwersaryjne można tworzyć ręcznie lub algorytmicznie. Takie przemyślnie sformułowane zapytania potrafią skłonić model do wygenerowania odpowiedzi, nawet jeśli został wytrenowany, by tego nie robić.


  Sprytne techniki formułowania promptów nie służą wyłącznie niecnym celom. W wielu przypadkach LLM po prostu nie odpowiada tak, jak byśmy chcieli, a formułowanie pomysłowych promptów może pomóc. Techniki te obejmują zarówno prośby o przyjęcie przez model konkretnej persony, jak i próby emocjonalnego szantażu („Jeśli nie odpowiesz poprawnie na to pytanie, ucierpi wiele dzieci!”). Chociaż istnieją badania (https://oreil.ly/q1I_7) sugerujące, że dodanie emocji do promptu może prowadzić do lepszych wyników, nie ma twardych i jednoznacznych dowodów, iż jest to uniwersalnie skuteczne dla danego modelu. Dlatego nie zalecam stosowania takich technik w aplikacjach produkcyjnych.


  
    
      
        	
          Ćwiczenie


          Gandalf (https://oreil.ly/3R3fz) to gra oparta na promptach, którą stworzyła Lakera AI (https://oreil.ly/L3rLx), firma zajmująca się bezpieczeństwem AI, która demonstruje podatność modeli językowych na adwersaryjne prompty. W tej grze model językowy zna hasło, a na każdym poziomie musisz je wydobyć, korzystając z podanych wskazówek. Gra ta pomaga nauczyć się sprytnie konstruować prompty i zrozumieć słabości modeli językowych. Spróbuj dotrzeć do ostatniego poziomu!


          Dodatkowo możesz wypróbować techniki opisane w artykule Li i współpracowników (https://oreil.ly/e2U7S), polegające na dostarczaniu modelowi bodźców emocjonalnych w celu poprawy jego trafności. W szczególności wypróbuj te techniki w zapytaniach dotyczących wyjaśnień zjawisk fizycznych, np. „Dlaczego nie można stopić jajka?”. Czy zauważasz jakąś poprawę?


          Ciekawostka: kiedyś podczas spotkania towarzyskiego zorganizowałem konkurs na pisanie adwersaryjnych promptów. O dziwo osoby bez wykształcenia technicznego radziły sobie lepiej niż eksperci od LLM-ów w omijaniu zabezpieczeń modelu za pomocą sprytnych promptów!

        
      

    
  


  Korzystanie z modeli językowych za pośrednictwem API


  Najprawdopodobniej miałeś już okazję korzystać z LLM-a poprzez interfejs czatu, jak w przypadku modeli ChatGPT, Gemini czy Claude. Przyjrzyjmy się teraz, jak uzyskać dostęp do tych modeli za pomocą API. Jako przykład wykorzystamy API OpenAI, aby połączyć się z modelami z rodziny GPT. Większość innych zastrzeżonych modeli udostępnia podobne parametry przez swoje API.


  Dostęp do modeli GPT-4 i GPT-4 mini można uzyskać za pośrednictwem interfejsu Chat Completion API firmy OpenAI. Oto przykład:


  
    import os

  


  
    import openai

  


  
    openai.api_key = <TUTAJ WSTAW SWÓJ KLUCZ>

  


  
    output = openai.ChatCompletion.create(

  


  
      model="gpt-4o-mini",

  


  
      messages=[

  


  
        {"role": "system", "content": "Jesteś ekspertem w pisaniu opowiadań."},

  


  
        {"role": "user", "content": "Napisz mi krótkie opowiadanie dla dzieci

  


  
        o psie i słoniu, które przestały być przyjaciółmi."}

  


  
      ]

  


  
    )

  


  
     

  


  
    print(output.choices[0].message)

  


  Rolę można ustawić na system, user, assistant lub tool:


  
    	Rola system służy do określania nadrzędnej instrukcji.


    	Rola user odnosi się do wejściowych danych użytkownika.


    	Rola assistant odnosi się do odpowiedzi modelu.


    	Rola tool służy do interakcji z zewnętrznymi narzędziami programowymi.

  


  Narzędzia omówię bardziej szczegółowo w rozdziale 10.
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          Jaka jest różnica między rolą systemową a rolą użytkownika? Które instrukcje powinny znaleźć się w prompcie systemowym, a które w prompcie użytkownika? Prompty systemowe służą do określania ogólnego zachowania LLM-a, na przykład „Jesteś ekspertem finansowym biegłym w pisaniu raportów”. Jeśli pozwalasz użytkownikom na bezpośrednią interakcję z LLM-em, możesz użyć promptu systemowego do przekazania własnych instrukcji wraz z żądaniem użytkownika. Moje eksperymenty pokazały, że nie ma większego znaczenia, czy umieścisz instrukcje w prompcie systemowym, czy w prompcie użytkownika. Ważna jest natomiast długość i liczba instrukcji. LLM-y zwykle mogą obsłużyć tylko kilka instrukcji naraz. Jest większe prawdopodobieństwo, że model będzie przestrzegał instrukcji znajdujących się na końcu lub na początku promptu.

        
      

    
  


  Oto niektóre z parametrów udostępnianych przez OpenAI:


  n


  Liczba uzupełnień, które model ma wygenerować dla każdego polecenia wejściowego. Gdybyśmy na przykład użyli n = 5 w powyższym przykładzie, wygenerowalibyśmy pięć różnych opowiadań dla dzieci.


  
    
      
        	[image: ikonka]

        	
          W przypadku zadań wymagających wysokiej niezawodności zalecam generowanie wielu uzupełnień, czyli n > 1, a następnie użycie funkcji przetwarzania końcowego (która może obejmować wywołanie LLM-a) do wyboru najlepszego. Wynika to stąd, że LLM próbkuje generowany tekst z rozkładu prawdopodobieństwa, i w niektórych przypadkach odpowiedź może być niepoprawna/niewłaściwa tylko z powodu niefortunnego próbkowania tokenów. Może być konieczne zrównoważenie tego procesu z ograniczeniami budżetowymi.

        
      

    
  


  stop i max_completion_tokens


  Służą do ograniczenia długości generowanych danych wyjściowych. Parametr stop pozwala określić tokeny końcowe, które po wygenerowaniu zatrzymają proces generowania. Przykładową sekwencją stopu może być token nowego wiersza. Jeśli poprosisz model o przestrzeganie określonego formatu wyjściowego, na przykład ponumerowanej listy zdań, możesz po prostu podać ostatni numer jako parametr stop, aby zatrzymać generowanie po wypisaniu określonej liczby zdań.


  frequency_penalty i presence_penalty


  Służą do ograniczenia powtarzalności generowanych danych wyjściowych. Poprzez obniżanie prawdopodobieństwa dla tokenów, które już pojawiły się na wyjściu, możemy sprawić, że model będzie mniej powtarzalny. Parametry te przydają się podczas wykonywania bardziej kreatywnych zadań.


  logit_bias


  Za pomocą parametru logit_bias możemy określić tokeny, których prawdopodobieństwo generowania chcemy zwiększyć lub zmniejszyć.


  temperature i top_p


  Oba parametry odnoszą się do strategii dekodowania. LLM-y generują rozkład prawdopodobieństwa tokenów i będą próbkować z tego rozkładu, aby wygenerować następny token. Istnieje wiele strategii wyboru następnego tokena do wygenerowania na podstawie rozkładu prawdopodobieństwa. Omówię je szczegółowo w rozdziale 5. Na razie pamiętaj, że wyższa wartość temperature prowadzi do bardziej kreatywnych i zróżnicowanych wyników, a niższa do bardziej przewidywalnych wyników. Ta ściągawka (https://oreil.ly/DAa66) zawiera zalecane wartości dla różnych przypadków użycia.


  logprobs


  Określa najbardziej prawdopodobne tokeny dla każdego tokena wyjściowego wraz z ich logarytmami prawdopodobieństwa. OpenAI ogranicza tę listę do 20 najbardziej prawdopodobnych tokenów. W dalszych rozdziałach wyjaśnię, jak możemy wykorzystać informacje logprobs w różnych formach.


  
    
      
        	
          Ćwiczenie


          Wykorzystując API OpenAI, przekaż modelowi przykładowy fragment komentarza na żywo z meczu piłkarskiego Realu Madryt przeciwko Barcelonie (https://oreil.ly/NRwIb). Możesz zastąpić te drużyny innymi, jeśli chcesz. Poproś model o wygenerowanie dalszej części komentarza. Dostosuj swoje prompty, parametry temperature, logit_bias, presence_penalty i frequency_penalty, a następnie sprawdź, czy jesteś w stanie odtworzyć ton komentatorów. Jak bardzo tekst wygenerowany przez LLM różni się od rzeczywistego komentarza?

        
      

    
  


  Mocne strony i ograniczenia modeli językowych


  Intuicyjne rozumienie mocnych stron i ograniczeń LLM-ów to kluczowa umiejętność w tworzeniu użytecznych aplikacji opartych na tych modelach. Intuicję tę pomogą Ci rozwinąć informacje zawarte w tej książce oraz praktyczne ćwiczenia. Ogólnie rzecz biorąc, LLM-y są biegłe w zadaniach językowych. Rzadko popełniają błędy ortograficzne czy gramatyczne. Stanowią ogromny postęp w porównaniu z wcześniejszymi technikami rozumienia instrukcji i intencji użytkownika. Są też bardzo skuteczne w większości zadań NLP, takich jak ekstrakcja encji i relacji albo rozpoznawanie nazwanych encji (NER). Szczególnie dobrze radzą sobie z generowaniem kodu, w czym odnoszą chyba największe sukcesy, czego przykładem jest narzędzie GitHub Copilot (https://oreil.ly/qvriE).


  Większość ograniczeń LLM-ów sprowadza się do tego, że nie są one wystarczająco inteligentne. Nawet najnowocześniejsze modele mają znaczące ograniczenia w rozumowaniu, w tym w rozumowaniu arytmetycznym, logicznym i zdroworozsądkowym. (Bardziej formalnie zdefiniuję rozumowanie w rozdziale 8.). LLM-y nie są również w stanie trzymać się faktów ze względu na brak połączenia z rzeczywistym światem. W rezultacie generują tekst, który może być niezgodny z faktami i zasadami świata rzeczywistego, co potocznie nazywa się halucynacjami. Halucynacje są zmorą LLM-ów i jednym z głównych czynników, które zniechęcają do ich stosowania. Różne metody radzenia sobie z halucynacjami i ograniczeniami w rozumowaniu mówię w rozdziale 8.


  Codziennie do sieci trafiają tysiące artykułów wygenerowanych przez LLM-y, a wiele z nich pojawia się na początku wyników wyszukiwania. Na przykład przez krótki czas na pytanie „Czy można stopić jajka?” wyszukiwarka Google pokazywała odpowiedź „Tak, jajko można stopić”, pochodzącą ze strony internetowej wygenerowanej przez sztuczną inteligencję i zawierającej niepoprawną informację. Tego rodzaju teksty są potocznie nazywane „breją AI” (ang. AI slop). Jest więc bardzo ważne, aby wyszukiwarki precyzyjnie wykrywały teksty generowane przez AI. Warto zauważyć, że ponieważ LLM-y są trenowane głównie na tekstach z internetu, przyszłe modele mogą zostać skażone zanieczyszczonymi treściami.


  Chociaż LLM-y często wykorzystuje się do wspomagania zadań twórczych, są one dalekie od poziomu profesjonalnych autorów. Powieść stworzona przez obecne modele raczej nie stanie się bestsellerem. Generowanym przez nie tekstom brakuje prawdziwej pomysłowości i zdolności wywoływania emocji, które posiadają ludzcy autorzy. Po przeczytaniu odpowiedniej ilości tekstów generowanych przez LLM-y rozpoznawanie ich nie jest szczególnie trudne.


  
    
      
        	
          Przesuwanie granic możliwości modeli językowych


          Choć lista zadań, których modele językowe nie potrafią wykonać, stale się kurczy, niektóre umiejętności, takie jak autoreferencja, wciąż wydają się poza ich zasięgiem.


          W książce I Am a Strange Loop (Jestem dziwną pętlą) (https://oreil.ly/uttDL) Douglas Hofstadter twierdzi, że zdolność autoreferencji jest miarą inteligencji wyższego rzędu, a nawet świadomości. Przykładem autoreferencyjnego zdania jest: „Przedostatnie słowo w tym zdaniu to to”.


          Thrush i współpracownicy (https://oreil.ly/rHQH1) opublikowali zbiór danych o nazwie I am a strange dataset (Jestem dziwnym zbiorem danych) (https://oreil.ly/3hX9w) zawierający zestaw tego typu metajęzykowych pytań. Spróbuj zadać różnym modelom następujące pytanie i sprawdź, czy odpowiedzą poprawnie:


          To to jest jest nowa nowa forma forma poezji poezji gdzie gdzie każde każde słowo słowo jest jest powtórzone. Czy jakieś słowa nie są powtórzone?


          W momencie pisania tej książki żaden model, włącznie z OpenAI o1, nie potrafi poprawnie odpowiedzieć na to pytanie — nie zauważa, że ostatnie słowo nie jest powtórzone.

        
      

    
  


  Każdy model językowy generuje tekst z charakterystycznym, mniej lub bardziej zauważalnym „podpisem”. Na przykład ChatGPT ma tendencję do nadużywania pewnych słów, takich jak „zagłębiać się”, „mozaika”, „tętniący życiem” itp. ChatGPT ma też skłonność do generowania zdań z wyjaśniającą końcową frazą, na przykład „Zjadł całą pizzę, co wskazuje na to, że był głodny” lub „Wampir wysłał tysiąc wiadomości tekstowych w ciągu miesiąca, co sugeruje efektywne wykorzystanie technologii cyfrowych”. Jednak niezwykle trudno jest (https://oreil.ly/4skjI) ze stuprocentową pewnością wykryć tekst wygenerowany przez AI. Nieuczciwi użytkownicy stosują również techniki unikania wykrycia, na przykład prosząc inny model językowy o przeformułowanie tekstu wygenerowanego przez AI, aby rozmyć charakterystyczny styl pierwotnie zastosowanego modelu.


  W związku z tym wykrywanie plagiatów stało się jeszcze trudniejsze, włącznie z przypadkami studentów niesłusznie oskarżanych o plagiat (https://oreil.ly/hetca) z powodu niedokładności detektorów tekstu AI. Trendy te skłaniają uczelnie na całym świecie do zmiany sposobów oceniania studentów, z mniejszym naciskiem na prace pisemne. Studenci są jednymi z najczęstszych użytkowników produktów opartych na modelach językowych, co widać po spadku liczby użytkowników ChatGPT (https://oreil.ly/5xECI) w miesiącach letnich.


  Chociaż wiadomo, że LLM-y nadużywają słów takich jak „zagłębiać się”, nie należy polegać na częstotliwości występowania pojedynczych tokenów jako sposobie wykrywania tekstu generowanego przez AI. Ponieważ dorastałem w Indiach i nauczyłem się indyjskiej odmiany angielskiego, słowo „zagłębiać się” (ang. delve) pojawia się w moim słownictwie znacznie częściej niż u przeciętnego mieszkańca Zachodu, co można było zauważyć w moich tekstach i publikacjach na długo przed pojawieniem się ChatGPT. Te niuanse pokazują, że potrzebne są bardziej zaawansowane techniki wykrywania tekstu generowanego przez AI.
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